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Tassd tutkimuksessa tutkitaan tekodlyn hyodyntdmistd liikenteen hallin-
nassa ja ennakoinnissa. Tekodly on kisitteend vanha, mutta sen tekniikat ovat
kehittyneet valtavasti viime vuosina ja sitd kdytetddan yhd useammilla aloilla, ku-
ten liikenteen hallinnassa. Liikennettd hallitaan liikenteenhallintajédrjestelmilla.
Liikenteen kasvava ongelma, varsinkin suurkaupungeissa, on ruuhkautuminen,
joka aiheuttaa matkanopeuksien hidastumista, matka-aikojen kasvamista, suu-
rempaa polttoaineen kulutusta, hallinnollisia kuluja sekéd ilmastopddstojd verrat-
tuna ruuhkattomaan liikenteeseen. Tutkimuksessa on tarkoitus 16ytdad keinoja,
joilla tekodlyn eri sovelluksia voidaan hyodyntdd liikenteen hallinnassa, enna-
koinnissa ja sen sujuvoittamisessa liikenteenhallintajdrjestelmien tukena. Pddasi-
alliseen tarkasteluun rajataan koneoppiminen sekd neuroverkot. Tutkimukselle
on tarvetta, koska tekodly on ottanut viime vuosina suuria harppauksia ja silld
olisi potentiaalia ratkaista myos liikenteessd ilmenevid ongelmia. Liikenteen uu-
distaminen on kallista, joten hyville ennakoinnille on tarvetta uusia investointeja
tehdessd. Tutkimuksen tuloksina havaittiin, ettd tekodlyn eri sovelluksilla on
mahdollisuus parantaa liikenteen ennakoinnin tarkkuutta ja eri sovelluksilla on
erilaisia vahvuuksia ja heikkouksia eri tilanteissa. Lisdksi todettiin, ettd dlykés
liikkenteenhallintajdrjestelmd vahentdd ruuhkautumista tehokkaasti ja tekee jér-
jestelmdstd proaktiivisen reaktiivisen sijaan. Tutkimus toteutettiin tieteellisend
kirjallisuuskatsauksena.
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This study investigates the use of artificial intelligence in traffic management and
forecasting. Artificial intelligence is an old concept, but its technologies have de-
veloped tremendously in recent years and are being used in different fields, such
as traffic management. Traffic is managed by traffic management systems. A
growing problem in traffic, especially in big cities, is congestion, which causes
slower speeds, longer travel times, higher fuel consumption, administrative costs
and climate emissions compared to non-congested traffic. The aim of the study
is to find ways to utilize different applications of artificial intelligence in traffic
management, forecasting and streamlining in support of traffic management sys-
tems. The main focus is on machine learning and neural networks. Research is
needed because artificial intelligence has made great strides in recent years and
has the potential to solve traffic problems as well. Modernizing transport is ex-
pensive, so good anticipation is needed when making new investments. As a re-
sult of the study, it was found that different applications of artificial intelligence
have the potential to improve the accuracy of traffic prediction and different ap-
plications have different strengths and weaknesses in different situations. In ad-
dition, it was found that the intelligent traffic management system effectively re-
duces congestion and makes the system proactive rather than reactive. Research
was carried out as a scientific literature review.

Keywords: Artificial intelligence, traffic, traffic management system, machine
learning, neural networks
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1 JOHDANTO

Tekodly (eng. Artificial Intelligence) on koneellista oppimista, jolla pyritaan
jdljittelem&ddn ihmiselle ominaista kykyéd oppia ja kdyttaytyd (Kaplan 2016). Te-
kodly on télld hetkelld yksi polttavimmista aiheista teknologiabisneksessd ja sitd
hyodynnetddn yhad useammilla eri aloilla. Tractican raportin mukaan tekoalylla
oli vuonna 2018 9,51 miljardin dollarin markkinat ja vuonna 2025 markkinat voi-
sivat olla jopa yli 120 miljardia dollaria. (Kirkpatrick, Kaul, 2019). Raportti antaa
hyvian késityksen tekodlymarkkinoiden kehityksestd ja siitd, ettd aihe on talld
hetkelld erityisen ajankohtainen ja kiinnostava.

Tekodly luo mahdollisuuksia myos liikenteen saralla. Sen avulla liiken-
teestd voitaisiin saada sujuvampaa ja tehokkaampaa. Tekodlyn avulla pystytdan
luomaan tarkempia ennusteita liikennevirroista kuin perinteisillda menetelmilla.
(Karlaftis, Vlahogianni, 2011.) N&itd ennusteita pystytdan kédyttamaan liitkenteen-
hallintajérjestelmien tukena. Liikenteenhallintajédrjestelmélld pystytddan hallitse-
maan esimerkiksi liikenteen nopeuksia ja kuljettajille tarjottavaa informaatiota.
(Papageorgiou, Diakaki, Dinopoulou, Kotsialos, Wang, 2003.) T&ssa tutkimuk-
sessa tutkitaan, miten tekodlyn eri sovellukset soveltuvat liikenteen ennakointiin
ja toimivatko tekodlylld toimivat liikenteenhallintajdrjestelmét paremmin kuin
perinteiset. Tutkimukseen rajataan tekodlystd koneoppiminen, josta késitellaan
vield tarkemmin neuroverkot.

Tdlle tutkimukselle on tarvetta, silld tekodly on ottanut suuria harppauksia
viime vuosina ja sitd kasitellddan yhd enemman tieteellisessa kirjallisuudessa. Te-
kodlyn hyodyntamista liikkenteen suunnittelussa, hallinnassa ja ennakoinnissa on
tutkittu jo 1990-luvulta ja tdssd tutkimuksessa on tarkoituksena selvittdd, miten
tekodlyn eri sovellukset soveltuvat liikenteen ennakointiin ja hallintaan liiken-
teenhallintajdrjestelmien avulla. Huonosti hallittu ja ruuhkautuva liikenne ai-
heuttaa jatkuvasti ylimédéardisid kustannuksia yksiloille, yrityksille ja yhteiskun-
nalle ja padstojd luonnolle, joten senkin puolesta tutkimukselle on tarvetta. Teko-
dlyn jatkuvan kehittymisen ja toimivan liikenteen tarpeen vuoksi tutkimus on
my0s ajankohtainen. Tutkimus on suunnattu tahoille, jotka vastaavat liikenteesta
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sekd yrityksille, jotka ndkevit liitkenteen ja tekodlyn yhdistdmisessa liiketoimin-
tamahdollisuuksia.
Tutkimuksen tavoitteena onkin vastata seuraaviin kysymyksiin:

e Miten tekodlyn eri sovellukset soveltuvat liikenteen ennakointiin?
e Mitd hyotyd tekodly tuo liikenteenhallintajédrjestelmiin?

Ndihin kysymyksiin pyritddn vastamaan suorittamalla tieteellinen kirjalli-
suuskatsaus. Tavoitteena oli 16ytdd useita eri lahteitd, jotta niitd pystytdan ver-
taamaan kriittisesti. Tutkielmaan keratyt ldhteet on kerédtty pddasiassa seuraa-
vista tietokannoista: Google Scholar, JYKDOK ja ScienceDirect. Toisen luvun
pddasiallisina hakutermeind kaytettiin “artificial intelligence”, “machine lear-
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ning”, “support vector machine” ja ”artificial neural network”. Kolmannessa lu-
vussa hakusanoina kédytettiin “road traffic management system”, ”congestion”
ja “active traffic management”. Neljinnessd kappaleessa kédytettiin hakusa-
noina “artificial intelligence in traffic management”, “neural networks in traffic
control” ja ”artificial intelligence in traffic forecast”. Tuloksista on valittu ldhteita
julkaisuvuoden, viittausten madrdn tai ldhteen ja julkaisun laadun mukaan.
Luvut tassd tutkielmassa rakentuvat niin, etti toisessa luvussa kasitelldan
tekodlyd, sen historiaa ja yleisimpid sovelluksia. Tarkemmin késitellddn neuro-
verkot ja syvdoppiminen, silld ne ovat tutkimuksen kannalta mielenkiintoisia ter-
mejd. Seuraavassa luvussa kisitelldan liikennettd ja liikenteenhallintajérjestel-
méd. Neljannessd luvussa kdydddn 1dpi, miten tekodlyn eri sovellukset soveltu-
vat liikenteen ennakointiin ja mitd tekodly tuo liikenteenhallintajdrjestelmiin.
Neljannestd luvusta 16ytyvét vastaukset tutkimuskysymyksiin “Miten tekodlyn
eri sovellukset soveltuvat liikenteen ennakointiin?” ja “Toimivatko tekoélylla toi-
mivat liikenteenhallintajdrjestelmét paremmin kuin perinteiset hallintajarjestel-
mat?”. Viimeisessd kappaleessa on yhteenveto, jossa esitetdaan my0s jatkotutki-

muskysymykset.



2 TEKOALY

Téssd luvussa kdydaan lapi tekodlyn termistdd ja sen muotoja, keskittyen kone-
oppimiseen, josta tarkemmin neuroverkkoihin. Luku alkaa tekodlyn yleisestd

maédrittelystd ja etenee sen jilkeen tarkemmin koneoppimisen kautta neuroverk-
koihin.

2.1 Mitd on tekodly?

Tekodly juontaa juurensa pitkélle historiaan, silld jo useat filosofit ovat pohtineet
dlykkdiden koneiden mahdollisuutta pitkin historiaa, ldhinnd kuitenkin apuna
meiddn oman ihmisyytemme maéérittelyyn. Tadstd ajatukset ovat kuitenkin koko
ajan kehittyneet kohti sitd, ettd oikeasti voitaisiin luoda dlykkditd koneita. Vasta
kuitenkin 1950-luvun aikana ja sen jdlkeen laskennallinen teho ja ohjelmointikie-
let ovat olleet silld tasolla, ettd on ollut mahdollista tehd& kokeellisia testejd dlyk-
kyydestd. Termi tekodly (Artificial Intelligence, Al), sai nimensd vuonna 1956
Darthmouthin konferenssissa. (Buchanan, 2005.) Tamén jdlkeen tekodly on ot-
tanut suuria askelia eteenpdin. Tekodly (IBM:n Deep Blue) esimerkiksi voitti sha-
kin maailmanmestarin vuonna 1997 shakkiottelussa ja vuonna 2014 ensimmadi-
nen tekodlysovellus ldpdisi Turingin testin. (BBC, 2014.) Mutta mit4 tekoély oike-
asti on?

Tekodlyd maédritellaan useilla eri tavoilla. Suurin osa méaritelmistd kuiten-
kin py®orii karkeasti saman aiheen ymparilld, eli tietokoneiden tai koneiden luo-
mista, joiden kdyttdytyminen on sellaista, ettd sitd voidaan luulla ihmiseksi.
(Kaplan, 2016). Vuonna 1955 John McCarthy totesi, ettd tekodlyn tavoite on luoda
koneita, jotka kadyttaytyvit niin kuin ne olisivat dlykkdita. Tassd madritelmassa
on kuitenkin omat haasteensa, silld ”dlykkyyttd” on hankala maéritelld univer-
saalisti. Elaine Richin ma&dritelmédn mukaan tekodlyd tutkimalla tutkitaan sitd,
miten tietokoneet saadaan tekeméin asioita, joissa ihmiset ovat vield parempia,
kuten esimerkiksi kuvantunnistuksessa. Tdtd maaritelmdd voidaan pitdd parem-
pana ja sen uskotaan olevan voimassa vield vuonna 2050. (Ertel, 2017.)

Tekodlyd voidaan madritelld myo6s sen tietoisuuden tasojen mukaan ja se
voidaan jakaa tietoisuuden mukaan heikkoon ja vahvaan tekodlyyn (Coppin,
2004). Suurin osa tamédnhetkisistd tekodlysovelluksista on heikkoa tekodlya.
Heikko tekodly (tai kapea tekodly) pystyy suorittamaan yksittdisid ja hyvin maa-
riteltyjd tehtdvid, kuten esimerkiksi ajamaan itseohjautuvaa autoa. Vahva tekodly
taas omaa tietoisuuden ja mielen ja pystyy olemaan dlykéds useammassa kuin yh-
dessd spesifissd asiassa. (Siau & Yang, 2017.) Monet tutkijat ja filosofit pitdvit
vahvaa tekoilyd mahdottomana. Alyllisen ja tunteita omaavien robottien mah-
dollisuutta tutkitaan usein science fictionissa, mutta sitd harvemmin pidetddn
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tekodlyn todellisena maalina. (Coppin, 2004.) Heikko tekodly on tamén tutki-
muksen kannalta relevantimpi, silld seuraavaksi kdsiteltavéat termit, koneoppimi-
nen sekd neuroverkot, jotka ovat yksi koneoppimisen osa-alue, ovat heikkoa te-
kodlyd. Termien suhdetta toisiinsa kuvataan tarkemmin kuviossa 1.

Koneoppiminen

Kuvio 1 Tekoélyn, koneoppimisen ja neuroverkkojen suhde toisiinsa (Kotsiantis, Zaha-rakis,
Pintelas, 2007)

2.2 Koneoppiminen

Oppiminen on monivaiheinen ilmié. Oppiminen siséltdd uuden tiedon, kognitii-
visten ja motoristen taitojen oppimista ohjeistuksen ja yrittdmisen kautta, sekd
uuden tiedon ja teorioiden luomista havaintojen ja kokeilemisen kautta.
(Michalski, Carbonell & Mitchell, 2013.) Ihmisten oppiminen on kuitenkin todella
hidasta. Meilta kestdd noin kuusi vuotta siihen, ettd pystymme aloittamaan kou-
lunkédynnin ja yli 20 vuotta siihen, ettd voimme olla akateemisesti koulutettuja.
(Simon, 1983.) Tastd syystd koko tietokoneiden aikakauden tdmé&n edelld maini-
tun ongelman ratkaisu on ollut yksi mielenkiintoisimmasta pitkdn ajan tih-
taimistd tekodlyn saralla (Michalski, ym., 2013).

Yksi tekodlyn osa-alueista on koneoppiminen. Koneoppimisen tarkoitus on
siis mallintaa ihmiselle ominaista oppimista, eli tiedon hankintaa ja taidon jalos-
tusta. Tiedon hankinnalla tarkoitetaan sitd, ettd mitd enemmain henkilolld on tie-
toa aiheesta ja mitd laajemmalla ndkyvyysalueella (scope) hin tietoaan tarkaste-
lee, sitd tarkemmin ja perustellummin hdn pystyy osoittamaan tietoutta aiheesta
ja huomaamaan korrelaatioita eri asioiden vililld. Taidon jalostus taas on ole-
massa olevan taidon hiomista ja parantamista. (Michalski, ym., 2013.)

Saatavilla olevan datan mddrd on viime vuosikymmenen aikana kasvanut
valtavasti ja koneoppimista on otettu kayttoon useilla eri aloilla, kuten esimer-
kiksi ladketieteessd, astronomiassa ja biologiassa (Qiu, Wu, Ding, Xu, Feng, 2016).
Koneoppimisessa on tarkoitus opettaa jarjestelma luokittelemaan syodtearvoja eri
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luokittelujoukkoihin. Yleensd jdrjestelmd on varustettu harjoitusdatalla, jonka
perusteella jarjestelmd pyrkii oppimaan ja luokittelemaan uutta tietoa, jota se ei
ole ennen tavannut. (Coppin, 2004.) Ertel (2017) mdéritteleekin koneoppimisen
seuraavasti: jarjestelmd on oppiva jdrjestelmd, jos se parantaa suorituskykyaan
(mitattuna sopivilla kriteereilld) uuden, tuntemattoman datan kanssa (kun se on
ndhnyt tarpeeksi harjoitusesimerkkejd) (Ertel, 2017). Koneoppimisen peruspro-
sessi kuvataan kuviossa 2.

Ominaisuus 1 .
Jarjestelma — Luokkajako/Arvo

L. -,
Ominaisuus N

|

Harjoitusdata

Kuvio 2 Koneoppimisen perusprosessi (mukaelma Ertel (2017) kuviosta).

Téllaista valmiiksi luokitellun harjoitusdatan avulla tapahtuvaa oppimista kut-
sutaan ohjatuksi oppimiseksi. Suurin osa koneoppimisen sovelluksista on ohjat-
tua oppimista, mutta on olemassa my0ds ohjaamatonta oppimista. Ohjaamatto-
massa oppimisessa jdrjestelmélle ei kerrota ollenkaan valmiita vastauksia, vaan
sen pitdd yrittdd l10ytdd datasta vastauksia tdysin itsendisesti. (Sebag, 2014.) Koska
suurin osa koneoppimisesta on ohjattua, keskitytdan tdssd tutkielmassa siihen.
Ohjatusta oppimisesta voidaan erottaa kolme keskeisintd sovellusta, jotka ovat
padatospuuoppiminen (decision trees), tukivektorikone seka keinotekoiset neuro-
verkot (Kotsiantis, Zaharakis, Pintelas, 2007).

Paatospuut mainittiin alan kirjallisuudessa ensimmadisen kerran jo
1970-luvulla (Sebag, 2014). Paatospuuoppimisessa on tarkoitus luoda malli ja en-
nustaa kohteen arvo jdrjestelmdlle useista syotteistd. Tastd syntyy puumainen
malli, jossa ndkyy tehdyt pdatokset ja mahdolliset tulokset. Visuaalisuus onkin
yksi tdmé&n mallin isoista eduista. Pdatospuuoppimista kdytetdankin paljon da-
tan louhinnassa (eng. data mining), koska se pystyy luokittelemaan hyvin suuria
madrid dataa. Padtospuuoppiminen voidaan jakaa kahteen luokkaan: luokittelu-
puihin ja regressiopuihin. Luokittelupuissa tulokset kuuluvat selkeésti johonkin
luokkaan, esimerkiksi pankista saatava laina voidaan luokitella joko turvalliseksi
tai riskiksi. Regressiopuissa taas tulokseksi voidaan saada oikea luku, esimer-
kiksi populaation kasvuennuste. Pddtospuu voi sisdltdd myos molemmat edella
mainitut, jolloin puhutaan niin sanotusta CART-oppimisesta (Classification and
Regression Trees). (Gupta, Rawat, Jain, Arora, Dhami, 2017). Pdatospuihin liittyy
myo6s Random Forest-algoritmi. Random Forest-algoritmissa kasvatetaan useita
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sattumalla valittuja pdatospuita yhdeksi “metsdksi”, joiden tuloksista saadaan
paljon tarkempi lopputulos. (Breiman, 2001.)

Tukivektorikone (eng. Support Vector Machine) on tilastollinen ko-
neoppimisen menetelmd. Tukivektorikoneen tarkoitus on luoda kahden néyte-
joukon viliin sellainen taso, ettd sen kanssa yhdensuuntaisten marginaalitasojen
vdlimatka on mahdollisimman suuri. Tarkoitus on, ettd yksikddn ndyte ei saa
jdddd ndiden marginaalitasojen viliin ja harjoittamisen jdlkeen tukivektorikone
pystyy luokittelemaan datan luokkiin. Tukivektorikone soveltuu hyvin tilantei-
siin, joissa harjoitusdataa on saatavilla vihdn varsinaiseen analysoitavaan dataan
verrattuna. Myos tukivektorikone pystyy luokittelu- ja regressioanalyyseihin.
(Kotsiantis, Zaharakis, Pintelas, 2007.)

Keinotekoiset neuroverkot ovat timan tutkimuksen kannalta erityi-
sen kiinnostavia, koska niitd kédytetdan paljon liikenteen ennakoinnissa, analy-
soinnissa ja hallinnassa. Tamaén takia niitd kdsitellddn tarkemmin kappaleessa 2.3.

Koneoppimisella on my6s heikkouksia. Yksi heikkous on oppimi-
sessa kdytetyn datan laatu. Oikean maailman data on yleensd epatdydellistd, me-
luista ja epdjohdonmukaista. Tdlloin etsittdvat asiat saattavat hukkua datan se-
kaan. Té&lloin data tarvitsee huomattavaa esikdsittelyd. (Zhang, Zhang, Yang,
2003.) On myos mahdollista kasitelld kaikki kdytettdavissd oleva data, mutta sil-
loin voi ldhinnd toivoa loytdvansd relevanttia tietoa datan seasta. Myos oikean
sovelluksen valitseminen tietyn ongelman ratkaisuun on haaste. Huonosti va-
littu sovellus ei anna luotettavia ennusteita. (Kotsiantis, Zaharakis, Pintelas, 2007.)

2.3 Neuroverkot ja syvdoppiminen

Keinotekoiset neuroverkot (Artificial Neural Networks), joita kutsutaan myos
vain neuroverkoiksi, ovat yksi koneoppimisen muoto. Neuroverkko koostuu toi-
siinsa kytketyistd keinotekoisista neuroneista. Neuroverkot ovat olleet viime
vuosikymmenind paljon tutkittu aihe, koska ne mahdollistavat monimutkaisten
ongelmien ratkaisun. Neuroverkkoihin liittyy myos termi syvaoppiminen. Sy-
vdoppimisella tarkoitetaan neuroverkkoja, joissa on useita eri kerroksia. Sy-
vdoppimisen tarkoituksena on 16ytdd piilossa olevia yleistyksid suurista maarista
dataa. Se hyddyntdd hermoverkkojen tapaa oppia. (Li, Jiang, Yang, & Wu, 2018.)
Neuroverkkoja on kehitelty ensimmadisen kerran 1960-luvulla, mutta syvadoppi-
via neuroverkkoja alettiin tutkia kunnolla vasta 1980-luvun ja 1990-luvun vaih-
teessa. Kuitenkin vasta tédlld vuosituhannella syvdoppivat neuroverkot ovat alka-
neet ohittaa tehokkuudessa perinteisid koneoppimisen metodeja. (Schmidhuber,
2015.) Syvédoppivat neuroverkot ovat saavuttaneet paljon esimerkiksi lddketie-
teessd ja syopdsolujen tunnistamisessa (Esteva ym., 2017), monimutkaisten pe-
lien pelaamisessa (Silver ym., 2016) sekd my®os liikennevirtojen ennakoinnissa
(Xiaolei ym., 2017).
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Syvdoppiminen on siis parhaimmillaan, kun yritetddan 16ytda saantojd ja pii-
lotettuja yhteyksid suuresta madrastd dataa. Syvdoppivat neuroverkot pystyviit
oppimaan myos sille entuudestaan tuntemattomasta datasta ja tuntemattomassa
ymparistossd. Tama on isoin ero aiempiin sovelluksiin, jotka tarvitsivat asiantun-
tijoiden kédsin tekemid valmiita harjoitusmalleja tietyn ongelman ratkaisemiseen.
Kuviossa 3 kuvataan syvdoppivien neuroverkkojen perusrakennetta. Syvaoppi-
vat neuroverkot koostuvat syotekerroksesta (input layer), piilokerroksista (hid-
den layers) ja tuloskerroksesta (output layers). Piilokerroksia voi olla sydtteiden
ja tulosten vilissd useita, syvdoppivissa neuroverkoissa yleensa viidestd jopa tu-
hanteen. Kaikki kerrokset koostuvat solmuista, joiden kautta tieto kulkee syote-
kerroksesta, johon data syotetddn, piilokerrosten kautta kohti tuloskerrosta, joka
esittdd kayttdjalle tulokset, jotka neuroverkko saa aikaan. Kerroksien valilld kul-
kee synapseja, joita kutsutaan usein painotuksiksi. Painotuksia muuttamalla saa-
daan aikaan haluttuja tuloksia. Oppiminen toteutetaan yleensd niin sanotulla
evoluutiolla (backpropagation). Siind tuloskerroksen tuloksia verrataan haluttui-
hin tuloksiin, jonka jdlkeen niitd palautetaan neuroverkossa taaksepdin ja muo-
kataan painotuksia, jotta saadaan tulokset vastaamaan haluttuja tuloksia. (Sze,
Chen, Yang, Emer, 2017.)

Piilokerros

Syotekerros Tuloskerros

Painokertoimet Painokertoimet

Kuvio 3 Neuroverkko (mukaelma Sze ym., (2017) kuviosta)

Edelld mainittu on ohjattua oppimista, ja se onkin yleisin tapa harjoittaa
neuroverkkoja. Ohjatussa oppimisessa jdrjestelmaille annetaan syotteitd, jotka on
valmiiksi luokiteltu, esimerkiksi kuvia taloista, autoista ja ihmisistd. Taman jal-
keen jdrjestelmd itse muuttaa omia sisdisid painotuksiaan saadakseen halutun
lopputuloksen. Ndin jarjestelmén algoritmeja ei tarvitse itse manuaalisesti kasi-
telld, vaan se itse pystyy niitd muuttamaan ja tdten oppimaan. Heikkoutena tdssa
kuitenkin on se, ettd jdrjestelmd vaatii usein suuren méaaran ihmisen lajittelemaa
pohjadataa toimiakseen oikein. Jos verrataan ihmiseen, niin ihminen pystyy te-
kemddn pddtoksida huomattavasti vahemmalld madralld taustatietoa aiheesta.
(LeCun, Bengio & Hinton, 2015.) Oppimista voidaan toteuttaa myds
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ohjaamattomasti, jossa jdrjestelmalle ei anneta valmiiksi luokiteltua dataa. Tal-
16in tarkoituksena on 16ytdd rakenteita tai ryhmid datasta, joita ei perinteisilld
menetelmilld onnistuta 16ytamé&an. On olemassa myos hybridioppimista, jossa
vain pieni osa datasta on valmiiksi luokiteltua. T&lloin luokittelemattomasta da-
tasta voidaan etsid rakenteita ja luokiteltua dataa kayttad luokkien nimedmiseen.
(Sze ym., 2017.)

Neuroverkkojen heikkoutena voidaan pitda sitd, ettd ne toimivat niin sano-
tusti mustan laatikon periaatteella. Silld tarkoitetaan sitd, ettd emme voi tietda
algoritmia, jolla neuroverkko lopputuloksensa saa. Tutkimuksissa yleensd siis
painotetaan pelkdstddn ennustetarkkuutta, eikd niinkddn neuroverkon sisdisen
mekanismin toimintaa. My6s datan laatu on tdrkedssad roolissa neuroverkkojen
kanssa. (Wu, Tan, Qin, Ran, Jiang, 2018.)
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3 LIKENNE JA LIIKENTEEN HALLINTAJARJES-
TELMA

Téassd luvussa madritelldan liikenne, kasitellddn ruuhkautumista, miksi ruuhkia
syntyy sekd mddritelldan liikenteenhallintajdrjestelmd, sekd miten se toimii.

3.1 Liikenne

Liikenne on aina ollut tdrked osa sivilisaatiota. Liikenne voidaan madaritelld ajo-
neuvoiksi, jalankulkijoiksi, laivoiksi ja lentokoneiksi, jotka liikkuvat erilaisia reit-
tejd pitkin (Merriam-Webster, 2019). Tdssad tutkimuksessa keskitytdan maalla liik-
kuviin ajoneuvoihin, eli kdytannossd autoliikenteeseen. Liikennettd hallitaan ja
ennakoidaan, koska viime vuosisadan puolivélistd alkanut yksityisautoilun ja
ylipddtddan matkustamisen tarpeen lisddntyminen on aiheuttanut ruuhkautu-
mista, joka aiheuttaa kdytossd olevan infrastruktuurin alisuoriutumista tehtavas-
tddn. Ruuhkautuminen aiheuttaa viivastyksid matka-ajoissa, turvallisuusriskeja
ja ylimédardistd kuormitusta luonnolle. Tarkeimmait syyt liikkenteen ruuhkautumi-
selle ndhddan kuviossa 4. Liikenteen ennakoinnin ja hallinnan kehittaminen on
itsessddn myo0s tarkedd, koska ns. “brute force” - ldhestyminen asiaan, eli jatkuva
litkenneinfrastruktuurin kehittiminen, ei ole ratkaisu, koska teiden rakentami-
nen on hidasta ja kallista. (Papageorgiou, Diakaki, Dinopoulou, Kotsialos, Wang,
2003.)

Ruuhkautumisen syyt

Liikennevalojen huono
Tapahtumat ajoitus

Tydmaat

Sadolosuhteet

Pullonkaulat

Liilkenneonnettomuudet

Liikennevalojen huono ajoitus = Pullonkaulat w Lilkkenneonnettomuudet = S3dolosuhteet = Tydmaat » Tapahtumat

Kuvio 4 Ruuhkautumisen syyt (mukaelma Papageorgiou, ym., (2003) kuviosta).
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Suurimpaan osaan kuviossa 4 ndhdyistd ongelmista voidaan vaikuttaa lii-
kenteenhallinnalla ja ennakoinnilla. Teknologian avulla liikenteen ennakoinnissa
on mahdollista ottaa huomioon esimerkiksi muuttuvat sddolosuhteet ja erilaisia
yleisotapahtumia, joissa kdy paljon ihmisid (Polson, Sokolov, 2017), kuin myos
tiedottaa ihmisid liikenteessd, jolloin he voivat tehdd reittivalintoja tiedon perus-
teella (Papageorgiou, ym., 2003). My®s liikenneonnettomuuksia voidaan vahen-
tad aktiivisella liikenteen hallinnalla (Huang, Wang, Sharma, 2020).

3.2 Liikenteenhallintajdrjestelma

Aktiivisella liikenteen hallinnalla tarkoitetaan tapahtuvan ja tulevan ruuhkautu-
misen hallintaa. Liikenteen hallinnalla pystytddn varmistamaan tieverkoston
maksimaalinen suorituskyky. Lisdksi silld pystytddn vahentaméaan liikenteessd
tapahtuvia onnettomuuksia. Nykyinen teknologia mahdollistaa nopeamman
reagoinnin liikenteen tapahtumiin, kuin mitd manuaalisesti hallitsemalla.
(Mirshahi, ym., 2007.) Liikennettd pystytdan nykyaddn hallitsemaan tietojarjestel-
mien avulla. Ndiden jdrjestelmien avulla voidaan hallita nopeusrajoituksia, lii-
kennevaloja ja informaatiota, jota liikenteen kayttdjille tarjotaan, jolloin liikenteen
kayttdja voi tehda esimerkiksi reittivalintoja tietoon perustuen. Ohjauspiiri (eng.
control loop), joka kuvataan kuviossa 5, kuvaa tietojdrjestelmad, jolla liikennetta
hallitaan. Liikenteestd kerdtddn dataa erilaisilla sensoreilla ohjauspiiriin kuulu-
valle kayttdjdlle, joka pystyy

Liikenteen vaatimukset,
héiriot ja tapahtumat

!

Ohjauslaite Litkenne- Sensori
verkosto
Ohjaussydte Mittaustulokset Oikea maailma

Jarjestelma

k.

Hallinta-

. Valvonta
strategia

Tavoitteet

lhmisen ja tietokoneen
valinen kayttoliittyma

Kuvio 5 Ohjauspiiri (mukaelma Papageorgiou, ym., (2003) kuviosta)
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reagoimaan liikenteessd tapahtuviin muutoksiin esimerkiksi laskemalla mootto-
ritielld korkeimman sallitun nopeuden rajaa. Liikenteessd on jatkuvasti erilaista
kysyntdd ja tapahtumia (kuten onnettomuuksia), joiden perusteella on tehtdava
ratkaisuja liikenteen hallintaan liittyen. Ohjauspiirin kdyttdjd voi olla ihminen,
jolloin puhutaan manuaalisesta ohjausjdrjestelmdstd, mutta ohjauspiirid voi kayt-
tdd my0s algoritmi, jolloin puhutaan automaattisesta ohjausjarjestelmastd. (Pa-
pageorgiou, Diakaki, Dinopoulou, Kotsialos, Wang, 2003.) Liikenteestd kerdtdan
erilaisten sensorien avulla valtavia maarid dataa, kuten esimerkiksi litkenteen vo-
lyymia (ajoneuvoa/tunnissa) ja keskimddrdistd liikenteen nopeutta (Huang,
Wang, Sharma, 2020).

Kaikki valinnat, joita kdyttdjd tekee, perustuvat hallintastrategiaan.
Hallintastrategian tarkoituksena on varmistaa paras mahdollinen lopputulos,
riippumatta eri liikenteen hairidtekijoistd. Tavoitteena voi olla esimerkiksi, etta
jokainen litkenteen kayttdjd tarvitsee kdyttdd lilkenteessda mahdollisimman vahdn
aikaa. Ohjausjdrjestelméan tehokkuus perustuu hyvin pitkille ohjausstrategian
tarkoituksenmukaisuuteen, jonka takia ohjausstrategiat pitdisi aina suunnitella
huolellisesti tehokkaita ja systemaattisia optimointimenetelmia kayttden, tietoon
ja oikeaan dataan perustuen. Myo6s automaattisten ohjausjdrjestelmien kayttami-
nen olisi aina suotavaa niiden nopean laskentatehon vuoksi. (Toint, Labbe,
Tanczos, Laporte, 1998.) Edelleen kuitenkin monet maat ja kaupungit kayttavéat
vanhanaikaisia ja huonosti optimoituja hallintastrategioita. Vaikka hallintajérjes-
telmad olisi itsessddn moderni liikenteeseen reagoiva jarjestelma, huono hallinta-
strategia estdd jarjestelmdd ulosmittaamasta parasta suorituskykyaan. Talloin
yleensi kallis investointi ei tule olemaan hintansa arvoinen. Varsinkin moottori-
teilld tama on ongelma. Hyvalld hallintajdrjestelmalld, hyvilld sensoreilla moot-
toriteiden rampeilla ja hyvalld hallintastrategialla voitaisiin vihentdd jopa 50 %
kaytetystd ajasta liikenteessd. (Papageorgiou, ym., 2003.)

Liikennettd tehokkaasti hallitsemalla voidaan siis selkeésti vahentaa
matka-aikoja, mutta siindkin on heikkoutensa. Liikenne toimii kysynnén ja tar-
jonnan lain mukaan. Jos tarjolla on nopeampi reitti paikasta toiseen, sen reitin
kysyntd kasvaa, eli sitd myos kdytetddn enemman. (Morris, 1977.) Jos siis jonkun
liikkenneverkoston osuuden ldpikulkemiseen kaytetty aika lyhenisi huomatta-
vasti, sen kysyntd nousisi, jolloin liikenteen méédrad vastaavasti nousisi. Téstd ei
ole vield tarkkaa tutkimustietoa, mutta on huomattu, ettd pahimmassa tapauk-
sessa matka-ajan parannukset, jotka on saavutettu liikenteen hallinnalla, véahene-
vét osittain syntyvan kysynnan vuoksi. Siksi on tdrkedd pystyd maksimoimaan
liikkenteen suorituskyky liikenneverkoston joka osassa. (Papageorgiou, ym., 2003.)
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4 TEKOALY LIIKENTEEN ENNAKOINNISSA JA
HALLINNASSA

Tdssd kappaleessa kdydddn ldpi, miten esiteltyjd tekodlyn sovelluksia on eri tut-
kimusten mukaan kaytetty liikenteen ennakoinnissa ja hallinnassa sekd miten
namad sovellukset soveltuvat kyseiseen tehtavaan.

Liikenteen ennakointi on aiheuttanut 2000-luvulla haasteita alan ammatti-
laisille, silld liikenteestd on tullut monimutkaisempaa tieverkostojen ja ajoneuvo-
jen médrien kasvaessa. Asiantuntijoiden on kuitenkin tarjottava turvallista, teho-
kasta ja luotettavaa liikennettd, samalla minimoiden vahingot luonnolle ja yhtei-
soille. Taman vuoksi tekodlyn sovelluksia on myos tuotu liikenteen ennakointiin
ja hallintaan jo jonkun aikaa. Liikenteessd on ominaisuuksia, jotka sopivat hyvin
tekodlyn eri sovelluksille. Esimerkiksi liikenteessd ollaan tekemisissd usein niin
monimutkaisten systeemien kanssa, ettd niiden mallintaminen perinteisin mene-
telmin on erittdin hankalaa. Tédlloin empiiristen mallien rakentaminen perustuen
kerdttyyn dataan on usein ainut jarkeva keino, ja tekodly on ominaisuuksiensa
ansiosta tdhdn hyvin soveltuvia. (Sadek, 2007.) Tekodlyn liittdmistd liikenteen
konseptiin onkin tehty jo vuosikymmenid. 1990-luvulla on julkaistu useita artik-
keleita aiheeseen liittyen. Esimerkiksi neuroverkkojen hyodyntdamistd on tutkittu
paljon. Jo tédlloin neuroverkkojen potentiaali tunnistettiin, mutta todettiin my®ds,
ettd laajoja tutkimuksia aiheesta tarvittiin lisdd, esimerkiksi selvittdimdan neuro-
verkkojen evoluutioita ja vertailemaan perinteisid tilastollisia menetelmid ja neu-
roverkkoja. (Dougherty, 1995.)

Tekodlyd ja sen sovelluksia kdytetddan tutkimusten mukaan useisiin eri
kayttotarkoituksiin. Sitd hyodynnetddn esimerkiksi liikennevirtojen ennakointiin
alueellisilla ja ajallisilla muuttujilla (Wu, Tan, Qin, Ran, Jiang, 2018), liikenneno-
peuksien ennakointiin (Ma, Dai, He, Ma, Wang, Wang, 2017) ja reaaliaikaiseen
liikenneonnettomuuksien riskin arviointiin (Yu, Abdel-Aty, 2013). Kaikkea t&td
analysoitua dataa voitaisiin kdyttda aktiivisen liikkenteenhallinnan ja -hallintajér-
jestelmien tukena. Seuraavaksi késitellddan tekodlyn sopivuutta tehtdviin litken-
nevirtojen ja lilkkenneonnettomuuksien ennakoinnin seka liikenteen hallinnan pa-
rissa.

4.1 Liikennevirtojen ennakoinnissa

Liikennevirtojen ennakointia hyodynnetddn aktiivisten liikenteen hallintajérjes-
telmien kanssa ruuhkautumisen estdmisessd, esimerkiksi nopeusrajoituksia saa-
telemailld ja Yhdysvalloissa tietullien hinnoittelun tukena (Polson, Sokolov, 2017).
Liikennevirtojen ennakointia hyodynnetddn aktiivisen liikenteenhallinnan
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liséiksi usein myos esimerkiksi navigointisovelluksissa, jotka arvioivat liikenteen
ruuhkautumista ja tarjoavat kayttdjilleen ndin informaatiota, jonka perusteella
kayttdjat voivat tehdd reittivalintoja (Microsoft Research, 2016).

Liikennevirtojen ennakoinnissa kdytetddn paljon varsinkin neuroverkkoja.
Neuroverkkojen kyky késitelld valtavia mddrid moniulotteista dataa, niiden mal-
lintamisen joustavuus sekd niiden oppiminen ja yleisesti hyvd ennakointitark-
kuus antavat niille mahdollisuuden olla toimiva tytkalu my®os liikenteen parissa.
(Karlaftis, Vlahoghianni, 2011). Neuroverkot pystyvit hyvin ennustamaan lii-
kennevirtoja kuvista. Liikenteestd voidaan luoda ajan ja paikan perusteella ku-
vaajia, joista neuroverkot voivat tehdd ennusteita. Taméan toteavat tutkimukses-
saan Xiaolei ym. (2017). Heiddn tutkimuksessaan neuroverkko oli parempi kuin
muut koneoppimisen metodit, kuten esimerkiksi tukivektorikone. (Xiaolei ym.,
2017). Polson ja Sokolov (2017) tutkivat tutkimuksessaan syvdoppivan neurover-
kon kykyd ennustaa lyhyen aikavilin liikennevirtoja. Heiddn hypoteesinsa mu-
kaan syvdoppiva neuroverkko voi tuottaa hyvin paikkaansa pitdvan ennusteen
seuraavaksi 40 minuutiksi. Se pystyy ottamaan huomioon my®s erikoiset olosuh-
teet, kuten esimerkiksi alueella tapahtuvan suuren urheilutapahtuman tai lumi-
myrskyn ja kdyttden ennemmin nimenomaan mahdollisimman reaaliaikaista da-
taa (esimerkiksi viimeinen 40 minuuttia), kuin historiallista dataa (esimerkiksi yli
24 tuntia vanhaa dataa). Tutkimuksessa verrattiin syvdoppivan neuroverkon tu-
loksia yksinkertaiseen neuroverkkoon, jossa oli vain yksi piilokerros sekd perin-
teisempddn vektorimalliin. Tulokset osoittivat, ettd syvdoppiva neuroverkko
toimi yleisesti paremmin kuin yksinkertainen neuroverkko. Syvdoppiva neuro-
verkko toimi pddasiassa myos paremmin kuin vektorimalli. Syvdoppiva neuro-
verkko pystyi pitdmddn ennustetarkkuutensa myos erikoisissa olosuhteissa.
Vektorimalli pystyi ennustamaan hyvilld tarkkuudella normaaleissa olosuh-
teissa, mutta esimerkiksi ruuhka-aikojen ennusteet eivét olleet tarkkoja, toisin
kuin syvdoppivalla neuroverkolla. Neuroverkkokaan ei kuitenkaan pystynyt en-
nustamaan ruuhka-aikoja tdydellisesti. Se pystyi ennustamaan hyvin ruuhkien
alkamisajan, mutta antoi virheellisid ennusteita ruuhkan hiipumisajankohdasta.
Heikkoutena Polson ja Sokolov nostavat kuitenkin syvdoppivan neuroverkon
heikon kyvyn selittdd tuloksiaan. (Polson, Sokolov, 2017.) Wu, Tan, Qin, Ran ja
Jiang (2018) kuitenkin osoittivat omassa tutkimuksessaan, ettd syvdoppivan neu-
roverkon on mahdollista tuottaa myos selitys saamilleen liikennevirtojen ennus-
teille niiden monimutkaisuudesta huolimatta. He haastavat ajatuksen, ettd neu-
roverkot toimivat pelkdstddn mustan laatikon periaatteella, silld he analysoivat
neuroverkon sisdistd mekanismia ennustetarkkuuden liséksi. Téllainen ajattelu-
tapa toisi heiddn mielestddn uusia tapoja ajatella liikennevirtojen ennakointia ja
liikkennevirtojen data-analyysid. Nditd keinoja heiddn mielestddn tdaytyy kuiten-
kin tutkia lisdd. (Wu, ym, 2018.)

Monet tutkimukset vertailevat syvaoppivien neuroverkkojen suoritusky-
kyd ja sopivuutta liikenteen ennakointiin muihin koneoppimisen sovelluksiin ja
toteavat ne paremmiksi (Polson, Sokolov, 2017; Wu, ym., 2018; Xiaolei, ym., 2017).
Kuitenkin my6s muita metodeja on tutkittu ja todettu toimiviksi. Wang ja Shi
(2013) tutkivat hybridimallisen tukivektorikoneen kykyad ennakoida lyhyen
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aikavdlin litkkennenopeuksia. He tunnistavat tukivektorikoneen ongelman, eli
datan oikeanlaisen alkukésittelyn merkityksen ja oikean kernel-funktion valin-
nan, jotta tukivektorikone pystyy toimimaan tdydelld potentiaalilla. He kuiten-
kin esittavat juuri liikenteen ennakointiin sopivia metodeja, joilla saadaan mal-
linnettua lyhyen aikavilin liikkenteen ominaisuuksia. Namé metodit nostavat tut-
kimuksen mukaan ennustetarkkuutta huomattavasti ja auttavat tulevaisuuden
tutkimuksissa. (Wang, Shi, 2013.) Myos pddtospuita on tutkittu. Paatospuut ja
CART-algoritmi saavuttivat Pitombon, de Souzan ja Lindtnerin (2017) tutkimuk-
sessa n. 82 % ennustetarkkuuden, kun tarkoituksena oli selvittdd matkustajan
matkan kohde. (Pitombo, de Souza, Lindner, 2017).

Naditd eri tutkimuksia vertaamalla voidaan tehdd johtopaatoksid siitd, miten
eri tekodlyn sovellukset sopivat liikennevirtojen ennakointiin. Monet tutkimuk-
sista nostavat syvdoppivat neuroverkot parhaaksi tavaksi ennakoida liikennevir-
toja. Taméd perustellaan silld, ettd ne pystyvit késittelemddn paremmin dataa
useista eri ldhteistd, jolloin niilld on kdytossddn enemman tietoa, johon perustaa
ennusteensa. Ne pystyvit esimerkiksi ottamaan huomioon poikkeavat tapahtu-
mat paremmin, kuten ylldttaviat sidolosuhteet. Heikkoutena syvaoppivilla neu-
roverkoilla on kuitenkin niiden huono kyky selittdd omia tuloksiaan. Myos teko-
dlyn muilla sovelluksilla, kuten tukivektorikoneilla, pystytddan saamaan hyvia tu-
loksia, mutta niiden kdytto rajoittuu enemmaén yhteen todella spesifiin tehtdvaan
ja vaatii tarkkaa datan alkukdésittelyd. Seuraavassa taulukossa on tiivistetty teko-
dlyn sovelluksien edellytyksid liikennevirtojen ennakoinnissa.

TAULUKKO 1 Tekodlyn sovelluksien hyodyt ja edellytykset liikenteenvirtojen ennakoin-
nissa

kuutta

Tekodlyn sovelluksien hyddyt ja sopi- Lahteet
vuus liikkennevirtojen ennakonnissa
Parantavat liikennevirtojen ennustetark- | Karlaftis, Vlahoghianni, 2011, Pi-

tombo, de Souza, Lindner, 2017; Pol-
son, Sokolov, 2017; Xiaolei, ym, 2017;
Wang, Shi, 2013

Tukivektorikoneet toimivat hyvin hyvan
datan kisittelyn jalkeen

Wang, Shi, 2013

Paatospuita voidaan kayttdd tieliikenteen
kdyttdjan madaranpdadn ennustamiseen

Pitombo, de Souza, Lindner, 2017

Neuroverkot pystyvat kdyttdmdin mo-
nildhteistd dataa ja toimivat parhaiten
poikkeavissa olosuhteissa

Karlaftis, Vlahoghianni, 2011; Polson,
Sokolov, 2017

Neuroverkoilla on huono kyky selittdd tu-
loksiaan, mutta aihetta lisdd tutkimalla se-
lityskykyé voitaisiin parantaa

Wu, ym, 2018
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4.2 Liikenneonnettomuuksien ennakoinnissa

Aktiivinen liikenteen hallinta (Active Traffic Management) sisdltdd usein isossa
roolissa my®0s reaaliaikaisia onnettomuusriskien arviointimalleja. N4itd malleja
kdytetdan ennakoimaan kolarien riskejd, jolloin voidaan proaktiivisesti parantaa
liikkenteen turvallisuutta. (Yu, Abdel-Aty, 2013.) Tekodly on ottanut jatkuvasti
isompaa roolia aktiivisen liikenteen hallinnan saralla. Vaikka aihetta on tutkittu
aktiivisesti, ei riskien ja onnettomuuden vakavuuden vélistd suhdetta ole vield
pystytty identifioimaan. (Rezaie Moghaddam, Afandizadeh, Ziyadi, 2010.) Nai-
den riskien ennakoinnissa on kéytetty neuroverkkoja, ettd koneoppimisen muita
sovelluksia, pddasiassa kuitenkin tukivektorikoneita. Yu ja Abdel-Aty (2013) tut-
kivat omassa tutkimuksessaan tukivektorikoneen avulla tehtdviai liikenneonnet-
tomuuksien ennakointia, koska he huomasivat, ettd esimerkiksi neuroverkot toi-
mivat liikaa mustan laatikon tavoin ja titd myodten mukautuvat dataan liian hy-
vin, eivdtkd endd anna luotettavia tuloksia. Tutkimuksessa kaytettiin reaaliai-
kaista dataa (nopeus, kdyttoaste, volyymi) ja sitd verrattiin jo kerdttyyn dataan
onnettomuuksista. Tukivektorikone opetettiin etsiméddn yhtendisyyksid harjoit-
teludatasta, jonka jdlkeen harjoitteludatasta saatuja tuloksia verrattiin tulosda-
taan ja tukivektorikoneen tuloksia verrattiin muilla tavoilla analysoituihin tulok-
siin. Tutkimuksessa huomattiin, ettd tukivektorikone on parempi kuin muut tut-
kimuksessa kdytetyt menetelméat. Huomion arvoista oli myds se, ettd tukivekto-
rikoneen ennakointitarkkuus parani, mitd pienemmalld méaaradlld dataa se toimi.
Tutkimuksen mukaan tukivektorikone toimii erittdin hyvin liikenneonnetto-
muuksien ennakoinnissa. (Yu, Abdel-Aty, 2013.) Saman ovat todenneet my®os Li,
Lord, Zhang ja Xie (2008) omassa tutkimuksessaan, jossa he vertailivat perinteista
tilastollista menetelméas ja tukivektorikonetta. He huomasivat tutkimuksessaan
myo0s, ettd tukivektorikoneen harjoittaminen ja kdyttaminen tuo tuloksia neuro-
verkkoja nopeammin. Molemmat tekevidt myts huomion, ettd tukivektoriko-
neella ei ole samoja ongelmia kuin neuroverkoilla, eli tukivektorikone ei mu-
kaudu dataan liikaa. (Yu, Abdel-Aty, 2013; Li, Lord, Zhang, Xie, 2008.)

Myos neuroverkkoja ja syvdoppimista on tutkittu paljon liikenneonnetto-
muuksien ennakointiin liittyen. Neuroverkkojen ja syvdoppimisen etuna on nii-
den kyky kayttdd monilédhteistd dataa. Ne voivat ottaa huomioon isomman maa-
réan erilaisia muuttujia. Syvdoppivat neuroverkot ovatkin tuottaneet hyvia tulok-
sia tutkimuksissa, joissa jarjestelmd saa syotteend dataa useista eri ldhteista. (Bao,
Liu, Ukkusuri, 2019.) Bao, Liu ja Ukkusuri (2019) tutkivat tutkimuksessaan, mi-
ten neuroverkkojen avulla voitaisiin ennustaa lyhyen aikavélin onnettomuusris-
keja kaupunkialueella. Tutkimus toteutettiin Manhattanin alueella New Yorkissa,
jossa tutkimusalue jaettiin eri kokoisiin alueisiin. Tarkoituksena oli selvittdd,
kuinka tarkasti paikallisesti ja ajallisesti, eli spatiotemporaalisesti, neuroverkko
pystyy laskemaan onnettomuusriskid. Ajallisesti tutkittiin tunnin, pdivén ja vii-
kon jaksoja ja niiden onnettomuusriskin tarkkuutta. Tuloksia verrattiin taman
jilkeen perinteisiin ekonometrisiin menetelmiin sekd neljaan yksinkertaisem-
paan koneoppimisen metodiin. Tutkimuksessa huomattiin, ettd syvaoppivat
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neuroverkot toimivat kokonaisuudessaan paremmin kuin edelld mainitut mene-
telmat. Huomattavaa oli kuitenkin, ettd mitd tiheampi spatiotemporaalisuus oli
(eli pieni alue ja lyhyt aikavéli), sitd huonompi ennustettavuus oli. Onnettomuu-
det ovat kuitenkin satunnainen tapahtuma, joten lyhyen vélin ennustettavuuden
lasku on ymmarrettdvad, koska myos dataa on tarjolla vahemman. (Bao, ym.,
2019.) Samantyylisid tuloksia tutkimuksessaan saivat myos Huang, Wang ja
Sharma (2020), jotka tutkivat tutkimuksessaan syvdoppivien neuroverkkojen on-
nettomuusriskin ennustamiskykyd moottoriteilld. Hekin toteavat tutkimukses-
saan, ettd syvdoppivat neuroverkot toimivat onnettomuusriskin ennakoinnissa,
mutta luotettavasti vain, jos dataa on tarjolla riittdvéasti ja se on hyvin luokiteltu.
Tutkimuksessa nostetaan myos ilmi, ettd usein onnettomuuksista tarjolla oleva
data on hyvin homogeenistd, mikd voi vaikuttaa ennustettavuustarkkuuteen. He
myds huomasivat, ettd matalammat syvdoppimisen mallit tuottavat parempaa
suorituskykyd. (Huang, Wang, Sharma, 2020.)

Iranitalab ja Khattak (2017) vertailivat tutkimuksessaan eri koneoppimisen
sovelluksia siind, miten hyvin ne ennustavat tieliikenneonnettomuuksien vaka-
vuutta. Tutkimuksen isoin huomio olj, ettd koska vakavat liikenneonnettomuu-
det ovat harvinaisia, niiden ennakointi on védhdisestd datan méaarastd johtuen hy-
vin hankalaa. Niiden ennustettiin tapahtuvan harvemmin kuin todellisuudessa
ja usein ne luokiteltiin vahemmaén vakaviksi, kuin mitéd ne todellisuudessa olivat.
Talloin myos tieliikenneonnettomuuksien kokonaiskustannukset arvioitiin to-
dellista matalammiksi. Tutkimuksessa myos ryhmiteltiin testidataa siten, ettd
sitd oli sekd alkuperdisessda muodossaan, ettd kahdessa ryhmaésss, joissa data oli
sisdisesti homogeenistd, mutta heterogeenistd muihin ryhmiin verrattuna. Datan
ryhmittely nosti ennustetarkkuutta suurimmissa osissa tapauksia, lopuissa se
kuitenkin laski sitd. (Iranitalab ja Khattak 2017.) Tutkimus osoittaa hyvin, kuinka
tarkedssa roolissa data on tekodlyn avulla tehtdvdssd ennakoinnissa.

Mielenkiintoisen 16ydon tutkimuksessaan tekivat myods Zhang, He, Gao ja
Ni (2018). He tutkivat sosiaalisesta mediasta saatavan datan analysointia teko-
alyn sovelluksilla ja voidaanko sitd hyodyntaa liikenneonnettomuuksien havait-
semisessa. Heiddn tutkimuksensa osoittaa, ettd oikein analysoituna Twitterista
saatava data pystytddn yhdistdmédan tapahtuviin lilkenneonnettomuuksiin ja lii-
kenteen poikkeaviin kdyttaytymisiin, kuten ylldttaviin ruuhkautumisiin. Tutki-
mus avaa uusia mahdollisuuksia liikenneonnettomuuksien havaitsemiseen ja en-
nakointiin. Zhang ym. kuitenkin korostavat, ettd tdma aihe tarvitsee paljon lisaa
tutkimusta, eika sitd voida kayttdaa kuin korkeintaan paatoksenteon tukena, silld
sosiaalisesta mediasta saatava data voi olla epéluotettavaa ja se on muutenkin
hyvin meluisaa. (Zhang, ym, 2018.)

Naditd tutkimuksia ja niiden tuloksia vertaamalla voidaan todeta, ettd teko-
dlyn eri sovelluksilla on potentiaalia toimia tehokkaasti liikenneonnettomuuk-
sien ennakoinnissa, mutta eri muuttujista riippuen eri sovelluksilla on erilaisia
vahvuuksia ja heikkouksia. Seuraavassa taulukossa on tiivistetty tekodlyn edel-
lytyksid ennakoida liikenneonnettomuuksia.
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TAULUKKO 2 Tekoédlyn hyodyt ja edellytykset liikenneonnettomuuksien ennakoinnissa

Tekodlyn sovelluksien hyddyt ja so- Lahteet
pivuus liikenneonnettomuuksien
ennakoinnissa
Tekodlyn avulla pystytddn ennusta- | Bao, Liu, Ukkusuri, 2019; Huang
maan liikenneonnettomuuksia entistd | Wang, Sharma, 2020; Li, Lord,
tehokkaammin ja tdten ehkdisemddn | Zhang, Xie, 2008; Yu, Abdel-Aty,
niit4 2013
Varsinkin tukivektorikoneet toimivat | Li, Lord, Zhang, Xie, 2008; Yu, Ab-
hyvin, koska ne toimivat luotettavasti | del-Aty, 2013
vihalld maaralld dataa
Tukivektorikoneet oppivat nopeammin | Li, Lord, Zhang, Xie, 2008
kuin neuroverkot
Neuroverkot toimivat hyvin, jos dataa | Bao, Liu, Ukkusuri, 2019; Huang,
on tarjolla tarpeeksi Wang, Sharma, 2020
Tekodly mahdollistaa my®s liikenneon- | Iranitalab, Khattak 2017
nettomuuksien vakavuuden ja kustan-
nusten ennakoinnin
Onnettomuuksista kuitenkin dataa tar- | Iranitalab, Khattak 2017
jolla vahén, koska ne ovat niin harvinai-
nen tapahtuma, joten vakavuuden enna-
kointi ei vilttamétts ole luotettavaa
Tekodlyn avulla dataa voidaan myos | Zhang, ym, 2018
hyodyntdd uusista ldhteistd, kuten sosi-
aalisesta mediasta

4.3 Tekodlyn hyodyt liikenteenhallintajirjestelmissa

Analysoituja liikennevirtoja voidaan hyodyntaa useilla tavoilla. Tarkein, mita lii-
kennedataa analysoimalla ja sitd aktiivisen liikenteen hallinnan tukena kaytta-
malld pystytdan tekeméddn, on ruuhkautumisen estiminen. Ruuhkautuminen ai-
heuttaa matkanopeuksien madaltumista, joka taas aiheuttaa pidentyneitd mat-
kustusaikoja, suurempaa polttoaineen kulutusta, enemmaén muita hallinnollisia
kuluja ja ympéristopdastoja verrattuna ruuhkattomaan liikenteeseen (Bull, 2003).
Richard Arnottin ja Kenneth Smallin artikkelin mukaan Yhdysvalloissa metro-
polialueilla, joissa on yli miljoona asukasta, vuosittainen ruuhkien aiheuttama
ylimédardinen ajoaika on yli kuusi miljoonaa ajotuntia, ja sen aiheuttamat kustan-
nukset ovat useita kymmenid miljoonia dollareita. Tama summa ei laske vield
mukaansa yliméddrdistd bensiinin tarvetta, onnettomuuksia tai ilman saasteita.
(Arnott, Small, 1994.) Tekodlyn mukaan tuominen
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lilkkenteenhallintastrategioiden suunnitteluun ja liikenteenhallintajdrjestelmien
pdatoksentekoon kuitenkin tuo niille selkedd lisdarvoa (Hernandez, Ossowski,
Garcia-Serrano, 2002). Esimerkiksi Lin, Al Hassanin, Shahidehpourin, Bahrami-
radin ja Khodaein (2018) tutkimuksessa todettiin, ettd dlykds liikenteenhallinta-
jarjestelmad pystyi hallitsemaan liikennettd itsendisesti ja proaktiivisesti, myos eri-
koisissa tilanteissa, joita on hankala ennakoida. Se pystyi vahentdamédan ruuhkau-
tumista ja nopeuttamaan liikennevirtoja paremmin kuin perinteinen liikenteen
hallintajarjestelma. (Li, ym., 2018.) Myos McCluskey ja Vallati (2017) toivat tutki-
muksessaan hyvin ilmi tekodlylld toimivan liikenteenhallintajdrjestelmdn etuja
sekd my0s heikkouksia. Heiddn mielestéddn tekoélylld toimivan liikenteenhallin-
tajarjestelmdn isoin etu on se, ettd se pystyy luomaan reaaliajassa liikenteenhal-
lintastrategiaa, joka pystyy vastaamaan alati muuttuviin olosuhteisiin. Teko-
dlylla toimiva jarjestelmd pystyy myos kdyttamaan dataa useista eri ldhteistd, jol-
loin silld on paljon enemman dataa, jonka perusteella tehdd paatoksid. Perintei-
semmat jarjestelmdt ovat riippuvaisia pelkéstddan omista, teihin upotetuista sen-
soreistaan. Kuitenkin tutkijat nostivat esiin vield selkeitd kehityskohteita. N4ita
olivat data, oikeiden arvojen médrittaminen, tavoitteiden asettaminen ja tekno-
logioiden yhdistaminen. Kuten aiemminkin on tullut ilmi, datan rooli tekodlyn
harjoittamisessa ja tulosten saamisessa on erityisen tarkeda. Jos data on sellaista,
ettd sen avulla ei pystytd selvittdméaan haluttuja asioita, antaa tekoélylld toimiva
liikkenteenhallintajdrjestelmd huonoja ennusteita. Datasta on myos osattava 16y-
tdd merkitykselliset arvot. Tutkimuksessa huomattiin, ettd aluksi raja-arvoina
kdytettiin arvoa (ajoneuvojen lukumaééra alueella), joka ei ollut yhtd relevantti
kuin my6hemmin kdytetty arvo (risteysten madra alueella). Tama valinta toi tu-
loksina yltidoptimistisia arvioita. Myos tavoitteiden asettaminen loi jdrjestel-
mille ongelmia. Pelkéstddn yhdelld alueella parasta mahdollista lopputulosta
ajava jdrjestelmd antoi huonoja alueellisia optimointeja muilla alueilla. Tulevat
jdrjestelmat tarvitsevat tutkimuksen mukaan rikkaampia tavoitemalleja. Tekno-
logioiden yhdistdminen tuotti tdssd tutkimuksessa my6s ongelmia. Uusien jar-
jestelmien yhdistdaminen vanhoihin tuotti hankaluuksia. Myos eri tiimien toimi-
minen eri aikaan jarjestelmad kasatessa aiheutti ongelmia. Lopputuloksena tdssa
tutkimuksessa sen ongelmista huolimatta oli kuitenkin McCluskeyn ja Vallatin
(2017) mukaan ensimmadinen onnistunut kaupungin liikenteenhallinnasta vas-
taava tekodlylld toimiva liikenteenhallintajdrjestelma. (McCluskey, Vallati, 2017.)
Dunkel, Fernandez, Ortiz ja Ossowski (2011) nostavat kuitenkin omassa tutki-
muksessaan tekodlylld toimivan liikenteenhallintajdrjestelmén ongelmaksi sen
arkkitehtuurin. Tutkimuksessa todetaan, ettd jotkut tekodlypohjaiset jarjestelmét
ei pysty tuottamaan analyysejd datasta tarpeeksi nopeasti. Vaikka ongelma voi-
daan kiertdd ja tuottaa riittdvan nopea vasteaika, se vaikeuttaa jarjestelmén skaa-
laamista. (Dunkel, ym., 2011.)

Vielidkin litkennealalla ammattilaiset ovat jakautuneet kahtia perinteisen ti-
lastoinnin metodien kayttdjien sekd laskennallisen dlykkyyden kayttdjien kesken.
Vaikka tavoitteet ovatkin samat, on tutkijoiden vilinen kommunikointi ollut
heikkoa. (Karlaftis, Vlahogianni, 2011.) Taméan kirjallisuuskatsauksen perusteella
tekodlylla tehdyn liikenteen analysoinnin hyodyt ja tekodlylld toimivien



24

lilkkenteenhallintajdrjestelmien edut tehostaisivat liikenteen hallintaa ja vahentai-
sivét liikkenteen haittavaikutuksia verrattuna perinteisempiin menetelmiin. Seu-
raavassa taulukossa on tiivistetty tekodlyn tuomia hyotyjd liikenteenhallintajar-

jestelmiin.

TAULUKKO 3 Tekoédlyn tuomat hyodyt liikenteenhallintajarjestelmiin

Tekodlyn tuomat hyodyt liikenteenhallin- Lahteet
tajdrjestelmiin

Tekodly mahdollistaa jdrjestelmédn proak- | Li, ym., 2018

tiivisen toiminnan

Alykis liikenteenhallintajérjestelmé estdd | Hernandez, Ossowski, Garcia-

ruuhkautumista tehokkaammin Serrano, 2002, Li, ym., 2018,

McCluskey, Vallati, 2017

Alykis liikenteenhallintajérjestelmd pys-
tyy toimimaan itsendisesti

Li, ym., 2018; McCluskey, Vallati,
2017

Alykas liikenteenhallintajérjestelmé  toi-
mii paremmin poikkeavissa olosuhteissa,
kuin perinteinen jdrjestelma

McCluskey, Vallati, 2017

Alykkaalla liikenteenhallintajérjestelmalla
enemmién tietoa kaytettdvissd, mihin pe-
rustaa ratkaisut

McCluskey, Vallati, 2017
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5 Yhteenveto

Tassd tieteellisessd kirjallisuuskatsauksessa tutkittiin eri tieteellisten ldhteiden
avulla, miten tekodlyn eri sovellukset sopivat liikenteen hallintaan ja ennakoin-
tiin, sekd voidaanko niitd hyodyntad liikenteenhallintajdrjestelmissd. Kahdessa
ensimmadisessd kasittelyluvussa késiteltiin tarkeimmat termit, tekodly, seka lii-
kenne ja liikenteenhallintajdrjestelma. Kolmannessa kasittelyluvussa pyrittiin sit-
ten vastaamaan seuraaviin tutkimuskysymyksiin:

e Miten tekodlyn eri sovellukset soveltuvat liikenteen ennakointiin?
e Mitd hyotya tekodly tuo liikenteenhallintajdrjestelmiin?

Ensimmdisend késiteltiin tieteellisen kirjallisuuden avulla tekodlyd, sen his-
toriaa ja eri sovelluksia. Kappale alkaa lyhyelld teko&lyn historialla, jonka jalkeen
termi mddriteltiin. Kirjallisuudessa tekodlylle ei 16ydy selkedd universaalia maa-
rittelyd, mutta eri ldhteiden avulla se pystyttiin tdhdn tutkielmaan maéérittele-
méadn. Tamdn jalkeen kaytiin ldpi tekodlyn tietoisuuden tasot, joita ovat heikko
ja vahva tekodly. Suurin osa nykyisestd tekodlystd on heikkoa tekodlyd, koska
vahvaa tekodlyd ei vield pystytd tekemé&dn ja monen tutkijan mielestd se on jopa
mahdotonta. Seuraavaksi kadytiin lapi yhta tekodlyn aluetta, koneoppimista. Ko-
neoppiminen on tekodlyn perusta ja siksi sitd kdytiin tarkasti ldpi, erottaen siita
kolme tarkeintd sovellusta, jotka ovat paatospuut, tukivektorikone ja keinotekoi-
set neuroverkot. Neuroverkkoja késiteltiin vield tarkemmin, koska ne ovat taméan
tutkielman kannalta erittdin kiinnostavia, koska niitd kadytetaan paljon liikenteen
ennakoinnissa ja hallinnassa. Myos sekd koneoppimisen, ettd neuroverkkojen
yleisimmat heikkoudet kdytiin l&dpi.

Seuraavassa kappaleessa késiteltiin lyhyesti termit liikenne, ruuhkautumi-
nen ja liikenteenhallintajdrjestelmd. Kuvattiin, millainen tietojdrjestelma liiken-
teenhallintajarjestelma yleensa on, mitd sithen kuuluu ja millaista hyotya siitd on.
Liséksi lyhyesti tuotiin ilmi myos liikenteen hallinnan heikkoutta.

Neljannessd kappaleessa kaytiin lapi, miten tekodlyd hyodynnetddn liiken-
teen ennakoinnissa ja miten tdtd ennakointikykyéa voidaan hyodyntéd liikenteen
hallintajdrjestelmissd. Ensin tutkittiin tekodlyn eri sovellusten sopivuutta liiken-
nevirtojen ennakointiin. Niissd kdytetdan eniten keinotekoisia neuroverkkoja ja
syvdoppimista, mutta myo6s esimerkiksi tukivektorikoneita ja pddtospuita. Var-
sinkin neuroverkot todetaan liikennevirtojen ennakoinnissa toimiviksi, koska
niilld on kyky kayttdd monildhteistd dataa. Ne pystyvit ottamaan huomioon esi-
merkiksi dataa sddstd, jolloin ne voivat ennakoida my6s erikoisten sddolosuhtei-
den vaikutuksia liikennevirtoihin. Tutkimuksista nousi ilmi my®ds, ettd neurover-
kot pystyvidt ennustamaan hyvin, kun kdytossda on mahdollisimman reaaliai-
kaista dataa. Reaaliaikaista dataa kdyttden neuroverkot pystyvit ennustamaan
hyvin lyhyen aikavilin liikennettd. Todettiin my®0s, ettd neuroverkko, jossa on
useampia kerroksia, toimii paremmin kuin matalakerroksinen neuroverkko.
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Verrattuna perinteiseen matemaattiseen vektorimalliin, neuroverkko toimii luo-
tettavammin my®0s erikoisissa olosuhteissa. Neuroverkot siis toimivat hyvin lii-
kenteen ennakoinnissa. Myos muita tekodlyn sovelluksia on tutkittu. Esimerkiksi
myds tukivektorikoneita kdytetddn liikenteen ennakoinnissa. Niiden tehtdvien
on kuitenkin oltava paljon spesifimpid, koska ne eivit voi kdyttdd niin monipuo-
lista dataa ja ne vaativat huomattavasti parempaa datan esikésittelyd, kuin neu-
roverkot. Voidaan siis todeta, ettd tekodlyn eri sovelluksilla on potentiaalia toi-
mia liikenteen ennakoinnissa.

Seuraavaksi késiteltiin lilkenneonnettomuuksien ennakointia. Liikenneon-
nettomuuksien ennakoinnissa kdytetddn paljon neuroverkkoja, mutta niiden
heikkoutena pidetddn niiden huonoa kykys4 selittda tuloksiaan. Tutkimusten mu-
kaan tukivektorikoneet ovat tehokkaita liikenneonnettomuuksien ennakoinnissa.
Niiden etuna on esimerkiksi se, ettd ne eivit valttamattad tarvitse niin paljoa dataa
toimiakseen luotettavasti. Niiden ennakointitarkkuus jopa paranee, mitd vihem-
mén dataa niilld on kdytettdvissd. Tama on suuri etu, silld lilkenneonnettomuuk-
sista ei ole tarjolla dataa niin paljoa, koska onnettomuudet ovat kuitenkin suh-
teellisen harvinaisia. Tdama tuottaa hankaluuksia neuroverkoille, koska ne tarvit-
sisivat paljon dataa ennustaakseen luotettavasti liikenneonnettomuuksia. Teko-
dlyd voidaan kédyttdd myos ennustamaan mahdollisten liikenneonnettomuuksien
vakavuutta, mutta se vaatii tarkkaa datan késittelyd, juuri siksi ettd liikenneon-
nettomuudet ovat niin harvinaisia. Tekodlyn eri sovelluksia voidaan siis hyvalld
madrittelylla kayttad myos liikenneonnettomuuksien ennakoinnissa.

Tamén jalkeen tuotiin ilmi esimerkkejd dlykkadsti toimivista liikenteenhal-
lintajdrjestelmistd ja todettiin, ettd niissd on suurta potentiaalia vahentda litken-
teen ja ruuhkautumisen aiheuttamia ongelmia. Ne pystyvit hallitsemaan liiken-
nevirtoja tekodlylld analysoidun datan perusteella ja ndin vihentimaddan ruuh-
kautumista. Tama tuottaa suuresti lisdarvoa, silld ruuhkautuminen on yhteis-
kunnalle todella kallista. Alykis liikenteenhallintajirjestelma pystyy muokkaa-
maan omaa hallintastrategiaansa alati muuttuvissa olosuhteissa. Tam&n mahdol-
listaa datan saaminen ja analysoiminen useista eri ldhteistd. Perinteiset liiken-
teenhallintajarjestelmat kayttavat pelkdstdan omia teihin upotettuja sensoreita.
Tama tekee dlykkaistd liikenteenhallintajédrjestelmista proaktiivisempia ja tehok-
kaampia. Niissd on kuitenkin vield kehitettdvdd. Oikea datan kasittely, tavoite-
madrittelyt ja teknologioiden yhdistaminen tuottaa vield hankaluuksia ja vaatii
lisdd tutkimusta.

Tekodlyéd on pyritty hyodyntamadn liikenteen ennakoinnissa ja hallinnassa
jo pitkddn, mutta se ei ole kuitenkaan vield kdytossa laajalti, varsinkaan liiken-
teenhallintajérjestelmissd. Laskentatehon ja teknologian jatkuva kehittyminen
kuitenkin mahdollistaisivat tekodlyn laajemman kayttoonoton liikenteen hallin-
nassa. Ala vaatii kuitenkin vield lisda tutkimusta. Jatkotutkimusaiheina voisi olla
lilkenteenhallintajdrjestelmien ja tekodlyn yhteisen arkkitehtuurin parempi maa-
rittely sekd dlykkdiden liikenteenhallintajdrjestelmien tavoitteiden mééarittelyn
tutkimista.
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