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Taméa moniste on tarkoitettu itseopiskelumateriaaliksi tilastotieteen mais-
terivaiheen opiskelijoille (tai vastaavat tiedot omaaville). Erityisesti todenné-
koisyyslaskennan ja yleistettyjen lineaaristen mallien tuntemus on tarpeen.
Materiaalin tarkoituksena on selvittaa lukijalle perusteet Judea Pearlin kehit-
tdmasta kausaalimallintamisesta ja -laskennasta. Materiaali perustuu Judea
Pearlin kirjaan Causality |Pearl, 2009]|. Lauseiden ja mééritelmien kohdalla
annetaan aina kirjan osio, josta ndma loytyvat.

1 Perusteet

1.1 Graafiteorian perusteita

Graafiteoriaa voidaan hyodyntaé osana kausaalipdattelya, koska graafien avul-
la on mahdollista havainnollistaa muuttujien valisia riippuvuuksia tehokkaas-
ti. Graafien avulla voidaan esittdd monimuotoisia tilastollisia malleja seké
johtaa muuttujien vélisid riippumattomuusominaisuuksia tehdyisté oletuk-
sista. Graafit tekevit helpoksi esimerkiksi tutkimusten koeasetelmien esitté-
misen ja visualisoinnin tdsmaéllisesti. Graafin avulla voidaan esittda tutkimuk-
sen kaikki vaiheet ja siihen liittyvien muuttujien valiset yhteydet. Esimerkiksi
tutkimuksen otantamenetelmé ja mahdolliset puuttuvan tiedon mekanismit
voidaan tuoda helposti esille.



Téassé monisteessa kausaalisuus liittyy ldheisesti intervention, eli ulkopuo-
lisen toiminnon késitteeseen. Graafien ndkokulmasta ulkopuolisella toimin-
nolla tarkoitetaan tutkijan aiheuttamaa muutosta graafissa, minka jalkeen
on mahdollista tarkastella, kuinka muuttujat reagoivat kyseiseen interven-
tioon. Mikali graafi kuvaa mallinnettavaa tilannetta oikein, voidaan téallais-
ten interventioiden vaikutus usein estimoida aineiston perusteella, tai saada
tietoa siitd mita lisdoletuksia tarvittaisiin, jotta padtelmien pétevyys ei olisi
kyseenalainen.

Graafi G on pari (V, F), missi joukko V siséltad graafin solmut ja joukko
E solmuja yhdistavit sarmét. Solmujen ajatellaan vastaavan joitakin kiinnos-
tuksen kohteena olevia muuttujia ja sérmien néiden vélisid yhdeyksia. Sol-
mut piirretdén joko suljettuina ympyroind (e) tai avoimina ympyroind (o)
riippuen siitd onko muuttuja havaittu vai ei. Sarmét, eli kahdesta solmusta
koostuvat joukot { X, Y} puolestaan piirretdédn solmujen X ja Y vélisend vii-
vana. Kun muuttujien véliset yhteydet mielletdin kausaalisiksi, késitelladn
graafin sdrmié suunnattuina. Suunnattu sérméa solmusta X solmuun Y on
pari (X,Y") ja se piirretddn nédiden vélisend nuolena siten, ettd nuolen kérki
osoittaa solmuun Y (X e—e Y). Suunnattuja sdrmié voidaan merkité teks-
tissé nuoli-operaattorilla (— tai ), esim. X — Y. Graafi on joko suunnattu
tai suuntaamaton eli joko sen kaikki sdrmét ovat suunnattuja tai suuntaa-
mattomia. Jatkossa késiteltdvat graafit eivit sisélla sarmié (X, X) eli sdrmia
joiden lahtosolmu ja padtesolmu ovat samat. Lisdksi solmujoukko V' ja sér-
méjoukko F oletetaan darellisiksi.

Polulla tarkoitetaan jonoa sarmia ({ Xy, Xo}, {Xo, X3}, ..., {X0_1, X0 }),
jossa jokainen sdrmé on yhteydessd seuraavaan toisen padtesolmunsa kaut-
ta, ja jokainen solmu toistuu vain kerran. Poikkeuksena sallitaan polku, joka
padttyy sithen solmuun misté se alkoikin eli X; = X,,. Téllaista polkua sano-
taan silmukaksi. Polut ovat usein kiinnostuksen kohteena myos suunnatuissa
graafeissa. Esimerkiksi jono suunnattuja sarmia (X, Z2), (Y, 2),(Y,W)) =
X — Z + Y — W voidaan mieltdd polkuna kun sdrmien suunta jate-
tddn huomiotta. Tété vastaava polku olisi siis ({X, Z}, {Y, Z}, {Y, W}), jos-
sa suunnatut parit on nyt korvattu kahden solmun joukoilla. Suunnattujen
graafien yhteydesséd voidaan puhua myos suunnatuista poluista, jolloin jo-
non jokaisen sarméan padtesolmun on oltava sama kuin seuraavan sarmén
ldhtosolmu. Edellisen esimerkin jono ei siis ole suunnattu polku, vaikka se
voidaankin mieltdd poluksi. Vastaavasti voidaan my6s maéritelld suunnat-
tu silmukka. Jatkossa késitelladn suunnattuja silmukattomia graafeja (engl.
directed acyclic graph, DAG) eli suunnattuja graafeja, jotka eivit sisillé lain-
kaan suunnattuja silmukoita. Téllaiset graafit ovat térkedsséa erityisasemassa
kausaalipaéttelyssa.

Suunnatut sédrmét ja polut méaarittelevit graafin solmuille lukuisia suhtei-



ta, joista esitelladn téssd tarkeimmat. Solmu Y on solmun X jélkeldinen jos
graafi sisdltdd suunnatun polun solmusta X solmuun Y (esim. X — Z — Y).
Télloin sanotaan myos, ettd X on solmun Y esivanhempi. Erityistapaus edel-
lisistd on tilanne, jossa polku solmujen valilld koostuu vain l&hto- ja péaéate-
solmusta: solmu Y on solmun X lapsi jos graafi sisdltdd suunnatun séarmén
solmusta X solmuun Y. Talloin sanotaan myds, ettd X on solmun Y van-
hempi.

(b) Graafi G+.

4 we

(c) Graafi Gz. (d) Graafi G-

Kuva 1: Havainnollistetaan sarmépoistoja graafissa G.

Graafiin G voidaan myos kohdistaa erilaisia operaatioita. Merkinnélla G x
tarkoitetaan graafia, joka saadaan graafista G poistamalla kaikki solmusta X
lahtevét sarmat. Merkinnalla G+ tarkoitetaan graafia, joka saadaan graafista
G poistamalla kaikki solmuun X saapuvat sdrmét. Naitd merkintoja voidaan
luonnollisesti yhdistelld, esimerkiksi Gy tarkoittaa graafia, joka saadaan
graafista G poistamalla solmusta X lahteviit sirmét ja solmuun Z saapuvat
sarmat. Merkinnéat voidaan myos yleistda tilanteeseen, jossa X tai Z on sol-
mujoukko. Kaikki edelld mainitut operaatiot tuottavat graafin G aligraafin
eli graafin G' = (V/, E'), missa V' CV ja E' C E.

Kausaalisuuden alalla on myos otettu kiytt6on muutamia graafeihin liit-
tyvia lyhennysmerkintoja ja konventioita. Tarkastellaan tilannetta, jossa yk-
si havaitsematon muuttuja on kahden havaitun muuttujan vanhempi kuten
kuvassa 2a.
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(b) Esimerkki lyhennysmerkinnésté,
(a) Graafi, joka siséltdd yhden havaitse- jossa havaitsemattoman muuttujan
mattoman muuttujan U, sekd havaitut  vaikutus esitetddn kaksisuuntaisella
muuttujat X ja Y. sarmall.

Kuva 2: Muuttuja U voidaan merkité graafiin kahdella tavalla.

Tallaisessa tilanteessa graafiin yleensa piirretdan muuttujia X ja Y yh-
distéva kaksisuuntainen sdrmé kuten kuvassa 2b. On syytd huomata, etté
kyseessd on vain yleistynyt merkintdatapa, jossa téllaiset havaitsemattomat
muuttujat jatetddn piirtdmétta graafiin, minké tarkoituksena on selkeyttaé
graafin rakennetta. Téasta on hyotya erityisesti silloin, kun havaitsemattomia
tekijoitd on useita. Kaksisuuntainen sdrmaé ei siis tarkoita kahta yksisuun-
taista sirmaééd, vaan merkinnan takana on aina yksi havaitsematon sekoittava
tekija U.

Tiettyjen oletusten vallitessa voidaan solmuja vastaavien muuttujien eh-
dolliset riippumattomuusominaisuudet todeta suoraan graafista. Tamé ta-
pahtuu d-separoituvuuden avulla.

Maaritelma 1 (d-separoituvuus, Causality Def. 1.2.3). Suuntaamaton polku
p suunnatussa graafissa on solmujoukon Z d-separoima tdsmdlleen silloin,
kun molemmat seuraavista ehdoista toteutuvat

1. Jos p sisdltda ketjun @ — m — j tai haarukan © <— m — jJ nin m
kuuluu solmujoukkoon Z.

2. Jos p sisdltid yhden tai useamman kddnteisen haarukan (collider) i —
m <— j, nun ainakin yhden haarukan solmu m ei kuulu joukkoon Z,
etkd mikddan solmun m jalkeldinen kuulu joukkoon Z .

Erilliset muuttujajoukot X ja Y ovat solmujoukon Z d-separoimia, jos ja

vain jos Z d-separoi kaikki suuntaamattomat polut muuttujajoukkojen X ja
Y walilld.

Edellisessa maéaritelméssa oleellista on se, ettd kahden muuttujan valilla
voi kulkea useita eri polkuja. Télloin, jotta muuttujat olisivat d-separoitunei-
ta, on kaikkien polkujen d-separoituneisuus tarkistettava. Polkuja késitellaan
suuntaamattomina, mutta sarmien suunnalla on merkitysta sen kannalta to-
teutuuko d-separoituvuus vai ei. Tarkastellaan taté esimerkin avulla.
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Esimerkki 1. Tarkastellaan graafeja (a) - (¢) kuvassa 3. Halutaan selvit-
tad, ovatko solmut X ja'Y solmun Z d-separoimia kyseisissd graafeissa. Ku-
van 3a graafissa Gy muuttujat X ja 'Y ovat solmun Z d-separoimia, silld Z
on keskisolmu ketjussa X — Z — 'Y, ja W toimui kddnteisend haarukkana
X — W « Y. Jos taas haluttaisitnkin tutkia, ovatko X ja 'Y solmujoukon
{W,Z} d-separoimia olisi vastaus kielteinen, silld nyt W kuuluukin ehtojouk-
koon {W, Z}, joten polku ({X, W}, {Y,W?}) ei d-separoidu.

w
w w
X Y
:V: X -\/.\- Y
X Y A Z
(a) Graafi G (b) Graafi G (c) Graafi G3

Kuva 3: Esimerkkigraafeja d-separoituvuudesta

Kuvan 3b graafissa Gy on solmujen X ja 'Y wvadlilld vain yksi polku, jonka
solmu Z d-separoi. Tdssa tilanteessa ehtojoukko voisi myos koostua solmuista
W ja Z tai pelkastidn solmusta W. Kuvan 3c graafissa Gs on solmujen X ja
Y walilla puolestaan kaksi polkua, joista vain toinen sisdltid solmun Z. Nyt
Z ei stis d-separoi solmuja X ja 'Y, vaan tihdn tarvitaan myos solmu W.

Pelkké d-separoituvuus ei viela riité siihen, ettd graafin avulla voitaisiin
tehdé padtelmia muuttujien vélisistd ehdollisista riippumattomuuksista. Li-
siaksi muuttujien yhteisjakauman on oltava graafin rakenteen mukainen.

Mairitelma 2 (yhteensopivuus, Causality Def. 1.2.2). Olkoot suunnattu sil-
mukaton graafi G = (V, E) ja muuttujajoukon V yhteisjakauma P(V'). Graafi
G ja jakauma P ovat yhteensopivia, mikdli

n

P(Vi,...,V,) = [[ P(VilPAy,),

i=1
missi PAy, on joukko, joka sisdltdd solmun V; vanhemmat graafissa G.

Seuraava lause méaérittelee ehdollisen riippumattomuuden ja d-separoitu-
vuuden vélisen yhteyden



Lause 1 (Causality Thm. 1.2.4). Jos muuttujajoukko Z d-separoi muuttujat
X ja'Y graafissa G = (V| E), niin muuttujat X ja'Y ovat riippumattomia
ehdolla Z kaikkien graafin G kanssa yhteensopivien jakaumien P(V') suhteen.
Jos X ja 'Y ewat ole muuttujajoukon Z d-separoimia, niin X ja Z ovat
rigppuvia ehdolla Z ainakin yhden graafin G kanssa yhteensopivan jakauman
P suhteen.

Graafin kanssa yhteensopivan jakauman ehdolliset riippumattomuudet
voidaan siis aina todeta d-separoituvuuden avulla. Kédéanteiseen suuntaan ta-
ma véite ei kuitenkaan pade. Jos X ja Y eivit ole solmujoukon Z d-separoimia
graafissa GG, niin X ja Y eivat valttdamaéatta ole ehdollisesti riippuvia kaikkien
graafin GG kanssa yhteensopivien jakaumien P suhteen. Téllaista tilannetta
havainnollistaa kuvan 4 graafi G.
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Kuva 4: Graafi G, jossa muuttujat X ja Y eivét ole d-separoituneita, mutta
ovat silti riippumattomia.

Oletetaan, ettd muuttujat U; ja Us noudattavat kaksiulotteista normaali-
jakaumaa N(0, I5), missd 0 = (0,0) ja I on identtinen 2 x 2 matriisi. Olkoot
nyt muuttujat X ja Y sellaisia, ettd niiden arvot maaraytyvat seuraavista
vhtilsistd

X = pU; + U, Y = U, — BUs,
jolloin saadaan
Cov(X,Y) = Cov(BU; + yUs, yUy — BUs)
= Cov(pU1,vU;) — Cov(BUy, BUS)
+ Cov(yUsy,vUy) — Cov(yUs, BUS)

= fyVar(U;) — 0+ 0 — y5Var(Uy)
=By -8

=0.

Koska my6s X ja Y noudattavat yhdessa kaksiulotteista normaalijakauma,
seuraa tastad kyseisten muuttujien vélinen riippumattomuus. Kyse on siité,



ettd sopivasti valituilla mallin parametreilla saadaan aikaan muuttujien vé-
linen riippumattomuus, jota ei voida méarittdd mallia vastaavasta graafis-
ta kdyttden d-separoituvuutta (télle on englanninkielinen termi incidental
cancellation). Jatettakdon harjoitustehtéaviksi varmistaa, ettd muuttujien X
ja Y yhteisjakauma todella on normaali ja ettd P(X,Y,U;, Us) on graafin G
kanssa yhteensopiva.

Tehtavia 1.
1. Olkoon graafi G kuten kuvassa 2b. Purra graafi Gx.

2. Olkoon graafiG = (V, E), missa V ={X,Y,Z} ja E = {(X,Y),(Z,X)}.
Piirra kaikke graafin G aligraafit.

3. Kuinka monta erilaista suunnattua silmukatonta graafia voidaan muo-
dostaa tilanteessa, jossa graafi sisdltad kolme solmua?

4. a) Osoita Kuvaan 4 liittyen, ettd jakauma P(X,Y") on 2-ulotteinen
normaalijakauma.

b) Osoita, etti P(X,Y,U;,Us) on graafin G kanssa yhteensopiva.

1.2 Kausaalisuudesta

Kokeellisia tutkimuksia lukuun ottamatta on tilastotieteessa perinteisesti vil-
tetty paattelemasta ettd X on Y:n syy, vaikkakin monessa tilanteessa sovelta-
jat haluaisivatkin téllaisen paatelméan tehda. Kausaalipaatelmien tekeminen
edellyttadkin tiettyjé oletuksia. Tésséd monisteessa rajoitumme tilanteisiin,
joissa muuttujien véliset suhteet eli kausaalimallin rakenne (graafi) tunne-
taan. Todellisuudessa néin ei aina ole, vaan rakenteeksi voidaan valita useita
vaihtoehtoisia rakenteita ja tutkia niita yksi kerrallaan.

Aiemmin on ajateltu, ettd kausaalisuus voidaan todentaa vain tekemallé
kokeita, joissa muuttujan X (joka potentiaalisesti vaikuttaa Y :hyn) arvo on
satunnaistettu. Kokeissa saadaan selville X:n kausaalivaikutus Y :hyn, silld
satunnaistamisen takia X:n arvoon on vaikuttanut vain kokeen tekija.

Tyypillisesti kokeen toteuttaminen on kallista, ja on my6s paljon tilan-
teita joissa kokeen toteuttaminen ei ole joko eettisesti sallittua, tai lainkaan
mahdollista. Naisté rajoituksista huolimatta kausaalipdatelmien tekeminen
on joissain tilanteissa mahdollista my0s silloin, kun X :n arvoon ei olla tut-
kimuksen aikana vaikutettu, vaan se on ainoastaan mitattu. Téllaista tutki-
musta sanotaan havainnoivaksi tutkimukseksi (engl. observational study).

Kausaalisuudella ajatellaan tdssd monisteessa ensisijaisesti tilannetta:



Kuva 5: Vasemmalla ennustemallin graafi G, jossa muuttuja A ei ole havait-
tu. Oikealla graafi G5, jossa muuttuja A on havaittu ja jolloin kausaalipaét-
tely onnistuu.

Jos muuttujalle X asetetaan jokin arvo, niin mikd on muuttujan
Y jakauma?

Vertaa kysymystéa ennustamiseen todennakoisyyslaskennassa:

Jos havaitsemme muuttujan X arvon, niin mikd on muuttujan Y
jakauma?

Liséksi kausaalimallintaminen antaa meille mahdollisuuden vastata kysymyk-
seen:

Jos olisimme toimineet toisin ja asettaneet muuttujan X arvoksi
jonkin sen havaitusta arvosta poikkeavan arvon, niin mikéa olisi
ollut muuttujan Y jakauma?

Ensinmainittuun (kausaali)kysymykseen liittyen kiytdmme merkintaé
P(Y|do(X = z)), kun taas toiseen, ennustamiseen liittyvadn kysymykseen
liittyy todennékoisyyslaskennasta tuttu merkintd P(Y|X = z), joka on eh-
dollinen todennékoisyys. Kolmas kysymys on niin kutsuttu kontrafaktuaali-
kysymys, jota késittelemme myohemmin. Kysymysten 1 ja 2 vilinen ero ei
ole valttamatta ilmeinen, joten tarkastellaanpa esimerkkié.

Esimerkki 2. Tarkastellaan aineistoa, jossa on mitattu ditien raskausajan
tupakointia (S), ditien tkdd (A), sekd vasteena (Y') onko syntyneelli lapsel-
la Downin oireyhtymd. Mikdli vain tupakointi ja vaste ovat mitattuja, niin
ennustaminen on mahdollista:

P(Y|S).

Sen sijaan huomioimalla kausaalirakenne, eli tekemdmme oletus siitd, ettd
tkd A wvaikuttaa sekd tupakointiin ettd vasteeseen Y, voidaan selvittid on-
ko tehdyilla mittauksilla mahdollista tehdd kausaalipadttelyd. Toisin sanoen,



voimmeko vastata kysymyksiin: "Mikd on todenndkdisyys Downin oireyhty-
mdlle jos kaikki didit tupakoisivat raskauden aikana?" ja "Mikd on toden-
ndkoisyys Downin oireyhtymdlle jos yksikddn dite ei tupakoist raskauden ai-
kana?". Edellisid kysymyksid voidaan tarkastella myds ikdryhmdkohtaisesti.
Ilmenee, ettd mikdli ikdd ei ole mitattu, niin em. kysymyksiin ei ole graafin
G1 (Kuva 5) tapauksessa mahdollista vastata.

Taulukko 1: Esimerkin 2 aineisto ilman &itien ikda (A).

Y=0 Y=1
S=0 424 285
S=1 115 176

Ennustemallia kdyttimallid saadaan P(Y = 1|S = 0) = 0.402 ja P(Y =
1|S = 1) = 0.605. Ennustemallin perusteella raskausajan tupakointi ndyt-
tid olevan yhteydessd lapsen Dowmnin oireyhtymddan. Mikdli didin ikd A on
tiedossa, voimme kdyttdia hyvdiksi graafia. Ndin ehdollistamalla myds muut-
tujalla A saadaan:

P(Y =1|S=0,A4 < 35) = 0.198
P(Y =18 =1,A < 35) = 0.223
P(Y =1]S=0,4 > 35) = 0.712
P(Y =1]S=1,4 > 35) = 0.742

Huomataan, ettd raskausjan tupakoinnilla ndyttdiisi olevan pienempi rooli
Downin oireyhtymdn synnyssa, kuin daidin idalld.

Taulukko 2: Esimerkin 2 aineisto kokonaisuudessaan.

A <35 A>35
Y=0 Y=1 Y=0 Y=1

=0 344 84 80 201
1 29 18 56 158

Esimerkissé 2 ikd (A) on sekoittavan tekijan (engl. confounder) roolissa.
Mikéli sekoittavaa tekijaa ei ole havaittu tai mitattu, se voi aiheuttaa néen-
néisen assosiaation kahden muun muuttujan vélille. Todellisuudessa Downin
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oireyhtymén ja tupakoinnin vélilld voi olla muitakin sekoittavia tekijoité,
jotka on jéatetty huomiotta tassd mallissa.

Ero ennustamisen ja kausaalipaéttelyn vélilla voidaan edellisessé esimer-
kissé kasittaa tutkijan roolin kautta. Mikali halutaan vain ennustaa Downin
oireyhtyman ilmenemista, niin riittda ettd tutkija toimii vain ulkopuolise-
na tarkkailijana tutkimuksen ajan vaikuttamatta itse ditien tupakointiin. On
selvid, ettd intervention tekeminen esimerkin tilanteessa ei ole mahdollis-
ta. Tutkija ei voi pakottaa tutkimukseen osallistuneita &itejé aloittamaan
tai lopettamaan tupakointia. Esimerkin tilanteessa kausaalipadttely on téasté
huolimatta mahdollista, mutta tarvitsemme seuraavassa luvussa esiteltavai
kausaalimallia, jotta voimme vastata kysymykseen tupakoinnin kausaalisesta
yhteydestd Downin oireyhtyméan. Huomautettakoon ettéd esimerkin aineis-
to on simuloitua, eiviatka siitd lasketut todennékoisyydet kuvasta todellista
riskié saada Downin oireyhtyma.

Tehtavia 2.

1. Toista Esimerkkit 2:n analyyst esim. R-ohjelmistolla kdyttden logistista
regressiota. Onko raskausajan tupakoinnin regressiokerroin tilastollises-
ti merkitsevd?

a) kun ikd ei ole mallissa?

b) kun ikd on mallissa?

2. Esimerkin aineisto on simuloitua, mutta sovellus todellinen. Lue ar-
tikkeli Chen et al. [1999] ja laske todellisella aineistolla ehdolliset ja-
kaumat P(Y|S) ja P(Y|S,A) sekd toista Tehtdvi 1 talli aineistolla.
Artikkelissa kdytetddn tapaus-verrokki -asetelmaa, mutta sitd ei tdssd
tehtdvdssd tarvitse ottaa huomioon.

1.3 Graafi ja kausaalisuus yhdessa

Téssé kappaleessa maarittelemme kausaalimallin ja kdiymme lavitse kausaa-
lilaskentaa. Kausaalimallinnuksen pyrkimyksené on laskea vasteen Y jakau-
ma, kun pakotamme muuttujan X arvoon z, vaikka kaikkia mallirakenteen
muuttujia ei olisi mitattu.

Maaritelma 3 (Kausaalimalli, Causality Def. 7.1.1 & Def. 7.1.6). Kausaa-
limalli on nelikko M = (U, V, F, P), jossa

(i) U :={Uy,..., Uy} on taustamuuttugien joukko, jonka arvo mdadraytyy
mallin ulkopuolelta. Muuttujia U sanotaan eksogeenisiksi muuttujiksi.
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(i) V = {V1, Vo, ..., Vi, } on joukko muuttujia, jotka mdadrdytyvit mallissa
olevien muuttujien U UV perusteella. Muuttujia V' sanotaan endogee-
nistkst muuttujiksi.

(i) F on joukko fi, fa,..., fn funktioita, siten etti kukin fy, on kuvaus
fv. : Uy, U PAy, — {V;}, missi Uy, C U on muuttujaan V; liittyvdt
endogeeniset muuttujat (joita voi olla 0-n kpl) ja PAy, C V\{V;} ovat
ne havaitut muuttujat, jotka ovat V;:n vanhempia. Kukin fy, madrittdd
muuttujan V;:n arvon

v; = fv,(pay,,uy;), i1=1,...,n, (1)

joka riippuu ko. muuttujan vanhempien PAy, arvosta pay, sekd siihen
liittyvien eksogeenisten muuttujien Uy, arvosta wy,. Lisaksi oletetaan,
ettd makdli funktiot F' ovat tunnettuja, niin on mahdollista ratkaista yk-
sikdsitteisestt muuttujien V- arvot. Toisin sanoen, on olemassa yksika-
sitteinen kokoelma kuvauksia H(U) := {hy,,..., hy,} siten, etti mille
tahansa w € U on voimassa

(iv) P(u) on todenndkdisyysjakauma, joka on mddritelty satunnaismuuttu-
gien U otosavaruudessa.

Tarkedd kausaalimallissa on téssid kohtaa ymmartad, ettd muuttujan X;
arvon z; = fx,(pax,, ux,) madrittavda funktio f ajatellaan deterministisek-
si, vaikka itse funktio onkin tuntematon. Kaikki muuttujan X; havaittava
vaihtelu johtuu siis seké sen havaittavien vanhempien pax, vaihtelusta etta
havaitsemattomien tekijoiden uy,:n satunnaisvaihtelusta. Voidaankin sanoa,
ettd kausaalimalli kdsittda muuttujien véliset suhteet deterministisinéd, mutta
jonka havaitsemattomien tekijoiden U ajatellaan olevan satunnaisia ja toisis-
taan riippumattomia.

Kausaalimallin maaritelméssa ei mainita graafia G, joka liittyy kuitenkin
oleellisesti malliin. Graafi on keino kuvata mallia siten, etté graafi ja mallin
jakauma ovat yhtéasopivia (Méaéritelmé 2), eiké se siksi ole mukana mééritel-
méssi. Graafin suunnatut sirmét muodostuvat yhtalon (1) perusteella siten,
ettd kustakin funktion fy, argumentista (eli kaikista muuttujista PAy, ja Uy,
jotka voivat olla vektorimuotoisia) lahtee suunnattu sdrmé muuttujaan V;.
Huomautettakoon myos, ettd vaatimus kuvauksien H (U) kokoelmalle ehdos-
sa (1) liittyy alimallin kausaalimalliuteen ja kontrafaktuaalisuuteen, joita
kisittelemme myohemmin. Funktioiden kokoelman H(U) yksikésitteisyys ei
siis ole tassa kohtaa vield keskeistd. Kausaalimallin rakennetta muokkaamalla
syntyy alimalli.
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Maaritelma 4 (Alimalli, Causality Def. 7.1.2). Olkoon M kausaalimalli,
X joukko muuttujia V :ssd, ja x on reaalisaatio X :sti. Kausaalimallin M
alimally M, on kausaalimalli

M, =(U,V, Fy, P),
jossa Fp = {fv,: Vi ¢ X} U{X = x}.

Alimallin funktioiden joukko F, muodostetaan siten, ettd muuttujajou-
kon X muuttujien V; arvon maaraavat funktiot fy, korvataan vakiofunktioilla
siten ettd yhtdlo X = z toteutuu. Funktiot, jotka eivat liity muuttujajouk-
koon X pysyvat samoina. Téllaista funktioiden korvaamista kutsutaan myos
interventioksi. Esimerkiksi alimallissa M./, jossa joukkoon X kuuluu vain yk-
si muuttuja Z, korvataan yhtdlon (1) alkuperiinen funktio z = fz(paz, uy)
vakiofunktiolla z = 2’. Koska interventio voidaan kohdistaa vain havaittui-
hin muuttujiin, niin havaitsemattomien muuttujien todennékoisyysjakauma
P on sama, kuin aiemminkin. Alimalli todellakin on kausaalimalli, vaikka
osa funktioista F' korvataan vakiofunktioilla. Maéritelmén mukaisella joukol-
la F, on nyt yksikésitteinen ratkaisu H,(U), kuten kausaalimallin Méaéritelméa
3 edellyttaa. Todistus sivuutetaan.

Maiéritelma 5 (Kausaalivaikutus, Causality Def. 7.1.3). Olkoon M kausaa-
limalli, X muuttujajoukko havaittuja muuttujia V :ssa ja olkoon x jokin X :n
arvo. Muuttujan X kausaalivaikutus Y :hyn, merkitiin P(Y|do(X = x)),
mallissa M saadaan alimallin M, avulla.

Merkintd P(Y |do(X = x)) tarkoittaa Y-muuttujan jakaumaa alimallissa
M., kun X = x, eikd sité tule sekoittaa ehdolliseen jakaumaan P(Y|X = x)
alkuperaisessa mallissa M.

Maaritelmé 6 (Kausaalivaikutuksen identifioituvuus, Causality: Definition
3.2.4). Muuttujan X kausaalivaikutus Y :hyn on identifioituva graafista G,
jos mille tahansa kahdelle mallille M, ja Ms, joilla on keskenddn samat
graafit G(My) = G(Msy) (mutta eri funktiot) pitee Py, (y|do(X = x)) =
P, (yldo(X = x)), kun Py, (v) = Py (v) > 0.

Tamé& madritelmé tarkoittaa siis sité, ettd identifioituva kausaalivaikutus
P(y|do(X = x)) on yksikésitteisesti laskettavissa graafin G kanssa yhteen-
sopivasta havaittujen muuttujien yhteisjakaumasta olivatpa kausaalimallin
tuntemattomat funktiot mitd muotoa tahansa. Maéritelméaé voidaan kayttaé
todistamaan, ettd jokin algoritmi, tai laskusddnnot, antavat yksikésitteisen
tuloksen. Sovellettaessa kausaalilaskentaa, ei tdtd maaritelmaé yleensa tar-
vitse hyodyntaa.
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Shpitser and Pearl [2006] huomasivat ettd Maéritelméssa 6 riittdaé olettaa
Py, (X = z|PAx) > 0, josta seuraa ettd Py, (X = z|PAx) > 0. Vaadittu
ehto Py, (X = z|PAx) > 0, tarkoittaa, ettd voimme laskea kausaalivaiku-
tuksen jakauman P(y|do(X = x)) vain sellaisille z, joilla on positiivinen (ei
nolla) todennékoisyys. Todellisen aineiston kanssa sovellettaessa tamé tar-
koittaa sitd, ettd meilld on oltava havaintoja X = z, silla muutoin frekventis-
tinen estimaattori antaisi P(X = x) = 0. Emme siis voi paételld intervention
X = x vaikutusta Y:hyn, ellei ole havaittu X = x.

Qu

4 N
4 \,
\,

\
s N
/ .
4 AN
/ N
>
>

Y

Kuva 6: Graafi esimerkkiin 3.

Esimerkki 3. Osoitetaan Mddritelmdan 6 avulla, etti kausaalivaikutus
P(Y|do(X)) ei ole identifioiutuva graafissa Kuvassa 6. Olkoot mallit M, ja
My, joille havaitut jakaumat ovat samat: Py, (X,Y) = Py, (X,Y). Samoin
molemmille malleille muuttujat X,Y ja U ovat bindadrisida, muuttuja U saa
arvon 1 todenndkdisyydelld 0.5 (samoin arvon 0 todenndkéisyydelli 0.5), ja
muuttujan X arvo madraytyy funktiosta f.(u) = u. Olkoon & 7joko tai” -
operaattori, joka palauttaa luvun 1 kun tdismalleen yksi argumenteista saa
arvon 1 ja luvun 0 muutoin. Muuttujan'Y arvo madrdytyy funktion fy(x,u) =
T & u avulle mallissa My ja fy(x,uw) = 0 mallissa M. Tdlloin Py, (X =
0) = Py, (X =0)=05>07a Pyy(X =1) = Py,(X =1) =05 >0,
joten voidaan laskea kausaalivaikutuksia sekd interventioille do(X = 1) ettd
do(X = 0). Mddritelliin jakaumien laskemista varten indikaattorifunktio
1(t), joka palauttaa arvon 1, kun argumentti t on tosi, ja 0 kun argumentti
on epdtosi. Nyt havaitut jakaumat Py, (X,Y) = Py, (X,Y) ovat samat, silld
mallille My pitee

PMI(X = 07Y = 0) = P(fz(u> = 07 fy<x7u) = 0)
=> 1(u=0)1(z®u=0)PU = u)

—1-1.-PU=0)+0-1-P(U=1)=P(U=0)=0.5
Py, (X =1Y =0) = P(fs(u) =1, fy(xz,u) =0)

= 1(felw) = D1z @ u=0)PU = u)
—0-1-P(U=0)+1-1-P(U=1)=P(U=1)=05
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Py (X =0,Y =1) = P(fa(u) =0, fy(z,u) =1)
= 1(fe(w) =0)1(z ®u=1)PU = u)
=1-0-PU=0)+0-0-PU=1)=0
PM1(X:1>Y21) (fx( )_1fy($ U)ZU
_Z (fo(u) =1z ®u=1)PU =u)
—0 0-PU=0)+1-0-PU=1)=0,
ja mallille My pdtee
Py, (X =0,Y =0) = P(fs(u) =0, fy(x,u) =0)
= 1(u=0)1(0 = 0)P(U = u)

u

=1-1-P(U=0)+0-1-P(U=1)=P(U =0)=0.5

PM2(X:17YZO) (fz( )_1 fy<x U)ZO)
_21 folu) = 1)2(0 = 0)P(U = u)

=0-1-PU=0)+1-1-PU=1)=PU=1)=0.
Py, (X =0,Y =1) = P(fs(u) :Oufy(l'?u) =1)
= ST 1(f () = 0100 = P = )

1u-0-P(U:O)+O-O-P(U:1):O
P(fa:(u) = Lfy(x?u) = 1)
= S 1(flw) = D20 = )P = u)

—0-0-P(U=0)+1-0-P(U=1)=0.

Py (X=1Y =1)

Sen sijaan kausaalivaikutukset eiwvdt ole samat, silld
Py, (Y = 0]do(X ZP 1(f,(0,u) =0) = P(u=1) = 0.5

Py, (Y = 0|do(X = )) P(u:())—()5
Py, (Y = 0]do(X = ZP 1(£,(0,u) = 0)

P(u:O)+P( =1)=1
Py,(Y =0|do(X =1)) = Plu=0)+Plu=1) =1,
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Siis kausaalivaikutus ei ole identifioituva, koska Py, (Y = 0|do(X = 0)) =
0.5 # 1= Py, (Y = 0ldo(X = 0)) vaikka havaitut jakaumat olivat samat.

1.3.1 Markov-mallit ja semi-Markov-mallit

Kausaalimalleista puhuttaessa tarkoitetaan yleensa joko Markov-malleja tai
semi-Markov-malleja. Markov-malleissa kaikki muuttujat ovat havaittuja (graa-
feissa merkitdén e), eli potentiaalisia (havaitsemattomia) sekoittavia tekijoi-
té ei ole, kun taas semi-Markov-malleissa osa muuttujista on havaitsematto-
mia (graafeissa merkitddn o). Markov-malleissa kausaalivaikutuksen jakau-
man laskeminen on yksinkertaisempaa kuin semi-Markov-malleissa. Kaytéan-
non sovellutuksissa, joihin kausaalilaskentaa sovelletaan, on kuitenkin tyy-
pillisesti kyse semi-Markov-malleista. Semi-Markov malleissa havaitsematto-
mia sekoittavia tekijoita ei valttdmatta voida ottaa huomioon, jolloin on sel-
vitettava kausaalivaikutuksen identifioituvuus. Tietyissa tilanteissa kausaali-
vaikutuksen identifioituvuus voidaan todeta yksinkertaisten kriteerien avulla
(Méaaritelmé 7 ja Lause 2). Lauseessa 3 esitellddn kausaalilaskennan sdannot
(engl. do-calculus), joita kiyttden voidaan todeta minké tahansa kausaalivai-
kutuksen identifioituvuus.

Maaritelma 7 (Ei-sekoittuneisuus, Causality Def. 6.2.1). Olkoon M kausaa-
limalli, josta aineisto on generoitunut. Siis formaali kuvaus miten kunkin
muuttujan arvo madraytyy. Merkitiin P(y|do(z)) vasteen Y = y todennd-
kowsyytta laskien mallista M hypoteettisessa tilanteessa, jossa on pakotettu
X = x. Tadlloin sanomme, ettdc X ja Y ewat ole sekoittuneita M :ssd, tds-
mdlleen silloin kun

P(yldo(x)) = P(ylx) (2)
kaikille x ja y, joille P(y|x) on ehdollinen todenndkoisyys. Jos yhtdils (2)
pdtee, niin sanomme P(y|x):n olevan harhaton.

Jos Maaritelmén 7 nojalla harhattomuus on voimassa, niin kausaalivai-
kutus on identifioituva eikd Lausetta 2 tarvita. Lauseen 2 avulla voidaan
helposti méaérittaa identifioituvuus tilanteessa, jossa kaikki X:n vanhemmat
ovat havaittuja.

Lause 2 (Takaovikriteeri, Causality Thm. 3.2.5). Olkoon semi-Markov-kausaa-
limalli graafista G, jonka muuttujien osajoukko V' on mitattu. Tédlloin kausaa-
livaikutus P(yldo(X = x)) on identifioituva aina kun {X UY U PAx} C
V, eli kun X, Y ja katkki X :n vanhemmat ovat mitattuja. Tédlloin lause-
ke P(y|ldo(X = x)) saadaan ottamalla X :n vanhemmat PAx huomioon, eli
laskemalla

P(y|do(X = x)) = P(y|e, pas) P(pa,).

pax
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Todistus. Harjoitustehtéava. O]

Esimerkki 4. Lauseen 2 avulla saamme suoraan lausekkeen tupakoinnin
kausaalivaikutukselle Downin otreyhtymdn syntyyn esimerkin 2 graafissa Go
ja se on

P(Y|do(S = s)) = > _ P(yls,a)P(a).

Voimme nyt laskea Downin oireyhtymdn todenndakoisyyden tilanteessa, jossa
karkki aidit olisivat aloittaneet tupakoinnin. Ikdryhmien osuudet ovat ldhes
yhtdsuuret aineistossa, joten kdytetiin approksimaatiota P(A < 35) = 0.5.
Todenndkdisyys ettd lapsella on Downin oireyhtymd, kun diti tupakot raskau-
den atkana on

P(Y = 1|do(S = 1)) =
P(Y =1|S=1,A<35)P(A<35)+ P(Y =1|S =1,4 > 35)P(A > 35) ~
0.223 - 0.5 4 0.742 - 0.5 = 0.483,

ja kun diti ei tupakotr raskauden aikana

P(Y =1|do(S =0)) =
P(Y =1|S=0,4<35)P(A<35) +P(Y =1|S=0,A > 35)P(A > 35) ~
0.198 - 0.5+ 0.712 - 0.5 = 0.455.

Aineistosta laskettu todenndkdoisyyksien erotus on 0.483 —0.455 = 0.028. Tut-
kitaan vield bootstrap-menetelmdlld eroavatko ndmd todenndkdisyydet toisis-
taan tilastollisesti merkitsevdsti. Aineistosta bootstrap-otoksia generoiden las-
kimme kausaalivaikutusten erotuksen P(Y = 1|do(S = 1))—P(Y = 1|do(S =
0)) bootstrap-jakauman, ks. Kuva 7. Bootstrap-otosten avulla saadaan p-arvo
~ 0.481 ja 95 % luottamusvdli (—0.033,0.090). Siis kausaalivaikutukset ei-
vat eroa toisistaan tilastollisesti merkitsevdsti, joten pddatelldan ettd ei ole
ndyttod ettd tupakointi vaikuttaisi Downin oireyhtymdn syntyyn.
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Kausaalivaikutusten erotus
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P(Y =1|do(S =1))-P(Y =1|do(S =0))

Kuva 7: Kausaalivaikutusten erotuksen P(Y = 1|do(S = 1)) — P(Y =
1ldo(S = 0)) bootstrap-jakauma. Havaittu erotus on merkitty katkoviival-
la.

Lause 3 (Kausaalilaskenta, Causality Thm. 3.4.1). Olkoon G suunnattu sil-
mukaton graafi (DAG) liittyen kausaalimalliin (kuten mddritelmdssd 3), ja
olkoon P(-) mallin todenndkdoisyysjakauma. Mille tahansa erilliselle osajou-
kolle X,Y, Z ja W pditevit seuraavat sadnnot.

1. Havaintojen poistaminen ja lisadminen
P(Y|do(X),Z, W) = P(Y|do(X),W) josY L ZI{X,W} graafissa G

2. Torminnan ja havainnon vaihtaminen
P(Y|do(X),do(Z),W) = P(Y|do(X),Z,W) jos Y L Z|{X,W} graa-
Jissa Gz4

3. Toiminnan poistaminen ja lisadminen
P(Y|do(X),do(Z),W) = P(Y|do(X),W) jos Y L ZI{X, W} graafissa

GYZ(W)’
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missd joukko Z(W') muodostuu niisti joukon Z solmuista, jotka eivdt
ole minkadn joukon W solmun esivanhempia graafissa G.

Seuraus 1 (Causality Cor. 3.4.2). Kausaalivaikutus g = P(yi, ..., yk|do(Xy
x1),...,do(X, = x,)) on identifioituva mallissa, jota kuvaa graafi G, jos ddi-
relliselld madrdlld iteraatioita kausaalilaskennan sddntojd kdyttien voidaan
kirjoittaa q muodossa, jossa todenndkdisyysjakauman ehdossa ei ole yhtddn
do-operaattoria.

X A Y X A Y
Qu Qu Qu
N\, 7/ N\, N,
\, 7/ \, \,
\, 7/ \, N\
AN 7/ \, N\
N\ e N\, N,
\, 7/ N\ AN
N\, 7/ \, N
\, 7/ \, N,
° o e & e Yo o > o
X Z Y X A Y X A Y

Kuva 8: Graafi G, jota kiytetddn laskuissa 1-3.

Seuraavaksi havainnollistetaan kausaalilaskennan sdéntoja esimerkkien
avulla. Esimerkit liittyvéit graafiin G Kuvassa 8.

Lasku 1: P(z|do(X = x)):

QU
// \\
// \\
, .
// \\
7/ AN
7/ N
N W
X A Y
Gx =G5

Ehto saannolle 2 tayttyy, silla Z L X|0 graafissa Gx. Polku X + U —
Y < Z on d--separoitu, silld se siséltaéd kdanteisen haarukan U — Y <+ Z ja
Y ei ole ehdossa. Saadaan

P(zldo(X = z)) = P(z|z). (3)
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Lasku 2: P(y|do(Z = z)):

Nyt emme voi kiyttdd sddntod 2 muuttaaksemme do(Z = z):n z:ksi, koska
Gy sisaltad "takaovi™-polun Z:sta Y:lle: Z < X < U — Y. Tietysti ha-
luaisimme katkaista tdmén polun mittaamalla muuttujia (kuten X), jotka
ovat kyseiselld polulla. Taméa johtaa siihen ettd on ehdollistettava X:11a ja
summattava yli sen mahdollisten arvojen:

P(yldo(Z ZP ylz, do(Z = 2)) P(x]do(Z = z)). (4)

Nyt on kisiteltdvana kaksi termié, joissa on do-operaattori: P(y|x,do(Z = z))
ja P(z|do(Z = z)). Jélkimmé&inen voidaan laskea kiyttamalld sdéntod 3:

P(z|do(Z = z)) = P(x) jos Z L X graafissa G, (5)

koska X ja Z ovat d-separoituja G:ssa. Taméa on luonnollistakin, silld Z:n
arvon asettaminen ei vaikuta X:&an, koska Z on X:n jélkeldinen G:ssi. En-
simmainen termi voidaan laskea kayttden saantoa 2:

P(y|z,do(Z = z)) = P(y|z, 2) jos Z L Y|X graafissa Gz, (6)

koska X d-separoi Z:n ja Y graafissa Gz. Nyt sijoittamalla yhtélot (5) ja
(6) yhtéloon (4) saadaan

P(y|do(Z ZP ylx, 2) (7)

Lasku 3: P(y|do(X = x)):

Qu
*—>0 ‘0
X A Y
Gxy
Kirjoittamalla
P(y|do(X ZP ylz,do(X = x))P(z|do(X = x)) (8)



huomataan, ettd termi P(z|do(X = x)) laskettiin jo aiemmin (yht&lo (3)),
mutta mikddn laskusddnnoista ei salli poistaa do-operaattoria termista
P(y|z,do(X = x)). Voidaan kuitenkin kiyttdd sdantoa 2 lisidméadn do-ope-
raattori

P(y|z,do(X = x)) = P(y|do(Z = z),do(X = x)),

koska ehto Y I Z|X pitee graafissa Gx,. Nyt voidaan poistaa do(X = x)
kiyttden sddntod 3 (koska Y 1L X|Z graafissa G). Siten saadaan

P(ylz,do(X = x)) = P(y|do(Z = z)),
minké oikea puoli on jo laskettu yhtélossa (7). Nyt sijoittamalla yht&loon (8)
vhtélot (3) ja (7) saadaan

Pyldo(X = 2)) = 3

z

P(z|z), (9)

> Pyl 2)P()

missd x’ on vain merkinté, jotta summattava z’ erottuu havaitusta arvosta
x. Yhtalo (9) on erityistapaus etuovikriteeristd [Pearl, 2009, s. 81].

On osoitettu, ettd Seuraus 1 ei ole pelkédstdan riittavé, vaan myos vélt-
tdmaton ehto identifioituvuudelle. Kausaalilaskennan sdannéilla pystytaén
johtamaan kaikkien identifioituvien kausaalivaikutusten lausekkeet [Shpitser
and Pearl, 2006]. Annetusta lausekkeesta ja graafista on kuitenkin hyvin vai-
kea todeta suoraan vaikutuksen identifioituvuus tai identifioitumattomuus.
Tarkastellaan esimerkkind kuvan 9 graafia H, joka muistuttaa laskujen 1-3
graafia G.

Kuva 9: Graafi H, jossa kausaalivaikutus P(y|do(z)) ei identifioidu.

Muuttuja Uy aiheuttaa nyt sen, ettd yhtélod (4) ei voidakaan kirjoitaa
muodossa (7), silld Z )L Y|X graafissa Hy. Tdménkaltainen nopea heuris-
tiikka osoittaa, ettéd edellisté padttelya ei nyt voida soveltaa uudelleen graa-
fissa H. Tama ei kuitenkaan vield riité, silld voihan olla jokin toinen aar-
rellinen jono kausaalilaskennan sdéantoja, jolla vaikutus saadaan ilmaistua
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ilman do-operaattoria. Mikéli eri sdantoja yrittéad soveltaa graafissa H, huo-
maa kuitenkin pian ettei yksikdédn sdannoisté tai todennékoisyyslaskennan
perustyokaluista auta ongelman ratkaisussa.

Kyseinen vaikutus on todellisuudessa identifioitumaton, mutta taté ei voi
todeta pelkastaan siten, ettei laskusdantojen avulla loytynyt haluttua tulos-
ta. Kausaalivaikutuksen identifioitumattomuus voidaan todeta joko suoraan
maéaaritelmélla esittamaélla kaksi kausaalimallia M, ja Ms, joissa havaittujen
muuttujien jakaumat yhtenevit, mutta kausaalivaikutuksen jakaumat eivét.
Tamaé on usein hyvin tyolasté, ja ongelmaan onkin kehitetty uusia ldhesty-
mistapoja, joista erds on identifioituvuusalgoritmi, jonka kehittivit Shpit-
ser and Pearl [2006]. Kyseisen algoritmin avulla voidaan selvittdd minké ta-
hansa kausaalivaikutuksen identifioituvuus tai identifioitumattomuus. Mikéli
kausaalivaikutus on identifioituva, tuottaa algoritmi myos tdmén lausekkeen
havaittujen jakaumien avulla.

Tehtavia 3.

1. Todista Lause 2 (Takaovikriteeri).
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2 Kontrafaktuaaliset tilanteet

Kontrafaktuaaleilla tarkoitetaan todellisuuden vastaisia tilanteita, kuten seu-
raavassa.

Jos olisimme toimineet toisin ja asettaneet muuttujan X arvoksi
jonkin sen havaitusta arvosta poikkeavan arvon, niin mikéa olisi
ollut muuttujan Y jakauma?

Nyt muuttujalle X asetettu arvo on eri kuin havaittu eli todellisuuden vastai-
nen, siité siis nimi kontrafaktuaali. Voimme siis késitella kontrafaktuaalisessa
tilanteessa Y :n jakaumaa do-operaattorin avulla.

2.1 Kontrafaktuaalilaskentaa

Tassé kappaleessa késittelemme kontrafaktuaalikysymyksié ja niiden lasken-
taa. Aluksi kidydddn lapi kontrafaktuaalilaskennan perusteita (kausaalimal-
liin nojautuen) ja sen jélkeen késittelemme kaksosgraafia ja lyhyesti d-sepa-
roituvuutta kaksosgraafissa. Kontrafaktuaalitodennakoisyyksien laskemiseksi
tarvitaan kausaalimallin alimalli ja maaritellddn potentiaalivasteen késite.

Maéritelma 8 (Potentiaalivaste, Causality Def. 7.1.4). Olkoot X ja Y kak-
st osajoukkoa havaituista muuttujista V. Muuttujajoukon Y potentiaalivaste

toiminnolle do(X = x), merkitiin Y,(u), on ratkaisu Y :lle funktioiden jou-
kossa F,, eli Y (u) = Y, (u).

On syytd huomata, ettd Y, (u) on sama kuin hy (u) funktioiden joukossa
H,(U). Jos X ja'Y ovat kuten Mééritelméassa 8, niin kontrafaktuaalilause "Y
saisi arvon y (tilanteessa u), jos X olisi ollut =" kirjoitetaan yhtdsuuruutena
Y. (u) =y, missé Y, (u) on Y:n potentiaalivaste toiminnolle do(X = x). Voi-
daan my6s puhua kontrafaktuaalilauseesta Y, = y, joka ei rajoitu tilanteeseen
u. Esimerkiksi todennékoisyys P(Y, = y) voidaan laskea, ja se on

PY,=y)= 3. Plu). (10)

{ulYa(u)=y}

Kaavassa (10) summaus kay l&pi kaikki taustamuuttujien u realisaatiot, jotka
toteuttavat kontrafaktuaalilauseen Y, (u) = y.

Monimutkaisempiakin kontrafaktuaalitodennékoisyyksid voidaan laskea.
Todennékoisyys P(Y, =y, X = 2’) tarkoittaa yhteisjakaumaa "Y" saisi arvon
y, jos olisi ollut X = x vaikka todellisuudessa havaittiin X = 2’". Sen sijaan
todennékoisyys P(Y, =y, Y, = ') tarkoittaa "Y saisi arvon y, jos olisi ollut
X =z jaY saisi arvon ¢/, jos olisi ollut X = 2’". Téllaisen todennékoisyyden
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laskeminen on mahdollista, koska kontrafaktuaalilauseet eivit (valttaméatta)
ole todellisia tapahtumia. Vaikka kontrafaktuaalitilanteet, kuten edelld, voi-
vat olla hyvinkin monimutkaisia, niin kaavasta (10) huomataan, etté lasket-
tiinpa mita kontrafaktuaalia tahansa niin kyse on oikeastaan vain sellaisten
taustamuuttujien realisaatioiden todennékoisyyksien yhteenlaskusta, joissa
kontrafaktuaalilause on totta. Edelld mainittujen kontrafaktuaalilauseiden
todennékoisyydet lasketaan seuraavasti:

P, =y X=2)= 3 P

ja
P(Y,=y,Yu=1y)= > P(u).
{ulYa (u)=y & Yy (w)=y'}
Kéyttden Lausetta 4 voidaan laskea kontrafaktuaalitodennékoisyyksié ehdol-
la havaittu aineisto.

Pohditaan lyhyesti kontrafaktuaalilauseiden yhteisjakaumaa yleisemmin-
kin. Yleisesti voidaan laskea

P\, =y, Zy = 2), (11)

mikéd tarkoittaa "Y saisi arvon y, jos olisi ollut X = z, ja Z saisi arvon
z, jos olisi ollut W = w". Se ei ole sama kuin P(Y = y,Z = z|do(X =
x),do(W = w)). Todennédkdisyys (11) on méadritelty mille tahansa muuttuja-
joukoille Y, X, Z ja W, ja joukkojen ei tarvitse olla erilliset. Huomataan, etta
voidaan laskea mielivaltaisen monen kontrafaktuaalilauseen yhteisjakauma,
esim. P(Yy, =y1,...,Ye, = Un).

Lause 4. (Kontrafaktuaalitodenndkdisyyksien laskeminen, Causality Theo-
rem 7.1.7) Kontrafaktuaalilauseen "jos A niin silloin B" todenndkoisyys eh-
dolla aineisto e, merkitiin P(Byle), voidaan laskea seuraavasti.

1. Pdivittdminen — Pdiwitd jakauma P(u) aineiston e avulla jakaumaksi
P(ule).

2. Toiminnolla muokkaaminen — Muokkaa kausaalimallia M toiminnolla
do(A = a), jossa A on vasteen vanhempi tai esivanhempi, ndin saat
alimallin M,.

3. Ennustaminen — kaytd totminnolla muokattua alimallia
M, = (U,V, F,, P(ule)) laskeaksesi todenndkdisyysjakauman P(By|e).
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Huomautettakoon téssé kohtaa, ettd mikéli funktio u:lta havaituille sol-
muille on tuntematon, on tyypillisesti mahdotonta laskea Paivittamis-askel.
Samoin liittyen kaavaan (10) on vaikeaa tietdd mitkd w:t ovat sellaisia, joille
patee Y (u) = y, mikili em. funktio on tuntematon. Lukijan on siis syyté
huomata, ettd Esimerkissa 5 tarvittavat funktiot tunnetaan (ne mééritelldén
yhtédsuuruuksina). Kéytannon sovellutuksissa téllaisia funktioita ei valtté-
matta tunneta.

2.2 Kaksosgraafi

Kaksosgraafi on graafi, jossa kuvataan sekéd kausaalimalli ettd sen interven-
tion seurauksena saatu alimalli rinnakkain. Kaksosgraafin tarkoituksena on
helpottaa kontrafaktuaalipadttelyé, samaan tapaan kuin kausaalimallin graa-
fin tarkoituksena on helpottaa kausaalipdattelyd. Myos kaksosgraafissa voi-
daan tarkastella muuttujien vélisid ehdollisia riippumattomuuksia d-separoi-
tuvuuden avulla.

Kaksosgraafi liittyy kontrafaktuaaliseen tilanteeseen, jossa ajatellaan et-
té oltaisiin tehty interventio johonkin muuttujaan. Télloin kaksosgraafi muo-
dostuu kausaalimallista ja sen intervention jélkeisestd alimallista. Alimallissa
kausaalimallin havaitut muuttujat on kopioitu, joten ne piirretdan omina sol-
muinaan. Havaitsemattomat muuttujat ovat samat seké kausaalimallille etté
alimallille.

Kuva 10: Kaksosgraafi esimerkkiin 5. Graafin vasen puolisko (ml. U) kuvaa
kausaalimallin M ja oikea puolisko (ml. U) kuvaa alimallin M,.

Eras kaksosgraafi on Kuvassa 10, jota késittelemme my6s myohemmin
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esimerkisséd. Varsinainen kausaalimalli, kuvaajan vasen puolisko, koostuu ha-
vaituista muuttujista A, B, C' ja D sekd havaitsemattomiasta tekijoista (ns.
taustamuuttujat), U ja W. ! Kontrafaktuaalista tilannetta kuvaava alimalli
M, on kuvaajan oikealla puoliskolla ja se yhtyy kausaalimalliin havaitsemat-
tomien muuttujien osalta. Muuttujasta W ei kuitenkaan mene suunnattua
sarméad A,:han, koska alimallin graafissa A,:han saapuvat sdrmét on poistet-
tu.

Esimerkki 5 (Kaksosgraafi). Kuva 10 esittad teloitusryhmdn toimintaa. Te-
loitusryhmd muodostuu kahdesta ampujasta A ja B sekd komentajasta C.
Ampuja A on kokematon, ja saattaa siksi ampua hermostuneisuudesta joh-
tuen. Ampuja B toimii aina kdskyjen mukaan. Mikdli komentaja komentaa
"Ampukaa!”, niin C saa arvon 1, muutoin C = 0. Jos ampuja A ampuu,
niuin merkitdin A = 1. Muuttuja W mddrittid ampuuko ampuja A hermos-
tuneisuudesta johtuen, joten A =1 jos C =1 tai W = 1, muutoin A = 0.
Ampugalle B asetetaan, jos C = 1, niin B = 1, muutoin B = 0. Muuttuja
U on teloituspddtos, joka ei ole tiedossamme. Samoin emme tiedd ampuiko
ampuja A hermostuneisuuden takia, eli W on tuntematon. Halutaan laskea
kontrafaktuaalinen todenndkdisyys menehtyykd henkilo D, jolloin D = 1, mi-
kdli D ei menehdy, niin D = 0.

Koska muuttujat U ja W ovat havaitsemattomia, niille mdadardytyy toden-
nakoisyysjakauma (u, w) ~ P(U, W), kuten kausaalimallissa aina. Oletetaan
U L W. Tdtd jakaumaa voidaan mallintaa seuraavasti:

pq josu=1w=1
P, w) = p(l —q) josu=1w=0 (12)
’ (1—p)q josu=0,w=1

(I1-p)(1—¢q) josu=0,w=0.

Jakaumaa (12) voidaan sanoa ns. priorijakaumaksi.
Paivittamalla jakaumaa aineistolla D = 1 saadaan Bayesin kaavalla
posteriorijakauma

P(u,w)P(D = 1|u,w)

P(u,w|D =1) =

P(D=1)
_ plww) _ S
_ )T awi9 j.OS u=1 t'az w=1, (13)
0 josu =0 ja w = 0.

ISivuhuomautuksena mainittakoon etts Pearl merkitsee kirjassaan tdssi kohtaa muut-
tujia U ja W graafissa tummennetulla pallolla.
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Edelld huomataan, ettd henkilé menehtyy kaikissa muissa tilanteissa paitst,
kun uw=0& w = 0. Siksi P(D =1) =1— (1 —p)(1 — q). Aineistolla D =
1 pdivittaminen sai atkaan sen, ettd paivittimisen jdlkeen on mahdotonta
(todenndkoisyys on 0), etti olisi u = 0 ja w = 0. Ndin siis saimme aineiston
avulla lisatietoa havaitsemattomien tekyjoiden jakaumasta.

Posteriorijakauman P(u,w|D = 1) avulla voidaan laskea toiminnolla
muokatun alimallin M, (kaksosgraafin oikea puolisko) todenndkoisyyksid.

Niité molempia kayttien voimme ennustaa eli laskea kontrafaktuaalisia
todenndkaoisyyksia, esimerkiksi voidaan laskea todenndkdisyys ettd "henkilo
D jad eloon, kun A ei ammu (toiminto do(A = 0)), kun todellisuudessa D
menehtyi”, eli

P(Dy=0lD=1) = P(U=0[D=1) = — =P (14)

C1-(1-p)(1—gq)

mikd on sama kuin todenndkdisyys ettd teloitusmddrdystd ei annettu, mutta
henkilon D havaittiin menehtyneen.

Esimerkki 6 (Kaksosgraafi ja d-separoituvuus). d-separoituvuutta muuttu-
jajoukkojen wvdililli on mahdollista tarkastella myos kaksosgraafissa, silld se
on edelleen nimensd mukaisesti graafi. Kaksosgraafin avulla voidaan siis tut-
kia muuttugien ja kontrafaktuaalimuuttujien vdlilla vallitsevia ehdollisia riip-
pumattomuuksia samaan tapaan kuin graafeissa muutenkin.

Esimerkiksi kontrafaktuaalinen muuttuja C, on ehdollisesti ritppumaton
muuttujajoukosta {A, B} ehdolla muuttuja C' kuvan 8 kaksosgraafissa, silld
C d-separoi polut A < C + U — C, ja B < C < U — C,. Vastaavasti voi-
daan myds tarkastella kontrafaktuaalien vilisid ehdollisia riippumattomuuk-
sia. Kontrafaktuaalinen muuttuja A, on ehdollisesti riippumaton kontrafak-
tuaalisesta muuttujasta B, ehdolla 0, silld D, toimii kidnteisend haarukkana
polulla A, — D, + B,. Muuttujalla D, ehdollistaminen sen sijaan avaisi
kyseisen polun, jolloin A, ja B, eivdt endd olisi ehdollisesti riippumattomia
(ehdolla D, ).

Tehtavia 4.

1. Laske todenndikdisyys lausekkeessa (14) tilanteessa, jossa P(U = 1) =
0.5 ja P(IW =1) =0.1.

2. Puirrd kaksosgraafi Kuvan 8 graafille tilanteessa, jossa on tehty inter-
ventio X = 1. Laske kontrafaktuaalinen todenndkéisyys P(Y, = 1|Y =
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1) kun kausaalimallin muuttujat madaraytyvat seuraavasti

fx(u)
fz(z)

fr(z,u) = max(2z, u),

1—u
T

ja kun kun P(U =1)=p ja P(U=0)=1-p.
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3 Harjoitustehtavien ratkaisut

1. 1.1 Poistamalla solmuun X saapuvat siarmét saadaan seuraava graafi:
° 2o
X

G~ kuvan 2b graafille G.

1.2 Graafin G = ({X,Y, Z},{(X,Y),(Z, X)}) itsensd liséksi sen ali-
graafeja ovat

[ ] [ ]
z z z z
o ———> [ ] [ ] [ ]
X Y X Y X Y X Y
[ ]
z z
o ————>0 [ ] [ ] [ ]
X X Y X X Y
[ ]
7 [ ]
z
[ ] [ ] [ ]
Y X Y

1.3 Kolme solmua sisdltévid suuntaamattomia graafeja voidaan muo-

G RORORO

kappaletta, eli nolla, yksi, kaksi ja kolme sdrméa sisaltavien graa-
fien lukuméédrien summan verran. Termit (2), k=0,1,2,3 kerto-
vat siis kuinka monta kolme solmua ja k sdrmaa sisaltdavaa suun-
taamatonta graafia on mahdollista muodostaa. Summan termeja
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1.4

voidaan nyt painottaa sdrmien suunnilla ja méaarilla. Mahdollisis-
ta tavoista valita sdrmét taytyy kuitenkin poistaa vaihtoehdot,
jotka synnyttavat silmukoita. Jos kahden solmun X ja Y valilla
on sarma X — Y, sulkee tdma vaihtoehdon Y — X pois. Kahden
solmun vélilla voi siis kulkea sdrma ainoastaan yhteen suuntaan,
jolloin jokaiselle suuntaamattomalle sdrmaélle on tasan 2 suunta-
vaihtoehtoa. Talld rajoituksella ei yhden ja kahden solmuparin
tapauksessa voi viela muodostua silmukkaa, mutta myos kolmen
solmun viéliset silmukat on estettéiva. Téllaisia silmukoita on 2 kap-
paletta, X =Y — Z ja X < Y < Z. 23 tavasta valita kolmelle
sarmalle suunta on siis poistettava nama kaksi silmukan tuottavat
vaihtoehdot. Laskemalla eri vaihtoehdot yhteen saadaan nyt

() (B2 (o (2) -

Suunnattuja silmukattomia graafeja voidaan siis muodostaa 25
kappaletta tilanteessa, jossa graafi sisaltda 3 solmua.

a) Osoitamme, ettd jokainen X: ja Y:n lineaarikombinaatio on
normaalijakautunut. Yksinkertaisella laskulla saadaan (ol. 5 # 0

tai y # 0):
X Y X Y
U = 26 2 T 27 5 Ua= 2V 2 26 2
g+ B+ P+t Py
Siis jokainen X:n ja Y:n lineaarikombinaatio on my6s U;:n ja Us:n
lineaarikombinaatio, ja siten normaalijakautunut.

b) Todennékoisyyslaskennan laskusdéantéjen mukaan
P(X,Y,U;,Us) = P(X,Y|Uy,Us) P(Uy, Uy).
Edelleen U; ja U, ovat riippumattomia joten
P(X,Y,Uy,Us) = P(X,Y|Uy,Us) P(Uy)P(Us).
Voidaan myés kirjoittaa
P(X,Y|Uy,Us) = P(X|Y,Uy,Us) P(Y Uy, Us).

Koska U; ja U; maardéaviat Ym arvon, niin X 1L Y|U;, Us ja
P(X]Y, Uy, Us) = P(X|Uy, Us). Nyt

P(X,Y,Uy,Us) = P(X|Uy, U) P(Y|Uy, Up) P(Uy) P(Us)
= P(X|PAx)P(Y|PAy)P(U|PAy,) P(Us| PAy,),
)

joten P(X,Y, Uy, Us) on kuvan 4 graafin G kanssa yhteensopiva.
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2. 2.1 a) Analyysi voidaan tehda R:ssé seuraavasti

> dat <- expand.grid(Y = c(0, 1), S =c¢c(0, 1), A = c(0, 1))
> dat$n <- c(344, 84, 59, 18, 80, 201, 56, 158)
> fit.a <- glm(Y ~ S, family = binomial,

weights = n, data = dat)

Muuttujien Y, S ja A eri kombinaatioista on eri mé#ra havainto-
ja, miké tulee ottaa huomioon glm-funktion weights-parametrilla.
Téassé mallissa tupakoinnin regressiokerroin on merkitseva.

b) Lisataan ikd malliin
> fit.b <- glm(Y ~ S + A, family = binomial,
weights = n, data = dat)
Téassé mallissa tupakoinnin regressiokerroin ei ole merkitsevé, iké-
ryhmén sen sijaan on.

2.2 Artikkelin aineisto voidaan kirjoittaa R:ssé seuraavasti (téssé ikéd-
ryhmien "Unknown’-luokan havainnot on poistettu yksinkertaisuu-
den vuoksi)

> dat <- expand.grid(Y = c(0, 1), S = c(0,1), A = c(0, 1))
> dat$n <- c(5214, 421, 1411, 112, 611, 186, 108, 15)

Mallit voidaan nyt sovittaa aivan kuten edellisessa tehtavassa. Tu-
lokset ovat vastaavat: kun ikd ei ole mallissa saadaan tupakoin-
nille tilastollisesti merkitseva regressiokerroin, kun ikd on mallis-
sa el kerroin endé ole merkitsevid. Ehdolliset jakaumat P(Y'|9) ja
P(Y|S, A) ovat nyt:

ja

P(Y =1|S=0,A < 35) =0.076
PlY =1/S=1,A4 < 35) =0.067
PY =1|S=0,4>35)=0.221
PY =1|S=1,A > 35)=0.199.

3. 3.1 Todennikéisyyslaskennan laskusdantéjen avulla voidaan kirjoit-
taa

P(yldo(X = x)) = 3 P(yldo(X = ), pax)P(pax|do(X = z)).

pax
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4.1

4.2

Oletuksen mukaan kaikki solmun X vanhemmat ovat havaittuja,
jolloin PAx d-separoi kaikki solmuun X saapuvat polut. Talloin
graafissa G x ei solmusta X ldhde polkuja ja kaikki siithen saapu-
vat polut on d-separoitu. Voimme hyddyntdd kausaalilaskennan
saantod 2, silla Y L X|PAx graafissa G, ja saamme

P(y|do(X = z),pax) = P(y|z,pax).

Edelleen PAx I X graafissa G, silld milld tahansa polulla sol-
mujoukosta PAx solmuun X on oltava kdénteinen haarukka (col-
lider). Kausaalilaskennan sééntod 3 kiyttden saamme nyt

P(pax|do(X = z)) = P(pax).

Sijoittamalla lukuarvot saadaan
(1 —p) 0.1-(1—0.5) 005 1

= = = — ~0.091
1—-(1-p)(1—¢q) 1-(1-05)(1-01) 055 11
Kéaytdmme Lausetta 4 kontrafaktuaalitodenndkoisyyden laskemi-
seksi. Ensimmaéiseksi on paivitettéva jakauma P(U) aineistolla
Y =1 jakaumaksi P(U|Y = 1). Funktion fy avulla saamme

1= fy(z,u) = max(2(1 — u), u).

On siis oltava U = 1, eli P(U = 1|Y = 1) = 1. Seuraavaksi
muokkaamme kausaalimallia toiminnolla X = 1, jolloin saamme
kaksosgraafin kuvan 8 graafille.

® X,

X.}\

7/ \
7/ AN
y“ ‘xYX

Lopuksi voimme laskea todennékéisyyden P(Y, = 1|Y = 1) (en-
nustaminen) méaarittdmélla kontrafaktuaalisen muuttujan Y, ar-
von, joka on

fv, (ze, u) = max(2z,,u) = max(2z,,u) = max(2,1) = 2.

Siis P(Y, = 1]Y = 1) = 0.
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