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Tiivistelma

Kokeelliset tutkimukset ovat perinteinen ldhestymistapa kausaalisuuden tut-
kimiseen tilastotieteessid. Ideaalisessa tilanteessa kiinnostavat muuttujat voi-
daan mitata halutulla tarkkuudella ja mahdolliset sekoittavat tekijat voidaan
eliminoida hyvin suunnitellulla koeasetelmalla. Téll6in tutkijan on mahdollis-
ta sulkea havaittu efekti sattuman ulkopuolelle ja tulkita havainnot kausaa-
lisesta nakokulmasta. Kéaytdnnossé téllaista optimaalista tilannetta on usein
mahdotonta saavuttaa, eikd moniin tarkeisiin kysymyksiin voida saada vas-
tausta kokeellisella tutkimuksella.

Judea Pearlin kausaalimalli tarjoaa formaalin ldhestymistavan kausaali-
suuteen, ja mallia voidaan soveltaa niin kokeellisen kuin havainnoivankin tut-
kimuksen yhteydessa. Téssa tutkielmassa keskitytdan erityisesti kausaalimal-
leihin kohdistuviin interventioihin seké kausaalilaskentaan, joiden avulla voi-
daan vastata moniin kausaalisuutta koskeviin kysymyksiin. Kausaalilaskenta
rakentuu suunnattujen silmukattomien graafien ympérille, jotka tarjoavat esi-
tystavan muuttujien valisille suhteille.

Kaikkia interventioita ei kuitenkaan ole mahdollista méaarittda. Interven-
tioita, jotka voidaan maédrittaéd yksikésitteisesti riittavilla oletuksilla muuttu-
jien vélisista kausaalisista yhteyksistd, kutsutaan identifioituviksi. Ei ole itses-
tdanselvyys, mitka vaikutukset ovat identifioituvia ja mitké eivat, annetussa
graafissa.

Kausaalilaskennan soveltaminen identifioituvuuden méarittdmiseksi kay-
tdnnossa on haastavaa ja tyolastd, minka seurauksena interventioiden késitte-
lyyn on kehitetty algoritmisia ratkaisuja. Eras tédllainen algoritmi esitelldan ja
implementoidaan, ja toteutuksen yksityiskohtia kasitellaan esimerkkien avul-
la.

Avainsanat: kausaalimalli, kausaalivaikutus, kausaalilaskenta, identifioitu-
vuus, graafi, C-komponentti, pensasaita, algoritmi, d-separoituvuus
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1 Johdanto

Kausaalisuudella tarkoitetaan tapahtumien valisid suhteita, joissa jokin jouk-
ko tapahtumia (syyt) aiheuttaa jonkin toisen joukon tapahtumia (seurauk-
set). Kausaalipdattelyssa tehdddn padatelmia tallaisista suhteista hyddyntaen
esimerkiksi kerattyad aineistoa tai ennakkotietoa. Kausaalipadttelyyn on ke-
hitetty lukuisia tilastotieteellisia lahestymistapoja, jotka keskittyvat kausaa-
lisuuden eri osa-alueisiin, kuten kausaalisuuden suunnan maarittamiseen tai
tapahtumien vélisten suhteiden yksityiskohtien selvittamiseen. Kausaalipaat-
telyd voidaan soveltaa myo6s johonkin kiinnostavaan muuttujajoukkoon koh-
distuvien toimintojen eli interventioiden tarkasteluun, jolloin on kyse kausaa-
livaikutusten estimoinnista.

Neyman (1923) kasitteli kausaalisuutta potentiaalisten lopputulosten eli
kontrafaktuaalien avulla. Kontrafaktuaalien mallissa on darellinen maéra ka-
sittelyja, ja jokaisella populaation yksilolld on potentiaalinen lopputulos jo-
kaista késittelyd kohden. Yksinkertaisessa tilanteessa lopputuloksia on kaksi,
missa yksilo joko altistetaan késittelylle tai jatetadn késitteleméatta. Talloin
kausaalivaikutus maéritellaan naiden potentiaalisten lopputulosten erotukse-
na. On mahdotonta havaita molempia lopputuloksia samalta yksiloltd saman-
aikaisesti, mika johtaa kausaalipaattelyn perusongelmaan. Neyman késitte-
li malliaan vain téysin satunnaistettujen kokeiden yhteydessa, mutta Rubin
(1974) yleisti mallin koskemaan seké havainnoivia ettd kokeellisia tutkimuk-
sia.

Toinen kausaalipaéttelyn haara perustuu rakenneyhtalomalleihin (Struc-
tural Equation Model). Rakenneyhtalémalli muistuttaa moniulotteista regres-
siomallia, mutta rakenneyhtalomallissa yhden tai useamman regressioyhtalon
vastemuuttuja voi esiintya selittdjané jossain toisessa yhtalossd. Nama yhté-
16t kuvaavat mallin muuttujien valisid kausaalisia yhteyksia, ja tavoitteena on
antaa yhtaloissé esiintyville regressiokertoimille kausaalinen tulkinta (Kline,
1998). Galles ja Pearl (1998) osoittivat, ettd Neyman—Rubin -kausaalimalli ja
rakenneyhtalomalleihin pohjautuva kausaalipaéttely ovat keskendan ekviva-
lentteja.

Neyman-Rubin -kausaalimalli soveltuu kokeellisiin tutkimuksiin, silla se
perustuu tutkijan valitsemaan kasittelyyn, jolloin kokeen lopputuloksen syy
on aina konkreettisesti aiheutettu koeasetelmaa manipuloimalla. Taman oleel-
lisen seikan totesi Holland (1986) fraasillaan: "No causation without mani-
pulation”. Manipulointiin liittyy kuitenkin lukuisia ongelmia. Jos esimerkiksi
halutaan tutkia jonkin taudin vaikutusta, on epéaeettistd aiheuttaa kyseinen
tauti kiinnostavalle koeryhmalle.

Vaikka asetelmaa pystyttaisiin manipuloimaan, ei intervention maéritté-
minen ole aina yksinkertaista. Esimerkiksi analysoitaessa jotain teollista pro-
sessia voi kiinnostuksen kohteena olla jokin tietty sadtoparametri, jonka ar-
voa ei voida muuttaa vaikuttamatta samalla muihin parametreihin. Rubinin
ja Hollandin ajattelutavassa muuttujan kausaalivaikutus ei ole maariteltavissa



myoskaan silloin, kun kyseistd muuttujaa ei voida manipuloida. Talloin esi-
merkiksi kysymys siitd, mikd on sukupuolen kausaalivaikutus palkkaeroihin,
ei ole mielekas.

Luvussa 2 kasitelladn kausaalimallia, jonka maaritteli Pearl (1995). Pear-
lin kausaalimalli mahdollistaa yleisten interventioiden tasmallisen kasittelyn
graafien ja niin sanotun do(-)-operaattorin avulla. Pearlin kausaalimallin yh-
teydessé kausaalivaikutuksella tarkoitetaan juuri tdméan operaattorin muodos-
tamia todennakoisyyjakaumia. Erityisen kiinnostavia ovat kausaalivaikutuk-
set, jotka voidaan maédrittad yksikasitteisesti. Tallaisia kausaalivaikutuksia
kutsutaan identifioituviksi ja niistd voidaan tehdéd péatelmia pelkastdan ha-
vaintojen avulla. Pearlin kausaalimallissa periaatteessa mihin tahansa muut-
tujaan voidaan kohdistaa interventio, jolloin esimerkiksi sukupuolen kausaa-
livaikutusta palkkaeroihin voidaan késitella. Usein tutkimuskysymys onkin,
kuinka intervention vaikutus voidaan méarittéda tekematta interventiota.

Luku 3 keskittyy kausaalilaskentaan, jonka Pearl (1995) johti interventioi-
den vaikutusten maarittamiseksi. Kausaalilaskenta on joukko péaattelysaanto-
jé, joiden avulla kausaalivaikutuksen jakauma pyritdan esittdmaédn ainoastaan
havaittujen todennékoisyyksien avulla. Paattelysddntojen soveltamiseen liit-
tyy kuitenkin lukuisia ongelmia, minka seurauksena identifioituvuuden méa-
rittaminen algoritmisesti on varteenotettava vaihtoehto.

Luvussa 4 esitelldén algoritmi, jonka johtivat Shpitser ja Pearl (2006b).
Taméan algoritmin avulla identifioituvan kausaalivaikutuksen jakauma voi-
daan aina méarittdd annetussa graafissa. Tapauksissa, joissa kausaalivaiku-
tus ei ole identifioituva, tuottaa algoritmi myds ongelmallisen graafirakenteen,
joka aiheuttaa identifioitumattomuuden. Tarkoituksena on toteuttaa kyseinen
algoritmi tilastollisella ohjelmointikielelld R (R Core Team, 2014), ja tdmén
toteutuksen yksityiskohtia késitellaan luvussa 5. Luvussa 6 havainnollistetaan
algoritmin seka sen toteutuksen ominaisuuksia esimerkkien avulla. Vastaavan
identifioituvuusalgoritmin méarittelivit Huang ja Valtorta (2006), joka perus-
tui Tianin ja Pearlin (2003) johtamaan algoritmiin. Kumpikaan néisté kahdes-
ta edella mainituista algoritmeista ei kuitenkaan tuota mitadn ylimaaraista
informaatiota annetusta graafista identifioitumattoman kausaalivaikutuksen
tapauksessa.



2 Kausaalimallit ja identifioituvuus

Graafit koostuvat solmuista ja niiden vélisistd sdrmistd. Solmujen voidaan
ajatella vastaavan havaittuja ja havaitsemattomia muuttujia, ja sdrmien néi-
den vélisia kausaalisia yhteyksia. Kausaalisuuden suunta otetaan huomioon
tarkastelemalla vain suunnattuja graafeja, jotka eivat sisalla silmukoita. Vi-
suaalisesti solmut ja sarmaét esitetdan pisteina ja naitd yhdistavind janoina.
Suunnatun graafin tapauksessa sarmien suuntia kuvataan nuolilla. Jatkossa
toistuvasti kiytettavit graafiteoreettiset kasitteet esitelladn teoksen Koller ja
Friedman (2009) mukaisesti. Myos seuraavat merkinndt ovat jatkuvasti esil-
la: isoilla kirjaimilla tarkoitetaan muuttujia, pienilld kirjaimilla muuttujien
arvoja ja lihavoiduilla kirjaimilla nédistd muodostettuja joukkoja.

2.1 Graafiteorian perusteet
Graafi on pari G = (V,E), missd V ja E ovat sellaisia joukkoja, etta
ECc{{X,Y}|XeV,YEV X £Y}.

Joukon V alkioita sanotaan graafin GG solmuiksi, ja joukon E alkioita sanotaan
graafin G siarmiksi. Graafi F' = (V' E’) on graafin G aligraafi jos V! C 'V ja
E’' C E. Talloin merkitdan F' C G. Graafi G on suunnattu jos sen sarméjoukko
E koostuu suunnatuista pareista (X,Y’). Suunnatussa graafissa solmu V5 on
solmun Vi lapsi jos graafi G sisaltda sarmén solmusta V; solmuun V5, eli jos
(V1,V,) € E. Vastaavasti solmu V5 on solmun V; vanhempi jos (Va, Vi) € E.
Kahden solmun vélista suhdetta kuvataan usein merkinnalla V; — V5, jossa
solmu V; on solmun V5 vanhempi ja V5 on solmun Vi lapsi. Yhtapitavasti
voidaan myo6s merkita V5 <— V7.

Olkoot n > 1, V ={V;,...,V,} ja V; # V; kaikilla ¢ # j. Jos n > 1, niin
graafi H = (V,E) on polku jos

E= {{Vl, V2}7 {V2> V3}7 T {anlu Vn}}
tai jos
E = {{Vi,Va} {V2, Va}. ... {Var, Vi) {Va, Vi)

Ensimmaéisesséd tapauksessa sanotaan, etta H on polku solmusta V; solmuun
V,. Jalkimmaisessid tapauksessa sanotaan, ettd polku H on silmukka. Jos
n =1, niin graafi H = ({V4},0) on myos polku. Polku H on suunnattu polku
jos sen kaikki sdrmét ovat suunnattuja ja saman suuntaisia, eli jos

E= {(Vla VQ)v (VQa VE%)v SO (Vn—la Vn)}
tai jos
E ={(Vi,V2),(V2, V)., (Va1, Vo), (Va, Vi) }-

Solmu V5 on solmun Vi jdlkeldinen graafissa GG, jos on olemassa suunnattu
polku H solmusta V; solmuun V, ja H C (G. Vastaavasti solmu V5 on solmun



Vi esivanhempi graafissa GG, jos on olemassa suunnattu polku H solmusta
Vo solmuun V; ja H C G. Jos graafi G ei sisilld lainkaan silmukoita, niin
se on silmukaton. Graafi G = (V,E) on yhtendinen jos jokaisen solmuparin
Vi, V; € V valilla on olemassa polku H C G. Kuvassa 1 on erilaisia polkuja ja

silmukoita.
Z 7
Z
w ¥ /> w
X
Y Y

(a) Polku (b) Suunnattu polku
w
7 A
X A Y X D Y
(c) Silmukka (d) Suunnattu silmukka

Kuva 1: Suunnattuja ja suuntaamattomia polkuja seké silmukoita

Suunnatun graafin tapauksessa voidaan sen aligraafeja tarkastella myos
suuntaamattomina, kun kaikki graafin sdrmét ajatellaan suuntaamattomiksi.
Suunnattu graafi voi siis sisdltdd esimerkiksi polkuja, vaikka se ei siséltéi-
si yhtddn suunnattua polkua. Esimerkiksi kuvan 2 suunnattu graafi sisaltda
solmuja X ja Y yhdistdvan polun, vaikka kyseisten solmujen vélilla ei ole
suunnattua polkua.

Z

<N

Kuva 2: Suuntaamaton polku suunnatussa graafissa

Olkoot G = (V,E) graafi ja Y C V. Oletetaan, ettd joukon Y solmut
vastaavat joitakin havaittuja muuttujia ja ettd joukko V voi sisaltaa solmu-
ja, jotka puolestaan vastaavat joitakin havaitsemattomia muuttujia. Talloin
merkinnéilld Pa(Y)q, An(Y)q,ja De(Y)q tarkoitetaan joukon Y havaittuja
vanhempia, esivanhempia ja jalkeldisia. Kaikki edelld mainitut joukot sisélté-
vat myos joukon Y.



2.2 Pearlin kausaalimalli

Kausaalimallin avulla voidaan kuvata kiinnostuksen kohteena olevien muut-
tujien vélisid funktionaalisia suhteita. Lisdksi malli mahdollistaa sen muut-
tujiin kohdistuvien ulkopuolisten toimintojen eli interventioiden vaikutusten
maarittamisen alimallien avulla, joissa intervention kohteena olevat funktiot
asetetaan vakioiksi. Probabilistinen kausaalimalli yhdistda kausaaliset oletuk-
set seké tilastollisen informaation todennédkoisyysjakauman muodossa. Judea
Pearl maaritteli sekéd deterministisen kausaalimallin ettd sen probabilistisen
laajennuksen (ks. Pearl, 2009, sivut 203-205), joita kéasitelldadn tassa luvussa.

Maaritelméa (Kausaalimalli, Pearl (2009) 7.1.1). Kausaalimalli on kolmikko
M = (U, V,F),
missa:

1. U on joukko havaitsemattomia taustamuuttujia, jotka madraytyvat mal-
lin ulkopuolisista tekijoista.

2. V={V,V,,...,V,} on joukko havaittuja muuttujia, jotka maaraytyvat
mallin sisdltdmistd muuttujista, eli joukon U UV alkioista.

3. F ={fw, fva,---, fv,} on sellainen joukko funktioita, etta jokainen fy,
on kuvaus joukolta U U (V \ V;) joukolle V;, ja joukko F muodostaa
kuvauksen joukolta U joukkoon V. Toisin sanoen jokainen funktio fy,
madrda muuttujan V; arvon yksikésitteisesti ehdolla joukon UUV muut
muuttujat, ja joukolla F on yksikasitteinen ratkaisu. Joukko F voi-
daan esittda symbolisesti kirjoittamalla v; = fy, (pay;,uy;), i =1,...,n,
missa pa; on jokin realisaatio yksikasitteisestd minimaalisesta joukosta
PAy, C V\ 'V, joka on riittdva funktion fy, méadrittelemiseksi. Vastaa-
vasti uy, on jokin realisaatio yksikasitteisestd minimaalisesta joukosta
Uy, C U, joka on riittava funktion fy;, maarittelemiseksi.

Vaatimus siita, ettd joukko F muodostaa kuvauksen joukolta U joukkoon
V tarkoittaa tdssd sitd, ettd on olemassa yksikésitteinen joukko funktioita
G ={9w,--.,9v,}, missd jokainen funktio gy, méérittad muuttujan V; arvon
havaitsemattomien muuttujien avulla. Siis jos u on joukkoon U kuuluvien
muuttujien arvoista muodostettu vektori, niin on oltava

v; = gy;(u), kaikilla i =1,... ,n.

Joukon F yksikasitteisella ratkaisulla tarkoitetaan talloin juuri joukkoa G.
Jokaista kausaalimallia M vastaa suunnattu graafi G = (W, E), jonka
solmujoukko W sisaltdaa solmun jokaista mallin M havaittua ja havaitsema-
tonta muuttujaa kohden. Graafin G sirméjoukko E méaéraytyy kausaalimallin
M muuttujien V ja U vélisista funktionaalisista suhteista. Joukko E sisaltaa



sarman solmusta X solmuun Y jos X € PAy eli jokaiseen solmuun V; saapuu
sarma kaikista solmuista, jotka tarvitaan téta vastaavan funktion fy, méarit-
tamiseen. Joukko E sisdltad sarméat solmusta U jokaiseen solmuun V;, jolle
U e Uy,.

Kausaalimallin maaritelméssa havaitsemattomille muuttujille ei aseteta
mitadn rajoitteita. Havaitsemattomista muuttujista voi siis lahted mielival-
taisen monta sarmaa kausaalimallia vastaavassa graafissa. Jos jokaisesta ha-
vaitsemattomasta muuttujasta lahtee tasmaélleen kaksi sarméa, on kausaa-
limalli semi-Markov-kausaalimalli. Verma (1993) osoitti, ettd mikd tahansa
kausaalimalli, joka sisdltaé havaitsemattomia muuttujia, on muunnettavissa
semi-Markov-kausaalimalliksi. Téasta syysta voidaan jatkossa rajoittua tilan-
teisiin, joissa kaikki havaitsemattomat muuttujat vastaavat joitakin kahden
havaitun muuttujan véilisid sekoittavia tekijoita.

Kun kausaalimallia vastaava graafi on silmukaton, on joukon G olemas-
saolo ja yksikasitteisyys taattu. Funktiot gy, voidaan talléin muodostaa funk-
tioiden fy, avulla, kun jokaisen solmun V; paikalle sijoitetaan téta vastaava
esitys fv;(pav;, uy, ). Havaitut muuttujat saadaan télla tavalla lopulta esitettyé
vain havaitsemattomien muuttujien avulla, kun sijoitukset aloitetaan solmuis-
ta, joilla ei ole lainkaan vanhempia. Tallaisilla solmuilla symbolinen esitys saa
muodon fy.(uy,), silld solmun V; vanhempia kuvaava joukko PAy. on tyh-
ja joukko. Sijoituksia voidaan nyt jatkaa rekursiivisesti korvaamalla jokaisen
muuttujan symbolisessa esityksessé esiintyvat vanhemmat niiden symbolisilla
esityksilla. Koska ensimmaiselld tasolla esiintyvéat solmut, joilla ei ole lainkaan
vanhempia, on saatu esitettya vain havaitsemattomien muuttujien avulla, va-
littyy tdma ominaisuus myos kaikille tallaisten solmujen jalkelaisille.

Havaitsemattomaan muuttujaan liittyvit sarmét kuvataan graafeissa kat-
koviivoilla, kuten kuvassa 3.

U
L0

i all ey
Kuva 3: Havaitsemattoman muuttujan merkintatapa

Usein havaitsemattomat muuttujat kuitenkin jatetdan merkitsematté graafiin,
mika yksinkertaistaa kausaalimallien esittdamistd huomattavasti. Sen sijaan
tallaisessa tilanteessa sanotaan, ettd solmujen X ja Y valilla on kaksisuun-
tainen sarmd, joka kuvaa havaitsemattoman muuttujan vaikutusta. Jatkossa
kuvan 3 merkintatavan sijaan kaytetdan siis kaksisuuntaisia sdrmié, kuten
kuvassa 4.
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Kuva 4: Kaksisuuntaisen sarméan merkintéatapa

Tata merkintdtapaa kayttavat esimerkiksi Huang ja Valtorta (2006), Shpit-
ser ja Pearl (2006b) ja Tian (2002). On syyta huomata, ettd kahden sdrmén
vélinen kaksisuuntainen sédrma ei ole sama asia kuin jos graafi siséltaisi solmu-
ja yhdistavat kaksi yksisuuntaista sarmad, silld ndméa muodostaisivat graafiin
silmukan, miké ei ole sallittua.

Kaksisuuntaisten sédrmien yhteydessd on myos tavallista, ettd havaitse-
mattomia muuttujia ei sisallytetd suoraan kausaalimallia vastaavan graafin
G = (W, E) solmujoukkoon W. Kéytédnnossa tamé tarkoittaa sité, etta edel-
& madaritellyn kausaalimallia M vastaavan graafin G solmujoukoksi ilmoite-
taan ainoastaan joukko, joka sisaltad solmun jokaista joukon V muuttujaa
kohden. Todellisuudessa havaitsemattomat muuttujat ovat osa graafin sol-
mujoukkoa, mutta niitd ei maaritella eksplisiittisesti, vaan niiden olemassao-
lo on implisiittisesti maéaritelty kaksisuuntaisten sarmien avulla. Vastaavasti
sirméjoukon F voidaan ajatella sisdltdvan myos kaksisuuntaisia sarmia, kun
ne mielletddén kahtena havaitsemattomaan muuttujaan liittyvand yksisuun-
taisena sarmané. Laajennetaan nyt kausaalimallin kasitettd méarittelemalla
havaitsemattomille muuttujille yhteisjakauma.

Maaritelméa (Probabilistinen kausaalimalli, Pearl (2009) 7.1.6). Probabilis-
tinen kausaalimalli on pari

M = (Mp, P(U)),

missd Mp on (deterministinen) kausaalimalli ja P(U) on muuttujajoukon U
yhteisjakauma.

Jatkossa kausaalimallilla tarkoitetaan nimenomaan probabilistista semi-
Markov-kausaalimallia ilman erillistd mainintaa. Havaitsemattomien muuttu-
jien yhteisjakauma P(U) ja funktiot F méarittavat luonnollisesti myo6s ha-
vaittujen muuttujien yhteisjakauman P(V). Kausaalimallin M ja sitd vastaa-
van graafin G valilld on taten yhteys myos todennékoisyysjakauman P kaut-
ta, missa P = P(vy, ..., U, Uy, ..., u;) Madrittad havaittujen ja havaitsemat-
tomien muuttujien yhteisjakauman. Havaitsemattomat muuttujat oletetaan
riippumattomiksi, eli P(U) = []; P(U;).

Maaritelmé (Kausaalinen Markov-ehto). Olkoot graafi G ja todennékoisyys-
jakauma P. Sanotaan, ettd G ja P toteuttavat kausaalisen Markov-ehdon jos

n k

P = I P(vlpa*(V))o) I] P(u;).

i=1 j=1

missd Pa*(.)q sisdltdd myos havaitsemattomat vanhemmat.
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Oletus havaitsemattomien muuttujien riippumattomuudesta tarkoittaa kay-
tdnnossa sitéd, etta madritelty kausaalimalli on riittava kuvaamaan havaittujen
muuttujien véilisid kausaalisia suhteita. Jos jotkin havaitsemattomat muuttu-
jat Uy, ..., U; € U olisivatkin toisistaan riippuvia, olisi niilla oltava jokin yh-
teinen syy, joka ei ole mukana maéritellyssa kausaalimallissa. Mallia olisi nyt
laajennettava siten, ettd riippuvuusrakenteet havaitaan tarpeeksi kattavasti,
jotta oletus havaitsemattomien muuttujien riippumattomuudesta on mielekas.
Kun kausaalinen Markov-ehto toteutuu, voidaan graafin GG ja todennakoisyys-
jakauman P riippumattomuusominaisuudet yhdistéa toisiinsa seuraavan méa-
ritelmén avulla.

Maiaritelmé (d-separoituvuus, Pearl (2009) 1.2.3). Olkoot polku H = (V,E)
ja solmujoukko Z C V. Polku H on solmujoukon Z d-separoima graafissa G,
jos ja vain jos
1. H sisaltaa ketjun I — M — J tai haarukan [ < M — J, missa M € Z
jal,JeV.

2. H sisaltda kdanteisen haarukan I — M < J, missid De(M)g NZ = 0 eli
yksikdan solmun M jalkelaisista ei kuulu joukkoon Z graafissa GG solmu
M mukaan lukien, ja I,J € V.

Erilliset muuttujajoukot X ja Y ovat solmujoukon Z d-separoimia graafissa
G, jos kaikki polut joukosta X joukkoon Y ovat solmujoukon Z d-separoimia
graafissa G.

Jos erilliset muuttujajoukot X ja Y ovat solmujoukon Z d-separoimia graa-
fissa GG, niin muuttujajoukko X on riippumaton muuttujajoukosta Y ehdolla
Z graafissa G jokaisen jakauman P suhteen, jolle G ja P toteuttavat kausaa-
lisen Markov-ehdon. Téma riippumattomuus ja d-separoituvuus graafissa G
voidaan esittdd merkinnélla (X 1Y | Z)¢ (Dawid, 1979).

2.3 Kausaalivaikutukset

Kausaalimalliin kohdistuvat interventiot muokkaavat sen kuvaamien muuttu-
jien valisia funktionaalisia suhteita. Interventiot méaéaritellaan do(-)-operaat-
torilla, joka poistaa tiettyja funktioita mallista ja korvaa ne vakiofunktioilla
vaikuttamatta malliin muilla tavoilla. Jokainen kausaalimalliin M kohdistuva
interventio do(X = x) tuottaa siten alimallin My = (U, V,Fy, P(U)), missa
joukko Fy saadaan korvaamalla funktio fx € F jokaista muuttujaa X € X
kohden vakiofunktiolla, joka tuottaa aina intervention do(X = x) méaaradman
arvon x. Koska M, on kausaalimalli, on joukolla Fy yksikasitteinen ratkaisu,
mika takaa yksikasitteisen ratkaisun olemassaolon myos jokaiselle muuttujal-
le V € V. Tama tarkoittaa sita, etta jokainen havaittu muuttuja on edelleen
esitettdvissa ainoastaan havaitsemattomien muuttujien avulla alimallissa M.
Talloin on mielekasta tarkastella, kuinka joukkoa V koskevat todennakoisyy-
det muuttuvat intervention seurauksena.



Maaritelméa (Kausaalivaikutus, Shpitser ja Pearl (2006b)). Olkoot kausaa-
limalli M = (U,V,F, P(U)) ja muuttujajoukot Y,X C V. Intervention
do(X = x) kausaalivaikutus joukkoon Y mallissa M on muuttujajoukon Y
yhteisjakauma alimallissa My, josta kiytetddan merkintdd P(Y|do(X = x)) =

P(Y).

Jokaista interventiota do(X = x) kohden tulee olla P(x|Pa(X)s\ X) > 0.
Tama rajoite takaa, ettd jakauma Py (V) ja sen marginaalijakaumat ovat aina
hyvin maaritellyt. Rajoite on luonnollinen, sill& ei ole mielekéstéd pakottaa
muuttujajoukon X arvoja sellaisiksi, joita ei voi havaita. Téllaisen intervention
jakaumasta ei voida tehda péaatelmia aineiston perusteella.

Kirjallisuudessa (esim. Holland, 1986 ja Rubin, 1974) kausaalivaikutus
maaritelladn joskus edellisestd maaritelmasta poikkeavalla tavalla. Kausaali-
vaikutus on luonnollista maaritelld keskiméaraisena kausaalivaikutuksena di-
kotomisille muuttujille Y ja X

P(Y = 1|do(X = 1)) — P(Y = 1|do(X = 0)).

Jos kausaalivaikutuksella tarkoitetaan juuri lauseketta Py(Y), on keskiméi-
riainen kausaalivaikutus talloin kahden kausaalivaikutuksen erotus. Reaaliselle
satunnaismuuttujalle Y ja dikotomiselle satunnaismuuttujalle X keskimaérai-
nen kausaalivaikutus méaritellddn odotusarvojen erotuksena

E[Y|do(X = 1)] — E[Y]do(X = 0)].

Jos seka Y ettda X ovat reaalisia, niin keskimaarainen kausaalivaikutus voidaan
maaritella derivaattana

d
%E[on(){ = z)],

mikali tdméa on olemassa. Jatkossa kausaalivaikutuksella kuitenkin tarkoite-
taan intervention maarddmaa yhteisjakaumaa Px(Y).

Tehtdessd paatelmiéd interventioista, ei muuttujien vélilla vallitsevia funk-
tionaalisia suhteita tarvitse aina maéarittda tarkasti, eikd tdmé aina ole edes
mahdollista. Usein riittda, ettd tiedossa on joitakin kausaalisia suhteita ja
tilastollista informaatiota tutkittavasta ilmiosta. Téalloin ndma oletukset voi-
daan koota taustalla olevaa kausaalimallia vastaavaksi graafiksi sekd havainto-
ja koskeviksi todennékoisyyksiksi. Vaarana on kuitenkin se, etté kiinnostavaa
kausaalivaikutusta ei aina voida maarittaa yksikasitteisesti, silla sama graafi
voi vastata useampaa kuin yhta kausaalimallia, ja on mahdollista, etta kaik-
kia kiinnostavia muuttujia ei ole pystytty mittaamaan. Seuraava méaritelméa
karakterisoi kausaalimallista tehtyjen oletusten riittavyyden.

Maaritelmé (Kausaalivaikutuksen identifioituvuus, Shpitser ja Pearl (2006b)
2). Olkoot graafi G = (V, E) ja muuttujajoukot Y ja X. Intervention do(X = x)
kausaalivaikutus muuttujajoukkoon Y, jolle YNX = (3, on identifioituva graa-
fissa G jos PL(Y) = P2(Y) jokaiselle parille kausaalimalleja M ja M2, joille
PY(V) = P*V) ja Pl(x|Pa(X)g \ X) > 0.
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Maaritelméan avulla ei voida yleensa suoraan todeta kausaalivaikutuksen
identifioituvuutta, silla on harvoin mahdollista varmistaa, etta PL(Y) = P2(Y)
jokaiselle parille kausaalimalleja M ja M?, joiden havaittujen muuttujien yh-
teisjakaumat ovat samat. Méaritelmén avulla voidaan kuitenkin todeta iden-
tifioitumattomuus médrittelemalld kausaalimallit M ja M2, joille PY(V) =
P*(V), mutta PL(Y) # P2(Y). Identifioituvuus méiritelldén joskus ylla ole-
vasta madritelméasta poikkeavalla tavalla (esim. Angrist, Imbens ja Rubin,
1996). Jatkossa identifioituvuutta késitellaan kuitenkin méaritelman mukai-
sesti yleisella tasolla.

Seuraava esimerkki perustuu konstruktioon, jonka esittivat Shpitser ja
Pearl (2006b). Tarkastellaan kuvan 5 graafia G ja muuttujan X kausaali-
vaikutusta muuttujaan Y. Muuttujan Y voidaan ajatella olevan esimerkiksi
jokin kiinnostava vastemuuttuja ja muuttujan X jokin prediktori. Lisdksi vas-
teeseen ja prediktoriin vaikuttaa jokin havaitsematon satunnaismuuttuja U.
Shpitser ja Pearl toteavat, ettd havaittujen muuttujien reunajakaumien po-
sitiivisuus voidaan aina taata esimerkin tilanteessa, mutta eivit osoita téata
suoraan. Laajennetaan konstruktiota siten, ettd P(X) > 0 kaikilla muuttujan
X arvoilla ja P(Y) > 0 kaikilla muuttujan ¥ arvoilla kummassakin mallissa.

-

Kuva 5: Yksinkertainen graafi, jossa kausaalivaikutus P,(y) ei identifioidu

Maaritellaan kausaalimallit M?! ja M? seuraavasti: kummassakin mallissa
asetetaan U ~ Tas({0,1}) ja fx(u) = u, joten PY(X =1) = P2(X =1) = 0.5.
Mallissa M funktio fy (u,z) méiritellidn siten, etti

(u+2x) mod 2, kunu=1
(u+2x) mod 2, kun u=0.

fr(u,x) = {

Koska muuttujan X arvo méardytyy deterministisesti satunnaismuuttujan U
arvosta, niin muuttujan Y arvot maariytyvit mallissa M! seuraavasti: jos
u = 1, niin

fr(u,z) = (u+22) mod 2 = (u+ 2fx(u)) mod 2 = (u+ 2u) mod 2 = 1.
Jos u = 0, niin
fr(u,z) = (u+2) mod 2 = (u+ fx(u)) mod 2 = (u+ u) mod 2 = 0.

Siis P1(Y = 1) = 0.5. Mallissa M? vastaava funktio fy(u) méaritellién siten,
ettd fy(u) = u. Talloin P2(Y =1) = 0.5.

Johdetaan seuraavaksi havaittujen muuttujien yhteisjakaumat kummas-
sakin mallissa. Mallissa M? muuttujien X ja Y arvot on asetettu suoraan
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satunnaismuuttujan U arvoksi, joten P?*(X,Y) = 0.5 jos X = Y. Muussa
tapauksessa P%(X,Y) = 0. Edelld osoitettiin, ettd muuttuja ¥ saa myos mal-
lissa M! satunnaismuuttujan U arvon. Koska muuttujan X arvo on asetettu
satunnaismuuttujan U arvoksi molemmissa malleissa, on P'(X,Y) = 0.5 jos
X =Y. Muussa tapauksessa P'(X,Y’) = 0.

Havaittujen muuttujien yhteisjakaumille patee siis P1(X,Y) = P*(X,Y).
Jos satunnaismuuttujaan X kohdistetaan nyt interventio do(X = z), niin se
muuntaa funktion fx(u) = u vakiofunktioksi f,(u) = x kummassakin mal-
lissa. Interventio ei vaikuta satunnaismuuttujan Y jakaumaan mallissa M2,
silld muuttujan Y arvot maardytyvat suoraan muuttujan U arvoista, jolloin
P2Y =1) = 0.5. Mallissa M interventio puolestaan muuntaa muuttujan Y
jakaumaa. Jos tehty interventio oli do(X = 1), niin

(u+2) mod 2, kunu=1
(u+1) mod 2, kun u=0.

fY(U7 1) = {

Siis Y saa arvon 1 riippumatta muuttujan U arvosta. Jos tehty interventio oli
do(X = 0), niin
yumod 2, kunwu =1
u,0) = ’

fr(w,0) {u mod 2, kun u =0,
eli fy(u,0) = u. Interventiot do(X = 1) ja do(X = 0) ovat hyvin méaéaritellyt
kummassakin kausaalimallissa, silld sekd P1(X = x) > 0 ettd P*(X =2) > 0
kaikilla muuttujan X arvoilla x, ja havaittujen muuttujien yhteisjakaumat
ovat samat. Kausaalivaikutukset eivit kuitenkaan ole samat, silla

PH(Y =1)=1#05=P}(Y =1),

jolloin kausaalivaikutus P,(Y") ei ole identifioituva graafissa G.
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3 Kausaalilaskenta

Kausaalivaikutuksista on haastavaa tehda paatelmia kayttéden ainoastaan iden-
tifioituvuuden méaritelmad. Kausaalivaikutusten identifioituvuutta voidaan
kuitenkin lahestya myos interventioiden kautta. Judea Pearl maaritteli edel-
lisessé luvussa esitellyn do(-)-operaattorin tulkinnan pohjalta paattelysaan-
noston, jota kutsutaan kausaalilaskennaksi (do calculus, ks. Pearl, 2009, sivut
85-86 ja Pearl, 1995).

Kausaalilaskennan tavoitteena on esittda kausaalivaikutuksen Py (y) lause-
ke ainoastaan havaittuja muuttujia koskevien todennakoisyyksien avulla. Kau-
saalivaikutus on identifioituva, mikali tallainen esitystapa on mahdollista saa-
vuttaa padttelysadntojen iteratiivisella soveltamisella. Tama tulos on suora
seuraus identifioituvuuden mééaritelmasté, silla havaittujen muuttujien jakau-
mat oletetaan yhtasuuriksi kaikille tarkasteltaville kausaalimalleille.

3.1 Laskusaannot

Olkoot X, Y ja Z mielivaltaisia pareittain erillisia solmujoukkoja kausaalimal-
lia M vastaavassa graafissa G. Merkinnallda G tarkoitetaan graafia, joka saa-
daan graafista G poistamalla kaikki solmujoukkoon X saapuvat sarmét. Mer-
kinnalld Gx tarkoitetaan graafia, joka saadaan graafista GG poistamalla kaikki
solmujoukosta X lahtevit sarmat. Merkinnélld Gg 5 tarkoitetaan graafia, joka
saadaan graafista G poistamalla kaikki solmujoukkoon X saapuvat sirmit ja
kaikki solmujoukosta Z lahtevat sarmét. Olkoon nyt P kausaalimallin M ha-
vaittujen ja havaitsemattomien muuttujien yhteisjakauma. Talloin seuraavat
sddnnot ovat voimassa (Pearl, 1995):

1. Havaintojen lisaidminen ja poistaminen

Px(ylz, w) = Px(y|z),

jos (Y ULZ[X, W)g., eli jos muuttujat Y ovat riippumattomia muuttu-
jista Z ehdolla X ja W graafissa (G, josta on poistettu solmujoukkoon
X saapuvat sarmat.

2. Toiminnan ja havainnon vaihtaminen
Pea(ylw) = Pe(ylz, w),

jos (Y ILZ|X,W)g.  eli jos muuttujat Y ovat riippumattomia muut-
tujista Z ehdolla X ja W graafissa G, josta on poistettu solmujoukkoon
X saapuvat sarmét ja solmujoukosta Z lahtevait sdrmét.

3. Toiminnan lisddminen ja poistaminen

Pra(ylw) = Px(y|w),

12



jos (Y L Z|X, W)G)_( s eli jos muuttujat Y ovat riippumattomia muut-
tujista Z ehdolla X jé W graafissa G, josta on poistettu solmujoukkoon
X saapuvat sdrmét ja solmujoukkoon Z (W) saapuvat sarmét, missa

Z(W) = Z\ An(W)g

eli Z(W) siséltéé joukon Z ne solmut, jotka eivit kuulu joukkoon W ja
eivit ole minkaan joukon W solmun havaittuja esivanhempia graafissa
G, josta on poistettu solmujoukkoon X saapuvat sdrmét.

Saanto 1 yhdistda d-separoituvuuden ja intervention do(X = x) synnyt-
tdman todenndkoéisyysjakauman toisiinsa. Graafissa G vallitsevat ehdolliset
riippumattomuudet séilyvat, silld muuttujajoukkoon X liittyvien funktioiden
korvaaminen vakiofunktioilla ei synnyté uusia riippuvuuksia muiden muuttu-
jien vélille. Kun sddnt6 2 on voimassa, niin interventiolla do(Z = z) on sama
vaikutus joukkoon Y kuin passiivisella havainnolla Z = z. Sdannon 3 avulla
voidaan lisata tai poistaa interventioita vaikuttamatta muuttujaa Y koskeviin
todennakoisyyksiin.

Kausaalilaskennan sdannot voidaan johtaa hyodyntden d-separoituvuutta
edelld esiintyvissa graafeissa sekd soveltamalla do(-)-operaattorin mééritel-
méé. Pearl esitti todistukset néille kolmelle sdannolle (ks. Pearl, 1995). Kausaa-
lilaskenta on myo6s osoitettu taydelliseksi, eli sen avulla voidaan johtaa kaik-
kien identifioituvien kausaalivaikutusten jakaumat (Shpitser ja Pearl, 2006b,
Huang ja Valtorta, 2006).

3.2 Esimerkki kausaalilaskennasta

Tarkastellaan kausaalilaskennan laskusdantojen soveltamista kéytédnnossa yk-
sinkertaisen esimerkin avulla. Olkoot graafi G kuten kuvassa 6(a) ja kiinnos-
tuksen kohteena kausaalivaikutus P, (y).

Solmu Y toimii kddnteisend haarukkana solmuja X ja Z yhdistavalla po-
lulla kuvan 6(c) graafissa Gx, jolloin muuttujat X ja Z ovat d-separoituneita
kyseisessé graafissa. Siis (X 1 Z)¢,, jolloin sddnnén 2 nojalla

Pr(2) = P(z|z). (1)

Koska kuvan 6(b) graafi Gz on sama kuin kuvan 6(c) graafi Gx, niin (X 1 Z)¢.
ja sddnnon 3 nojalla P,(x) = P(x). Edelleen koska solmu X d-separoi kaikki
polut solmusta Y solmuun Z kuvan 6(d) graafissa Gz, niin (Y 1 Z|X)q, ja
sdannon 2 nojalla P, (y|x) = P(y|z, x). Talloin patee -

P.(y) =) P:.(ylr)P.(x) = > _ Plylz, z)P(x). (2)
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(a) Graafi G (b) Aligraafi Gz (c) Aligraafi Gx
(d) Aligraafi G (e) Aligraafi Gz y (f) Aligraafi G5 7

Kuva 6: Esimerkki kausaalilaskennassa kéytettavista graafioperaatioista

Tarkastellaan seuraavaksi kuvan 6(e) graafia G 5 ,. Tésséd graafissa solmu-
jen Z ja Y vililla ei ole polkuja, jolloin voidaan todeta, etté solmu X d-separoi
kaikki polut kyseisten solmujen vélilla. Vastaavasti solmujen Y ja X valilla
ei ole polkuja kuvan 6(f) graafissa G5z, jolloin solmun Z voidaan todeta
d-separoivan kyseiset solmut. Siis (Y 1 Z|X )G)?,z ja (Y I X|Z )G;?,Z’ jolloin
sddntojen 2 ja 3 nojalla B

Py(ylz) = Pr2(y) = P.(y). (3)
Yhdistdmallad kohdat (2) ja (3) saadaan
Py(ylz) = Pylz, z)P(x). (4)

Sijoittamalla kohdat (1) ja (4) kausaalivaikutuksen P,(y) lausekkeeseen saa-

daan
Pu(y) = Y Palyl2) Pe(2) = Y [3° Plylz, 2)P(x)| P(2]x).

On syytd huomata, ettd muuttuja x esiintyy lausekkeessa useammassa kuin
yhdessa roolissa. Muuttuja z toimii summamuuttujana sulkulausekkeessa seké
ehdollistavana muuttujana lausekkeessa P(z|x). Kyseessd on kuitenkin kaksi
eri muuttujaa.
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4 Kausaalilaskennan algoritmi

Vaikka kausaalivaikutus olisi identifioituva, eivit kausaalilaskennan sdannot
itsessdan takaa, ettd niiden avulla pystyttaisiin esittamaan tdméan vaikutuk-
sen jakauma pelkastadn havaittujen todennakoéisyyksien avulla. Identifioitu-
van kausaalivaikutuksen tapauksessa ei ole myoskaédn itsestadn selvad missa
jarjestyksessa laskusaantoja tulisi soveltaa kausaalivaikutuksen jakauman joh-
tamiseksi kyseessa olevan kausaalimallin havaittujen muuttujien yhteisjakau-
masta P(V).

Néista rajoitteista huolimatta on identifioituvuuden maérittamiseksi joh-
dettu lukuisia tuloksia, joista tdssa luvussa keskitytdan Shpitserin ja Pearlin
(2006) kehittamaan kausaalilaskennan algoritmiin. Algoritmin avulla voidaan
todeta minké tahansa kausaalivaikutuksen identifioituvuus, minka liséksi al-
goritmi myo6s tuottaa vaikutuksen jakauman lausekkeen tilanteessa, jossa vai-
kutus on identifioituva.

4.1 Maaritelmia

Algoritmin késittelemiseksi tarvitaan lukuisia kausaalimalleihin ja suunnat-
tuihin silmukattomiin graafeihin liittyvia méaritelmié, joiden avulla vaikutus-
ten identifioituvuus voidaan todeta tietyissé erityistilanteissa.

Maiaritelmé (Indusoitu aligraafi). Olkoot graafit H = (W, F) ja G = (V,E)
sellaisia, ettda W C V. Jos jokaisen solmuparin X,Y € W vililla on sarma
graafissa H tasmaélleen silloin kun niiden vélilld on saman suuntainen sarmé
graafissa GG, niin H on solmujoukon W indusoima aligraafi ja merkitdan H =

GIW].

Indusoitujen aligraafien avulla voidaan helposti madrittad uusia graafeja
pelkdstadn tietyn solmujoukon perusteella. Esimerkiksi kuvan 7(a) graafin G
solmuista X, Z; ja Z; on muodostettu indusoitu aligraafi kuvassa 7(b).

(b) Solmujoukon {X,Zi,Z2} indusoima ali-
graafi G[{X, Z1, Z>}]

Kuva 7: Indusoidun aligraafin méaritelmaa havainnollistava esimerkki

Téarkein mééritelmistd on kuitenkin C-komponentti (confounded component).
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Maaritelma (C-komponentti, Shpitser ja Pearl (2006b) 3). Olkoon graafi
G = (V,E). Jos on olemassa sellainen joukko B C E, ettd B sisiltdaa vain kak-
sisuuntaisia sarmia, ja graafi (V, B) on yhtendinen, niin G on C-komponentti.

C-komponentteja ovat esimerkiksi molemmat kuvan 7 graafeista, mutta
kuvan 6(a) graafi ei ole. Vaikka graafi ei olisikaan C-komponentti, voidaan
sen aligraafeista aina 10ytda ainakin yksi C-komponentti. Esimerkiksi kaikis-
ta yksittaisistd solmuista muodostetut aligraafit ovat aina C-komponentteja.
Usein on kuitenkin mielenkiintoisempaa selvittaé, kuinka annettu graafi voi-
daan jakaa mahdollisimman suuriin C-komponentteihin.

Maisritelmé (Maksimaalinen C-komponentti). Olkoot graafi G ja C-kompo-
nentti C' = (V,E), C C G. C-komponentti C' on maksimaalinen (suhteessa
graafiin () jos kaikille graafin G kaksisuuntaisista sarmistd muodostuneille
poluille H, jotka sisaltavét ainakin yhden joukon V solmun, patee H C C.

Tian (2002) osoitti, ettd maksimaalisten C-komponenttien avulla voidaan
aina faktoroida graafin G muuttujien yhteisjakauma P(V), jolloin jokainen
tulon termeistd vastaa yhtd maksimaalista C-komponenttia. Téma ominai-
suus osoittautui merkittavaksi algoritmin kannalta, silla kausaalivaikutuksen
jakauma voidaan jakaa rekursiivisesti yha yksinkertaisemmiksi lausekkeiksi.

Jos graafi G ei ole C-komponentti, niin se voidaan aina jakaa yksikéa-
sitteiseksi joukoksi C'(G) aligraafeja, joista jokainen on maksimaalinen C-
komponentti. Tama tulos seuraa siita, etta kahden solmun valilla on kak-
sisuuntaisista sarmistd muodostunut polku graafissa G jos ja vain jos solmut
kuuluvat samaan maksimaaliseen C-komponenttiin, mikéd puolestaan on suora
seuraus maksimaalisen C-komponentin maéritelmasta. Graafin G kaksisuun-
taisista sdrmistd muodostuneet polut maarittavit siten myos graafin maksi-
maaliset C-komponentit.

Erikoistapaus C-komponentista on C-puu. C-puut liittyvét laheisesti suo-
riin vaikutuksiin eli kausaalivaikutuksiin, jotka ovat muotoa Ppeyy(Y).

Maaritelmé (C-puu, Shpitser ja Pearl (2006b) 4). Olkoon graafi G sellainen
C-komponentti, ettd sen jokaisella havaitulla solmulla on korkeintaan yksi
lapsi. Jos on olemassa solmu Y, jolle G[An(Y)g] = G, niin G on Y -juurtunut
C-puu.

C-puiden ja C-komponenttien avulla on mahdollista maarittaa lukuisia kausaa-
livaikutuksia, jotka kohdistuvat yhteen muuttujaan. C-metsé yleistad C-puun
useamman kuin yhden muuttujan tilanteeseen, jossa graafin G' juurijoukko,
eli joukko {X € G | De(X)g \ {X} = 0} koostuu useammasta kuin yhdesté
solmusta.

Maaritelma (C-metsé, Shpitser ja Pearl (2006b) 5). Olkoot G graafi ja Y
sen juurijoukko. Jos graafi G on C-komponentti, jonka jokaisella havaitulla
solmulla on korkeintaan yksi lapsi, niin G on Y-juurtunut C-metsd.
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Molemmat kuvan 7 C-komponenteista ovat myos C-metsia, silld jokaisella
niiden havaituista solmuista on tdsmaéalleen yksi lapsi. Lisdksi C-komponenttien
juurijoukot muodostuvat solmusta Y. C-metséat ovat sidoksissa yleisten kausaa-
livaikutusten laskentaan eli vaikutuksiin, jotka ovat muotoa Py(Y). Téllaisten
kausaalivaikutusten identifioituvuutta voidaan tarkastella erityisen kahdesta
C-metsastd muodostuvan graafiparin avulla.

Maisritelmé (Pensasaita, Shpitser ja Pearl (2006b) 6). Olkoot G = (V,E)
graafi ja X, Y C V erilliset muuttujajoukot. Jos on olemassa kaksi R-juur-
tunutta C-metsaa F = (Vp, Ep) ja F' = (Vi Ep/) siten, ettd Ve N X # (),
VeNX =0, F C F,jaR C G[An(Y)g,], niin C-metsit I ja F’ muodostavat
pensasaidan kausaalivaikutukselle Px(y) graafissa G.

Kuvan 5 graafi G sisdltda pensasaidan kausaalivaikutukselle P,(y). Maa-
ritelmén mukaiset R-juurtuneet C-metsat ovat F' = G[{X,Y}] ja F' = G[Y],
missé R = {Y}. Pensasaidat ovat huomattava rakenne, silld ne yleistavét
tiettyjé erikoistapauksia koskevia tuloksia identifioituvuudelle. Erds esimerk-
ki tallaisesta erikoistapauksesta on kahden muuttujan vélisid kausaalivaiku-
tuksia P,(y) koskeva tulos, jonka johtivat Tian ja Pearl (2002). He osoittivat,
ettd P,(y) ei ole identifioituva jos ja vain jos solmu Y on solmun X lapsi, ja
on olemassa kaksisuuntaisista sarmista muodostunut polku solmusta X sol-
muun Y. Tarkastellaan kuvan 8 graafia H = (V,E), joka sisaltda solmut X
ja Y seké naiden valisen kaksisuuntaisista sarmistd muodostuvan polun, jo-
ka koostuu liséksi solmuista {71, ..., Z;}. Talloin C-metsat H ja H[V \ {X}]

muodostavat pensasaidan kausaalivaikutukselle P.(Y, Z1, ..., Z).
.V//’—*.k \‘
A
X : Zk J *. Y
k\ o DY

Kuva &: Polku H

Shpitser ja Pearl (2006b) osoittivat, ettd jos graafi G sisiltdd pensasaidan
kausaalivaikutukselle Py(y), niin kyseinen vaikutus ei ole identifioituva.

4.2 Algoritmi

Edella esiteltyja maaritelmia hyodyntéden voidaan nyt maaritella algoritmi 1,
joka karakterisoi taydellisesti yleisten kausaalivaikutusten identifioituvuuden.
Shpitser ja Pearl (2006b) osoittivat, ettd algoritmin 1 palauttama lauseke
kausaalivaikutukselle Px(y) on aina oikein, jos kyseinen vaikutus on identi-
fioituva. He osoittivat myos, etta jos algoritmin toiminta keskeytyy rivilla vii-
si, niin alkuperéinen graafi GG sisiltda pensasaidan, joka estdd kausaalivaiku-
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tuksen identifioituvuuden. Pensasaidan olemassaolo on siis yhtépitdavaa identi-
fioitumattomuuden kanssa. Koska algoritmi 1 koostuu ainoastaan tunnetuista
todennékoisyys- ja kausaalilaskennan saantoihin pohjautuvista toimenpiteis-
td, niin edellinen tulos osoittaa myos, ettéd kausaalilaskennan saénnoilla voi-
daan johtaa kaikkien identifioituvien kausaalivaikutusten jakaumat. Kaikki
esiintyvat muuttujat oletetaan diskreeteiksi, mutta algoritmia voidaan sovel-
taa myos tilanteessa, jossa osa muuttujista on jatkuvia, kun niihin liittyvéit
summat korvataan integraaleilla.

Algoritmin on kyettéva kasitteleméan syotteend annetun graafin solmuja
iteratiivisesti, joten solmuille on asetettava jokin mielekas jérjestys. Esimer-
kiksi graafin sdrmien suunta on otettava téssd jérjestyksessd huomioon, ja
jarjestys on aina pystyttdva muodostamaan mille tahansa annetulle graafille.
Topologisella jarjestykselld on ndma ominaisuudet.

Maaritelma (Topologinen jarjestys). Suunnatun silmukattoman graafin G =
(V,E) topologinen jdarjestys m on sen solmujen jarjestys, jossa joko X > Y tai
Y > X kaikille pareille solmuja X,Y € V, X # Y. Lisdaksi yksikdén solmu
ei voi olla suurempi kuin jalkelaisensa. Toisin sanoen X < Y jarjestyksessa 7
jos ja vain jos solmu X on solmun Y esivanhempi graafissa G.

Jokaisella suunnatulla silmukattomalla graafilla on aina olemassa ainakin
yksi topologinen jarjestys, mutta jarjestyksia voi olla myos useita. Topologi-
nen jarjestys voidaan muodostaa esimerkiksi etsimélld graafista ensin kaikki
solmut, joilla ei ole lainkaan esivanhempia, ja asettamalla namé johonkin mie-
livaltaiseen jarjestykseen. Tamén jéalkeen etsitdan kaikki solmut, joilla ei ole
lainkaan esivanhempia aikaisemmin jarjestettyja solmuja lukuun ottamatta,
ja jarjestetadn namé taas keskenddan mielivaltaisesti. Lisaksi asetetaan, etta
edellisen kohdan suurin solmu on pienempi kuin viimeisimmén kohdan pienin
solmu. Nain jatketaan, kunnes kaikki solmut on jarjestetty.

Topologisella jarjestykselld voidaan indeksoida graafin GG ja sen aligraa-
fien solmut, mitd hyodynnetaédn algoritmin 1 riveilld nelji, kuusi ja seitsemén.
Merkinnalld V.0~V tarkoitetaan niitd graafin G havaittuja solmuja, jotka ovat
pienempia kuin solmu V; topologisessa jarjestyksessa 7. Mika tahansa graa-
fin G topologinen jarjestys on myos topologinen jérjestys mille tahansa sen
aligraafille. Uutta jarjestysta ei siis tarvitse etsid jokaiselle muodostetulle ali-
graafille erikseen, vaan jarjestys voidaan kiinnittda ennen algoritmin sovelta-
mista.
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Algoritmi 1 Intervention do(X = x) kausaalivaikutus muuttujajoukkoon Y.

SYOTE: Arvojoukot X ja y, yhteisjakauma P(v) ja suunnattu silmukaton
graafi G = (V,E). G ja P toteuttavat kausaalisen Markov-ehdon.
TULOSTE: Lauseke jakaumalle Py(y) tai HYLKAA(F, F').

funktio ID(y,x, P, G)
1: jos x = (), niin
palauta }-,c,\, P(Vv).
2: jos V # An(Y)g, niin
palauta ID(y,x N An(Y)q, P(An(Y)q), G[An(Y)q)].
3: olkoon W = (V \ X))\ An(Y)qs -
jos W # (), niin
palauta ID(y,x Uw, P,G).
4: jos C(G[V\ X]) = {G][S1],...,G[Sk]}, niin
palauta 3=,c.\ (yux) ¥, ID(s;, v\ s, P, G).
jos C(G[V \ X]) = {G]S]}, niin

5. jos C(G) = {G}, niin
aiheuta HYLKAA (G, G[S]).
6: jos G[S| € C(G), niin
palauta }-,cq\y [1vies P(v;[ol—D),
7. jos (3IF')S C S’ siten, ettd G[S'] € C(G), niin

palauta ID(y,x N8, [Iy.cs P(V;|V0"V NS 0l Y\ §), GIS)).

Algoritmi 1 on siind mielessd yksinkertainen, etti jokaisella rekursiokier-
roksella suoritus etenee tasan yhdelle riville. Taméa on helppo nahda siita,
ettd kun rivid koskeva ehto on tarkastettu, niin suoritetaan joko palauta-
tai HYLKA A-komento. Jos x = ) rivilld yksi, niin kausaalivaikutuksen si-
jaan lasketaankin reunajakaumaa P(y), joka saadaan tunnetusti marginalisoi-
malla kaikkien muuttujien yhteisjakaumasta P(V). Rivilld kaksi rajoitutaan
tarkastelemaan solmujoukon Y esivanhempia graafissa G, silla kausaalinen
Markov-ehto takaa tahan tarvittavat ehdolliset riippumattomuudet. Rivilla
kolme lisataan interventioita alkuperdiseen vaikutukseen, mika on sallittua
kausaalilaskennan kolmannen sidnnon nojalla, silla (Y 1L W|X)a. -

Rivilld nelji maaritetain graafin G[V\X] maksimaaliset C-komponentit ja
hyodynnetaéan niiden faktorointiominaisuutta. Jos C-komponentteja on enem-
man kuin yksi, niin alkuperaisen vaikutuksen maéaarittamiseksi on laskettava
uusi kausaalivaikutus jokaista C-komponenttia kohden. Jos C-komponentteja
on vain yksi, niin edetdan jollekin riveisté viisi, kuusi tai seitseman.

Jos algoritmi 1 aiheuttaa HYLKA A-komennon rivilld viisi, niin alkupe-
rainen graafi G sisaltda viimeisimmén rekursiotason graafien G ja G[S]| muo-
dostaman ongelmallisen pensasaidan, minké seurauksena kausaalivaikutus ei
ole identifioituva, ja suoritus keskeytetadn. Jos suoritusta ei keskeyteté, niin
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madaritetddn onko G[S] jokin graafin G maksimaalisista C-komponenteista.
Jos on, niin suoritus etenee alimmalle rekursiotasolle rivilla kuusi. Muussa ta-
pauksessa interventio voidaan rajata solmujen X ja S’ leikkausjoukkoon rivilla
seitseman.

4.3 Algoritmin toiminta

Tarkastellaan algoritmin 1 toimintaa aluksi yksinkertaisen esimerkin kautta.
Olkoot graafi G = (V, E) kuten kuvassa 9 ja kiinnostuksen kohteena kausaa-
livaikutus P,(y), joka pyritdan identifioimaan yhteisjakaumasta P(X,Y, 7).
Graafin G solmuille on olemassa vain yksi mahdollinen topologinen jérjestys,
jokaon Z < X <Y.

Kuva 9: Yksinkertainen graafi, jossa kausaalivaikutus P,(y) on identifioituva
Nahdaan, ettd x £ 0, V = An(Y)qg ja W = (), joten kolme ensimmaisté rivia
sivuutetaan ja paadytaan riville neljé, silla

C(GIV\X]) =C(G{z,Y}]) ={G[Z], G[Y]}.

Koska v \ ({y} U{z}) = {z}, niin alkuperdisen vaikutuksen médrittamiseksi
on nyt identifioitava kaksi uutta kausaalivaikutusta seuraavassa lausekkeessa:

Z Pm,y(Z)Pm,z(y)

Tarkastellaan aluksi termid P, ,(z). Koska V # An(Z)¢, niin paddytaan ri-
ville kaksi, jonka mukaan solmut, jotka eivat ole solmun Z esivanhempia, voi-
daan sivuuttaa. Koska {X,Y} N An(Z)¢ = {X,Y} N {Z} = 0, niin saadaan
P, ,(z) = P(z). Termia P, ,(y) madritettdessa paddytaan riville kuusi, silla

C(GIVA{X, Z}]) = C(GIY]) = {GIY]},

ja G[Y] on yksi graafin G maksimaalisista C-komponenteista. Kausaalivaiku-
tus P, ,(y) saa ehdollisen jakauman muodon:

Py .(y) = P(ylx, 2).

Yhdistamalla tulokset saadaan lauseke alkuperéiselle kausaalivaikutukselle:

Py(y) =Y P(ylz,z)P(2).
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Tarkastellaan algoritmin 1 toimintaa edellistd monimutkaisemmassa tilan-
teessa. Olkoot graafi G = (V,E) kuten kuvassa 10(a) ja kiinnostuksen koh-
teena kausaalivaikutus P,(y), joka pyritdén identifioimaan yhteisjakaumasta
P(X,Y,Z,W). Graafin G solmuille on olemassa vain yksi mahdollinen topo-
loginen jérjestys, joka on W < X < Z < Y. Selvasti x # 0,V = An(Y)q
ja W = (), joten kolme ensimmaista riviid sivuutetaan ja paadytdin lopulta
riville nelja, silla

C(GIVA{XY) = {GW], G[Z], G[YT}.

Koska v\ ({y}U{z}) = {w, z}, niin alkuperéisen vaikutuksen méaarittamiseksi
on nyt identifioitava kolme uutta kausaalivaikutusta seuraavassa lausekkeessa:

Z Px,z,y(w)Pw,x,y(Z)Pw,x,z(y)-

Tarkastellaan tulon ensimmaisté termid. Koska V # An(WW)g, niin pdddytéén
riville kaksi, jonka mukaan solmut, jotka eivit ole solmun W esivanhempia,
voidaan sivuuttaa.

(a) Graafi G (b) Aligraafi G[An(Z)¢g] (c) Aligraafi G[S']

Kuva 10: Graafi G ja sen aligraafeja

Tamén seurauksena ensimméinen termi sievenee muotoon P(w). Myos tulon
toista termia laskettaessa pdadytaéan riville kaksi, jonka mukaan

Puwy(z) = Puo(2)
aligraafissa, joka muodostuu solmun Z esivanhemmista kuvassa 10(b). Koska
C(G[An(Z)e \ W, X}]) = {G[Z]}

ja koska
G[Z] € C(G[An(2)6]) = {G[X], GIW], G[Z]},

niin paadytaan edelleen riville kuusi, jonka mukaan
Poal2) = Pz, )
Tulon viimeinen termi P, . .(y) toteuttaa rivin nelja ehdon, silla

C(GIV AW, X, Z}]) = {G[Y]}.
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Graafi G[Y] ei ole graafin G maksimaalinen C-komponentti, mutta solmu Y
kuuluu erddseen graafin G maksimaalisista C-komponenteista, sillda {Y'} C
{X,Y} =S’ Solmujoukolle S’ patee

G[S] € C(G) ={G{ X, V}],GIW], G[Z]}.

On siis laskettava kausaalivaikutus P,(y) jakaumasta P(X|w)P(Y|X, w, z)
graafissa 10(c). On syytd huomata, ettd tamé kausaalivaikutus ei ole sama
kuin alkuperiinen kausaalivaikutus P,(y), silla graafin G muuttujien yhteis-
jakauma P(V) ei ole sama kuin tdméan rekursiotason aligraafin muuttujien
yhteisjakauma P(X|w)P(Y|X, w, z).

Seuraavaksi pdddytadan jélleen riville kaksi, ja koska solmulla Y ei ole ha-
vaittuja esivanhempia graafissa 10(c), niin saadaan

Py(y) =>_ P(a|w)P(ylz, w, 2).

Yhdistamaélla edellisten kohtien tulokset, ja jarjestelemalld termeja, saadaan
lopulta lauseke alkuperaiselle kausaalivaikutukselle:

Py(y) =) P(zlw,2)P(w) Y P(ylw, z, 2) P(z|w).

Luvussa 2.3 osoitettiin, ettd kausaalivaikutus P,(y) ei ole identifioituva
kuvan 5 graafissa GG. Todetaan tulos myos algoritmin 1 avulla. Koska x #
0, V=An(Y)g ja W = (), niin kolme ensimmaisté rivia sivuutetaan. Koska

C(GIV\X]) = C(GTY]) = {GY]},

niin myos rivi nelja sivuutetaan. Edelleen C'(G) = {G}, joten algoritmi etenee
riville viisi ja aiheuttaa HYLKA A-komennon. Graafi G siséltéd siis pensa-
saidan kausaalivaikutukselle P,(y), joka muodostuu C-metsista G ja G[Y].

Tarkastellaan vield algoritmin 1 toimintaa edellistd monimutkaisemmassa
tilanteessa, jossa pyritadn madrittamaan kausaalivaikutus, joka ei ole identi-
fioituva. Olkoot graafi F' = (V, E) kuten kuvassa 11(a) ja kiinnostuksen koh-
teena kausaalivaikutus P,(y), joka pyritdén identifioimaan yhteisjakaumasta
P(X,Y, Z,75). Asetetaan graafin F' topologiseksi jarjestykseksi 7; < X <
Zo < Y.

(a) Graafi F (b) Aligraafi An(Zs)r

Kuva 11: Graafi F' ja sen aligraafi F[An(Z,)F]
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Aluksi paadytdan riville kolme, silla
W = (VAX)\ An(Y)r = ({X,Y, 21, 22} \{X})\{X, 2, Y} = {Z:} # 0.

Alkuperéiseen interventioon lisdtdan muuttuja Z;, joten maaritettava kausaa-
livaikutus on nyt P,, ,(y). Seuraavaksi edetdén riville neljé, silla

CFIVA\ {21, X})) = {F[Z], F[Y]}.

Koska v\({y}U{z1,2}) = {22}, niin alkuperdisen vaikutuksen maarittdmiseksi
on nyt madaritettava kaksi uutta kausaalivaikutusta seuraavassa lausekkeessa:

Z PZI:%Z/(’Z?)PZLLZQ (y)

22

Tarkastellaan tulon ensimmaisté termid. Koska V # An(Zy)p, niin pdéadytéén
riville kaksi, jonka mukaan

PZ1,x,y<Z2) = PZLx(Z?)

aligraafissa, joka muodostuu solmun Z esivanhemmista kuvassa 11(b). Kau-
saalivaikutus P,, ,(z2) ei kuitenkaan ole identifioituva, silld algoritmi etenee
seuraavaksi riville viisi, koska

C(F[An(Zo)p \ {21, X}]) = {F[Za]} ja C(F[An(Z2)r]) = {F[An(Z2)F]}-

Graafi F' sisaltdé siis pensasaidan kausaalivaikutukselle P, ,(z2), joka muo-
dostuu C-metsistéd F[Zs] ja F[{Z1, Zo, X }|. Taman seurauksena alkuperéinen
kausaalivaikutus P,(y) ei ole identifioituva.

23



5 Algoritmin toteutus R-kielella

Algoritmin 1 implementoimiseksi on valittu tilastolliseen laskentaan suun-
nattu ohjelmointikieli R (R Core Team, 2014). Toteutuksessa hyodynnetéén
toistuvasti myos télle tehtyja paketteja XML (Temple Lang, 2013) ja igraph
(Csardi ja Nepusz, 2006). Implementaatio on julkaistu CRAN-sivustolla ( The
Comprehensive R Archive Network) nimella causaleffect ja sen dokumentaatio
on liitteessa B.

5.1 Graafitiedostot

Kausaalimallin indusoima graafi G on algoritmin 1 oleellinen parametri. Graa-
fien kuvaamiseksi on kehitetty lukuisia tiedostoformaatteja moniin eri tarkoi-
tuksiin, joista osa on hyvinkin yksinkertaisia, eivatka tee eroa suunnattujen
tai suuntaamattomien graafien vilille. Osa formaateista taas tarjoaa kausaali-
mallien yhteydessa tarpeettomia ominaisuuksia tai edellyttaa vaikeaselkoista
syntaksia, jonka kasittely voi olla aikaavievaa.

GraphML on helppokéyttoinen tiedostomuoto graafien esittdmiseksi. Sen
ominaisuuksiin kuuluvat muun muassa tuki suunnatuille graafeille ja graafiset
kuvaukset. GraphML pohjautuu XML-kieleen ( Extensible Markup Language),
mika tekee tiedostojen kasittelysta yksinkertaista. GraphML-tiedostot voivat
esimerkiksi pitda sisalladn solmujen nimet, jolloin niité ei enda tarvitse maé-
rittad uudelleen itse R-ymparistossa. Graafitiedostoja voidaan luoda helposti
esimerkiksi yWorksin kehittamaélla yEd-ohjelmistolla, joka tukee kaikkia mer-
kittavimpia kayttojarjestelmié ja on vapaasti saatavilla. Tassé toteutuksessa
on yEd-ohjelmistolla tuotettuja GraphML-tiedostojen kasittelyéd varten kehi-
tetty oma funktio parse.graphml. Yleisesti algoritmin 1 toteutusta voidaan
kuitenkin soveltaa mihin tahansa GraphML-tiedostoon igraph-paketin avul-
la, kunhan se vain toteuttaa jonkin jatkossa késiteltavistd kaksisuuntaisten
sarmien esitystavoista.

Graafisten parametrien avulla voidaan erottaa kaksi- ja yksisuuntaiset sér-
mat toisistaan. Tatd varten on kiinnitetty kolme tapaa, joilla havaitsematto-
mia muuttujia vastaavat kaksisuuntaiset sdrmét voidaan esittas.

(a) Tapa 1 (b) Tapa 2 (c) Tapa 3

Kuva 12: Kaksisuuntaisten sarmien merkintatavat

Kuvissa 12(a) ja 12(b) esiintyvat merkintitavat ovat lahes identtiset. Erityi-
sesti merkintatapa 1 on yleinen kirjallisuudessa. Vastaavuutensa vuoksi kum-
mallekin merkintatavalle on annettu nimi standard. Kolmas merkintédtapa,
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joka esiintyy kuvassa 12(c) on edellisistd selvasti poikkeava. On selvad, ettéa
tatd merkintdd ei voida kéyttda sellaisenaan, silla se aiheuttaa graafiin sil-
mukan, mikéa ei ole sallittua. GraphML-formaatti kuitenkin tarjoaa mahdolli-
suuden asettaa sarmille parametreja, mitd hyodyntden nama sdrmét voidaan
erottaa muista yksisuuntaisista sdrmista. Merkintatapaa 3 kaytettdessa ase-
tetaan kaksisuuntaisia sarmia vastaaville yksisuuntaisille sdrmille parametri
description ja sen arvoksi kirjain U (unobserved). Merkintitapa 3 vastaa
tassa toteutuksessa kiytettya sisdistd formaattia, joten sen nimeksi on annet-
tu internal.

yEd-editorilla tuotettujen GraphML-tiedostojen késittelyyn kidytetadn R-
pakettia XML, jonka sisdaltdméan funktion xmlParse avulla tiedostot luetaan
suoraan R-ymparistossa kasiteltaviksi olioiksi. On kuitenkin huomioitava, et-
td XML-paketin muodostamat R-oliot ovat ainoastaan sen sisdisen C-kielen
toteutuksen esiintymia ja poikkeavat siten useimpien R-pakettien luomista
olioista. Taméa on otettava huomioon vapauttamalla XML-olioiden varaama
muisti, kun olioita ei enéda tarvita. Tavallisesti R tekee tdmén automaattisesti.

Algoritmi 1 tarvitsee toimiakseen XML-siséllosté vain pienen osan, ja yli-
madrainen sisélto karsitaan pois hakemalla XML-rakenteesta vain tarpeelli-
set solmut. Oleellista tietoa ovat solmujen nimet, solmujen lukumaéra, sér-
mien lukuméaré ja sirmien description-parametrien argumentit. Jos anne-
tun GraphML-tiedoston kaksisuuntaisille sdrmille on kéytetty kuvan 12(a)
tai 12(b) merkintdtapaa, niin ne muunnetaan vastaamaan sisédistd formaat-
tia, kuten kuvassa 12(c). Tietojen haku suoritetaan funktiolla getNodeSet.
Tamaé funktio hyodyntad XPath-kieltéd, joka on erityinen XML-tiedonhakuun
kehitetty prosessointikieli (Simpson, 2002).

Kun tarpeeton informaatio on saatu karsittua, muodostetaan jéljelle jaa-
neestd, XML-sisallostéd igraph-graafi. igraph on graafien visualisointiin ja pro-
sessointiin erikoistunut R-paketti, joka kykenee kasittelemaén jopa miljoonia
solmuja siséltavia graafeja, mika on sen C-kielisen toteutuksen ansiota. Paketti
tarjoaa myo6s algoritmiin 1 liittyvia hyodyllisid ominaisuuksia, kuten solmun
esivanhempien maérittamisen, topologisen jérjestyksen etsimisen ja aligraa-
fien muodostamisen solmu- tai sérméjoukon perusteella. Yksi igraph-paketin
paatarkoituksista onkin juuri graafialgoritmien vaivaton implementointi.

5.2 Jakaumaoliot

Tarkea kysymys edellisen luvun 4.2 algoritmin toteutuksen kannalta on, kuin-
ka suorituksen edetessd muuttuva todennédkoisyysjakauma tulisi méaritella.
Luonnollinen ratkaisu tdhan on toteuttaa jakaumaolio, joka yllapitaa jakau-
massa kullakin hetkell& esiintyvia termejéa. Jakaumaolio on rakenteeltaan re-
kursiivinen kuten itse algoritmikin. Tama tarkoittaa kaytdnnossa sité, etta
suorituksen edetessa riville nelja, viisi tai seitseman, joilla todennakoéisyys-
jakauma faktoroituu useammaksi termiksi, muodostetaan jakauma-aliolioita,
joista jokainen vastaa yhta tulon tekijoistd. Namaé alioliot voivat edelleen tar-
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vittaessa haarautua aliolioiden aliolioiksi ja niin edelleen.

Jakaumaoliot pitdvat sisdlladn lukuisia attribuutteja, joita tarvitaan vas-
taavan todennakoisyysjakauman tasmalliseen esittamiseen. Merkkijonovekto-
rit var ja cond ovat attribuuteista tyypillisimpia, silld niiden avulla voidaan
madrittda yksinkertainen ehdollinen jakauma. Jakauma muodostuu vektorin
var muuttujista ehdolla vektorin cond muuttujat. Olkoon esimerkiksi jakau-
maolio p attribuutteinaan var = "Y" ja cond = "X". Kyseinen olio p esittaé
siten ehdollista jakaumaa P(Y|X).

Jos jakauma muodostuu useamman termin tulosta, niin tulon tekijét il-
moitetaan listana children, ja loogiselle muuttujalle recursive asetetaan to-
tuusarvo TRUE. Esimerkiksi jakaumaa P* = P(Z|X)P(X|Y)P(Y) esittavlle
oliolle pédtee children = list(a,b,c), missi jakaumaoliot a,b ja ¢ kuvaavat
jakaumia P(Z|X), P(X|Y) ja P(Y) vastaavasti.

Reunajakaumien esittamiseksi on maéritetty merkkijonovektori sumset,
jonka sisaltaman muuttujajoukon yli jakaumaa integroidaan jatkuvassa ta-
pauksessa tai summataan diskreetissd tapauksessa. Yksinkertaisessa tilan-
teessa tata attribuuttia ei tarvita, mutta astetta monimutkaisempien graa-
fien yhteydessé tulee vastaan tilanteita, joissa reunajakauman lausekkeen sie-
ventaminen ei ole aivan yksinkertaista. Jos olisi esimerkiksi laskettava satun-
naismuuttujan X reunajakauma P*(X) edellisen esimerkin yhteisjakaumas-
ta P*(X,Y,Z), niin titd esittavélle jakaumaoliolle tulisi asettaa sumset =
c(my","z"), silla P*(X) =Yy P(Z|X)P(X|Y)P(Y).

Jakaumaoliot monimutkaistuvat entisestdén, kun halutaan maérittad eh-
dollisia jakaumia tulomuotoisista yhteisjakaumista, jolloin tdhdn asti esite-
tyt attribuutit eivat valttamatta riitd sopivan jakaumaolion muodostamisek-
si. Tarkastellaan jéilleen jakaumaa P*. Jos nyt reunajakauman P*(X) sijaan
haluttaisiin méaérittaa ehdollinen jakauma P*(X|Y'), niin saadaan

pxly) - POSY) | 52 PEXPXYPY)
PY)  Exz PZIX)P(X|Y)P(Y)
P(X|Y)Y, P(Z|X)
Xx[P(X[Y) X, P(Z|X)]

Vastaavat yksinkertaiset tilanteet on otettu toteutuksessa huomioon. Summa-
lausekkeiden sisalla olevat termit, jotka eivit sisialld yhtakadn niistd muuttu-
jista, joiden yli summaa lasketaan, siirretdan summalausekkeen ulkopuolelle.
Taman jalkeen tarkistetaan, voidaanko lausekkeita sieventéa edelleen sum-
mausjarjestysta vaihtamalla. Lopuksi osoittajan ja nimittdjén yhteiset termit
supistetaan pois.

Edella esitetyt sievennyssdannot eivéit riitd laheskdan kaikkien tilanteiden
ratkaisemiseen. Esimerkiksi lauseke >y P(Y|X)P(X) ei sievene talla menet-
telylla, silla summalausekkeen sisalté ei voida tuoda termeja sen ulkopuolelle,
eikd summausjarjestysté voida vaihtaa. Tilanteita, joissa nimittajé ei supistu
kokonaan lausekkeesta, kuvataan jakaumaolioiden attribuuteilla fraction ja

— P(X|Y).
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divisor. Kuten attribuutti recursive, on myo6s attribuutti fraction loo-
ginen muuttuja, jolle asetetaan totuusarvo TRUE, kun jakauman lausekkeelle
on tarpeellista maéaritellda nimittdja. Listan divisor alkiot ovat nimittajan
lauseketta kuvaavia jakaumaolioita.

5.3 Maksimaaliset C-komponentit

Luvussa 4.1 osoitettiin, ettd jokaista suunnattua silmukatonta graafia G' koh-
den on aina olemassa yksikésitteinen joukko C(G), joka sisiltda graafin G
maksimaaliset C-komponentit. Tamén joukon méaarittdmiseksi haetaan graa-
fista ensin kaikki kaksisuuntaiset sérmat ja muodostetaan aligraafi, josta kaik-
ki muut sdrmat on poistettu. Jaljelle jadneeseen graafiin syntyy yksi tai useam-
pi komponentti eli aligraafi, jonka jokaista solmuparia yhdistad polku. Koska
komponentit ovat erillisia, ja jokaiseen komponenttiin kuuluvat solmut ovat
yhteydessa toisiinsa vain kaksisuuntaisista sarmistéa koostuvien polkujen kaut-
ta, on naiden solmujoukkojen oltava graafin G maksimaalisia C-komponentteja.
Graafin G = (V,E) kaksisuuntaiset sarmét etsitdén kayttden sen vieruspis-
tematriisia (adjacency matriz).

Maaritelma (vieruspistematriisi). Suunnatun graafin G vieruspistematriisi
on n X n -matriisi A = [a;;], missd n on graafin G solmujen lukumééra, V =
{Vi,Va, ..., V,,} ja a;; on sdrmien lukuméérad solmusta V; solmuun V.

Koska graafi G on suunnattu, ei sen vieruspistematriisi ole vélttdmaéatta
symmetrinen. On helppo todeta, ettd kahden solmun V; ja V; vililla on ai-
nakin yksi kaksisuuntainen sirma jos ja vain jos a;; > 1 ja aj > 1. Kaikki
kaksisuuntaiset sarmat voidaan siten méarittda yksinkertaisesti vertaamalla
matriisia A sen transpoosiin AT, ja valitsemalla vain niitd indekseja vastaavat
sarmat, joille seka a;; > 1 etta aiTj > 1.

Vain kaksisuuntaisia sarmia sisiltdva aligraafi muodostetaan igraph-pake-
tin funktiolla subgraph.edges. Funktio séilyttda kaikki alkuperéisen graafin
solmut, mutta poistaa kaikki ne sarmaét, joita ei ole annettu funktiolle argu-
mentteina. Funktion palauttama aligraafi jactaan komponentteihin kayttaen
igraph-paketin funktiota decompose.graph.

5.4 Implementaatio

Edella on tehty kaikki tarvittavat valmistelut algoritmin 1 implementoimisek-
si. Todennakoisyysjakaumia voidaan kasitelld jakaumaolioiden avulla ja vie-
ruspistematriisi antaa keinon méaarittda graafin G maksimaaliset C-kompo-
nentit. Muut graafiteoreettiset operaatiot, kuten aligraafien muodostaminen
ja esivanhempien etsiminen, on puolestaan toteutettu igraph-paketissa. Téssa
implementaatiossa algoritmi 1 on ymmaérretty siten, etta se ottaa syotteenaan
joukot x ja y sekd graafin G ja palauttaa merkkijonon, joka on kausaali-
jakauman Py (y) lauseke graafin G muuttujien yhteisjakauman P(V) avulla
ilmaistuna. Merkkijonon esittdmiseksi on valittu merkintéakieli LaTeX.
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Algoritmia 1 vastaava R-funktio on nimeltddn id. Funktiolla on viisi pa-
rametria: merkkitietovektori y, merkkitietovektori x, jakaumaolio P, igraph-
graafi G ja merkkitietovektori to. Nelja ensimmaéistéd parametria vastaavat
algoritmin 1 matemaattisia vektoreita x ja y, jakaumaa P ja graafia G. Vii-
meinen parametri to on graafin G solmujen topologinen jarjestys. Tarvittavat
joukko-operaatiot on toteutettu R-kielessé funktioina intersect, setdiff ja
union, jotka vastaavat joukkojen leikkausta, erotusta ja yhdistettd. Funktion
id ja sen kédyttamien apufunktioiden R-koodit ovat liitteessa A.

Jokaisella rekursiotasolla tallennetaan havaittu osa graafista G graafiksi
G.obs. Kyseinen graafi sisdltaa siis kaikki alkuperaisen graafin havaitut solmut
ja niiden véliset sdrmét. Lisdksi graafin G havaitut solmut ja esivanhemmat
talletetaan merkkitietovektoreiksi v ja anc. Késitelladn seuraavaksi algoritmin
1 toteutusta rivi kerrallaan.

1: jos x = (), niin
palauta }-,c,\, P(Vv).

Rivilla 1 mééritetdan ehdon x = ) totuusarvo. Tamé tarkastetaan laskemalla
vektorin x pituus. Jos pituus on nolla, niin funktio id palauttaa jakaumaolion
P, jonka attribuutin sumset arvoihin lisdtaén vektoreiden v ja y erotus.

2: jos V # An(Y)g, niin
palauta ID(y,x N An(Y)q, P(An(Y)q), G[An(Y)q)].

Rivin 2 ehdon totuusarvo méaritetdan laskemalla vektoreiden v ja anc ero-
tuksen pituus. Jos pituus ei ole nolla, niin funktiota id kutsutaan seuraavilla
madritteilla: vektorin y alkiot pysyvat muuttumattomina, ja vektorin x alkiois-
ta valitaan vain vektorin anc alkiot. Lisdksi on méaritettava reunajakauma
P(An(Y)q), joten jakaumaolion P attribuutin sumset arvoksi asetetaan vek-
toreiden v ja anc erotus. Lopuksi lasketaan indusoitua aligraafia G[An(Y)q]
vastaava igraph-aligraafi solmuista anc ja niitd yhdistavistd sarmisté igraph-
paketin funktiolla induced.subgraph. Funktio muodostaa aligraafin syottee-
nad annetusta graafista seké solmujoukosta sailyttaen kaikki solmujoukon kes-
kindiset sdrmét alkuperiisesséi graafissa.

3: olkoon W = (V\ X) \ An(Y)G)_(.
jos W = (), niin
palauta ID(y,xUw, P,G).

Jotta solmujoukkoa W vastaava vektori w voidaan méarittaé, on aluksi muo-
dostettava aligraafi Gx ja tata varten etsittavd solmujoukkoon X saapuvat
sarmét. igraph-paketti tarjoaa tahén tarkoitukseen soveltuvan operaattorin
%=>%, jonka avulla voidaan etsia tietysta solmusta tai tiettyyn solmuun suun-
tautuvia sarmia. Tarvittavat sarmét saadaan tassa tapauksessa komennol-
la E(G) [1:length(E(G)) %->% x], missa funktio E palauttaa argumenttina
annetun graafin kaikki sdrmat.

Kun aligraafi on muodostettu, voidaan vektori w muodostaa tavallisilla
joukko-operaatioilla. Jos vektorin w pituus ei ole nolla, niin funktiota id kut-
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sutaan seuraavilla méaaritteilla: vektorin y alkiot pysyvat muuttumattomina,
ja vektorin x alkioihin yhdistetadn vektorin w alkiot. Jakaumaolio P ja graafi
G pysyvat muuttumattomina.

4: jos C(G[V \ X]) = {G[S4],...,G[Sk]}, niin
palauta Y,c\ yux [y ID(s;, v\ 's;, P, G).

Joukko C(G[V \ X]) méadaritetdan apufunktiolla c.components. Funktio maa-
rittad jokaisen syotteend annetun graafin maksimaalisen C-komponentin sol-
mujoukon ja palauttaa nama listana, joka tallennetaan muuttujaan s. Jos
palautetun listan pituus on suurempi kuin yksi, niin funktio id palauttaa
uuden jakaumaolion, jonka attribuutin sumset arvoksi asetetaan vektorin v
ja vektoreiden y ja x yhdisteen erotus. Lisdksi olion attribuutti recursive
saa totuusarvon TRUE, eli kyseessé on tulomuotoa oleva jakaumaolio. Tamén
jakaumaolion listassa children olevat alioliot méaraytyvat uusista rekur-
siivisista funktiokutsuista. Funktiota id kutsutaan jokaista C-komponenttia
G[S;], i =1,..., k kohden uudelleen seuraavilla mééritteilla: vektoriksi y ase-
tetaan kyseisen C-komponentin solmujoukkoa vastaava listan s alkio s[[i]],
kun taas vektoriksi x asetetaan vektorin v ja solmujoukon s[[i]] erotus. Nai-
den funktiokutsujen jakaumaolio P ja graafi G pysyvét jilleen muuttumatto-
mina.

Jos algoritmi ei ole tdhan mennessa edennyt yhdellekaén edellisista riveis-
ta, on ehdon C(G[V \ X]) = {G[S]} taytynyt toteutua. Ainoan léytyneen
C-komponentin G[S] solmujoukkoa S vastaa nyt merkkitietovektori s. Toisin
sanoen edellisessa kohdassa méaritetty C-komponenttien lista s korvataan sen
ensimmaisella alkiolla s[[1]].

5. jos C(G) = {G}, niin
aiheuta HYLKAA (G, G[S)).
Jos apufunktion c.components palauttaman listan pituus olikin yksi, niin ede-
taan viimeisille riveille. Jos lisdksi tdmén listan ainoan C-komponentin G[S]
solmujoukko on sama kuin graafin G solmujoukko, niin suoritus keskeytetaan
R-ohjelmiston stop funktiolla. Virheilmoituksena tulostetaan merkkitietovek-
torit v ja s, joita vastaavat solmujoukot V ja S. Néita solmujoukkoja vastaavat
indusoidut aligraafit muodostavat edelleen pensasaidan kyseisen rekursiotason
kausaalivaikutukselle.

6: jos G[S| € C(G), niin
palauta Y- cqy [Tves P(v;[ol—D),
On hy6dynnettava jélleen apufunktiota c.components graafin G maksimaalis-
ten C-komponenttien madraédmiseksi. Jos rivilla nelja 16ydetty C-komponentti
G[S] on yksi graafin G maksimaalisista C-komponenteista, niin funktio id pa-
lauttaa uuden jakaumaolion, jonka attribuutin sumset arvoksi asetetaan C-
komponentin G[S] solmujen s ja graafin G solmujen v erotus. Jakauma on
jéalleen tulomuotoa, eli attribuutti recursive saa téssdkin tapauksessa to-
tuusarvon TRUE. Uuden jakaumaolion alioliot listassa children madraytyvat
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ehdollisia jakaumia esittavista jakaumaolioista, jotka on laskettava rekursio-
kutsun jakaumaoliosta P jokaista joukon S solmua V; kohden. Ehdollistavat
solmut maaraytyvit solmua V; edeltavista solmuista topologisessa jarjestyk-
sessa to.

7. jos (3IF')S C S’ siten ettda G[S'] € C(G), niin
palauta ID(y,x Ns’, [Ty,ce P(Vi|V,0"D NS 0\ &), G[S]).

Jos C-komponentti G[S] ei ole yksi graafin G maksimaalisista C-komponen-
teista, on sen oltava jonkin graafin G' maksimaalisen C-komponentin G[S’]
osajoukko. Selkeyden vuoksi merkkitietovektori s korvataan solmujoukon S
muuttujien nimilld. Funktiota id kutsutaan seuraavilla maaritteilla: vektori
y pysyy muuttumattomana, ja vektorin x arvoksi asetetaan C-komponentin
G[S'] solmujen s ja rekursiokutsun vektorin x leikkaus. Funktiokutsun jakau-
maolio on jélleen tulomuotoa, joten attribuutti recursive saa totuusarvon
TRUE. Jakaumaolion alioliot listassa children maéraytyvat ehdollisia jakau-
mia esittavistd jakaumaolioista, jotka on laskettava nykyisen rekursiokutsun
jakaumaoliosta P jokaista C-komponentin G[S'] solmua eli vektorin s alkiota
kohden.

Tamén toteutuksen kannalta ei erottelulla muuttujiin ja muuttujien ar-
voihin ole tassa yhteydessa merkitysté, joten ehdollistavina muuttujina ovat
yksinkertaisesti solmua V; edeltaviat muuttujat jarjestyksessa to, silla

(VI ns)u (N8 = vy,

Liséksi on muodostettava aligraafi C-komponentin G[S'] solmuista S’ ja niiden
vélisistd sarmista, jolloin hyodynnetaén jéalleen funktiota induced.subgraph.
Talla kertaa argumenttina annetaan vektori s.
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6 Esimerkkeja

6.1 Monimutkainen kausaalivaikutus

Algoritmin 1 rivilld 6 laskettavat ehdolliset jakaumat P(v;|v{~)) voivat tuot-
taa hankalia lausekkeita maaritettaessa kausaalivaikutuksia monimutkaisis-
ta graafeista, koska implementaation sievennyssaannoilla ei pystytéd késitte-
leméén kaikkia mahdollisia tapauksia. Téallaista erikoistilannetta voidaan ha-
vainnollistaa esimerkiksi kuvan 13 graafin G avulla, josta pyritddn méaritté-

méaéan kausaalivaikutus P (z1, 22, 23, Y).

Kuva 13: Esimerkki graafista, josta identifioitava kausaalivaikutus tuottaa mo-
nimutkaisen lausekkeen

Tian (2002) osoitti vaitoskirjassaan tdméan vaikutuksen olevan identifioi-
tuva ja maéritti sen lausekkeen, joka on

P21, 22, 23,y) = P(21|$722)Z{P(ya23|33’721722)P(x722)]-

xT

Sovellettaessa algoritmia 1 tdhdn kausaalivaikutukseen, on eraéna vélivaihee-
na maarittaa ehdollinen jakauma P*(Y'|Z,, Z3), missa

P*(Ya ZQ7Z3) - ZP(Y|227X7 Z37ZI>P(Z3|ZQ7X)P(X|ZQ)P(ZQ>
X

ja P on graafin G havaittujen muuttujien yhteisjakauma. Sovelletaan nyt al-
goritmin 1 implementaatiota kyseiseen graafiin kausaalivaikutuksen maarit-
tamiseksi, jolloin saadaan seuraava lauseke

Py(21, 22, 23,y) =
S [Pylea, @, 25, 21) P25 25, 2) P(a] )|

P(21|29, ) P(23]|22) P(2 '
(a2, 2)Plasler) P Q)Zx,y[P(ykz,x,23,21)P(Z3|22>33)P(35\Z2)}

Tulos on huomattavasti vaikeaselkoisempi kuin Tianin johtama lauseke. Osoi-
tetaan seuraavaksi kausaalilaskentaa hyodyntaen, ettd lausekkeet yhtenevat.
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Koska joukko {Z,, X} d-separoi kaikki polut solmusta Z; solmuun Zs, niin
(Z3 J-|—Z1|Z2a X)G)? 7’ jOHOiD

P(z1]z2, 2) P(22) Y[ P(ylza. o, 2, 21) Plzal 22, 2) P(a] )]

T

= P(z1]22, x) Z{P(y[zg,x, 23, 21) P(z3|22, ) P(x, 252)}

x

= P(21]20,2) 3. [P(yl2, 7, 23, 21) P(23] 22,0, 21) P, 22)|

T

= P(z1]22, 1) Z{P(y, 23]29, x, 21) P(x, 22)},

xz

missd toinen yhtasuuruus seuraa kausaalilaskennan sdannostd 1. Viimeinen
rivi vastaa Tianin johtamaa lauseketta termien jarjestysta lukuun ottamatta.
Osoitetaan vield, ettd loput termit supistuvat lausekkeesta.
ey | Pl 22,0, 25, 21) P(23] 22, 0) P2 22)
_ P(z322) P(22)
Zm,y[P(y|227$, Zs,Zl)P(Z3|Z2,$)P(%Z2)}

Soveltamalla nimittajaan edella tehtyd paattelya saadaan

P(23|22)P(22) o P(23|2’2)P(22)

Z;L’,y {P(y|22,$,23,Zl)P(Z3|ZQ,$)P<I'7ZQ)} Zm,y {P(y,23|22,$721)P<1'72’2)} ‘

Kéyttamalla kausaalilaskennan sédantoa 1 kuten edella, mutta kaénteiseen
suuntaan, saadaan edelleen

P(Z3,22) _ P(Z3,22)
> {P(Zg)\zz,x,zl)P(x,zQ)} > {P(ZngQ,.T)P(x,ZQ)}
P(z3, 29) ~ P(z3,20) P(23,2)

= 1.

> {P(23|22,:70)P(x,22)} Y. Pz, z,x)  Pl2,2)

Implementaatio tuottaa siis oikean tuloksen lausekkeen monimutkaisuudesta
huolimatta.

6.2 d-separoituneisuus

Algoritmi 1 ei hyodynné kaikkia mahdollisia graafien riippumattomuusomi-
naisuuksia. Esimerkiksi rivilld kuusi muodostettavaa jakaumaa ehdollistetaan
kaikilla solmua V; edeltavilla solmuilla topologisessa jarjestyksessa m, vaikka
usein ainakin jotkin polut solmun V; ja taté edeltéavien solmujen vélilla ovat d-
separoituneita. Télloin solmun V; kanssa d-separoituneet muuttujat voitaisiin

32



jattaa pois ehtolausekkeesta, silla ne ovat ehdollisesti riippumattomia muut-
tujasta V; kyseisessa graafissa. Tilannetta havainnollistaa seuraava esimerkki,
jossa méadritetddn kausaalivaikutus P, ,,(y) alla olevassa kuvan 14 graafissa G.

w

Kuva 14: Esimerkki graafista, joka synnyttad kausaalisen Markov-ehdon ul-
kopuolisia riippumattomuuksia

Algoritmi 1 antaa kausaalivaikutuksen lausekkeeksi
P(y|z, z, w),

vaikka (Y 1L Z|X, W)q. Kausaalivaikutuksen lauseke voitaisiin siis edelleen
sieventdd muotoon P(y|z,w).

6.3 Palkkaerot

Kaytannon esimerkkiné kausaalilaskennan sovelluksesta kasitelldan kysymys-
té siita, miten eri tekijat vaikuttavat palkan méaardytymiseen. Téllaisista te-
kijoistd kenties mielenkiintoisin on sukupuoli. Sukupuolen kausaalivaikutus
palkkaan on helppo mieltda kysymyksené siitd, minkéalaisia eroja henkilon
palkassa havaittaisiin jos hdn olisikin vastakkaista sukupuolta. Sukupuoli ei
luonnollisesti ole ainoa tekijé palkkatason maardaytymisessé, vaan siihen liittyy
lukuisia tyontekijaa, tyonantajaa ja tyotehtavida koskevia muuttujia. On sel-
vaa, etta kaikkia mahdollisia tekijoita ei voida ottaa huomioon, eivatka kaikki
kausaaliset suhteet ole itsestadnselvyyksia. Empiiristen tutkimusten valossa
voidaan kuitenkin valita malliin keskeisimpia muuttujia.

Yksilotasolla korkeasti koulutetut ja runsaasti tyokokemusta hankkineet
henkilot saavat yleensd korkeampaa palkkaa (Becker, 1962 ja Mincer, 1974).
Asplund (2000) kuitenkin toteaa, ettd Suomessa ndma tekijéit vaikuttavat mo-
lempien sukupuolten palkkoihin léhes samalla tavalla. Sen sijaan potentiaali-
sesta tyokokemuksesta eli ajasta, joka on kulunut henkilén valmistumisesta,
nayttaisi olevan enemmaéan hyotya miehille kuin naisille (Asplund, 2000 ja Na-
pari, 2008). Myo6s henkilon siviilisaéty ja perheen koko vaikuttavat oleellisesti
palkan méaaraytymiseen (Pollman-Schult, 2011 sekd Davies ja Pierre, 2005).

Palkkaerojen analyyseissa hyodynnetadn usein myo6s tyonantajien toimia-
loihin liittyvié piirteitd, jotka usein selittavit havaittua eroa kattavasti (Fields
ja Wolff, 1995). Napari (2008) kuitenkin havaitsi, ettd lukuisista tekijoistd ai-
noastaan yrityksen koolla on vaikutusta Suomessa.
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Seuraavaksi tarkastellaan kahta potentiaalista kausaalimallia palkkaeroil-
le, jotka perustuvat esiteltyihin empiirisiin tuloksiin. Ensimmaéisté mallia vas-
taava graafi on kuvassa 15, jossa esiintyvat muuttujat méaritelladn seuraavas-
ti:

Kuva 15: Ensimmainen esimerkki palkkaeroihin liittyvasta kausaalirakentees-
ta

S = tyontekijin sukupuoli
E = tyontekijan koulutus
X, = tyontekijan potentiaalinen tyokokemus
Xy = tyontekijan realisoitunut tyokokemus
I = yrityksen toimiala
M = tyontekijan siviilisaaty
C = tyontekijan lasten lukuméara

W = tyontekijan palkka

Sukupuolella on suora vaikutus useimpiin mallissa esiintyviin muuttujiin. Vai-
kutusta siviilisadtyyn voidaan perustella esimerkiksi silla, ettda Suomessa nai-
set avioituvat keskimaérin nuoremmassa iassa kuin miehet. Miehet ja naiset
myo6s hakeutuvat koulutuksessaan tyypillisesti eri aloille, ja hankittu koulutus
edistaa edelleen koulutuksen mukaisille toimialoille tyollistymistd. Vaikutus
potentiaaliseen tyokokemukseen voidaan perustella naisten keskimaaraisesti
nopeammalla valmistumisella. Korkea koulutus rajoittaa henkilon potentiaa-
lista tyokokemusta, mutta voi edistda konkreettisen tyokokemuksen hankki-
mista. Keskiméaarainen avioitumisika on myo6s korkeampi korkeasti koulute-
tuilla.

Malliin liittyvia havaitsemattomia muuttujia on myos syyta perustella.
Potentiaalisen ja realisoituneen tyokokemuksen yhteytta voidaan selittaa esi-
merkiksi henkilon aktiivisuudella tyomarkkinoilla. Koulutuksen ja palkan yh-
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teyteen liittyy esimerkiksi henkilon motivaatio, joka puolestaan voi edelleen
vaikuttaa tehdyn tyon laatuun.

Soveltamalla algoritmin 1 implementaatiota saadaan sukupuolen kausaa-
livaikutukselle palkkaan seuraava lauseke:

P(w)= > {P(z’]s, e)P(cls,e,m)P(m|s,e)P(w|s,e, m,xs,i,c,x7)

e,m,x2,1,C,x1
P(I'1|S7 €, m,xa, i7 C)P(I’2|S7 €, m)P(€|8):| :

On kuitenkin syytd huomata, ettd kausaalivaikutus voidaan tédssa tapauk-
sessa maarittaa yksinkertaisesti kausaalilaskennan saénnon 2 avulla. Koska
(S AL W)eg, niin Py(w) = P(w]|s) eli sukupuolen kausaalivaikutus palkkaan
on sama kuin palkan ehdollinen jakauma ehdolla sukupuoli. Kuten luvun 6.1
esimerkin tapauksessa, tuottaa algoritmi 1 jalleen tarpeettoman monimut-
kaisen lausekkeen kausaalivaikutukselle. Usein onkin syyta tarkastaa, onko
kiinnostava kausaalivaikutus maaritettavissa helposti ennen algoritmin 1 so-
veltamista.

Mielenkiintoista voisi olla my6s selvittda, mika on sukupuolen ja koulutuk-
sen kausaalivaikutus palkkaan. Vaikutuksen méarittaminen suoraan ei nyt ole
yhté suoraviivaista kuin pelkédn sukupuolen tapauksessa. Soveltamalla algorit-
min 1 implementaatiota saadaan sukupuolen ja koulutuksen kausaalivaikutuk-
selle palkkaan seuraava lauseke:

P (w)= Y {P(i]s, e)P(cls,e,m)P(ml|s,e)P(x1]s,e,m,xs,c)
m,x2,1,C,T1
P(xs|s,e,m) Z{P(w|s,e,m, zg,i,c,xl)P(e|s)H
e

Kausaalivaikutus on siis identifioituva ja vaikutuksen analysoimiseksi olisi esi-
merkin tilanteessa mallinnettava lukuisia ehdollisia jakaumia. Osa termeista
sisaltdd ainoastaan demografisia tekijoitd, kuten eri sukupuolten koulutus-
vuosien jakauma P(els), lasten lukuméédran jakauma P(c|s, e, m) ehdolla su-
kupuoli, koulutus ja siviilisdaty seka siviilisdéddyn jakauma P(m|s,e) ehdol-
la sukupuoli ja koulutus. Naita termeja mallintamalla olisi my6s mahdollista
kuvailla toissa kayvaa osuutta viestosté.

Yritykseen ja tyokokemukseen liittyvid termeja ovat toimialan jakauma
P(ils, e) ehdolla sukupuoli ja koulutus, realisoituneen tyokokemuksen jakau-
ma P(xz5]s, e, m) ehdolla sukupuoli, koulutus ja siviilisdaty sekd potentiaalisen
tyokokemuksen jakauma P(z4]s, e, m, s, ¢) ehdolla kaikki havaitut muuttujat
palkkaa ja toimialaa lukuun ottamatta. Lopuksi tarvitaan viela palkan ehdol-
linen jakauma P(wls, e, m, 3,1, ¢, 1) ehdolla kaikki muut havaitut muuttujat.
Néiden termien avulla voidaan tarkastella kausaalivaikutuksen lisdksi esimer-
kiksi sita, miten koulutus ja tyokokemus vaikuttavat palkan maaraytymiseen
muiden tekijoiden ohella.

Kasitelladn seuraavaksi toista kausaalimallia palkkaeroille. Téatd mallia
vastaava graafi on kuvassa 16, jossa esiintyviat muuttujat méaritellian seu-
raavasti:
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Kuva 16: Toinen esimerkki palkkaeroihin liittyvéstéd kausaalirakenteesta

S = tyontekijan sukupuoli
E = tyontekijan koulutus
X = tyontekijén realisoitunut tyokokemus
7 = yrityksen koko
I = yrityksen toimiala
M = tyontekijan siviilisdaty
C = tyontekijan lasten lukumaéra
D = tyotehtavan haastavuus

W = tyontekijan palkka

Malli vastaa ensimméista mallia siviilisaddyn, lasten lukumaaran seké koulu-
tuksen osalta. Uusia muuttujia ovat yrityksen koko seka tehtédvan haastavuus,
ja potentiaalinen tyokokemus on jatetty kokonaan pois mallista. Yrityksen
koko tai mahdollisuus laajentua riippuu pitkalti sen toimialasta. Tyotehta-
van haastavuuteen puolestaan vaikuttaa henkilon omaama tyokokemus seké
tdman saama koulutus. Jotkin tyotehtéavat ovat myos muita haastavampia,
miké puolestaan riippuu toimialasta.

Sukupuolen kausaalivaikutus palkkaan saadaan jélleen suoraan kausaali-
laskennan toisen sédédnnoén avulla, jolloin Ps(w) = P(w|s). Edelleen voidaan
kuitenkin selvittda miten tilanne muuttuu, jos interventio kohdistetaan su-
kupuolen lisdksi koulutukseen. Soveltamalla algoritmin 1 implementaatiota
saadaan sukupuolen ja koulutuksen kausaalivaikutukselle palkkaan seuraava
lauseke:

P (w)= Y {P(d!s,e,a:,z')P(z|s,e,i)P(x]s,e)P(i]s,e)P(c\s,e,m)

b
m,x,i,c,d,z

P(mls,e) Z[P(w|s, e,m,,i,c,d, z)P(e|s)H.

e
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Saatu lauseke sisaltaa osittain samoja termejé, kuin edellisen esimerkin
ten koulutusvuosien jakauma P(e|s), lasten lukuméaaran jakauma P(c|s, e, m)
ehdolla sukupuoli, koulutus ja siviilisadty, siviilisdddyn jakauma P(m|s,e) eh-
dolla sukupuoli ja koulutus. Lisdksi samoja termejé ovat realisoituneen tyo-
kokemuksen jakauma P(x|s,e) ehdolla sukupuoli ja koulutus seké toimialan
jakauma P(i|s, e) ehdolla sukupuoli ja koulutus. Uusia mallinnettavia terme-
ja ovat tyotehtdvan haastavuuden jakauma P(d|s,e,x,i) ehdolla sukupuoli,
koulutus, tyokokemus ja toimiala seké yrityksen koon jakauma P(z|s, e, i) eh-
dolla sukupuoli, koulutus ja toimiala. Uudet termit voisivat antaa mahdol-
lisesti edellistd mallia tarkemman kuvan siitd, miten yritysten toimialat ja
tyontekijoiden tyotehtivat vaikuttavat palkkaan.

On syytd huomata, ettd edelld esitellyt kaksi kausaalimallia ovat vain
esimerkkeja mahdollisista tavoista mallintaa sukupuolten valista palkkaeroa.
Vaikka malleissa on pyritty realistisuuteen, eivat ne vélttamatta vastaa todel-
lisuutta.

6.4 Kausaalivaikutusten lausekkeiden muodostuminen

Lukujen 6.1, 6.2 ja 6.3 esimerkkejé yhdistéda algoritmin 1 tuottaman kausaa-
livaikutuksen lausekkeen monimutkaisuus. Implementaation hyodyntamisen
kannalta on epakaytannollista, ettd tuotettu lauseke sisédltdd aina jokaista
havaittua muuttujaa jossain roolissa, silla usein lauseke on todellisuudessa
huomattavasti yksinkertaisempi. Ei ole selvda, milloin algoritmin tuottama
lauseke on mahdollisimman yksinkertainen, mutta lausekkeen muodostumis-
ta voidaan tarkastella seka algoritmin ominaisuuksien etta graafin rakenteen
kannalta.

Lausekkeen muodostuminen liittyy laheisesti C-komponentteihin, silld nii-
den avulla kausaalivaikutus voidaan jakaa osiin algoritmin 1 riveilld nelja,
kuusi ja seitsemén. Lisaksi sekoittavat tekijat vaikuttavat lausekkeen muo-
dostumiseen. Havainnollistetaan tata esimerkin avulla, jossa pyritdan maé-
rittdmadn kahden muuttujan vélinen kausaalivaikutus, johon liittyy lisaksi
sekoittava muuttuja.

Tarkastellaan aluksi kuvan 17(a) graafia G, jossa muuttujiin X ja Y liitty-
va sekoittava muuttuja Z on havaittu, ja halutaan maarittaa kausaalivaikutus
P.(y). Algoritmin 1 implementaatio tuotaa kausaalivaikutukselle seuraavan
lausekkeen:

Pu(y) = Y[ P(ylz, @, w) P(w]z,2) P(2)].
Z,w
Graafin G[V \ { X }] maksimaaliset C-komponentit C(G[V \{X}]), jotka muo-
dostuvat solmujoukoista {Y'}, {WW} ja {Z}, tuottavat summalausekkeen sisilla
olevan tulon. Lisdksi lauseke siséltdéd jokaiseen havaittuun muuttujaan liitty-
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vid termejé. Lauseketta voidaan kuitenkin muokata yksinkertaisemmaksi, silla

Z[P(mz,x,w)P(w|z,x)P(2)} = Z{P(y,w|2,:p)P(z)} = Z{P(y|z,a:)P(z)}

zZ,Ww Z,W

Muuttuja W ei siis ollut tarpeellinen vaikutuksen lausekkeessa.

Z
w
Xo—>0—>ey
X Y \\\ \\\\\ ’//
(a) Sekoittava havaittu (b) Sekoittava havait-
muuttuja 2 sematon muuttuja

Kuva 17: Kausaalivaikutuksen lausekkeen muodostumiseen liittyva esimerkki

Tilanne muuttuu, jos sekoittava tekija onkin havaitsematon muuttuja, ku-
ten kuvan 17(b) graafissa. Kun implementaatiota sovelletaan tdssa graafissa
kausaalivaikutuksen P,(y) identifioimiseksi, saadaan

Puy) = Y [P(wla) X [Plyla,w) P(a)]].
w x
Lauseketta ei voida téssd tapauksessa enad sieventdd. Kaikki havaitut muut-
tujat olivat siis tarpeellisia vaikutuksen esittdmiseksi.
On mahdollista, ettd algoritmia 1 tai sen implementaatiota voitaisiin ke-
hittaé siten, etta tuotettu lauseke olisi aina minimaalinen kausaalivaikutuksen
esittamiseen tarvittavien muuttujien lukumaéran suhteen.
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7 Johtopaatokset

Tassa tutkielmassa esiteltiin Pearlin kausaalimalliin pohjautuva kausaalipaat-
telyn teoreettinen perusta ja kausaalilaskenta, jonka avulla on mahdollis-
ta tehdd padtelmid kausaalimalleihin kohdistuvista interventioista. Lisaksi
maariteltiin kausaalivaikutusten identifioituvuus ja lukuisia graafiteoreettisia
kéasitteita algoritmisen ldhestymistavan esittelemiseksi. Kausaalivaikutusten
identifioituvuutta ldhestyttiin kausaalilaskennan algoritmin avulla, jonka joh-
tivat Shpitser ja Pearl (2006b). Algoritmi implementoitiin R-ohjelmointikielella
ja tamén toteutuksen yksityiskohtia tarkasteltiin eri ndkokulmista.

Yhteytta graafien ja niiden solmujoukkojen osajoukkojen vélilld tarken-
nettiin kdyttden indusoituja aligraafeja, joita Shpitser ja Pearl (2006b) eivit
hyodyntéineet. He késittelivit graafeja ja solmujoukkoja tietyssa mielessa ekvi-
valentteina. Esimerkiksi tilanteessa, jossa G = (V,E) ja W C V| piti jouk-
ko W ymmartaa myos graafina, joka sisaltda kaikki ne sarmét joukosta E,
jotka yhdistéavat joukon W solmuja. Tama ajatusmalli johtaa yksinkertaisem-
piin merkintoihin, mutta algoritmin 1 toteutuksen kannalta solmujoukkojen
ja graafien vélinen ekvivalenssi on ohjelmoitava tdsméllisesti.

Algoritmi 1 toteutettiin hyodyntden olio-ohjelmointia. Kausaalivaikutuk-
sen jakaumaa paivitetdan rekursiivisesti, joten oli luonnollista méaritella ja-
kaumaolio, joka yllapitdd kausaalijakauman lauseketta laskennan edetessa.
Algoritmin 1 rivi kuusi on ongelmallinen, silld se on kolmesta algoritmin ter-
minoivasta rivista selvasti monimutkaisin. Usean ehdollisista jakaumista muo-
dostuvan tulotermin maarittdminen on haastavaa, silla R-kieli ei ole erikois-
tunut symboliseen laskentaan. Nykyiset rivid kuusi koskevat sievennyssaan-
not eivat ole optimaalisia, mutta tuottavat aina oikean lausekkeen kausaa-
livaikutukselle, mikali se on identifioituva. Vastaavia ongelmia aiheutuu C-
komponentteihin perustuvasta jakauman faktoroinnista algoritmin riveilla nel-
ja ja seitseméan, joka voi yksinkertaisessakin tilanteessa tehda kausaalivaiku-
tuksen lausekkeesta vaikeasti ymmarrettavan.

Kausaalimalleja vastaavat graafit synnyttavat monissa tilanteissa kausaa-
lisen Markov-ehdon ulkopuolisia ehdollisia riippumattomuuksia, joita Shpit-
ser ja Pearl (2006b) eivit ottaneet huomioon méérittaessédén algoritminsa.
Kausaalivaikutusten lausekkeet sievenisivat monissa tilanteissa huomattavasti
jos graafien riippumattomuusominaisuudet otettaisiin aina huomioon. Tama
on kuitenkin ongelmallista, silld kaikkien mahdollisten graafissa vallitsevien
ehdollisten riippumattomuuksien generointi on laskennallisesti raskas toimen-
pide.

Esitellyn implementaation tehokkuutta voitaisiin viela analysoida esimer-
kiksi simulointikokein generoimalla satunnaisia suunnattuja silmukattomia
graafeja, joiden solmujen ja sarmien lukumaéaarat vaihtelevat. Voisi olla myo6s
mielenkiintoista verrata suorituskykya identifioituvien ja identifioitumatto-
mien kausaalivaikutusten valilla. Nykyisessd implementaatiossa on pyritty
kayttaméaan mahdollisimman tehokkaita R-paketteja graafitiedostojen ja niitéa
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vastaavien objektien kasittelyssa.

Kirjallisuudessa on esitetty myos muita graafiteoriaan pohjautuvia algorit-
meja erilaisten kausaalimalleihin liittyvien kysymysten ratkaisemiseksi. Naita
ovat esimerkiksi:

e Ehdollisten kausaalivaikutusten identifioituvuusalgoritmi IDC (Shpitser
ja Pearl, 2006a). Ehdolliset kausaalivaikutukset ovat muotoa Px(y|z).

o Kausaalivaikutusten z-identifioituvuusalgoritmi ID* (Bareinboim ja Pearl,
2012). z-identifioituvuus liittyy tilanteeseen, jossa on mahdollista hyo-
dyntaa alkuperaisesta interventiojoukosta X erillistd joukkoa Z apuna
identifioituvuuden madrittamisessé.

e Kausaalivaikutusten kuljetettavuusalgoritmi sID (Bareinboim ja Pearl,
2013a). Kuljetettavuus tarkoittaa sité, etté kokeellisessa tutkimuksessa
hankittu informaatio voidaan yleistda koskemaan myos jotain populaa-
tiota, jossa vain havainnoivat tutkimukset ovat mahdollisia.

e Kausaalivaikutusten metakuljetettavuusalgoritmi psID (Bareinboim ja
Pearl, 2013b). Metakuljetettavuus on kuljetettavuuden laajennus, jossa
halutaan yleistda tuloksia useammasta kuin yhdestéd kokeellisesta tutki-
muksesta samanaikaisesti.

e Kontrafaktuaalien ja ehdollisten kontrafaktuaalien identifioituvuusalgo-
ritmit ID* ja IDC* (Shpitser ja Pearl, 2007).

Néiden algoritmien implementoinnissa olisi myos mahdollista kayttéda tassa
tyossa kehitettyjé ohjelmointiratkaisuja.
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Liite A: R-koodi

# Santtu Tikka

# 17.9.2014

library (igraph)

library (XML)

probability <- function(var = c(), cond = c(), sumset
= ¢(), recursive = FALSE, children = 1list(),
fraction = FALSE, divisor = 1list()) {

p <- list(var = var, cond = cond, sumset = sumset,
recursive = recursive, children = children,
fraction = fraction, divisor = divisor)

class(p) = "probability"

return (p)

}
causal.effect <- function(y, x, G) {

if (!is.dag(observed.graph(G))) stop("Graph ’G’ 1is
not a DAG")

to <- topological.sort(observed.graph(G))

to <- get.vertex.attribute(G, "mame") [to]

if (length(setdiff(y, to)) > 0) stop("Set ‘y’
contains wvariables not present in the graph.")

if (length(setdiff(x, to)) > 0) stop("Set ’z’
contains wvartiables not present in the graph.")

res <- id(y, x, probability (), G, to)

res <- organizeTerms(res)

res <- getExpression(res)

return (res)

}
id <- function(y, x, P, G, to) {

G.obs <- observed.graph(G)

e <- get.edge.attribute (G, "name")

v <- get.vertex.attribute(G, "mame")
v <- tol[which(to %in% v)]

anc <- ancestors(y, G.obs, to)

# line 1

if (length(x) == 0) {
P$sumset <- union(setdiff(v, y), P$sumset)
P$var <- v
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return (P)

}
# line 2
if (length(setdiff (v, anc)) != 0) {
anc.graph <- induced.subgraph(G, anc)
var .nonign <- getNonIgnorableNodes (P)
P$sumset <- intersect(setdiff (v, anc), var.nonign
)
return(id(y, intersect(x, anc), P, anc.graph, to)
)
}
# line 3

edges.to.x <- E(G) [1:length(E(G)) %->% x]
G.x.overbar <- subgraph.edges(G, E(G) [setdiff (E(G),
edges.to.x)], delete.vertices = FALSE)
w <- setdiff (setdiff (v, x), ancestors(y, observed.
graph(G.x.overbar), to))

if (length(w) != 0) return(id(y, union(x, w), P, G,
to))
# line 4

G.remove.x <- induced.subgraph(G, v[!(v %in’% x)])
s <- c.components (G.remove.x, to)
if (length(s) > 1) A
productlist <- 1list ()
for (i in 1:1length(s)) productlist[[i]] <- id(s[[
ill, setdiff (v, s[[il]), P, G, to)
return(probability (sumset = setdiff (v, union(y, x
)), recursive = TRUE, children = productlist))
} else {

s <- s[[1]]
# line 5
cG <- c.components (G, to)
if (identical (cG[[1]], v)) {
v.string <- paste(v, sep = "", collapse = ",")
s.string <- paste(s, sep = "", collapse = ",")
stop("Graph contains a hedge formed by C-
forests of mnodes: \n {", v.string , "} and {
", s.string , "}.", call. = FALSE)
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# line 6
is.element <- FALSE
for (i in 1:length(cG)) {
if (identical (s, cG[[i]])) {
is.element <- TRUE
break

}
if (is.element) {
ind <- which(v %in% s)
if (length(s) > 1) A
productlist <- 1list ()
for (i in 1:length(s)) {
if (P$recursive) {
productlist [[i]] <- parse.joint(P, s[i],
v[0:(ind[i]1-1)1, V)
} else {
P.prod <- P
P.prod$var <- s[i]
P.prod$cond <- v[0:(ind[i]-1)]
productlist [[i]] <- P.prod
}
}
return(probability (sumset = setdiff (s, y),
recursive = TRUE, children = productlist))
} else {
if (P$recursive) {
P.prod <- parse.joint(P, s[1], v[0:(ind
(11-11, v)
P.prod$sumset <- union(P.prod$sumset,
setdiff (s, y))
return (P.prod)
} else {
P.prod <- P
P.prod$var <- s[1]
P.prod$cond <- v[0:(ind[1]-1)]
P.prod$sumset <- union(P.prod$sumset,
setdiff (s, y))
return (P.prod)
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# line 7
set.contain <- unlist(lapply(cG, FUN = function(x
) setequal(intersect(x, s), s)))
set.contain <- which(set.contain) [1]
s <- cG[[set.contain]]
productlist <- 1list ()
ind <- which(v %in% s)
s.graph <- induced.subgraph(G, s)
if (length(s) > 1) {
for (i in 1:length(s)) {
P.prod <- P
P.prod$var <- s[i]
P.prod$cond <- v[0:(ind[i]-1)]
productlist [[i]] <- P.prod
}
return(id(y, intersect(x, s), probability(
recursive = TRUE, children = productlist), s
.graph, to))
} else {
P.prod <- P
P.prod$var <- s[1]
P.prod$cond <- v[0:(ind[1]-1)]
return(id(y, intersect(x, s), P.prod, s.graph,
to))

ancestors <- function(y, G, to) {
neighbors <- unique(unlist(neighborhood(G, order =
vcount (G), nodes = y, mode = "in")))
v <= V(G) [neighbors]$name
v <- to[which(to %in% v)]
return(v)

c.components <- function(G, to) {
A <- as.matrix(get.adjacency(G))
v <- get.vertex.attribute(G, "mame")
e <- E(G)
bidirected <- c()
indices <- which(A >= 1 & t(A) >= 1, arr.ind = TRUE
)

c.comp <- list()
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if (nrow(indices) > 0) {
for (i in 1:nrow(indices)) A{
bidirected <- c(bidirected, el[v[lindices[i,1]]
%->% vlindices[i,2]]])

}
G.bidirected <- subgraph.edges(G, bidirected,
delete.vertices = FALSE)
subgraphs <- decompose.graph(G.bidirected)
for (i in 1:length(subgraphs)) {
v.sub <- get.vertex.attribute(subgraphs[[i]], "
name ")
v.sub <- to[which(to %in% v.sub)]
c.comp[[i]] <- v.sub
}

return (c.comp)

¥

observed.graph <- function(G) {
obs.edges <- setdiff (1:1length(E(G)), which(edge.
attributes (G)$description == "U"))
G.obs <- subgraph.edges(G, E(G) [obs.edges], delete.
vertices = FALSE)
return(G.obs)

parse. joint <- function(P, v, cond, var) {
P.num <- P
P.num$sumset <- c(union(P$sumset, setdiff (var,
union(v, cond))))
P.num <- parse.expression(P.num)
if (length(cond) > 0) {

P.den <- P

P.den$sumset <- c(union(P$sumset, setdiff (var,
cond)))

P.den <- parse.expression(P.den)

i <-1

k <- 0

while (i <= length(P.num$children) & length(P.num
$children) > 0 & length(P.den$children) > 0) {
is.element <- FALSE
for (j in 1:length(P.den$children)) {
if (identical (P.num$children[[i]], P.den$
children([[j]1]1)) {
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is.element <- TRUE
k <= j
break
}
}
if (is.element) {
P.den$children[[k]] <- NULL
P.num$children[[i]] <- NULL
i <=0
i<-1i+ 1
}
if (length(P.den$children) > 0) {
P.num$fraction <- TRUE
P.num$divisor <- P.den
}
}
return (P.num)
+
parse.expression <- function(P) {

P.parse <- probability(recursive = TRUE, children =
list ()
jo<- 1
remove <- c()
for (i in 1:length(P$children)) {
if (length(intersect (P$children[[i]]$var, P$
sumset)) == 0 & length(intersect(P$children[[i
J1$cond, P$sumset)) == 0) {
P.parse$children[[j]] <- P$children([[i]]
remove <- c(remove, i)
j <=3 +1
}
}
P$children[remove] <- NULL
if (length(P$children) == 0) return(P.parse)
k <- 0
j <=0
while (k <= length(P$sumset) & length(P$sumset) > 0
& length(P$children) > 0) {
k <- k + 1
count <- 0
for (i in 1:length(P$children)) {
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if (length(intersect(P$children[[i]]$var, P$
sumset [k])) == 0 & length(intersect (P$
children[[i]]$cond, P$sumset[k])) == 0) {
count <- count + 1
jo<- i
}
}
if (count == 1) {
P$sumset <- P$sumset [-k]
P$children[[j]] <- NULL
k <- 0

}

if (length(P$children) == 0) return(P.parse)

else P.parse$children[[length(P.parse$children)+1]]
<- P

return (P.parse)

¥

getExpression <- function(x) {
UseMethod ("getEzpression”, x)

3

getExpression.probability <- function(x) {
P <= "
s.print <- length(x$sumset) > O
sum.string <- ""
cond.string <- ")"
if (x$fraction) P <- "\\frac{"
if (s.print) {
sum.string <- paste(tolower (x$sumset), sep = "",

collapse = ", ")
P <- paste(P, "\\sum_{", sum.string, "HF\\beigl[",
sep = "", collapse = "")

}
if (x$recursive) {
for (i in 1:length(x$children)) P <- paste (P,
getExpression(x$children([[i]]), sep = "",

collapse = ",")
} else {
var.string <- paste(tolower(x$var), sep = "",
collapse = ", ")
P <- paste(P, "P(", var.string, sep = "",
collapse = "")
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if (length(x$cond) > 0) {
cond.string <- paste(tolower (x$cond), sep = "",
collapse = ", ")
cond.string <- paste(”\\vert ", cond.string, ")
", sep = "", collapse = ",")
}
P <- paste(P, cond.string, sep = "", collapse = "
, ")
}
if (s.print) P <- paste(P, "\\bigr]", sep = "",
collapse = ", ")
if (x$fraction) {
P <- pasteO(P, "}{")
P <- paste(P, getExpression(x$divisor), sep = "",
collapse = ", ")
P <- pasteO(P, "}")
}

return (P)

getNonIgnorableNodes <- function(x) {
UseMethod ("getNonIgnorableNodes", x)
}

getNonIgnorableNodes.probability <- function(x) {

var <- c()
if (x$recursive) {
for (i in 1:length(x$children)) var <- c(var,
getNonIgnorableNodes (x$children[[i]]))
} else {
var <- c(var, x$var, x$cond)
}
return (var)
}
organizeTerms <- function(x) {
UseMethod ("organizeTerms", x)
}
organizeTerms.probability <- function(obj) {
if (obj$recursive) {
children.copy <- obj$children
obj$children <- list ()
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rec <- unlist(lapply(children.copy, FUN =
function(x) x$recursive))
children.rec <- children.copylrec]
if (length(children.rec) > 0) for(i in 1:length(
children.rec)) obj$children[[i]] <-
organizeTerms (children.rec[[i]])
children.nonrec <- children.copyl[!rec]
if (length(children.nonrec) > 0) {
ord <- order(unlist(lapply(children.nonrec, FUN
= function(x) length(x$cond))), decreasing
= TRUE)
obj$children <- c(children.nonrecl[ord], obj$
children)
}
if (obj$fraction) obj$divisor <- organizeTerms(
obj$divisor)
}
return (obj)
}
parse.graphml <- function(file, format = c("standard”
, "internal”), nodes = c(), use.names = TRUE) {
format <- match.arg(format)
res <- switch(format, standard = parse.graphml.
standard(file, nodes, use.names),
internal = parse.graphml.internal(
file, nodes, use.names),
stop (paste("Unknown file format:",
format)))
return(res)
}
parse.graphml .standard <- function(file, nodes, use.

names) {
doc <- xmlParse(file, uselInternalNodes = TRUE)
top <- xmlRoot (doc)
graph <- topl[["graph"]l]
if (!use.names) {
if (xmlSize(which(xmlSApply(graph, xmlName) == "
node")) != length(nodes)) stop("Incorrect
number of mnode mnames")
}
ns <- c(ns = "http://graphml.graphdrawing.org/zmlns
u)
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edges <- which(xmlSApply(graph,

xmlName) == "edge")

remove.id <- 0
removals <- list ()
for (i in 1:1length(edges)) {

3

current .edge <- graph[[edges[i]]]
edge.attr <- xmlAttrs(current.edge)
datas <- which(xmlSApply(current.edge, xmlName)

== "data")

for (j in 1:1length(datas)) {

current .data <- current.edgel[[datas[j]]]
if (xmlAttrs (current.data) == "d10") {
arc <- current.datal[[1]]
arw.attr <- xmlAttrs(arc[["4drrows"]])
src <- edge.attr[["source"]]
trgt <- edge.attr[["target”]]

two.arrows <- !identical (arw.attr[["source”
1], "none") & 'identical (arw.attr[["target
u]] s nnoneu)

no.arrows <- identical (arw.attr[["source"]],
"none") & identical (arw.attr[["target”]],
"none')
if (two.arrows | no.arrows) {
remove .id <- remove.id + 1
removals [[remove.id]] <- current.edge
el <- newXMLNode ("edge", parent = doc,
attrs = c(id = "e", source = src, target
= trgt),
newXMLNode ( "data"”, attrs = c(key =
"49"), cdata = TRUE, "U" ))
e2 <- newXMLNode ("edge", parent = doc,
attrs = c(id = "e", source = trgt,
target = src),
newXMLNode ( "data"”, attrs = c(key =
"49"), cdata = TRUE, "U" ))
addChildren(graph, kids = list(el, e2))

removeNodes (removals)
if (use.names) {

node .data <- getNodeSet (doc,

@key, ’d6°)]/*", ns)

53

"//ns:data[contains (




354

355
356
357

358
359
360
361
362
363

364
365
366
367

368
369
370
371
372

373
374

375
376

377

378
379
380

381
382
383

for (i in 1:length(node.data)) nodes[i] <-
xmlValue (node.data[[i]] [ "NodeLabel "]$NodeLabel
[1]$text)
}
all <- getNodeSet (doc, "//*[position() > 1]", ns)
keep <- getNodeSet(doc, "//ns:edge | //ns:node [ //
ns:graph | //ns:key[@attr.name] | //ns:datal
contains (Ckey, ’d9°’)]", ns)
removeNodes (setdiff (all, keep))

temp <- tempfile(fileext = ".graphml")

temp.xml <- saveXML(doc, file = temp)

free(doc)

igrph <- read.graph(temp.xml, format = "graphml")

igrph <- set.vertex.attribute(igrph, "mame"”, value
= nodes)

return(igrph)

parse.graphml.internal <- function(file, nodes, use.

names) {
doc <- xmlParse(file, uselInternalNodes = TRUE)
top <- xmlRoot (doc)
graph <- topl[["graph"]]
if (!use.names) {
if (xmlSize(which(xmlSApply(graph, xmlName) == "
node”)) != length(nodes)) stop("Incorrect
number of mnode mnames")
}
ns <- c(ns = "http://graphml.graphdrawing.org/zmlns
")
if (use.names) {
node.data <- getNodeSet (doc, "//ms:data[contains(
@key, ’d6°)]/*", ns)
for (i in 1:length(node.data)) nodes[i] <-
xmlValue (node.data[[i]] [”"NodeLabel "] $NodeLabel
[1]1$text)
}
all <- getNodeSet (doc, "//*[position() > 1]", ns)
keep <- getNodeSet (doc, "//ns:edge | //ns:node [ //
ns:graph | //ns:key[@attr.name] | //ns:datal
contains (Ckey, °d9°’)]", ns)
removeNodes (setdiff (all, keep))
temp <- tempfile(fileext = ".graphml")
temp.xml <- saveXML(doc, file = temp)
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free(doc)

igrph <- read.graph(temp.xml, format = "graphml")
igrph <- set.vertex.attribute(igrph, "mame", value
= nodes)

return(igrph)

identify.R
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2 causal.effect

causaleffect-package Deriving Expressions of Joint Interventional Distributions in Causal
Models

Description

Causal calculus is concerned with estimating the interventional distribution of some action from the
observed joint probability distribution of the variables in a given causal structure. All identifiable
causal effects can be derived using the rules of do-calculus, but the rules themselves do not give any
direct indication whether the effect in question is identifiable or not. Ilya Shpitser and Judea Pearl
(2006) constructed an algorithm for identifying joint interventional distributions in causal models,
which contain unobserved variables and induce directed acyclic graphs. This algorithm can be seen
as a repeated application of the rules of do-calculus and known properties of probabilities, that
ultimately either derives an expression for the causal distribution, or fails to identify the effect, in
which case the effect is non-identifiable. causaleffect provides an implementation of this algorithm.

Details

Package: causaleffect
Type: Package
Version: 1.0
Date: 2014-09-17
License: GPL-2

The function causal.effect receives two character vectors describing the variables of interest and
an igraph (package igraph) object as arguments and returns a string describing the interventional
distribution in LaTeX syntax if the effect is identifiable.

Author(s)

Santtu Tikka <santtuth @ gmail.com>

References

Pearl J. 2009 Causality: Models, Reasoning and Inference, New York: Cambridge University Press.

Shpitser 1., Pearl J. 2006 Identification of Joint Interventional Distributions in Recursive semi-
Markovian Causal Models. Proceedings of the 21st National Conference on Artificial Intelligence,
2, 1219-1226.

causal.effect Identify a causal effect
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causal.effect 3

Description

This function returns an expression for the joint distribution of the set of variables y given the
intervention on the set of variables x if the effect is identifiable. Otherwise an error is thrown
describing the graphical structure that witnesses non-identifiability.

Usage

causal.effect(y, x, G)

Arguments
y A character vector of variables of interest given the intervention.
X A character vector of the variables that are acted upon.
G An igraph object created by the function parse.graphml that describes the
directed acyclic graph induced by the causal model.
Value

A character string that describes the interventional distribution in LaTeX syntax.

Author(s)
Santtu Tikka

References

Shpitser 1., Pearl J. 2006 Identification of Joint Interventional Distributions in Recursive semi-
Markovian Causal Models. Proceedings of the 21st National Conference on Artificial Intelligence,
2, 1219-1226.

See Also

parse.graphml

Examples

library(igraph)

# simplify = FALSE to allow multiple edges
g <- graph.formula(X -+ Y, Z -+ X, Z -+ Y , X -+ Z, Z -+ X, simplify = FALSE)

# Here the bidirected edge between X and Z is set to be unobserved in graph g
# This is denoted by giving them a description attribute with the value "U”
# The edges in question are the fourth and the fifth edge

g <- set.edge.attribute(graph = g, name = "description”, index = c(4,5), value = "U")

res <- causal.effect("Y", "X", g)
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parse.graphml

parse.graphml

Prepare graphml files for internal use

Description

This function reads graphml files created by the yEd graph editor, which describe directed acyclic
graphs. The R-package XML is utilized to parse the contents of the files to suit the internal format
used by causal.effect. Bidirected arcs are replaced by two unobserved unidirected arcs, and the
resulting XML file is coerced into an igraph object. This function also serves as a wrapper for files
that already correspond to the internal format. Names for the nodes of the graph can be supplied or
read directly from the input file.

Usage
parse.graphml(file, format = c("standard”, "internal"),
nodes = c(), use.names = TRUE)
Arguments
file The connection to read from.
format A character constant describing how bidirected arcs are denoted in the graphml
file. Option standard corresponds to bidirected arcs that are notated with a
graphical parameter describing an arrow at each end of the arc or no arrows at
all. Option internal matches the format that standard graphs are coerced into.
This option should be used only if all bidirected arcs in the graph are denoted
by two unidirected arcs which have a description parameter of a single character
"U" (shorthand for "unobserved").
nodes A character vector that describes the names of the nodes in the graph. This is
ignored if use.names is TRUE.
use.names A logical value indicating whether the names of the nodes should be read from
the file or not.
Value

An object of class igraph that describes the causal diagram. The parsed graph can now be used by

causal.effect.

Author(s)
Santtu Tikka
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