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Saannollistimismenetelmia kaytetadn regressioanalyysissé, kun selittavien muuttujien x,,....X,
vililli on lahes lineaarisia tai lineaarisia riippuvuuksia ts. selittavat muuttujat x;,....x, ovat
multikollineaarisia, jolloin rakennematriisin X = (x,,...X,) neliomatriisi XX ei ole oikein kaantyvi.
Vaikka regressiomatriisin B pienimmén neliésumman estimaatilla on minimivarianssi
harhattomien estimaattoreiden joukossa, niin selittivien muuttujien ollessa multikollineaarisia sen
varianssi ja titen myos sen keskineliovirhe on saattanut kasvaa kohtuuttoman suureksi, jolloin
sen pienimmén neliGsumman estimaattorin Bpys = (X'X)X'Y harhattomuudella ei ole merkitysta.
Talléin saznnollistimismenetelmilld voidaan approksimoida kaanteismatriisia (X'X)” matriisilla G,
joka ei ole yhta herkka selittavien muuttujien multikollineaarisuuden vaikutukselle kuin matriisi
(X'X)*. Matriisi G pyritd4n valitsemaan siten, etta saannollistimismenetelmilld saadaan harhainen
regressiomatriisin B estimaattori By = GXY, joka on keskimairin tarkempi kuin estimaattori Bpys,
tai matriisin G kaanteismatriisi sisiltdd suurimman osan rakennematriisin X vaihtelusta, jolla
voidaan parhaiten ennustaa havaintomatriisia ¥.

Tassd tutkielmassa esitetyt saannollistimismenetelmiit regressioanalyysissi ovat
harjaregressio, paikomponenttiregressio ja osittainen pienimman neliosumman regressio eli PLS-
regressio. Kustakin menetelmistid on kuvaus, tarvittavien parametrien estimointi, selittdvien
muuttujien tai komponenttien valinta malliin ja yhteys toisiin menetelmiin. Menetelmia sovelletaan

teriksen karkenevuuden mallittamiseen.

Avainsanat: lineaarinen regressio; saannollistamismenetelmiit; harjaregressio; paikomponentti-

regressio; osittainen pienimmén nelidsumman regressio
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1 Johdanto

Teraksen karkenevuus on eris sen laatuominaisuus, joka voidaan masritells sen kykyna muuttua
kiderakenteeltaan kokonaan tai osittain austeniitista martensiitiksi, kun se karkaisuhehkutuksen
jalkeen sammutetaan tietylld tavalla. Niin médriteltyyn teriksen karkenevuuteen vaikuttavat
teriiksen seostus eli seosaineiden (C, Si,...) pitoisuudet, kappaleen koko ja muoto seki hehkutus-
lampétila ja jashdytysnopeus. Teriksen karkenevuutta voidaan mitata Jominy-kokeella, jossa
standardin SFS 2375 (tai iso 642-1979) mukaan teriissauva kuumennetaan austenitointilimpoti-
laan, siirretisn se nopeasti erityiseen jashdytyslaitteeseen ja sammutetaan suuntaamalla vesisuihku
sen alapadhin. Niin terdssauva jadhtyy sitd hitaammin mits ylemmis sen alapadsti noustaan ja
erityisesti koesauvan alapas jashtyy sarimmaisen nopeasti muuttuen kiderakeenteeltaan tiysin
marteensiittiseksi. Terdssauvan jashdyttya tiysin hiotaan sen sivuille mittaustasot, joista sen
kovuus mitataan joko Rockwellin C-yksikkoni tai Vickers-yksikkéna. Kovuusmittaukset tehdizin
esimerkiksi 1.5, 3, 5, 7, 9, 11, 13, 15, 20, 25,...,50 mm etéisyyksilti terdssauvan alapiisti.
Mittaukset suoritetaan erikseen kummastakin tasosta ja mikli tulokset poikkeavat toisistaan alle
2 HRC (tai alle 20 HV), vastaavat lukemat keskiarvostetaan. Saadut etdisyys-kovuus -parit
muodostavat Jominy-kayrin.

Tehtivéni on muodostaa lineaarinen regressiomalli teriksen karkenevuudelle. Koska Jominy-
koetta varten on vakioitu kaikki muut teriksen karkaisutulokseen vaikuttavat tekijit paitsi
seosaineiden pitoisuudet, niin muodostettavassa teriksen karkenevuuden regressiomallissa
selitettivind muuttujina ovat eri etiisyyksilti terdssauvan alapddstd mitatut teriksen kovuudet ja
selittavind muuttujina ovat teriiksen seosaineiden pitoisuudet. (Huhtala, 1991.)

Kun X on selittivien muuttujien rakennematriisi, ¥ on selitettivien muuttujien havaintomat-
riisi ja muodostettava teriksen karkenevuuden regressiomalli ratkaistaan pienimmén nelidsumman
menetelmalla, niin talloin joudutaan kaantimésin neliomatriisi X'X. Koska teriiksen seosaineiden
pitoisuudet ovat multikollineaarisia, niin neliomatriisi X'X ei ole oikein kaantyvd. Terdksen
seosaineiden pitoisuuksien multikollineaarisuuden ongelmaa ei voida ratkaista poistamalla
multikollineaarisia teréiksen seosaineiden pitoisuuksia, silli muodostettavan regressiomallin
kdyton kannalta kaikkien teriksen seosaineiden mukanaolo on tirkedtd. Tissi tutkielmassa
terdksen karkenevuuden regressiomalli estimoidaan harjaregressiolla, paskomponenttiregressiolla
ja osittaisella pienimmén neliosumman regressiolla eli PLS-regressiolla. Ndmi menetelmiat ovat
sdannollistamismenetelmis, joilla saadaan kéznteismatriisille (XX) ' approksimaatio G, joka ei ole
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yhta herkki selittdvien muuttujien multikollineaarisuuden vaikutukselle kuin matriisi (X'X) .
Vaikka regressiomatriisin B pienimmin neliosumman estimaatilla on minimivarianssi
harhattomien estimaattoreiden joukossa, niin selittivien muuttujien ollessa multikollineaarisia sen
varianssi on saattanut kasvaa kohtuuttoman suureksi, koska pienimmén neliosumman estimaatto-
rissa By = (X'X)"X'Y joudutaan kiantamain singulaarinen tai ldhes singulaarinen nelidmatriisi
X'X. Jos selittdvit muuttujat ovat multikollineaarisia, niin sénn6llistimismenetelmilld voidaan
saada regressiomatriisin B estimaattori B, = GX'Y, joka on hiukan harhainen, mutta jonka
varianssi on huomattavasti pienempi kuin harhattoman estimaattorin B, varianssi. Estimaattorin
hyvyyttd voidaan mitata estimaattorin keskineliovirheella, joka on estimaattorin harhan nelién ja
varianssin summa. Sainnéllistimismenetelmilli pyritdéin valitsemaan matriisi G siten, ettd
estimaattorin B, keskineli¢virhe on pienempi kuin estimaattorin By, keskineliovirhe.
Saannollistimismenetelmii on kiytetty usein ennustamisessa, koska saannollistimismenetel-
milla voidaan vihentdd regressiomallin ulottuvuutta. Jotta saadaan ennustevirheeltdén pienin

mahdollinen ennuste, niin regressiomallin ulottuvuuden tulee olla sopiva (ks. kuva 1).

ennustusvirheet
oy
ennustusvirhe
!

1
estimontvirhe
mallin virhe

]

A
regressiomallin ulottuvuus £

Kuva 1: Ennustevirhe regressiomallin ulottuvuuden funktiona (Naes & Irgens, 1986)

Kemiassa ja monissa teollisissa sovelluksissa on havaittu todellisten selittdvien piilomuuttujien ja
havaittujen muuttujien vilinen ero, silli kemiallisen prosessin ulottuvuus saattaa muuttua, jos sitd

tutkitaan uudesta nikokulmasta. Sosiologiassa ja psykologiassa vastaava ongelma on jo kauan
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tiedostettu, minké seurauksena faktorimalleista on tullut yksi tilastotieteen keskeinen osa-alue.
Selittdvien muuttujien valinnan ongelma on usein helpommin ratkaistavissa kemiallisissa sovelluk-
sissa kuin psykologissa ja sosiologisissa sovelluksissa, koska kemiallisissa sovelluksissa kuten
Jominy-kokeessa selittivit muuttujat ovat kokeellisesti tulkittavissa ja kiistattomasti mitattavissa.

Téssa tutkielmassa muodostettavan teriksen karkenevuuden regressiomallin ulottuvuutta
approksimoidaan saannollistaimismeneteimilla. PLS-regressiossa ja padkomponenttiregressiossa
regressoidaan havaintomatriisi ¥ rakennematriisia X vasten, mutta lisiksi niissi mallitetaan
rakennematriisia X ja PLS-regressiossa myos havaintomatriisia ¥. P4skomponenttiregressiossa
approksimoitu regressiomallin ulottuvuus on rakennematriisin X valittujen pasikomponenttien
lukumiiéirs, joka on pienempi tai yhtd pieni kuin selittdvien muuttujien lukumasra. PLS-regressios-
sa muodostetaan PLS-komponentit siten, ettd ne selittdvit mahdollisimman vahélla komponent-
tien lukumééralla mahdollisimman paljon rakennematriisin X kokonaisvaihtelusta, jolla voidaan
parhaiten ennustaa havaintomatriisia ¥. Harjaregressiossa, kuten myds pienimmin neliosumman
regressiossa approksimoitu regressiomallin ulottuvuus on regressiomallissa olevien selittivien
muuttujien lukumidrd ts. harjaregressiossa ja pienimmién neliosumman regressiossa ei reg-

resiomallin ulottuvuutta vihenneti.

1.2 Tutkielman sisi#lto

Tédssé tutkielmassa perehdytdan harjaregressioon, paikomponenttiregressioon ja osittaisen
pienimmin nelidsumman regressioon. Niitd menetelmid kiytetddn siis silloin, kun selittivit
muuttujat ovat multikollineaarisia.

Tamaén tutkielman luvussa 2 on regressioanalyysin perusteita. Kappaleessa 2.1 esitetéin
kanoninen regressiomalli, joka on yleinen regressiomallin muoto, kun saannéllistimismenetelmis
kaytetdan. Kappaleessa 2.2 esitetddin pienimmin nelisumman menetelms, jota verrataan
sadnnollistimismenetelmiin. Koska selittdvien muuttujien multikollineaarisuutta ei voida nihdi
suoraan selittdvien muuttujien korrelaatiomatriisista, niin kappaleessa 2.4 on menetelmii selittgvi-
en muuttujien multikollineaarisuuden havaitsemiseen. Vaikka regressiomatriisin B pienimmin
neliGsumman estimaatilla on minimivarianssi harhattomien estimaattorien joukossa, niin kappa-
leessa 2.5 esitetidn, miksi pienimmién neliosumman menetelman hyvyys voidaan kyseenalaistaa,
kun selittavit muuttujat ovat multikollineaarisia.

Luvussa 3 on esitetty harjaregressio, luvussa 4 piikomponenttiregressio ja luvussa 5



osittainen pienimmin nelidsumman regressio. Kustakin menetelmastd on kuvaus, tarvittavien
parametrien estimointi ja selittivien muuttujien tai komponenttien valinta malliin. Lisaksi néissa
luvuissa osoitetaan menetelmien yhteys toisiin sadnnollistaimismenetelmiin.
Saannollistimismenetelmii sovelletaan terdksen karkenevuusaineistoon luvussa 6. Muo-
dostettavassa regressiomallissa on selitettdvind muuttujina eri etdisyyksilta terdssauvan alapaasti
mitatut terdksen kovuudet, joten muodostettava regressiomalli on monimuuttujainen. Koska
ennalta jo tiedetddn, ettd terdksen seosaineiden pitoisuudet korreloivat voimakkaasti keskendén,
niin muodostettavaa terdksen karkenevuuden regressiomallia estimoidaan saédnnollistamismenetel-
milld. Eri menetelmilld estimoituja terdksen karkenevuuden regressiomallien rittdvyytta arvioi-
daan selityskertoimien avulla. Muodostettujen mallien selityskertoimet lasketaan mallin sovitteelle
eli havainnoille, joista regressiokertoimien estimaattit on laskettu, ja ennusteelle eli havainnoille,

jotka eivit olleet mukana estimoitaessa regressiomallin regressiokertoimien estimaatteja.



2 Regressioanalyysi

Regressioanalyysissd tutkitaan satunnaismuuttujien ¥, ¥9 riippuvuutta eli regressiota
annetuista muuttujista X = (x,,...x,). Regressioanalyysissi satunnaismuuttujia Y, V@
kutsutaan selitettaviksi muuftujiksi (engl. explanated variables), riippuviksi muuttujiksi (engl.
dependent variables) tai vastemuuttujiksi (engl. response variables) ja muuttujia x,,.. X, selittavik-
si muuttujiksi (engl. explanatory variables), ennustaviksi muuttujiksi (engl. predictor variables) tai
riippumattomiksi muutujiksi (engl. independent variables). Kun selitt4via muuttujia on enemman
kuin yksi eli p > 1, niin regressioanalyysid kutsutaan usean selittsjén regressioanalyysiksi tai
moniulotteiseksi regressioanalyysiksi (engl. multiple regression). Kun selitettivid muuttujia on
enemmén kuin yksi eli ¢ > 1, niin regressioanalyysid kutsutaan téssd monimuuttujaiseksi regres-
sioanalyysiksi (engl. multivariate regression). (Wang & Chow, 1994.)

Oletetaan, ettd satunnaismuuttujien ¥, ¥@ ehdollinen odotusarvo ehdolla Xy,...,X, 0n

E(Y|X) - 1, + XB,

missd ¥ =( Y9, ¥?), X = (x,,... x,), vektori B, on ns. vakiovektori, jonka alkiot ovat vakiota
(engl. constant term), I on ykkosvektori ja B on regressiomatriisi (engl. regression coeffients
matrix). Satunnaismuuttujat ¥, ¥ ja annetut muuttujat x,,...x, ovat mitattavissa olevia
suureita tai joitain niiden funktiota. Vakiovektori B, ja regressiomatriisi B ovat tuntemattomia
parametreja, jotka on kiinnitetty, ja ne tulee estimoida havaintoaineistosta. Jos jokaisessa
havainnossa i = 1,...,n on havaittu seki y, = y",.. y@ ettd x,= x,,...,x,, ja ehdollinen odotusarvo

E(Y|X) on lineaarinen annetulla X, niin

Y-E¥|IX)+E-IB,+XB+E, 2.1

missé siis ¥ on (# x q) -havaintomatriisi, vakiovektorin §, ulottuvuus on 1 x ¢, I on (n x 1)
ykkosvektori, X on (# x p)-rakennematriisi, regressiomatriisin B ulottuvuus on p x gja E on
(n * g)-jaannosmatriisi. Kun merkitddn B, = (Bo",...,5,9), B= (B?,....89) ja E = (e®,....e®),
niin regressiomalli (2.1) voidaan esittdd myos muodossa

y,-m = IB((P + B(Ij)x” o Bg)xp + e?) , i=1l..njaj=-1,.9g. (2_2)



(Brown, 1993))

Regressiomallissa (2.1) tuntemattomat parametrit B, ja B ovat lineaarisia satunnaismuuttu-
jan Y ehdolliselle odotusarvolle E(¥]X), mink4 seurauksena regressiomallia (2.1) voidaan pitai
lineaarisena. Odotusarvon E(¥]X) lineaarisuus selittavien muuttujien X;,...,X, suhteen et siis ole
oleellinen vaatimus lineaarisessa regressiomallissa. (Brown, 1993.)

Regressiomallissa (2.1) oletetaan, ettd jainnosmatriisin E odotusarvo on nollamatriisi.
Merkitddn jaannosmatriisin E kovarianssimatriisia merkinilli 2. Kovarianssimatriisin )
ulottuvuus on ng x ng ja se on positiivisesti definiitti matriisi, mitd merkitizin 2> 0. Jos
muuttujien X ja ¥ vilinen lineaarinen riippuvuus on tiydellistd, niin E = 0. Tuskin koskaan E on
nollamatriisi, silla yleensa kokeessa on aina satunnaisvaihtelua, joka poikkeuttaa arvoja muuttuji-
en Xja Y vilisesti taydellista lineaarisesta riippuvuudesta. Titen havaintomatriisin ¥ ja rakenne-

matriisin X riippuvuussuhteen kuvaaminen regressiomallin avulla on kaytannossa likimaaraists.
2.1 Kanoninen regressiomalli

Siirrytaan kéyttdméan standardoituja muuttujia, joille on tehty muunnokset

-
X~ X

L » J=L..p 2.3)
‘/var(x})(n - D

missd X;* on alkuperaisen selittavin muuttujan x* keskiarvo, var(x;*) on alkuperiisen selittiavin
muuttujan x;* varianssi, # on havaintoaineiston otoskoko jai=1,...n, ja

‘(l) o
o) Yi -V @

Yio = _
Yvar (y Py - 1)

,j = 1,---4: (24)

missd 7*” on alkuperaisen selitettivin muuttujan y*@ keskiarvo, var(y*?) on alkuperiisen
selitettavan muuttujan y*? varianssi, 7 on havaintoaineiston otoskoko, jai =1,...n. Nyt regres-
siomalissa (2.1) vakiovektori B, on nollavektori. Téten regressiomalli (2.1) voidaan kirjoittaa

muotoon



Y-E(¥IX)+E-IB,+«XB+E-XB.+E. (2.5)

Meéiritellaén seuraavaksi regressiomallin (2.5) kanoninen muoto. Olkoon matriisit 7,

jonka ulottuvuus on 7 x n, ja V, jonka ulottuvuus on p x p, ortogonalisia siten, etti

U-TY- TXVV'B:.T'E, (2.6)

missd matriisin T sarakkeina ovat neliomatriisin XX' ominaisvektorit ja matriisin ¥ sarakkeina
neliomatriisin X'X ominaisvektorit. Oletetaan tisti lihtien, ettd neliomatriisin X'X ominaisarvot on
jérjestetty seuraavaan suuruusjirjestykseen A, > ...> A, minkd mukaan on jirjestetty matriiseissa
Vja T ominaisvektorit v, j=1,...p,jat, j=1,..,n. Tulo T'XV on

I [dmg(«).—l ,/A_P)] ,
0

2.7

missi nollamatriisin 0 ulottuvuus on 7 - p x p ja neliomatriisin X'X ominaisarvojen Apseesh,

nelidjuuret ovat matriisin X singulaariarvoja. Matriisi X voidaan kirjoittaa muotoon

.. T{diag(\/fp----,@] "
0

(2.8)

jota kutsutaan matriisin X singulaariarvohajotelmaksi. Matriisin X asteelle 7 on voimassa epéyhtii-

16 r < min(n,p) ja se on neliomatriisin X"X nollasta eroavien ominaisarvojen lukumésira. Titen

matriisi X voidaan esittii muodossa

o[
0

(2.9)
ja tulo (2.7) on muotoa
i Aosers +/A
T,XV, - [dmg(‘/_‘ ‘/—’)] , (2.10)
0
missi nollamatriisin @ ulottuvuus onn - r x r.
Kun merkitéin
VB - A, (2.11)



niin regressiomalli (2.6) voidaan kirjoittaa muotoon

u,-(') - Em? . e?) ., i=1l..r, ja uim . efj) , t=rs+lo.n, (2.12)

missd € = T'e?, r on matriisin X aste jaj = 1,...,q. Tité regressiomallia kutsutaan kanoniseksi

regressiomalliksi. (Brown, 1993.)
2.2 Pienimmiin nelissumman menetelmi, kun selitettivii muuttujia on yksi

Oletetaan, etti estimoitavana on regressiomalli (2.5), missa selitettivid muuttujia on yksi eli g =
1. Pienimmin nelibsumman menetelméssi médritaan parametrin B estimaatti siten, ettd esti-

moidun mallin antamien sovitteiden #* ja havaintojen y vilinen jaannosnelidsumma

2

SBY-XF &= -PO-D-X] ,0;,- By - - B, (2.13)

on mahdollisimman pieni. Asettamalla nelisumman osittaisderivaatat

5B) | _axry . 2X'X
op y ]

nolliksi saadaan normaaliyhtilot
(XIX)b PNS = X/J’ s (214)
missé byy; on parametrin B pienimén nelidsumman ratkaisu. Kun r = p, niin neliomatriisi X'X on
epasingulaarinen, jolloin pienimman neliosumman estimaattori b, voidaan kirjoittaa muotoon
bpys - (X'X) X'y . (2.15)
(Liski & Puntanen, 1976.)
Pienimmin nelidsumman menetelméassi sovite §,, on
Fons = X by - X(X'XY XY - Hy , (2.16)

missé (n % n)-projektiomatriisi H = X(X'X) 'X" on ns. hattumatriisi. Koska pienimman neliosum-

man menetelmissi jaannés e voidaan kirjoittaa muotoon
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e- (I, - X(X'Xy X'y -, - Hy - Py, 2.17)

missd matriisi P = I, - X(XX) 'X on (n x n)-projektiomatriisi, niin jaannoksen e riippuvuus
selitettavasts muuttujasta y on lineaarista. Sovitetut jaannokset e ja rakennematriisin X sarakevek-

torit ovat keskendin ortogonaalisia, silld

X'e - X'(y - Xbpyo) - X'y - X'X(X'XY'X'p - X'y - X'y - 0 (2.18)

ja jaannoksen e kovarianssimatriisi on

cov (e.e) - Eee’ - E(Pyy'P’') - PE(py')P' - Pcov ()P’ . (2.19)

Koska E(e’e) = E(’P’Py) = o0,(n - p), niin virhevarianssin 0,” pienimmin nelidsumman

estimaattori on

2
u'y = n-p - (220)
Estimaatorin b, kovarianssimatriisi on
ooV (B pg) - O (X'XY 1. (2.21)

Koska estimaattorin b ja sen todellisen arvon B poikkeuman nelion odotusarvo on estimaattorin

keskineliovirhe

MSE (b) - E(b - BY(b - B) - E(b - EbY + (Eb - B)* - var(b) « BX(b),

missé var(b) on estimaattorin varianssi ja B?(b) on estimaattorin harhan neli6, ja estimaattori boys

on harhaton, niin estimaattorin b, kokonaisvarianssi ja samalla sen keskineliévirhe on

var (b pyg) = oy (XXY '« 0y TP A7« MSE (b ) - (2.22)

Kun lineaarisessa regressiomallissa (2.5) ¢ = 1, r = p,E(e) = 0 ja cov(e) = 0,’I,, niin Gauss-

Markovin lauseen mukaan pienimméin neliosumman estimaattori b, on tarkentuva ja harhaton
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estimaattori, jolla on pienin mahdollinen varianssi, eli estimaattori by,; on BLUE (engl. Best
Linear Unbiased Estimator) (Wang & Chow, 1994).
Oletetaan, etta tehtdvina on ennustaa annetulla selittivin muuttujan X, arvolla tuntema-

tonta selitettavan muuttujan y, arvoa kayttien mallia

Yo E@olxo) re-xoB ve, E(e)=0, var(e)- oo, (2.23)

Pienimmiin neliésumman menetelmassi tuntemattoman selitettivin muuttujan y, ennuste on Popye

= Xo'bpys. Sen varianssi ja keskineliovirhe on

var (Fopng) = 05(1 + 1/n) + o) tr(x ((XX)\x 3) = MSE (ypue) - (2.24)

(Brown, 1993))

Y1la olevassa ennusteen keskineliévirheesss annettu selittivin muuttujan arvo x, on stis
keskistetty. Talloin mit4 enemmin alkuperiinen selittéivin muuttujan arvo x*, eroaa arvosta ¥ =
(%,%,...,X,*), missa £* on alkuperdisen selittivin muuttujan x* keskiarvo, j = 1,...p, niin sitd
suurempia ovat annetun x,, alkiot ja sité suurempia ovat var(fy,) ja MSE®ypys). Geometrisesti
tulkittuna regressiokertoimien estimaateissa olevat virheet aiheuttavat sen, ettd estimoitu
regressiosuora on ikdin kuin kiertynyt suhteessa todelliseen regressiosuoraan. Koska regres-
siosuora kulkee keskiarvopisteen kautta, niin kiertaminen tapahtuu tdméin pisteen ympiri. Taméin
vuoksi ennusteen epavarmuus on sitid suurempi mitd kauempana selittdvin muuttujan arvo on
keskiarvostaan. (Ranta, 1991.)

Jos regressiomalli on esitetty kanonisessa muodossa (2.6), missi selitettivia muuttujia on

yksi, niin pienimmén nelidsumman estimaattori @5 on

apyg = uj/ Aj s J=1l,.r, ja Gpns =0, j-r+l..n, (2,25)

missd r on rakennematriisin X aste, silld normaaliyhtilot (2.14) ovat nyt muotoa

ALap- /A, 0)u,

joten
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apys= AWK, Ou - (VA" Oy,

missd A, = diag(A,,...,A,) ja nollamatriisin @ ulottuvuus on 7 - r x 7.

Pienimmiin neliosumman estimaattorin a,,, kovarianssimatriisi on

COV (& pye) = Oy A ;' - o) diag(1/A . 1/A) | (2.26)

Huomattavaa on, etta estimaattorit @y, j = 1,...,7, ovat korreloimattomia ja estimaattorit bpns,

J=1,...r, korreloivat. Koska estimaattori a,y; on kanonisen regressiomallin (2.6) parametrin &
pienimmén neliésumman estimaattori, niin se on Gauss-Markovin lauseen mukaan BLUE. Koska

estimaattori a,y; on harhaton, sen kokonaisvarianssi ja samalla keskineliovirhe on

Var (& pyg) = MSE (@ pyg) - astr(A 1) - 032;_! PR (2.27)

Harhattomilla estimaattoreilla by ja @, on siis sama kokonaisvarianssi ja siten myos yhtédsuuret

keskineliévirheet.
Kun matriisilla APV‘, joka kuuluu havaintoaineistoon, ennustetaan tuntematonta u, niin

ennusteen #,, keskineliévirhe on

MSE (i pyys) = 05(n + 1) + E((a pyg - & YA & pys - &) (2.28)
<oxn 1) ¥r  Avar(apy) - 2+ 1+ p)os,
missd var(ays) = 07, /A,
2.3 Pienimmiin neliGsumman menetelmi, kun selitettiivii muutujia on useita
Oletetaan nyt, ettd estimoitavana on regressiomalli (2.5), missi selitettivii muuttujia on useita eli

g > 1. Pienimmén nelidsumman menetelméssé valitaan parametrin B estimaatti  siten, etti

kaikkien havaintojen poikkeamien neliosumma
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SB) - (¥ -DNY -9 =TI, 107 8P, - - 05,

on mahdollisimman pieni. Téllgin parametrin B pienimman nelibsumman estimaattori B,

ratkaistaan normaaliyhtéloista

(X'X)B pys - X'Y (2.29)
(vrt. (2.14)). Kun neli¢atriisi XX on epésingulaarinen, niin pienimméin nelidsumman estimaattori
B, voidaan kirjoittaa muotoon

B - (X'XyiX'Y. (2.30)

Havaintomatriisin ¥ pienimmén neli6summan sovite on

Yo - X(X'X)'X'Y-HY, .31
missd H = X(X'X) 'X on projektiomatriisi. Koska
E-Y-Yp.--HY, (2.32)

niin E(E’E) = E(V(I, - H)Y) = 2, tr(I, - H)= =, (n - p) ja titen

,\ Y'(I,- Y
zyn——(;"—_p—)— (233)

(vrt. (2.20)) (Wang & Chow, 1994) .

Estimaattorin vek(B;,) kovarianssimatriisi on

cov (vek (B pye)) - @ (X'X) !, (2.34)

missid ® on Kroneckerin tulo, eli cov(b “pys b Ppp) = eH(XX) L, i, j = 1,...,g (Wang & Chow,
1994). Selitettivien muuttujien y® ja p? korkeat korrelaatiot kasvattavat siis kovarianssia

cov(b Opys b Psy0), i # j, i, j = 1,...,q. Koska Brownin ja Paynen (1975) mukaan

MSE (8) - E(X? X, 67 - 87, (2.35)
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missd B = (bY,...,b) on jokin paramerin B = (B, .., B©) estimaattori, niin estimaattorin By
varianssi ja keskineliovirhe on varianssien var(b,,?), J=1,..,q, summa.
Huomattavaa on, etti koska monimuuttujainen pienimman nelidsumman estimaattori B,

voidaan kirjoittaa muotoon By = (BV,ys,....5;y), missi

bRs - XXYIXYP, 1.4, (2.36)

niin estimaattorit 5%, j = 1,...,, ovat g yksimuuttujaisen regressiomallin

y(i) =XB W, et s J=1..4 (2.37)

parametrien B/ = 1,...,q, pienimmiin neliGsumman estimaattoreita. Koska ratkaistaessa pienim-
mén nelidsumman estimaattoria By ei kiyteta matriisia £, niin masrittiessi estimaattoria By

ei hyodynneta g normaaliyhtiloiden yhteisinformaatiota.
2.4 Multikollineaarisuus

Yleisesti multikollineaarisuus termis kiytetasin, kun lineaarisen mallin selittivisti muuttujista x,,
J=1,..p, kaikki tai osajoukko x, j = A4 + 1,...,p, on lihes lineaarisesti riippuvia. Vektorit x, j =

1,...,p, ovat multikollineaarisia, jos on olemassa vakiot ¢ # 0, siten ettd
Y ex;s 0, (2.38)

missd vektorit x, j = 1,...,p, on keskistetty. Titen selittavien muuttujien x, j = 1,... p, multikol-
lineaarisuudella tarkoitetaan sitd, etti selittivien muuttujien x, j = 1,... p, vililld on lihes suoria
tai lineaarikombinaatioiden vilisia riippuvuuksia. Miti lihempéni summa (2.38) on nollaa sita
suurempi on selittdvien muuttujien x, j = 1,...,p, multikollineaarisuuden aste. Harvoin selittivit
muuttujat x,, j = 1,...p, ovat tdysin lineaarisesti riippuvia, jolloin summa (2.38) on nolla ja
rakennematriisin X aste 7 < p. Yleens regressioanalyysissi ongelmana onkin selittivien muuttuji-
en multikolineaarisuuden asteen arvioinen eika taydellisen lineaarisen riippuvuuden tunnistami-
nen. (Gunst & Mason, 1980; Leskinen, 1977.)

Selittdvien muuttujien multikollineaarisuus samaistetaan usein selittivien muuttujien
voimakkaaseen korreloitumiseen ja multikollineaarisuutta arvioidaan selittivien muuttujien

korrelaatiokertoimien avulla. Jos multikollineaarisuutta on useamman kuin kahden selittdavin
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muuttujan vililld, niin multikollineaarisuutta ei voida péitelld selittdvien muuttujien korrelaa-
tiomatriisista, koska selittavit muuttujat voivat olla lihes lineaarisesti riippuvia, vaikka niiden
viliset korrelaatiokertoimet olisivatkin pienid (Leskinen, 1977).

Seuraavassa on muutamia tapoja arvioida selittivien muuttujien x,, j = 1,... p, multikolline-

aarisuutta:

1) Jos selittavien muuttujien x, j = 1,...,p korrelaatiomatriisissa on korrelaatiokertoimia, jotka
ovat suurempia kuin 0.7, niin selittdvien muuttujien multikolineaarisuuden astetta voidaan pitai
korkeana (Gunst & Mason, 1980).

2) Oletetaan, etti neliomatriisin X'X pienimmét ominaisarvot A,j=A+1,..p, ovat lihes nollia.
Ominaisarvojen méiritelmista seuraa, ettd

XXv, - Ay =0, Jj=4+1,.p. (2.39)
missé v, on ominaisarvoa A, vastaava neliomatriisin X'X ominaisvektori. Kun kerrotaan ylld oleva
yhtdlo ominaisvektorilla v, niin saadaan

Xy YXv)=ryvi-A=0. (2.40)

Kun Xy, = z, niin z,'z,=(z,> + .. +z,%), miss4 alkiot 25 i = 1,...,p, eivit ole negatiivisia, niin yll4

olevassa yhtalossa z,=Xv, = 0,j=4 + 1,....p. Jos A= 0, niin
Xv;- 37 | vgx,=0 (2.41)
(vrt. (2.38)). Taten kun neliomatriisilla X'X on pieni ominaisarvo A , = 0, niin selittdvit muuttujat

X,j = 1,....p, ovat multikollineaarisia. Kun 4; ~ 0, niin ominaisvektorin v, suuret alkiot maérasvit,

mitkd selittdvat muuttujat x,, j = 1,...p, ovat eniten multikollineaarisia. (Wang & Chow, 1994.)

3) Neliomatriisin X'X determinantti on

det(x%) - FJ?_, A, (2.42)

Koska det(XX) on matriisin X'X ominaisarvojen tulo, niin selittivien muuttujien multikollineaari-

suuden asteen ollessa korkea det(X'X) = 0. Jos selittavien muuttujien vililli on taydellisia
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lineaarisia riippuvuuksia, niin A, =0, jolloin det(X'X) = 0. (Leskinen, 1977.)

4) Matriisin X sanotaan olevan kollineaarinen, jos

fi- A, (2.43)

missd A, on suurin ja A, on pienin neliomatriisin X'’X ominaisarvo, on suuri (Jackson, 1991). Kun

rakennematriisi X on kollineaarinen, niin se on myd6s multikollineaarinen.

5) Jos rakennematriisin X korrelaatiomatriisi X'X on ortogonalinen eli selittivit muuttujat x,j=
1,...,p, ovat riippumattomia, niin A, = ... = > jolloin 1/A, = .. =1/, = 1. Miti enemmin
lukujen 1/4, j = 1,...p, summa eroaa selittivien muuttujien lukuméiristi p sitd enemmin

selittavien muuttujien x, j = 1,... p, vililli on multikollineaarisuutta.

6) Kun oletetaan, etti selittdvit muuttujat ovat satunnaismuuttujia ja ne noudattavat p-ulotteista

normaalijakaumaa, niin multikollineaarisuuden havaitseminen voidaan perustaa testisuureeseen

2% e - (n-1-16)(2 +5) XX, (2.44)

joka noudattaa suurilla otoskoon » arvoilla selittivien muuttujien ollessa korreloimattomia 2 -

jakaumaa vapausastein p(p - 1)/2 (Leskinen, 1977).

Huomattavaa on, etti kaikkia edelld olevien testien tuloksia on kisiteltivi lihinnd suuntaa
antavina.

Kun on todettu, etti selittavien muuttujien vililli on multikollineaarisuutta, niin ratkaista-
essa selittdvien muuttujien multikollineaarisuuden ongelmaa on hyodyllistd yrittas selvittis
selittdvien muuttujien multikollineaarisuuden lahde, jotta tiedettsisiin, miten titd ongelmaa tulisi
kasitelld regressioanalyysissd. Seuraavassa on kolme selittidvien muuttujien multikollineaarisuuden
péailahdetta Leskisen (1977) mukaan:

1) Multikollineaarisuutta saattaa esiintyd mallissa, jos aineisto on keritty virheellisesti. Jos
selittavien muuttujien multikollineaarisuus johtuu otannasta, niin on kerittivi joko uusi aineisto

tai riittdvd madra uutta aineistoa. Multikollineaarisuutta saattaa aiheuttaa myos vieraat (outliers)
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havainnot.

2) Regressiomallin rakennematriisi X on vaarin méritelty. Yleismmin regressiomalliin valitaan
liian paljon selittavida muuttujia, joissa 'ylimédrdiset selittavit muuttujat' korreloivat muiden

muuttujien kanssa.

3) Regressiomalliin sisaiset rajoitukset voivat aiheuttaa selittivien muuttujien vilille multikolline-
aarisuutta. Télla tarkoitetaan sitd, etté selittivien muuttujien multikollineaarisuus on nyt tutkitta-
van ilmi6n luontainen ominaisuus, jota ei voida muuttaa. Tilloin jos multikollineaarisuuden
poistamiseksi poistettaisiin regressiomallista multikollineaarisia selittivia muuttujia, niin tutkitta-
vaa ilmiota kuvattaisiin puutteellisesti. Jos selittévien muuttujien multikollineaarisuus ei ole vain
otoksesta johtuvaa, vaan se osa tutkittavan ilmién teoreettista ominaisuutta, niin tilléin on

turvauduttava harhaisiin estimointimenetelmiin eli siaannéllistimismenetelmiin.

2.5 Selittavien muuttujien multikollineaarisuuden vaikutus pienimmiin neliGsumman

menetelmiissi

Selittavien muuttujien x,, j = 1,..,p, korkea multikollineaarisuuden aste aiheuttaa epatarkkuutta
pienimman nelidsumman estimaattorissa by, koska siind joudutaan kisntamain neliomatriisi

X'X. Neliomatriisin X'X kéanteismatriisi (X'X) ! on

x'xy?!- VPAI-" vV, - Z}’_l (1//11.)vjv';~ , (2.45)

missi A, = diag(4,,...,A,), ¥, = (v,,...,¥,), A, on neliématriisin X'X ominaisarvo ja v, sitd vastaava
ominaisvektori, j = 1,... p. Jos selittivit muuttujat X, j = 1,...,.p, ovat tdysin lineaarisesti riippuvia,
niin neliématriisin X'X pienin ominaisarvo A, =0 ja det(X'X) = 0. Jos kaznteismatriisissa joudu-
taan jakamaan nollalla, niin kéznteismatriisia (XX) ' ei ole olemassa ja matriisin X'X sanotaan
olevan singulaarinen. Jos selittédvit muuttujat eivit ole tiysin lineaarisesti riippuvia, mutta niiden
multikollineaarisuuden aste on korkea, niin A, = 0 ja det(X'X) = 0. Talloin neliomatriisia X'X on
epdsingulaarinen eli on olemassa yksikasitteinen kadnteismatriisi (X'X) !, mutta kiéinteismatriisi
(XX) ' saattaa olla epavakaa ja sen alkiot saattavat olla kohtuuttoman suuria, koska kiznteismat-
riisissa (X’X)"! joudutaan jakamaan hyvin pienell positiivisella luvulla. Kun A » = 0, niin det(X'X)
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= 0 ja neliomatriisin X'X sanotaan olevan lihes singulaarinen.

Oletetaan nyt, etti selittdvit muuttujat X, J = 1,...,p, ovat lineaariset riippuvia, jolloin
rakennematriisin X = (x,...,x,) aste r on pienempi kuin p. Tilldin pienimmén neliosumman
estimaattori by, ei ole yksikisitteinen, koska kaanteismatriisia (X'X) ' ei ole olemassa. Tilloin
estimaattori by, i ole parametrin § harhaton estimaattori, silli jos estimaattori b, on paramet-
rin B harhaton estimaattori, niin E(b;pns) = B, kaikilla j = 1,...p, jolloin (X'X)y XX) = I,, mika
on nyt mahdotonta, koska rakennematriisin X aste  on pienempi kuin p. (Wang & Chow, 1994.)

Lause 2.1 Jos rakennematriisin X = (%,,...,X,) aste r on pienempi kuin p, niin parametrilla B eiole
olemassa harhatonta estimaattoria (Wang & Chow, 1994).

Todistus: Oletetaan, ettd C on (p x n) -matriisi ja Cy on parametrin B harhaton estimaattori,
jolloin CX'=I, Koska p = rank(Z,) = rank(CX) < rank(X) < p, niin matriisia C ei ole olemassa.
Téten parametrilla B ei ole olemassa harhatonta estimaattoria. [J

Koska pienimmin neliésumman estimaattorin b, kovarianssimatriisi on

2 -
€V (b pys) = 0,(X'X) !,

niin selittdvien muuttujien multikolineaarisuuden asteen ollessa korkea neliGmatriisi X'X on lihes
singulaarinen, miké kasvattaa estimaattoreiden bipns, j = 1,...,p, vilisid kovariansseja. Titen, kun
selittdvat muuttujat ovat multikollineaarisia, niin kovarianssit coV(bpys,bipys) ja varianssit
var(b,ys) saattavat olla kohtuuttoman suuria, i, j = 1,... p.

Pienimmén neliosumman estimaattorin b,y nelividun pituuden odotusarvo on

E(b psb ps) = BB + Var (b pyg) - B'B + optr (X'X) ! (2.46)

(Brown, 1993). Koska yll4 olevassa yhtiléssa on kadnteismatriisi (X'X) ', niin korkea selittivien
muuttujien multikollineaarisuuden aste lisdd estimaattorin by, etiisyyttd sen teoreettisesta
arvosta P, jolloin estimaattorit b5, 7 = 1,...,p, saattavat olla itseisarvoltaan kohtuuttoman suuria.
Koska selittdvien muuttujien korkea multikollineaarisuuden aste epavakauttaa matriisia XX,
niin se epivakauttaa myos estimaattoria by, ja estimaattoreilla bens, j = 1,...,p, saattaa olla
véirit etumerkit.

Estimaattorin b, varianssi ja samalla sen keskineliovirhe on
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var (b pyg) = MSE (b pys) - astr (X'X) !,

missd selitettidvien muuttujien ollessa multikollineaarisia joudutaan kézéintimaan lihes singulaari-
nen matriisi XX Talloin estimaattorin b, keskineliévirhe saattaa olla kohtuuttoman suuri, koska
selittdvien muuttujien multikollineaarisuus on kasvattanut estimaattorin b, kokonaisvarianssia
kohtuuttomasti.

Sovitteen P = Xb,,, korrelaatiomatriisi on bpys'X 'Xb,,s. Mitid enemmin selittivat
muuttujat korreloivat siti enemmiin korreloivat myds sovitteet Pens = 1,..m.

Kun y, on mairitelty yhtalélla (2.23), niin ennusteen Jopns varianssi ja keskineliovirhe on

var (Fopys) = MSE (Faps) = 05(1 + 1/n) + ol tr (x o(X'X) ') .

Jos annetun x, multikollineaarisuusyhtlé (2.38) on vastaava kuin matriisin X multikollineaa-
risuusyhtalé (2.38), niin annetulla x, voidaan melko tarkasti ennustaa tuntematonta Y, selittavien
muuttujien multikollineaarisuudesta huolimatta. Kun annettujen Xo1>--- %o, Multikollineaarisuuden
aste on pienempi kuin muuttujien x,,...,x, multikollineaarisuuden aste, niin timi kasvattaa
ennusteen P,y keskineliGvirhetta.

Selittdvien muuttujien multikollineaarisuuden asteen ollessa korkea pienimmain nelidsum-
man estimaattoreiden b ,ys, j = 1,...,p, varianssit ja kovarianssit saattavat olla siis kohtuuttoman
suuria. Talloin regressiokertoimien B, j = 1,...,p, pienimmién neliosumman estimaatit ovat voineet
livkua kauaksi pois niiden todellista arvoista ja estimaattorin b, harhattomuudella ei ole enia
merkitystd. Téten kun selittavit muuttujat ovat multikollineaarisia, niin yksittaisten regressioker-
toimen B,,...., B, pienimmén neliésumman estimaateilla ei voida tehd mitasn sisallollisiz tulkinto-
ja regressiomallin rakenteesta (Leskinen, 1977). Geometrisesti tulkittuna selittivien muuttujien
multikolineaarisuuden vaikutus parametrien estimointiin nahdiéin selvisti: jos kaksi selittiviz
muuttujaa korreloivat voimakkaasti, niin niiden sirontakuvio on littes ellipsi (Ranta, 1991).
Regressiotason sovittaminen tapahtuu tillin suppealle alueelle keskittyneiden havaintojen
perusteella. Téllainen kovin kapealle pohjautuva estimointi on epatarkkaa. Lisiksi namé korreloi-
tuneet muuttujat liikkuvat yhdessd. Saannollistimismenetelmilla voidaan saada parametrin
estimaattori, joka on keskiméarin tarkempi kuin estimaattori b, selittivien muuttujien ollessa
multikollineaarisia. (Leskinen, 1977, Ranta, 1991.)
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3 Harjaregressio

Harjaregressiolla (engl. ridge regression) approksimoidaan rakennematriisin X nelidmatriisin
kaénteismatriisia (X'X)" matriisilla

Gy- (XX H,), ER))

missé harjaparametri (eng]. ridge parameter) & > 0 ja neliématriisi X'X on korrelaatiomuodossa
(Hoerl & Kennard, 1970a). Kun harjaregressiossa lisitaan tarpeeksi pieni positiivinen luky k
neliématriisin X'X diagonaalille, niin selittéivien muuttujien ollessa multikollineaarisia ainoastaan
hyvin pienet neliomatriisin X'X ominaisarvot kasvavat ja neliomatriisin X'X kohtuullisilla ja
suurilla ominaisarvoilla tulee olemaan lihes sama approksimaatio 4; = A, + k. Koska neliomatrii-
sin XX + kI, pienimmit ominaisarvot ovat suurempia kuin neliématriisin X'X pienimmiit ominai-
sarvot, niin matriisi G, on vakaampi kuin kiénteismatriisi (XX)" (ks. (2.45)). Titen approksi-
maatiossa (3.1) harjaparametrin & avulla pyritadn vihentimain selittivien muuttujien multikol-
lineaarisunden vaikutusta neliomatriisissa X'X.

Kun regressiomallissa selittéivit muuttujat ovat multikollineaarsia ja harjaparametri ¥ on
valittu sopivasti approksimaatiossa (3.1), niin harjaregressiossa saadaan regressiokertoimien
estimaatit, jotka eivit ole itseisarvoltaan liian suuria, niilli on oikeat etumerkit ja ne ovat
vakaampia havaintoaineiston vaihtelun suhteen kuin vastaavat pienimmin neliésumman estimaatit
(Leskinen, 1977). Harjaparametri & pyritdén valitsemaan approksimaatiossa (3.1) siten, etts
selittdvien muuttujien multikollineaarisuuden asteen ollessa korkea harjaregressiolla saadaan
regressiokertoimien P harhainen estimaattori, jonka keskineliovirhe on pienempi kuin estimaatto-
rin by, keskineliovirhe.

3.1 Yksimuuttujaiset harjaestimaattorit by(k) ja a (k)

Tarkastellaan regressiomallia (2.5), missi g = 1 ja rakennematriisin X neliomatriisi X’X on
korrelaatiomatriisi. Ratkaistaan parametrin B harjaestimaattori b,(k) (engl. ordinary ridge
estimator) normaaliyhtiloists

(XX + kI )b (k) - X'y (.2)
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missé hatjaparametri k£ > 0. Harjaestimaattori b,(k) on
by(ky - (X'X + kY 'X'y, (3.3)
kun (X'X + kI ) on episingulaarinen. Yleistetyksi harjaestimaattoriksi (engl. generalized ridge
estimator) kutsutaan estimaattoria, joka ratkaistaan normaaliyhtaloista
(XX + K)by(K) - XYy, (G4
missd K > 0 ja K = diag(k,,... k,). (Hoerl & Kennard, 1970a & 1970b.)

Harjaestimaattori esitetd4n usein kanonisessa muodossa. Oletetaan, ettd regressiomalli on

mairitelty kanonisessa muodossa (2.6), missid g = 1. Tall6in normaaliyhtalot (3.2) ovat

(V'X'TE'XV « kI,)V'b y(k) - V'X'TT'y . (3.5)

Kun kiytetaan matriisin X singulaariarvohajotelmaa (2.8), missd r = p, ja lisiksi merkintitapaa

T', y = u, niin ylli olevat normaaliyhtilot ovat

(A, « kI )V'b y(k) - JA Lu, (3.6)

A
Vb y(k) - @ g(k) - Ay 3.7

Ap+k1p

Saatu kanoninen harjaestimaattori a,(k) voidaan kirjoittaa muotoon

i
oy =L, (3.8)

Kun on laskettu kanoninen harjaestimaattori @,(k), niin aina voidaan tehdid muunnos

Va y(k) - b (k) , (3.9)

jos on tarvetta esittdd harjaestimaattori muodossa b, (k).
Harjaestimaattorin (k) ja pienimmén neliosumman estimaattorin @, vilisestd yhteydes-

td saadaan harjaestimaattorille @,(k) vaihtoehtoinen esitys
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a(k) - ‘/rj‘/x;uj - Aj a - f.a j =1
H PR R e
VTR SR (3.10)

missd @pys = u,/4,* ja ;= A /(A + k), kun r = p. Harjaestimaattori a,(k) on eraanlainen estimaat-

torin a,y; konveksi kombinaatio

ag®) - WP« (1 - w)apy , (3.11)
missd w; on
w .
v (3.12)
(Brown, 1993). Josr <p, niin A, , = ... = A, = 0 ja titen harjaestimaattoria a,(k) et voida esittaa

muodossa (3.10) ja (3.11), koska estimaattoreissa @, jouduttaisiin jakamaan nollalla, j = r +
1,...,p. Kun harjaparametri £ > O on tarpeeksi pieni, niin harjaregressiossa vain hyvin pienet
neliomatriisin X'X ominaisarvot kasvavat ja suurilla ominaisarvoilla tulee olemaan lihes sama
approksimaatio A, ~ A, + k. Kun k > 0, niin |a,(k)| < |apys |, j = 1,...,p. Mitd pienempi on
ominaisarvo A, sitd pienempi on f; ja sitd suurempi on w,, missa £, ja w; ovat vililla [0,1], ja sitd
enemmin tulee estimaattori a;, kutistetuksi kohti origoa estimaatorissa a,/(k). Taten mité
suurempi on pienimmén neliosumman estimaattorin varianssi var(@,yg) = 1/A, sitd enemmién
harjaestimaattori a,(k) kutistaa sitd. Niinpd harjaregressiota kutsutaan kutsitavaksi menetelmaksi
(engl. shrinking method) ja harjaestimaattori a,(k) on kutistavaksi estimaattoriksi (engl. shrinking
estimator) (Brown, 1993).

3.2 Harjaestimaattoreiden by (k) ja ay(k) keskineliévirhe
Harjaregressiossa tehtivinid on médritd harhainen estimaattori a,(k), joka on MSE-kriteerin

mukaan parempi estimaattori kuin harhaton estimaattori a,,;, jolloin MSE(a,(k)) < MSE(a,,;).

Harjaestimaattorin a,(k) harha on
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A .. Ajaj-()ejaj+kaj)=_ k .
Aok Ak Aok (3.13)

E(aﬂ(k) - uj) -

eli estimaattorin a,(k) harha on painon w, vastaluku yhtilossi (3.11). Harjaestimaattorin a(k)

varianssi on

2 2
var (a(k)) - Var( ljam} - Ay var (ans) - Ao 2 &

2
y
= J .

missi var(@y,s) = 0,7/ A, (vrt. yhtil (2.27)). Harjaestimaattorin a,(k) varianssi on pienempi kuin

estimaattorin a,y, varianssi, kun harjaparametri £ > 0 ja

AChy B2 < A (3.15)

(Gunst & Mason, 1980).
Harjaestimaattoreiden b,(k) ja a,(k) keskineliévirhe on

MSE (b , (k)) - oj(u(x'x + Ky - k(XX - kI,Y% + E?B(X'X + kI, Y2

= Yl(k) + Yz(k) = (316)

MSE (a , (k) - o) DA FCIRY SRS 253 SIS C VRS ol

missd komponentti y;(k) on estimaattoreiden b,(k) ja a,(k) kokonaisvarianssi ja komponentti
¥,(k) on estimaattoreiden b,(k) ja a,(k) harhan neli6. Komponentti y,(k) on harjaparametrin &
funktiona monotonisesti jatkuva ja vahenevi funktio. Komponentti y,(k) on harjaparametrin &
funktiona monotonisesti jatkuva ja kasvava funktio. Komponenttien derivaatat harjaparametrin

k lahestyessd nollaa ovat
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1
TjJ (3.17)
ja

. de
lim | —=}| -0 .
k~0+( dk] (3.18)

Kun selittévét muuttujat ovat riippumattomia ja harjaparametri £ lihestyy nollaa, niin komponen-
tilla , on negatiivinen derivaatta -2pa,’. Kun selittavat muuttujat ovat multikollineaarisia ja
harjaparametri  lahestyy nollaa, niin komponentin y, derivaatta lihestyy negatiivista diretonti.
Kun £ - 07, niin komponentti y, on vakaa ja nolla origossa. Nama edells esitetyt komponenttien

71 ja ¥, ominaisuudet mahdollistavat, ettd kun

2
[+

Ok — 3.19
max
(lsfsp)“f2 (3.19)

niin harjaregressiolla saadaan harhainen estimaattori a,/(k), jolla on pienempi keskinelivirhe kuin
harhattomalla estimaattorilla a,;. (Hoerl & Kennard, 1970a & 1970b.)

Kun

vel,  j-l.p, (3.20)

niin harjaestimaattorilla a,(k) on pienin mahdollinen keskineliovirhe. Yleensa parametrit « ja o’
ovat tuntemattomia, joten harjaparametrin £ yliraja on teoriassa tuntematon. Kuitenkin kaytéin-

ndssé harjaparametrin X yléiraja on dérellinen, silli on aina olemassa harjaparametri £, jolla

MSE (b (k)) - MSE (a 4(k)) < MSE (b pys) - MSE (a p)

kun harjaparametri &£ on
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~2 (3.21)
y

0<k<
max

2
(A < j < p) Yo

(Hoerl & Kennard, 1970a &1970b.)
3.3 Harjaregression geometrinen tulkinta

Olkoon a miki tahansa parametrin « estimaateista ja tehtéivini on minimoida estimaattorin a

nelidity pituus a'a ehdolla
;_ 1 a5 - aJPNS)Z).j - vakio . (3.22)

Langrangen lauseke tille minimointitehtiville on

Y7 1a) « URXY . (@ - agyh, . (3.23)

Kun derivoidaan tima lauseke estimaattorin a;suhteen ja asetetaan derivoitu lauseke nollaksi, niin

saadaan

a; - —LEE (3.24)

joka on harjaestimaattori a,(k). Liséksi
Y. amnsh;

r 2 k -
Zj-laﬂ() (Aj+k)2

=S, (3.25)

missé f{k) on harjaparametrin & funktiona monotoninen ja

A0) -7 jagus da f=)-0. (3.26)
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Harjaregression ratkaisu a,(k) voidaan pelkistda siteeksi origosta pisteessd, jossa se
kohtaa pienimmién neliosumman ratkaisun. Pienimmin nelidsumman estimaattorin jaznnosne-
libsumma on parametrin & funktiona ellipsoidi, jonka keskipiste on @y, ja padakseleina ovat
neliématriisin XX ominaisarvojen neliojuuret. Tami ellipsoidi tulee olemaan hyvin kapea
multikollineaarisessa tapauksessa, koska télléin neliomatriisin X'X pienin ominaisarvo A, ~ 0. Kun
harjaparametri £ on nolla, niin estimaattorin a,(k) etiisyys origosta on sama kuin estimaattrorin
@,y etéisyys origosta ja harjaregression jaannosneliosumman ellipsoidi ei ole pyoristynyt pienim-
miin nelibsumman jasnnoésneliosumman ellipsoidista, eli harjaregressio on sama kuin pienimmiin
nelidsumman regressio. Kun harjaparametri & lihestyy déretonts, niin estimaattorin a,(k) etiisyys
origosta on rajattu hyvin pieneksi, jolloin estimaattori a,(k) = 0. Koska parametri « sijaitsee
siteelld [0, @], niin harjaregressiossa tehtavina on harjaparametrin k avulla kutistaa estimaatto-
ria ap; kohti origoa ja pyoristad timin jéinnosneliosumman ellipsoidia siten, ettd sen keskipiste,
joka on nyt siis harjaestimaattori a,/(k), on mahdollisimman lihelld parametria . Kun selittivid
muuttujia on kaksi, niin pienimmén neliosumman jédnndsnelibsumman muoto on harjanne, jonka

mukaan harjaregressio on saanut nimensi.
3.4 Ennusteet harjaregressiossa

Oletetaan, ettd tuntematon y, voidaan kirjoittaa muotoon (2.23). Talloin ennusteen ., = x,'b (k)

varianssi on

var (Pog) = 0y(1 + Un + 3G yx o) = 0(1 + Un + xgX'X + K ) 'x0),  (3.27)

missi G = (XX + kL) (Brown, 1993).
Oletetaan, ettd regressiomalli on méaéritelty kanonisen yhtalon (2.6) mukaan, ja tehtdvini

on matriisilla A’/’p ennustaa tuntematonta #. Télléin enusteen #;, keskineliovirhe on

MSE (# 4(k)) = oy(n + 1) + EX? | A(ay(k) - ) (3.28)
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-oxn 1) P Afvar (8 () + B2 agy(®)))

- ap(n + 1)+ 63XP AT kY« BPYE  Aali(A+ KF
missé B¥(a,(k)) on estimaattorin a,,(k) harhan neli6. Wang ja Chow (1994) ovat osoittaneet, ettd
aina on olemassa harjaparametrin k arvo, jolla GMSE(a,(k)) < GMSE(a,,;5), kun

0<k< 20§/a’a . (3.29)

Titen MSE(a,(k)) < MSE(a,,s) ja MSE(f);;) < MSE(#,), kun harjaparametrille k on voimassa
ylld oleva epayhtald.

3.5 Harjaparametrin k valintamenetelmii yksimuuttujaisessa tapauksessa

Kun parametrit & ja o, ovat tuntemattomia, niin ei ole mahdollista mééirita selvai automaattista
estimointimenetelmii harjaparametrille k. Seuraavassa on esitetty muutamia menetelmié harjapa-
rametrin £ valinnalle.

1) Harjajdlki: Piirretidan harjaestimaattori a,(k) harjaparametrin £ > O funktiona. Kyseistd kuvaa
kutsutaan harjajilieksi (engl. ridge trace). Piirretdan kuvaan myos sovitteen jadnndsneliosumma
harjaparametrin & funktiona. Kuvan perusteella valitaan se harjaparametrin £ arvo, jolla estimaat-
toreiden a,(k), j = 1,...,r, arvot ndyttdvit vakiintuneen ja sovitteen jééinnosneliosumma ei ole
kasvanut kohtuuttoman suureksi. Jos matriisin X aste r on pienempi kuin selittdvien muuttujien
lukumiidrd p, niin A, ,, = ... = A, =0, jolloin estimaattoria a,(k), missd k = 0, ei ole maaritelty, j
=r+ 1,...p. Kun harjaparametri k méiritaan graafisesti, niin sopivan harjaparamtrin £ arvon
méirddminen perustuu tutkijan subjektiiviseen kasitykseen sopivasta harjaparametrin £ arvosta,
miki vaatii timan menetelméan huolellista ja ammattitaitoista kayttod. (Hoerl & Kennard, 1970a
& 1970b.)

2) Cross-validation: Kullakin annetulla harjaparametrin & arvollajatetaan harjaestimaattorin b,(k)
laskennassa vuorollaan kukin havainto i = 1,...,n pois ja lasketaan jokaiselle poistetulle havainnol-

le i poistetun havainnon y,, ennuste. Lasketaan lopuksi
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PRESS (k) = 3.7, v, - 5V (3.30)

miss4 siis ennuste ), on laskettu harjaregressiolla ilman havaittua havainto i. Valitaan se harjapa-
rametrin £ estimaattori k,,,,,, jolla ennusteen virhenelidsumma PRESS(%) on pienin. (Brown,
1993.)

3) Generalized cross-validition: Valitaan harjaparametrin & estimaattoriksi K..0ss> joka minimoi

lausekkeen

I - BE)YII(d - H(E))Y (3.31)

missa H(K) = X(XX + kLY*X' (Brown, 1993).

4) Hoerlin, Kennardin ja Baldwin sidinnon mukaan:

Erg = (r = 2)85/8 pys@ pys . (3.32)

Tama harjaparametrin & valintamentelm &, perustuu epayhtaloon (3.19), missi parametreja o)
ja @ on estimoitu niiden pienimméin nelidsuman estimaattoreilla. Estimaattori %, saattaa olla
liian pieni, kun selittdvien muuttujien x,, j = 1,...,p, kollineaarisuuden indeksi (2.43) on suuri ja
neliématriisin XX pienimpid ominaisarvoja vastaavat neliomatriiisin X'X ominaisvektorit ovat

korreloimattomia havaintovektorin y kanssa. Jos

hy(p +2) <2037 | hlIp, (3.34)

missé 4, = A", niin MSE(@(k;;)) < MSE(ays) ja jos

hy +2) <27 hilp, (3.35)

niin MSE(®#,(kx5)) < MSE(#,;,). (Brown, 1993.)
5) Brown (1993):

kg - (¢ - 2)8 0 (X'X)/(rb pysX'Xb pyo) - (3.36)
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Kun selittivien muuttujien x,, j = 1,...,p, kollineaarisuudenindeksi on suuri ja neliématriisin X'X
pienimpid ominaisarvoja vastaavat neliomatriiisin X'X ominaisvektorit ovat korreloimattomia
havaintovektorin y kanssa, niin £, voidaan pitad luotettavampana kuin kx5 Jos ominaisarvo
A, on pieni, niin estimaattoria a,, joka voi olla itseisarvoltaan kohtuuttoman suuri, painotetaan

pienelld ominaisarvolla A, harjaestimaattorissa a,/(k,; ). (Brown, 1993.)

6) Brown (1993): Lauseke

&YP (- DAL, + K)) + k2 P /(A + k) (3.37)

eli keskineliovirheen harhaton estimaattori minimoidaan harjaparametrin k suhteen, misti saadaan
harjaparametrin % valinta X, ;.

7) Wang ja Chow (1994): Yleistetyyn harjaestimaattoriin a,{(k) harjaparametrivektori k voidaan

valinta

Eog= Oylapns  J = Lur . (3.38)

Tama harjaparametrivektorin k,, valintamenetelma perustuu epéyhtalo6n (3.20), missi paramet-
reja 0,” ja o, on estimoitu niiden pienimméin neliosumman estimaattoreilla. Jos talla harjaparamet-
rin k valintamenetelmilld halutaan valita harjaestimaattorin b,(k) harjaparametrivektori &, niin

korvataan tdsa valintamenetelmissa estimaattori @, estimaattorilla b pns..
3.6 Monimuuttujainen harjaregressio

Olkoon monimuuttujainen regressiomalli médritelty yhtalon (2.5) mukaan. Kirjoitetaan regres-

siomatriisi B vektorimuotoon B*

3.39
p. = (B;a,p;), > ( )

missid B*; on (1 x g)-vektori ja se on regressioparametrimatriisin B j:nnes rivivektori. Brownin

ja Zidekin (1980) ehdottama parametrin B * harjaestimaattori b,*(K) on
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B'E) - XX ® I+ 1, ® KY'(X'X ® I )by, (3.40)

missid ® on Kroneckerin tulo, K> 0 on (g x q) -harjaparametrimatriisi, b*y; on parametrin f*
pienimméin neliosumman estimaattori. Kun regressiomalli on médritelty kanonisen yhtilon (2.6)

mukaan, niin monimuuttujaisen harjaestimaattorin b*,,(K) kanoninen muoto a* #(K) on

a' &) -(A,®I, T, ®K YA, ® I yap;, 3.41)

missid @*p; on estimaattorin b* ,,; kanoninen muoto. Harjaestimaattori a* #(K) voidaan esittas

my6s muodossa

ay(K) - apush, (AT +KY ', j-l.p. (3.42)

Kuten yksimuuttujainen harjaestimaattori @,(k), niin my6s monimuuttujainen harjaestimaattori

a*;(K) on painotettu a*

@) =W+ Uy~ W (ENagys, J=1l,..0, (3.43)
missid W, on
WAK) - K(Ad + K. (3.44)

Monimuuttujaisessa harjaregressiossa kutistetaan estimaattoria @*,; kohti origoa ja siti enem-
mén estimaattori #* p; kutistuu, mita suurempi on paino W/(K) eli mité pienempi on neliomatrii-

sin X'X ominaisarvo 4, Harjaestimaattorin @, *(K), missi K = kI, keskineliovirhe on
MSE (a ) - £(2 X7 Af Oy« B« TF_ RY(A 17T e (3.45)

missi By = (0,7), i, j=1,...,g. Kun yksimuuttujaista harjaestimaattoria a,(k) ja sen keskivirhetta
MSE(a,(k)) verrataan monimuuttujaisen harjaestimaattoriin a,*(K) ja sen keskivirheeseen

MSE(a,*(K)), niin estimaattoreilla a*,(K) ja a,(k) ja titen myos keskivirheilla MSE(a,*(K)) ja
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MSE(a,(k)) ovat samat matemaattiset ominaisuudet. Siis kun g = 1 ja K=k, niin a,*(K) = a (k)
ja MSE(a,*(K)) = MSE(a,(k)). (Brown & Payne, 1975; Broewn & Zidek, 1980.)

3.7 Harjaparametrimatriisin K valinta monimuuttujaisessa tapauksessa

Parametrin B monimuuttujainen harjaestimaattori voidaan aina hajottaa ¢ yksimuuttujaiseen

harjaestimaattoriin

bPGD) - (XX RV IXHD, yl1 g, (3.46)

missé harjaparametrin £” ratkaisu riippuu ainoastaan yhdesti selitettivésti muuttujasta .
Taliin harjaparametrit &%, j = 1,....q, voidaan ratkaista kappaleessa 3.5 esitettyjen harjaparamet-
rin k valintamenetelmien mukaan. Téma saattaa kuitenkin olla epityydyttivi monimuuttujaisesa
tapauksessa, koska siina ei hyodynnets kovarianssimatriisia 2, eli kaikkien ¢ normaaliyhtiléiden
yhteisinformaatiota.

Monimuuttujaisessa harjaregressiossa voidaan hyodyntas kovar_ianssimatriisia 2y valittaes-
sa hatjaparametrimatriisia K. Seuraavassa on eri tapoja valita harjaparametrimatriisi K monimuut-

tujisessa harjaregressiossa.
3.7.1 Harjaparametrimatriisin K valinta Brownin ja Paynen (1975) mukaan

Oletetaan, etté regressiomallina on malli (2.6), missd X, on tunnettu ja % noudattaa jakaumaa
N(0,0,),i=1,..p,j= 1,...q. Kun harjaparametrimatriisi K on valittu Brownin ja Paynen (1975)
mukaan, niin harjaestimaattori 4,(K,) on

A “i(}?vs A “x‘(grs

@D O
a7 (kgp) - D2 - »’
A’i + h Ou Ai + kBP

i=1,..p0, j=1l..,9, (3.47)

missd 4” on kovarianssimatriisin %, ominaisarvo ja harjaparametri k? = K% 2, j = 1,...., Jos
ominaisarvo A, on pieni, niin erityisesti tilloin estimaattori a,?(?) on kutistanut enemmin
estimaattoria a5, missd kovarianssimatriisin 3, ominaisarvo 4% on suuri, kohti origoa kuin
estimaattoria @, missi kovarianssimatriisin 3, ominaisarvo A* on pieni. Kun kovarianssimat-

riisi ¥, on diagonaalinen, niin tilloin kovarianssimatriisilla £, on vain yksi nollasta eroava
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ominaisarvo ja K = &I, miss4 harjaparametri k on
op (3.48)

ja h on ainoa matriisin X, nollasta eroava ominaisarvo. Jos oletetaan, ettd matriisi 2, on dia-
gonaalinen, niin tall6in monimuuttujaisessa harjaregressiossa ei hyddynneti g normaaliyhtéloiden
yhteisinformaatiota. (Brown & Payne, 1975.)

3.7.2 Harjaparametrimatriisin K valinta Brownin ja Zidekin (1982) mukaan

Oletetaan, etta regressiomalli on mairitelty kanonisella yhtalolla (2.6), misséd r = p, E(e®) = 0,
cov(e?,e?) = ¢, 9L i, j = 1,...,q. Kun parametri A noudattaa jakaumaa N(0,X,), niin yleinen
muoto harjaparametrimatriisille K on

1

K-2,3.". (3.49)
Jos parametrit X, ja X, ovat tuntemattomia, niin kiiytetasn estimaattoreita
By R B, - wa e s (3.50)

jossa R on matriisin ¥, suurimman uskottavuuden estimaattori tai pienimmén nelidsumman
estimaattori.
Merkitdén v, = 4, 4, j = 1,...,p, ovat matriisin X'’X ominaisarvoja, jotka ovat suuruus-

jatjestyksessd A, > ... 2 A, f=p-q-1,

<1

- - . - 2
LeXPvie d VR-XF vlp (3.51)

Kun harjaparametrimatriisi K valitaan Scloven sézinnon mukaan, niin monimuuttujainen harjaesti-

maattori (3.42) on

43K o) = appys(L - v o f VI v RY? v a oysa i) ) (3.52)
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J = L,...,p. Monimuuttujaisella harjaestimaattorilla a*;{K;) on pienempi keskineliévirhe kuin

pienimmén nelidsumman estimaattorilla a* ., kun

(n-p)2 - g - 1DV v) - 2(n - p - 2(g + 1)(F2 - (g + 1)) < 0 (3.53)

ja
n-p-2(q+1)>0. (3.54)

Kun harjaparametrimatriisi K valitaan Hoerlin, Kennardin ja Baldwinin sd4nnén mukaan, niin

monimuuttujainen harjaestimaattori (3.42) on muotoa

a;5(K geg) = apys(I - o v+ RY? @ ipys'a sy 1) (3.55)

J = L,....,p. Monimuuttujaisella harjaestimaattorilla a*,(K,,;) on pienempi keskineliévirhe kuin

pienimmin nelibsumman estimaattorilla a*,,, kun
n-p-2¢-250 (3.56)
ja

(n-pXp-q-1w,-2(n-p-2¢-2)p5% - (¢+ 1D <0. (3.57)

3.7.3 Harjaparametrimatriisin K valinta Frankin ja Friedmanin (1993) mukaan

Kun harjaparametrimatriisi K valitaan Frankin ja Friedmanin (1993) mukaan, niin kanonisen
monimuuttujaisen regressiomallin (2.12) harjaestimaattori on
) - e A kD) il 2 j- g, (3.58)

missd A, i = 1,...p, ovat neliomatriisin X'X ominaisarvoja ja k% on
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kD - por/n(h? - o7y, (3.59)

KO j=1,..,4q, ovat neliomatriisin ¥'¥ ominaisarvoja, n on otoskoko ja %, = ¢*Z,. Jos 0, on

tuntematon, niin kiytetdin tissi sen estimaattoria

S

2 Xia0 Db Q0P - bR
Y’ .

3.60
g(n - p) ( )

Miti pienemmit ovat ominaisarvot A, ja A siti enemmin kutistetaan estimaattoria @y

harjaestimaattorissa a.?,(kz") kohti origoa. (Frank & Friedman, 1993.)
3.7.4 Harjaparametrimatriisin K valinta cross-validation -menetelmilli

Sovelletaan yksimuuttujaisen harjaestimaattorin @,(k) harjaparametrin £ cross-validation
valintamenetelmid monimuuttujaisen harjaestimaattorin a@*,(K) harjaparametrimatriisin K
valintamenetelmiiksi. Oletetaan, ettd ;= oI, jolloin K = kI, missa k > 0. Lasketaan ennusteen

virhevarianssi

PRESS (K) - Y7, X7, (o - a7, (3.61)

missé #,% on ennuste, joka on saatu harjaregressiolla ilman havaintoa 7, i = 1,...n. Valitaan se

harjaparametrin k estimaattori £, jolla PRESS(k) = PRESS(£,,,,,) on pienin.
3.7.5 Harjaparametrimatriisin K valinta Fiilen (1995) mukaan

Kirjoitetaan regressiomalli (2.5) tdssd muotoon

vek(¥) - (I, ® X)vek(B) + vek(E), (3.62)

missi ® on Kroneckerin tulo. Fiilen (1995) mukaan parametrin vek(B) harjaestimaattori on

vek (B(K)) - (D'D + KY '(D'vek (¥) + Kvek (B,)) (3.63)
~(D'D + EY (DD vek (B pyg) + KVek(B ) ,
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missi vek(B,) on valittu (pg x 1) -vektori, K on (pq x pq) -harjaparametrimatriisi ja D=1, ® X.
Tamé harjaestimaattori vek(B,(K)) kutistaa pienimmiéin neliosumman estimaattoria vek(Bys)
kohti valittua vektoria vek(B,), joka on oletettu estimoitavan parametrin vek(B) todellinen arvo.

Koska estimoitava parametri vek(B) on vililli [0,vek(Bjy;)], niin

vek (By) - cVek (Bpyg) s J = Lok (3.64)

missd 0 < ¢ < 1 eli titen valitaan vek(B,) vililtd [0,vek(Byys)]. Fillen (1995) ehdottama harjapara-

metrimatriisin K valinta on K, = diag(k;;), missa

pady
(vek (Bpyg) - vk (By) Y

ki j- L s (3.65)

ja 6 on (3.60). Titen valittuun K, vaikuttaa valittu vek(B,).
Téss4 harjaparametrimatriisin K valintamenetelmissa on ongelmana valita sopiva vek(B,).
Koska tehtivina oli muodostaa harhainen estimmaatori vek(B (K ases)), jonka keskineliévirhe on

pienempi kuin estimaattorin vek(B,ys) keskineliovirhe, niin nollahypoteesina on

MSE (vek (B (K ))) < MSE (vek (B pyg))

ja sitd voidaan testata testisuureella

(VK (B pye) - (B )Y((P'DY' + K o) (vek (B pyy) - vek (B ),

5 3.66
(vek (¥) - Dvek (B py) (Vek (¥) - Dvek (B pyo))/v, (3.66)

joka noudattaa F-jakumaa vapausastein v, = gp ja v, = q(n - p). (Fiile, 1995.)
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4 Piiikomponenttiregressio

Neliomatriisin X°X kianteismatriisi on

XX VAV Y, (e, @.1)

P PP J

missi A, = diag(,,...,A,), ¥, = ¥, S, = {1,..p}, A, J € §,, ovat nelibmatriisin X'X
ominaisarvot ja v, j € S,, ovat vastaavat ominaisvektorit. Padkomponenttiregressiossa (engl.

principal components regression) téitd approksimoidaan matriisilla
Gpe- (VA VL' - Y, e, Ay vi, 4.2)

missd A, = diag(A), V' = (), j € 8, 8, on valittujen paikomponenttien indeksijoukko, 4 on
valittujen paskompenttein lukumasra ja Sy € S, (vrt. (3.1) ) (Brown, 1993). Kun selittivien
muuttujien multikollineaarisuuden aste on korkea, A+ 0jaj €S, niin erityisesti talloin matriisi
V.AV,’ on paremmin kaantyvi kuin matriisimatriisi VAY,.

Kirjoitetaan regressiomalli (2.5), missi selitettivia muuttujia on yksi eli ¢ = 1, kanoniseen

muotoon
y-XB+e=XVV’B+e=Za+e=alzl+...+szp+e, 4.3)

missi V' =a = (ap,...,0,), XV=2Z= (2y,-.,2,), matriisi V= (v;,...,v,) on ortogonalinen ja v, J
€ S,, ovat neliomatriisin X'X ominaisvektorit, joiden pituus on skaalattu ykkoseksi. Vektoreita
2;---,%, kutsutaan rakennematriisin X paakomponenteiksi (engl. principal components) ja ne ovat
selittdvia muuttujia paskomponenttiregressiossa (Jackson, 1991).

Pégkomponenttiregressiossa tehdéizin siis rakennematriisille X ortogonaalinen muunnos XV’
= Z = (2y,...,%,). Paakomponentit z, j = 1,...p, ovat selittivien muuttyjien x,,j=1,..p,
lineaarikombinaatiota

R T PR P Y S 44

Niiden kovarianssimatriisi cov(Z,Z) on

37



v (Z'Z) - E(XVY(XV)) - VEX'X)V - V'S xV = A, - disg (Ay,..0,) 4.5)

missé siis cov(z,2) =0, kuni # j, ja var() = A,,i,j=1,. p, el paakomponentit Z,j=1,.p,
ovat korreloimattomia. Paikomponentit %, J = 1,.p, selittiviat rakennematriisin X

kokonaisvaihtelun, sills

var(Z) - tr(Z2'Z) - Z;’ A= r = t(X'X) - var(X) (4.6)

missd r on rakennematriisin X aste. Nimi kaikki edelli esitetyt padkomponenttien z, >J = 1,..p,
ominaisuudet ovat seurausta ortogonaalisesta muunnoksesta XV = Z.

Paakomponenttiregressiossa selitettivi muuttuja y regressoidaan padkomponentteja Z,j
€ §,, vasten pienimman nelidsumman menetelmilld. Koska matriisi Z on ortogonaalinen, niin
neliématriisi Z,’Z, on diagonaalinen Ja sen kaanteismatriisi on (Z,Z,)" = diag( 1/4),j € S,, joka
ei ole yhti herkki mahdollisille aineiston pyoristys- ja mittausvirheelle kuin kiznteismatriisi XX
Koska paskomponentit %, J = 1,...,p, ovat korreloimattomia, niin padkomponentteja Z,j€S8,,
vastaavat regressiokertoimet ovat korreloimattomia (Jackson, 1991).

Paakomponenttlregressmssa valitaan kaikista rakennematriisin X padkomponenteista %,
J € §,, sopiva osajoukko %,J € 8, selittaviksi muuttujiksi péikomponenttiregressiomalliin. Usein
padkomponenttiregressiomalliin valitaan selittaviksi muuttujiksi padkomponentit Z,j €8, jotka
selittdvit suurimman osan rakennematriisin X vaihtelusta, jolloin padkomponenttiregressiossa
joukon §, valinta perustuu pelkistidn rakennematriisin X péikomponenttianalyysiin. Tallsin
yritetéin selittéd mahdollisimman paljon rakennematriisin X kokonaisvaihtelusta mahdollisimman
pienella selittéivien paakomponenttien lukumairalls, jolloin indeksijoukkoon S 4 €ivat tule valituksi
péadkomponentit, joiden var(z) = A~ 0. Indeksijoukko S, voidaan valita my0s siten, ettd valitaan
paikomponentit z, j € S, jotka korreloivat voimakkaasti selitettivin muuttujan y kanssa. Taten
péikomponenttiregressiossa samassa tapauksessa indeksijoukon S, alkiot saattavat vaihdella sen
mukaan, miti valintamenetelmii on kéytetty joukkon S, maarsimiseen ja mikd on timin
valintamenetelmin tilastollinen peruste. (Brown, 1991.)

Kun joukko S, on valittu, niin padkomponenttiregressiossa rakennematriisin X
approksimaatio on matriisi Z,V,', missi Z =), V.= () jaj e S, jolloin neliGmatriisin X'X
approksimaatio on matriisi (4.2). Padkomponenttiregressiossa rakennematriisia X voidaan
approksimoida myds singulaariarvohajotelmalla (2.10), missé nyt T, = =), V.= (), A, = diag(2 D,

J € 8, jolloin neliomatriisin X'X approksimaatio on matriisi (2.10). Paskomponenttiregressiossa
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rakennematriisin X approksimaatioden Z VijaT AV, asteond <p.
4.1 Piiikomponenttiestimaattori @apx

Oletetaan, etta regressiomalli on médritelty yhtilon (4.3) mukaan. Oletetaan nyt, etté lopulliseen

péadkomponenttiregressiomalliin on valitty selittaviksi muuttujiksi paakomponentit Z, missdj €

S, ja 8, € S, Kun kiytetésn merkintitapaa Z, = @), Vi=()jaA,= diag(4), j € S, niin
padkomponenttiregressiossa estimoidaan regressiomallia (4.3) malilla y = Z 4o T €, missi

paakomponenttiestimaattori @, = (a,,,,), j € S, on normaaliyhtalsiden

(Z4Z ) "a g - 2y 4.7

ratkaisu, joka on

@ o - (Z4Z Y 'Z0y - (VIX'XV Y WXy - (PaV AV ¥y Wix'y

(T OA T, 0 Y WXy - A'ViXy A2y 4.8)
Kun regressiomalli on esitetty kanonisessa muodossa (2.6), missi g = 1, niin paakomponentti-

estimaattori @, on

",;4?1:‘“,‘/ A.J., jes,, ja Gupg = 0, JeS,. (4,9)

Péikomponenttiestimaattorin @, ja pienimmin neliosumman estimaattorin apy vilisestd

yhteydesti saadaan paakomponenttiestimaattorille a,p vaihtoehtoinen esitys
Gurx = Jy%es »
missd f,= 1, kun j €Spjaf;=0,kunje S, eli
Gpark = Gpws > J €84,  j8 aup-0, je¢S, (4.10)

(vrt. (3.10)). Paskomponenttiestimaattori @, ja harjaestimaattori a,(k) ovat estimaattorin Apys

erddnlaisia konveksikombinaatiota. Padkomponenttiestimaattori @, on
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apx - wjo + (1 - wj)am s J=1.p, (4~11)

missd w;= 0, kun j € S»jaw,=1 kunj ¢ S, (vrt. (3.11)). Jos S, # S8, niin padkomponentt-

lestimaattorin a ,, etiisyys origosta on pienempi kuin estimaattorin a5 etdisyys origosta ts.

e gl < la pygll - (4.12)

Téamian vuoksi paakomponenttiregressiota kutsutaan kutistavaksi menetelméksi (engl. shrinking
method) ja péskomponenttiestimaattoria kutistavaksi estimaattoriksi (engl. shrinking estimator)
(Brown, 1993).

4.2 Pidikomponenttiestimaattorin a,px keskineliévirhe
Paskomponenttiregressioestimaattorin a,,px harha on

E(ajApK - aj) = E(aj;ws) - K= 0, Jje 8, (413)

tai
E(ajm—a)=0—aj=—aj, JeS,.

Pagkomponettiestimaattorin a,,,, varianssi on

VA (a,pp) = VI (dypye) = O3/A, je S, (4.14)

tai Var(ajm)=0, ijA.

Koska estimaattorin a,,, kokonaisvarianssi on

var (8 ) = X g, VX Capapy) = 03X, o UM, (4.15)
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niin mité pienempi on var(z) = A, j ¢ S, sitd pienempi on var(a,) kuin var(ap,).
Koska estimaattorin keskineliévirhe on sen harhan nelién ja kokonaisvarianssin summa,

niin pakomponenttiestimaattorin a,, keskineliévirhe on

2 2
MSE (@ 4p¢) - EjeSA %+ 0y dyes 1Ay

2
- X s, + MBE (apy) - 0, %, o VA, (4.16)

Paakomponenttiestimaatorilla @,,; on pienempi keskineliovirhe kuin pienimmén neliosumman

estimaattorilla @, eli MSE(a ;) < MSE(a;,;), kun

2 2 2
0 s Vb X, <Y, o 1A, 4.17)
eli
2 2
;esAaJ' < Oy jeSAIMJ'
eli

2, 2
P :
ZjesAlj“J/°y< 1.

Estimaattorin a,, keskineliovirheeseen vaikuttavat siis neliomatriisin X'X ominaisarvot ja

parametrit & ja ¢,”. (Leskinen, 1981.)
4.3 Ennusteet piiikomponenttiregressiossa

Ennustetaan estimoidulla padkomponenttiregressiomallilla tuntematonta selitettavin muuttujan

arvoa y,, joka voidaan kirjoittaa muotoon (2.23). Ennusteen 9,5, = X,'b , varianssi on

Var (% o upp) = 02(1 + 1/n + X (G ppx ) (4.18)

2
- o,(1 +1/n+ x{)(zjes‘(l//\.j)viv})xo),
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missi Gpe on (4.2) (Brown, 1993). Oletetaan, etti estimointiaineiston rakennematriisin X
paakomponenteilla %, j€ §,, ennustetaan tuntematonta havaintovektoria y. Talloin ennusteen p,,,
= Zap; keskineliovirhe MSE( P.p0) ON

MSE (5 4pe) = 0(n + 1) + af,zj e 5, A(Vr(a ) + B(a,00))

2

co)(n1.4). Y e, Ao s (4.19)

missd BX(a,,) on estimaattorin a,,p harhan neli6.

4.4 Ykismuuttujaisessa tapauksessa valittujen piiikomponenttien indeksijoukon S,

valintamenetelmii

Péadkomponenttiregressiossa on ongelmana valita kaikista padkomponenteista 2, J € §, sopiva
osajoukko z, j € S, selittiviksi padkomponenteiksi paakomponenttiregressiomalliin. Seuraavassa

on muutamia valittujen padkomponenttien indeksijoukon S, valintamenetelmi.

1) Oletetaan, etti € ~ N(O, 0,’1,). Paikomponenttiestimaattori 4 ¢ voidaan nyt muodostaa
seuraavasti
. 2 A
0, Jjos ljajPNS/ay <e

% apx - , . j=lep, (4.20)
2pys > 08 LjajPNS/oy 2 ¢

missd ¢ on 4, 2 tai 1, jolloin se vastaa likimain merkitsevyystasoja 5%, 16% ja 35%. Jos
epayhtilossi (4.17) parametreja o ja o approksimoidaan niiden pienimmin nelidsumman

estimaattoreilla, niin ¢ = 1. (Leskinen, 1981 )

2) Rakennematriisin X paikomponentit ovat seuraavassa suuruusjérjestyksessa var(z)) = A, > ...
2 var(z) = A, missd A,j=1,....p, ovat neliomatriisin X'X ominaisarvot. Valitaan indeksijoukkoon

S, ne A ensimmiisti rakennematriisin X paikomponenttia, joiden varianssien summa on selittanyt
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esimerkiksi 75% neliomatriisin | X'X kokonaisvarianssista. Jos neliomatriisi X'X on
korrelaatiomatriisi, niin tilloin tulee valituksi ne 4 ensimmaists paikomponenttia, jotka toteuttavat

ensimméiseni ehdon

7 var (z)/r - Y Mdr 2075 4.21)

(Draper & Smith, 1966). Timin valintamenetelmin mukaan valittujen paikomponenttien
indeksijoukkoon S, eivit kuulu ne padkomponentit, joiden varianssi on pieni eli var(z) = A, = 0,
silli ndma paikomponentit selittivit heikosti rakennematriisin X kokonaisvaihtelua. Timi
valintamenetelma takaa, etti pdakomponentit, jotka selittivit hyvin vihintdén yhden selittivin

muuttujan varianssin, tulevat mukaan joukkoon §,.

3) Oletetaan, etti rakennematriisi X on taysiasteinen eli 7 = p, mutta sen pienimmét ominaisarvot
ovat lahes nollia. Jos oletetaan, etti matriisin X osittaisaste (engl. fractional rank) s on vililla 4 -
1 <s< A, missi niin tall6in voidaan muodostaa osittainen paikomponenttiestimaattori (engl.

fractional principal component estimator)

o, J=4+ 1,...p
Ypg = | 24 %pNs > j-4 (4.22)
o Jelud-1,
missd 0 <a,< 1. Kun
N a2 A2 . .2
=31 +3 ja Ty - Aams/oy, (4.23)

niin saadaan seuraava osittainen paakomponenttiestimaattori (engl. modified fractional rank

estimator)

0 , joséjsl,j=A+l,,p
YGpg = |G apy5 J=4 (4.24)
JPNS  ° J=1l.4-1,

missd osittaisaste s=4 + &, - 1. (Leskinen, 1981.)
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4) Estimoidaan indeksijoukko S, 4 cross-validation -menetelmalls. Muodostetaan selitysasteen
mielessd paras yhden selittivin paakomponentin regressiomalli ja tihin malliin lisatdsn vusia

selittavia paskomponentteja, kunnes ennusteen virheneli6summa

PRESS (S,) - X7, (9, - 7 (4.25)

missd y, on selitettivin muuttujan havaittu arvo ja Yo On tdmdn ennuste, joka on saaty
padkomponenttiregressiolla ilman havaittua havaintoa i, on saavuttanut miniminss
Indeksijoukkoon §, lisitizin uusia paiikomponentteja kuten etenevissi (engl. forward) valinnassa.
(Stone & Brown, 1990.)

5) Lasketaan testisuure

. (FRESS (5,) - PRESS (S, ,))/D,, (4.26)
PRESS (S, . ,)/D, ’ '

missd PRESS(S,) on ennusteen virheneliosumma (4.25), kun valittujen indeksien joukko on Ss
PRESS(S, . ,) on ennusteen virheneliosumma (4.25), kun valittujen indeksien joukkoon S, on
lisatty uusi selittéivé padkomponentti kuten eteneviissi (engl. forward) valinassa, D,, = (n + p-24)
ja

D,-p(n-1)-Y4 [ (n+p-2). (4.27)

Oletetaan aluksi, ettd S, = {}, jolloin P0 =Y, missi y, selitettivin muuttujan y keskiarvo, joka
on laskettu ilman havaintoa i. Jos testisuure W > 1, niin valittujen indeksien joukko S, kasvaa
yhdella indeksill4, jolloin S, =S, , ,, mink3 jalkeen testataan uutta indeksijoukkoa S, , ,, kunnes
testisuure W < 1. (Jackson, 1991.)

4.5 Monimuuttujainen piiiikomponenttiestimaattori Apr
Oletetaan, ettd regressiomalli on maaritelty yhtilon (2.5) mukaan, missi selitettévia muuttujia on

useita. Kun pidkomponenttiregressiomalliin valitut padkomponentit ovat z, j € S,, niin

monimuuttujainen paskomponenttiestimaattori 4 ,, on

Ap-AL'Z ¥y - AV XY, (4.28)
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missd §, € S,, A, = diag(1/A), Z, = XV, ja V, = (v), v, on neliomatriisin X'X ominaisarvoa A
vastaava ominaisvektori ja S, on valittujen paikomponenttien indeksijoukko, j € S, (vrt. kaava
(4.8)).

Kun regressiomalli on méiritelty kanonisen yht4lon (2.6) mukaan, niin monimuuttujainen

padkomponenttiestimaattori A, on

Ap-(A 0T, (4.29)

missi A, ' = diag(1/A,), j € S, S, on valittujen pasikomponenttien indeksijoukko, nollamatriisin
0 ulottuvuus on (7 - A x 4 ) ja U= TY (vert. (4.9)).

Monimuuttujainen paskomponenttiestimaattori A, voidaan kirjoittaa muotoon

aPe-ulifi,, 18P, ja aBe-0, ieS, j-l..g, (4.30)

eli paidkomponenttiestimaattori A, voidaan hajottaa g yksimuuttujaiseen paikomponentti-
estimaattoriin a® ., j = 1,....g (v1t. (4.9)). Jos paskomponenttiregressiossa indeksijoukkojen 5,2,
J=1,..,q, estimointi perustuu pelkistéin selittévien muuttujien x,,... x,, paskomponenttianalyysiin
eikd siind huomioida piikomponenttien z, j = 1,...,p korrelaatiota selitettavien muuttujien y?, j
= 1,...,q, kanssa, niin talloin indeksijoukot S,?, j = 1,...,q, ovat samoja ja monimuuttujainen
paiikomponenttiestimaattori voidaan esitt44 muodossa (4.29). Jos indeksijoukkojen S,2, j = 1,....q,
yhtena valintaperustana on paikomponenttien z, j = 1,...,p, korrelaatiot selitettivien muuttujien
¥, j = 1,...,q, kanssa, niin talloin indeksijoukot S,%, j = 1,....q, saattavat erota toisistaan ja
monimuuttujaista padkomponenttiestimaattoria ei voida esittiii muodossa (4.29), vaan se esitetéén
muodossa (4.30).

Monimuuttujainen paakomponenttiestimaattori A, on harhainen estimaattori, jonka harha
on yksimuuttujaisten estimaattoreiden @ ., j = 1,...,g, harhojen summa ja jonka kokonaisvarianssi
on yksimuuttujaisten estimaattoreiden a? ., j = 1,..,q, varianssien summa. Titen moni-
muuttujaisen padkomponenttiestimaattorin A4, keskinelivirhe on yksimuuttujaisten estimaatto-

reiden a4 ., j = 1,...,q, keskineliovirheiden summa.
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4.6 Monimuuttujaisessa tapauksessa valittujen piiikomponenttien indeksijoukon S,
valintamenetelmisi

Monimuuttujaiselle paikomponenttiestimaattorille Ape = (@V4pp,....a? 1) voidaan valita
indeksijoukot S,%, j = 1,....g, toisistaan riippumatta kappaleessa 4.4. estitetyin valintamenetelmin.
Koska kappaleessa 4.4 indeksijoukkojen 5,9, j = 1,....q, valintamenetelma (4.21) perustuy
pelkistain selittdvien muuttujien paakomponenttianalyysiin, niin niissi indeksijoukot 5,7, j =
1,....q, tulevat olemaan samoja. Jos indeksijoukot S,9, j=1,. .¢, valitaan toisistaan riippumatta,

niin tall6in ei hyodynneti q normaaliyhtiléiden yhteisinformaatiota.
4.6.1 Cross-validation

Valitaan indeksijoukko S, = S,%, j = 1,....q, cross-validation -menetelmlls. Muodostetaan
selitysasteen mielessa paras yhden selittivin padkomponentin regressiomalli ja lasketaan ennustteen
virheneliésuma

PRESS (5,) - X7 Y1 02 - 58, (4.31)

missd v on selitettéivin muuttujan havaittu arvo ja P»” on timin ennuste, joka on saatu
paskomponenttiregressiolla ilman havaintoa i Valitaan indeksijoukkoon S, uusia
paikomponentteja kuten etenevissd menetelmiissa (vrt. (4.25)). Kun joukkoon S, on lisitty uusi
padkomponentti, niin lasketaan timin jilkeen aina ennusteen virheneliosumma. Valitaan se

valittujen péikomponenttien indeksijoukko S, joka antaa pienimmiin ennusteen virheneliosumman.
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S Osittainen pienimmiin neliGsumman regressio

Osittaista pienimmén nelibsumman regressiota (engl. partial least squares regression) eli PLS-
regressiota kaytetdan, kun joko selittavit tai selitettavat muuttujat tai kumpikin ovat multikolline-
aarisia. PLS-regressiota voidaan kayttad jopa silloin, kun havaintoja on vihemmiin kuin selittivid
muuttujia tai kun selitettivid muuttujia on enemman kuin selittdvia muuttujia. PLS-algoritmi on
laskuteknisesti helpohko menetelm, jolla pystytiin melko vaivattomasti mallittamaan suuriakin
aineistoja. Selittdvien muuttujien multikollineaarisuuden ongelma ratkaistaan padkomponenttire-
gressiossa ja PLS-regressiossa samalla periaatteella, mutta lisiksi PLS-regressiossa mallitetaan
havaintomatriisia ¥. Koska PLS-regressiossa regressoidaan havaintomatriisi ¥ rakennematriisia
X vasten ja péin vastoin, niin siind voidaan hyliti selittivin ja selitettiivin muuttujan roolit. PLS-
regressiolla on saatu tarkkoja selitettdvien muuttujien ennusteita ja siti on kaytetty usein kalib-
rointimenetelméina esim. Garthwaite (1994), Otto & Wegscheider (1985) ja Haaland & Thomas
(1988). PLS-regressio on tissa tutkielmassa esitetyista saannéllistimismenetelmisté nuorin. Sen
teoriaa ovat kehittineet mm. Helland (1988) ja Hoskuldsson (1988).

PLS-algoritmissa matriisi X, jonka ulottuvuus on » x p, kirjoitetaan rekursiiviseen muo-

toon

X.]P’»,XA”-tlp'l+tzp;+...¢tAp;+XA”, G.1

missd matriisin T ulottuvuus on 7 x 4, matriisin P ulottuvuus onp x 4 ja X, , , on (n x p)-
jaannosmatriisi. PLS-regressiossa matriisi ¥, jonka ulottuvuus on n x g, kirjoitetaan myos

rekursiiviseen muotoon

Y'Tcl"YA*l‘tlclI’IZc;*"'"tAc-il+YA¢l’ (52)

missd matriisin T ulottuvuus on 7 x 4, matriisin C ulottuvuus on ¢ x 4 ja jaannosmatriisi ¥, , ,
ulottuvuus on # x g. PLS-regressiossa matriisin X ja matriisin ¥ yhteyden ajatellaan vilittyvin
PLS-komponenttien kautta. PLS-regressiossa muodostetaan PLS-komponentit siten, ettd niiti on
mahdollisimman vihin, mutta ne selittdvit suurimman osan rakennematriisin X vaihtelusta, jolla
voidaan parhaiten ennustaa havaintomatriisia ¥.

Kun matriisi X kirjoitetaan rekursiiviseen muotoon (5.1), niin joko matriisin T sarakevekto-
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reiden tai matriisin C sarakevektoreiden tulee olla keskendin ortogonalisia. Tiss4 tutkielmassa
esitetyssd PLS-algoritmissa, joka on Héskuldssonin (1988) mukaan, on vaadittu matriisin T
sarakevektoreiden keskiniinen ortogonalisuus. Riippumatta siité, onko PLS-algoritmissa vaaditty
matriisin T tai matriisin C sarakevektoreiden keskeniinen ortogonalisuus, se antaa samat sovitteet
(Helland, 1988).

Kun péakomponenttianalyysia voidaan pitaa menetelménd, jossa mallitetaan havainto-
aineiston selitettivien muuttujien kokonaisvarianssin rakennetta, niin PLS-menetelmii voidaan
pitdd menetelmans, jossa mallitetaan havaintoaineiston selitettivien ja selittivien muuttujien
kovarianssirakennetta. Talloin yksi havainto ei ole olennainen osa mallin teoriaa vaan yksittaisella
havainnolla estimoidaan ainoastaan mallin parametreja.

Téssd tutkielmassa on esitetty vain monimuuttujainen PLS-regressio. Yksimuuttujaisen
PLS-algoritmin on esittinyt mm. Helland (1988). Tissd tutkielmassa osittaisen pienimmiin

nelidsumman regression teoria ja algoritmi on esitetty Hoskuldssonin (1988) mukaan.
5.1 Osittaisen pienimmiin neliGsumman algoritmi ja sen geometrinen tulkinta

Asetetaan vektorin #, arvoksi matriisin ¥ ensimmiinen sarake. Asetetaan X, =XjaY, =Y PLS-

algoritmin 7:nnes kierros on

D w=Xu,/(u,'u,)

2) Skaalataan vektorin w, pituudeksi yksi.

3) t=Xw,

4) ¢ = Y1/(t1)

5) Skaalataan vektorin ¢, pituudeksi yksi

6) u,=Yc/(c/c)

7) Jos u, ei konvergoi askeleessa 6, niin siirrytaan askeleeseen 2, muutteen siirrytdian
askeleeseen 8.

3) p,=Xielt's)

9) q,=Y/u/(uu,

10) b, = ut/(t't)

X, , =X -tp,

12) Y., =Y, - bic|
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13 ) Jos matriisi X» 0 tai kaytetyn pysahdyssaannon kriteerin mukaan jatketaan iterointia,

niin siirrytdén askeleeseen 1, muuten lopetetaan iterointi.

PLS-algoritmissa on useita pienimmén nelissumman estimaattoreita. Alla ovat regressiomallit,
joissa numero regressiomallin edessd viittaa PLS-algoritmin askeleeseen, jossa on esiteyn
regressiomallin pienimmén nelidsumman estimaattori:

D X =u_w te

4) Y, =tc'te

8) X.=tp/+e

9 Y,=ug, +e

10)u,=th' +e€

PLS-regressiomallin ulottuvuuden 7 vektorit voidaan kirjoittaa edellisen ulottuvuuden 7 -

1 vektoreiden funktiona. Vektori u, on vektorin &, _, funktiona

u,- Ye x‘l(":"i)

- YYE f(eie )£t

S YYXw J((cie )it YW W )

. YYXX'u (e e ) (8 HYwiw (g, ) -

Vektorit ¢, £, ja w; ovat

c,- Y'XXYc,._ll((:;t,.)(w;w,)(u;_lu,._l)(cg_lc,._l))

t, - XX'TY't,_/((wp i, DCeiae, DU )

wi=X'YY'Xw,-_ll((u:-Iu,-_1)(c$-lci_o(t;-lt,-_l)(w;-lw,._o).
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XX'YY't - at (5.3)

Jos PLS-algoritmin vektorit u, £, w ja ¢ konvergoivat, niin

YY'XX'u - au 5.49)
Y'XX'Ye - ae (5.5)
X'YY'Xw - aw , (5.6)

missd a on kyseisen ominaisarvotehtivin suurin ominaisarvo. Titen vektorit u,c tjawovat
approksimoitujen matriisien suurinta ominaisarvoa vastaavat ominaisvektorit.
Tassa tutkielmassa matriisien U jaT sarakevektoreita kutsutaan PLS-komponenteiksi ja
vektorit #, ja ¢, muodostavat ns. PLS-komponenttiparin.
Tarkastellaan PLS-algoritmissa olevien vektoreiden ja matriisien geometrisia ominaisuuk-

sia. Merkitiin

W - (W l,w 2""’WA) » (57)

missé W on (n x A)-matriisi, jonka sarakkeina ovat vektorit . Kaytetdin titd merkintitapaa
kaikille PLS-algoritmin tuottamille matriiseille.
PLS-algoritmin ideana on, ettd jainnosmatriisi X, lasketaan aina edellisests jaannos-

matriisista X, _,:

X.=Xi_l-ti_lp;_l (58)

I ?
Xt X )

= (I_ti-lt;-l/(t;—lti-l))xi-l
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=(I‘ti-lt;-ll(tx{—lti-l))(Xi-2'ti-2tl{-2xi-2/(t:"2ti*2))'

PLS-algoritmissa olevilla vektoreilla w, ¢, u ja p ovat seuraavat ortogonalisuusominaisuu-

det:

Ominaisuus 1

Painovektorit w ovat keskenéén ortogonalisia;

s
wiw

=0, kun i = ;. (5.9

Todistus : Oletetaan, ettd / <j. Kirjoitetaan jaannosmatriisi X muotoon

X, ~Z(X, -ttt t)X),

(5.10)
missd Z on jokin matriisi. Osoitetaan, ettd
5.11
ij,. =0, ( )
kun j > i. Kun midritellaén jaannosmatriisi X, yhtalon (5.11) mukaan, niin saadaan
Xw,-(X,- ‘it;/(t;ti)xi)wi -t - tit;/(t;ti)ti= £,-1,-0. (5.12)

Kun w; on médritelty yhtilon (5.7) mukaan ja kiytetdzn apuna yhtalod (5.12), niin saadaan

w;.wi - w}X}YjY;ij i/aj =0 .0 (513)

Ominaisuus 2
Vektorit ¢, ovat keskeniin ortogonalisia:

5.14
t:-tjso, kan i # 5 . ( )
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Todistus: Oletetaan i <j. Jaannosmatriisi X, on jaannosmatriisin X, funktiona

’ ’
X=X, 0 -X, o, ;X St e, )

(5.15)

=Xy T -w g X gk, )

=Xi-rlz

- (X, -t X Nt )T,
missd Z on jokin matriisi. Nyt saadaan

BX - (X - X)) - (X, - £X ) -0 (5.16)

kun i <j ja talléin

tg, -t X w, -0, ki i<j.O 6.17)

Taten avaruuden C(X), joka on matriisin X sarakkeiden virittdma avaruus, ortogonalisena
kantana ovat vektorit £. Kun oletetaan, etti matriisin X aste on 7, niin matriisi X voidaan kirjoittaa

rekursiiviseen muoctoon

' 5.18
X=Z;.1‘ipi+xr*l’ ( )

missé jasnndsmatriisi X, , ; on ortogonalinen matriisin ¥ kanssa. Jos oletetaan, ettd matriisi X, , ,

on nollamatriisi, niin matriisi X, ei sisélléd informaatiota matriisista Y.
Ominaisuus 3

Vektorit w, ja p, ovat keskeniin ortogonalisia:

w:.pj-o, kun 1< . (5.19)

Todistus: Yhtélon (5.11) mukaan saadaan
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w;pj=w;X]'~tj(t}tj) -0, km i<j. O (5.20)

Ominaisuus 4

Vektorit p, ovat ortogonalisia avaruudessa ker(X) = {p, | Xp, = 0}:

! e I 5.21
(Pi,Pj)X’Pi(XX)Pj’O ( )
kaikilla 7 # j, missa (X'X)" on matriisin X'X yleistetty kidnteismatriisi.
Todistus: Yhtilostd (5.18) saadaan neliomatriisille X'X esitys
(5.22)

XX-Y @¢pppi-PLP

missd L diagonaalimatriisi, jossa on kertoimet tt. O
Edella on esitetty vektoreiden w, £, u ja p ortogonaliset ominaisuudet. Yleisesti kuitenkin

on

(5.23)

p:.wjae 0

kaikilla 7 < j. Neljasta edelld mainitusta PLS-algoritmin ominaisuudesta seuraa, ettd jainnosmat-
riisi X; ei riipu tavasta, jolla uusi vektori # saadaan, vaan vektorit ¢ maritelliin siten, ettd ne
muodostavat avaruuden C(X) aliavaruuden C(T) ortogonalisen kannan.

Kun vektorin ¢, pituus on skaalattu ykkéseksi, niin jaannésmatriisit voidaan kirjoittaa

muotoon

Xi+l’Xi'tip; ja Yi+l=yi'bitic; (5.29)

YooY, =YY, -bltit e ;. (5.25)
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Y. X, - Y,fx,.-b,.(t,’:,.)c,.p;. (5.26)

XX, XX, -(tit)pp) (5.27)

Oletetaan nyt, ettd vektorin ¢ pituutta ei ole skaalattu ykkoseksi PLS-algoritmissa. Tilloin
u't - ¢'Y'tl(c'e) - ¢'(¥Y't)l(c'e) - cle(t't)/(e'e) - t't .

(5.28)

Yll4 olevasta yhtalosti seuraa, etti
by-ut ftit) -1 (5.29)

kaikilla 7. Tast4 lahtien oletetaan, etti vektorin ¢ pituus ei ole skaalattu ykkoseksi. Jos kuitenkin

halutaan saada kerroin 4, niin se saadaan yhtalost4

b,-]e,|. (5.30)

5.2 Muita osittaisen pienimmiin nelisumman tulkintoja
Rotatoidaan matriisi X eli tehdién ortogonaalinen muunnos

S - X0y, (5.31)

missd O, on ortogonalinen matriisi ja .§ on rotatoitu matriisi X. Koska

s2-t(S'S) - r(X'X) - Y x2, (5.32)
¥ y

niin matriisin X rotatointi ei muuta matriisin X kokonaisvaihtelua (vrt. (4.6)). Rotatoidaan myos

matriisi ¥
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z-vo,, (5.33)

missd Z on rotatoitu matriisi ¥ ja O, ortogonalinen matriisi. Merkit4in matriisin S sarakkeita
merkinnilli s, ja matriisin Z sarakkeita merkinnills Z; ja oletetaan lisaksi, etti selittivia muuttujia
on enemmén kuin selitettivid muuttujia eli p > q. Mitataan vektorin s etiisyytti vektorista z
niiden nelicidylla etdisyydelld /. Vektorin s nelidity etiisyys / vektorista z on

(5.34)

q 2 2
I'Zi.ll’i'zil * f.qq"i’ .

Tulkinta 1
Oletetaan, ettd ortogonaliset matriisit Oy ja Oy ovat méiritelty siten, ettd nelidity etidisyys 1
mimoituu, miké intuitiivisesti merkitsee, ettd rotatoidaan matriisin X sarakkeiden virittim
avaruus C(X) ja matriisin ¥ sarakkeiden virittimi avaruus C(Y) siten, etta komponentit, jotka
kuuluvat avaruuteen C(¥), ovat mahdollisimman lihells komponenttejaan, jotka kuuluvat
avaruuteen C(X).

Oletetaan, ettd kaksi ortogonalista matriisia on médritelty siten, ettd nelivity etéisyys 7
minimoituu, jolloin PLS-algoritmin vektorit 7 ja # eli PLS-komponenttipari saa arvon
(5.35)

t-s, ja u-z,.

Todistus: Yhtilo (5.35) voidaan kirjoittaa muotoon

, (5.36)
I-&(X'X) + tr(¥'Y) - 20(X'Y0 ,0 ) .

Kuten myéhemmin tullaan osoittamaan, niin ortogonaliset matriisit Oy ja Oy, jotka ovat matriisin
X'Y singulaariarvohajotelmasta, minimoivat nelividyn etéisyyden /

(5.37)
X'Y-Y eg.fi- GEF',

missé matriisin G ensimméisena sarakeena on vektori # ja matriisin F ensimmiiiseni sarakeena on
vektori #. O

Nelididyn etéisyyden / minimi on
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min I - tr(X'X) + (YY) - 26((X'YY'XY*) (5.38)

S (X'X) - (YY) -2Y ¢,

PLS-algoritmissa valitaan yksi PLS-komponenttipari kerallaan. Etéisyys I vihenee jokaisella
iterointikierroksella i 2e, verran, missd €, on suurin matriisin X¥, singulaariarvo. Koska
iterointikierroksella i matriisin X ¥, toiseksi suurin singulaariarvo on pienempi kuin interointikier-
roksella i + 1 matriisin X, , ,'Y, . , suurin singulaariarvo, niin vain yksi PLS-komponenttipari tulee
valituksi jokaisella PLS-algoritmin iterointikierroksella. Taten etaisyytta / voidaan pienentda
eniten, kun valitaan yksi PLS-komponenttipari kerrallaan, lasketaan matriisin X ja Y jadnnosmat-
riisit ja lasketaan seuraavan ulottuvuuden PLS-komponenttipari saaduista jaannosmatriiseista.
PLS-algoritmia voidaan pitdd siis askeltavana menetelména (engl. stepwise procedure), jossa
valitaan yksitellen PLS-komponenttipari, joiden valinen etdisyys on pienin. PLS-algoritmia
jatketaan niin kauan kuin avaruudessa C(X)) tai avaruudessa C(Y)) ei ole PLS-komponenttipare-
ja, jotka ovat riittavan lahella toisiaan, ts. tilastollisesti merkitsevid PLS-komponenttipareja ei ole
jaljella. Kun avaruudessa C(X) ei ole jiljella tilastollisesti merkitsevia PLS-komponentteja, niin
avaruudessa C(X)) ei ole mitaan, milld voitaisiin ennustaa havaintomatriisia ¥.
Olkoon komponentit f € C(X)ja g € C(Y):
f-Xd ja g-Ye, (5.39)
missi|d|=1jale|=1 Komponenttien fja g otoskovarianssi on
cov (f,g) - f'g/n . (5.40)
PLS-algoritmi valitsee komponentit f ja g siten, ettd niiden vilinen otoskovarianssi on suurin

mahdollinen otoskokovarianssi komponenteilla fe C(X) jag € C(Y).

Tulkinta 2
Vektoreilla w ja ¢ saadaan komponentit f € C(X) ja g€ C(Y) siten, ettd

(cov (‘J‘))2 = (cov (Xw,Yc))2 - max (cov (f’q))2 , (5.41)

kun|d|= le|=1L
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Todistus: Oletetaan, etti matriisin X'¥ singulaariarvohajotelma on

/ 542
X'Y=Eaifig,-. ( )
Matriisin X'Y suurin singulaariarvon ay neli6 toteuttaa ehdon
(5.43)
(a,) - max(d'X'Ye)®
kun |d|=|e|=1,d=f,jae=g, Vektoritw ja ¢ saavat PLS-algoritmissa arvot
w =f1 ja c‘gl > (5.44)

jolloin viite (5.41) on tosi. O

Tulkinta 3
Monissa kaytinnon sovelluksissa korvataan kovarianssimatriisi X'X matriisilla XVX, missi

matriisi ¥ on positiivisesti definiitimatrisiisi. PLS-algoritmissa matriisi ¥ masritelldin
V-yYy, (5.45)

jolloin
XVX - X'7Y'X . (5.46)
Talléin PLS-algoritmissa havainnot, joita vastaavat selitettivien muuttujien arvot ovat lihells
nollaa, saa alhaisen painon ja havainot, joita vastaavat selitettivien muuttujien arvot ovat
itseisarvoltaan suuria, saa vastaavasti suuremman painon. Koska matriisi ¥ on keskitetty, niin
matriisin ¥ keskiarvoa lahelli olevat arvot ovat lihes nollia, PLS-algoritmissa lahelli keskiarvo-
aan olevat havaintomatriisin ¥ arvot katsotaan olevan kohinaa, jota ei PLS-regressiolla hyodyti
mallitaa. PLS-algoritmissa painotetaan havaintoja, joita vastaavilla ¥, j = 1,... g, on suurimmat
arvot, koska niissd katsotaan olevan eniten informaatiota kéytetystd datasta. Timé kuitenkin
edellyttas, ettd matriisissa ¥ arvot, jotka eivit ole lahelld nollaa, ovat virheettémasti mitatty,
PLS-algoritmissa lasketaan ensiksi ominaisarvot ja -vektorit painotetusta kovarianssi-

matriisista
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X'vy’x - onpo’, (5:47)

jonka jilkeen rotatoidaan matriisi X eli tehddsn muunnos

F - X0 . (5.48)

PLS-algoritmissa regressoidaan ¥ aina yhta muunnoksen (5.48) komponenttia vasten iterointi-
kierroksittain. Huomattavaa on, etti padkomponenttiregressiossa ominaisarvot ja -vektorit

lasketaan kovarianssimatriisista

XX - opo’ (5.49)

jonka jilkeen rotatoidaan matriisi X eli tehdézn muunnos

F - X0

Ja regressiodaan havaintomatriisi ¥ valittuja f>J €8, vasten.

Oletetaan, etti iteroidaan PLS-algoritmin iterointikierrosta 7. Tallsin W, on suurinta
ominaisarvoa vastaava ominaisarvovektori yhtilossd (5.48), missd X on korvattu jaannosmatriisil-
la X; ja Y on korvattu jaéinnosmatriisilla ¥, Vektori t,=Xw, eli vektori ¢, vastaa ortogonalista
muunnosta (5.49). Regressoidaan matriisi ¥, muunnosta ¢, vasten. Jaannésmatriisin Y, projektio

on

el (5.50)
ja téten jannosmatriisi ¥, | voidaan kirjoittaa muotoon
Y, ,-¥,-te;. (5.51)
Jaannosmatriisin Y, ; kovarianssimatriisi on
(5.52)

/ ! 4 ’
Yioa¥ i 1= ¥¥, -eeitit).

Projektio (5.50) ei muutu, jos jianndsmatriisi ¥, korvataan matriisilla ¥,

Todistus: Olkoon w, matriisin X '¥Y 'X suurinta ominaiarvoa vastaava ominaisarvovektori jat=
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xw, Matriisin ¥, projektio vektorille ¢, on

0Y It -t e (5.53)

ja jaannoskovarianssimatriisi ¥,,, ' ¥,,, on

Yia¥, (Y, -te)(¥Y,-te) (5.54)

! 2 7 ! 7 4
=YY, e ¥, -Yite;rce(e,8)

’ ’ 7
= YiY'- - cic"(titi) .

Kun Y, = Y't, niin jainn6smatriisin ¥, projektio vektorille ¢, on sama kuin matriisin ¥ projektio
vektorille ¢, O

PLS-algoritmia voidaan titen pitda ortogonalisten komponenttien askeltavana regres-
siomenetelmind, jossa jokaisessa askeleessa midratdsin PLS-komponenttipari, jolla saadaan
painotetun kovarianssimatriisin X'VX = X'YY'X suurin 'varianssi'. Timé kovarianssimatriisi on
painotettu siten, etté x;, jota vastaava y,® on lihells kohinaa eli y,® ~ 0, saa pienen painon ja x,,
jota vastaava y® ei ole lahelld kohinaa, saa suuremman painoni=1,.n,j=1,.p k=1,..q.

Matriisin ¥ regressio matriisille T'= (#,,¢,,...,t)) voidaan kirjoittaa muotoon

Y-X te) ¥, . (5.55)

Téaten jaannosmatriisin Y, , | kovarianssimatriisi voidaan kirjoittaa muotoon

Yia¥, , -YY-Y ecitp). (5.56)

5.3 PLS-algoritmin matemaattinen perusta

PLS-menetelmi perustuu matriisin X'Y singulaariarvohajotelmaan
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XV-Yafg:. (5.57)

missd f; ja g, ovat approksimoidun ulottuvuuden 7 ortonormaalit vektorit ja a; on matriisin X'Y

i:nneksi suurin singulaariarvo. Matriisin X'Y suurimmalle singulaariarvolle a, pitee

alz - max (f'X'¥g) , (5.58)

missd | f| =| g | = 1.Tami on PLS-algoritmin tulkinta 2. Yhtalon (5.58) todistus perustuu
Cauchy-Schwartz -epayhtaloon.

Tulkintaa 1 todistettaessa oletettiin, ettd matriisilla ¥ on vihemmin sarakkeita kuin
matriisilla X. Matriisit ¥ ja O, saadaan samankokoiseksi kuin matriisi X, kun korvataan matriisien
Y ja Oy puuttuvat sarakkeet nollavektoreilla. Nyt nelidity etéisyys / voidaan kirjoittaa muotoon

) , (5.59)
I-1X0y-Y0,[ - tr(X'X)+ (YY) - 2r(X'Y0,0}) .

Nelioidyn etéisyyden 7 minimi on sama kuin

max tr(X'¥YV) , (5.60)

missd X'¥YYV maksimoidaan ortogonalisten matriisien ¥ suhteen. Tlloin matriisin ¥ ratkaisu on

V.GF', (5.61)

missd G ja F ovat matriisin X'Y singulaariarvohajotelman matriiseja. Taten yksi nelididyn

etaisyyden / mahdollinen minimi on nelidity etéisyys / (5.59), missi

0,-F ja 0,-6G, (5.62)

minka todistaa tulkinta 1, eli

I - tt(X'X) + r(Y'Y) - 2t0(X'YY'X)% (5.63)

- r(X'X) + (¥'Y) - 2Y" q, .
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Paaperiaate, jolla PLS-algoritmi toimii, saadaan epayhtalosti

s{(A-B)> s} (4)-a,, (5.64)

missd s(A4) on matriisin 4 inneksi suurin singulaariarvo ja k on matriisin B aste. Kun titi

epayhtaloé sovelletaan PLS-algoritmiin, niin saadaan

STX [T - S2XLY - p Y)Y 2 S2XYY . (5.65)

Taten matriisin XY suurin singulaariarvo iterointikierroksella 7 + 1 on suurempi kuin toiseksi
suurin singulaariarvo iterointikierroksella /. Timin vuoksi vain yksi PLS-komponenttipari
kerrallaan tulee valituksi PLS-algoritmissa.

Matriisin XY suurimmalla singulaariarvolla s, on my0s tulkinta

(X 7)Y - max (fX [ YY'X /), (5.66)

kun | f| = 1. Tarkastellaan seuraavaa epiyhtilod
(50 (X1 Y)Y - max (fX; ,YYX, . f) (5.67)

-max (f'(L-p,w)X,YY'X (I-w,p)f)

s max (f'X;YY'X,[)

- (5 (X 7)),

kun | f| = 1. Ylld olevasta epayhtalosta seuraa, ettd koska valituttu ehto on XY, = XY, niin
jokaisella PLS-algoritmin kierroksella matriisin X,'¥, arvot ovat pienempia kuin edellisen kierrok-
sen vastaavat arvot. Tamén vuoksi PLS-algoritmissa voidaan valita PLS-komponenttipareja niin
kauan, kunnes matriisin X,'¥ suurin singulaariarvo s,(X,'Y) on kyllin pieni PLS-regressiossa

kaytetyn kriteerin mukaan.
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5.4 Ennusteet PLS-regressiossa

Hoskuldsson (1988) on my6s esittéinyt, kuinka PLS-regressiossa annetulla X, voidaan ennustaa
tuntematonta y, Koska kappaleessa 6.6 annetulla testiaineiston rakennematriisilla X, on ennustet-
tu 'tuntematonta’ testiaineiston havaintomatriisia ¥, Jacksonin (1 991) mukaan, niin téssé esitetdin
PLS-regressiolla ennustaminen Hoskuldssonin (1988) ja Jacksonin (1991) mukaan.
Ennustettaessa annetulla X, tuntematonta ¥, annettu X, pitid esittas PLS-regressiossa
vastaavassa rekurisiivisessa muodossa kuin rakennematriisin X approksimaatio on PLS-algoritmin

askeleessa 4, jotta voidaan laskea ennuste

YO@d) = tmcll o+ tOAc; R (668)

missd ¥, on tutemattoman havaintomatriisin ¥, ennuste, 4 on valittujen PLS-komponenttipari-
en lukumasra, matriisi C on saatu jo PLS-regressiomallia sovitettaessa ja vektoreiden ¢ pituutta
ei ole skaalattu ykkoseksi. Ennusteessa (6.67) vektorit £, i = 1,... 4, saadaan Jacksonin (1991)

mukaan

to,=Xoi (Wys i-1,.4, (6.69)

missi

Xo=Xg, 1-topi> i=2..4, (6.70)

vektorit w ja p on jo saatu PLS-regressiomallia sovitettaessa ja X, = X,
Kun PLS-regressiossa rakennematriisi X aproksimoidaan matriisilla

, (5.71)
Xu-Xi i

missd 4 on valittujen PLS-komponenttiparien lukumiérs, niin PLS-regressiolla saatu havainto-
matriisin ¥ sovite ¥, voidaan kirjoittaa muotoon

4 L (5.72)
Y y-H Y - (04t 2/€2 )Y,
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misséd projektiomatriisi H, on

Hp -4 tpieit) -4  Xwtil(ti) . (5.73)

Projektiomatriisi H, on symmetrinen ja idempotentti ja siten

Yy - by, 0Oshy<l ja Yh;-d, (5.74)

missé ; on matriisin H alkio ja 4 on PLS-komponenttiparien lukumiiird. Projektiomatriisilla H,
on siis vastaavat ominaisuudet kuin matriisilla H = X(X’X)"' X", joten projektiomatriisia H,

voidaan analysoida vastaavasti kuin matriisia H lineaarisessa regressiotehtavissa.
5.5 PLS-regressiomallin ulottuvuuden valinta

Seuraavassa on muutamia valintamenetelmis, joilla voidaan valita PLS-regressiomallin PLS-

komponenttiparien lukuméira 4, joka on PLS-regressiomallin ulottuvuus.
5.5.1 PLS-regressiomallin jiiinndsten graafinen tarkastelu

Piirretdan jaannosmatriisin ¥, , ; normi ||Y, . ,|| PLS-regressiomallin ulottuvuuden 4 funktiona.
Kuvan perusteella yritetdin paikallistaa mallin luonnollinen PLS-komponenttiparien lukuméiira.
(Jackson, 1991.)

5.5.2 Cross-validation

Lasketaan PLS-algoritmin jokaisella kierroksella

PRESS (4) - X! X7, 02 - 597, (5.75)

missd A on mallissa olevien PLS-komponenttiparien lukuméirs, y on selitettivin muuttujan
havaittu arvo ja $,” on tdmin ennuste, joka on laskettu ilman havaintoa i. Valitaan se PLS-

komponenttien lukumairi A4, jolla saadaan pienin PRESS(4).Yleensi cross-validation kriteeri
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'pysdyttid’ ennen kuin kaikki mahdolliset PLS-komponentit ovat mukana mallisissa, sills Toput'

PLS-komponenttiparit eivit paranna mallin kykya toimia ennusteena. (Hoskuldsson, 1988.)
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6 Teriiksen karkenevuuden mallittamisesta

Tehtdvini on muodostaa monimuuttujainen regressiomalli teraksen karkenevuudelle kiyttden
estimointimenetelmini saénnollistimismenetelmid ja vertailla kiytettyjen menetelmien "luotetta-
vuutta® keskendan. Copas (1983) ehdottaa kokonaisaineiston jaettavaksi retrospektiiviseen
aineistoon (engl. retrospective sample), josta estimoidaan regressiomallin parametrit, ja prospek-
tiiviseen tai vahvistavaan aineistoon (engl. prospective or validation sample), josta ei estimoida
regressiomallin parametreja. Téssa kokonaisaineiston eli teraksen karkenevuusaineiston otoskoko
on 220 havaintoa. Jotta estimodun regressiomallin sopivuutta voidaan testata myos havaitsemat-
tomiin otospisteisiin, niin kokonaiaineisto on jaettu prospektiivisen aineistoon, jota kutsutaan
tissd testiaineistoksi, ja retrospektiivisen aineistoon, jota kutsutaan tassid estimointiaineistoksi.
Testiaineiston otoskoko on 44 ja se on valittu kokonaisaineistosta systemaattisella otannalla.
Loput kokonaisaineiston havainnot, joita on 176, muodostavat estimointiaineiston.
Mallitettaessa teriksen karkenevuutta on tassd valittu selitettaviksi muuttujiksi terdksen
kovuudet 1.5, 13 ja 25 mm etéisyyksiltd koesauvan alapaastd. Merkitdén néitd mitattuja kovuuk-
sia seuraavasti: y*ja p,*?, j = 1.5, 13, 25 mm, missa muuttujat y*@ ja y,*? ovat mitatut terdksen
kovuudet etaisyyksiltd j mm koesauvan alapaastd, muuttuja y*? kuuluu estimointiaineistoon ja
muuttuja p,*? kuuluu testiaineistoon. Muuttujien y*? ja y*9, j = 1.5, 13, 25, keskiarvot ja -

hajonnat ovat taulukossa 6.1.

Taulukko 6.1: Selitettdvien muuttujien y*? ja y* j=1.5, 13, 25, keskiarvot ja -hajonnat

Estimointiaineisto Testiaineisto
Tunnusluku
praD P y*e 09 P 209
Keskiarvo 48.05 40.27 29.27 48.43 40.76 2927
Keskihajonta 6.0259 0.5228 9.1767 5.9621 9.6699 8.8026

Kuten taulukosta 6.1 niihdaan, niin testiaineiston selitettavien muuttujien keskiarvot ja -hajonnat
eivit juurikaan eroa estimointiaineiston selitettdvien muuttujien keskiarvoista ja -hajonnoista.

Tehdidn selitettaville muuttujille y* ja $* muunnos (2.4), missé var(p*?)%, y*9 ja n on
laskettu estimointiaineistosta, j = 1.5, 13, 25. Taméin muunnoksen jilkeen estimointiaineiston

havaintomatriisin ¥ = (939 y®) neliomatriisi ¥'¥ on korrelaatiomatriisi
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1.000 922 810
YY-| 922 1000 924 . 6.1
810 924 1.000

Kuten ylla olevasta neliomatriisista Y'Y nahdian, niin selitettivit muuttujat korreloivat keskeniin
erittdin voimakkaasti. Neliomatriisin ¥'Y determinantti on 0.020 ja neliomatriisin Y'Y ominaisar-
vot ovat 2.771, 0.190 ja 0.038. Jotta monimuuttujainen regressiomalli olis hyddyllinen, niin
selitettavien muuttujien tulee korreloida melko voimakkaasti keskendsin, miki pitee tissi
aineistossa.

Terdksen karkenevuuteen vaikuttavat teriksen seosaineiden C, Si, Mn, P, S, Cr, Ni, Mo,
V, Ti, Cu, Als, B, Nb ja N pitoisuudet. Edelld mainittujen seosaineiden pitoisuuksien lisaksi
selittdvini muuttujana on ns. vapaa boori Bjab =B + 0.212Ti - 0.715N. Koska seosaine Bjab on
seosaineiden B, Ti ja N lineaarikombinaatio, niin selittivit muuttujat ovat multikollineaarisia,
Estimointi- ja testiaineiston selittivien muuttujien keskiarvot ja -hajonnat ovat liitteessd A
taulukossa A.1. Testiaineiston selittivien muuttujien keskiarvot ja -hajonnat eivit juurikaan eroa
estimointiaineiston selittivien muuttujien keskiarvoista ja -hajonnoista. Tehdizn estimointiaineis-
ton selittaville muuttujille X;* ja testiaineiston selittiville muuttujille x,*, j = C,... Bjab, muunnos
(2.3), missa £*, var(x;*) ja » on laskettu estimointiaineistosta. Naiden muunnosten jilkeen
rakennematriisin X = (%c,...Xpjp) Neliomatriisi X'X on korrelaatiomatriisi, joka on liitteesss A
taulukossa A.2.

Mitd enemmin selitettivien ja selittivien muuttujien vililld on lineaarista riippuvuutta, siti
luotettavampaa on muuttujilla X, j = C,...,Bjab, selittas muuttujien y?, j = 1.5, 13, 25, vaihtelua.
Estimointiaineiston selitettavien ja selittavien muuttujien korrelaatiokertoimet ovat liitteessa A
taulukossa A.3. Kuten estimointiaineston selitettivien ja selittivien muuttujien korrelaatiomatrii-
sista nahddan, varsinkin muuttuja C korreloi voimakkaasti selitettivien muuttujien kanssa.

Téssd estimoitava monimuuttujainen regressiomalli teriksen karkenevuudelle on

Y-XB.+E, (6.2)

missé selitettdvien muuttujien (176 x 3) -havaintomatriisi ¥ ja selittiivien muuttujien (176 x 16)
-rakennematriisi X ovat estimointiaineistosta, B on (16 x 3) -regressiomatriisi ja E on (176 x 3)
-jadnnosmatriisi. Regressiomalli (6.2) voidaan kirjoittaa myds muotoon
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y(j)=Xp(j)+em=ZaU)+eU), j-15,13,25, (6.3)

missi vektori B¢ on selitettdvai muuttujaa y¥ vastaava (16 x 1) -regressiovektori, Z=XV, a?
= PB?, ¥V on neliomatriisin XX ominaisvektorimatriisi ja €? on (176 x 1) -jaannosvektori.

Vastaava kanoninen muoto (2.12) on

W ‘/1',.«?’ L ia1,.06, 1P P, i-17,..076 (6.9)

j=15,13,25.
Kun regressiomalli on muodossa (6.3), niin alkuperéisten havaintojen y*?,j=1.5, 13,

25 sovitteet, saadaan muunnoksella
70 Va1 D@0, 215,18, 25, (6.5)

missd 2 on estimointiaineiston otoskoko, (var(yp*?))* ja y*? ovat estimointiaineiston muuttujan
y*0 keskihajonta ja keskiarvo, p = XB9, b on parametrin B estimaattori tai p = Za" ja a?
on parametrin «? estimaattori, j = 1.5, 13, 25. Jos regressiomalli on méritelty kanonisen yht4lon
(6.4) mukaan, niin alkuperisten havaintojen y*0 j=15, 13, 25, sovitteet saadaan muunnoksel-

la
5O e Oy Td? .y ?, j215,13,25, (6.6)

missi , var(y*®) ja ¥ * ovat kuten yhtalossa (6.5), matriisi T on estimointiaineiston neliomatrii-
sin XX' ominaisvektorimatriisi, 2” = A *a®%, A, = diag(Ay,-..,A,), A, i = 1,...,p, ovat estimointiai-
neiston nelidmatriisin X'X ominaisarvot ja a? on estimoitu parametrin a9 estimaattori, j = 1.5,
13, 25.

Jos oletetaan, ettd regressiomalli on muotoa (6.2), niin testiaineiston havaintomatriisin ¥,

ennuste on

it’XtB’ZtA’ (6~7)

missd X, on testiaineiston rakennematriisi, Z, = XV, matriisin V sarakevektoreina ovat estimointi-
aineiston neliématriisin X'X ominaisvektorit, B ja A ovat parametrien B ja A estimaattorit, jotka

on laskettu estimointiaineistosta. Ennuste (6.7) voidaan esittd4 myo6s muodossa
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FO-XpP. 2,00, ;1513 95 (6.8)

missé X, ja Z,= XV ovat kuten yhtilossi (6.7) ja b ja a ovat parametrien B? ja a? estimaatto-
rit, jotka on laskettu estimointiaineistosta, j = 1.5, 13, 25, (vrt. (6.3)). Jotta testiaineistosta saatua
ennustetta voidaan verrata alkuperiiseen havaintomatriisiin ¥, niin ennusteelle (6.7) tai (6.8)
tehdddn muunnos (6.5), missi P on ennuste 22 ja muut tarvittavat tunnustuvut ja matriisit

saadaan estimointiaineistosta.
6.1 Sovitteen ja ennusteen selityskertoimet

Koska regressiomalleissa (6.3) ja (6.4) ovat parametrit « ja B tuntemattomia, niin parametrien «
ja B saannéllistamismenetelmien estimaattoreiden keskinelivirheiti ei voida laskea eikd niits
siten voida verrata vastaavaan pienimmiin neliésumman estimaattorin keskineliovirheeseen.

Koska tavoitteena on, ettd muodostettu teriksen karkenevuuden regressiomalli sopisi
hyvin my6s havaitsemattomiin otospisteisiin ts. regressiomallin validiteetti olisi hyvi, niin
valittaessa lopullista regressiomallia seki regressiomallin sovitteen etté ennusteen tulisi olla
riittdvid. Jos muodostetun regressiomallin parametrien estimaattoreilla ennustetaisiisn vain
estimointiaineiston havaintoja, niin mallin ennustamiskykya olisi vaikea arvioda tasmillisesti,
koska estimointiaineisto olisi kéiytetty kahdesti (Helland, 1988). Ennusteen ja sovitteen riittavyyt-
td arvioidaan tassi tutkielmassa selityskertoimien avulla.

Yksimuuttujaisten regressiomallin (6.3) selityskertoimet, joita tassi kutsutaan sovitteiden
selityskertoimeksi, saadaan Heikan, Minkkisen ja Taavitsaisen (1994) mukaan

E;i. . i(,) _ J;ifl))2/n

L 2 -~
Ei -1 (yi(t’ml - ygm)zl"m

RZ({) = 1 - j - 1-53 131 25’ (69)

missa n,,, on kokonaisaineiston otoskoko, y%, ., on kokonaisaineiston selitettivi muuttuja ja
F9,.; sen keskiarvo, j = 1.5, 13, 25. Selityskertoimessa (6.9) huomiodaan myos testianeistossa

olevien selitettivien muuttujien kokonaisvaihtelu. Koska sovitteen keskineliovirhe on

MSE (9) - {5, &, - 5Py, (6.10)
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niin mitd pienempi on sovitteen keskineliovirhe, sitd suurempi on sovitteen selityskerroin.
Monimuuttujaisen regressiomallin selityskerroin, jota tassd kutsutaan sovitteen selityskertoimeksi,

on Hoskuldssonin (1988) mukaan

RY-1-t((¥-¥YF- Y)Y, (6.11)

missi siis selitettévat muuttujat on keskistetty ja niiden varianssit ovat yhtasuuret. Regressiomal-
lin selityskerroin ilmaisee, kuinka suuren osan estimointiaineiston selitettdvin muuttujan
vaihtelusta estimoitu sovite selittdd.

Koska ennusteen §, keskineliovirheessa on lauseke

E((B - BYX ;X (B - b)), (6.12)

missé parametri § on tuntematon, niin ennusteen keskineliovirhetti ei voida laskea, kun ylld oleva
lauseke on ennusteen keskineliovirheessa. Koska tassd ennusteen #, todellinen arvo y, on

tunnettu, niin ennusteiden (6.8) keskineliovirhe saadaan yhtélostd

MSE 5P) - (T 08 - 5Py, - 15,13,25 (6.13)

ja titen ennusteiden (6.8) selityskertoimet saadaan Heikan ym. (1994) mukaan

n .
Ei -1 (}’i({) - y,‘{))z/n,

Q. 1. ———
21"1’1 (yi(t’a)tal - ;gtal)zlnm

j- 15,13, 25, (6.14)

missé 7, on testianeiston otoskoko, y? on testiaineiston selitettdva muuttuja ja $9, on timéin
ennuste, 7, on kokonaisaineiston otoskoko, y?,.,, on kokonaisaineiston selitettavd muuttuja ja
79, on tamin keskiarvo, j = 1.5, 13, 25. Kun testiaineiston sefitettiville muuttujille ., j = 1.5,
13, 25, on tehty muunnokset (2.3) ja (2.4), niin g = 0.0048, 1Y = 0.0042, 7 = 0.0006,
var(y®9) = 0.0748, var(y') = 0.0768 ja var(y®) = 0.0725. Laskettaessa sovitteen selitysker-
rointa (6.11) Hoskuldssonin (1988) mukaan oletetaan, etté selitettavit muuttujat on keskistetty
ja niiden varianssit ovat yhtdsuuria. Taman vuoksi tehdizn vield testiaineiston selitettavélle
muuttujalle y? ja sen ennusteelle $0 muunnos (2.4), missé nyt tarvittavat tunnustuvut ja matriisit

saadaan testiaineistosta, j =1.5, 13, 25. Tamén jalkeen lasketaan monimuuttujainen ennusteen
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roin

0%-1 - (¥, - Yy, - Y )/tw(¥,¥,), (6.15)

joka siis ilmaisee, kuinka suuri osa havaintomatriisin ¥, vaihtelusta on onnistuttu estimointiaineis-

tosta estimoidulla regressiomallilla ennustamaan,
6.2 Selittiivien muuttujien multikollineaarisuus

Kuten aiemmin on jo todettu, niin saannollistamismenetelmis kaytetadn, kun selittayat muuttujat
ovat multikollineaarisia. Vaikka ennalta jo tiedetddn, etti selittiavien muuttujien vililli on
lineaarikombinaatioden vilisia riippuvuuksia, niin tutkitaan estimointiaineiston selittivien

muuttujien x, j = C,...,Bjab, multikollineaarisuuden astetta kappaleessa 2.4 esitetyin menetelmin,

1) Selittavien muuttujien neliomatriisi XX, joka on siis korrelaatiomatriisi, on liitteessi A
taulukossa A.2. Neliomatriisista X'X nihdisn, ettd selittivien muuttujien vililli on melko
voimakkaita kahden muuttujan vilisia korrelaatiota. Naistd korrelaatiokertoimista kaksi eri
korrelaatiokerrointa ovat suurempi kuin 0.7. Titen rakennematriisissa X = (e, Xgg) ON
selittavia muuttujia, joiden multikollineaarisuuden aste on korkea. Huomattavaa on, etti vaikka
selittava muuttuja Xgi ON MuUttujien Xz, X ja x, lineaarikombinaatio, niin niiden korrelaatioker-
toimet ovat COr(Xg;X5) = 0.0271, COr(Xp Xp;,) = 0.7346 ja COT(Xg;,%) = -0.6724. Titen
selittédvat muuttujat voivat olla multikollineaarisia, vaikka niiden korrelaatiokertoimet ovat pienia.

2) Neliomatriisin X'X ominaisarvot ovat liitteessi A taulukossa A 4. Vertailun vuoksi on mydgs
laskettu vastaavat luvut testiaineistosta ja ne ovat myés taulukossa A.4. Vaikka selittdvien
muuttujien vélilld on lineaarikombinaatioiden vilisi rippuvuuksia, niin tissd neliomatriisin X'X
pienin ominaisarvo ei ole nolla, vaan se on 0.005, miki johtuu neliomatriisin X'X ominaisarvoja
approksimoitaessa kaytetysti laskentatarkkuudesta. Kun tarkastellaan neliomatriisin X'X pieninti
ominaisarvoa A, = 0.005 vastaavan ominaisvektorin v, alkiota, niin alkiot Vy»J = Bjab, B,TijaN
ovat suurimmat, jolloin Wangin ja Chowin (1994) mukaan selittzivit muuttujat Xp;,, Xg., Xr;, ja

Xy, ovat eniten multikollineaarisia, kuten olla pitadkin.
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3) Neliomatriisin X'X suurin ominaisarvo on 4.484 ja sen pienin ominaisarvo on 0 005 . Rakenne-
matriisin X kollineaarisuuden indeksi (2.43) on 954. Tamén perusteella voidaan sanoa, ettii
selittavit muuttujat X; » J = C,...Bjab, ovat kollineaarisia. Koska selittdvat muuttujat ovat

multikollineaarisia, niin ne ovat my®ds kollineaarisia.

4) Neliématriisin X'X ominaisarvojen kianteislukujen summa on 243.63, joka on 15 kertaa
suurempi kuin ortogonalisen neliomatriisin X'X kééanteislukujen summa. Myés timén perusteella

voidaan sanoa, etti selittivien muuttujien multikollineaarisuuden aste on korkea.

5) Neliomatriisin X'X determinantti on 2.855 x 10- °. Koska kiytetysti laskentatarkkuudesta
johtuen tdmé determinantti ej ole nolla, vaikka todellisuudessa selittivien muuttujien valilli on
lineaarikombinaatioiden vilisis riippuvuuksia, niin neliématriisi X"X on episingulaarinen eli sille
on olemassa kiinteismatriisi (XX)'. Koska neliématrisin X'X determinantti on melko pieni, niin
nelidmatriisi X'X on lihes singulaarinen.

6) Testisuure 2 (2.44) on 238.5 ja sen vapausasteet ovat 120. Koska tissi testisuureen >
vapausasteet > 100, niin tehdéin testisuureelle 3> muunnos Z = (2x)* - (2df - 1)* missi dfon
testisuureen x* vapausasteet (Jackson, 1991). Timi muunnos Z noudattaa normaalijakaumaa
N(0,1), jos nollahypoteesi el selittivien muuttujien korreloimattomuus on tosi. Koska tissd Z =
6.38, niin nollahypoteesi hylitidn 5% riskitasolla. Titen selittdvit muuttujat X, j = C,...,Bjab,

eivit ole korreloimattomia, vaan niiden vilills on korreloituneisuutta.

Vaikka selittivien muuttujien x, j = C,... Bjab, valilla on lineaarisia kombinaatioiden vilisia
tiippuvuuksia, niin ominaisarvoja laskennassa kaytetysts laskentatarkkuudesta johtuen neliomat-
riisi X'X on késntyvi. Télloin voidaan laskea regressiomalleissa (6.3) ja (6.4) parametrien a® ja
B? pienimman neliosumman estimaatit, mutta ne eivit ole luotettavia, koska neliomatriisin XX

kaanteismatriisia ei todellisesti ole olemassa, j= 1.5, 13, 25.

6.3 Pienimmiin nelisGsumman regressio

Regressiomallin (6.3) regressiomatriisin B pienimmin neliosumman estimaattori B, =
Bons™?,Bps™ B i sen varianssi var(B;,;) ovat liitteessi A taulukossa A 5. Regressiomalli-
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en (6.3) ja (6.4) parametrin A = (a®,a™,a®) pienimmén neliésumman estimaattori 4 —
(@ens™ @pns™ p05) ja sen varianssi var(A,,, ) ovat liitteessd A taulukossa A 6.
Kun regressiomalli (6.3) estimoidaan pienimmin nelidsumman menetelmilld, niin
virhevarianssin 3, estimaattori (2.31) on
0.000162 0.000118  0.000149

0.000118 0.000507 0.000363 | ,
0.000140 0.000363 0.000506

(6.16)

joka on korrelaatiomuodossa

1.0000 0.4123 0.4909
0.4123 1.0000 0.7170
0.4909 0.7170 1.0000

Kuten ylla olevasta matriisista nahdiéin, niin regressiomallien P, = Xa,,,? + €9, j = 1.5, 13, 25,
jaannokset korreloivat melko voimakkaasti. Pienimmin neliosuman menetelmalli saatujen
estimointiaineiston sovitteiden ja testiaineiston ennusteiden selityskertoimien arvot ovat taulukos-
sa 6.2,

Taulukko 6.2: Pienimmin nelidsumman menetelmilli saatujen sovitteiden ja ennusteiden

selityskertoimien arvot
R2(1.5) R2(13) R?(ZS) R2 Q2(1.5) Q2(13) QZ(ZS) QZ
0974 | 0919 | 0918 | 0937 | 0970 | 0921 0.910 | 0.931

Kuten taulukosta 6.2 nahdééin, niin pienimméin neliosumman menetelmalli saadaan melko korkeat
selityskertoimeien arvot sekd estimointiaineiston sovitteelle etti testiaineiston ennusteelle.
Erikoista on, ettd 0 > RX13

Koska selittdvien muuttujien x, j = C,...,Bjab, vililli on lineaarikombinaatioden vilisid
riippuvuuksia, niin todellisuudessa parametreilla ¢ ja % ei ole olemassa yksikisitteisia pienim-
man neliésumman estimaatteja, j = 1.5, 13, 25. Koska kiytinnossi johtuen laskennassa kaytetys-
t4 laskentatarkkuudesta matriisi XX on epasingulaarinen, niin parametreille «® ja % voidaan

laskea yksikisitteiset pienimmén neliosumman estimaatit, Jj =15, 13, 25. Koska todellisesti
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kédnteismatriisia (X'X) ' i ole olemassa, niin parametrien  ja B, j = 1.5, 13, 25, pienimmén
nelidsumman estimaattien perusteella ei voida tehdi luotettavia sisallollisiz tulkintoja estimoita-
van regressiomallin rakenteesta.

Vaikka selittdvien muuttujien ollessa multikollineaarisia ennusteen keskinelidvirheessd
var(agys) saattaa olla kasvanut kohtuuttoman suureksi, niin ennustaminen voidaan suorittaa
kohtalaisen tarkasti, jos selittdvien muuttujien multikollineaarisuusyht4lé pysyy ennustejakson
aikana voimassa (Leskinen, 1977). Myos tissd esimerkkiaineistossa on saatu melko hyvid

ennusteen  selityskertoimia selittavien muuttujien multikolineaarisuudesta huolimatta,
6.4 Harjaregressio

Mallitettaessa teréiksen karkenevuutta harjaregressiolla estimoidaan tissi regressiomalli (6.3)
harjaregressiomallilla

Y-ZAK)-+E, (6.17)

missé matriist ¥, E ja Z ovat kuten yhtilossi (6.3) ja harjaestimaattori A4,(K) =

( aH( 1 .5)( k( 1 .5))’ aH( 13)( k( l3))’ aH(ZS)( k(ZS))) on

a Py - ——'f—(f/r———"——, J-15,13,25, (6.18)
A, k%1,

jau?ja A, on madritelty kuten kanonisessa yhtilossa (6.4). Jotta harjaestimaattori (6.18) voidaan
laskea, niin on valittava harjaparametrin &, j = 1.5, 13, 25, arvot. Valitaan harjaestimaattoriin
(6.18) harjaparametrien %, j = 1.5, 13, 25, arvot kappaleissa 3.5 ja 3.7 esitettyjen valintamenetel-
mien mukaan. Valitut harjaparametrien arvot ovat taulukossa 6.3. Harjaestimaattori AAK,)ja
sen varianssi ovat liitteessd A taulukossa A.6. Harjaestimaattorit A,(K.;) ja ALK, ja niiden
variansit ovat liitteessd A taulukossa A.7.

Taulukossa 6.3 kaikissa muissa harjaparametrien &2, j = 1.5, 13, 25, valintamenetelmissi
kuin valintamenentelmissa K., valitaan harjaparametrien £ @, j = 1.5, 13, 25, arvot toisistaan
riippumatta. Talloin ei hydynnets selitettivien muuttujien y™2, y ja y@ yhteisinformaatiota,
vaan on estimoitu kolme yksimuuttujaista harjaestimaattoria a,(k?), j=1.5, 13, 25.

Harjaregressiolla saadut estimointiaineiston sovitteen ja testiaineiston ennusteen selitysker-

toimien arvot ovat taulukossa 6.4.
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Taulukko 6.3; Harjaestimaattoriin (6.18) valitut harjaparametrien K j=1.5,13, 25, arvot

k K49 K K>
K 0.03 0.07 0.09
Koross 0.0046 0.0106 0.0068
Kooss 0.0037 0.0045 0.0037
Kos 0.0023 0.0050 0.0035
|- 0.0013 0.0050 0.0103
ko 0.0023 0.0077 0.0077
K. 0.0072 0.0072 0.0072

Taulukko 6.4: Harjaregressiolla saatujen sovitteiden ja ennusteiden selityskertoimien arvot

k R2 (L.5) R2 (13) R2 (25) R2 Q2 1.5) Q2 (13) QZ (25 QZ
ke | 0971 | 0900 | 0.883 | 0920 | 0971 | 0901 | 0880 | 0916
k| 0974 | 0919 | 0017 | 0937 | 0971 | 0922 | 0911 | 0.932

ks | 0974 | 0019 | 0917 | 0937 | 0971 | 0923 | 0911 | 0932
k. | 0974 | 0919 | 0917 | 0937 | 0971 | 0923 | 0911 | 0932
hoe | 0974 | 0919 | 0916 | 0937 | 0971 | 0923 | 0911 | 0.932
k., | 0974 | 0919 | 0917 | 0937 | 0971 | 0922 | 0911 | 0932
k, | 0974 | 0918 | 0917 | 0937 | 0971 | 0921 | 0908 | 0.931
K, | 0974 | 0919 | 0918 | 0937 | 0970 | 0922 | 0910 | 0.931
K, | 0974 | 0919 | 0917 | 0937 | 0971 | 0923 | 0911 | 0.932
K=0¢ | 0974 | 0919 | 0918 | 0937 | 0970 | 0921 | 0910 | 0931

* Valinta K = 0 vastaa regressiomallin (6.3) pienimmiin nelissumman menetelmin ratkaisua.

Kun harjaparametrien %, j = 1.5, 13, 25, arvot ovat k2 = 0.03, k¥ = 0.07 ja kK =

0.09, niin harjaestimaattoreiden a, (k) j = 1.5, 13, 25, arvot nayttivat vakiintuneen ilman, etta

sovitteiden jiannosneliosummat olisivat kasvaneet kohtuuttomasti. Kun verrataan valintoja k.7,
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j=1.5, 13, 25, muihin harjaparametrien k%, j=1.5, 13, 25, valintoihin, niin harjajaljella valitut
harjaparmetrien arvot ovat suuria. Kun verrataan taulukossa 6.4 olevien sovitteiden ja ennustei-
den selityskertoimien arvoja, niin harjajiljella valitut harjaparametrien ¥ ja k** arvot antavat
huonoimmat sovitteiden ja ennusteiden selityskertoimien arvot, minké perusteella voidaan olettaa,
ettd harjajiljellé valitut harjaprametrien k' ja K arvot ovat epdonnistuneet.

Kun harjaparametrien &%, j = 1.5, 13, 25, arvot valitaan cross-validation -menetelmalld,
niin laskettaessa ennusteen virheneliosummaa PRESS kaytetéén apuna Wangin ja Chowin (1994)
esittimai lauseketta

2

e;
PRESS - ¥  — 6.19
i=1 (1 _ hﬂ)z ( )

missd diag(H) = diag(X(XX)'X) = diag(h,), i = 1.1, jolloin ennusteen virhenelidsumma
PRESS(k?) voidaan kirjoittaa muotoon

PRESS (k%) - Y1 (o2 - 1.5, 13,25 6.20
= 1T N J = 1.2, > > .
ha- ey (620

missi é? = y? - Za, k), diag(H) = diag(Z(A, + KL)'Z) = diag(h,),i=1,...,n, ja matriisit Z ja
A, on midritelty kuten yhtilossi (6.3). Vaikka valittaessa harjaparametrin k arvoa cross-validati-
on -menetelmilli valitaan harjaparametrin k arvo siten, ettd silld saadaan pienin ennusteen
virheneliésumma (6.20), niin harjaparametrin k> valinta k¥ = 0.0106 ei anna parasta
ennusteen selityskertoimen 0*'® arvoa. Témé saattaa johtua siitd, ettd kun 0.0068 < K& <
0.0106, niin PRESS(K™) = 0.1035 ja taten valinta k* = 0.0106 saattaa olla liian suuri.
Estimointiaineistossa neliomatriisin XX ominaisarvojen vililla on suuria eroja ja titen
kollineaarisuuden indeksi on suuri. Koska epayhtalo (3.34) on epétosi, niin MSE(a,(k;5:")) 2
MSE(a,,"), j = 1.5, 13, 25. Koska epyhtil (3.35) on epitosi, niin MSE®o”) = MSE@gens?),
j=1.5, 13, 25. Koska kollineaarisuuden indeksi on suuri, niin voidaan olettaa, etta valinnat
j =15,13, 25, ovat lilan pienié ja harjaparametrin  valintamenetelmé Ky €i sovi kiytettyyn
estimointiaineistoon. Koska K,z < ke, Jj = 1.5, 13 ja kg, 2 < k™, niin voidaan olettaa,
ettd myos valinnat ko2, e 18 Kgoross ) OVat liian pienid. Koska téssd aineistossa kollineaa-
risuuden indeksi on suuri, niin Brownin (1993) mukaan harjaparametrin k valintaa &, tulee pitad
parempana kuin valintaa k. Valinnat ki, j = 13, 25, ovatkin suurempia kuin by, j =13,

25, i ™ = by g™, mutta 0209, = 0.922 < 0%y, = 0.923.

75



parempana kuin valintaa k. Valinnat £, ,, 9, J =13, 25, ovatkin suurempia kuin kns?, j =13,
25, ja ks = k™9, mutta 29, = 0,922 < 0", =0.923.

Kun harjaparametrimatriisin K estimaattori valitaan Brownin ja Paynen (1975) mukaan,
niin ongelmana on, etti parametri o’ on tissi tuntematon. Parametrin o4” estimaattori on ¢ 1k
(Brown & Payne, 1975). Koska tissi on myos harjaparametri % tuntematon, niin tisss tutkiel-
massa titd harjaparametrimatriisin K valintamenetelmai ei kiytets.

Kun harjaparametrimatriisin K valitaan Scloven saannon (3.52) mukaan, niin tissi
epiyhtilo (3.53) on epitosi. Tillsin MSE(4,5) < MSE(4, (K, sciove)) Téten harjaparametrimatrii-
sin K valintamentelmi Scloven sisinnon mukaan ei sovi tissa kéytettyyn estimointiaineistoon.

Kun harjaparametrimatriisin K valitaan Hoerlin, Kennardin ja Baldwinin sasinnon mukaan,
niin tissd epayhtalo (3.57) on epitosi, minki mukaan MSE(A,y5) < MSE(A, (K, wxs))- Téten
harjaparametrimatriisin K valintamenetelms Hoetlin, Kennardin ja Baldwinin sésinnon mukaan ei
myoskain sovi kiytettyyn estimointiaineistoon.

Kun verrataan pienimmiin neliosumman menetelmill ja harjaregressiolla saatuja sovittei-
den selityskertoimien (6.9) ja (6.11) arvoja keskeniisin, niin harjaregressiolla saadut sovitteiden
selityskertoimien arvot eivit ole juurikaan pienempi kuin pienimmiin nelidsumman menetelmilli
saadut sovitteiden selityskertoimien arvot. Titen harjaregressiossa pienimman neliosumman
estimaattoreissa by, j = 1.5, 13, 25, harjaparametrin £ lisaaminen neliomatriisin X'X diagonaa-
lille ei juurikaan kasvata sovitteiden Jaannosneliosummia, silld valitut harjaparametrit olivat hyvin
pienid. Toisaalta harjaregressiolla on saatu keskimiisrin hiukan parempia ennusteen selityskertoi-
mien (6.14) ja (6.15) arvoja kuin pienimmén neliosumman menetelmalld, joten kun harjaparametri
k on valittu sopivasti, niin harjaregressiolla saadaan hieman tarkempia ennusteita kuin pienimmin
nelibsumman menetelmill.

Valitaan harjaestimaattoriin (6.17) sopivimpana harjaparametrimatriisin K valintamenetel-
mé valintamenetelmi K. Valintamenetelmlli K cross valittu harjaparametrin 42 arvo on
suurempi kuin kg, joka saattoi olla liian pieni, koska selittivien muuttujien kollineaarisuuden
indeksi on suuri, j = 1.5, 13, 25. Kun valitaan hatjaestimaattoriin (6.17) harjaparametrimatriisi K
valintamenetelmalli K., niin tilloin saadut sovitteiden ja ennusteiden selityskertoimien arvot
ovat hyvid, kun niitd verrataan muihin sovitteiden ja ennusteiden selityskertoimien arvoihin
taulukossa 6.4
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6.5 Piiikomponenttiregressio

Kun teridksen karkenevuutta mallitetaan padkomponenttiregressiolla, niin approksimoidaan

regressiomalleissa (6.3) ja (6.4) parametreja a?, j = 1.5, 13, 25, padkomponenttiestimaattoreilla

a0 B, 1-1,.06, j-15,13, 2, (6.21)

missa f? =1, kuni e8P fP=0 kuni¢ 82, j =15, 13, 25. Pienimmin nelidsumman
estimaattorit 4%, j = 1.5, 13, 25, ovat liitteessi A taulukossa A_6. Pagkomponenttiestimaattorin
a? o kertoimet /2, j = 1.5, 13, 25, kun valittujen paakomponenttien indeksijoukot S,%, j=15,
13, 25, on valittu kappaleissa 4.4 ja 4.6 olevien valintamenetelmien mukaan, ovat taulukossa 6.5

Kun paskomponenttiregressio perustun rakennematriisin X korrelaatiomatriisiin, niin

rakennematriisin X selityskerroin R%, saadaan yhtalostd

Ry~ %, s Mir (6.22)

missd r on rakennematriisin X aste. Paskomponenttiregressiossa rakennematriisin selityskerroin
R kertoo, kuinka paljon rakennematriisin X kokonaisvaihtelusta valitut paakomponentit z, j €
8, selittavit eli kuinka paljon péadkomponenttiregressiossa rakennematriisin X vaihtelusta on
kaytetty selittimédn selitettivas muuttujaa . Rakennematriisin X selityskertoimien arvot ovat
taulukossa 6.6.

Kun valittujen padkomponenttien indeksijoukko S, valitaan cross-validation menetelmills,
niin laskettaessa ennusteen virheneliosummia (4.25) ja (4.31) kiiytetdtin apuna Wangin ja Chowin
(1994) lauseketta (6.19), jolloin ennusteen virheneliGsumma PRESS(S,”) voidaan kirjoittaa

muotoon

e

o .

PRESS (8”) - ¥, Gty 0 15, 13,25 , (6.23)
missd €@ =y - Z 040, H? = diag(Z,NZ 2,9y Z ) = diag(h®,,,...H2,), ZP = (29 ) ja i
€S8, j=15,13, 25 Kuvassa 6.1 on lasketut ennusteen virhenelisummat PRESS(S,9),j=1.5,
13, 25, ja PRESS(S,)/3, missi S, = 5,09 = §,09 = §09  yalittujen padkomponenttien

lukuméirin funktiona.
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Taulukko 6.5: Paikomponenttiestimaattorin (6.12) kertoimet £, j = 1.5, 13, 25

S4 AVANL VAL LA LS | fo|fulfolls | fulfs | f
Sy 100 fr]oflrfr]rfolilili1)i]o
S V)V 11 fr]rjojr]itifolil1]1lol1
S |11 10111 |ofo]ltiflolol1]1]1]1
S 1|1 [0 1 l1f1l1floflo]lofolololololo
Sy |11 11| 1]1]1]ololofolof{olololo
S 1111t ]1]l1]o]loloflo]lololololo
S VU0 oo lofrfrlalalilla
RPN SN N0 N N T N T T A O T T G O T A I T AR Y
Ryl 0 S 0 SN I N N U N T O T T T N O T O O O T B Y
S>> v 11 fr]ofrfr]1f{o]lolili1li1]o
S>> V11 frtoflr]ifilol1f{1]l1]oliq
S>> 111111 fo]oflilolol1li]1!i
S V{1111 f1}ofjo]lof1]lolof1l1]1]o
S 111 f{of1]ofo]lofjof1]lolol1]l1]lo0]o0
S |11 11]of1]o]ofo]ofl1lolofl1]l1]1]o
Siasn Lf1J1ftrj1j1jofjoftr|1lo]lol1fl1l1]o

Valittaessa padkomponenettien indeksijoukkoa S, cross-validation -menetelmills vaarana

voi olla paakomponenttiregressiomallin ylisovittaminen ts. liian monen padkomponentin valitse-

minen indeksijoukkoon §, (Jackson, 1991). Timén vuoksi indeksijoukko S, on valittu myos

valintamenetelmén (4.36) mukaan. Kun verrataan indeksijoukkoja S 14.35) 8 S4 36, 1IN valittujen

padkomponenttien lukuméira on indeksijoukoissa S aw2sy ) =12, 81426 = 10, Saazs) =13,

13) 25) _ 14 : 25
SA(4.26)( V=17, SA(4.25)( )= 12ja SA(4.26) )=38.

Paakomponenttiregressiolla saatujen estimointiaineiston sovitteiden ja testiaineston

ennusteiden selityskertoimien arvot ovat taulukossa 6.7
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Taulukko 6.6: Paakomponenttiregressiossa rakennematriisin X selityskertoimien arvot ja

valittujen paskomponenttien lukumééiri 4

SA RZX(I-S) A(l-5) R2X(13) A1) R2X(25) A3
Sua20) 0.913 13 0.906 13 0.852 12
Siaa 0.779 7 0.779 7 0.779 7
Siazs 1.000 16 1.000 16 1.000 16
Saazs) 0.885 12 0.913 13 0.852 12
Siazs) 0.800 10 0.636 7 0.646 8
Siasn 0.842 11 0.842 11 0.842 11

S 1.000 16 1.000 16 1.000 16

? Piegimmiin nelisumman menetelmii

Kuva 6.1: Cross-validation -menetelmissa lasketut ennusteen virheneliosummat PRESS(S,9),
J= 15,13, 25, ja PRESS(S,")/3 valittujen péskomponentien z, j € S, lukumiirin
funktiona
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Taulukko 6.7: Padkomponenttiregressiolla saatujen sovitteiden ja ennusteiden selityskertoimien

arvot

S, R4S | pray | pes R e | gy | pees 0
Sy | 0974 | 0918 | 0917 | 0936 | 0970 | 0921 | 0910 | 0931
Sy | 0781 | 0665 | 0553 | 0669 | 0830 | 0679 | 0593 | 0.689
Siazy | 0974 | 0919 | 0918 | 0937 | 0970 | 0921 | 0910 | 093]
Suazsy | 0973 | 0918 | 0917 | 0935 | 0972 | 0915 | 0905 | 0928
Swze | 0973 | 0902 | 0905 | 0927 | 0972 | 0909 | 0899 | 0.924
Sz | 0973 | 0912 | 0914 | 0934 | 0973 | 0923 | 0904 | 0931

Sp* 1 0974 | 0919 | 0918 | 0937 | 0970 | 0921 | 0910 | 0931

* Pienimmiin neliosumman menetelmi

Kun verrataan padkomponenttiregressiossa saatuja sovitteiden selityskertoimien R%?, j =
1.5, 13, 25, ja R? ja ennusteiden selityskertoimien 0*”, j = 1.5, 13, 25, ja O° arvoja taulukossa
6.7, niin néiden selityskertoimien arvot erovat melkoisesti eri indeksijoukon S, valintamenetelmi-
en mukaan Teraksen karkenevuusaineistossa saadaan paikomponenttiregressiolla parhaimmat
selityskertoimien R?, 07, R* ja 0" j = 1.5, 13, 25, arvot, kun paiikomponenttiestimaattorissa
(6.21) valitaan indeksijoukko §, valintamenetelmilld Saaz0p Saazep Saasry ja pienimmén ne-
liosummman menetelmilla eli indeksijoukolla S,. Kun niistd valittujen paikomponenttien
indeksijoukon .S, valintamenetelmist4 valitaan sopivin paikomponenttiestimaattoriin (6.21), niin
ennusteiden seltyskertoimien arvojen perusteella valitaan valintamenetelmi S0, Valinta-
menetelmé S, 5, ei valittu, koska ennusteen selityskertoimen O® arvo on pieni verratuna

valinatamenetelmalli S, », saatuun ennusteen seltyskertoimen O arvoon.
6.6 Osittainen pienimmiin nelidssumman regressio

Kun teréksen karkenevuutta mallitetaan osittaisella pienimman neliosumman regressiolla eli PLS

-regressiollla, niin malli on

X-TP'-X, , ja Y-rIC'.Y, ,, (6.24)
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missd matriisit X ja ¥ ovat kuten regressiomallissa (6.3), matriisit T= (#,,....¢,), C=(c,,....c,) ja
P = (p,,...,p,) saadaan PLS-algoritmin mukaan, matriisit X, , , ja ¥, , ovat jaannosmatriiseja ja
valittujen PLS-komponenttiparien lukumizrs on 4 (ks. kappale 5.1). Mallissa (6.24) kovarianssi-
matriisin X'Y selityskerroin R?,., saadaan yhtilosti

Riy-1-t(Xy ¥, ¥y X, X' YYX) (6.25)

(Hoskuldsson, 1988). Tami selityskerroin R’,y kertoo, kuinka paljon malli (6.24) on selittanyt

kovarianssimatriista X'Y. Rakennematriisin X selityskerroin R%, saadaan yhtilosti

Rf-1-1t(X), X, )rXX) (6.26)

(vrt. (6.22)) (Hoskuldsson, 1988). Tami selityskerroin R, kertoo, kuinka paljon rakennematrii-
sin X varianssista on mallissa (6.24) kiytetty selittdmééin havaintomatriisia ¥. PLS-komponenttien
lukumiira A kappaleen 5.5 valintamenetelmin sekd vastaavat kovarianssi- ja rakennematriisin

selityskertoimet R, ja R%, ovat taulukossa 6.8.

Taulukko 6.8: PLS-regressiomallin PLS-komponenttien lukuméiri 4 seki vastaavat kovarianssi-

ja rakennematriisin selityskertoimien arvot

Valintamenetelmd | PLS-komp. lkm. 4 R R,
A, 9 0.773 1.000

Ay 12 0.875 1.000

S,? 16 1.000 1.000

* Asetettu PLS-komponenttien lnkumiiiriksi 16

PLS-regressiolla saatujen estimointiaineiston sovitteiden ja testiaineiston ennusteiden
selityskertoimien arvot ovat taulukossa 6.9.

Kun regressiomalli (6.3) PLS-regressiolla ja tarvittavien PLS-komponenttien lukumiiri
valitaan cross-validation menetelmalls, niin kiytetidn Wangin ja Chowin (1994) lauseketta

(6.19) ennusteen virheneliosummalle, jolloin
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Ya 15¥4 4 14
PRESS (4) - 37 L)%, 1041y (6.27)
(l - hd)

missd y, ,;, on havainnon y, jaannos ja H on projektiomatriisi (5.73) PLS-algoritmin askeleessa
4 ja diag(H) = diag(h,), i = 1,...,176. PLS-regressiolla ja péadkomponenttiregressiolla saatujen

ennusteiden virheneliésummat, jotka on jaettu selitettivin muuttujien lukuméirilld kolme, ovat
valittujen komponenttien lukumiérin 4 funktiona kuvassa 6.2.

0 T T T T T T T T T T T T T T 1
1t 2 3 4 5 6 7 €& 9 10 1 12 13 4 1B 18
kaagniin

Kuva 6.2: PLS-regressiolla ja paikomponenttiregressiolla saatujen ennusteiden virhene-

liGsummat

Taulukko 6.9: PLS-regressiolla saatujen sovitteiden ja ennusteiden selityskertoimien arvot

A R2(l.5) R2(l3) RZ(ZS) R2 QZ(I.S) QZ(IS) QZ(ZS) Qz
Acgoss | 0972 | 0917 | 0911 | 0933 | 0912 | 0917 | 0841 | 0.902
Ap | 0974 | 0918 | 0917 | 0937 | 0970 | 0924 | 0913 | 0934

A 0.974 0.919 0.918 0.937 0.970 0.921 0.910 0.931
“ Asetettu PLS-komponenttien lnkumiiiriksi 16

Kun verrataan PLS-regressiolla saatua ennusteen virheneliosummaa (6.27) monimuuttujai-
sella paakomponenttiregressiolla saatuun ennusteen virheneliésummaan (6.20), niin edellinen

pienenee nopeammin kuin jélkimmiinen komponenttien lukumsran 4 funktiona. PLS-regressios-

82



Sa saavutetaan ennusteen virhenelidsumman minimi yhdeksalla komponentilla, kun vastaavasti
paskomponenttiregressiossa saavutetaan ennusteen virheneliésumman minimi 11 komponentilla.
Téten PLS-regressiomallin ulottuvuus on pienempi kuin paakomponenttiregressiomallin ulottu-
vuus, kun komponentit on valittu cross-validation -menetelmilli,

Kun PLS-komponenttien lukumairs valitaan cross-validation -menetelmilld, niin R =
0.911, 0° = 0.912 ja 0** = 0.841 ovat pienié verrattuna muilla menetelmilld saatuihin
vastaaviin selityskertoimien arvoihin. Titen PLS-regressiomalli, jossa PLS-komponenttien
lukumairi valitaan cross-validation -menetelmilld, ei anna parasta testiaineiston ennustetta.

Jaannosmatriisien ¥, ,, X,, ,ja X, 'Y, . ; normit PLS-komponenttien lukuméirin 4
funktiona ovat kuvassa 6.3. Koska PLS-algoritmi perustuu epayhtilosn (5.65), niin ||X'Y,|| <
IIX, 'Y, .l (ks. kuva 6.3),

18

4
14 _}‘\ o

AN
et S e

12

Kuva 6.3: PLS-regressiossa jaanndsmatriisien Y,.1, X, 1ja X, 'Y, normit PLS-komponent -
tien lukumiiran 4 funktiona.

Kuten kuvasta 6.3 nihdézn, niin normi ||X,, , 'Y, ,|| vakiintuu PLS-komponenttien lukumaaralls

6. Normi |IX, , || vakiintuu PLS-komponenttien lukumiralld 9, paitsi X, 1l=0,kun 4 = 16.
Valitaan kuvan 6.3 perusteella PLS-komponenttien lukumisriksi 4 = 12, jolloin normi ||¥,, ,|| on
vakiintunut ja talloin my6s normi ||X, , ,'Y, , ,|| on vakiintunut.

Kun PLS-regressiossa valitaan PLS-komponenttien lukumazriksi A selittivien muuttujien
lukumiiré p, niin X, , ; = 0. Kun mallissa (6.24) PLS-komponenttien lukumiiiriksi on valittu 4
= 12, niin saadut sovitteiden selityskertoimien arvot ovat liihes yhta suuret kuin PLS-komponet-
tien lukumaéralla 4 = 16 saadut sovitteiden selityskertoimien arvot. Koska PLS-komponenttien
lukumaiiirilld 4 = 12 saadaan hiukan suuremmat testiaineiston ennusteiden selityskertoimien arvot
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kuin valinnalla A = 16, niin PLS-komponenttien lukumaarilli 4 = 16 ylisovitetaan mallia (6.24).

Kun verrataan taulukossa 6.9 kaikkia PLS-regressiolla saatuja sovitteiden ja ennusteiden
selityskertomien arvoja, niin valitaan PLS-komponenttien lukumiirin 4 valintamenetelmiiksi
jaannosmatriisin ¥, , , normin graafinen tarkastelu, koska talld valintamenetelmalli saadaan
parhaimmat testiaineiston ennusteiden selityskertoimien arvot. Titen valitaan mallin (6.24) PLS-
komponenttien lukuméiiraksi 4 = 12.
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7 Yhteenveto

Tidssd tutkielmassa tehtidvina oli muodostaa monimuuttujainen regressiomalli teriksen kar-
kenevuudelle. Muodostettava regressiomalli oli monimuuttujainen, koska Jominy-kokeessa
karkaistaessa teristd sen kovuuteen vaikuttaa etdisyys terdssauvan alapdisti ja tavoitteena oli
mallittaa teriaksen karkenevuutta eri etiisyyksilti koesauvan alapadsti. Muodostettavassa
regressiomallissa selittavind muuttujina olivat teriksen seosaineiden pitoisuudet, jotka olivat
multikollineaarisia, silld selittivi muuttuja Xpp Oli seosaineiden B, Ti ja N pitoisuuksien
linearikombinaatio. Tilloin seosaineiden pitoisuuksien rakennematriisin neliomatriisin
kaanteismatriisia ei ole olemassa, mutta laskusuorituksissa olevasta pyoristysvirheisti johtuen,
tam4 kaanteismatriisi saatiin. Koska laskettaessa regressiomallin regressiokertoimien pienimmin
nelidsumman estimaatteja kiytettiin tita teriksen seosaineiden pitoisuuksien neliomatriisin
kaanteismatriisin approksimaatiota, niin regressiokertoimien pienimmaén neliGsumman estimaatit
eivit ole luotettavia.

Harjaregressiolla, paskomponenttiregressiolla ja osittaisella pienimmin
nelibsumman regressiolla approksimoitiin paremmin kadntyvid terdksen seosaineiden
pitoisuuksien rakennematriisin neliomatriiseja. Nailli menetelmills muodostettuja teriksen
karkenevuuden regressiomallien riittavyytti arvioitiin sovitteen ja ennusteen selityskertoimien
avulla. Kun estimoitu teriksen karkenevuuden regressiomalli sovitettiin estimointiaineistoon eli
havaintoihin, joista regressiokertoimen estimaatit oli laskettu, niin regressiomallin sovitteen
selityskertoimen arvoksi saatiin pienimmin neliosumman menetelmilld 0.937. Tamé sovitteen
selityskerroin on suurin mahdollinen saaduista sovitteen selityskertoimista, koska pienimmin
nelidsumman menetelmi minimoi sovitteen ja havaintojen vilisen jaannosneliosumman. Kun
estimoitu teriksen karkenevuuden regressiomalli oli sovitettu testiaineistoon, jonka havainnot
eivat olleet mukana estimoitaessa regressiokertoimien estimaatteja, niin ennusteen suurimmat
selityskertoimien (* arvot  olivat pienimmin nelibsumman menetelmalli O* = 0931,
harjaregressiolla 0 = 0.932, patikomponenttiregressiolla 0* = 0.932 ja PLS-regressiolla Q=
0.934. Vaikka saannollistimismenetelmit regressioanalyysissi perustuvat regressiokertoimien
estimaattoreiden keskineli¢virheen minimointiin ja teriksen karkenevuuden regressiomallissa
regressiokertoimien arvot olivat tuntemattomia, niin tésti huolimatta saannollistimismenetelmills
pystyttiin kutistamaan regressiokertoimien pienimmin neliésumman estimaattoria kohti origoa ja
vahentimddn regressiomallin ulottuvuutta siten, ettd siinnollistimismenetelmilli saatiin
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keskimaarin hiukan tarkempia selitettivien muuttujien ennusteita havaitsemattomissa
otospisteissd kuin pienimmén neliosumman menetelmilla. Koska PLS-regressiolla saatiin suurin
ennusteen selityskertoimen 7 arvo, niin terdksen karkenevuuden regressiomalliksi valitaan malli
(6.24), missd PLS-komponenttien lukumaéré on 12, joka on pienempi kuin selittivien muuttujien
lukuméidra 16. Koska télla mallilla on suurin ennusteen selityskertoimen 0 arvo, niin silli on
Copasin (1983) mukaan paras validiteetti muodostetuista teriksen karkenevuuden
regressiomalleista.
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Liite A

Taulukko A.1: Estimointi- Ja testiaineiston teriiksen seosaineiden pitoisuuksien keskiarvot ja-

hajonnat
Estimointiaineisto Testiaineisto
Seos
Keskiarvo Keskihajonta Keskiarvo Keskihajonta

C 0.2547 0.0937 0.2615 0.0989
Si 0.2614 0.0369 0.2593 0.0389
Mn 1.1992 0.1580 1.1977 0.1575
P 0.0145 0.0036 0.0135 0.0029
0.0217 0.0157 0.0235 0.0183
Cr 0.4922 0.3225 0.4941 0.3206
Ni 0.1689 0.0795 0.1643 0.0725
Mo 0.0360 0.0270 0.0421 0.0500
\% 0.0056 0.0020 0.0054 0.0020
Ti 0.0333 0.0064 0.0327 0.0072
Cu 0.1784 0.0460 0.1723 0.0449
Als 0.0272 0.0074 0.0280 0.0069
B 0.0031 0.0005 0.0031 0.0006
Mb 0.0041 0.0009 0.0039 0.0009
N 0.0100 0.0017 0.0100 0.0015
Bjab 0.0029 0.0018 0.0027 0.0022
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Taulukko A 2: Teriksen seosaineiden pitoisuuksien korrelaatiomatriisi

C si Mn P S Cr
c 1.0000 .0501 .799%6 .0971 -.2345 -.7379
Si .0501 1.0000 .1049 -.0685 .1419 .1634
Mn .7996 .1049% 1.0000 .0558 -.1972 -.677%
P .0971 -.0685 .0558 1.0000 .1400 -.0700
S -.2345 .1419 -.1972 .1400 1.0000 .4523
Cr -.7379 .1634 ~-.6779 -.0700 .4523 1.06000
Ni -.2537 ~.2359 -.4550 -.1676 -.1083 .1046
Mo -.4137 .4589 -.2799 -.1671 .4453 .6232
v -.1465 .2389 -.0160 -.0473 .2255 .3481
Ti .3383 -.1032 .3214 -.0334 -.3383 -.3689
Cu -.0969 -.0524 -.1825 .2552 .2028 .1062
Als .0365 .0616 ~-.0865 -.1144 .2895 .2562
B -.3293 .1335 ~-.2565 .0635 .3615 .3447
Mb .0622 .1318 .1149 -.1092 .1096 .0739
N ~.4683 .1086 -.3721 -.2238 .0413 .4627
Bjab .4752 -.1133 .4195 .1587 -.172% -.4859
Ni Mo v Ti Cu Als
c -.2537 -.4137 -.1465 .3383 -.0969 .0365
Si ~.2359 .4589 .2389 -.1032 -.0524 .0616
Mn -.4550 -.2799 -.0160 .3214 -.1825 -.0865
P -.1676 -.1671 -.0473 -.0334 .2552 -.1144
S -.1083 .4453 .2255 -.3383 .2028 .2895
Cr .1046 . 6232 .3481 -.3689 .1062 .2562
Ni 1.0000 ~.0038 -.1069 .1155 -.0953 .1476
Mo -.0038 1.0000 .4561 -.4172 .0022 .1443
v -.1069 .4561 1.0000 ~.0564 . 0465 .1827
Ti .1155 ~-.4172 -.0564 1.0000 -.1301 .1146
Cu -.0953 .0022 .0465 -.1301 1.0000 -.0231
Als .1476 .1443 .1827 .1146 -.0231 1.0000
B .0108 .4566 .1843 -.2837 .2044 .0642
Mb .0176 .0891 .2098 .1264 .0531 .1815
N .2085 .4197 .2322 -.0833 ~.0957 .0116
Bjab -.0549 -.4751 -.145¢0 . 7346 .0271 .1139
B Mb N Bjab
o] -.3293 .0622 -.4683 .4590
8i .1335 .1318 .1086 -.0965
Mn -.2565 .1149 -.3721 -.3990
P .0635 -.1082 -.2238 . 1607
s .3615 .1096 .0413 -.1483
Cr .3447 .0739 .4627 -.4611
Ni .0108 .0176 .2095 -.0513
Mo .4566 .0891 .4197 -.4506
v .1843 .2098 .2322 -.1435
Ti -.2837 .1264 -.0833 .7153
Cu .2044 .0531 -.0957 .0343
Als .0642 .1815 .0116 .1494
B 1.0000 .0358 .1460 .0074
Mb .0358 1.0000 -.0109 .1031
N .1460 -.0109 1.0000 -.6741
Bjab .0271 .1012 -.6724 1.0000
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Taulukko A.3: Teriksen seosaineiden pitoisuuksien ja teraksen kovuuksien y9, y3 ja @9

korrelaatiokertoimet
Seos Terdksen kovuudet

P9 3 @9
C 0.985 0.934 0.847

Si 0.38 0.51 180
Mn 0.796 0.781 0.737
P 00.096 1.000 0.057
-0.262 -0.305 -0.097
Cr -0.736 -0.671 -0.370
Ni -0.250 -0.244 -0.229
Mo -0.427 -0.360 -0.101
\% -0.178 -0.144 0.054
Ti 0.347 0.378 0.299
Cu -0.097 -0.041 -0.047
Als 0.003 0.040 0.208
B -0.340 -0.276 -0.188
Mb 0.051 0.062 0.174
N -0.444 -0.453 -0.336
Bjab 0.463 0.489 0.356
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Taulukko A.4: Estimointiaineiston rakennematriisin X neliomatriisin X’X ominaisarvot seki

vastaavat ominaisarvot laskettuna testiaineistolle

Indeksi Estimointiaineisto Testiaineisto
1 4.484 4.798
2 2.051 2.051
3 1.706 1.706
4 1.580 1.580
5 0.942 0.942
6 0.882 0.882
7 0.825 0.825
8 0.689 0.689
9 0.889 0.669
10 0.618 0.618
11 0.563 0.563
12 0.449 0.449
13 0.260 0.260
14 0.152 0.152
15 0.125 0.125
16 0.005 0.005
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Taulukko A.5: Regressiomallin (6.3) parametrin B = ("%, ¥, B®) pienimmiin neliésumman

estimaattori B, ja suluissa sen varianssit.

) B,y
Seosaine b(l'S)PNS b(B)PNS b(ZS)PNS
C 0.9800 0.9611 0.9389
(0.0007) (0.0022) (0.0022)
Si -0.0047 -0.0026 -0.0482
(0.0002) (0.0008) (0.0008)
Mn 0.0426 0.2810 0.5832
(0.0008) (0.0025) (0.0025)
P 0.0009 0.0011 0.0215
(0.0002) (0.0006) (0.0006)
S -0.0221 -0.1836 -0.1444
(0.0003) (0.0009) (0.0009)
Cr 0.0437 04110 0.7521
(0.0008) (0.0024) (0.0023)
Ni 0.0052 0.0962 0.1900
(0.0003) (0.0009) (0.0009)
Mo -0.0076 0.1166 0.2137
(0.0005) (0.0017) (0.0017)
A\ -0.0382 -0.0664 -0.0612
(0.0002) (0.0007) (0.0007)
Ti -0.0537 -0.1749 -0.1725
(0.0096) (0.0302) (0.0301)
Cu 0.0106 0.1170 0.0982
(0.0002) (0.0006) (0.0006)
Als -0.0277 0.0149 0.0109
(0.0002) (0.0008) (0.0008)
B -0.0271 -0.0637 -0.0739
(0.0016) (0.0051) (0.0050)
Nb -0.0015 -0.0078 0.0041
(0.0002) (0.0006) (0.0006)
N 0.0796 0.1440 0.1265
(0.0069) {0.0216) (0.0215)
Bjab 0.0829 0.3522 0.3048
(0.0166) (0.0520) (0.0519)
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Taulukko A.6: Regressiomallin (6.3) ja (6.4) parametrin A pienimmin nelidsumman estimaattori 4, ja

varianssit suluissa

harjaestimaattori 4,(K ), missi K ,; on valittu (3.38) mukaan, ja niiden estimaattoreiden

| Apis 44K.)
Indeksi o, i @, ad k09 | a (k) | 4 (k29
1 03731 0.3230 0.2224 0.3730 0.3226 0.2219
0.4 x 109 (1.1 x 10 (1.1x10% 0.3 x 10 (1.0 x 10 (1.0 x 10
2 -0.2208 -0.2828 -0.3631 -0.2207 -0.2822 -0.3614
(0.8 x 10 (2.5x10% (2.5 x10% (0.7 x 107 (23x10 ) (2.2 x 10
3 -0.0690 -0.1108 -0.1644 -0.0690 -0.1105 -0.1635
(1.0 x 104 (3.0x 10 (3.0 x 10 (0.9 x 10 (2.7 x 10 2.6 x 10
4 0.1319 0.0520 0.0526 0.1318 0.0519 0.0523
(1.0 x 10%) (3.2 x10% (32 x 10" (0.9 x 109 (2.9 x 10 (2.9 x 10
5 -0.1303 -0.0803 -0.1192 -0.1302 -0.0800 -0.1118
(1.7 x 10 (5.4 x 10 (5.4 x 10 (1.6 x 10 (4.9 x 10 4.9 x 10%
6 0.0863 0.0376 0.0679 0.0862 0.0375 0.0672
(1.8 x 10 (5.7 x 10 (5.7 x 10%) (1.7 x 10% (52x10% (5.21 x 10%)
7 -0.0062 -0.0022 -0.0553 0.0062 -0.0022 -0.0546
(2.0x10™) 6.1 x10% (6.1 x 10™) (1.8 x10% (5.6 x 107 (5.5 %10
8 -0.0259 -0.0727 -0.0144 -0.0259 -0.0722 -0.0142
(2.4 x 10 (7.4 x 10 (7.3 x 10%) (2.1 x10% (6.7 x 10" (6.6 x 10
9 0.0193 0.0844 0.0153 0.0193 0.0839 0.0150
(2.4 x10% (7.6 x 10 (7.6 x 10 22 x 10 (6.9 x 10 (6.8 x 10
10 0.4164 0.3893 0.3781 0.4157 0.3865 0.3724
(2.6 x 10 (8.2 x 10 (82 x 10" (2.4 x 10 (7.4 x 10 (7.4 x 10%)
11 -0.0158 -0.0231 0.0049 -0.0158 0.0230 0.0048
2.9 x 10 (9.0 x 10 (9.0 x 10 (2.6 x 10 (8.2 x 10 8.1x10%
12 0.0235 -0.0669 -0.0181 0.0235 -0.0662 -0.0177
(3.6 x 107 (112 x10% (11.2 x 10%) (3.3 x 10 (10.2 x 10 (10.1 x1 0%
13 -0.0968 -0.3921 -0.6105 -0.0964 -0.3855 -0.5893
(6.2 x 10 (19.4 x 10 (194 x 109 (5.7 x 10 (17.5x 10" (17.1 x 10
14 -0.06856 -0.8475 -0.9924 -0.6808 -0.8234 -0.9347
(10.7 x 10™) (33.5 x 10 (33.4x10%) (9.7 x 10% (29.7 x 109 (28.7 x 107
15 -0.2784 0.0637 0.4214 -0.2760 0.0615 0.3921
(13.0 x 10 (40.6 x 10 (40.1 x 10 (11.8 x 10 (358 x 10 (34.5x10™)
16 -0.1307 -0.4167 -0.3744 -0.1067 -0.2149 -0.1258
(3425 x 10" | (1071.1x10%) | (1068.3x10%) | (255.6.1x10%) | (505.1.1x10") | (328.13x10)
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Taulukko A.7: Regressiomallin (6.3) ja (6.4) parametrin A harjaestimaattorit A,(K;), missd K on
valittu (3.59) mukaan, ja A (K zpss), missd K o5 on valittu (3.61) mukaan, seké suluissa

niiden estimaattoreiden varianssit

A (Krr) A K ros5)
IndekSi 5 5 13 25 25 3
909 | @k | 4Pk | @,29(0.0072) | a,99(0.0072) | a,29(0.0072)
1 0.3730 0.3230 0.2224 0.3725 0.3225 0.2220
(0.4 x 10 (1.1 x 10*) (L1 x 10% 0.4 x 10" (1.1 x 10 (1.1 x 10%
2 -0.2207 -0.2828 -0.3631 -0.2200 -0.2818 -0.3618
0.8 x 10%) Q2.5 x 10 (2.3 x 10 (0.8 x 10 (2.5 % 10% (2.4 x 10%
3 ~-0.0690 -0.1108 -0.1644 -0.0687 -0.1103 -0.1637
0.9 x 10 (3.0 x 10 (3.0 x 10 (1.0 x 10 (3.0 x 10 (3.0 x 10
4 0.1319 0.0520 0.0526 0.1313 0.0518 0.0523
(1.0 x 10%) (3.2 x10% (3.2 x 10 (1.0 x 10 (32 x 104 (3.2x 10
5 -0.1302 -0.0803 -0.1129 -0.1293 -0.0797 -0.1120
(17 x 10 (53 x 10%) (54 x10% 1.7 x 10 (5.4 % 10%) (5.4 x 10
6 0.0862 0.0376 0.06979 0.0856 0.0373 0.06974
(1.8 x 10 (5.7 x 10%) (5.7 x 10 (1.8 x 10 (5.7 x 10%) (5.7 x 10
7 0.0062 -0.0022 -0.0553 0.0061 -0.0022 -0.0547
(2.0 x 10% (6.1 x 10 (6.1 x 10 (2.0 x 10 6.1 % 10%) 6.1 x 104
8 -0.0259 -0.0726 -0.0144 -0.0257 -0.0719 -0.0143
(2.4 x 10 (74 x 10% (73 x 10 (2.3 x 104 (7.3 x 10%) (7.3 x10%
9 0.0193 0.0844 0.0153 0.0191 0.0835 0.0151
(2.4 x10%) (7.6 x 10 (7.6 x 10™) (2.4 x 10 (1.5 x 10%) (7.5 x 10
10 04158 0.3892 0.3781 0.4116 0.3848 03737
(2.6 x 10%) (82 x 10%) (8.2 x 10%) 2.6 x 10%) (8.2 x 10%) (82 x 10%)
11 -0.0158 0.0231 0.0049 -0.0156 0.0229 0.0048
(2.9 x 10%) 9.0 x 10 (9.0 x 10 (2.9 x 10 9.0 x 10%) (8.9 x10%)
12 0.0235 -0.0669 -0.0181 0.0232 -0.0658 -0.0180
G6x10% | 13x10% | (113x10% (3.6 % 10%) (112 x 10%) (11.2 x 10
13 -0.0964 -0.3918 -0.6105 -0.0942 -0.3816 -0.5941
62x10% | (195x10% | (19.4x10% 6.1 x 10 (19.1 x 10 (13.1 x 10
14 -0.6814 -0.8456 -0.9923 -0.6545 -0.8091 -0.9473
(105x10% | (334x10% | (334x10% | (103 x10% (32.2 x 10%) (32.1 x 10
15 -0.2763 0.0636 04214 -0.2632 0.0602 0.3984
(127x10% | 40.1x10% | (404x10Y | (124 x10% (38.7 x 10%) (38.6 x 10%)
16 -0.1091 -0.4009 -0.3733 -0.0519 -0.1653 -0.1485
(285.9 x 10%) | (1030.0 x10%) | (10580 x10%) | (137.0x10%) | (4278x10% | (4274 x10%
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