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Tulee sanoista Application Programming Interface. Se on jouk-
ko sdédntdji ja protokollia, joka sallii eri ohjelmistojen vilisen
kommunikoinnin. API maédrittelee miten eri ohjelmisto kom-
ponenttien tulisi keskustella ja tarjoaa standardoidun tavan eri
jarjestelmille vaihtaa tietoja ja toiminnallisuuksia keskenéén.
Azure on Microsoftin tarjoama pilvipalvelu alusta, joka tarjoaa
laajan valikoiman tyodkaluja ja resursseja sovellusten ja palve-
luiden rakentamiseen, kdyttéonottoon ja hallintaan.

Azure functions on Microsoftin tarjoama palvelimeton ratkai-
su, jonka avulla voi kirjoittaa vihemmén koodia, yllapitaa vi-
hemmén infrastruktuuria ja saastidd kustannuksissa.

Azure SQL on Microsoftin tarjoama pilvipohjainen relaatiotie-
tokanta, joka tarjoaa hallitun alustan strukturoidun tiedon tal-
lentamiseen ja kyselyihin.

C# on moderni, Microsoftin kehittdmi olio-ohjelmointikieli.
DevOps tulee sanoista Development ja Operations. Se on oh-
jelmistokehityksen metodologia, jossa yhdistyy ohjelmistoke-
hitys (Dev) ja IT-toiminnot (Ops) tehostaakseen ohjelmistojen
toimitusprosessia, mikd mahdollistaa nopeamman ja luotetta-
vamman sovellusten kehittdmisen, kdyttdonoton ja ylldpidon.
Dynaaminen ohjelmointikieli, jota kdytetdin ensisijaisesti web-
kehitykseen. Se myos mahdollistaa interaktiivisen ja dynaami-
sen toiminnnan verkkosivustoilla.

.NET on ilmainen avoimen ldhdekoodin monialustainen ohjel-
mistokehys modernien sovellusten ja tehokkaiden pilvipalve-
lujen rakentamiseen.

Microsoftin kehittdméd avoimeen lihdekoodiin perustuva ko-
neoppimisen ohjelmistokeys, jonka avulla ohjelmistokehitté-

jat pystyvit rakentamaan koneoppimismalleja ja integroimaan

il



Power BI

React

Redux
REST

TypeScript

niitd omiin .NET sovelluksiinsa.

Microsoftin kehittimé liiketoiminta-analytiikka- ja datan vi-
sualisointialusta, jonka avulla kdyttdjit voivat yhdistdd, muun-
taa ja visualisoida tietoja eri ldhteistd saadakseen nikymii ja
tehdidkseen perusteltuja paatoksia.

Metan kehittdmé JavaScript kirjasto web kdyttoliittymien ke-
hittdmiseen.

JavaScript kirjaston sovelluksen tilan hallitsemiseen.

Tulee sanoista Representational state transfer. Se on ohjelmis-
toarkkitehtuuri tyyli tilattomille web palveluille. Nykyé&én ylei-
nen tapa sovelluksille keskustella keskenédén internetin yli.
Microsoftin kehittdmé ohjelmointikieli, joka on JavaScriptin
ylijoukko (superset) ja siséltdd staattisen tyypityksen. TypeSc-
ript koodi kddnnetddn JavaScriptiksi ohjelman suoritusta var-

ten.
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1 Johdanto

Rakennukset kuluttavat merkittdvin méérdn energiaa, muodostaen noin 40 % maailman
energiankulutuksesta ja tuottavat vastaavan madrin hiilidioksidipdéstdjd (Buildings, Con-
struction ja United Nations Environment Programme 2019). Rakennusten energiankulutuk-
sen vihentdminen on hyvin tirked askel ilmastonmuutoksen hillitsemisessi ja kestdvin ke-
hityksen tavoitteiden saavuttamisessa. Rakennusten energiahivion ja poikkeavuuksien tun-
nistaminen voi kuitenkin olla haastavaa rakennusjirjestelmien monimutkaisuuden ja hetero-
geenisyyden sekd niiden tuottaman suuren tietomidridn vuoksi. Tédten tutkimuksen aiheena
on kehittdd tekodlymalli rakennusten energiakulutusten poikkeamien havainnointiin raken-

nustyypeittdin.

Rakennusten energiankulutusten poikkeamien havainnointi on lupaava tapa tunnistaa puut-
teita rakennusten energiatehokkuudessa. Rakennusten energiankulutusten poikkeamien ha-
vainnointi hyddyntdd muun muassa koneoppimisalgoritmeja ja data-analytiikan tekniikoi-
ta havaitakseen poikkeamia rakennusten energiankulutuksista, tunnistaakseen poikkeamien
syyt ja ehdottaakseen tapoja korjata ne. Poikkeamien havainnoinnilla on potentiaalia auttaa
rakennusten omistajia ja kdyttdjid optimoimaan rakennusten energiatehokkuutta, alentamaan
energiakustannuksia sekd parantamaan rakennusten suorituskykyé ja asukkaiden mukavuut-

ta.

Vaikka poikkeamien havainnoinnilla on monia etuja, on niiden mallien kehittdmisessi ja
toteutuksessa vield monia haasteita. Yksi merkittdvimmistd haasteista on tiedon laatu ja sen
saatavuus, silld rakennusten energiatiedot ovat usein puutteellisia ja epdjohdonmukaisia. Toi-
nen huomionarvoinen ongelma on, ettei rakennuksia ole tyypitetty jarjestelmiin. Lopuksi
vield yksi haaste rakennusten sijainnin huomioiminen, varsinkin Suomessa, silld kun ver-
taillaan ddripdiden Lapin ja Helsingin rakennusten energiankulutusta, tulee niissd olemaan
merkittivid eroavaisuuksia vuodenajasta riippuen. Niin ollen, tdssd tutkimuksessa tutkitaan
ja kehitetdan poikkeamien havaitsemismalli, joka on kédyttokelpoinen oikean maailman tilan-

teisiin.

Tutkimuksen toisessa kappaleessa kidydddn ldpi tutkimusongelmaa ja -menetelméi. Kappa-



leissa 3-5 esitetddn tutkimuksen teoriataustaa. Aiheita, joita kdydiin ldpi ovat aikasarjatie-
tokannat, rakennusten energiatehokkuuteen vaikuttavat tekijit ja tekodlymallit. Kappaleessa
6 kdydain lapi kehitettdivin ohjelmiston vaatimukset. Kappaleessa 7 esitetdédn valitut tekno-
logiat kehitettdvddn ohjelmistoon. Kappaleessa 8 vedetddn yhteen tutkimuksen tulokset ja

lopuksi kappaleessa 9 tehdédédn johtopditoksid saatujen tulosten perusteella.



2 Tutkimusongelma ja tutkimusmenetelmé

Téssi kappaleessa kiydiin ldpi tutkimusongelmaa ja kiytettyd tutkimusmenetelméd. Aluksi
esitellddn tutkimuksen motiivia. Seuraavaksi tarkastellaan tutkimuskysymyksii, jota seuraa
tutkimuksen laajuuden ja kohteen tarkastelu. Lisiksi tarkastellaan tutkimukseen liittyvii ris-
kejd, ennen kuin kiydéédn ldpi tutkimusmenetelméd. Riskien tarkastelua seuraa tutkimusme-

netelmaén tarkastelu ja soveltuvuus tidhin tyohon.

2.1 Tutkimuksen motiivi

Poikkeamien havainnointi on monimutkainen ja nopeasti kehittyvi ala, titen tutkimuksen
aiheeksi on valittu rakennusten energiankulutusten poikkeamien havainnointi rakennustyy-
peittdin. Jotta poikkeamien havainnoinnista saataisiin sen tdysi potentiaali irti, tulee tdlle
alalle suorittaa enemmaén tutkimusta ja projektity6td (Himeur ym. 2021)). Lisdksi suoritta-
malla tutkimusta poikkeamien havainnoinnista, saadaan syvempad ymmarrystd sen teoriois-
ta, algoritmeista ja tekniikoista. Kaiken kaikkiaan sen tutkimuksesta saadaan uutta tietoa ja

menetelmid, sekd samalla ratkaistaan oikean maailman ongelmia ja jalostetaan sen kehitysta.

Havainnoimalla poikkeamia my®s, pystytddn tunnistamaan ei-energiatehokkaita rakennuk-
sia. Poikkeavien havaintojen avulla kiinteistopaillikot pystyvit tekemédédn oikeita paatoksia
optimoidakseen rakennuksen energiatehokkuuden. Tdmén lisidksi rakennusten omistajat pys-

tyvét havaitsemaan syitd, mitkid johtavat korkeisiin kustannuksiin.

Tutkimukseen tuo motiivia myds yhteistyd nykyisen tyonantajani Granlund Oy:n kanssa.
Heididn kauttansa saadaan oikeiden rakennusten energiakulutus aikasarjatietoja, joita voi-
daan kéyttdd mallien koulutuksessa. Lisidksi Granlund on jo yli 60 vuotta vanha kiinteisto-
ja rakennusalankonserni, jonka kautta saadaan sekd syvempdd ymmirrystid alasta ettd mah-
dollista tukea esimerkiksi energia-asiantuntijoilta. Tutkimuksen tuloksilla saadaan energia-
asiantuntijoille ndyttod asiakkaille, joilla on poikkeavan paljon energiaa kuluttavia rakennuk-
sia. Lopuksi Granlundilla pdédsen kehittiméddn omaa osaamistani uusien asioiden kanssa ja

saan apua alan ammattilaisilta.



2.2 Tutkimuskysymykset

Yleisesti ottaen, tutkimuksen alussa on tirkeid tunnistaa ne teknologiat, joilla on parasta lih-
ted kehittiméidn rakennusten energiankulutuksen poikkeamien havainnoinnin kokonaisuutta.
Teknologioita, jotka tulee ottaa huomioon, ovat aikasarjatietokannan valinta, ohjelmointikie-

let, ohjelmistokehykset ja -kirjastot ja raportointityokalu.
Téamin tutkimuksen tutkimuskysymykset:

1. Miten voidaan havaita rakennusten poikkeavia energiankulutuksia rakennustyypeit-
tdin?

2. Mitka teknologiat ovat sopivia kokonaisuuden kehittimiseen?

2.3 Tutkielman laajuus ja kohde

Tutkielman péadkohteena on kehittdd tekodlymalli, jolla pystytddn havaitsemaan poikkeamia
rakennusten energiankulutuksissa rakennustyypeittidin. Vaikka poikkeamien havainnoinnin
tekodlymalli onkin tutkimuksen tédrkein artefakti, tulee siini samalla kehitettyd useampi ar-

tefakti. N&itd muita artefakteja ovat:

 kayttoliittymi, mistd kiyttdjiat voivat kouluttaa tekodlymallin heiddn valitsemalleen
rakennukselle,
* raportti, missd kéyttdjit voi tarkastella rakennusten poikkeamia,

* tietdmystd teknologioista tillaisen kokonaisuuden kehittdmisesta.

2.4 Tutkielmaan liittyvit riskit

Ennen teoriaosioita kdydiidn vield ldpi tutkielmaan liittyvid riskejd. Ensimmaéisend riskind
on datan saatavuus ja laatu. Rajallinen tai vaillinainen data voi vaikuttaa poikkeamien ha-
vainnointien tarkkuuteen ja tehokkuuteen. Datan laadussa voi olla riskeji, silld sielld voi olla
puuttuvia, poikkeavia tai virheellisid arvoja. Huono datan laatu voi vaikuttaa poikkeamien

havainnointien luotettavuuteen.

Toisena riskind on yksityisyys ja eettisyys. Oikeiden rakennusten energiakulutustietojen ki-



sittelyyn liittyy mahdollisesti arkaluonteisten tietojen késittelyd. Tietosuojamédriysten ja tie-
tojen kayttod ja sdilytystd koskevien eettisten ndkokohtien noudattamisen varmistaminen on

vilttamatontd yksityisyyden suojaamiseksi.

Mallin kyky sopeutua erilaisiin rakennustyyppeihin ja energia kulutustietoihin on tirkeii.
Kolmantena riskind onkin mallin ylisovittaminen. Jos malli on ylisovitettu yhdelle raken-
nustyypille tai tietojoukolle, poikkeamien havainnointien tarkkuus saattaa kérsid muissa ti-

lanteissa, kuin mihin malli on koulutettu.

Poikkeamien havaitsemismallit toimivat usein mustina laatikoina, jolloin havaittujen poik-
keavuuksien syiden tulkitseminen on haastavaa, mistd piistddn neljdanteen riskiin. Poikkea-
mien havaintojen tulkittavuuden puute voi hankaloittaa taustalla olevien syiden ymmirti-
mistd ja asianmukaisten toimenpiteiden toteuttamista. Tdhén liittyy my0Os poikkeamien ha-
vainnoinnin tekninen haastavuus. Siind pitdd ottaa huomioon useita teknisid haasteita, kuten

ominaisuuksien ja algoritmin valinta, parametrien hienosditiminen ja mallin validointi.

Edelld mainittujen riskien voittaminen voi olla hyvin aikaa vievii, mistd pddstdin viimeiseen
riskiin, joka on aikarajoitukset. Vakaan mallin kehittiminen ja sen suoriutumisen arviointi
maisterintutkielman aikajakson aikana voi olla haastavaa. Riskien lieventdmiseksi on tirked

suunnitella tutkimus- ja kehitystyo ja pyytidd neuvoa ohjaajilta avun tarpeessa.

2.5 Suunnittelutiede

Suunnittelutiede on tutkimusmenetelmd, joka pyrkii kehittdmiin ja validoimaan teorioita
luomalla uusia artefakteja tai malleja (Vaishnavi, Kuechler ja Petter 2004)). Se on tieteenala,
joka yhdistii tieteelliset menetelmit teknisen suunnittelun periaatteisiin luodakseen innova-
tiivisia ratkaisuja todellisiin ongelmiin (Peffers ym. [2007). Gregor, Jones ym. (2007) mu-
kaan suunnittelutieteen tutkimusta on luonnehdittu my6s ongelmanratkaisun nikokulmasta
siten, ettd silld pyritddn ymmairtimiin ongelman taustalla olevia syitd ja kehittiméén siihen

perustuvia ratkaisuja.

Vaishnavi, Kuechler ja Petter (2004) esittivédt yhden viisivaiheisen mallin suunnittelutieteen

tutkimusprosessista. Mallissa tunnistetaan aluksi ongelma, jonka jilkeen etsitddn mahdolli-



sia ratkaisuja ongelmaan. Kolmannessa vaiheessa kehitetiin tai suunnitellaan artefakti, jota
sitten testataan ongelma ratkaisemiseen. Neljannessi vaiheessa arvioidaan tuotettua artefak-
tia ja ratkaisukykyi ongelmaan. Arvioinnin jidlkeen prosessia toistetaan, kunnes ollaan tyy-
tyvdisid lopputulokseen ja saadaan jokin tulos. Suunnittelutieteen metodologiaan siis kuu-
luu iteratiivisia suunnittelun, toteutuksen ja arvioinnin sykleji, joiden tavoitteena on luoda
vankka ja tehokas ratkaisu tiettyyn ongelmaan. Tuloksena oleva artefakti arvioidaan sen te-
hokkuuden perusteella ongelman ratkaisemisessa ja tutkimusprosessia jalostetaan tulosten

perusteella.

Suunnittelutiedettd on kédytetty monella eri alalla, kuten ohjelmistokehityksessd, terveyden-
huollossa, koulutuksessa ja liiketaloudessa. Informaatioteknologian alalla titd tutkimusme-
netelmii on kéytetty erityisen paljon erindisten artefaktien kehittamiseen, joita ovat esimer-
kiksi tieto- ja padtoksentukijarjestelmit (Peffers ym.|2007). Tama tutkimusmenetelma onkin
erityisen kiyttokelpoinen monimutkaisten ongelmien ratkaisemiseen, joita on hankalampi
ratkoa perinteisilld tutkimusmenetelmilld. Tédten suunnittelutiede valittiin timén tutkielman

tutkimusmenetelméksi ratkaisemaan jéilleen yksi kompleksi ongelma.

2.6 Suunnitelutieteen soveltuvuus

Edellisessd kappaleessa esitetty viisivaiheinen malli soveltuu hyvin rakennusten energianku-
lutusten poikkeamien havainnointiin liittyvien ongelmien ratkaisuun luomalla ja arvioimal-
la uusia artefakteja ja malleja. Suunnittelutieteen kdyttdminen poikkeamien havainnoinnis-
sa tarkoittaa sitd, ettd luodaan uusi algoritmi tai jirjestelmi, jolla saadaan ratkottua késilla
oleva ongelma. Luomuksena tulleen artefaktin tehokkuutta ongelman ratkaisemiseen sitten

arvioidaan, kuinka hyvin se pystyy havaitsemaan poikkeamia ja tulkitsemaa tuloksia.

Tarkemmin tarkastelemalla Vaishnavi, Kuechler ja Petter (2004) viisivaiheisen mallin hyo-
dyntdmistd tdmin tutkimuksen kehitykseen, saadaan sen soveltuvuudesta paremmin kiinni.
Ensimmaiisessd vaiheessa tulee tunnistaa ongelma, joka poikkeamien havainnoinnin tapauk-
sessa on huono tulosten tulkitseminen tai liian iso védrien positiivisten suhde (false positi-
ve rate). Tdmén jidlkeen, kun ongelma on tunnistettu, luodaan artefakti ratkaisemaan timéi

ongelma. Téssd tapauksessa luodaan joko oma algoritmi tai kdytetddn tekodlymalleja. Ar-



tefaktin luonnin jilkeen arvioidaan sen tehokkuutta tunnistetun ongelman ratkaisemiseen.
Tissd voidaan kayttdd oikeiden rakennusten energiankulutuksen aikasarjatietoja. Yhden tai
useamman iteraation perusteella, kun ollaan tyytyvéisid tulokseen, on tutkimusprosessi viety

maaliin.



3 Aikasarjat ja -tietokannat

Téssi kappaleessa kidydddn 1dpi, mitd ovat aikasarjat, niiden ominaisuudet ja aikasarjatieto-
kannat. Aluksi tarkastellaan aikasarjan méiiritelmii ja niiden kiyttdd, jota seuraa niiden omi-
naisuuksien tarkastelu. Tdmén jdlkeen kisitelldin aikasarjatietokannan mééritelméé, ominai-

suuksia ja hyotyja sekd kiyttod.

3.1 Aikasarjat

Aikasarjat ovat jonkin muuttujan, kuten limpdétilan, arvojen jérjestetty sarja tasaisin aikavi-
lein (Naqvi, Yfantidou ja Zimanyi|2017)). My6s IBM (2021)) méérityksen mukaan, aikasarja
on jdrjestetty kokoelma arvoista, jotka on mitattu sddnnollisin viliajoin. Esimerkiksi aikalei-
matut tiedot, kuten joidenkin antureiden mittauksia voidaan pitdd aikasarjoina. Mittaukset,
jotka muodostavat aikasarjan, ovat jérjestetty aikajanalle, joka paljastaa tietoa taustalla ole-
vista malleista. Joshi ym. (2016) mukaan aikasarjojen jirjestamiselld on merkitysti, koska se
sisdltdd riippuvuuden ajan ja mittausten vililld ja jarjestyksen muuttaminen voi muuttaa tie-
don merkityksen. Esimerkki aikasarjoista voisi olla sdiaseman ldmpdétilan mittaukset tunnin

vilein tai porssisdhkon spot-hintojen ennuste.

IBM (2021) mukaan jokainen aikasarja on yleensd luokiteltavissa yhteen luokkaan. Naitd
luokkia on riippuvaisuus (dependent), ennuste (predictor), tapahtuma (event) ja interventio
(intervention). Riippuvaisuus tarkoittaa aikasarjaa, jota halutaan ennustaa, kun taas ennus-
teella tarkoitetaan aikasarjaa, joka voi auttaa selventdmaiin tutkittavaa kohdetta. Tapahtumat
ja interventiot ovat omalaatuisia aikasarjoja. Tapahtumalla tarkoitetaan ennusteaikasarjaa,
jolla ennustetaan toistuvia tapahtumia. Toisaalta intervention avulla otetaan huomioon ker-

taluontaisesti tapahtuneita menneiti tapahtumia, kuten sdhkokatkoja.

Aikasarjoille on useita eri kdyttotapauksia, joista yleisimmait kuitenkin ovat aikasarja-analyysi
ja -ennustaminen, seki regressioanalyysi. Hayes (2022) mukaan aikasarja-analyysilld tutki-
taan, kuinka jokin tietyn muuttujan arvo vaihtelee ajan myoti. Aikasarjaennuste taas kayttai
historiallisia arvoja ja niihin liittyvid malleja tulevaisuuden ennustamiseksi. Regressioana-

lyysilld voidaan tarkastella, miten johonkin tiettyyn muuttujaan liittyvit muutokset mahdol-



lisesti aiheuttavat muutoksia muissa muuttujissa samalla ajanjaksolla.

3.2 Aikasarjojen ominaisuudet

Tutkimalla aikasarjoja, kuten piirtdmilld kdyridn niiden arvoista, voidaan huomata niissi yk-
si tai useampi ominaisuus. Yleisid ominaisuuksia ovat trendit, kausittaiset ja ei kausittaiset
syklit, sykdykset ja askeleet ja poikkeavat arvot (IBM 2021)). Myos Wang, Smith-Miles ja
Hyndman (2009) mukaan, trendit ja kausittaisuus ovat aikasarjojen yleisid ominaisuuksia.
He my0s listasivat muita paljon muualla kiytettyjd ominaisuuksia, kuten jaksollisuus, auto-
korrelaatio, vinous (skewness) ja huipukkuus (kurtosis). Aikasarjojen tutkimisella voidaan

havaita kuvioita ja tehdd parempia ennustuksia.

Wang, Smith-Miles ja Hyndman (2009) mukaan trendi on olemassa silloin, kun aikasarjan
pitkélld aikavalilld tapahtuu muutos sen arvojen keskiarvossa. Toisaalta IBM (2021) mukaan
trendit ovat aikasarjan arvojen joko nousevaa tai laskevaa sarjaa ajan myotd. Trendit voivat
olla myos joko paikallisia tai globaaleja, mutta yhdesti sarjasta voi 10ytyd molempia. Tdmén

lisdksi ne voivat olla myos lineaarisia ja epilineaarisia.

Aikasarjoissa esiintyvi kausittainen sykli on taas ennustettavissa oleva kuvio aikasarjan ar-
voista (IBM 2021)). Wang, Smith-Miles ja Hyndman (2009) taas totesivat, ettd aikasarjan
kausittaiset kuviot syntyy, kun se toistaa itseddn kiintedn aikavilin vilein. Toisaalta, ei-
kausittainen sykli on toistuva, mahdollisesti arvaamaton kuvio aikasarjan arvoissa. Kausit-
taiset syklit on sidottu aikasarjojen aikavileihin. Esimerkiksi rakennuksen energiakulutuk-
sen aikasarja on yleensd kesdisin syklin alhaalla ja talvisin syklin huipulla. Ei-kausittaisissa
sykleissd toistuu usein jokin tapahtuma, kuten tyottomyys. Sitid on kuitenkin vaikea ennustaa
milloin se on alhaisimmillaan ja milloin korkeimmillaan, koska se ei toistu sdd@nnollisesti tai

kausittain.

IBM (2021) mukaan monissa aikasarjoissa esiintyy &killisid tasomuutoksia, joita on yleensi
kahta tyyppid, sykdyksid ja askelia. Sykédykset ovat dkkiniisid viliaikaisia muutoksia aika-
sarjassa, kun taas askeleet ovat dkkindisid pysyvid muutoksia aikasarjassa. Kun havaitaan
pulssi tai askel aikasarjasta, sille on tdarkedd myos 10ytdd hyvi selitys, koska aikasarjamalleja

el ole suunniteltu ottamaan huomioon &killisid muutoksia. Mikdéli pulssi tai askel pystytidin



selittiméén, se voidaan mallintaa interventiolla tai tapahtumalla (IBM 2021)).

Aikasarjoista l0ytyvit muutokset, joille ei 10ydy selitystd, ovat poikkeamia. Poikkeamat ovat
ristiriidassa lopun aikasarjan kanssa ja voivat vaikuttaa analyysiin ja aikasarjamallin ennus-
teeseen (IBM [2021)). Yleisid poikkeamia, joita 10ytyy aikasarjoista, ovat additiiviset (addi-
tive), innovatiiviset (innovational), tason siirto (Level shift), lyhytaikaiset muutos (transient
change), kausittaiset additiiviset ja lokaalit trendipoikkeamat. Additiiviset poikkeamat ilme-
nevit yhtend suurena tai pienend havaintoina, joka ei vaikuta mydhempiin havaintoihin. In-
novatiivisella poikkeamalla esiintyy yleensd alustava vaikutus, jonka vaikutukset kestidvét
vield havaitessaan myohempid havaintoja. Tason siirrossa kaikki arvot poikkeaman jélkeen
siirtyvét uudelle tasolle. Télld poikkeaman tyypilld on pysyvi vaikutus ja se vaikuttaa use-
aan havaintoon. Lyhytaikaiset muutokset ovat samankaltaisia kuin tason siirron poikkeamat,
mutta niiden vaikutus pienenee tulevien havaintojen myotd, kunnes lopulta aikasarja palaa
normaalille tasolleen. Kausittaiset additiiviset poikkeamat taas esiintyvit ylldttdvin suurena
tai pienend arvona sdadnnollisin viliajoin. Lokaaleja trendipoikkeamia syntyy, kun alkuperi-

sen poikkeaman jilkeen aikasarja lihtee ajelehtimaan (drift).

Aikasarjan jaksollisuudella tarkoitetaan sitd, ettd se on mahdollista jakaa samanpituisiin
osiin, jotka ovat melkein samanlaisia (Elfeky, Aref ja Elmagarmid 2005). Wang, Smith-Miles
ja Hyndman (2009) mukaan jaksollisuus on erittdin tirked ominaisuus, jota kédytetddn aika-

sarjan kausien médrittelyyn ja sen syklien tutkimiseen.

Autokorrelaatiolla kuvaillaan jonkin aikasarjan muuttujan nykyisen ja menneen arvon suh-
detta tietyllad aikavélillda (IBM 2021)). Jos muuttujan korrelaatio on nolla, korrelaatiota ei ole
ja jokainen havainto on riippumaton toisistaan. Kun taas, jos muuttujan korrelaatio kdéntyy

toista kohti, menneet arvot vaikuttavat tuleviin havaintoihin.

Wang, Smith-Miles ja Hyndman (2009) mukaan vinoudella mitataan aikasarjan symmetri-
aa. Aikasarja on symmetrinen, jos se ndyttdd samalta keskipisteen vasemmalla ja oikealla
puolella. Vinouman mittaa kdytetdédn aikasarjan keskiarvon ympdrilld olevien arvojen epi-

symmetrisyyden kuvaamiseen (Wang, Smith-Miles ja Hyndman 2009).

Huipukkuudella mitataan, ovatko arvot huippuja vai tasaisia normaalijakauman suhteen (Wang,

Smith-Miles ja Hyndman 2009). Jos tietojoukolla on korkea huippu, se on yleensa selked
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huippu keskiarvon ldhelld ja laskee melko nopeasti. Toisaalta, jos tietojoukolla on alhainen

huipukkuus, niilld on yleensd myos tasaisempi huippu keskiarvon ldhella.

3.3 Aikasarjatietokannat

Nykyéddn enemmisto yrityksistd tuottaa suuren méédrian mittauslukemia ja -tapahtumia, mi-
ki on tehnyt aikasarjatietokantojen tarpeesta vilttamittoméan. Naqvi, Yfantidou ja Zimanyi
(2017) mukaan aikasarjatietokannat ovat tietokantatyyppeji, jotka ovat optimoitu aikasarjoil-
le. Ne on rakennettu erityisesti mittareiden tapahtumien tai aikaleimalla merkittyjen mittauk-
sien kisittelyd varten. Aikasarjatietokannat on optimoitu mittaamaan muutosta ajan myota.
Ne antavat kiyttdjille mahdollisuuden luoda, listata, pdivittdd, tuhota ja jirjestdd erilaisia ai-

kasarjoja tehokkaammin.

Tarkeimmait ominaisuudet, jotka erottavat aikasarjatiedot tavallisesta tiedosta, ovat yhteen
vetdminen, tiedon elinkaaren hallinta ja useiden tietueiden laajat tarkastelut (large range
scan). Naqvi, Yfantidou ja Zimdanyi (2017) médrittelevit aikasarjatietokantojen vaadituik-
si ominaisuuksiksi tiedon sijainnin, nopeat ja helpot aluekyselyt (range queries), tehokkaat
kirjoitusoperaatiot, tiedonpakkauksen, skaalattavuuden ja kédytettdvyyden. Tiedon sijainti ai-
kasarjatietokannoissa on tirkei, koska jos tiedot eiviit sijaitse missdén fyysisessi tallennus-
tilassa, tietokantakyselyt voivat olla erittdin hitaita ja johtaa aikakatkaisuihin. Aikasarjatie-
tokannat sdilyttivét toisiinsa liittyvit tiedot yhdessi, minki avulla aluekyselyt ovat nopeita.
Kirjoitusoperaatioidenkin tulee olla tehokkaita, koska aikasarjoja tallenetaan miltei joka se-
kunti. Koska aikasarjaa keritddn melkein joka sekunti, tulee aikasarjatietokannan kayttdi
normaalia parempaa tiedonpakkausmenetelméd. Tiedon miirdn jatkuvan kasvamisen takia,
tulee niiden myos olla helposti skaalattavissa. Kédytettdavyyden kannalta aikasarjatietokanto-

jen olisi hyvi tarjota operaatioita ja metodeja aikasarja-analyysid varten.

Aikasarjatietokantojen hyotyjen myoti ei tarvitse endd aina tukeutua tavanomaiseen tieto-
kantaan, esimerkiksi Sql Serveriin. Nykyédédn yleisid aikasarjatietokannan sovelluksia ovat
IoT (Internet of things) ja data-analytiikka. Yksi aikasarjatietokantojen hyodyistd on niiden
valtava skaalautuvuus ja suorituskyky (Riak [2023). Riak (2023 mukaan niilld on my®6s ly-

hyemmiit kéyttokatkokset ja hiiridajat. Lisdksi aikasarjatietokannoilla on alhaisemmat ku-
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lut, kuin tavallisella relaatiotietokannalla. Niiden ansiosta organisaatiot pystyvit tekemién
nopeampia ja tarkempia paitoksid, koska aikasarjatietokannat mahdollistavat tietojen reaa-

liaikaisen seuraamisen ja analysoinnin.

Naqvi, Yfantidou ja Ziményi (2017) esittivit myos joitain yleisid kédyttotapauksia aikasar-
jatietokannoille, kuten ohjelmistojen ja fyysisten jarjestelmien monitoroinnin. Lisdksi voi-
daan seurata esimerkiksi ympdristod, laitteita tai ihmiskehoa. Toinen kiyttotapaus heiddn
mukaansa on kaupanteko jirjestelmissid. Viimeisimpédnid he mainitsivat, ettd niilld voidaan
seurata, mitd kdyttdjat tai asiakkaat tekevét. Niitd voidaan myos kéyttdd liiketoimintatiedon

tyokaluina seuraamalla avain mittareita ja organisaation kuntoa.
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4 Tekoalymallit

Téssi kappaleessa kiydiin ldpi tekodlymalleja. Ensimmaisessd alaluvussa kdydéén yleisesti
mitd ovat tekodlymallit. Toisessa alaluvussa kidyddén lipi mitéd ovat aikasarjamallit ja millai-
sia erilaisia aikasarjamalleja on. Kolmannessa alaluvussa taas kisitelldin poikkeamien ha-

vainnoinnin malleja.

4.1 Tekodlymallien perusteet

Tekoidlymallit ovat laskennallisia jirjestelmid, joiden tarkoituksena on jiljitelld tai simuloida
thmisen dlykkyyttd. Nami mallit hyodyntavit kehittyneitd algoritmeja ja tekniikoita suurten
tietomédrien késittelyyn ja tulkitsemiseen, mikd mahdollistaa sekd monimutkaisten tehté-
vien suorittamisen ettd dlykkdiden péditosten tekemisen. Yleisesti tekodlymallit voidaan ja-
kaa erindisiin tyyppeihin, joita ovat ohjattu, ohjaamaton, osittain ohjattu, vahvistus-, siirto-

ja ensemble-oppiminen.

Ohjattu oppiminen sisdltdd sydtemuuttujien ja tulostemuuttujan vélisen kartoituksen oppi-
mista ja tdmén kartoituksen hyddyntdmistd tulosten ennustamiseen (Cunningham, Cord ja
Delany 2008). Myos Hastie ym. (2009) mukaan ohjatussa oppimisessa tavoitteena on kayttai
syotemuuttujia tulostemuuttujien arvojen ennustamiseen. Bishop ja Nasrabadi (2006) kuvai-
livat, ettd ohjatussa oppimisessa tekodlymallit koulutetaan kayttamilld merkittyjé tietojouk-
koja, missd sydte- ja tulostemuuttujat on annettu. Tekodlymalli oppii datassa olevia kuvioi-
ta ja suhteita tehddkseen ennustuksia tai luokituksia, kun sille annetaan uutta, aikaisemmin
nidkemitontd dataa. Cunningham, Cord ja Delany (2008) vield totesivat, ettd ohjattu oppimi-
nen on koneoppimisen tirkein menetelmd, jolla on myds merkittdvi rooli multimediadatan

kisittelyssa.

Bishop ja Nasrabadi (2006) mukaan ohjaamattomassa oppimisessa koulutetaan tekoédlymal-
leja ei-merkatuilla tietojoukoilla, missd mallit pyrkivit etsiméén kuvioita, rakenteita ja suh-
teita datasta ilman ohjausta. Hastie ym. (2009) kuvailivat ohjaamatonta oppimista kielikuvan
kautta, missi tekodlymalli on oppilas ja sitd kouluttava henkil6 on opettaja. Heiddn mukaan-

sa ohjaamattomassa oppimisessa oppilas oppii ilman opettajan apua. Siind missd ohjatussa
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oppimisessa opettaja kertoo, onko vastaus oikein tai viirin, ohjaamattomassa oppimisessa
vastaukseen ei reagoida. Myos Ghahramani (2003) maédritteli ohjaamattoman oppimisen si-
ten, ettd tekodlymalli saa sydotemuuttujia, mutta ei yhtddn tulostemuuttujia. Sekd Bishop ja
Nasrabadi (2006) ettd Ghahramani (2003) mukaan yleisid esimerkkejd ohjaamattoman op-
pimisen kaytostd ovat klusterointi ja dimensiovihennys. Lisdksi Bishop ja Nasrabadi (2006)

mukaan poikkeamien havainnointi on yksi esimerkki ohjaamattoman oppimisen tehtivista.

Osittain ohjattu oppiminen taas sijoittuu kisitteellisesti ohjatun ja ohjaamattoman oppimisen
viliin (Van Engelen ja Hoos 2020). Zhu (2005) mukaan osittain ohjattu oppiminen kayttai
suuria médrid ei merkattua dataa merkatun datan kanssa rakentaakseen parempia luokitteli-
joita. My6s Van Engelen ja Hoos (2020) totesivat, ettd osittain ohjattu oppiminen hyddyntia
saatavilla olevaa suurta maarad merkkaamatonta dataa monissa kidyttdtapauksissa yhdessa
pienemmin merkatun tietojoukon kanssa. Zhu (2005)) vield totesi, ettd ohjaamaton oppimi-
nen on erittdin kiinnostava aihio seki teoriassa etti kiytinnossd, koska se vaatii vidhemmin

vaivaa ihmiseltd ja tuottaa parempia tarkkuuksia.

Vahvistusoppimisessa tekodlymallit oppivat olemalla vuorovaikutuksessa ymparistonsa kans-
sa (Sutton ja Barto 2018). Myos Ghahramani (2003) totesi, ettd vahvistusoppimisessa malli
on vuorovaikutuksessa ymparistonsi kanssa tekemaélld toimintoja, jotka vaikuttavat ympéris-
ton tilaan. Téten tekodlymalli saa palautetta palkinnon tai rangaistuksen muodossa. Molem-
mat Sutton ja Barto (2018)) ja Ghahramani (2003)) totesivat, ettd tekodlymallin tavoitteena on
sopeuttaa omia tekojaan ja kiytostddn palautteen perusteella siten, ettd se pystyy maksimoi-
maan tulevat palkinnot. Sutton ja Barto (2018) mukaan tdma ldhestymistapa sopii tehtédviin,
joissa pitdd tehdd pédtoksid ja perdkkdisid toimenpiteitd, kuten pelien pelaaminen tai auto-

nominen navigointi.

Torrey ja Shavlik (2010) mukaan siirto-oppimisessa pyritddn nimensd mukaisesti siirtimaan
opittua tietoa yhdestd tai useammasta ldhteestd ja kayttaa sitd taimén hetkisen tehtdvin kou-
lutuksen kehittimiseen. Muun muassa Weiss, Khoshgoftaar ja Wang (2016) kuvailivat siirto-
oppimisen kiyttod siten, ettd sitd kiytetdin jonkin alueen koulutuksen parantamiseen siirté-
milld tietoa toiselta samaan asiaan liittyviltd alueelta. Siirto-oppimisen tavoitteena on paran-
taa oppimista timénhetkisen tehtivin kanssa hyodyntdmillé tietoa jostain ldhteestd (Torrey

ja Shavlik 2010). Téstd voidaan kiyttda havainnollistavaan esimerkkid, missd on kaksi hen-

14



kilod, joista toinen on pelannut eldminsi jadkiekkoa ja toinen ei ole pelannut ikind mitddn
mailapelid. Molemmat haluavat oppia jonkin uuden mailapelin, kuten salibandyn. Henki-
16, jolla on kokemusta jddkiekosta, oppii salibandyn pelaamisen nopeammin, silld hin voi
siirtdd aiemmin opittuja mailankésittelytaitojaan tdhdn uuteen tehtdviin, eli salibandyn op-

pimiseen.

Ensemble oppiminen hyddyntédd useita tekodlymalleja tehddkseen ennusteita tai padtoksid
(Hastie ym.|2009). Yhdistelemdllid yksittdisten mallien tulosteita ensemble mallien tarkkuus,
rousteisuus ja yleistdvyys paranee. Hastie ym. (2009) mukaan yleisid ensemble oppimisessa

kiytettyjd tekniikoita ovat bagging, boosting ja stacking.

4.2 Aikasarjamallit

Aikasarjamalleja kiytetddn jonkin aikaan sidotun muuttujan arvojen ennustamiseen men-
neiden havaintojen perusteella (Adhikari ja Agrawal 2013). Téllainen muuttuja voisi olla
esimerkiksi ldmpdotila tai porssisdhkon spot-hinta. Malleilla voidaan analysoida ja ennustaa
trendejd, kausivaihtelua ja tunnistaa muita kuvioita tiedosta. Malleja kdytetdin yleensi ta-

loustieteen, rahoituksen ja meteorologian aloilla.

Yksi yleisimmasti ja eniten kiytetyistd stokastisista aikasarjamalleista on autoregressiivi-
nen integroitu liukuva keskiarvomalli (ARIMA) (Box ja Jenkins|1970). Adhikari ja Agrawal
(2013) mukaan ARIMA-mallilla on alaluokkia muista malleista, kuten autoregressiivinen
(AR), liukuva keskiarvo (MA) ja autoregressiiviinen liukuva keskiarvomalli (ARMA). Box
ja Jenkins (1970) esittivit variaation ARIMA-mallista, jolla pystyy tekemén kausittaista ai-
kasarja ennustamista (SARIMA).

ARIMA -mallien lisiksi keinotekoisen neuroverkon mallit (ANN) ovat kiinnittineet huomio-
ta aikasarjojen ennustamisessa (Adhikari ja Agrawal 2013)). Muun muassa Zhang (2003)) loi-
vat hybridimallin, jossa he hyodynsivit ARIMA- ja ANN-mallin uniikkeja vahvuuksia li-
neaariseen ja epilineaariseen mallintamiseen. Yleisin variaatio ANN on monitasoiset per-
septronit (MLP) (Zhang, Patuwo ja Hu [1998). Myds ANN-malleista on luotu kausittaisen
aikasarjan ennustamisen malli (SANN) (Hamzagebi |2008]).
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Cao ja Tay (2003) mukaan tukivektorikone (SVM) mallit ovat herittineet huomiota usealla
alalle, mukaan lukien aikasarjojen ennustamisessa. Myos SVM-malleista on useita variaa-
tioita, joista suosituimmat ovat pienimmin neliosumman SVM (LS-SVM) ja dynaaminen
pienimmaén neliosumman SVM (DLS-SVM) (Adhikari ja Agrawal 2013). Esimerkiksi Su-
ykens ja Vandewalle (2000) esittivit artikkelissaan LS-SVM-mallin luokittelu ja staattisten
epilineaaristen funktioiden arviointiongelmiin. Toisaalta Fan, Li ja Song (2006) kdyttivit
DLS-SVM:ii 4-karboksibenstraldkydin pitoisuuden ennustamiseen puhdistetun tereftaali-

hapon hapetusprosessissa.

4.3 Poikkeamien havainnointi mallit

Poikkeamien havainnointi on yleinen ongelma usealla eri alalla. Siiné tarkoitus on havaita
epdtavallisia tapahtumia tai kuvioita tiedosta, jotka voisivat viitata vadrédédn, virheelliseen tai
muutoin epétavallisiin tapahtumiin (Chandola, Banerjee ja Kumar 2009). Hodge ja Austin
(2004) mukaan poikkeamien havainnoinnin mallit on suunniteltu oppimaan jirjestelmén tai
prosessin normaalia kdyttdytymisti ja sitten havaitsemaan harhaumia siitd kdytoksestd, jotka

voivat viitata poikkeamiin.

Chandola, Banerjee ja Kumar (2009) mukaan poikkeamien havaitsemismalleja on useita,
mukaan lukien tilastolliset mallit, koneoppimismallit ja hybridimallit, joissa yhdistyviit se-
ki tilastolliset ettd koneoppimistekniikat. Tilastollisia malleja kidytetddn usein poikkeamien
havainnointiin aikasarjasta, missi tarkoituksena on tunnistaa trendejd tai kuvioita, jotka ovat
odotetun joukon ulkopuolella (Hawkins|1980). Toisaalta Chandola, Banerjee ja Kumar (2009)
mukaan koneoppimismallit ovat taas suunniteltu tunnistamaan poikkeamia monimutkaisista

tietojoukoista, joilla on moniulotteisia piirreavaruuksia (feature spaces).

Myds hybridimalleista on tulossa yhd suositumpia poikkeamien havaitsemisessa, silld ne
pystyvit hyddyntdmaéidn sekd tilastollisten ettd koneoppimistekniikoiden vahvuuksia (Chan-
dola, Banerjee ja Kumar 2009). Hodge ja Austin (2004) mukaan ndmé mallit voivat kdyttda
tilastollisia tekniikoita, kuten aikasarja-analyysia, tunnistamaan normaalia kiyttdytymisti ja
sitten kayttdd koneoppimisalgoritmeja, kuten SVM tai keinotekoisia neuroverkkoja, tunnis-

taakseen poikkeamia.
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Poikkeamien havaitsemismalleja kédytetddn useilla eri aloilla, mukaan lukien petosten tun-
nistamisessa rahansiirroissa, tietokoneiden tietoverkkojen tunkeutumisten tunnistuksessa ja
vikojen havaitsemisessa teollisissa prosesseissa (Chandola, Banerjee ja Kumar 2009)). Poik-
keamien havainnoinnin merkitys johtuu siitd, ettd datassa olevat poikkeavuudet viittaavat
merkittiviin ja usein Kriittisiin tietoihin, joiden takia tulisi tehdi toimia (Chandola, Banerjee

ja Kumar 2009).
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5 Rakennusten energiatehokkuuteen vaikuttavat tekijét

Téssi kappaleessa kiydddn 1dpi rakennusten energiankulutukseen vaikuttavia tekijoitd. Aluk-
st katsotaan rakennusnelididen ja -kuutioiden sekid ominaiskulutuksen merkitystd, jota seuraa
rakennusvuoden, -méddrdysten ja sijainnin tarkastelu. Lopuksi katsotaan vield rakennustyyp-

pejd ja niiden merkitysta.

5.1 Rakennusneliot ja -kuutiot seki ominaiskulutus

Rakennusten energiakulutuksessa on tirked huomioida joissain tapauksissa tilavuus ja pinta-
ala. Esimerkiksi loft-asuntojen tilat voivat olla moninkertaisesti korkeampia, kuin Ympdris-
toministerion asetus asuin-, majoitus- ja tyotiloista (2017) minimimaérdykset, jolloin raken-
nusten tilavuus aiheuttaisi poikkeamia nelidperusteiseen vertailuun. Myos Kirkimaa (2015))

totesi, ettd kiinteiston energiankulutukseen vaikuttaa sen tilavuus.

Rakennusnelitissd on myos tirkedd ottaa huomioon se, ettd kdytetidin aina samaa nelioti,
silld on olemassa kaksi eri tapaa esittdd rakennuksen koko nelidind. Ensimméiinen on kerro-
sala, joka siséltdd myos kaikki kylmit tilat. Toinen on huoneistoala, joka taas siséltdd vain

sisdpuolella olevan ldmpimaén tilan.

Seppédnen (2001) mukaan ominaiskulutuksella tarkoitetaan rakennuksen energiankiyttod jo-
tain suoriteyksikkod kohden. Yleensi kokonaiskulutus jaetaan rakennuksen tilavuudella tai
pinta-alalla, mutta muitakin suoriteyksikkdjd, kuten limpdétilaa, voidaan kdyttdd. Kéarkimaa
(2015) totesi, ettd ominaiskulutuksen tarkoitus on esittidd energiatehokkuutta. Rakennusten
energiakulutuksesta on hyvi vield mainita kulutustietojen normeeraus. Se tarkoittaa kulutuk-
sen suhteuttamista vertailuajanjakson ja tarkasteltavan vuoden ulkoldmpétiloihin (Kirkimaa

2015).

5.2 Rakenusvuosi, -mairiykset ja sijainti

Koivula (2016) mukaan rakennusmééridysten tavoitteena on rakennusten energiatehokkuuk-

sien parantaminen sekd uusiutuvien energiamuotojen kidyton edistiminen. Hanen mukaan ra-

18



kennusmiirdykset kiristyvit jatkuvasti sen takia, ettd rakentamisessa pyritddn kohti nollae-
nergiarakentamista. Suomen voimassa olevien Rakentamismddrdykset (2023) myo6td, uudet
rakennukset ovat merkittivésti energiatehokkaampia, kuin vanhat rakennukset. Téten raken-
nusten valmistusvuodella on my6s merkitystd, kun tarkastellaan sen energiakulutusta. On
my06s hyvd huomioida, ettd vanhempien rakennusten energiatehokkuutta on mahdollisesti
parannettu niiden rakennus- tai toimenpideluvanvaraisen korjaus- ja muutostyon tai raken-
nuksen kiyttotarkoituksen muutoksen yhteydessd, mikéli se on ollut teknisesti, toiminnalli-

sesti ja taloudellisesti toteutettavissa.

Rakennusten energiankulutukseen vaikuttaa useampi tekija. Suomessa varsinkin sijainnil-
la on merkitystd, silld Pohjois-Suomessa on talvella merkittdvésti kylmempi kuin Eteld-
Suomessa. Lumen maédrdssdkin on huomattavia eroavaisuuksia sijainnin mukaan ympéri
Suomea. Koivula (2016) mukaan sijaintiin vaikuttaa myos tekijit, kuten onko rakennus au-
ringossa vai varjossa, onko rakennusmaaperi kosteaa vai kuivaa ja millaiset tuuliolosuhteet
kohdistuvat rakennukseen. Myos Kirkimaa (2015) mainitsi, ettd kiinteistdjen energiankulu-
tukseen vaikuttaa sekd ikkunoiden suuntaus ja suuruus ettd rakennuksen suuntaus tontilla.
Ikkunoiden suuntauksella ja koolla on merkitysti, koska suuntaamalla isot ikkunat on eteldd

kohti, saadaan talvella enemmén 1amp6é auringosta.

5.3 Rakennustyypit

Tilastokeskus (2018) toteaa, ettd rakennusluokituksen mukaan rakennukset voidaan jakaa
viiteentoista eri paidluokkaan. Padluokat on merkitty kahdella numerolla ja ne on jaettu kol-
minumerotason luokkiin ja vield nelinumerotason luokkiin. Késiteltdvit rakennukset luoki-

tellaan aina alimman tason, eli nelinumerotason mukaisesti.

Poikkeamien havainnoinnissa on myos tdrked ottaa huomioon késiteltdvin rakennuksen ra-
kennustyyppi, silld esimerkiksi uimahallit kuluttavat merkittivisti enemméin energiaa, kuin
paritalot. Rakennustyyppien perusteella saadaan selville rakennusten kéyttotarkoitus, joka
antaa osviittaa niiden tyypillisestd energiakulutuksesta. Vesala (2022) myd6s mainitsi, ettd ra-
kennusten energiakulutukseen vaikuttaa rakennustyyppi, asukkaiden ja laitteiden lukumiiri

sekd ndiden laitteiden kulutus- ja kédyttotottumukset. Tdmén lisdksi, Kédrkimaa (2015)) mu-
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kaan kiinteiston energiankulutukseen vaikuttaa kiinteiston kayttotarkoitus (rakennustyyppi),

tilojen kiyttoaste sekd kiinteiston kéyttdjatottumukset.
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6 Integroitavat sovellukset

Téssi kappaleessa esitetdédn kaksi sovellusta, joihin tutkimustydssd kehitettdvin sovelluksen
tulee integroitua. Ensimméiseksi kidydddn 1dpi Granlund Manager -ohjelmistoa, jota seuraa

mikropalvelun Common energy app:n tarkastelu.

6.1 Granlund Manager ja Designer

Granlund Manager on kiinteistdjen ylldpitoprosessien johtamiseen ja tiedonhallintaan tar-
koitettu ohjelmisto (Granlund [2021). Sen avulla pystyy tehostamaan kiinteistdjohtamista,
jolloin sdéstdd aikaa, energiaa, rahaa ja pystyy samalla panostamaan enemmin ihmisten ja
kiinteistdjen hyvinvointiin. Granlund Manageria kiytetddn useilla eri aloilla, kuten kaupan
alalla, hotelleissa, ravintoloissa, suojelluissa rakennuksissa ja kulttuurikohteissa, oppilaitok-
sissa, sairaaloissa, toimitiloissa ja teollisuudessa (Granlund |2021). Tdmin lisdksi sen kdyt-
tdjiin kuuluu kaupunkeja ja kuntia sekd erikoiskohteita kuten konesaleja ja urheilu- seki

litkuntatiloja.

Granlund Manager on myds markkinoiden laaja-alaisin ohjelmisto (Granlund [2021)). Se si-
saltdad lukuisia ominaisuuksia, kuten huoltokirjan, palvelupyynnét, huoltosuunnitelman, pit-
kén tdhtdimen suunnitelmat, energianhallinta, dynaaminen raportointi ja integraatiot muihin
jarjestelmiin. Téssd tutkimuksessa ollaan kiinnostuneita Granlund Managerin energiapro-
sessista, jonka kautta lisdtiddn jatkossa rakennus poikkeamien havainnointiin. Granlund Ma-
nagerissa on my0s erillinen REST Api, jolla on lukuisia eri toiminnallisuuksia. Sen kautta

saadaan haettua rakennusten energiankulutusten tuntisarjoja.

Granlund (2021) on my®0s laitetietojen hallinta -ohjelmisto, nimeltd Granlund Designer. Se
on selaimessa toimiva pilvipohjainen laiteluettelo-ohjelmisto talotekniikan laitetiedon hal-
lintaan. Sitd kautta voidaan luoda ja piivittidd siahkoisid laiteluetteloita milloin tahansa suun-
nittelun, rakentamisen ja yllapidon aikana. Tarvittavien laitetietojen ollessa samassa paikassa

helpottaa rakennuttajia, valvojia ja kiinteistonomistajien arkea huomattavasti.
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6.2 Common energy app

Common energy app on mikropalveluarkkitehtuurilla toteutettu sovellus. Sen tarkoituksena

on hakea sekéd sddennusteita ja -historia tietoja ettd sathkon SPOT-hintoja. Sddennusteet seki

-historia tiedot haetaan Ilmatieteen laitos avoimen datan rajapinnan kautta. Sahkén SPOT-

hinnat taas haetaan entsoe Transparency Platform RESTful APIn kautta.

Kuval [T esittid Common energy app:n arkkitehtuurin, kuten se on tutkimuksen ajan hetkelld

ollut. Ohjelmisto on toteutettu Azure Funktioilla ja pyorii Azuressa. Kuten kuvasta [T] huo-

maa, se sisiltdd jono- (Queue), ajastin- (Timer) ja HTTP-triggeroitdvid funktioita. Tdmén

lisdksi Common energy App:lla on oma Azure Sql -tietokanta. Tésséd tutkimuksessa ollaan

kiinnostuneita s historia tietojen hakemiseen téltd palvelulta.
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Kuvio 1. Common energy app arkkitehtuurikuva
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7 Ohjelmiston vaatimukset

Téssd kappaleessa kidydddn ldpi tutkimuksessa kehitettivian ohjelmiston vaatimuksia ja mi-
td ovat ohjelmistojen vaatimukset, joita kiydddn ensimméiisesséd kappaleessa. Toisessa kap-
paleessa katsotaan alustavia vaatimuksia ja sitd seuraa toiminnallisten ja ei-toiminnallisten

vaatimusten késittely.

7.1 Mita ovat ohjelmiston vaatimukset?

Vaatimussuunnittelu on tekniikan ala, joka ottaa huomioon reaalimaailman jirjestelmien ta-
voitteet, toiminnot ja rajoitukset (Laplante ja Kassab 2022)). Siind késitellddn myos ndiden
tekijoiden suhdetta jarjestelmin médritysten mukaiseen kdyttiytymiseen ja niiden kehitysti
sekd ajan myotd etti eri jarjestelmien vélilld. Sommerville (2011) mukaan jirjestelmaélle ase-
tetut vaatimukset ovat kuvauksia siitd, mité jirjestelmén tulisi tehdd, palveluista joita se tar-
joaa ja sen toiminnan rajoitukset. Prosessi, jossa selvitetdédn, analysoidaan, dokumentoidaan
ja tarkistetaan nditd palveluita ja rajoituksia, kutsutaan vaatimussuunnitelluksi (Sommerville

2011).

7.2 Alustavat vaatimukset

Alla oleva lista vetdd yhteen ohjelmistolle asetetut alustavat vaatimukset, jotka on ennen
tyontekoa maddritelty. Alustavat vaatimukset luovat pohjan, jonka perusteella projektia ra-

kennetaan. Lisiksi ne toimivat ohjeistuksena suunnittelussa, kehittdmisessd ja toteutuksessa.
Projektin alustavat vaatimukset:

1. Poikkeavasti energiaa kuluttavien rakennusten havainnointi koneoppimisen avulla

2. Rakennuksia, joille halutaan luoda tekodlymalleja, pitdd pystyd lisddmiin Granlund
Manager -sovelluksesta. Sovelluksen tulee integroitua sekd Granlund Managerin ettd
toisen mikropalvelun, Common Energy App:n kanssa.

3. Rakennuksilla tulee olla seuraavat vaaditut ominaisuudet. Kaukolimmon tuntisarjaa

vihintddn vuosi (ja oltava kaukoldammolld lammitettiva), pitdd olla tiedossa rakennuk-
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sen rakennustilavuus, huoneistoala, koordinaatit ja rakennustyyppi.
Pitdi toteuttaa raportti, josta voidaan vertailla rakennuksia rakennustyypeittéin.
Ohjelma tulee kirjoittaa modulaarisesti.

Ohjelma tulee toteuttaa mikropalveluarkkitehtuurilla.

S

Ohjelman tulee olla pilvinatiivi

Y14 olevasta listasta huomataan, miten ohjelmistoa lihdetddn kehittdmiin ja mitd ominai-

suuksia alustavasti timai tulee sisaltamain.

7.3 Toiminnalliset vaatimukset

Toiminnalliset vaatimukset kuvaavat, mitd palveluita jéarjestelmén tulisi tarjota, kuinka se
reagoi syotteisiin ja kuinka jarjestelmi kiyttidytyy tietyissd tilanteissa (Sommerville [2011)).
Sommerville (2011) mukaan nima vaatimukset ovat riippuvaisia kehitettdvastid ohjelmistos-
ta, ohjelmiston odotetuista kayttdjistd ja organisaation yleisestd ldhestymistavasta vaatimuk-
sia kirjoittaessa. Laplante ja Kassab (2022) mukaan toiminnallisten vaatimusten tulisi myos
madritelld, millainen kdytos jarjestelméltd ei ole sallittua. Yksinkertaisuudessaan jérjestel-
min toiminnallisten vaatimusten tulisi siis kuvailla, mité jarjestelmén pitiisi ja ei pitiisi teh-
dd. Kehitettivin jirjestelmédn toiminnallisten vaatimusten tulisi olla méiritelty johdonmu-
kaisella tavalla (Sommerville 2011). Sommerville (2011) totesi, ettd suurissa ja monimut-
kaisissa jdrjestelmissd tdimin saavuttaminen on kdytdnndssd mahdotonta. Hin totesi myos,

ettd toiminnallisten ja ei-toiminnallisten vaatimusten ero ei ole aina selked.

Alustavissa vaatimuksissa on muutamia toiminnallisia vaatimuksia. Ensimméinen on vaa-
timus #1, joka madrittdd mitd sovelluksen tulisi tehdi, eli havaita poikkeamia hyddyntéen
koneoppimista. Toiseksi vaatimus #2 miérittdd sovelluksen kédyton ja keskustelun toisten
sovellusten rajapintojen kanssa. Kolmanneksi on vaatimus #3, mikd méadrittdd lisittdville ra-
kennuksille pakollisia ominaisuuksia. Sovelluksen tulee siis kyeta késitteleméédn néitd raken-
nusten ominaisuuksia. Neljdnneksi, vaatimus #4 médrittelee selkedsti, ettd sovelluksen pitdd

olla kykeneviinen toteuttamaan raportti, missd voidaan vertailla rakennuksia keskenéén.
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7.4 Ei-toiminnalliset vaatimukset

Siind missd toiminnalliset vaatimukset kuvaavat, mité jarjestelméin kuuluisi tehdé, ei-toiminnalliset
vaatimukset kuvaavat, miten jédrjestelmén tulisi ne toteuttaa. Laplante ja Kassab (2022) selit-
tivit, ettd ei-toiminnalliset vaatimukset késittelevit jirjestelmén havaittavia ominaisuuksia,
kuten kéytettavyyttd, luotettavuutta tai ylldapidettivyyttd. Sommerville (2011) taas selitti, ettd
ei-toiminnalliset vaatimukset ovat ongelmia, jotka eivit ole suoranaisesti linkitetty jirjestel-
min tarjoamiin palveluihin. Hin totesi myds, ettd ei-toiminnalliset vaatimukset ovat usein
tarkedmpid, kuin yksittdiset toiminnalliset vaatimukset. Hinen mukaan, kiyttdjiat 16ytdvét
kiertotien jonkin puutteellisen toiminnallisuuden kiertimiseen, mutta ei-toiminnallisen vaa-

timuksen ollessa puutteellinen, koko jirjestelmaésti voi tulla kdyttokelvoton.

Ei-toiminnallisia vaatimuksia on my0s muutamia listassa. Ensimméiseksi on vaatimus #5,
mikd méadrittdd, ettd ohjelmisto tulee kirjoittaa modulaarisesti. Tdmi vaatimus edistdd jar-
jestelmin muunneltavuutta ja ylldpidettdvyyttd. Tama vaatimus linkittyy hyvin toiseen ei-
toiminnalliseen vaatimukseen #6, missd ohjelmiston arkkitehtuuriksi on valittu mikropal-
veluarkkitehtuuri. Mikropalveluarkkitehtuurin ansiosta sovelluksesta tulee skaalautuvampi
ja virheiden paikannus helpottuu. Viimeiseni ei-toiminnallisena vaatimuksena on #7, joka
madrittdd, ettd ohjelmiston tulee olla pilvinatiivi. Pilvinatiivisuuden ansiosta saadaan vihen-

nettyd sovelluksen kustannuksia.

7.5 Aluevaatimukset

Aluevaatimukset (Domain requirements) taas ilmenevit toimialueesta, missd ohjelmistoa
kiytetddn. Sommerville (2011)) mukaan aluevaatimukset johdetaan jérjestelmin sovellusa-
lueesta, eikd jirjestelmin kéyttdjien tarpeista. Ne voivat olla uusia toiminnallisia vaatimuk-
sia omana itsenddn, rajoittaa olemassa olevia toiminnallisia vaatimuksia tai médrittdd, kuinka
tietyt laskennat on suoritettava. Aluevaatimusten ongelmana on se, ettd ohjelmistokehittdjét
eivit vilttimattd ymmérra kehitettdvén sovelluksen toimialueen erityispiirteitd (Sommervil-
le2011). Sommerville (2011)) vield lisdsi, ettd ohjelmistokehittijit eivit usein tunnista, puut-
tuuko jokin aluevaatimus tai onko ne ristiriidassa jonkin toisen vaatimuksen kanssa. Esimer-

kiksi toiminnallinen vaatimus ohjelmistolle voisi olla, ettd sitd kautta pystyy tilaamaan ja
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maksamaan tuotteita ilman ién tarkistusta. Toisaalta aluevaatimus médrittelee sen, ettd joil-

lekin tuotteille on lailliset midrdykset suorittaa idn tarkistaminen ennen tilausta.

Alustavista vaatimuksista, yksi lukeutuu myos aluevaatimuksiin. Vaatimus #3, josta keskus-
teltiin toiminnallisissa vaatimuksissa, on myds toimialakohtainen, misséd rakennuksilla tulee
olla tietyt ominaisuudet, jotta niitd voidaan kdyttdd ohjelmistossa. Siind missd timé vaatimus

on toiminnallinen, on se my0s samanaikaisesti aluevaatimus.
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8 Teknologiavalinnat

Tiassd kappaleessa kidydddn ldpi valitut teknologiat, joita on kiytetty artefaktien kehitti-
miseen. Ensimmadiset neljd kappaletta kdyvit ldpi aikasarjatietokannan, ohjelmointikielien,
kayttoliittymén ohjelmistokehyksen ja raportointityokalun valintaa. Viidennessi aliluvussa

vedetddn yhteen valitut teknologiat.

8.1 Aikasarjatietokanta

Struckov ym. (2019) tutkivat neljdi eri aikasarjatietokantaa, Clickhouse, TimescaleDB, InfluxDB
ja OpenTSDB. He arvioivat tietokantojen sopivuutta eri kidyttotarkoituksiin. Struckov ym. (2019)
mukaan TimescaleDB olisi sopivin sellaiseen kéyttotarkoitukseen, missd lukuoperaatioita on

enemmaén kuin kirjoitusoperaatioita.

Lisédksi Stenfors (2021) tutki prosessiautomaation aikasarjadatan tallentamista. Hén suoritti
suorituskykytestejd InfluxDB:lle ja TimescaleDB:lle. Suorituskyky testeissd hén testasi tieto-
kantojen kirjoitus- ja lukunopeutta. Hin péétyi lopulta samaan tulokseen, ettd TimescaleDB

on suorituskykyisempi lukuoperaatioissa, kuin InfluxDB.

Myos Timescalen omassa blogissa (Freedman ja Sewrathan 2020) tutkittiin TimescaleDB:n
ja InfluxDB:n suorituskykyéd. Suorituskykytesteissd TimescaleDB suoriutui merkittivésti pa-
remmin lukuoperaatioissa, kuin InfluxDB. Néiden tutkimusten perusteella aikasarjatietokan-
naksi valittiin TimescaleDB, koska kehitettdvin artefaktiin tirkein kdyttGtapaus on tietokan-

nasta arvojen lukeminen.

8.2 Ohjelmointikielet

Tamdn tutkielman pédasiallisena tavoitteena on luoda rakennusten energiankulutusten poik-
keamien havaitsemismalli. Mallia varten oli kaksi kandidaattia ohjelmointikieleksi, Python ja
C#. Lopulta paddyin valitsemaan C# ohjelmointikieleksi sen lukuisten hy6tyjen, sekd oman

kokemukseni perusteella.
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C# hyotyja poikkeamien havaitsemisessa on monia, joista ensimmadinen on se, ettid se on olio-
ohjelmointikieli. Kdytinnossi se tarkoittaa siti, ettd se tukee luokkien, olioiden ja metodien
kayttod. Tamédn ansiosta voidaan kirjoittaa modulaarisempaa ja uudelleenkéytettdvampéi oh-
jelmakoodia. Namai asiat ovat tirkeitd poikkeamien havainnoinnissa, koska tydssi tulee mah-
dollisesti useita algoritmeja tai malleja poikkeamien havaitsemiseen. Yleisesti ottaen staat-
tisesti tyypitetyt ja kddnnettivit ohjelmointikielet ovat suorituskyvyltidn nopeampia kuin
dynaamisesti tyypitetyt ja tulkattavat ohjelmointikielet. Tdmi voi olla hyodyksi, kun joudu-
taan késittelemiin suuria méérid dataa. Lisdksi Salihu ja Tafa (2020) vertailivat C# ja Pyt-
honin suorituskykyi konvoluutioneuroverkon toteutuksessa ja C# osoittautui laskennallisesti

tehokkaammaksi.

C# sisdltdd myOs edistyneempid ominaisuuksia, joista on hyotyd poikkeamien havaitsemi-
sessa. Yksi merkittavimmistd on LINQ (Language Integrated Query), jonka avulla voidaan
prosessoida ja suorittaa tietokantakyselyiti tehokkaasti. Tésti voi olla paljon apua, kun kiy-
tetddn isoja tietojoukkoja tai suoritetaan monimutkaisia laskuja poikkeamien havaitsemises-
sa. Tdmaén liséksi voidaan ottaa kdyttoon muita .NET teknologioita, kuten ML.NET ohjel-

mistokehys.

Asiakaspuolen kayttoliittymdd varten mahdollisia ohjelmointikielid ovat TypeScript ja Ja-
vaScript. Ty6ssi tullaan laajentamaan olemassa olevaa web-sovellusta. Ty6ta varten paitin
valita TypeScriptin kiyttoliittymédn ohjelmointikieleksi, koska koen sen olevan parempi kuin
JavaScriptin. Henkilokohtaisesti mielldn staattisesti tyypitettyjd ohjelmointikielid kohtaan,

joten luontaisesti péétin valita TypeScriptin.

8.3 Ohjelmistokehykset ja Kirjastot

Molempiin sekd poikkeamien havainnointiin ettid asiakaspuolen kéyttoliittyméin tullaan hyo-
dyntdmiin ohjelmistokehyksid. Poikkeamien havainnointiin tullaan kdyttimédin Microsoft
(2023)) ML.NET ohjelmistokehystd. ML.NET on avoimen lihdekoodin koneoppimis ohjel-
mistokehys, joka on my0s alustariippumaton. ML.NET:n avulla voidaan uudelleenkéyttda
kaikkea tietimystd, taitoa, koodia ja kirjastoja, joita .NET ohjelmistokehittdjdlld on ja in-

tegroida ne helposti olemassaoleviin web-sovelluksiin. Sen skaalautuvuuden ansiosta voi-
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daan tyoskennelld niin isoilla kuin pienilld tietojoukoilla lukemattomissa laiteissa ja ym-
paristoissd ja mikd tdrkeintd, se mahdollistaa tdydellisen pipelinen luomisen ja jakamisen

tehokkaasti (Ahmed ym. 2019).

Kayttoliittyméd varten valittiin Meta (2023) kehittimé avoimeen ldhdekoodiin perustuva Ja-
vaScript kirjasto, React. Reactin avulla voidaan tehdd uudelleenkéytettdvid kayttoliittymin
komponentteja, joka helpottaa ohjelmakoodin ylldpidettivyyttd ja skaalautuvuutta. Tdmén
lisdksi Reactin kanssa voidaan kéyttdd muitakin kéyttoliittymén ohjelmistokehyksid ja kir-

jastoja. React on my0s yhteensopiva useiden nykyaikaisten selainten kanssa.

8.4 Raportointityokalu

Tyon yhtenid vaatimuksena oli my6s mahdollistaa raportti, josta pystytddn vertailemaan usei-
ta rakennuksia. Raportointia varten paadyttiin kdyttamadin Power BI:td. Power BI valittiin
raportointitydkaluksi sen ominaisuuksien ja kyvykkyyksien vuoksi. Sen kehittyneet datan
visualisointityokalut tarjosivat siitd sopivan alustan tille tyolle. Power Bl:n avulla my6s voi-

daan helposti integroida useita tietoldhteitd ja kisitelld reaaliaikaista dataa.

Tamadn lisdksi Power Bl:n kiyttdjdystavillinen kéyttoliittyma teki siitd helppokéyttdisen hen-
kilolle, jolla ei ollut aiempaa kokemusta raporttien luonnista. Padtoksentekoprosessi sisélsi
vaihtoehtoisten raportointityokalujen arvioinnin, josta Power BI nousi sopivimmaksi vaih-

toehdoksi kattavien ominaisuuksien, skaalautuvuuden ja laajennettavuuden ansiosta.

8.5 Yhteenveto
Alla on yhteenveto kaikista teknologioista, joita on hyddynnetty ohjelmiston kehityksessa.
REST Api, jossa suoritetaan poikkeamien havainnoinnin laskenta:

* Kirjoitettu C#:lla.

Kiytetty ML.NET ohjelmistokehystid koneoppimiseen.

Tehty HTTP triggeroitdvilli Azure Funktioilla.

* TimescaleDB aikasarjatietokanta, jossa sdilotidin rakennusten energiakulutusta.
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Kayttoliittymilaajennus Granlund Manageriin:

* Kirjoitettu TypeScriptilld, kdyttden Reactia.
» Kiyttoliittymaén tilanhallinta on tehty Redux:lla.
» Kiyttoliittyméaan on kiytetty hyodyksi myos KendoReact kayttoliittymai kirjastoa.

Rakennusten vertailun raportti:

¢ Visualisoitu Power BI:114.

» Data siilotty raporttia varten Azure SQL tietokannassa.
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9 Tulokset

Tami kappale vetdd yhteen tutkimuksen tulokset. Kappale alkaa yhteenvetimailld tutkiel-
massa tehtyi tyotid. Seuraava kappale kuvailee tyOssd syntyneitd tuotoksia. Viimeiset kaksi

kappaletta korostaa tutkimusprojektin onnistumisia ja epdonnistumisia.

9.1 Yhteenveto

Ty6ssd merkittdvimmat tehdyt tyot olivat:

1. Vaatimusten kerddminen selvittddkseni, mitd minun pitdisi rakentaa. Vaatimuksia ar-
vioitiin ja jalostettiin koko tutkimusprojektin ajan.

2. Teknologioiden valinta kokonaisuuden kehittdmisté varten, mukaan lukien ohjelmoin-
tikielet, ohjelmistokehykset, kirjastot, aikasarjatietokanta ja raportointitydkalu.

3. Itse tyon kehittdminen.

4. Tdmain tutkielman kirjoittaminen raportoidakseen tulokset.

Vaikka ylldoleva lista on esitetty numeroituna listana, tyotd ei silti tehty tiukasti seuraten

listan jérjestystd ja suurin osa toistd jatkui ldpi projektin.

9.2 Tuotokset

Tutkimustyon aikana kehitettiin muutama itsenédinen tuotos, joista muodostui kattava koko-
naisuus. Itsendisid tuotoksia oli REST Api, jonka kautta suoritetaan poikkeamien havain-
nointi, raportti, jossa voidaan vertailla rakennuksia ja kiyttoliittymé rakennusten lisddmi-
seksi. Niiden lisdksi my0s laajennettiin Granlund Managerin REST Apia, jolla pystytdidn

hakemaan rakennusten energiakulutuksen tuntisarjat.

REST Apin pédasiallisena tarkoituksena oli havaita poikkeamia rakennusten energiakulu-
tuksesta. Tétd ongelmaa ldhdettiin aluksi taklaamaan ML.NET:n poikkeamien havainnointi
metodeilla. Metodeja, joilla poikkeamia yritettiin havainnoida, oli DetectChangePointByS-

sa, DetectSpikeBySsa, DetectAnomalyBySrCnn, RandomizedPca ja DetectEntireAnomaly-
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BySrCnn. Muutospiste (Change Point) metodit, kuten DetectChangePointBySsa, osoittavat
pitkdaikaisia muutoksia aikasarjan arvoissa, joita on esimerkiksi arvojen tason muutokset ja
trendit. DetectChangePointBySsa metodilla yritetddn ennustaa muutospisteitd kiyttden Sin-
gular Spectrum Analysis -menetelméa (Ssa). Piikkien (Spike) havaitsemis metodeissa on
tavoitteena tunnistaa dkillisid, mutta viliaikaisia sarjoja, jotka eroavat merkittavisti suurim-
mista osista aikasarjan arvoista. DetectSpikeBySsa kiyttdd samaa Ssa menetelmii piikin ha-
vaitsemiseksi. Piikit ovat lyhytaikaisempia muutoksia, kuin muutospisteen havaitsemat muu-
tokset aikasarjan arvoissa. My0s kokeiltiin kdyttdd SrCnn (Super-resolution convolutional
neural network) -metodeja poikkeamien havainnointiin. Niiti oli kahta erilaista, DetectAno-
malyBySrCnn ja DetectEntireAnomalyBySrCnn. DetectAnomalyBySrCnn metodilla havai-
taan aikasarjan poikkeavuuksia kéyttdaen SrCnn-algoritmia, kun taas DetectEntire Anomaly-
BySrCnn metodi havaitsee aikasarjapoikkeamat koko syotteelle kidyttden samaa algoritmia.
Viimeiseksi kokeiltiin vield RandomizedPca metodia. Se luo piaidkomponenttianalyysi mallin

kdyttden satunnaistettua singulaariarvohajotelma-algoritmia.

Yleiseksi ongelmaksi ML.NET:n poikkeamien havainnointi metodeissa ilmeni se, etti ne
eivit olleet kovin kypsid tapauksissa, joissa haluttiin kiyttdi useampaa muuttujaa (multiva-
riate). Kun kiytettiin monimutkaisia aikasarjoja, joissa oli useita muuttujia ominaisuuksina,
poikkeamien havainnointi tuntui erittdin hankalalta. Metodeja kdyttdmalld tekodlymalleja oli
vaikea kouluttaa havaitsemaan oikeita poikkeamia. Tekoidlymalleille testattiin koulutuksessa
eri ominaisuuksia (feature), kuten ldmpdétila, pédivé, kuukausi, onko tyopédiva ja eilisen pii-
vin kulutus ja ldmpotila. Eri ominaisuuksien yhdistelmid testattiin, mutta jatkuvasti tormét-
tiin samoihin ongelmiin. Ongelmia, joita tuli jatkuvasti vastaan oli, ettd alhaiset kulutukset ja
olemattomat muutokset energiankulutuksen aikasarjoissa ilmoitettiin poikkeamina. Se, ettd
litan pienet arvot havaittiin poikkeamina ei ollut niin iso ongelma, silld ne pystyttiin kar-
simaan helposti pois. Toisaalta trendien ja tasojen muutosten havaitseminen vaikutti miltei
mahdottomalta tehtiviltd monimutkaiselle aikasarjalle. Ndiden lisdksi kokeiltiin my6s luo-
da oma ohjelma, joka laski energiakulutuksen keskiarvon per aste kdymailld ldpi aikasarjojen
arvot. Ohjelma antoi suurimalle osalle rakennuksista epédluotettavia tuloksia, joten se ei ollut
validi ratkaisu. Poikkeamien havainnointia yritettiin pitkdén saada toimimaan edelld maini-

tuilla keinoilla, ennen kuin pdddyttiin valittuun ratkaisuun.
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Average of ConsumptionM3 by Temperature and Name

Name @00 AVER... @®15006... ®40201 P... @40301 NIl... @40401 H... @40601 J... ®40701 ... ®43501 1. @45001 P... @45601 T... »
100

60

40

Average of ConsumptionM3

20

Temperature

Name hd

M 40201 PUMPPUTORIN PAIVAKOTI

B 403071 NIIRALAN PAIVAKOTI A p&srakennus

B 40401 HAAPANIEMEN PAIVAKOTI

[ ] 40501 MAUNOLANMAEN PAIVAKOTI A paarakennus
B 20601 JIONKOPINGIN PAIVAKOTI

B 40701 MANNISTON PAIVAKOTI

[ ] 420017 MANNISTO VAINAMOISEN PAIVAKOTI

42206 JULKULAN PAIVAKOTI Toukola

42301 KASARMIRAKENNUS H Englantilainen leikkikoulu

Kuvio 2. Raportti rakennusten normeeratuista ominaiskulutuskayristi

Lopulta padadyttiin innovatiiviseen ratkaisuun, jossa lasketaan rakennuksille normeerattu omi-
naiskulutuskédyri, jonka perusteella voidaan havaita poikkeavan paljon kuluttavat rakennuk-
set. Titd varten luotiin rakennustyyppikohtainen raportti 2] jossa voidaan vertailla rakennus-
ten normeerattua ominaiskulutusta keskiarvoon ja toisiin rakennuksiin. Rakennusten nor-
meeratulla ominaiskulutuskiyrilld tarkoitetaan keinoa tarkastella rakennuksen energianku-
lutusta lampdotilan suhteen. Ja, koska energiankulutus on normeerattua, voidaan rakennuk-
sia vertailla rakennustyypeittdin. Rakennusten normeerattu ominaiskulutuskdyra on uusi ter-
mi lanseerattu rakennusalan energia-asiantuntijoita varten. Raportilla voit itse valita raken-
nukset, joita haluat vertailla keskiarvoon. Tdma keskiarvo on laskettu kaikkien asiakkuuk-
sien rakennusten normeeratuista ominaiskulutuksista, mutta kdyttdja voi vertailla vain oman
asiakkuuden rakennuksiaan siithen. Asiakkuudella tédssi kontekstissa tarkoitetaan Granlundin

asiakasta, joka kayttdd Granlund Manager -ohjelmistoa. Raportin tarkoituksena on havain-
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nollistaa, miten paljon tietty rakennus tai rakennukset kuluttavat energiaa verrattuna mui-
hin saman rakenustyypin rakennuksiin yli asiakkuuksien. Esimerkiksi, energia-asiantuntijat
pystyvit ndyttamidn raporttia asiakkailleen ja havainnollistamaan sen avulla, ettd joku hei-
din omistamista rakennuksista kuluttaa enemmin energiaa kuin muut rakennukset. Tédten
energia-asiantuntijat ndkevit suoraan poikkeavan paljon kuluttavat rakennukset ja pystyvét

sitd kautta etsiméén syitd ja ratkaisuja rakennuksen poikkeavalle energiankulutukselle.

Rakennusten normeerattu ominaiskulutus on laskettu limpotilojen -20 ja +25 vilisille ar-
voille, johon on kdytetty ML.NET:n FastForest metodia laskemaan ominaiskulutukset. Te-
kodlymallille annettiin koulutuksessa ominaisuuksina limpdétila, kuukausi, onko tyopdivi ja
edellisen pdivén kulutus. Eri ominaisuuksia ja niiden yhdistelmid kokeiltiin mallin koulutuk-
sessa. Aiemmin mainittujen ominaisuuksien lisdksi kokeiltiin myos antaa ominaisuuksina
pdiva ja edellisen paivin lampdétila. Dataa, jota sen koulutuksen kéytettiin, haettiin Granlund

Managerin REST Apista, jonne on siilotty rakennusten energiakulutuksen tuntisarjoja.

Alustavasti tuntisarjat oli tarkoitus sdilod valittuun aikasarjatietokantaan, TimescaleDB:een,
mutta ajallisista syisti, sitd ei toteutettu tdmin tutkimuksen yhteydessid. Energiakulutuksen
aikasarjan lisdksi mallille annettiin samalta ajalta sdétietoja koulutukseen. Sditiedot haet-
tiin olemassa olevasta mikropalvelusta, Common Energy App:sta, joka hakee tiedot ilmatie-
teenlaitokselta. Mallin koulutuksessa testattiin eri aikasarjan aggregointeja, kuten tuntisar-
jaa, pdivdsarjaa ja kuukausisarjaa. Parhaaseen mallin tarkkuuteen, edelld mainittujen ominai-
suuksien kanssa, lopulta pédstiin kdyttden pdivisarjaa mallin koulutuksessa. Mallin tarkkuus
oli keskiméérin 90%, kun paras mahdollinen tarkkuus on 100%, ja se riippui paljon raken-
nuksen energiakulutuksen aikasarjasta, sekd sen alueen siitiedoista. Aikasarjat ja siitiedot
haettiin viiden vuoden takaa, jotta saataisiin mahdollisimman paljon arvoja eri limpétiloil-
le mallin koulutukseen. On myos hyvi tuoda esille, ettd tdlld samalla ratkaisulla pystytddn

myds hyvin ennustamaan rakennuksen tuleva kulutus sddennustuksen mukaan.

Toisena tuotoksena tutkimusprojektissa syntyi kéyttoliittyma [3| jossa kdyttdjd voi liséti ra-
kennuksen poikkeaman havainnointiin. Télld sivulla suoritetaan kappaleen vaatimuksen
#3 madrittdamid validointeja. Kuten edellisestd kappaleesta huomataan, ilman rakennustila-
vuutta ei voida laskea rakennuksen ominaiskulutuskédyridd. Tadmén lisdksi, riittiméattomalla

madrilld energiakulutuksen tuntisarjaa malleista tuli epédtarkkoja. Tdmén takia rakennukset,
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joilla ei ole riittdvisti energiakulutuksen tuntisarjaa, ei otettu mukaan laskentaan. Koordi-
naatitkin ovat valttimittomén tarkeét olla rakennuksella, jotta saadaan haettua rakennuksen

lahimmaén sddaseman sadhistoria tiedot.

=— GM Demo | Kuopion Kaupunki ~

O <

Aloitussivu Asetukset

= Valitse rakennuksia Energia Al laskentaan: Haapaniemen paivakoti

+* Ennen kuin valitset kohteita Energy Al -ominaisuutia varten, varmista, etia leveysaste- ja pituusaste-arvot on tallennettu rakennuksiin. Ennusteen tarkkuus riippuu limatieteen laitoksen
saatietojen ja energiahistoriatietojen laadusta. Rakennuksessa tulisi mielelldan olla 5 vuoden tuntilukema energiatietoja.
Q Kohde Aktivointi paiva Paivitetty Paivittaja
E Haapaniemen paivakoti
_ 40,401 FAAPANIEMEN 18.7.2023 11.17 18.7.2023 1117 Hyvérinen Joe
PAIVAKOTI
TALLENNA PERUUTA

©2023 Graniund Oy | Tielosuojakaytanta © Kayttajatuki Anna palautetta Vimeksi paiviletty 12.7.2023 (build 2023.7.2)

Kuvio 3. Granlund Managerin uusi asetussivu

Kuvasta[d] huomataan kokonaisuudesta muodostunut ylitason arkkitehtuuri, missé tyossi ke-
hitetty sovellus on nimetty Calculation App:ksi. Asetus sivun kautta, kun tallennetaan raken-
nus laskettavaksi, kutsutaan kehitettyd sovellusta. Tamén jdlkeen haetaan tarvittavat tiedot
mallin koulutusta varten. Sddhistoriatiedot haectaan Common energy app:sta ja rakennuksen
energiankulutukset haetaan Granlund Managerin REST Apista. Normeeratun ominaiskulu-
tuskdyrén laskennan jédlkeen arvot tallennetaan Azure Sql -tietokantaan, jonka kautta Power

BI saa tiedot raportilla.

Tutkielmassa tuotettu menetelmi havaita poikkeamia on yksi mahdollinen tapa suorittaa teh-
tavd. Tadmin vuoksi esitdn kaksi aiempaa kokonaisuutta konkreettisina tutkimuksen tuotok-
sina. Ndiden lisiksi, tutkimuksessa tuotettiin muitakin tuotoksia. Nami tuotokset syntyi sekd
tiedosta, joka mahdollisti kahden aiemmin mainitun tuotoksen kehittimisen, ettid niitéd tuo-

toksia kehitettiessi saaduista opeista.
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Kuvio 4. Kokonaisuuden ylidtason arkkitehtuuri

Ennen kehitystyon alkua, médritettiin kehitettidville kohteille olennaisia vaatimuksia. Tatd
varten médritettyjen vaatimusten tulokset on esitetty kappaleessa [/} Vaatimukset antoivat

suuntaa ja pohjaa kehitystyon aloittamiselle. Nidin ollen esitdn médritetyt vaatimukset omana

tuotoksenaan.

Vaatimusten liséksi teknologioiden valinta tyotd varten auttoi sen aloittamisessa huomat-
tavasti. Varsinkin ohjelmointikieli, jolla itse koneoppimista ldhdettiin toteuttamaan. Ilman
sen kummempaa taustatyotd, ohjelmointikieleksi olisi voinut valita Pythonin sen valtavan
huomion ansiosta, koneoppimisen keskuudessa. Lopulta, kun pdddyin valitsemaan C# ohjel-

mointikieleksi koen, ettd valinta oli oikea. Esitin my6s kappaleessa [8.5] listatut teknologiat
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omana tuotoksenaan. Kiytettyji teknologioita voidaan jatkossakin kdyttdd uusien koneoppi-

miskokonaisuuksien kehittimiseen.

Kaiken kaikkiaan tutkimuksessa hypittiin syvddn pédtyyn ison poikkeamien havainnoin-
nin kokonaisuuden kehittimisessi. Poikkeamien havainnointi on ollut tutkimusalana kovassa
kasvussa viime aikoina ja tédlld tutkimuksella saadaan tuotua uudenlaista nikdkulmaa sille,

tarkemmin rakennusten energiakulutusten poikkeamien havainnointiin.

9.3 Miki onnistui?

Ensimmaiiseksi, olen tyytyvédinen kehitystid varten valittuihin teknologioihin. Teknologiat,
joita kiytettiin, ovat moderneja ja tunnettuja, jonka takia titd olisi helppo jatkokehittdd mui-
denkin toimesta. Erityisesti tyytyvidinen olen ohjelmointikielen C# valinnasta Pythonin yli.
Uskon, ettd varsinkin ML.NET:n kehittyessd, C# mahdollisuudet koneoppimisen hyodynta-
misessd tulevat olemaan suuret. Tarkempia tietoja teknologia valinnoista 10ydit kappaleesta

[

Toiseksi, kokonaisuuden kehittimisen onnistumisesta olen tyytyvdinen. Vaikka alkuperdinen
suunnitelma meni uusiksi, missé oli tarkoituksena luoda poikkeamien havainnoinnin tekoa-
lymalli, olen silti tyytyviinen lopputulokseen. Ottaen huomioon tutkimukseen liittyvét riskit
[2.4] varsinkin aikarajoitteet, koen onnistuneeni hyvin lopullisen kokonaisuuden suhteen. T4-
min lisdksi energia-asiantuntijoilta tuli hyvin positiivista palautetta, kun niytin heille rapor-
tin ensimmadistd versiota. Yksi kysymys, minka heiltd heti kuuli, oli: "Saako téitd jo ndyttdd

asiakkaalle?".

Lopuksi, mielesténi tutkimusmenetelmin valinta oli oikea tdhédn tutkimukseen. Tutkimusme-
netelmin ansiosta pystyin luomaan uuden ratkaisun rakennusten energiankulutuksen poik-
keamien havainnointiin rakennustyypeittdin. Tamén lisidksi olen tyytyvidinen tutkimuksen

teoriaosuuteen. Se antaa hyvin pohjustuksen keskeisisté asioista, jotka on olennaista tietéa.
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9.4 Missi olisi parannettavaa?

Ensimmaiiseksi parannuksen kohteeksi nostaisin esille sen, ettd niin laajassa kokonaisuu-
dessa ja tutkimusaiheessa, kannattaisi keskittyi vain johonkin tiettyyn asiaan. Esimerkiksi,
tutkimuksessa olisi voitu keskittyd pelkistddn rakennustyypeittdin rakennuksen energianku-
lutuksen poikkeamien havainnoinnin tekodlymallin kehittimiseen ja tutkia pelkéstiin siti.
Loppujen lopuksi antaa téllaisen kokonaisuudenkin kehittdminen ja tutkiminen uudenlaista

kulmaa koko poikkeamien havainnoinnin tutkimusalalle.

Toiseksi, vaikka tutkimusmenetelmén valinta oli mielesténi oikea, olisi sen kdyttod pitdnyt
suunnitella tarkemmin. Sen soveltaminen tdmin tyon kannalta tapahtui melko sattumanva-
raisesti. Télle olisi voinut suunnitella jonkin tietyn tutkimusprosessin, jota noudattaa. Esi-
merkiksi olisi voinut olla hyvi idea kehystdd kokonaisuuden kehittdminen ja tutkimuksen
kirjoittaminen ennalta mééritettyihin iteraatioihin. Néin jokaisella iteraatiolla olisi voinut ol-

la jokin tavoite ja koko prosessia olisi voinut olla helpompi arvioida ja analysoida.
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10 Pohdinta

Tutkielmassa tutkittiin rakennusten energiankulutuksen poikkeamien havainnointia raken-
nustyypeittdin. Useiden haasteiden kautta, saatiin kehitettyd toimiva kokonaisuus tille tut-
kimusalalle. Tutkimuksessa kartoitettiin mahdollisia teknologioita ja rajoituksia téllaisen
kokonaisuuden kehittdmiseen. Kappaleessa [2.2] médritettiin kaksi tutkimuskysymysti, joi-

ta kilydddn seuraavaksi ldpi

Ensimmadinen kysymys oli 10ytidi keino rakennusten energiankulutusten poikkeamien ha-
vainnointiin rakennustyypeittdin. Alustavana suunnitelmana oli luoda tekodlymalli hy6dyn-
tden ML.NET:n poikkeamien havainnoinnin metodeja. Matkan varrella tuli vastaan haasteita,
joita kisiteltiin aliluvussa Lopulta paddyttiin uuteen innovatiiviseen ratkaisuun, jota on
tarkemmin kuvailtu my6s aiemmin mainitussa luvussa. Olen tyytyvéinen ratkaisuun, johon

tutkimuksessa péaddyttiin ja uskon sen olevan kelvollinen ratkaisu tihén ongelmaan.

Toinen tutkimuskysymys kisitteli mahdollisia teknologioita kokonaisuuden kehittdmisek-
si. Kuten aiemmassa kappaleessa mainitsin, olen tyytyvéinen teknologioihin, jotka valitsin.
Tillaisen kokonaisuuden kehittimiseen on olemassa lukemattomia méérid eri teknologioita,
mutta uskon, ettd valitsemani teknologiat antavat vahintiinkin hyvin joukon teknologioita,

joita kannattaa miettid téllaistd ratkaisua luodessa.

Tarkastellessani valmista tuotetta, uskon ettd se oli hyvéa yritys toteuttaa tillainen kokonai-
suus ja se antaa uutta nakokulmaa rakennusten energiankulutuksen poikkeamien havainnoin-
nin tutkimusalalle. Vaikka tdmé on tutkimusalana ollut kasvussa, on silld vield paljon tyotd
edessd saavuttaakseen sen tiyden potentiaalin. Alla on listattu muutamia jatkotutkimuksen

aiheita, joita tistd tutkimuksesta pystyi johtamaan:

* Ratkaisun vertailu tavanomaiseen poikkeamien havainnoinnin ratkaisuun.

* Poikkeavan paljon kuluttavien rakennusten ominaisuuksien tutkiminen Granlund De-
signer ja Manager ohjelmistoista.

* Analysoi, miten rakennuksen energiankulutuksen poikkeavuudet liittyvét poikkeamiin
muissa rakennusjirjestelmissd, kuten LVI, valaistus ja ilmanvaihto.

* Eri rakennustyyppien energiankulutusten kuvioiden ja mallien tutkiminen. Kehittda
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kuviontunnistustekniikoita poikkeamien havaitsemiseksi keskiverto kulutuskayttiyty-
misesti.
* Vertailla tavanomaista relaatiotietokantaa ja aikasarjatietokantaa (TimescaleDB) ra-

kennuksen aikasarjoilla. Hyodyt ja haitat.

Kaiken kaikkiaan uskon, ettid tima tutkimus oli kohtuullisen onnistunut toteuttamaan ratkai-
sun, jolla voidaan havaita poikkeamia rakennusten energiankulutuksista rakennustyypeittdin.
Vaikka siti ei saatu tehtyd perinteikkéésti tekodlymallin avulla, uskon ettd se silti tuottaa uu-
denlaista ndkemysti télle tutkimusalalle. Koen, etti tistd tutkimuksesta on yleisesti hyotyéd

alan ammattilaisille.
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