Topias Mauno

TEKOALYN HYODYNTAMINEN TEOLLISTEN
VALMISTUSPROSESSIEN PARANTAMISESSA

o
H

JYVASKYLAN YLIOPISTO

INFORMAATIOTEKNOLOGIAN TIEDEKUNTA
2023



TIIVISTELMA

Mauno, Topias

Tekodlyn hyodyntdminen teollisten valmistusprosessien parantamisessa
Jyvéskyla: Jyvaskylan yliopisto, 2023, 24 s.

Tietojédrjestelmaétiede, kandidaatintutkielma

Ohjaaja(t): Riekkinen, Janne

Tdamdn tutkielman tarkoituksena on kuvata tekodlyn nykytilaa ja sen mahdolli-
sia sovelluksia valmistusteollisuudessa. Tekodly on viime vuosikymmenen ai-
kana noussut merkittiaviksi innovaation ldhteeksi useilla eri teollisuudenaloilla,
erityisesti laskentatehon jatkuvan kasvun seurauksena. Valmistussektori ei ole
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This study aims to offer an overview of artificial intelligence's current state and
pinpoint its prospective uses in the manufacturing industry. Artificial intelli-
gence has emerged as a source of innovation during the past ten years in a vari-
ety of industrial fields, largely facilitated by the continual rise in computing
power. Notably, the manufacturing sector has a significant impact on this de-
velopment since it generates a lot of data through machinery, production meth-
ods, and supply chain activities. This data can be strategically utilized by artifi-
cial intelligence to enhance efficiency, augment product quality, and foster in-
novative manufacturing solutions. This literature review examines possible Al
methodologies and their implementation in the manufacturing process, with an
emphasis on aspects such as production planning, quality control, and predic-
tive maintenance. The core findings of this research suggest that the incorpora-
tion of artificial intelligence into industrial manufacturing processes can signifi-
cantly improve these areas' effectiveness. The review leads up to contemplation
on the role of Al its opportunities, the challenges it encounters, and underlines
the necessity for ongoing research in the continuously evolving manufacturing
industry.
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1 JOHDANTO

Tekodlyn, ja erityisesti sen alaryhmien, kuten koneoppimisen ja syvdoppimisen,
merkitys on kasvanut nopeasti, tiedon prosessoinnin, tallennustilan, laskenta-
tehon ja algoritmien kehittyessad (Buchmeister ym., 2019). Tekodlyd hyodynne-
tddn yha laajemmin, myos valmistusprosesseissa, jossa sen avulla voidaan pa-
rantaa tehokkuutta ja laatua. Tekodlyn integrointi tuo kuitenkin mukanaan
myds haasteita, aina datanhallinnasta tyontekijoiden kouluttamiseen, jotka vaa-
tivat kattavia strategioita tehokkaan toteutuksen varmistamiseksi.

Tamd kandidaatintutkielma keskittyy kasittelemddn tekodlyn mahdolli-
suuksia valmistusteollisuudessa. Tamd on tadrkedd, koska tekodlyn sovellus-
mahdollisuudet ovat laajat ja niiden hyodyntaminen voi tuoda merkittavia pa-
rannuksia valmistusprosesseihin. Tutkielma tarkastelee myos, kuinka tekoalya
ja sen eri alakategorioita voidaan soveltaa valmistusprosessien eri osa-alueisiin
ja minkélaisia hyo6tyjad niistd voi saada.

Tutkielma vastaa seuraaviin tutkimuskysymyksiin:

« Millaisia mahdollisuuksia tekodly tarjoaa valmistusteollisuudelle?

Tutkimusmenetelména toimii kirjallisuuskatsaus, jossa tarkastellaan aiheeseen
liittyvdd olemassa olevaa tutkimusta ja pyritddn tekeméddn yhteenveto tekodlyn
soveltamisen nykytilasta ja tulevaisuuden nédkymistd valmistusprosesseissa.
Tutkimuksessa kaytetty kirjallisuus valittiin yhtd suuryrityksen suorittamaa
tapaustutkimusta lukuun ottamatta alan tunnetuista julkaisuista, jotka saavut-
tivat vahintdan JUFO 1 -luokituksen. Lahteitd etsittiin pddasiallisesti hakusa-
noilla ”artificial intelligence”, ”industry 4.0”, " intelligent manufacturing”, ” advanced
manufacturing” sekd niiden yhdistelmilla.

Tutkielma on jaettu seuraavasti: johdantokappaleen jialkeen luvussa kaksi
maédritellddn tekodly ja sen keskeisimmat teknologiat. Luvussa kolme perehdy-
tddn teollisuusprosesseihin, sen kdytannon toteutuksiin ja tulevaisuudenndky-
miin. Neljannessd luvussa tarkastellaan kdytannon esimerkein tekodlyn sovel-
tamista teollisten valmistusprosessien parantamisessa sekd tekodlyn mahdolli-
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sia haasteita valmistusteollisuudessa ja luvussa viisi tehdddn yhteenveto, esite-
tadn johtopddtokset sekd nostetaan esiin jatkotutkimusaiheita. Tutkielman lo-
pusta loytyy ldhdeluettelo, jossa listataan kaytetty lahdekirjallisuus.



2 TEKOALY

Tdssd luvussa syvennytddn tekodlyn méadritelméadn ja kuvataan tekodlyn keskei-
sid teknologioita, keskittyen erityisesti koneoppimiseen, syvdoppimiseen ja ro-
botiikkaan.

21 Tekodlyn méddritelma

Yksinkertaisimmillaan tekodly (engl. Artificial Intelligence) voidaan mddritelld
tietokoneohjelman tai koneen kayttaytymiseksi, jota pidettdisiin dlykkaand, jos
se olisi ihmisen suorittama. Idea on perdisin 1950-luvulta, jolloin tietojenkésitte-
lytieteen tutkija John McCarthy loi termin ”tekodly” vuonna 1956 Darthmout-
hin konferenssissa. McCarthy visioi maailmaa, jossa koneet kykenisivét suorit-
tamaan ihmisen dlykkyyttd vaativia tehtdavida (Russell ym., 2010). McCarthyn
ideat yhdessd hdnen aikalaistensa, kuten Alan Turingin ja Marvin Minskyn
kanssa, kiihdyttivat alan kehitystd johtaen ensimmadisiin tekodlyohjelmiin, jotka
kykenivédt pelaamaan tammea ja todistamaan logiikkaa (Samuel, 1959). Nama
tekodlyn varhaiset onnistumiset osoittivat konedlykkyyden potentiaalin, mutta
myo6s edustivat alkuvaihetta paljon laajemmalle tieteelliselle pyrkimykselle,
joka on perustavanlaatuisesti muokannut maailmaamme vuosien varrella.
Tekodly voidaan luokitella kahteen tyyppiin: heikkoon tekodlyyn (engl.
Artificial Narrow Intelligence), joka on suunniteltu suorittamaan tietty tehtdvi,
kuten ddnentunnistus, ja vahvaan tekodlyyn (engl. Artificial General Intelligence),
joka pystyy suorittamaan minké tahansa dlyllisen tehtdvén, jonka ihminen pys-
tyy tekemddn. Merkittavistd edistysaskelista huolimatta jalkimmaéinen on edel-
leen pédosin teoreettisen konseptin tasolla. Heikko tekoily on jo todellisuutta ja
yhd enenevissd mddrin integroitu arkieldmddmme. Tamd sisdltdd suosittelual-
goritmit verkkokaupan sivustoilla, ddniavustajat dlypuhelimissa, itseohjautuvat
ajoneuvot ja jopa edistyneet lddketieteelliset diagnostiikat. Vahva tekodly ei vie-
14 ole tehnyt lapimurtoa nykyisen teknologian rajoitteellisuuden vuoksi, johtu-



9

en esimerkiksi vaikeuksista jdljitelld ihmisen kognition laajuutta ja sopeutu-
vuutta (Kaplan, 2016).

Taman kirjallisuuskatsauksen kontekstissa keskitytdan heikon tekodlyn
sovelluksiin teollisuudessa tutkien, miten tekodlyteknologioita voidaan suitsia
saavuttaakseen lisdd tehokkuutta ja tuottavuutta.

2.2 Tekoilyn teknologioita

Tdamdn kappaleen alaluvuissa tarkastellaan tekodlyn alakésitteitd, koneoppimis-
ta, syvdoppimista ja robotiikkaa. Koneoppiminen (engl. Machine Learning) ja sen
alakésite syvdoppiminen (engl. Deep Learning) mahdollistavat jarjestelmien da-
tasta oppimisen, kun taas neuroverkot (engl. Neural Networks) mahdollistavat
laskennallisen arkkitehtuurin ndille oppimisprosesseille. Robotiikka (engl. Robo-
tics), tekodlyn tehostamana, tuo ndméa konseptit toimintaan fyysisessd maail-
massa. Seuraavassa kuvioissa havainnollistetaan tekodlyn taksonomia (kuvio 1).

Tekodly Koneoppiminen | Syvioppiminen Tietojenkasittelytiede

Kuvio 1 Tekoélyn taksonomia (Goodfellow ym., 2016)
221 Koneoppiminen

Koneoppiminen (engl. Machine Learning) on tekodlyn alakésite, joka antaa jadrjes-
telmalle kyvyn oppia ja kehittyd kokemuksesta ilman nimenomaista ohjelmoin-
tia. Se keskittyy ohjelmien kehittdmiseen, jotka hyodyntdvit dataa ja oppivat
siitd itse. Namad mallit tunnistavat tehokkaasti kuvioita datassa ja kayttavat nai-
ta kuvioita tehddkseen informoituja arvauksia tai ennusteita uudesta, aiemmin
tuntemattomasta datasta. (Zhou, 2021).

Koneoppiminen voidaan jakaa kolmeen tyyppiin: ohjattuun oppimiseen,
ohjaamattomaan oppimiseen ja vahvistusoppimiseen. Ohjatussa oppimisessa
(engl. Supervised Learning) opitaan esimerkkejd tarjoavasta merkitystd datasta
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(Fahle ym., 2020). Tassd kategoriassa yleisid algoritmeja ovat paatospuut, tuki-
vektorikoneet ja neuroverkot. Ohjaamaton oppiminen (engl. Unsupervised Lear-
ning) taas perustuu oppimiseen ilman selkedd ohjausta, ja siihen liittyvid algo-
ritmeja ovat klusterointialgoritmit ja neuroverkot. Vahvistusoppiminen (engl.
Reinforced Learning) késittdd oppimisen vahvistusten, kuten palkintojen tai ran-
gaistusten, kautta. Sitd kdytetddn usein robotiikassa, peliteollisuudessa ja navi-
goinnissa. (Janiesch ym., 2021)

Koneoppimisen sovelluskohteita 16ytyy useilta eri aloilta. Valmistuksessa
koneoppimisen tekniikoita on hyodynnetty prosessisuunnittelussa, laadunval-
vonnassa, ennakoivassa huollossa, logistiikassa ja robotiikassa (Fahle ym., 2020).
Esimerkiksi vahvistusoppimisen algoritmi Q-oppimista on kaytetty aikataulu-
tusongelmien ratkaisemiseen valmistusprosessien suunnittelussa (El Naqa &
Murphy, 2015). Laadunvalvonnassa padtospuualgoritmeja on kédytetty paristo-
jen erottimien optisessa luokittelussa (Stavropoulos ym., 2013). Myos ennakoiva
huolto, joka kasittdd koneiden jdljelld olevan hyodyllisen kdyttoidn ennustami-
sen, on hyotynyt koneoppimisen tekniikoista, kuten padtospuista ja neurover-
koista (Peres ym., 2019).

Vaikka koneoppimista kdytetddn laajasti, on aloja, joilla sen hyodyntami-
jestelmissd on tutkimusaukkoja siitd, miten tekodly voisi tukea ja parantaa tyon-
tekijoiden kykyja. Samoin oppivissa tehtaissa on tarvetta lisatutkimuksille siitd,
miten koneoppimisen toteuttamista ja soveltamista voitaisiin opettaa tyonteki-
joille ja opiskelijoille. (Hecklau ym., 2016).

2.2.2 Syvdoppiminen

Syvdoppiminen (engl. Deep Learning) on osa koneoppimista, jossa simuloidaan
ihmisaivojen toimintatapoja datan prosessoinnissa ja muodostetaan kuvioita
paatoksenteon tueksi. Kdytannossd syvaoppiminen hyodyntdd monimutkaisten,
toisiinsa kytkettyjen algoritmien kerroksia, joita kutsutaan neuroverkoiksi (engl.
Neural Networks). Nama verkot mahdollistavat monenlaisia tehtidvis, aina auto-
jen pysdytysmerkkien tunnistamisesta kuluttajalaitteiden d&nenohjausmahdol-
lisuuksiin. (Kelleher, 2019). Syvdoppiminen on lisdksi monien tekoélysovellus-
ten perusta, parantaen automaatiota useilla sektoreilla, kuten terveydenhuol-
lossa, sosiaalisessa mediassa ja asiakaspalvelussa, suorittaen analyyttisid ja fyy-
sisid tehtdvid ilman ihmisen véliintuloa (Ding ym., 2020).

Syvdoppimisen keskeinen tekija on syva neuroverkko (engl. Deep Neural
Network). Se koostuu solmukerroksista tai "neuroneista', jotka ovat toisiinsa
yhteydessd, ja kdyttavat edeltdavan kerroksen tulosta syotteenddn. Tamd luo
monitasoisen kuvioiden tunnistusprosessin, joka erottaa syvdoppimisen perin-
teisestd koneoppimisesta (Agrawal ym., 2018). Perinteisessd koneoppimisessa
data késitellidn ennakkoon mddriteltyjen yhtédloiden ldpi, kun taas syvdoppi-
minen mddrittdd perusparametrit datasta ja antaa tietokoneen oppia itsendisesti.
Syvien neuroverkkojen avainominaisuus on niiden syvyys - solmukerrokset,
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joiden ldpi datan tdytyy kulkea (Kelleher, 2019). Tamd syvyys mahdollistaa
ndiden verkkojen kyvyn poimia ominaisuuksia raakadatasta, mahdollistaen
monimutkaisempien kuvioiden tunnistamisen (Dhillon & Verma, 2020). Sen
seurauksena ne kykenevét parantamaan tarkkuuttaan tehtdvissd, kuten esinei-
den tunnistamisessa ja luonnollisen kielen késittelyssa.

Syvadoppimista hyodynnetddn jo useilla yhteiskunnan aloilla. Esimerkiksi
terveydenhuollossa syvdoppimista on kaytetty sairauksien diagnosoinnissa ja
hoitosuunnitelmien personoinnissa analysoimalla potilastietoja ja lddketieteelli-
sid kuvia (Wilson & Daugherty, 2018). Erityisesti algoritmit, kuten konvoluutio-
neuroverkot (engl. Convolutional Neural Networks), ovat kédytossd esimerkiksi
autonomisissa ajoneuvoissa esineiden tunnistamisessa ja navigoinnissa (Li ym.,
2022).

Laadunvalvonnassa valmistusprosesseissa konvoluutioverkoilla on tarked
rooli. Kyseiset verkot ovat tehokkaita kuvantunnistustehtavissd, kuten tuottei-
den vikojen havaitsemisessa, mikd on parantanut merkittdvasti tarkastuspro-
sessin tehokkuutta. (Fahle ym., 2020).

Syvdoppimisella on suuri potentiaali, mutta silld on my6s haasteensa. Da-
tan laatuun ja ma&drdan, mallien tulkittavuuteen sekd suurien laskennallisten
resurssien tarpeeseen liittyvat haasteet ovat keskeisimpid alalla (Broussard,
2018). Datamddrien ja laskentatehoa jatkuvan kasvun seuruksena, voimme

myds odottaa syvdoppimisen sovellusten laajuuden ja tehokkuuden kasvavan
(Jordan & Mitchell, 2015).

2.2.3 Robotiikka

Robotiikka (engl. Robotics) on saavuttanut huomattavaa kehitysta tekodlyn in-
tegraation ansiosta (Reimann & Sziebig, 2019). Tekodlylld varustetut robotit ky-
kenevit suorittamaan tehtdvid itsendisesti, oppimaan kokemuksistaan ja sopeu-
tumaan uusiin olosuhteisiin lisdten robotiikan dynaamisuutta (Ghobakhloo,
2018).

Esimerkiksi koneoppiminen mahdollistaa robottien oppimisen datasta,
parantaen niiden kyvykkyyttd ajan myotd ilman eksplisiittistd ohjelmointia
(Zhang & Lu, 2021). Tama kyky on olennaisen tdarked monimutkaisissa ympéris-
toissd, joissa kaikkien mahdollisten skenaarioiden ohjelmointi ei ole toteutetta-
vissa.

Valmistusteollisuus on saanut merkittdavad hyotya tekodlyn yhdistamises-
td robotiikkaan. Tekodlylld varustetut teollisuusrobotit ovat mahdollistaneet
dlykkdiden tehtaiden kehittdmisen, joissa monimutkaisia tehtdvid suoritetaan
minimaalisella ihmisen puuttumisella. (Reimann & Sziebig, 2019). Ennakoivas-
sa huollossa koneoppiminen mahdollistaa laitteiden oikea-aikaisen huoltamisen,
vdhentden seisokkeja ja niihin liittyvid kustannuksia (Susto ym., 2015).

Tekodlyn integroiminen robotiikkaan tuo mukanaan kuitenkin omat haas-
teensa. Eettiset kysymykset, kuten tyopaikkojen menetykseen ja yksityisyyden
suojaan liittyvit huolet, ovat edelleen keskustelunaiheita (Hecklau ym., 2016).
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3 TEOLLISUUDEN VALMISTUSPROSESSIT

Valmistusteollisuus, maailmantalouden kulmakivi, on parhaillaan merkittdvan
muutoksen kourissa. Tdatd muutosta ajavat teknologiset edistysaskeleet, globaa-
lien kauppamallien muutokset ja neljannen teollisen vallankumouksen saapu-
minen, jolle on ominaista kyberfyysisten jarjestelmien, esineiden internetin, pil-
vilaskennan ja tekodlyn integrointi. Téssd luvussa annetaan yleiskatsaus valmis-
tusteollisuuden nykytilasta, sen tulevaisuutta muovaavista trendeistd ja teko-
dlyn muutosvoimasta.

3.1 Teollisuusprosessit

Valmistusprosessit viittaavat organisoitujen toimintojen tai toimintatapojen sar-
jaan, jonka yritys suorittaa muuttaakseen raaka-aineet tai komponentit myyn-
tiin sopivaksi lopputuotteeksi. (Groover, 2008). Tama muutosprosessi koostuu
useista vaiheista, sisdltien suunnittelun, materiaalien hankinnan tuotannon,
laadunvalvonnan ja toimituksen. Jokaisessa vaiheessa toteutetaan tiettyja me-
nettelyjd asetettujen tavoitteiden saavuttamiseksi, kuten laadukkaan materiaa-
lin hankkiminen, tehokas ja kustannustehokas tuotanto sekd laadunvalvonta
ennaltaméddrdttyjen standardien mukaisesti. (Davim, 2008). Prosessi on luon-
teeltaan dynaaminen, sen sopeutuessa teknologisiin edistysaskeliin, markki-
noiden muutoksiin, sddntelypdivityksiin ja yrityksen tavoitteiden muutoksiin.
Valmistusprosessin muotoja on useita, kukin raitdloity tuotevaatimusten,
materiaalien ja markkinadynamiikan mukaan. Paddkategorioita ovat koneistus,
muovaus, valaminen, kokoonpanot ja viimeistely (Groover, 2008). Innovoinnit,
kuten 3D-tulostus edustavat uusia valmistusldhestymistapoja. (Gibson ym.,
2015) Valmistusprosessin valinta vaikuttaa merkittavasti tuotteen ominaisuuk-
siin, tuotantokustannuksiin ja toiminnan skaalautuvuuteen. (Davim, 2008).
Autonvalmistus tarjoaa hyvdn esimerkin valmistusprosessista. Se alkaa
suunnittelulla, jossa insindorit kadyttavat CAD-ohjelmistoa ajoneuvon osien mal-
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lintamiseen. Tédtd seuraa materiaalien hankinta ja tuotantovaihe, joka sisdltda
koneistuksen, muovauksen ja valamisen. Seuraavaksi tulee kokoonpanolinja-
prosessi, jossa ndmd komponentit tuodaan systemaattisesti yhteen ja asenne-
taan ajoneuvon runkoon. Samanaikaisesti sisdielementit, kuten istuimet ja koje-
laudat, kootaan ja integroidaan. Laadunvalvonta on jatkuva koko valmistus-
prosessin ajan, ja tarkastukset, testaukset ja sdddot varmistavat, ettd jokainen
ajoneuvo tdyttdd tarvittavat turvallisuus- ja suorituskyvyn standardit. Kun ajo-
neuvot ldpdisevat kaikki tarkastukset, ne siirtyvit toimitusvaiheeseen, joka si-
sdltdd varastonhallinnan, logistiikkasuunnittelun ja lopulta ajoneuvojen toimi-
tuksen autokauppoihin. (Groover, 2008). Tekoalyteknologiat voivat mahdolli-
sesti parantaa jokaista vaihetta ja siten lisidtd tehokkuutta, laatua, kustannuste-
hokkutta sekd prosessien nopeutta. (Nti ym., 2022)

3.2 Teollisuuden kehitys

Valmistusprosessit ovat ajan myotd kokeneet merkittdvid parannuksia, joiden
ajureina ovat olleet paddasiassa teknologiset edistysaskeleet, muuttuvat markki-
navaatimukset ja jatkuva pyrkimys tehokkuuteen ja kustannustehokkuuteen.
Koneistuksen esittely teollisen vallankumouksen aikana oli kddnnekohta, joka
merkittdvasti nopeutti tuotantoa ja vdhensi manuaalista tyotd. 1900-luku toi
mukanaan massatuotannon ja kokoonpanolinja-metodologiat, jotka edelleen
paransivat tuotannon tehokkuutta ja volyymia. (Davim, 2008)

Teknologinen kehitys viime vuosina on kiihdyttdnyt nditd parannuksia.
Tietokoneavusteiset suunnittelu- (engl. Computer-aided Design) ja valmistusjar-
jestelmat (engl. Computer-aided Manufacturing) ovat mahdollistaneet suuremman
tarkkuuden, nopeamman tuotantoajan ja monimutkaisemmat tuotesuunnittelut.
Automaatio ja robotiikka ovat mullistaneet kokoonpanolinjat, lisinneet nopeut-
ta ja johdonmukaisuutta sekd vahentdneet inhimillisid virheitd. (Davim, 2008)
Neljannen teollisuuden vallankumouksen eteneminen, jossa keskitytdan yh-
teyksien luomiseen, automaatioon, koneoppimiseen ja reaaliaikaiseen dataan,
on raivannut tietd dlykkdille valmistusprosesseille, parantaen tuottavuutta, va-
hentden kustannuksia ja parantaen tuotteiden laatua. (Mittal ym., 2019)

Vaikka merkittavid edistysaskeleita on tehty, valmistusprosesseissa on
yhd paljon parantamisen varaa, erityisesti edistyksellisten tekodlyteknologioi-
den myotd. Tekodlylld on potentiaalia mullistaa valmistus monilla eri rintamilla.
Se voi parantaa ennakoivaa huoltoa, mahdollistaen koneiden ongelmien enna-
koinnin ja ratkaisemisen ennen kuin ne johtavat seisokkeihin. Koneoppimisal-
goritmit voivat optimoida tuotantosuunnittelun, ottaen huomioon monia muut-
tujia tehokkuuden lisddmiseksi ja hukan vdahentdmiseksi (Yang ym., 2021). Laa-
dunvalvonnassa tekodly voi automatisoida tarkastusprosesseja, ja tunnistaa
virheitd nopeammin ja tarkemmin kuin ihmisoperaattorit. (Zhong ym., 2017).
Néihin pureudutaan tarkemmin luvussa nelja.
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4 TEKOALYN SOVELTAMINEN TEOLLISUUDEN
VALMISTUSPROSESSEISSA

Tekodlyn integrointi teolliseen valmistusprosessiin on avannut uusia mahdolli-
suuksia optimoinnille ja tehokkuudelle. Tekodlyn avulla voidaan parantaa
merkittdvasti teollisuusprosesseja esimerkiksi vahentamalld virheitd, optimoi-
malla energiankulutusta ja parantamalla laitteiden kokonaistehokkuutta
(Arinez ym., 2020). Tassd kappaleessa keskitytddn teollisuuden tekodlysovellus-
ten nykytilaan ja haasteisiin, sekd kolmeen keskeiseen kayttotapaukseen: ky-
synndn suunnitteluun, laadunvalvontaan ja kunnossapitoon, joissa tekodlya
voidaan soveltaa valmistusprosessien tehostamiseksi.

4.1 Tekoidlyn nykytila teollisuudessa

Tekodlyn nykyinen soveltaminen teollisuussektorilla havainnollistaa meneil-
ladn olevaa teknologioiden integraation ja toimintojen optimoinnin uudistus-
vaihetta useilla eri teollisuuden aloilla, erityisesti valmistusteollisuudessa. Po-
tentiaaliset tekodlyteknologiat, kuten koneoppiminen, syvdoppiminen ja robo-
tiikkka, ovat yhd enemmaén tunnettuja niiden kyvyistd innovoida ja uudistaa
valmistusprosesseja. Esimerkiksi koneoppiminen on jo laajasti kdytossad valmis-
tusteollisuudessa, johtuen sen kyvyistd analysoida suuria aineistoja ja tuottaa
niistd toteuttamiskelpoisia pddtoksid. Myos syvdoppiminen on osoittanut te-
hokkuutensa tuotteen laadun parantamisessa késittelemalld laajoja datamééaria
ja havaitsemalla viallisia tuotteita (Zheng ym., 2018). Naiden liséksi robotiikkaa
on hyodynnetty kokoonpano- ja materiaalinkésittelyprosesseissa ja siten saavu-
tettu lisdd tuottavuutta ja vahemman inhimillisid virheitd (Ghobakhloo, 2018).
Seuraavissa alaluvuissa késitellddn tarkemmin tekodlyn keskeisid kaytto-
tapoja valmistusteollisuudessa. Tuotannon suunnittelun, laadunvalvonta ja en-
nakoiva huolto olivat toistuvia tekodlyn kdyttotapauksia alan tutkimuksissa,
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kuten my6s Nti ym. (2022) toteaa alan aikaisempia tutkimuksia késittelevassa
kirjallisuuskatsauksessaan. Nama kayttotapaukset valikoituivat myos Capge-
minin (2019) suorittaman tutkimuksen kriittisimmiksi osa-alueiksi niiden sel-
keiden etujen, suhteellisen helpon kdyttoonoton, datan saatavuuden, yleisen IT-
infrastruktuurin ja lapindkyvyyden vuoksi.

4.1.1 Tuotannon suunnittelun kehittiminen

Tuotantosuunnittelu on kriittinen osa-alue valmistusprosessien onnistumisessa,
joka sisdltdd resurssien koordinoinnin, organisoinnin, tehtdvien aikataulutuksen
ja tydn sujuvan etenemisen tehtaassa. Tekodlyn avulla yritykset voivat ottaa
huomioon monimutkaisia ja monitasoisia tekijoitd, kuten markkinatrendit, ku-
luttajakdyttaytyminen, taloudelliset indikaattorit ja sddolosuhteet, ennustaak-
seen tarkemmin kysynnén vaihteluita ja optimoidakseen tuotantoaan sen mu-
kaan (Bo-hu ym., 2017). Tekodlypohjaiset kysynndn ennustamisen jdrjestelmdt
voivat késitelld suuria maarid historiallisia ja reaaliaikaisia tietoja, mikd mah-
dollistaa paremman tarkkuuden ja nopeuden p&itoksenteossa (Anumbe ym.,
2022).

Optimaalinen suunnittelu siséllyttdd useita yhtdaikaisesti toisiinsa vaikut-
tavia muuttujia, joiden hallintaa ei yhdeltd ihmiseltd voi odottaa. Koneoppi-
misalgoritmien avulla voidaan toteuttaa &dlykds padtoksentekojdrjestelmd, joka
kykenee hetkessd kokoamaan saatavilla olevasta tiedosta optimaaliset strate-
giavaihtoehdot paatoksentekijille. (Sharp ym., 2018)

Esimerkiksi Danone Group on onnistuneesti toteuttanut koneoppimisjér-
jestelmdn kysynndn ennustetarkkuuden parantamiseksi, mikd on johtanut
20 %m vdhennykseen ennustevirheessd, 30 %:n vdhennykseen menetetyissa
myynneissd ja tuotevanhenemisessa sekd 50 %:n vdhennykseen kysynndn
suunnittelijoiden tyomddrdssa (Capgemini, 2019). Vastaavasti amerikkalainen
autojen lisdvarusteyritys pilotoi tekodlyd paremmin vastaamaan asiakkaiden
tarpeisiin ja valmistautumaan kysynndn vaihteluihin. Suuret autonvalmistajat
Aasiassa kdyttdaviat myos koneoppimista mikro- ja makromuuttujien sisallytta-
miseen kysynndn ennustamisprosesseihinsa. Myos L'Oréal, globaali kauneus-
tuotteiden valmistaja, kadyttdd tekodlyohjattua kysynndn suunnittelua analy-
soimaan tietoja useista ldhteistd, mukaan lukien sosiaalinen media, myyntipis-
teet sekd sdd- ja finanssimarkkinoiden indikaattorit. Tamaé ldhestymistapa mah-
dollistaa paremman trendien ennakoinnin, myynnin optimoinnin ja tehok-
kaamman loppukéyttdjiin keskittymisen (Capgemini, 2019).

4.1.2 Laadunvalvonnan parantaminen

Laadunvalvonta on keskeinen osa valmistusta, ja tekodly voi parantaa sen te-
hokkuutta ja tarkkuutta huomattavasti (Bo-hu ym., 2017). Tekoéalypohjaiset jar-
jestelmét voivat havaita ja analysoida erilaisia laatuun liittyvia tekijoitd, kuten
kuvantaminen, ddni, lampdétila ja paine (Kusiak, 2020). Tam& mahdollistaa no-
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peamman ja tarkemman virheiden havaitsemisen sekd epdjohdonmukaisuuk-
sien tunnistamisen valmistusprosessissa. Tekodlyohjattujen laadunvalvontajar-
jestelmien kayttoonotto vdahentdd virheellisten tuotteiden médrdsd, pienentdd
hukkaan menevien resurssien méaardd ja parantaa tuotteen laatua. (Lieber ym.,
2013). Esimerkiksi BMW on kayttanyt tekodlyd laadunvalvontaan luomalla ku-
vatietokannan, jonka avulla neuroverkko kykenee arvioimaan prosessin aikana
otettuja kuvia ja itsendisesti maddrittdd, tayttddko komponentti vaatimukset
(Capgemini, 2019).

Teknisesti ottaen tekodly tarjoaa siis laajan valikoiman tyokaluja laadun-
valvonnan kehittimiseen. Yksinkertaiset koneoppimismenetelmat, kuten paa-
tospuut ovat osoittautuneet hyodyllisiksi vikaluokittelussa, kun taas monimut-
kaisemmat mallit, kuten konvoluutioverkot, tarjoavat tehokkaita ratkaisuja op-
tisen vikatunnistuksen kaltaisiin tehtdviin. (Fahle ym., 2020).

4.1.3 Kunnossapidon parantaminen

Ennakoiva huolto ilmenee toistuvasti teollisuuden alaa tutkivissa tieteellisissd
julkaisuissa ja usein sitd pidetddn padesimerkkind tekodlyn hyodyista teollisuu-
dessa. Tamad tekniikka pyrkii ennustamaan koneiden jiljelld olevan kdyttoidn ja
mahdollistamaan ennakoivan huollon voidakseen minimoida odottamattomat
seisokit.

Tekodlytekniikoista ohjaamaton ja ohjattu koneoppiminen, satunnaispuut
ja konvoluutioneuroverkot ovat 16ytdneet sovelluksia vikojen havaitsemisessa
ja robotin elinidn arvioinnissa. Namd tekniikat auttavat havainnoimaan nor-
maalin toiminnan kuvioita, tunnistaen poikkeamia, jotka viittaavat mahdollisiin
toimintahdiridihin. (Zhao ym., 2021).

Tekodlypohjainen ennakoiva kunnossapito voi tarjota huomattavia etuja
valmistusyrityksille (Kusiak, 2020). Tekodlyjarjestelmét pystyvét analysoimaan
suuria mddrid sensoreilta kerdttyjd tietoja, tunnistamaan laitteiden suoritusky-
kyyn liittyvid kuvioita ja poikkeamia sekd ennustamaan potentiaaliset laiteviat
ja kulumisen (Capgemini, 2019). Tamdn avulla yritykset voivat suunnitella en-
nakoivasti kunnossapitotoimenpiteitd, vahentdd odottamattomia seisokkeja ja
sadstdd huolto- ja korjauskustannuksissa (Kusiak, 2020). Tekoélyn hyddyntami-
nen kunnossapidossa auttaa my06s optimoimaan resurssien kayttod ja pidenta-
madn laitteiden kdyttoikdd. (Rahul ym., 2021).

My6s Capgeminin (2019) suorittaman tutkimuksen mukaan kunnossapito
mainitaan yhtend suosituimmista tekodlyn soveltamisalueista valmistuksessa
kattaen 29 % kaikista tekodlytoteutuksista. Tamd korostaa sen merkitystd val-
mistusyritysten toiminnan tehostamisessa. Valmistusyritysten tulisi jatkossaan
investoida tekodlyn kehittdmiseen ja hyodyntdmiseen kunnossapidossa, jonka
avulla voidaan parantaa laitteiden tehokkuutta, vahentdd kustannuksia ja lisdta
tuottavuutta.
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4.2 Tekodlyn haasteet teollisuudessa

Vaikka tekodly tuokin merkittdvid etuja valmistusprosesseihin, on tdrked tun-
nistaa kdyttoonottoon liittyvét haasteet. Onnistunut tekodlyn kayttoonotto riip-
puu useista tekijoistd, kuten datan laadusta ja maarastd, olemassa olevista jar-
jestelmistd sekd tyovoiman sopeutumiskyvystd. (Esmaeilian ym., 2016)

Tekodlyn toiminta perustuu pitkélti korkealaatuiseen hyvin jdrjestettyyn
dataan tekodlyalgoritmien opettamiseksi (Wollschlaeger ym., 2017). Tédstd seu-
raa haasteita valmistusteollisuudessa, jonka data voi olla hajanaista, epéjérjes-
telmallistd tai yksinkertaisesti heikkolaatuista. Tamén lisdksi myos datan yksi-
tyisyys ja turvallisuus muodostavat merkittdvan huolenaiheen datamé&drien
jatkuvan kasvun ja kdyton seurauksena (Lee ym., 2018)

NyKkyisten jarjestelmien kanssa integroituminen voi olla haasteellista. Te-
kodlyn on sovittava yhteen valmistusjadrjestelmien, -laitteiden ja -prosessien
kanssa. Tamd on haasteellista erityisesti vanhemmissa laitoksissa, joita ei ole
suunniteltu tekodlyratkaisuja varten. Kadyttoonotto saattaa vaatia merkittavia
pdivityksid tai uudistuksia olemassa olevaan infrastruktuuriin. (Esmaeilian ym.,
2016). Tama asettaa lisdhaasteita my0s jdrjestelmien tietoturvalle.

Néaiden haasteiden lisédksi tekodlyn integrointi voi olla kallista ja aikaa vie-
vdd erityisesti pienissd ja keskisuurissa yrityksissd, joilla on vain rajallisesti re-
sursseja kdytossd. Yritysten taloudellinen sitoutuminen ei pddty integrointiin,
vaan jatkuu pitkdaikaisten ylldpito- ja pdivityskustannusten muodossa (Zhao
ym., 2021). Lisdksi henkiloston puolesta voi esiintyd vastustusta tyontekijoilts,
jotka ovat huolissaan automaation vaikutuksesta tyotehtdviinsd. Tyontekijat
usein pelkddvit tyopaikkojensa menetystd, tuttujen prosessien hdiriintymista tai
tyomadrien kasvamista uusien jdrjestelmien opettelun vuoksi. Tdma saattaa hi-
dastaa tai jopa estdd onnistuneen tekodlyn integroinnin. (Bag ym., 2021). Nama
ongelmat alleviivaavat oikeanlaisten muutoksenhallintastrategioiden, resurssi-
sijoitteluiden ja tyontekijan sitouttamisten tdrkeyttd onnistuneessa tekodlyn
kayttoonotossa teollisuudessa.

Haasteista huolimatta mahdolliset hyodyt ovat huomattavat. Jatkotutki-
musten ja investointien avulla voidaan 16ytda keinoja ndiden haasteiden ratkai-
semiseen ja tekodlyn tdyden potentiaalin saavuttamiseksi.
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5 YHTEENVETO

Tutkielman tarkoituksena oli kuvailla tekodlyn nykytilaa ja sen mahdollisia so-
velluksia valmistusteollisuudessa. Tutkimuskysymyksena oli:

« Millaisia mahdollisuuksia tekodly tarjoaa valmistusteollisuudelle?

Tutkimuksen tuloksista voidaan todeta, ettd tekodlylld voidaan parantaa
valmistusprosesseja tuotannon suunnittelun, laadunvalvonnan ja ennakoivan
kunnossapidon kontekstissa. Valmistussektorilla on siis potentiaalia teko&lyn
suitsemiselle. Sielld syntyvit suuret datamddrat laitteista ja tuotantoprosesseista
mahdollistavat tekodlyn hyddyntdmisen tehokkuuden, tuotelaadun ja innova-
tiivisten tuotantoratkaisujen kehittamisessa.

Loydosten perusteella voidaan sanoa, ettd tekodlyn rooli teollisuudessa on
sekd lupaava, ettd monimutkainen. Mahdolliset hyodyt ovat merkittdvid, mutta
haasteet eivit ole merkityksettomid. Tekodlyn rooli teollisuudessa ei ole staatti-
nen vaan jatkuvasti kehittyva. Siksi on siis kriittisen tarkedd jatkaa tutkimusta
talla saralla erityisesti tietokoneiden laskentatehon ja datan generoinnin ajan-
kohtaisten edistysaskeleiden mukaisesti. Teknologian kehittyessda myds teko-
dlyn kayttotarkoitukset ja sovelluskohteet kehittyvit. Tekodlyn dynaamisen
luonteen takia, se vaatii jatkuvaa tutkimusta ja kehitystd pysydkseen muutosten
tahdissa.

Tekodlyn kehittyessd, sen haasteita ei kuitenkaan voi jattdd huomiotta. Te-
kodlyjdrjestelmien lisddntyessd voi herdtd kysymyksid vastuullisuudesta, 1a-
pindkyvyydestd ja oikeudenmukaisuudesta. Tulevaisuuden tutkimuskohteissa
kannattaisi siis olla osio eettisille toimintaperiaatteille ja tekodlyn sddntelylle.
Naiden liséksi tekodlyn vaikutus henkilostorakenteeseen on yksi tarkeista kriit-
tisistd tutkimusaiheista. Tekodlyn potentiaali automatisoida tyotehtdvid luo
mahdollisesti myos uudenlaisia rooleja vaatien erilaisen kokonaisuuden taitoja.
On siis tarkedd hahmottaa timd muutos, tarjoten tarvittavaa koulutusta ja var-
mistaen turvatun tyotilanteen, jotta voimme jatkaa ldhemmads tekodlypohjai-
sempaa teollisuutta.
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Lopuksi voidaan todeta, ettd tutkielma antaa yleiskuvan tekodlyn nykyti-
lasta ja sen mahdollisista sovelluksista valmistusteollisuudessa. Se tarjoaa ldh-
tokohdat tulevaisuuden tutkimukselle tekodlyn muutosvoimasta ja potentiaa-
lista sekd valmistusprosesseissa ettd yleisesti tuotantosektorilla.
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