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Urheiluotteluihin liittyvan tiedon mddrd on kasvanut nopeaa vauhtia teknolo-
gian avulla. Tdmad on mahdollistanut suurien tietomddrien kasittelyyn sopivien
tekodlymallien soveltamisen urheiluotteluiden tulosten ennustamiseen. Alalla
kaytetdadn pddasiallisesti perinteisid tilastotieteisiin perustuvia keinoja, mutta te-
kodlyn hyodyntamismahdollisuuksista tehdddn aktiivista tutkimusta. Téssa tut-
kielmassa tarkasteltiin tekodlyn hyddyntdamismahdollisuuksia urheilutulosten
ennustamiseksi. Tutkielmassa rajattiin ldhempé&dn tarkasteluun kolme tekodly-
mallia. Namad tekodlymallit olivat perinteiset neuroverkot, satunnaismetsit ja
konvoluutioneuroverkot. Tutkielma toteutettiin kirjallisuuskatsauksena hyo-
dyntden alalla aikaisemmin tehtyjd tapaustutkimuksia, joissa sovellettiin erilaisia
tekodlymalleja urheilutulosten ennustamiseksi. Tutkielman tarkoituksena oli sel-
vittdd, kuinka hyvin tekodlymallit sopivat urheilutulosten ennustamiseen. Asiaa
arvioitiin tarkastelemalla tekodlymallien toimintaperiaatteita sekd tapaustutki-
muksissa saavutettuja ennustustarkkuuksia. Tutkielman perusteella tekodlymal-
lit soveltuvat erittdin hyvin urheiluotteluiden ennustamiseen, koska varsinkin
joukkuelajeissa huomioonotettavia muuttujia on hyvin paljon. Tekoélymallien
ennustustarkkuuksissa ei havaittu merkittidvia eroja, mutta opetukseen vaaditta-
vien resurssien maéaérissé oli eroja. Konvoluutioneuroverkot pystyiviit itse suorit-
tamaan syotemuuttujien valintaa. Taméd on merkittdvad, koska tutkielman perus-
teella syotemuuttujien valinta on yksi tarkeimmistd asioista tarkkojen ennustuk-
sien saavuttamiseksi. Tutkielman perusteella tekodlymallien tuomat hysdyt kes-
kittyvatkin toimintojen automatisointiin, mikd voi alentaa kayttdjiltda vaadittuja
tietotaitoja urheilutulosten ennustamiseksi.

Asiasanat: tekodly, neuroverkot, satunnaismetsd, konvoluutioneuroverkot,
urheilutulosten ennustaminen
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The amount of information related to sports matches has rapidly increased with
technology. This has enabled the application of artificial intelligence models
suitable for processing large amounts of data to predict sports match results.
While the field predominantly employs traditional statistical methods, active
research is being conducted to explore the possibilities of utilizing artificial
intelligence. This thesis examined the potential of utilizing artificial intelligence
to predict sports outcomes. Three artificial intelligence models were chosen for
closer examination. These models were traditional neural networks, random
forests, and convolutional neural networks. The thesis was conducted as a
literature review, utilizing previous case studies in the field where different
artificial intelligence models were applied for predicting sports results. The
purpose of the thesis was to determine how well artificial intelligence models are
suited for predicting sports outcomes. This was evaluated by examining the
principles of the artificial intelligence models and the prediction accuracies
achieved in the case studies. Based on the thesis, artificial intelligence models are
highly suitable for predicting sports match outcomes, particularly in team sports
where there are numerous variables to consider. Noteworthy differences in
prediction accuracies among the artificial intelligence models were not observed,
although there were some differences in the resources required for training.
Convolutional neural networks were capable of performing feature selection on
their own, which is significant because based on the thesis the selection of input
variables is one of the key factors in achieving accurate predictions. Overall, the
benefits brought by artificial intelligence models focus on automating processes,
which can reduce the expertise required from users for predicting sports
outcomes.

Keywords: artificial intelligence, neural networks, random forest, convolutional
neural networks, sports prediction
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1 JOHDANTO

Internetin kasvun myota urheiluotteluista saatavasta datasta on tullut yha julki-
sempaa ja sen madrd sekd laajuus on kasvanut erittdin paljon. Taméan kehityksen
myo6td urheilulajien analysoiminen dataldhtoisten keinojen avulla on tullut mah-
dolliseksi kdytannossa jokaiselle tietokoneen omistavalle henkilolle. Ndiden kei-
nojen avulla voidaan analysoida ja laskea useita urheiluun liittyvid tekijoitd, ku-
ten pelaajan todellisen potentiaalin havaitseminen tai yksittdisen urheilutapah-
tuman eri lopputuloksien tapahtumatodennékéisyyksien selvittdminen (Huang
& Li, 2021).

Yleisin keino urheilutulosten ennustamiseksi on perustaa ennustukset sub-
jektiivisiin mielipiteisiin ja tuntemuksiin (Leung & Joseph, 2014). Téllaista toi-
mintaa harrastavat useat katsojat ja sen hydtynd on pé&dasiallisesti viihdearvon
nostattaminen. Kun halutaan tavoitella tarkempia ennustuksia, niin p&éttely tu-
lisi perustaa ennustusta tukeviin tekijoihin. Tilastot toimivat usein erinomaisesti
ennustusten tukena, kunhan niitd hyodynnetdan jarkevésti. Wilkens (2021) huo-
mauttaakin, ettd perinteiset tilastoldhtoiset ldhestymistavat ovat edelleen eniten
kaytettyjd urheilutulosten ennustamiseksi, kun tavoitteena on mahdollisimman
tarkkojen ennustusten luonti. Tekodlyn hyodyntdminen on kuitenkin alkanut
yleistymddn ja sen mahdollisista hyodyntamiskeinoista tehddan aktiivisesti tut-
kimusta (Kollar, 2021).

Tutkielmassa esitelldédn erilaisia tekodlyyn perustuvia tekniikoita, joiden
avulla urheilutuloksia ennustavia malleja pystytdan luomaan. Tekodly ymmar-
retddn tutkielmassa Haenlein ja Kaplanin (2019) m&dritelmadn mukaisesti, eli ky-
kyna tulkita ulkopuolista tietoa ja sen avulla oppia ratkaisemaan ennalta maari-
teltyjd tehtdvid. Tadten tutkielmassa esiteltavit tekodlymallit voidaan médritelld
systeemeiksi, jotka toteuttavat edelld mainittua madritelmad. Nadiden tekodly-
mallien perusldhtokohtana toimii suuren aineistoméaran kéasitteleminen ja siitd
jarkevien johtopddtosten tekeminen. Tdstd syystd tekodly saattaa olla hyva keino
urheilutulosten ennustamiseksi, silld urheiluotteluiden lopputulemaan vaikuttaa
hyvin monet erilaiset pienet tekijdt, joiden kasitteleminen kattavasti on kdytan-
nossd mahdotonta ihmiselle (Fialho ym., 2019).
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Naiden tekodlymallien onnistunut toteuttaminen ei kuitenkaan ole yksin-
kertaista ja erilaisia mahdollisuuksia kdytannon toteutukseen on useampia. Té-
man tutkielman yhteydessa ei pystytd kdsittelemddn néitd kaikkia vaan tarkaste-
luun rajataan kolme yleistd tekodlymallia. Nama ovat keinotekoiset neuroverkot,
satunnaismetsit sekd konvoluutioneuroverkot. Tutkielman tavoitteena on esi-
telld ndiden tekodlymallien toimintaperiaatteet sekd selvittdd, miten niitd on kir-
jallisuudessa sovellettu urheilutulosten ennustamiseksi. Tutkielmasta on hyotya
kaikille, ketkd haluavat tutustua edelld mainittujen tekodlymallien hyddyntamis-
mahdollisuuksiin urheilutulosten ennustamisessa. Tutkielma antaa hyvan yleis-
katsauksen kirjallisuuteen, minkd avulla lukija pystyy itse valikoimaan omaan
tehtdvaan parhaiten soveltuvat toteutukset. Varsinaisiksi tutkimuskysymyksiksi
muodostui:

e Miten tekodlyad on hyodynnetty urheilutulosten ennustamisessa?
o Kuinka tarkasti tekodly pystyy ennustamaan urheilutuloksia?

Tutkielma toteutettiin kirjallisuuskatsauksena hyodyntden aiheesta tehtyja tie-
teellisid tapaustutkimuksia. Tdmadn myotd ldhdeaineistona kaytettiin pddasialli-
sesti vertaisarvioituja artikkeleita. Ndiden artikkelien 16ytdmiseksi hyodynnet-
tiin Google Scholar- ja JYKDOK- hakupalveluita. Hakusanoina kaytettiin enim-
mékseen englanninkielisid termejd, joihin siséltyi esimerkiksi seuraavat termit:
artificial intelligence, sports prediction, neural networks ja AI models. Tutkiel-
man aihe on hyvin ajankohtainen, mikd nakyy mydos alan kirjallisuudessa tuorei-
den tutkimusten maadrdssd. Taman ansiosta tapaustutkimuksen sisdltavat artik-
kelit ovat hyvin uusia, mutta tutkielmassa hyodynnettiin my6s vanhempaa ldh-
dekirjallisuutta tekodlymallien toimintaperiaatteista puhuttaessa.

Tutkielma koostuu johdannosta, kolmesta sisdltoluvusta ja yhteenvetolu-
vusta. Ensimmadisessd sisdltoluvussa rajataan ja kasitellddn tutkimukseen tar-
kemmin mukaan otettavat tekodlymallit. Namd ovat keinotekoiset neuroverkot,
konvoluutioneuroverkot sekd satunnaismetséat. Toisessa sisdltoluvussa madritel-
laan erilaiset urheilutulokset ja tarkastellaan yleisimpid ldhestymistapoja urhei-
lutulosten ennustamiseksi. Kolmannessa sisdltoluvussa kaydaan aluksi lépi eri
tutkimuksien vilisten tulosten vertailuun vaikuttavia tekijoitd. Taman jalkeen
tarkastellaan oikeanlaisten syotemuuttujien vaikutusta tekodlymallien toimin-
taan. Viimeisend asiana kolmannessa siséltoluvussa on eri tutkimuksien saavut-
tamien tarkkuuksien vertaileminen.



2 TEKOALYN MENETELMAT

Tekodlya hyodynnetdan nykyaan hyvin monilla eri yhteiskunnan osa-alueilla ja
sen mahdollisista uusista sovelluskeinoista tehd&ddn jatkuvasti tutkimustyota.
Yleinen médritelmd tekodlylle on Haenlein ja Kaplanin (2019) mukaan kyky tul-
kita ulkopuolista tietoa ja sen avulla oppia ratkaisemaan ennalta madriteltyja teh-
tavid. Tekodlymallit voidaan siten ajatella algoritmien varaan rakennettuina sys-
teemeind, jotka toteuttavat edelld mainitun méadritelméan. Tamén tutkielman tar-
koituksena ei ole syventyd tekodlyn historiaan tai luonteeseen yleiselld tasolla,
vaan tarkastellaan tekodlymallien soveltamista tietyssd rajatussa kontekstissa.
Tdssd luvussa ensimmaiseksi rajataan tarkempaan tarkasteluun tulevat tekoaly-
mallit. Tamén jalkeen syvennytddn tarkemmin nédihin kdyden ldpi niiden perus-
teet ja toiminnallisuudet.

2.1 Menetelmien rajaus

Tekodlymalleja on aktiivisesti kdytossd useita erilaisia eri tarkoituksissa. Nama
mallit eroavat toiminnallisuuksiltaan toisistaan ja tédstd syystd tietyt mallit sopi-
vat tietynlaisiin tehtdviin paremmin kuin toiset. Ndille kaikille erilaisille malleille
yhteistd on kuitenkin se, ettd ne toimivat kuten mustat laatikot. Eli ne piilottavat
osan toiminnastaan sisélleen siten, ettd kadyttdjan saattaa olla vaikeaa péddsta tar-
kastelemaan sitad (Setzu ym., 2021).

Urheilutulosten ennustamiseen on sovellettu monia erilaisia tekodlyn mal-
leja, joten tdssd tutkielmassa ei pystytd nditd kaikkia tarkastelemaan. Tastd syysta
rajataan ldhempéddn tarkasteluun kolme mallia. Naméd mallit ovat keinotekoiset
neuroverkot, satunnaismetsét ja konvoluutioneuroverkot. Nédistd kahden ensim-
mdisen valikoitumisen syynd on niiden suuri yleisyys alan kirjallisuudessa.
Namad mallit myos soveltuvat urheilutulosten ennustamiseen erityisen hyvin ja
niiden avulla saadut tulokset ovat usein tutkimuksissa parhaimpia. Tutkielman
kolmanneksi malliksi valitaan konvoluutioneuroverkot. Niist4 ei vield ole tarjolla
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kovinkaan paljon kirjallisuutta varsinkaan urheilun yhteydessd, mutta ne ovat
monella alalla alkaneet saamaan suosiota yli perinteisempien tekodlymallien.

Niaille kaikille tekodlymalleille yhteistd on kuitenkin niiden opetustavat. Oi-
keanlaisen opetustavan valitseminen on erittdin tdrkedssd roolissa tarkkojen tu-
losten saavuttamisessa. Tédtd varten onkin kehitetty useita erilaisia tapoja toteut-
taa opetus, mutta ne voidaan kdytdnnossd jakaa kahteen kategoriaan eli ohjat-
tuun sekd ohjaamattomaan opetukseen. Agatonovic-Kustrin ja Beresford (2000)
mukaan ohjatussa opetuksessa on tiedossa halutut lopputulosteet, kun taas oh-
jaamattomassa opetuksessa ei anneta haluttuja lopputulosteita, jotta tekodlymalli
itse 10ytdisi annetusta datasta oleelliset piirteet ja onnistuisi tdten tuottamaan jar-
kevid tulosteita. Ndistd ohjattu opetus sopii huomattavasti paremmin sellaisille
tekodlymalleille, joiden tavoitteena on luoda realistiset tapahtumatodennakoi-
syydet luokitelluille vaihtoehdoille. Ohjaamaton opetus sen sijaan on parempi
laajojen ja monimutkaisten datojen jasentelyssd (Agatonovic-Kustrin & Beresford,
2000).

2.2 Keinotekoiset neuroverkot

Keinotekoiset neuroverkot (engl. artificial neural networks) ovat viimevuosina
nousseet yhdeksi tehokkaimmista vaihtoehdoista monien erilaisten ongelmien
ratkaisemiseksi. Tamdn kehityksen taustalla on yleisesti parantunut ymmarrys
neuroverkkojen suunnittelusta ja algoritmeista (Vasilev, Slater, Spacagna,
Roelants & Zocca, 2019).

Kolléar (2021) toteaa keinotekoisten neuroverkkojen toiminnan perustuvan
yksittdisiin neuroneihin ja ndiden valisiin linkkeihin. Hdn kuvaa, miten yksittdi-
nen neuroni vastaanottaa syotteitd useista eri neuroneista ja toteuttaa ndiden
syotteiden perusteella oman toimintansa. Tdméan toiminnan tuloksena syntyy
neuronin tuottama tuloste, joka ldhetetddn eteenpdin linkkien kautta seuraaville
neuroneille. Nama linkit eivat kuitenkaan toimi pelkdstdan tiedon kuljettajina,
vaan ne osallistuvat myos tiedon kasittelyyn. Tama tapahtuu linkeille méaritel-
tyjen vahvuuslukemien avulla (Kollar, 2021).

Vasilev ym. (2019) kuvaavat tarkemmin tiedon késittelyd neuroneiden va-
lilla. He avaavat linkkien vahvuuslukujen ja neuroneiden sisdltdmien aktivointi-
funktioiden yhteyttd. Ensin neuronin vastaanottamat arvot summataan yhteen
ottaen huomioon linkkien vahvuusluvut. Tdméan jdlkeen lasketaan neuronille
madritellyn aktivointifunktion arvo lasketun summan avulla ja saatu arvo toimii
neuronin tulosteena. Aktivointifunktioina kdytetddn epdlineaarisia funktioita,
joista yleisimpid ovat Sigmoid- ja ReLu- funktio (Vasilev ym., 2019).

Vasilev ym. (2019) mukaan neuroverkot siis koostuvat eri kerroksista, jotka
sisdltdvat toisiinsa linkittyneitd neuroneita. Jokainen neuroverkko sisdltda vahin-
tadan syotekerroksen ja ulostulokerroksen. Ndiden lisdksi kédytetddn piilotettuja
kerroksia, jotta neuroverkkoon saadaan lisdttyd syvyyttd. Tama johtuu siitd, etta
saman kerroksen sisélld olevat neuronit kiyttavét yleensa samanlaisia aktivoin-
tifunktioita, joten kerroksia lisdédmdlld saadaan sisdllytettyd useita erilaisia
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aktivointifunktioita (Vasilev ym., 2019). Agatonovic-Kustrin ja Beresford (2000)
kuvailevat neuroverkkojen erilaisia arkkitehtuureja. Neuroverkolle valittu arkki-
tehtuuri méaérittelee sen, miten eri kerrokset kommunikoivat toistensa kanssa.
Useimmiten kerrosten tuottamat tulosteet kulkeutuvat vain eteenpdin seuraa-
valle kerrokselle, mutta joissakin arkkitehtuureissa kerroksen tuottamat tulosteet
kulkevat myos taaksepdin (Agatonovic-Kustrin & Beresford, 2000).

Vasilevin ym. (2019) mukaan neuroverkkojen opetukseen sovelletaan usein
ohjattua oppimista eli tavoiteltavat lopputulosteet ovat tiedossa etukéteen. Neu-
roverkot ovat pddasiassa monikerroksisia, jolloin niissd syntyy useiden viélivai-
heiden tulosteita, joiden tavoitearvot eivit ole tiedossa. Tastd syystd opetusta tay-
tyy ldhted tekeméddn ulostulokerroksesta taaksepdin, koska sieltd tulevien tulos-
teiden halutut arvot ovat tiedossa. Tadssd prosessissa yleisin kdytetty algoritmi on
vastavirta-algoritmi (Vasilev ym., 2019). Vastavirta-algoritmin avulla pystytdan
laskemaan yksittdisten neuroneiden ja niistd muodostuvien kerrosten vaikutuk-
set virhearvioiden suuruuteen. Taméan ansiosta on mahdollista muokata neuro-
neiden vilisten linkkien vahvuuslukuja oikeaan suuntaa, jotta virhearvioiden
suuruus vdahenee. T4td prosessia toistamalla neuroverkot voidaan opettaa teke-
maddn tarkkoja ennusteita. On kuitenkin huolehdittava, ettei vahingossa liialli-
sella opettamisella poista neuroverkon kykyd toimia erilaisten syotedatojen
kanssa (Agatonovic-Kustrin & Beresford, 2000). Candila ja Palazzo (2020) kuvaa-
vat tyypilliseksi ongelmaksi mahdollisen kohinan opetusdatassa mikd saattaa
johtaa siihen, ettd neuroverkko menettdd kykynsa yleistdd oppimaansa tietoa.

2.3 Satunnaismetsa

Breiman (2001) tiivistdd satunnaismetsien (engl. random forests) olevan yksittdi-
sistd pddtospuista muodostuvia kokonaisuuksia. Niiden ldhtokohtana on raken-
taa useita hieman toisistaan eroavia paatospuita ja valita loppusyotteeksi yksit-
tdisistd padtospuista saatujen tulosten joukosta yleisin. Tavoitteena on vahent&a
pddtospuun toimintaan liittyvan satunnaisuuden merkitystd (Breiman, 2001).
Kéaydaan seuraavaksi ensin yksittdisen paatospuun toiminta lapi, minka jalkeen
tarkastellaan satunnaismetsien muodostamista.

De Ville (2013) kuvaa padtospuun koostuvan eri tasoista, jotka usein kuva-
taan ylhdaltd alaspdin kulkevina solmuina. Kuvio 1 kuvaa yksinkertaisen paatos-
puun rakenteen malliesimerkin avulla. Ylimmallad tasolla on yksi solmu, jossa
kohdedata on jakautunut yhden muuttujan perusteella. Seuraavilla tasoilla jae-
taan aina ylemmallad tasolla muodostuneet solmut uuden muuttujan perusteella.
Lohin (2011) mukaan pddtospuu voi toimia sekéd luokittelumenetelména ettd reg-
ressiomenetelmdnd riippuen siitd, ettd kadytetddnkoé solmujen jakamiseen
diskreettejd vai jatkuvia muuttujia. Tasoilla kdytettdvien muuttujien valintaan on
olemassa useita erilaisia algoritmeja (Loh, 2011; de Ville, 2013). Yhtend ldhtokoh-
tana voidaan esimerkiksi kdyttdaa mahdollisimman paljon erottelua luovaa syo-
tettd (de Ville, 2013). Padtospuun toiminta loppuu, kun se saavuttaa jonkin
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ennalta maardtyn lopetusehdon. Lopetusehtona voi toimia esimerkiksi vahim-
mdisvaatimus yhdessd solmussa olevien havaintojen méérélle (de Ville, 2013).

Solmu [D: 1
1: 382%
0: 61.8%
Maara: 1309
Sukupuoli
|
Nainen Mies
| |
SolmulD: 23 Solmu D: 24
1. 727% 1. 191%
0 27.3% 0: 80.9%
Maara : 466 Madra : 843
lka lka
[ |
<30.75 tai puuttuu >=30.75 <9|.5 >=9.5 tai puuttuu
| 1
SolmulD: 30 Solmu ID: 31 SolmulD: 33 Solmu D: 34
1. 67.8% 1. 829% 1. 581% 1 17%
0: 32.2% 0 171% 0 #1.9% 0: B83%
Maara: 314 Maara : 152 Maara: 43 Maara : 800

KUVIO 1 Titanicin uppoamisen selviytymisanalyysin havainnollistava p&&tospuu (de Ville,
2013)

Satunnaismetsit ovat siis useista erillisistd padtospuista muodostuvia ko-
konaisuuksia, joissa tulokseksi valitaan pddtospuiden yleisin tuloste (Breiman,
2001). Suuresta madrasta padtospuita ei kuitenkaan ole hyotyd, jos ne toimivat
samalla tavalla. Tadstd syystd satunnaismetsdssa kdytettdavia padtospuita pyritaan
erilaistamaan. Breiman (2001) kuvaa tarkemmin yleisesti kdytettyd ideaa paatos-
puiden erilaistamiseksi. Siind ensin satunnaistetaan paatospuille kdyttoon paaty-
vdt muuttujat suorittamalla bootstrap-aggregointi alkuperdiselle muuttujajou-
kolle. Tamé tarkoittaa sitd, ettd jokaiselle padtospuulle tulee kdyttoon sama
méadrd muuttujia, mutta ne sisaltavat vain osan alkuperdisistd muuttujista, silla
uudessa joukossa sallitaan samojen muuttujien toistuminen. Tamén jdlkeen vali-
taan satunnaisesti jokaiselle paatospuulle annetuista muuttujista vain osa kaytet-
taviksi paatospuun rakentamiseksi (Breiman, 2001).
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2.4 Konvoluutioneuroverkko

Goodfellow ym. (2016) mukaan konvoluutioneuroverkko (engl. convolutional
neural network) perustuu aikaisemmin esitettyyn perinteiseen keinotekoiseen
neuroverkkoon, mutta konvoluutioneuroverkko siséltdd vahintdan yhden kon-
voluutiokerroksen (Goodfellow ym., 2016). Konvoluutioneuroverkko eroaa pe-
rinteisestd keinotekoisesta neuroverkosta usealla tavalla. Konvoluutioneurover-
kossa neuronit linkittyvat hieman eri tavalla. Vasilev ym. (2019) mukaan neuro-
nit vastaanottavat informaatiota niiden ldheisiltd neuroneilta sen sijaan, ettd ne
saisivat syotteensd kaikilta aikaisemman kerroksen neuroneilta. Tamén liséksi
neuronit jakavat osan parametreistaan muiden saman kerroksen neuroneiden
kanssa. Kerrosten aktivointifunktioiden madrittely toimii puolestaan hyvin sa-
mankaltaisesti kuin perinteisissd neuroverkoissa (Vasilev ym., 2019).

Konvoluutioneuroverkot pystyvit kdsitteleméddn aineistoja useammassa eri
muodossa, kuten kaksiulotteisia kuvia tai kolmiulotteisia videoita (Huang & Li,
2021). Tama pitdd ottaa huomioon verkon suunnitteluvaiheessa, mutta ndiden
ero on hyvin pieni. Huang & Li (2021) kuvaavat, miten yksiulotteisessa konvo-
luutioverkossa suodatin liikkkuu vain yhteen suuntaan ja syotteet, sekd tulokset
ovat kaksiulotteisia. Kun taas kaksiulotteisessa konvoluutioverkossa suodatin
liikkkuu kahteen suuntaan, jolloin syote ja tulostedata ovat kolmiulotteisia
(Huang & Li, 2021).

Yleisimmin konvoluutioneuroverkkoja on hyddynnetty kuvien késittelyssa
eri tieteenaloilla. Sitd on yritetty soveltaa ladketieteessda CT-kuvauksesta saata-
vien kuvien analysointiin ja luokitteluun. Ibragimov ja Xing (2017) onnistuivat
tunnistamaan CT-kuvista elimid, jotka saattaisivat karsid séteilyhoidon aloitta-
misesta.
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3 URHEILUTULOSTEN ENNUSTAMINEN

Urheilu ja sen seuraaminen on ollut osa ihmishistoriaa hyvin pitkdn aikaa, mutta
varsinkin digitalisaation myotd eri lajien otteluiden seuranta on muuttunut hy-
vin helpoksi. Tamén lisdksi samaan aikaan otteluiden ennustamiseen liittyvit
harrastukset ovat lisidntyneet. Monien kilpasarjojen rinnalla pyoritetddn ns. fan-
tasialiigaa, joissa osallistujat padsevdt kilpailemaan toisiaan vastaan esimerkiksi
valitsemalla pelaajia, joiden uskoo pérjadavan hyvin tulevissa otteluissa. Taméan
lisdksi muun muassa urheiluvedonlyontimarkkinat jatkavat kasvamistaan. Ni-
den lisdksi urheiluotteluiden ennustaminen on nykyddan myos usein nakyvilld
urheiluldhetyksissd. Houghton ym. (2019) kuvaavat miten timd ndakyy Yhdys-
valloissa valtamedioiden urheiluldhetyksissd. Heiddn mukaansa ldhetyksissd
ndytetddn luotuja ennustuksia muun muassa otteluohjelmien seké tulostaulukoi-
den yhteydessa. Jotkut urheiluldhetyksid ldhettdavat mediaorganisaatiot yllapita-
vat myos omia tilastosivuja, jotka antavat tavalliselle katsojalle hieman ideoita ja
tilastoja huomioitavaksi (Houghton ym., 2019). Tassd luvussa méaéritelldan ensin
urheilutulokset ja tarkastellaan lyhyesti sen erilaisia tyyppejd. Tamin jdlkeen
kadydaan vield lapi yleisimmat ldhestymistavat, joita urheilutulosten ennustami-
seen sovelletaan.

3.1 Urheilutulosten miaritelmi

Urheiluottelut siséltdvat useampia erilaisia tuloksia, joista yleisimmin puhuttuja
ovat todenndkdisesti ottelun mahdolliset voittajat sekd havidjat. Taméan lisdksi
toinen tdrked tulos on usein lopulliset mddreet, kuten maalien mé&ara tai suori-
tuksen kesto. Nama vaihtelevat suuresti urheilulajien vililld, mutta ne voidaan
kuitenkin pddosin luokitella kahteen tyyppiin.

Tulokset voivat olla luokitteluja tai numeraalisia méaareitd. Tama on oleel-
lista, kun valitaan tapaa niiden ennustamiseksi. Luokitteluongelmissa halutaan
madritelld muuttujat tiettyihin luokkiin. Luokat on ennalta méadritelty ja ongel-
mana on sen selvittaminen mihin luokkaan jokin uusi arvo kuuluu (Nagy, 2018).
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Yleensa urheiluottelun lopputulosta ennustettaessa ldhestytdan tilannetta luokit-
teluongelmana, jossa ennustettavat luokat ovat voitto, tasapeli sekd havio (Bun-
ker & Thabtah, 2019).

Toisaalta numeraalisten tulosten ennustamista ldhestytddn yleisesti regres-
siomenetelmien avulla. Nagyn (2018) mukaan tyypillinen ongelma, johon regres-
siomenetelmdt sopivat on sellainen, missd tiedetddn yhden muuttujan arvo ja ha-
lutaan selvittdd siihen liittyvdn toisen muuttujan arvo. Ongelmaksi muodostuu
todellisissa tilanteissa se, ettd useimpiin muuttujiin vaikuttaa monet asiat, joten
yhden muuttujan tietdmiselld ei voida vilttamatta paatelld sen hetkisen toisen
muuttujan arvoa (Nagy, 2018).

Regressiomenetelmien yhteydessa kdytettdvat syotemuuttujat ovat siis ra-
tionaalilukuja, kun taas luokitteluongelmissa ne ovat luokkia. Tdstd syystd kay-
tettdviat syotearvot pitdd skaalata samalle tasolle. Tamad tapahtuu yleensd kayt-
tden jotakin normalisointifunktiota, jonka avulla kaikki syttemuuttujat saadaan
arvojen -1 ja 1 vdlille (Nagy, 2018).

3.2 Erilaiset ldhestymistavat

Kyky urheiluotteluiden tuloksien ennustamiseen on oleellinen taito monille eri
tahoille eri syistd. Osalle tarkein asia on todenmukaisten ennustettujen tulosten
hyodyntdminen esimerkiksi vedonlytnnissa. Toisaalta joukkueenjohtaja saattaa
olla kiinnostunut aiheesta enemman tuloksiin johtavien syiden selvittdmisen na-
kokulmasta. Huang ja Li (2021) nostavat jalkimmaéisestd esimerkiksi Michael Le-
wisin vuonna 2003 julkaiseman kirjan “Moneyball: The Art of Winning an Unfair
Game”, joka heiddn mukaansa kuvaa hyvin tilastollisten elementtien hyodynta-
mistd parhaimman lopputuloksen saavuttamiseksi. Nykydan kdytetddn valta-
osin tilastollisia tietoja urheiluotteluiden analysoimiseksi, mutta ennen digitali-
saatiota tdimd oli hyvin haastavaa (Huang & Li, 2021).

Siitd huolimatta, ettd monet urheiluorganisaatiot ovat siséllyttaneet tilastol-
liset ldhestymistavat toimintaansa, niin valtaosa urheilua seuraavista yksiloista
tekevit edelleen ennustuksiansa subjektiivisten mielipiteiden pohjalta. Leung ja
Joseph (2014) kuvaavat, miten urheilutuloksia ennustetaan hyvin monesti henki-
lokohtaisten ndkemysten ja tunteiden pohjalta. Tamd ndkyy heiddn mukaansa
usein muun muassa urheiluotteluita edeltdvissa lahetyksissd, joissa lajin asian-
tuntijat antavat omia ennustuksiaan tulevan ottelun kulusta ja lopputuloksesta.
Tédllainen ennustaminen on kuitenkin usein todella virheherkkdd (Leung & Jo-
seph, 2014).

Butler, Butler ja Eakins (2021) tutkivat yksiléiden tekemid ennustuksia kos-
kien otteluiden voittajaa ja lopullista tulosta jalkapallon valioliigan yhteydessa.
Subjektiivisen arviointitavan virheherkkyys korostui tutkimuksen mukaan lo-
pullisten maalim&arien arvioissa. Yksilot ennustivat huomattavasti vahemman
pienimaalisia tuloksia, kuin mitd niitd todellisuudessa tuli. Tamédn taustalla he
nakivat sen, ettd katsojat haluavat mieluummin ndhdéd suurimaalisia otteluita
(Butler, Butler & Eakins, 2021).
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Nadistd syistd johtuen on suositeltavaa pyrkid perustamaan ennustuksensa
my0s tilastoihin. Tilastollisten keinojen liséksi toimintaa voi myos tehostaa ja au-
tomatisoida hyodyntamalla tekodlya tilastojen tulkinnassa. Tama tarkoittaa kay-
tannossd tekodlymallien luomista. Thabtah ym. (2019) kuvaa urheiluotteluiden
ennustamiseen tarkoitettujen mallien strategian olevan usein samankaltainen.
Ensin selvitetddn kdytettdvassd olevista muuttujista lopputulokseen eniten posi-
tiivisesti vaikuttavat. Taman jdlkeen kdytetddn oleellisiksi todettuja sydtemuut-
tujia mallin opettamiseen. Kun malli on opetettu, sille voidaan antaa ennustetta-
vaan otteluun liittyvat muuttujat syotteing, ja se pystyy opetusdatan ansiosta en-
nustamaan kyseisille muuttujille todenndkoisimmat tulosteet (Thabtah ym.,
2019).

Bunker ja Thabtah (2019) kehittivat artikkelissaan oman viitekehyksen te-
kodlymallien kehittdmiseksi. He kdyttivit viitekehyksen pohjana tiedonlouhin-
nassa yleisesti tunnettua prosessimallia nimeltd CRISP-DM. Kuvio 2 sisdltdd hei-
dén kehittdmén viitekehyksen vaiheet sekd lyhyen kuvauksen vaiheen tirkeim-
mistd tehtdvista.

1. Toimialan ymmartaminen 6. Mallin kdyttodnotto
« Ymmirrs ongelma ja mallin tavoite « Automatisoi lahdedatan hankinta ja kisit-

tely, jos mahdollista
* Ymmdrrd itse lajin ominaispiirteet » Kouluta malli uudelleen tuoreella datalla
* Tuota ennusteet tuleville otteluille

! !

2. Datan ymmartaminen
« Lihdedata (automatisoi jos mahdollista) Valitse
* Harkitse datan taso/yleisyys (siséllytetdinké parhaiten suoriutuva

pelaajatason data)
* Padta luokkamuuttujat

: r

3. Datan valmistelu & Ominaisuuksien erottelu
» Jaa alkuperdinen ominaisuusjoukko eri
alijoukkoihin (pelin aikainen, ulkoinen)
* Kdytd ominaisuuksien valintamenetelmia
valitaksesi tarkeimmat muuttujat alkuperdi-
sistd ominaisuuksista ja alijoukoista

malli

5. Mallin arviointi

« Valitse mallin suorituskywvyn mittari - tarkkuus
on hyva mikéli data ei ole epatasapainossa

« Sailyta instanssien jarjestys - ristivalidointi ei
ole sopiva menetelma kaytettaviksi

*Esikisittele data laskemalla keskiarvot pelin y P_'a'étéi koulutgs-j? testi_jouk_on jako - suos:it_\.allnaan
aikaisille muuttujille kullekkin joukkueelle ja kierroskohtaista jakpa jokaisen kauden sisélla
yhdisté ne ulkoisiin ominaisuuksiin

4. Mallinnus
« Valitse ehdokasmallit kirjallisuuskatsauksen
. perusteella
Esikasitellyt > * Kokeile naitd ehdokasmalleja erilaisilla kone-
tietojoukot valituilla ja ihmisen valitsemilla ominaisuus-
joukoilla

KUVIO 2 SRP-CRISP-DM Viitekehys tekodlymallien kehittamiseen (Bunker & Thabtah, 2019)
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4 TEKOALY ENNUSTAMISESSA

Tekodlyn soveltamisesta urheilutulosten ennustamiseksi on tehty paljon kirjalli-
suutta. Suurin osa ndistd on tapaustutkimuksia, joissa kirjoittajat ovat kehittdneet
itse aikaisempaan tietoon perustuvia tekodlymalleja. Ndiden perusteella pitdisi
olla mahdollista saada hyva yleiskuva tekodlymallien mahdollisuuksista ja rajoi-
tuksista. Tdssd luvussa kdydddan aluksi ldpi muutamia asioita, joita pitdd ottaa
huomioon eri tapaustutkimuksien tuloksia vertailtaessa. Toisena asiana on tar-
kastella millaisia vaikutuksia syotemuuttujien oikeanlaisella valitsemisella voi
olla. Tamaén lisdksi selvitetddn myos, miten alan kirjallisuudessa on tekodlymal-
lien sy6temuuttujien valintaa ldhestytty. Luvun viimeisend asiana on tarkastella
tapaustutkimuksissa raportoituja tarkkuuslukemia, joiden avulla pystytddn saa-
maan hyva késitys eri tekodlymallien potentiaalista.

4.1 Tarkkuuden mittaaminen

Kun vertaillaan tekodlymallien suorituksia eri tutkimuksien valilld, niin tulisi ot-
taa huomioon useampia asioita. Ensimmadiseksi pitdd ottaa huomioon se, miten
tutkimuksissa on laskettu ennustustarkkuus. Suurin osa ndissd tutkimuksissa
esiintyvistd tekodlymalleista ovat luokittelevia, joten yleisimmin kaytetty tapa
tarkkuuden mittaamiseksi on yksinkertaisesti jakaa oikein luokitellut ennustuk-
set kaikkien tehtyjen ennustusten maaralla. Talld tavoin saadaan prosenttiluku,
joka kertoo kuinka suuri osa tehdyistd ennustuksista on mennyt oikein. Toisaalta
regressiomenetelmien yhteydessd yleisesti kédytetty keino tarkkuuden arvioi-
miseksi on laskea tekodlymallin tekemien ennustusten keskineliovirhe. Tama tar-
koittaa sitd, ettd lasketaan jokaisen tehdyn ennustuksen erotus tiedettyyn tavoi-
tearvoon. Nama yhdistamalld saadaan késitys siitd, kuinka ldhelle tavoitearvoja
tekodlymalli on onnistunut ennustamaan.

Téllaisia tarkkuuksia ei kuitenkaan ole julkistettu kaikissa tutkimuksissa,
mikd myo6s vaikeuttaa niiden vilisid vertailuja. Tallaisissa tutkimuksissa on
yleensd kehitetty ja testattu useampia tekodlymalleja, joita on sitten arvioitu
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vertailemalla niitd keskenddn. Toisaalta ndiden tutkimusten hyva puoli on se,
ettd niissd kdytettyjen tekodlymallien kehitykseen ja opetukseen kaytettdvét tie-
dot ovat olleet yhdenmukaisia. Tdstd syystd voitaisiin olettaa, ettd vertailukelpoi-
simmat tulokset ovat samassa tutkimuksessa tehtyjen eri tekodlymallien viliset
vertailut.

Seuraava asia mika pitdd ottaa huomioon, onkin siis tutkimuksissa tekoaly-
mallien opetukseen kdytettdvét tiedot. Huang ja Li (2021) mukaan samankaltais-
ten tekodlymallien tarkkuuksissa voi ilmentyd eroja sen perusteella, kuinka on-
nistuneesti tekijdat ovat kasanneet opetustiedot. He tarkastelivat amerikkalaisen
pesdpallon péddsarjan otteluiden ennustamiseen liittyviad tutkimuksia ja huomasi-
vat sen, ettd ndissd on kdytetty useiden eri vuosien tilastoja, jotka eivat valtta-
méttd ole tdysin verrannollisia. Tarkeimmaéksi huomioksi he kuitenkin mainitsi-
vat tutkimusten viliset erot sopivien syotemuuttujien valitsemisessa (Huang &
Li, 2021).

Viimeisend oleellisena asiana on se, ettd tutkimuksissa sovelletaan tekodly-
malleja useampiin eri urheilulajeihin. Fialho ym. (2019) mukaan tietyt urheilulajit
ovat ennustettavimpia kuin toiset. Heiddn mukaansa esimerkiksi tasapelin mah-
dollistavat urheilulajit ovat vaikeampia ennustaa kuin tasapelittomét (Fialho ym.,
2019).

4.2 Syotemuuttujien valinta

Hyvin toimivan tekodlymallin edellytyksend on onnistunut sydtemuuttujien va-
linta. Tekodlymallien tdarked ominaisuus on niiden kyky yleistdd oppimaansa uu-
teen tietoon. Du Jardin (2009) mukaan tdmé&n kyvyn saavuttamiseksi pitdd pystyd
pitdimdan kdytettdvien syotemuuttujien maarad mahdollisimman vahdisend. Toi-
saalta kdytettdvien sydtemuuttujien karsimisella ndhd&én olevan myds positiivi-
nen vaikutus tekodlymallien tarkkuuteen (du Jardin, 2009; Thabtah ym., 2019;
Gao & Kowalczyk, 2021).

Thabtah ym. (2019) yrittivdt tutkimuksessaan ennustaa NBA otteluiden
lopputuloksia tekodlyn avulla. He keskittyivit tutkimuksessaan tarkastelemaan
oikeanlaisten sydtemuuttujien merkitystd. He loivat viisi erilaista syotemuuttu-
jajoukkoa hyodyntamadlld erilaisia algoritmeja. Taman jdlkeen he opettivat kol-
mea erilaista tekodlymallia kaikilla eri sydtemuuttujajoukoilla. Nédiden tekodly-
mallien tekemien ennustusten perusteella he korostivat sitd, ettd oikeanlaisten
syotemuuttujien valinnalla on positiivinen vaikutus ennustuksien tarkkuuteen
(Thabtah ym., 2019).

My6s Gao ja Kowalczyk (2021) keskittyivat tutkimuksessaan syotemuuttu-
jien arviointiin. Heiddn mukaansa he kokosivat tdhdn mennessa suurimman tie-
tokannan koskien ammattilaistennisotteluita, mitd he sitten kayttivat kolmen eri
tekodlymallin opetukseen. Taman tuloksena he pystyivit tunnistamaan tennik-
seen liittyvit avainsyotemuuttujat ja arvioimaan eri mallien tarkkuutta. He tes-
tasivat satunnaismetsidn tarkkuutta eri sydtemuuttujilla ja lisddmalld niitd yksi
kerrallaan he pystyivit paikallistamaan suurimman positiivisen vaikutuksen
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sisdltamit syotemuuttujat. Oleellista tdsséd on se, ettd joidenkin syStemuuttujien
lisddminen huononsi tarkkuutta. Parhaimman tarkkuuden he saavuttivat kaytta-
malld kymmentd eri sydtemuuttujaa, kun taas alkuperdisessd tarkastelussa oli
mukana reilu kaksikymmentd syotemuuttujaa. Tarkeimmaksi yksittdiseksi syo-
temuuttujaksi he 10ysivét syoton vahvuuden (Gao & Kowalczyk, 2021). Myos
Candila ja Palazzo (2020) kehittivit tutkimuksessaan ammattilaistennisottelui-
den tuloksia ennustavan tekodlymallin ja he pddtyiviat samankaltaisiin johtopda-
toksiin valitessaan tdrkeimpid syotemuuttujia. Eli myds heiddn mukaansa yksi
tarkeimmistd yksittdisistd tilastoista tekodlymallin ennustavuudelle oli urheilijan
oman sy6ton vahvuus suhteessa vastustajan palautusvahvuuteen (Candila & Pa-
lazzo, 2020).

Yleistamiskyvyn ja tarkkuuden paranemisen lisdksi sydtemuuttujien opti-
moinnilla on myos oleellinen vaikutus tekodlymallien suorituskykyyn (Radhika
& Syed Masood, 2022; Huang & Li, 2021). Radhika ja Syed Masood (2022) testa-
sivat tutkimuksessaan kolmen eri tekodlymallin ennustustarkkuutta jalkapallon
valioliigan yhteydessd. He toteuttivat tdimdn kayttamalld hyvin yksinkertaisia
sydtemuuttujia, kuten joukkueiden tehtyjen sekd pddstettyjen maalien méérét.
Heiddn mukaansa tdllaisella ldhestymistavalla pystyy huomattavasti paranta-
maan tekodlymallein oppimistehokkuutta (Radhika & Syed Masood, 2022).

Sopivien syttemuuttujien valinta ei kuitenkaan aina ole yksinkertaista.
Fialho ym. (2019) huomauttavat esimerkiksi siitd, miten erilaisia oleelliset syote-
muuttujat ovat eri urheilulajien vililld. Tama johtuu yksinkertaisesti siitd syystd,
ettd tietyt urheilulajit ovat tdysin erilaisia keskenddn. Tiettyjen urheilulajien yh-
teydessd tama voi tuottaa vaikeuksia ennustavien tekodlymallien luomisessa, jos
kyseisen urheilulajin merkityksellisistd syotemuuttujista ei ole aikaisempaa sel-
vitystd (Fialho ym., 2019).

4.3 Tekodlymallien suoriutuminen

Seuraavaksi kdyddan lapi, miten eri tekodlymallit ovat vertautuneet toisiinsa
alan tutkimuksissa. Vaikkakin tutkimukset eroavat toisistaan muun muassa so-
vellettavien tekodlymallien sekd kohdelajien osalta, niin niiden tuloksissa toistu-
vat samankaltaiset huomiot. Merkittdvin ndistd on se, ettei erilaisten tekodlymal-
lien valilld ndytd useinkaan olevan kovinkaan isoja eroja suoritustarkkuudessa.
Kéyd&an ensin ldpi keinotekoisten neuroverkkojen sekd konvoluutioneuroverk-
kojen suoriutumista, minka jalkeen tarkastellaan vield satunnaismetsan tuloksia.

Candila ja Palazzo (2020) kehittivit keinotekoisen neuroverkon ennustaak-
seen tennisotteluiden tuloksia ja erityisesti tietyn ottelijan todenn&dkoisyyttd voit-
taa ottelu. He kdyttivdt neuroverkossaan vain yhtd piilotettua kerrosta, koska
heiddan mukaansa tédllainen arkkitehtuuri sopii erityisen hyvin ennustaville teko-
dlymalleille, kunhan piilotettu kerros sisdltdd tarpeeksi neuroneita. He vertasivat
neuroverkon tarkkuutta muihin tenniksessd yleisesti aiemmin kaytettyihin en-
nustusmalleihin, joista vertailuun he valitsivat viisi. Heiddn kehittdima neuro-
verkko oli ndistd neljdd selvasti parempi ennustustarkkuudessaan, mutta Lisin ja
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Zanellan (2017) kehittama logistinen regressiomalli saavutti lopulta parhaimman
tarkkuuden. Candila ja Palazzo (2020) kuitenkin korostivat, ettd nama kaksi te-
kodlymalli olivat hyvin ldhelld toisiaan tarkkuudessa varsinkin testimddrien kas-
vaessa.

Myos Wilkens (2021) kehitti tutkielmassaan ammattilaistennisotteluita en-
nustavia tekodlymalleja. Han sisélsi vertailuun myos edellisen tutkimuksen kal-
taisesti logistisen regressiomallin sekd keinotekoiset neuroverkot. Naiden tark-
kuudet olivat erittdin ldhelld toisiaan yhdessda muiden tutkimukseen sisillytetty-
jen tekodlymallien kanssa. Hén siséllytti vertailuun myds yksinkertaisen vertai-
lulinjan, joka ennusti jokaisessa ottelussa suosikkia. Tekodlymallit saavuttivat
opetusvaiheessa noin 70 % tarkkuuden ja ennustamisvaiheessa noin 69 % tark-
kuuden. Wilkens (2021) epdili tekodlymallien ennustavan liian usein ottelusuosi-
kin voittoa, minka takia tarkkuus jdi vain hieman korkeammaksi kuin vertailu-
linjan tuottama 66 % tarkkuus.

Huang ja Li (2021) tarkastelivat sekd perinteisen neuroverkkojen ettd yksi-
ulotteisen konvoluutioneuroverkon tarkkuutta ennustamalla amerikkalaisen pe-
sdpallon pddsarjan otteluiden voittajia ja havidjid. He kayttivdt testaamiseen
kahta erilaista tietojoukkoa. Ensimmadiselld tietojoukolla molemmat mallit saa-
vuttivat tarkkuudeksi noin 91 %, perinteisen neuroverkon saavuttaessa hieman
korkeamman tarkkuuden. Toisella tietojoukolla tarkkuudet nousivat parhaim-
millaan 94 % asti. Heiddn mielestddn oli tiarkedd huomioida se, ettd vaikkakin
perinteiset neuroverkot saavuttivat hieman paremman tarkkuuden niin konvo-
luutioneuroverkon kaytolld saattaa sddstdd ajallisesti. Heidén mukaansa konvo-
luutioneuroverkon yhteydessi ei tarvitse tehdéd aikaa ja resursseja vievda syote-
muuttujien valintaa yhté tarkasti, koska se pystyy myos hyvin itse valitsemaan
sopivat annetusta joukosta. He nostivat myos esille huomion siitd, ettei konvo-
luutioneuroverkkojen soveltamisesta urheilutulosten ennustamiseen ole kovin-
kaan paljon aikaisempaa kirjallisuutta (Huang & Li, 2021).

Hubacek ym. (2019) puolestaan kdyttivit perinteistd neuroverkkoa seka
konvoluutioneuroverkkoa yhdessé toisiaan tdydentden. He kehittivat ammatti-
laiskoripalloon sopeutuvan ottelun voittajaa ennustavan tekodlymallin. Heiddn
ideanansa oli kédyttda konvoluutioneuroverkkoa pelaajakohtaisten syotemuuttu-
jien kédsittelemiseen ja perinteistd neuroverkkoa joukkuekohtaisten kasittelyssa.
Kehitettyd tekodlymallia he testasivat Pohjois-Amerikan pddsarjan yhteydessa
hyodyntamalld yli kymmenen vuoden takaisia ottelutilastoja. Lopulliseksi tark-
kuudeksi he onnistuivat saavuttamaan noin 67 % (Hubacek ym., 2019).

My0s satunnaismetsilld on saavutettu tutkimuksissa erinomaisia tuloksia.
Radhika ja Syed Masood (2022) ennustivat tutkimuksessaan jalkapallon valiolii-
gan kauden lopullista tulostaulukkoa. He sovelsivat satunnaismetsén lisdksi teh-
tavadn logistista regressioanalyysia seké tukivektorikonetta. Ennustetuissa sarja-
taulukoissa oli melko isojakin eroja joukkueiden sijoituksissa, mutta parhaim-
paan tulokseen ylsi satunnaismetsilld luotu ennustus (Radhika & Syed Masood,
2022).

Gao ja Kowalczyk (2021) kayttivat samoja tekniikoita kuin Radhika ja Syed
Masood (2022) ennustaessaan ammattilaistennisotteluita. He saavuttivat selvasti
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parhaimman tarkkuuden satunnaismetsén avulla yltden hieman yli 80 % asti. He
vertailivat tekodlymalleja my6s hieman tarkemmin kuin pelkdstdan tarkkuuden
kannalta. He laskivat ennustuksille my®0s erilliset pisteet ottamalla huomioon sen,
kuinka itsevarmoja tekodlymallit olivat ennustuksissaan. Vaikkakin satunnais-
metsdlld tehdyt ennustukset olivat usein oikein, niin niiden luottamustasot olivat
alhaiset (Gao & Kowalczyk, 2021).

Baboota ja Kaur (2019) sovelsivat useita eri tekodlymalleja jalkapallon Va-
lioliiga-otteluiden ennustamiseen. Heiddn tuloksistaan erottautui kaksi selvasti
paremmin soveltuvaa tekodlymallia, jotka olivat satunnaismetsd sekd gradientti-
tehostettu luokittelija (engl. gradient boosted classifier). Satunnaismetsd saavutti
testissd 57 % tarkkuuden ja gradienttitehostettu luokittelija vield hieman parem-
man (Baboota & Kaur, 2019). Gradienttitehostettu luokittelija on kuitenkin hyvin
samankaltainen kuin satunnaismetsd, silld sekin perustuu useiden padatospuiden
hyddyntamiseen. Ne eroavat pddtospuiden erilaistamisessa ja opettamisessa,
mutta molempien perustuessa paatospuihin, voidaan todeta padtospuiden sovel-
tuvan erityisen hyvin jalkapallo-otteluiden voittajien sekd hédvidjien ennustami-
seen. Kapadia, Abdel-Jaber, Thabtah ja Hadi (2020) sovelsivat satunnaismetsaa
kriketin ammattiotteluiden voittajien ennustamiseen. Heiddn tulosten perus-
teella voidaan todeta satunnaismetsdn toimineen kyseisessd tehtdvéssa parem-
min kuin perinteisemmat tilastoldhtoiset ennustuskeinot.

Tuloksista voidaan yleisesti pdételld tarkasteltujen tekodlymallien soveltu-
van hyvin urheilutulosten ennustamiseen. Ne saavuttivat vertailukelpoisia tu-
loksia monissa urheilulajeissa. Tulosten perusteella ei kuitenkaan voida todeta
tekodlymallien suoriutuvan paremmin kuin perinteiset tilastolliset menetelmiit.

Tekodlymallien tutkiminen ja kehittdminen on kuitenkin tuore aihe ja tek-
niikat kehittyvit jatkuvasti. Tulevaisuudessa yksi tarkkuuksia parantava teko-
dlymalli saattaa olla takaisinkytketty neuroverkko (engl. recurrent neural network).
Kyseistd tekodlymallia on jo sovellettu muutamilla aloilla erinomaisin tuloksin.
Hou ja Tian (2022) sovelsivat takaisinkytkettyd neuroverkkoa ennustamaan 3000
metrin juoksijoiden suoriutumista kilpailuissa. He pystyiviét erilaisten fysiologis-
ten arvojen perusteella ennustamaan juoksijoiden pédivian suoriutumiskykya. Ve-
tukuri, Sethi ja Rajender (2020) puolestaan hyodynsivét erinomaisin tuloksin ta-
kaisinkytkettyd neuroverkkoa krikettijoukkueiden pelaajavalintaan. Jatkossa oli-
sikin erittdin tdrkedd tutkia lisdd vastaavien syvdoppimismallien soveltamismah-
dollisuuksia urheilutulosten ennustamiseksi
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5 YHTEENVETO

Urheiluotteluista kerattavan tiedon méara on kasvanut teknologian ja internetin
myo6td suuresti. Tama on mahdollistanut useiden eri urheilulajien analysoimisen
tilastoldhtoisten keinojen avulla. Samaan aikaan urheiluvedonlyonti on yleisty-
nyt netin vdalitykselld, mikd on omalta osaltaan kannustanut ihmisid analysoi-
maan urheiluotteluita tulevien tulosten ennustamiseksi. Tdhdn tarkoitukseen on
useita erilaisia ldhestymistapoja, joista yhtend uusimmista on tekoélyn hysdyn-
taminen. Aiheesta tehdddn aktiivisesti tutkimusta ja tekodlymalleja yritetddn jat-
kuvasti kehittaa.

Téassd kandidaatintutkielmassa on perehdytty tekodlyn hyodyntdmiseen
urheilutulosten ennustamiseksi. Tutkielmassa on keskitytty erityisesti kolmeen
tekodlymalliin, joita ovat keinotekoiset neuroverkot, konvoluutioneuroverkot
sekd satunnaismetsdt. Ensimmadisend lapikdytdvand asiana oli ndiden tekodly-
mallien perusteet sekd toiminnallisuudet. Taman jdlkeen madriteltiin urheilutu-
losten késite sekd kaytiin lapi yleisimpid ldhestymistapoja, joiden avulla urheilu-
tuloksia yritetddn ennustaa. Tamaén lisdksi tarkasteltiin myos, miten urheilutu-
losten ennustukset tulevat nyky&an usein nakyville urheiluotteluiden seuraami-
sen yhteydessd. Viimeisessd sisdltoluvussa kdytiin ensimmadiseksi ldpi rajoitteita,
jotka vaikuttivat eri tutkimuksien tuloksien suoraan vertailuun. Toisena asiana
oli tekodlymallien toiminnallisuuden kannalta hyvin kriittisessd asemassa ole-
vien syStemuuttujien valitseminen. Luvun viimeisend asiana tarkasteltiin viela
tekodlymallien avulla eri tutkimuksissa saavutettuja tarkkuuksia.

Tamén kandidaatintutkielman tarkoituksena oli vastata kahteen tutkimus-
kysymykseen. Ensimmadinen tutkimuskysymys liittyi tekodlyn hyodyntamiseen
urheilutulosten ennustamisessa. Haluttiin selvittdd milld erilaisin tavoin tekoalya
on hyddynnetty urheilutulosten ennustamiseen. Toinen tutkimuskysymys puo-
lestaan liittyi ndiden tekodlymallien tarkkuuteen urheilutuloksia ennustettaessa.
Vastaaminen tutkimuskysymyksiin tapahtui pddosin viimeisessa sisaltoluvussa,
mutta vastauksia ensimmadiseen tutkimuskysymykseen sivuttiin myos aikaisem-
missa sisdltoluvuissa.

Erilaisia tekodlymalleja on hyodynnetty yhteiskunnan eri osa-alueilla hy-
vdllda menestykselld jo useita vuosia. My6s urheilutulosten ennustamiseen
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liittyen on tehty tutkimuksia, mutta kdytdannon tasolla useimmat perinteisemmait
tilastolliset keinot ovat vield suositumpia. Tutkielmassa opittiin, miten keinote-
koiset neuroverkot toimivat hyddyntden erilaisia kerroksia, jotka sisdltavét toi-
siinsa linkittyneitd neuroneita. Opittiin myos tarkemmin neuroneiden vilisesta
kommunikaatiosta linkkien vilitykselld ja neuroneiden aktivoitumisesta. Tutus-
tuttiin myos yksittdisistd padtospuista muodostuviin satunnaismetsiin ja ndiden
toimintaperiaatteisiin.

Tutkielmassa késiteltiin myos yleisesti urheilutulosten ennustamista ja sen
ndkymistd urheiluotteluiden yhteydessa. Selvisti yleisimmaéksi tavaksi osoittau-
tui subjektiivisiin paddtelmiin perustuva ennustustyyli. Tama tapa oli kuitenkin
hyvin virheherkka eiké siksi sopiva tarkkojen ennustuksien toistuvaan tekemi-
seen. Sen sijaan kannattavammaksi todettiin perustaa ennustukset erilaisiin tilas-
toihin. Tadssd yhteydesséd tekodlylld on potentiaalia automatisoida ja parantaa jo
hyviksi todettuja tilastollisia ennustuskeinoja.

Viimeisimmassd sisdltoluvussa keskityttiin tekodlymallien toimintaan ur-
heilutulosten ennustamisessa. Oikeanlaisten sy6temuuttujien kdyttdaminen osoit-
tautui hyvin oleelliseksi osaksi tarkkojen ennustusten mahdollistamisessa. Osa
tekodlymalleista suoriutui kuitenkin myds melko hyvin ilman syStemuuttujien
valintaa ja joissakin tapauksissa tarkkuus jopa parani, kun tekodlymallin annet-
tiin itse 16ytdd optimaaliset syotemuuttujat. Tallaisia tekodlymalleja olivat neu-
roverkkoihin perustuvat ratkaisut.

Tulosten perusteella voidaan todeta tekodlymallien sopivan hyvin urheilu-
tulosten ennustamiseen. Ndiden hyodyt korostuvat entisestddn, mitd monimut-
kaisempaan urheilulajiin niitd sovelletaan. Ei kuitenkaan ollut selvéa yltavatko
ndmad tekodlymallit korkeampiin tarkkuuslukemiin kuin alalla t&ll4 hetkelld ylei-
sesti kdytettavit tilastolliset keinot. Paremman tarkkuuden sijaan tekodlymallit
saattavat tehostaa urheilutulosten ennustamista automatisoimalla toimintoja.
Varsinkin konvoluutioneuroverkko osoittautui tutkimuksissa edukseen omien
syotemuuttujien valinnallaan.

Tekoédlymallien hyodyntamistd urheilutulosten ennustamiseksi ei kuiten-
kaan ole vield keretty tutkimaan kovin pitkddn. Suurin osa kirjallisuudesta kos-
kee koneoppimismalleja, minké takia syvdoppimismallien toiminnasta ei ole kat-
tavaa tietoa. Syvdoppimismallit ovat saavuttaneet jo useilla muilla aloilla suurta
menestystd, ja ne ovat suoriutuneet paremmin kuin koneoppimismallit. Tasta
syystd olisi hyvin tdrkedd saada jatkossa syvdoppimismalleista tutkimuksia
my0s urheilutulosten ennustamiseen liittyen.
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