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1 Johdanto

Viime vuosina pelien kompleksisuuden noustessa pelitestaukseen kulutetut resurssit ovat

kasvaneet. Tämä on johtanut keskusteluun mahdollisesta pelitestauksen automatisoinnista.

Tässä kirjallisuuskartoituksessa automaattista pelitestausta lähestytään koneoppimisen näkö-

kulmasta. Pelitestauksessa huomiodaaan sekä pelaajan pelikokemuksen että pelin teknisen

toimivuuden pysyminen tavoitellun kaltaisena. Automaattinen pelitestaus keskittyy enim-

mäkseen pelin teknisen toimivuuden varmistamiseen, sillä pelajaan pelikokemuksen testaa-

minen vaatii vielä ihmistestaajia (Albaghajati ja Ahmed 2023). Vaikka pelitestauksen auto-

matisointi nopeuttaisi testausprosessia ja täten säästäisi pelituotannon resursseja (Albaghaja-

ti ja Ahmed 2023), peleille sopivan mallin löytäminen voi olla vaikeaa ja oman kehittäminen

veisi vielä entistä enemmän resursseja (Rafi ym. 2012).

Pelitestausta tarkastellessa täytyy huomioida pelin kehittävän tahon koko sekä heidän jul-

kaisumenetelmänsä. Esimerkiksi itsejulkaistujen pelien kehittäjistä 30% olivat maininneet

testauksen menneen hyvin heidän kehitysprosessissaan, kun taas ulkopuolista julkaisijaa

hyödyntäneistä kehittäjistä vain 19% kokivat näin. Yksi testaamisen epäonnistumisen syis-

tä oli palautteen vähäinen tai vääränlainen hyödyntäminen (Washburn ym. 2016). Indie-

pelistudioilla pelitestauksessa tulee yleisesti vastaan budjetti, jonka takia testaus voi jäädä

vähäiseksi ja sen tuottamaa palautetta ja dataa ei ehditä hyödyntää tarpeeksi kehittämispro-

sessin aikana (Mirza-Babaei, Moosajee ja Drenikow 2016). Pelitestauksen automatisointi

indie-pelistudioille olisi tämän takia tärkeää, sillä testausprosessi nopeutuisi ja sen luoma

data olisi helpommin analysoitavissa. Näille pienille studioille oman mallin kehittäminen ei

kuitenkaan ole yleensä mahdollista resurssien puutteen takia, joten he joutuisivat käyttämään

kolmannen osapuolen luomia ratkaisuja.

Vahvistusoppiminen on koneoppimisen osa-alue, johon kuuluvat algoritmit hyödyntävät saa-

tavilla olevia toimintoja muuttaakseen ympäristön tilaa, päämääränään jokin ennalta-asetettu

tavoite (Wiering ja Van Otterlo 2012). Vahvistusoppimista ollaan hyödynnetty jo usean eri-

laisen pelin, kuten lautapeli Go:n, Atari-pelikonsolin eri pelien (Mnih ym. 2013), StarCraft

II (Vinyals ym. 2019), Dota 2 (OpenAI Five) sekä eri FPS-pelien (Lample ja Chaplot 2017),

pelaamiseen. Näiden mallien ansiosta voidaan havaita vahvistusoppimisen sopivan pelaa-
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misprosessin automatisointiin, joten sen hyödyntäminen pelitestauksessakin samankaltaisil-

la tuloksilla voi olla mahdollista.

Tämän kirjallisuuskartoituksen tarkoituksena on selvittää, miten vahvistusoppimista voidaan

hyödyntää pelitestauksessa. Tämänhetkiset vahvistusoppimista hyödyntävät pelitestauksen

mallit hoitavat useita pelitestauksen tavoitteita. Näihin kuuluvat esimerkiksi pelin sisäisten

virheiden, eli bugien, etsintä, laadunvarmistus, uuden sisällön tuottaminen peliin sekä pelin

vaikeustason määrittäminen.

Automaattiseen pelitestaukseen löytyy useita muitakin menetelmiä koneoppimisen lisäksi,

vaikkakin koneoppimista hyödyntävät mallit yrittävät yleensä täydentää kyseisten menetel-

mien ongelmia. Yleisin metodi on luoda pelaajadatan avulla skriptattuja agentteja, jotka mat-

kivat pelaajan liikkeitä. Muihin metodeihin kuuluvat myös esimerkiksi Monte Carlo puuhaun

(Holmgård ym. 2019) tai eri kuvantunnistusalgoritmien hyödyntämiset (Paduraru, Paduraru

ja Stefanescu 2021).

Tutkielman luvussa 2 avataan kirjallisuuskartoituksessa esille tulleet keskeiset käsitteet ylei-

sesti sekä tutkielman aiheen kontekstissa. Luvussa 3 käymme läpi vahvistusoppimisen so-

veltamisen pelitestauksessa. Tarkemmassa käsittelyssä on vahvistusoppimisen hyödyntämi-

nen eri pelitestauksen vaiheissa sekä sen heikkouksien täydentäminen eri keinoin. Luvussa

4 tarkastelemme Zheng ym. 2019 kehittämää Wuji-kehystä, jota on hyödynnetty kolmessa

jo julkaistussa pelissä. Tutkielman luvussa 5 käydään läpi kirjallisuuskartoituksessa esille

tulleet johtopäätökset ja huomiot.
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2 Käsitteet

2.1 Koneoppiminen ja vahvistusoppiminen

Koneoppimisen algoritmit perustuvat kerätyn datan perusteella muodostettuihin malleihin.

Vahvistusoppiminen on taas koneoppimisen osa-alue, jossa algoritmit keräävät dataa ilman

minkäänlaista ulkopuolista vaikutusta ja muodostavat keräämänsä datan perusteella malle-

ja. Vahvistusoppimisen algoritmien päätöksenteot perustuvat muunmuassa Markovin pää-

tösprosesseihin (Markov Decission Processes), jotka taas perustuvat järjestelmän nykyiseen

tilaan ja saatavilla oleviin toimintoihin (Puterman 1990, Wiering ja Van Otterlo 2012).

Kuvio 1. Vahvistusoppimisalgoritmin toimintasykli (Wikipedia 2020)

Markovin päätösprosessin toimintasykliä kuvaa Kuvio 1. Prosessissa agentti vuorovaikut-

taa ympäristön kanssa saatavilla olevilla toiminnoilla, etsiäkseen tilanmuutosten sekä tuo-

tetun palkkion (engl. reward) avulla optimaalisen toiminnon kyseisessä ympäristön tilassa.

Vahvistusoppimisen algoritmeissa muihin Markovin päätösprosesseihin eroavana tekijänä

on vuorovaikutus ympäristön kanssa. Ainoana palautteena tällöin toimii skalaari, ei suuntaa

antava, palkkio. Vahvistusoppimista hyödyntävät algoritmit tavoittelevat tämän palautteen

maksimoimista pitkällä aikavälillä, joka toimii ympäristössä vaikuttavan agentin tavoitteena

(engl. goal) (Wiering ja Van Otterlo 2012.)
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Tavoitteen optimointi aiheuttaa joillekin pelitestauksessa vahvistusoppimista käyttäville ke-

hyksille ongelman. Vahvistusoppimisen algoritmit keskittyessään tavoitteen optimointiin yrit-

tävät hyödyntää mahdollisimman optimaalisia toimintoja. Näiden optimointiin agentin täy-

tyy kuitenkin tutkia laajemmin saatavilla olevien toimintojen vaikutusta ympäristön tilaan.

Tämä tutkiminen taas hidastaa prosessia, jolloin algoritmin tavoittelema optimaalinen suo-

ritus heikentyy (Wiering ja Van Otterlo 2012). Tälle kompromissille laajan tutkimisen ja

toimintojen hyödyntämisen välillä (engl. exploration-exploitation trade-off) esitetään yksi

ratkaisu luvussa 4 käsitellyssä Wuji-kehyksessä.

2.2 Pelitestaus ja sen automatisointi

Pelitestauksesta puhuttaessa voidaan tarkoittaa kahta eri pelitestauksen osa-aluetta, peliko-

kemuksen ja pelisuunnittelun tai pelin teknisen toteutuksen testausta. Molemmat kyseisis-

tä osa-alueista keskittyvät joihinkin pelin tiettyihin komponentteihin, kuten pelin ohjaimiin,

pelattavuuteen, tekoälyyn tai fysiikkamoottoriin. Pelitestaus kokonaisuudessaan on koko pe-

lin kehitysprosessin aikainen huomioonotettava prosessi, jonka unohdettaessa pelin laatu voi

kärsiä huomattavasti (Washburn ym. 2016). Tavanomaisiin pelitestauksen tapoihin kuulu-

vat erilaisten syötekombinaatioiden testaaminen, eri toimintojen käyttö pelin eri tiloissa sekä

ihmistestaajien pelikokemuksen tarkastelu.

Pelitestaus eroaa perinteisestä ohjelmistotestauksesta monin tavoin ja tämän takia pelites-

tauksen automatisointi ei ole yhtä helppoa tai joustavaa kuin ohjelmistotestaus. Murphy-Hill,

Zimmermann ja Nagappan 2014 tuottamassa kyselyssä yksikkötestauksen ongelmakohdis-

ta nousi esille graafisen käyttöliittymän (engl. grapchical user interface, GUI) testaamisen

hankaluus. Pelitestaus sisältää paljon pelaajan sekä pelin välistä vuorovaikutusta pelin graa-

fisia käyttöliittymiä hyödyntämällä. Luvussa 4 käsittelemässämme Wuji-kehyksessä graafis-

ten käyttöliittymien testaaminen oli jätetty kokonaan huomioimatta. Vertaamme pelitestauk-

sen sekä ohjelmistotestauksen eroja pelisuunnittelun näkökulmasta luvussa 2.2.1 ja pelin

teknisten toteutuksen näkökulmasta luvussa 2.2.2.
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2.2.1 Pelisuunnittelu ja -kokemus

Pelisuunnittelua testatessa käydään läpi asioita, kuten pelin vaikeustasoa, ohjaimien intui-

tiivisuutta ja pelimekaniikkojen toimivuutta eri tilanteissa. Pelikokemuksen testaaminen on

myös tärkeä osa testausprosessia, sillä pelaajan immersion säilyminen pitää pysyä pelaami-

sen aikana. Pelisuunnittelun sekä kokemuksen kannalta vahvistusoppimista on vaikea hyö-

dyntää, sillä suurin osa testattavista osa-alueista perustuvat ihmisen tunteisiin ja ajatuksiin.

Kuitenkin esimerkiksi pelin vaikeustasoa voidaan säädellä yhdistämällä syvä- sekä vahvis-

tusoppimista ja jo olemassa olevaa pelaajadataa (Shin ym. 2020).

Suunnittelun näkökulmasta pelitestaus ja ohjelmistotestaus eroavat myös suurissa määrin.

Perinteisen ohjelman suunnitelma pysyy alusta lähtien hyvin samankaltaisena, kun taas pe-

liä kehittäessä suunnitelma voi muuttua hyvinkin paljon pelitestauksessa saadun palautteen

mukaan.

2.2.2 Tekniset ongelmat sekä laadunvarmistus

Pelitestausta verrattaessa ohjelmistotestaukseen tulee vastaan vertailu niiden kompleksisuu-

desta. Pelitestauksessa täytyy testata peliä kokonaisuutena, sillä pelin komponentit yleensä

tukeutuvat toisiinsa ja niiden testaaminen yksitellen voi olla hyvin haastavaa. Pelin tekni-

sen toteutuksen testaus vaatii siis koko peliympäristön huomioimisen. Tämä ajaa siihen, että

testaus tapahtuu suurimmilta osin peliä pelaamalla, jolloin testattava ympäristö on komplek-

sisuudeltaan paljon laajempi kuin perinteisessä ohjelmistotestauksessa.

Pelin kompleksisuuden lisäksi pelaajalle saatavilla oleva syöteavaruus ja sen kanssa vuo-

rovaikuttaminen peliympäristössä luovat testaukselle mahdottoman laajan määrän testatta-

via järjestelmän tiloja . Näiden tilojen laaja testaus voi myös rajoittaa pelin pelattavuut-

ta (Murphy-Hill, Zimmermann ja Nagappan 2014). Testaamattomien syötekombinaatioiden

jättäminen mahdollistaa pelin sisäisten virheiden, bugien, jäämisen peliin, jolloin pelin laatu

kärsii ja mahdollisen jälkituotannon aikainen testaaminen lisääntyisi. Luvussa 4 käsittelys-

sä olevaa Wuji-kehystä käytettiin kahteen jälkituotannnossa olevaan peliin, joista löydettiin

muutamia uusia bugeja (Zheng ym. 2019).

Pelin laadunvarmistuksessa bugit jaetaan yleensä eri ryhmiin, sillä ne eroavat vaikutusalueil-
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taan sekä laajuudeltaan todella paljon. Yleisimpiä jakoja ovat esimerkiksi pelin kaatumiset,

pelin progression etenemisen esto sekä yleiset bugit, kuten virheet pelin grafiikoissa tai ani-

maatioissa (Pfau, Smeddinck ja Malaka 2017; Zheng ym. 2019).
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3 Vahvistusoppimisen soveltaminen pelitestauksessa

Vahvistusoppimista hyödyntävät algoritmit keskittyvät pelitestauksessa pelin tekniseen to-

teutukseen, eli sen pelimekaniikkojen toimivuuteen sekä bugien etsimiseen. Pelin muita osa-

alueita, kuten pelikokemusta, viihdearvoa tai esteettömyyttä ei voi testata näillä keinoin juu-

ri lainkaan ja näiden testaamiseen tarvitaan vielä tulevaisuudessakin ihmistestaajia. Tämän

takia vahvistusoppimista hyödyntävät mallit eivät voisi vielä korvata tavanomaista pelites-

tausta täysin. (Ramadan ja Widyani 2013)

Pelikehityksessä keskeisenä osana ovat pelien tyypit eli genret sekä alustat, joille peli tul-

laan julkaisemaan. Pelien tyyppien monimuotoisuus ja niiden eroavaisuudet toisistaan tuovat

oman haasteensa automaattisen pelitestauksen kehittämiseen. Kehyksiä on kehitetty jo se-

kä ensimmäisen persoonan ammuntapeleihin (Bergdahl ym. 2020) että pulmapeleihin (Shin

ym. 2020), mutta suurin osa näistä kehitetyistä kehyksistä on luotu vain tietyn tyyppisille pe-

leille. Zheng ym. 2019 kehittämä Wuji-kehys, jota käsitellään luvussa 4 tarkemmin, kykenee

kolmen erilaisen pelityypin sekä alustan testaamiseen, joten tulevaisuudessa voisi olla mah-

dollista kehittää monipuolinen kehys, jonka tarpeista indie-pelistudioille käsiteltiin luvussa

1.

Nykypäivänä suurimmiksi pelialustoiksi ovat osoittautuneet mobiililaitteet, pelikonsolit sekä

tietokoneet. Kaikki näistä kolmesta alustasta omaavat ainutlaatuisia syöttölaitteita. Käyttäjän

syötteen ollessa keskuudessa pelatessa sekä pelitestauksessa, näiden syöttölaitteiden eroa-

vuudet pitää huomioida monipuolisessa testauksessa, varsinkin jos peli tukee useaa niistä.

Suurin ero syöttölaitteissa on esimerkiksi mobiililaitteiden näytön tai peliohjaimen ohjaus-

sauvan analoginen signaali verrattuna näppäimistön digitaaliseen signaaliin.

3.1 Testaus eri kehityksen vaiheissa

Pelinkehitys prosessina koostuu monesta eri vaiheesta. Näihin kuuluvat esituotanto, tuotanto,

testaaminen sekä julkaisun jälkeinen jälkituotanto ja ylläpito riippuen pelityypistä (Aleem,

Capretz ja Ahmed 2016). Jälkituotanto on usein pelin julkaisun jälkeen yleisön palautteesta

huolehtiminen ja mahdollinen pelin muokkaaminen niiden perusteella. Siihen myös kuuluu
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”live-service”- tyyppisten pelien jatkuva sisällön tuottaminen, kuten uusien kenttien lisäämi-

nen (Shin ym. 2020, Ramadan ja Widyani 2013).

Yleisesti käytetyt vaiheet:

Esituotanto Luodaan prototyyppejä mahdollisista pelin ydinmekaniikoista ja testataan niiden toi-

mivuutta toistensa kanssa. Testaus keskittyy pelikokemukseen eikä pelin tekniseen to-

teutukseen, sillä esituotannossa tuotetut pelimekaniikat eivät ole tarpeeksi hiottuja var-

mistakseen niiden teknisen toteutuksen pysymisen samana pelin kehityksen loppuun

saakka.

Tuotanto Tuotantovaiheessa pelin ydinmekaniikat ollaan keksitty ja niiden toteutus aloitetaan.

Mekaniikkoja luodessa aletaan testaamaan teknistä toteutusta ja bugien ilmetessä ne

korjataan. Myös pelin kentät luodaan ja niitä testataan yksinkertaisin tavoin. Testaus

tapahtuu kehityksen kanssa luonnollisesti samaan aikaan. Myös pelikokemuksen ja

pelisuunnitellun testaus hoidetaan melkein loppuun tässä vaiheessa.

Pelitestaus Itse testausvaiheessa valmistaudutaan pelin julkaisuun, joten testauksen tavoitteena on

laadunvarmistus. Vahvistusoppimista hyödynnettäisiin tässä vaiheessa eniten, sillä peli

on kehitetty melkein kokonaan lopulliseen laajuuteensa.

Jälkituotanto Käydään läpi pelaajien palautteita ja korjataan mahdollisesti ilmenneitä bugeja. Myös

riippuen pelin tyypistä voidaan aloittaa lisäsisällön tuottaminen, jolloin voidaan hyö-

dyntää vahvistusoppimista pelin vaikeustason määrittämiseen ja testaamiseen (Shin

ym. 2020). Uuden sisällön tuottaminen seuraa samaa kehityksen kulkua, joten vahvis-

tusoppimista voidaan hyödyntää muissakin vaiheissa riippuen lisäsisällön laajuudesta.

3.2 Yhdistäminen muiden metodien kanssa

Zheng ym. 2019 käsittelevät yhtä vahvistusoppimisen huomattavimmista heikkouksista, joka

ilmenee pelin bugien etsinnässä. Tämä heikkous on luvussa 2.1 käsittelemämme kompromis-

si pelin tilojen läpikäynnin ja optimaalisen suorittamisen välillä. Bugeja etsittäessä halutaan

käydä läpi mahdollisimman laajasti pelin eri tilat, jossa vahvistusoppiminen yksinään suo-

rituu heikosti. Kuviossa 2 näemme ainoastaan vahvistusoppimista sekä syväoppimista hyö-

dyntävän malli suoriutuvan monimutkaisessa pelissä (NSH) kohtalaisesti. Kyseinen malli ei
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kuitenkaan suoriudu lainkaan yhtä hyvin kuin Wuji-kehys, jossa hyödynnetään näiden lisäksi

sekä evoluutioalgoritmeja (engl. evulotionary algorithms, EA), että monitavoiteoptimisaatio-

ta (engl. multi-objective optimization, MOO).

Evoluutio- ja monitavoiteoptimisaatioalgoritmien lisäksi vahvistusoppimisen heikkouksien

täydentämiseen käytetään useita menetelmiä. Näitä ovat esimerkiksi aiemmin luvussa 3 se-

kä luvussa 4 mainitsemamme syväoppiminen (engl. deep learning) (Shin ym. 2020; Zheng

ym. 2019) ja skriptattujen agenttien hyödyntäminen (Bergdahl ym. 2020). Myös hieman

eri määritelmien mukaisia vahvistusoppimisen menetelmiä, kuten Q-oppimista (engl. Q-

learning) tai käänteisvahvistusoppimista (engl. inverse reinforcement learning, IRL) ollaan

hyödynnetty. Ferdous ym. 2023 hyödynsivät Q-oppimista kolmannen ulottuvuuden pelien

testaamiseen ja Ariyurek, Betin-Can ja Surer 2021 käyttivät käänteisvahvistusoppimista yh-

dessä Monte Carlo -puuhaun (engl. Monte Carlo tree search, MCTS) kanssa täydentäkseen

vahvistusoppimisen heikkoa järjestelmän tilojen läpikäyntiä.
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4 Pelitestaus Wuji-kehyksellä

Zheng ym. 2019 kehittivät Wuji-kehyksen testaamaan pelejä niiden teknisen toteutuksen

kannalta. Kehyksen tarkoitus on etsiä peleistä bugeja tutkimalla pelijärjestelmän tilat mah-

dollisimman laajasti. Kehys hyödyntää vahvistusoppimisen kanssa rinnalla syväoppimista,

jota kutsutaan syvävahvistusoppimiseksi (engl. deep reinforcement learning, DRL). Syvä-

oppimisen hyödyntäminen avaa kehykselle laajemman verkon luoda ”toiminto-tila”- pareja

sekä ominaisuuksia oppimisen parantamiseksi.

Wujia testattiin kolmessa eri pelissä, joista yksi oli yksinkertainen kahden ulottuvuuden sok-

kelopeli. Kaksi muuta peliä olivat monimutkaisempia taistelupelejä, joista toinen oli kah-

dessa ja toinen kolmessa ulottuvuudessa pelattavia. Näiden pelivalintojen pelityyppien sekä

ulottuvuuksien tärkeydestä mainitsimme tarkemmin luvussa 3. Peleiksi valittiin nämä kolme

syöteavaruuden laajudeltaan huomattavissa määrin eroavaa peliä, jotta kehyksen suoriutu-

mista voitiin verrata muihin metodeihin useassa mittakaavassa.

Vahvistus- ja syväoppimisen lisäksi Wuji hyödyntää useita eri algoritmeja täydentääkseen

vahvistusoppimisen heikkouksia. DRL:n tarkoituksena on keskittyä suoritettavan tehtävän

optimointiin ja palkkion maksimointiin. Lisäksi käytettyjä metodeja ovat evoluutio- ja mo-

nitavoiteoptimisaatioalgoritmit. Nämä käyvät läpi DRL:n heikkoudet, kuten järjestelmän ti-

lojen sekä pelikentän suppean läpikäynnin.
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Kuvio 2. Wujin sekä sen yksittäisten osien vertailu keskenään (Zheng ym. 2019)

Kehyksen suoriutumista aiemmin mainituissa kolmessa pelissä voimme tarkastella kuvios-

ta 2. Metodeja testattiin kyseisissä kolmessa pelissä luomalla uudelleen jo korjattuja buge-

ja, jotta kaikki menetelmät kykenisivät löytämään vertailtavan määrän bugeja. Huomattavaa

kuviossa on Wujin suoriutuminen verrattuna muihin menetelmiin kompleksisuudeltaan eri

tasoisissa peleissä. Verrattaessa ensimmäistä sekä viimeistä kaaviota näemmä Wujin ylläpi-

tävän kohtalaisen suoriutumistason pelin kompleksisuuden noustessa, kun taas muut mene-

telmät eivät suoriudu läheskään yhtä hyvin.
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5 Yhteenveto

Tutkielmassa käsittelimme vahvistusoppimisen mahdollisuuksia pelitestauksen automatisoin-

nissa kirjallisuuskartoituksen muodossa. Tavoitteena oli kartoittaa, millaisia malleja ja ke-

hyksiä tähän tarkoitukseen ollaan jo kehitetty, mitä heikkouksia sekä vahvuuksia niissä on

havaittavissa ja mitä mahdollisuuksia vahvistusoppimisen hyödyntämisellä on tulevaisuu-

dessa.

Vahvistusoppimisen mahdollisuuksiin keskityimme luvussa 3. Tarkastelemalla olemassa ole-

via malleja havaittiin, että mallit eivät juurikaan käytä vahvistusoppimista itsessään ilman

muiden metodien täydennystä. Tähän syynä oli luvussa 2.1 käsitelty kompromissi mahdolli-

simman laajan tilojen läpikäynnin ja optimaalisten toimintojen hyödyntämisen välillä. Pää-

simme siihen lopputulokseen, että vaikka pelaaminen prosessina on hyvin samankaltainen

tyypillisen Markovin päätösprosessin toimintasyklin kanssa, vahvistusoppimista hyödyntä-

vät automaattisen pelitestauksen mallit keskittyvät pelin laadun varmistamiseen sen teknisen

toteutuksen kannalta.

Luvussa 4 vertasimme muista malleista havaitsemiamme vahvistusoppimisen ominaisuuk-

sia Wuji-kehykseen, joka kehitettiin etsimään virheitä pelin teknisestä toteutuksesta. Zheng

ym. 2019 löysivät jo julkaistuista peleistä uusia bugeja, joita ihmistestaajat eivät olleet löy-

täneet pelin tuotantovaiheessa. Tämä toimi käytännön esimerkkinä vahvistusoppimisen hyö-

dyistä pelitestauksen automatisoinnissa. Tutkielman havaintojen perusteella voimme nähdä,

että ihmistestaajien korvaaminen vahvistusoppimista hyödyntävillä malleille on tietyissä ti-

lanteissa mahdollista.
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