Samuli Kurikka

Syvaoppimisen laskennallinen vaativaus

Tietotekniikan kandidaatintutkielma

23. toukokuuta 2022

Jyviskylén yliopisto

Informaatioteknologian tiedekunta



Tekijid: Samuli Kurikka

Yhteystiedot: sajojoku@student.jyu.fi

Ohjaaja: Tuomo Rossi

Tyon nimi: Syvidoppimisen laskennallinen vaativuus

Title in English: Computational complexity of deep learning
Tyo: Kandidaatintutkielma

Opintosuunta: Tietotekniikka

Sivuméira: 23+0

Tiivistelmé: Syvdoppiminen on maailmanlaajuisesti kidytossd oleva teknologia, jota hyo-
dynnetdin yhd etenevissd médrin eri aloilla. Tissd kandidaatintutkielmassa selvitetdin mikd
on syvdoppimisen laskennallinen vaativuus. Tutkielmassa avataan syvdoppimisen kasitteis-
tod sekd laskennallisen vaativuuden teoriaa. Syvaoppiminen on koneoppimisen alalaji, jossa
jéljitelladn ihmisaivojen neuronien toimintaperiaatteita. Tutkielma antaa pohjaa neuroverk-
kojen optimoinnin tutkimuksiin. Lihdekirjallisuus on keritty padosin tuoreista alan kunnioi-
tetuista julkaisuista ja tutkielma on toteutettu kirjallisuuskatsauksena. Tutkielmassa on esi-
tetty yksi mahdollinen esitys konvoluutionaalisen neuroverkon laskennalliselle vaativuudel-
le. Muisti- sekd aikavaativuus konvoluutionaaliselle neuroverkolle on esitetty kdyttden "iso
O-notaatiota". Aikavaativuudelle 16ydettiin yksi notaatio, mutta muistivaativuus on kahdelle

eri kerrokselle eli konvoluutio- seki lajittelukerrokselle.
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Abstract: Deep learning is a technology which is increasingly being used in different sec-
tors worldwide. In this bachelor’s thesis the subject is to find out what the computational
complexity for deep learning is. The thesis discusses the concepts of deep learning and so-
me theory of computational complexity. Deep learning is a subset of machine learning that
exploits the operating principles of neurons in the human brain. This thesis provides a basis

for research into the optimization of neural networks. The references for this thesis has been



collected mainly form recent reputable publications of the field and the thesis has been con-
ducted as a literature review. The thesis presents one possible representation of the computa-
tional complexity of a convolutional neural network (CNN). The time and space complexity
for a CNN is represented using "Big O notation". Complexities for CNN were presented
using multiple notations. Time complexity was presented using only one notation, but space
complexity has two diffrent notations, one for convolutional layer and the other for fully

connected layer.
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Termiluettelo

Notaatio Symboliikkajirjestelmd, jolla kuvataan matemaattisia tavoit-
teita ja ideoita.

Nimitetty aineisto Nimetty aineistoa kiytetiin valvotussa syvdaoppimisen opetus-
muodossa, sydte kuvataan tulosteeksi esimerkki syote-tuloste

parien muodossa (Cunningham, Cord ja Delany 2008)).

il



Kuviot

Kuvio 1. Tekodlyn taksonomia (Alom ym. 2019) .............

Kuvio 2. Valvotun oppimisen havainnollistus (Murphy 2012)

Kuvio 3. Konvoluutionaalisen neroverkon rakenne (Alom ym. 2019).......................
Kuvio 4. Sobel reunanetsintimaskit (Vincent, Folorunso ym.2009) ........................

v



Siséllys

1 JOHDANTO ..o e e e e e e e 1
2 SYVAOPPIMINEN ...ttt e e 3l
2.1  Valvomaton ja vahvistettu OppIimMINen ..........ovveeeeiiiiiiiineeeeeeiiinnnnnn. )
2.2 Valvottu ja puolivalvottu Oppiminen..........c.ccoveeeeeiiiiiiieeeeeeeiiinnnn..
3 LASKENNALLINEN VAATIVUUS ..ot e e 7
4 KONVOLUUTIONAALISET NEUROVERKOT ...ooiiiiie i S
4.1 Sobelin reUNANELSINTA .. ... oven ettt e e e e e e e e i Ol
4.2 KN laskennallinen aikavaatiVuus . ........oeuunn e oo e [
4.3 KN laskennallinen muiStivaatiViUS . . ... e v v vunnnn e ettt e 1
5 YHTEENVETO . ..ot e e e e e e 13
LAHTEET .« .ot e e e e e



1 Johdanto

Syvédoppimisesta on yhi enenevissd miirin tulossa suosituin tyokalu tekodlyongelmien rat-
kaisuun (Justus ym. 2018). Syvidoppimisen algoritmit kuvan ja didnen tunnistuksessa, kdin-
noksissid, sekd muissa laskennallista tehoa vaativissa tehtdvissd ovat osoittautuneet maail-
manlaajuisesti yhdeksi tehokkaimmista ratkaisuista néihin tehtdviin (Thompson ym. [2020).
Syvioppimisen tehokkuuden hintana tulee resurssien tarve. Jotta syvioppimisen metodit oli-
sivat hyodyllisid ja kannattavia, tulee niiden toimia tehokkaasti. Thompson ym. (2020) ker-
tovat artikkelissaan, kuinka syvidoppimisen algoritmit vaativat suuren miérin laskentatehoa

toimiakseen tehokkaasti.

Tami tutkielma tehdédédn kirjallisuuskatsauksena, jossa pyritddn selvittdmiddin syvaoppimi-
sen laskennallista vaativuutta. Tutkielmassa esitetddn ensin syvdoppimisen seki laskennalli-
sen vaativuuden méiéritelmii kirjallisuuden avulla, minki jilkeen perehdytiin yhteen valit-

tuun syvioppimisessa kidytettyyn menetelmiin tutkien sen aika- sekd muistivaativuutta.

Téassd kirjallisuuskatsauksessa avataan ensin syvidoppimisen késitettd, sekd millaisiin oppi-
misen osa-alueisiin syvdoppiminen jakautuu. Sen jidlkeen perehdytéén laskennalliseen vaati-
vuuteen, missd selvitetddn milld keinoin algoritmin tehokkuutta analysoidaan ja miten tehok-
kuus ilmaistaan kiyttden matemaattisia notaatioita. Laskennallinen vaativuus jaetaan kah-
teen osa-alueeseen: muisti- sekd aikavaativuuteen. Yleisesti laskennallisella vaativuudella
tarkoitetaan algoritmin tarvitsemia resursseja; aikavaativuus eli laskentaoperaatioiden méari
sekd tilavaativuus eli muisti (Bossaerts ja Murawski2017). Syvdoppimisen ja laskennallisen
vaativuuden teorian esittelyn lisdksi syvennytiddn konvoluutionaalisiin neuroverkkoihin (KN)
sekd yhteen verkossa kiytettivdidn ominaisuuksien erottelutekniikkaan; Sobel reunanetsin-
tddn (engl. Sobel edge detection). KN on syvdoppimisen luokka, joka hyodyntédd tutkittavan
datan yksinkertaista yksi- tai kaksiulotteista rakennetta (Goodfellow, Bengio ja Courville
2016). KN rakenteen ja toimintatavan selvityksestd huomion siirtyy KN laskennallisen vaa-
tivuuden esittdmiseen tutkielmassa jo esiteltyjd menetelmiéd hyvéksi kédyttaen. Tutkielmassa

tutkimusongelmat ovat:

* Miké on syvidoppiminen?



* Miké on kovoluutionaalisen neuroverkon laskennallinen tila- ja aikavaativuus?

Tutkielmassa selvitetdin mitd on syvdoppiminen seki millaisia opetustekniikoita sithen kuu-
luu. Sekd etsitddn ldhdekirjallisuuteen pohjautuen, mikid on syvéoppimisen laskennallinen
vaativuus. Tarkemmin, mikd on konvoluutionaalisen neuroverkon laskennallinen vaativuus.
Tutkielmassa kéytettiin muun muassa seuraavia hakusanoja seki niiden eri kombinaatioita:
computational complexity, time complexity, space complexity, artificial intelligence, convolu-
tional neural network, computational complexity for neural network, computational complexi-

ty for convolutional neural network.



2 Syviaoppiminen

Modernit syvidoppimisen metodit tarjoavat erinomaisen tyokalun tekodlyongelmien ratkai-
suun (Goodfellow, Bengio ja Courville 2016). Syvéd neuroverkko kykenee yhd etenevissi
midrin monimutkaisempiin toimintoihin lisddmailld verkkoon kerroksia, ja neuroneita nii-
hin kerroksiin (Goodfellow, Bengio ja Courville 2016). Syvén neuroverkon toimintamalli
on saanut inspiraationsa ihmisaivojen toiminnasta (Agatonovic-Kustrin ja Beresford [2000).
Verkon osat rakentuvat useista neuroneista, jotka saavat syotteen edellisen kerroksen neu-
roneilta (Agatonovic-Kustrin ja Beresford [2000). Syétteeseen siséltyy painoarvo, joka sidi-
telee, otetaanko neuronin kontribuutio mukaan verkon toimintaan (Agatonovic-Kustrin ja

Beresford [2000).

Suurin osa tehtdvistd, joita yritetddn ratkaista kiyttden syvid neuroverkkoja, on muodostaa
tulos verkolle annettavasta syotteestd (Goodfellow, Bengio ja Courville |2016). Syotteen
késittely on ihmiselle helppo ja nopea tehtidvd. Esimerkiksi ihmiselle on helppoa tunnistaa
kuvasta numero, mutta onnistunut kuvasta tunnistaminen kiyttden syvioppimista, edellyttdi
muun muassa tarpeeksi suurta merkittyd opetusaineistoa (Goodfellow, Bengio ja Courville

2016).

Kuviosta 1 ndhdiin, kuinka eri tekoidlyn osa-alueet ovat karkeasti jaoteltu eri osa-alueisiin.
Alom ym. (2019) artikkelissaan kirjoittaa, ettd 1950 alkunsa saanut tekoédlyn osajoukoksi
kategorisoitu algoritmeja tutkiva ala; koneoppiminen syntyi ja mullisti useat alat viimeisen
muutaman vuosikymmenen aikana (Alom ym.2019). Neuroverkot ovat koneoppimisen ala-

laji ja vastaavasti syvdoppiminen on neuroverkkojen osajoukko.

Yksi laajalti kiytossd oleva syvdoppimisen luokka on konvoluutionaaliset neuroverkot (engl.
Convolutional Neural Networks) (LeCun, Bengio ja Hinton 2015). Konvoluutionaaliset neu-
roverkot ovat suunniteltu kédsittelemiin tietoa, joka pystytdin kuvaamaan kaksiulotteisten
taulukkojen muodossa (LeCun, Bengio ja Hinton [2015)). Esimerkiksi RGB-virimalli koos-
tuu kolmesta matriisista, jotka siséltdvit pikselin kolme eri vérikanavaa: punainen, vihred
ja sininen. Konvoluutionaalisen neuroverkon toimintaperiaate pohjautuu neljdéin keskeiseen

prinsiippiin: paikalliset yhteydet, painotetut arvot, jaottelu sekd monien kerroksien kdyttami-
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Kuvio 1. Tekodlyn taksonomian havainnollistus (Alom ym. 2019)) mukaisesti kuvattuna.

nen verkossa (LeCun, Bengio ja Hinton 2015). Konvoluutionaalisen neuroverkon yksityis-
kohtaisempaan verkon rakenteeseen syvennytdédn timéin kirjallisuuskatsauksen kolmannessa

luvussa.

Seuraavaksi kasitelldén syvidoppimisen ldhestymistapoja, jotka voidaan jaotella seuraavasti:
valvottu oppiminen, puolivalvottu tai osaksi valvottu oppiminen, valvomaton oppiminen ja
vahvistettu oppiminen (Alom ym.2019). Vahvistettu oppiminen (engl. Reinforcement Lear-
ning (RL)) usein asetetaan puolivalvotun tai valvomattoman oppimisen alaisuuteen (Alom

ym. 2019).

2.1 Valvomaton ja vahvistettu oppiminen

Valvomattomassa oppimisessa neuroverkon opettaminen voidaan tehdi tdysin nimedmétto-
milld aineistolla (Alom ym. [2019). Tdma tarkoittaa sitéd, ettd tdlloin kone oppii syotteen
sisdiset esitykset tai tdrkedt piirteet 10ytddkseen tuntemattomia suhteita tai rakenteita syo-
tetystd datasta (Alom ym. 2019). Esimerkiksi klusterointi tai dimensioiden pienentiiminen

katsotaan valvomattomiksi oppimismenetelmiksi (Alom ym. 2019).

Vahvistettu oppiminen on oppimisen tapa, joka kédyttdad palkkio-rangaistus -periaatetta (Long
ja He 2020). Tasséd verkko saa "palkkion", kun on jatkuvassa positiivisessa vuorovaikutuk-
sessa oppimisympdariston kanssa 16ytiddkseen optimaalisen strategian tai maksimaalisen po-

sitiivisen palkkion (Long ja He[2020).



2.2 Valvottu ja puolivalvottu oppiminen

Yleisin oppimisen muoto syvidoppimisessa on valvottu oppiminen (engl. Supervised Lear-
ning) (LeCun, Bengio ja Hinton 2015). Valvottu oppiminen pohjautuu syvdoppimisen ver-
kon opetustekniikkaan, jossa kiytetddn nimitettyd aineistoa (LeCun, Bengio ja Hinton 2015).
Nimetylld aineistolla tarkoitetaan syotettd, jossa syOteaineiston kaikki alkiot ovat valmiiksi
luokiteltu johonkin kategoriaan ja jokaisella alkiolla on tieto, mihin kategoriaan se kuuluu
(LeCun, Bengio ja Hinton 2015)). Harjoittelun aikana koneelle sy6tetdédn harjoitteluaineisto,
josta verkko palauttaa tuloksen pistevektorin muodossa (LeCun, Bengio ja Hinton [2015).
Pistevektori kuvaa kullekkin kategorialle verkon tuottamia pisteméérid. Onnistuneessa ope-
tuksessa halutulla kategorialla on suurin pistemdird (LeCun, Bengio ja Hinton 2015)). Val-
votussa oppimisen opetusprosessissa verkko saa vastauksena hédvidarvoja, joiden avulla se
pystyy iteratiivisesti muokkaamaan parametrejaan saadakseen paremman tuloksen (Lillic-
rap ym. |2020). Tétd opetustapaa kutsutaan vastavirta-algoritmiksi (engl. backpropagation)
(Lillicrap ym. 2020). Tdhén opetustapaan ei syvennytd tissd tutkielmassa mainitsemisen li-
siksi sen enempdd. Puolivalvotussa oppimisessa verkon opetus muistuttaa paljon valvottua
oppimista (Alom ym.|2019)). Ero puolivalvotun ja valvotun oppimisen vililla on, ettd aineis-

to on puolivalvotussa oppimisessa vain osittain nimetty (Alom ym.[2019).

Kuviossa 2 on havainnollistettu Murphy (2012) mukaan valvotun oppimisen nimettya ja
puolivalvotun oppimisen osaksi nimettyé aineistoa ja niiden toimintaperiaatetta. Vasemman
puoleisessa kuvassa on nimettyi ainestoa, joka kuvastaa vdritettyjd kuvioita. Kuvioissa on
my0s kolme ei-merkattua testikuvioa. Oikeanpuoleisessa N x D taulukossa on ominaisuus-
jaottelu, jossa sarakkeet kuvaavat kuvioiden eri ominaisuuksia ja rivi x; on yhden alkion omi-
naisuusjoukko. Viimeinen yksisarakkeinen taulukko kuvastaa valvotun oppimisen tulosvek-
toria y;, joka tidssd esimerkkitapauksessa on binidérinen jaottelu, jossa oppimisen tuloksena

palautetaan kahdesta mahdollisesta arvosta toinen, y; € {0, 1} (Murphy 2012).

Syvidoppimisen metodit, jotka suorittavat syotteelle luokitteluoperaatioita, kdyttavit valvot-
tua ja puolivalvottua oppimista (Murphy [2012). Aineiston luokittelussa pdiméédra on muo-
dostaa syétteestd x tulos y, jossay € {1,...,C} (Murphy2012). C on luokitteluun kiytettdvien
luokkien lukumiira. Jos C = 2, luokittelua kutsutaan binédériseksi luokitteluksi (enlg. binary

clasification). Jos C > 2, puhutaan moniominaisuusluokittelusta (engl. multiclass clasifica-
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Kuvio 2. Valvotun oppimisen havainnollistaminen (Murphy 2012) mukaisesti kuvattuna.

tion) (Murphy 2012). Jos luokat eivit ole keskenéén poissulkevia (esimerkiksi jos ihminen
luokitellaan pikéksi ja vahvaksi), puhutaan moniominaisuus luokittelusta (engl. multi-label

clasification) (Murphy 2012). Kun puhutaan luokittelusta tdssi kirjallisuuskatsauksessa, tar-

koitetaan moniluokka luokittelua, joka antaa yhden ulostuloarvon (Murphy 2012).

Tissd kappaleessa kisiteltiin syvdoppimista, seki syvaoppimisen eri oppimistekniikoita. Seu-
raavaksi huomio siirtyy laskennalliseen vaativuuteen. Seuraavassa kappaleessa kdydaén ldpi

pintapuoleisesti laskennallisen vaativuuden teoriaa, sekd mitd tekniikoita kdytetddn vaativuu-

den esittamiseen.




3 Laskennallinen vaativaus

Puhuttaessa laskennallisesta vaativuudesta, tarkoitetaan laskettavissa olevien ongelmien ki-
sittelyd (Bossaerts ja Murawski 2017). Ongelma on laskettavissa, jos se voidaan ratkaista
laitteella, jossa laite ottaa syotteend minkéd tahansa tdsmillisen matemaattisen lausekkeen, ja
ndin laite pdittdd onko lauseke tosi vai epitosi (Bossaerts ja Murawski 2017). Laskennal-
linen vaativuus titen kuvaa laskennallisten ongelmien ratkaisemiseen tarvittavia resursseja
(Bossaerts ja Murawski [2017). Kun tiedetddn, miten laskentaresurssivaatimukset kasvavat,
saadaan tietoa ratkaistavan ongelman monimutkaisuudesta (Bossaerts ja Murawski 2017).
Yleisimmin tarvittavat resurssit ovat aika (aikavaativuus eli laskentaoperaatioiden mééari),
jota kutsutaan aikakompleksisuudeksi, sekad tila (tilavaativuus eli muisti), jota kutsutaan tila-

kompleksisuudeksi (Bossaerts ja Murawski 2017).

Ohjelman suoritusaika madrittdd laskettavan ongelman suurimman mahdollisen ulottuvuu-
den, joka pystytiddn ratkaisemaan (Shi-kuo 2003). Ongelman laskennallista vaativuutta tar-
kastellessa tulos riippuu kahdesta tekijasti: tietokoneen laskentatehosta ja tietokoneen kéayt-
tamastd kddntdjastd (Shi-kuo[2003). Kddntijilla tarkoitetaan sitd, miten kone kayttdad kdytos-
sd olevia resursseja ongelman ratkaisuun (Shi-kuo [2003). Jotta laskennallinen vaativuuden
laskemisen tulos olisi mahdollisimman universaali, ja olisi riippuvainen mahdollisimman vi-
hdisestd maardstd tekijoitd, on tirkedd kayttdad laskennassa tekniikoita, jotka eivit ota huo-
mioon koneen laskentatehoa tai kddntdjad (Shi-kuo [2003). Merkintitapana kdytetdén niin

kutsuttua "Iso O- notaatiota (enlg. "Big O notation") (Shi-kuo 2003).

"Iso O- notaatio"on merkintdmuoto, joka on yleisesti kidytdssd oleva tapa, jota kidytetddn
algoritmien luokittelussa (Chivers ja Sleightholme 2015). Notaatio kuvaa, kuinka algorti-
mi suoriutuu annettavasta tehtdavistid, kun syotteen koko muuttuu (Chivers ja Sleightholme
20135)). Esimerkiksi, jos n kuvaa syo6tteen kokoa ja algoritmin laskennallinen vaativuus on li-
neaarinen, niin silloin notaatiomerkinti vaativaudelle on O(n). Timi tarkoittaa, ettd jokaista
syotealkioyksikkod vastaan tarvitaan yksikko aikaa tai yskikko muistia, riipputen siitd onko

kyseessé aika- vai tilakompleksisuuden kuvaus.



4 Konvoluutionaaliset neuroverkot

Konvoluutionalliset neuroverkot (KN) ovat syvdoppimisen luokka, jossa datan kisittelyta-
vassa hyOodynnetdin syotteen taulukkomaista rakennetta (Goodfellow, Bengio ja Courville
2016). Konvoluutionalliset neuroverkot ovat hyvé tyokalu esimerkiksi kuvan tunnistamises-
sa tai muokkaamisessa, silld kuvat muodostuvat pikseleistd, jotka ovat ruudukkomaisessa
2D-taulukossa (Goodfellow, Bengio ja Courville 2016). Sanapari "konvoluutionaaliset neu-
roverkot"juontaa juurensa matematiikasta. Verkko kayttidd laskuoperaatioissa konvoluutiota,
joka on kahden funktion yhdistamistd kolmanneksi funktioksi (Goodfellow, Bengio ja Cour-

ville 2016).

KN koostuvat syote- ja ulostulokerroksen lisdksi useasta piilokerroksesta (Valueva ym.2020).
Piilotettu osa koostuu konvoluutiokerroksesta, ominaisuukisen luokittelukerroksesta (engl.
Pooling Layer) ja tdysinkytketysti luokittelukerroksesta, joka kisittelee ominaisuuksien luokittelu-
ja konvoluutiokerroksilta saatuja tuloksia (Valueva ym. 2020). KN kéayttdd yleensd paljon
laskentaresursseja konvoluutiokerroksessa, miké johtaa verkon kisittelemin tiedon mééran
jyrkkddn kasvuun (Valueva ym. 2020). Kasvun kontrolloimiseen kdytetddn ominaisuukisen
luokittelukerroksen "max poolingia" (Valueva ym. 2020). Luokittelukerros lajittelee konvo-

luutiokerroksen tuottamat ominaisuudet haluttuun kokonaisuuksiin (Valueva ym. 2020).

Koska KN antavat hyvit tyokalut kuvankésittelyyn ja ovat etulyontiasemassa tietokonendon
kehityksessd (Lei ym. [2020), kdytetdin tdssd tutkielman osassa kuvankdsittelyd esimerkkind

havainnollistamaan KN toiminnallisuutta.

Kuviossa 3 on hahmoteltu konvoluutionaalisen neuroverkon rakenne Alom ym. (2019) ar-
tikkelista mukailtuna. Ensimmaéinen kerros verkossa on konvoluutiokerros. Kuvan muok-
kaamisessa konvoluutio-operaatio voisi olla esimerkiksi kuvan horisontaalisien rajojen ko-
rostaminen. Rajojen korostamiseen tarkoitettu algoritmi voi olla esimerkiksi Sobel reunanet-
sintd (Sobel 2014). Sobel reunanetsintdd hyddynnetddn konvoluutionaalisen neuroverkon
konvoluutiokerroksella ja sen tarkempi toiminta esitetddn seuraavassa luvussa. Konvoluutio-
operaatiossa hyddynnetddn matriisilaskentaa ja se tapahtuu kdyttdmalld matriisiydinti (engl.

Kernel) (Goodfellow, Bengio ja Courville 2016). Konvoluutiokerrokseen tulevalle syotteelle



tehddédn haluttu matriisioperaatio, jonka seurauksena kuvan koko pienenee ja syntyy joukko
kuvia, jotka esittdvit alkuperdisen kuvan ominaisuuksia (Goodfellow, Bengio ja Courvil-
le 2016)). Télloin puhutaan ominaisuusjoukosta tai ominaisuuksien jaottelusta (engl. feature
map tai pooling layer) (Goodfellow, Bengio ja Courville [2016). Seuraavassa kerroksessa
toteutetaan konvoluutio-operaatio vastaavasti juuri saaduille ominaisuuksille. Tété jatketaan
luokittelukerrokseen asti. Luokittelukerroksessa ominaisuudet kidyddén ldpi samalla antaen
ominaisuuksille painoarvo, jota hyddynnetidin, kun verkko saa opetussyotteen jilkeen kate-
gorisoitavaa dataa (Goodfellow, Bengio ja Courville 2016). Luokittelukerroksessa verkko
muodostaa painoarvoilla varustetuilla ominaistuuksilla todennédkdisyydet kategorioille, joita

syote voisi edustaa (Goodfellow, Bengio ja Courville 2016).

Syite
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Kuvio 3. Konvoluutionaalisen neuroverkon kokonaisarkkitehtuuri (Alom ym. 2019) mukai-

sesti kuvattuna.

4.1 Sobelin reunanetsinti

Sobelin reunanetsintd, nimetty tekijoidensd Irwin Sobelin ja Gary Feldmanin mukaan, on
yksi kuvan muokkaukseen ja manipulointiin kdytettdva reunanetsintdalgoritmi (Sobel 2014).
Sobelin reunanetsintdd kiytetddn kuvien kisittelyssd, erityisesti kuvissa olevien reunojen
etsimiseen, jossa algoritmi luo sydtekuvasta uuden kuvan, jossa reunat ovat korostettuna

(Sobel [2014)).

Sobelin reunanetsintii kédytetdaan hyviksi konvoluutionaalisissa neuroverkoissa (Gao ym.[2010).
Kuvan reunanetsintidalgoritmit perustuvat kuvan kontrastin suurentamiseen ja karkean tason

filtterdintiin  (Gao ym. 2010). Sobelin reunanetsinnissid on kaksi matriisiydinti, jotka toi-
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mivat kuvan ominaisuuksien, tisséd tapauksessa reunojen, korostamisessa (Gao ym. |[2010).
Kuviossa 4 nihdddn x ja y matriisit, joita reunaetsinndssd hyodynnetddan. Kuvion vasem-
malla puolella oleva matriisi x on filtteri, joka korostaa kuvan vertikaalisia reunoja. Konvo-
luutiokerroksella matriisilaskennassa x suurentaa jokaisen pikselin arvoa sen arvon verran,
kuinka suuri vastaava arvo on matriisissa. x:n ensimmadinen konvoluutio tuottaa sellaisen
ominaisuuskuvan, jossa vertikaaliset rajat ovat korostettu, koska matriisin keskimmaéisessi
sarakkeessa olevat nollat eivit korosta siind kohtaa vastaavia pikseleitd (Vincent, Folorun-
so ym. [2009)). Vastaavasti matriisi y korostaa kuvan horisontaalisia viivoja samalla toimin-
taperiaatteella, kuin matriisi x korostaa vertikaalisia rajoja. Hyvin konfiguroidulla Sobel-
reunanetsintdalgoritmin avulla syntyy kuva, jossa reunojen ja reunojen sisi- ja ulkopuolel-
la olevien alueiden vélille muodostuu suuri kontrasti (Vincent, Folorunso ym. 2009). Tu-
los osoittaa ndin, kuinka &killisesti tai pehmeisti kuvan rajat muuttuvat missékin kohtaa ja
niin ollen kuinka todennikdisesti kuvan osa on reuna ja mihin suuntaan se on orientoitunut

(Vincent, Folorunso ym. 2009).

-1 0 1 1 2 1
x= -2 0 2 y= 0 0 0
-1 0 1 -1 -2 -1

Kuvio 4. Kuvaus Sobel reunanetsintimaskeista (Vincent, Folorunso ym. 2009) mukaisesti

kuvattuna.

Seuraavaksi esitetidin aika- sekd muistivaativuudet erdille konvoluutionaaliselle neuroverkol-
le. Kappaleessa 4.1 esitetddn aikavaativuus He ja Sun (2015) kirjoittamassa artikkelissa esi-
tetyn konvoluutionaalisen neuroverkon avulla. Kappaleessa 4.2 esitetdén vastaavasti muisti-
vaativuus Qiu ym. (2016)) artikkelissa olevan verkon avulla. Molemmissa edelld mainituissa
artikkeleissa on kidytetty eri konvoluutionaalista neuroverkkoa. Seuraavaksi esitetyt muisti-
sekd aikavaativuudet on luotu niissé artikkeleissa olevien verkkojen pohjalta. Universalin

notaation 1oytdminen KN:lle on vaikeaa, koska notaatio muotoutuu verkon rakenteen mu-
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kaisesti.

4.2 KN laskennallinen aikavaativuus

He ja Sun (2015) arvioivat, ettd konvoluutionaalisen neuroverkon kaikkien konvoluutioker-

roksien laskennalliselle vaativuudelle pétee seuraava notaatio:

Aika =0 Zd:nll*slz*nl*mlz “4.1)
=1

Kaavassa 4.1 ndhdéin, ettid notaatiossa ! on konvoluutiokerroksen indeksi, d on /:nnen kon-
voluutiokerroksen syvyys (ts. konvoluutiokerroksien midrd). n; _; voidaan tulkita myos syo-
tekanavien maiiriksi /:114 kerroksella. s; on filtterin (matriisiytimen) koko (pituus). m; on
konvoluutiokerroksen tuloksen ominaisuuskuvan koko. Konvoluutionaalisen neuroverkon las-
kennallinen aikavaativuus siséltdd verkon konvoluutiokerroksien sekid matriisiydinten luku-
madrit, eli kokonaisaikavaativuus on niiden konvoluutiokerroksien ja matriisiydinten sum-

ma (Jiang ym. 2020).

KN laskennallinen aikavaativuus muodostuu konvoluutiokerroksien summasta. Jokaisessa
konvoluutiokerroksessa on matriisiydin, jonka koko on s;, sekii konvoluutiokerroksen ulos-
tulon ominaisuuskuvan koko m;. Nami komponentit muodostavat KN laskennallisen aika-
vaativuuden. Lu ym. (2018) mukaan luokittelukerroksen ja ominaisuuksien jaottelukerrok-
sen operaatioihin menee vain 5% - 10% ajasta. Tamé vuoksi aikavaativuuden notaatioihin
ei yksinkertaisuuden vuoksi oteta huomioon luokittelukerrosta eikd ominaisuuksien lajitte-

lukerrosta.

4.3 KN laskennallinen muistivaativaus

KN muistivaativuus muodostuu verkon kédyttaméstd muistiresursseista, jota verkko tarvitsee
tehdédkseen vaadittavat laskuoperaatiot seki varastoidakseen parametrit ja painoarvot (Qiu
ym. 2016). Toisin kuin aikavaativuuden kompleksisuudessa, muistivaativuuden laskennassa

muistiresursseja eniten vaativat luokittelukerros sekd konvoluutiokerros (Qiu ym.[2016).
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Qiu ym. (2016) mukaan muistivaativuus koostuu n;, ja n,,; konvoluutioytimien dimensioista
ja jokaisella ytimelld on k2 painoarvo. Tisti saadaan, etti KN konvoluutiokerroksen muisti-

vaativuus kaavan 4.2 mukaan on

Muistixony = O | 1 * noy * k> 4.2)

Luokittelukerros (LK) soveltaa kertolaskua konvoluutiokerrokselta tulevaan syotteeseen. Niin
ollen muistivaativuus luokittelukerrokselle on kerrokselle tulevan ominaisuuusjoukon koko

kaavan 4.3 mukaisesti:

Muistijg = O\ njy * noy 4.3)

KN muistivaativaus méériytyy verkon kédyttdmien parametrien madrastd (Qiu ym. [2016).
Verkko varastoi viliaikaisesti tietoa, joka koostuu verkon kiyttimien parametrien painoar-
voista (Qiu ym. 2016). Mitd enemmain verkolla on parametreja kdytossd, sitd enemmaén
muistia tarvitaan harjoittamaan verkko. Konvoluutiokerroksen operaatiot kattavat suurim-
man osan konvoluutionaalisen neuroverkon kokonaisoperaatioista (Qiu ym. |[2016)). Tdmén
vuoksi aikavaativuus on konvoluutiokerroksella paljon suurempi miti luokittelukerroksella

(Qiu ym. 2016).
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5 Yhteenveto

Téssi kirjallisuuskatsauksessa syvennyttiin syvdoppimisen ja laskennallisen vaativauden ki-
sitteisiin, sekd selvitettiin, mitd eri oppimisen tapoja syvidoppimiseen kuuluu. Tutkielmassa
késiteltiin myOs konvoluutionaalisen neuroverkon laskennallista vaativuutta. Syvdoppimi-
nen jaetaan neljddn oppimisen osa-alueeseen: valvomaton, vahvistettu, valvottu seké puoli-
valvottu oppiminen, joista eniten kiytetty oppimisen tapa on valvottu oppiminen. Valvottu
oppiminen perustuu oppimistekniikkaan, joka hyddyntidd oppimisessa aineistoja, jotka ovat
valmiiksi luokiteltu eri kategorioihin. Ndin oppiminen tapahtuu sditelemilld verkon sisdisid
parametreja sellaisiksi, ettd verkon opetuksen jidlkeen syotetty aineisto kategorisoidaan oi-
kein mahdollisimman suurella tarkkuudella. Seuraavaksi kirjallisuuskatsauksessa siirryttiin
kisittelemién laskennallista vaativuutta, ja universaalisti kidytossé olevaa tapaa, jolla lasken-

nallinen vaativuus kuvataan. Tutkielmassa kiytettiin merkintitapana "iso O-notaatiota".

Tutkielmassa esiteltiin syvdoppimisen luokka konvoluutionaaliset neuroverkot. Siind verkko
hyodyntdd opetuksessa syotteen yksi- tai kaksiulotteista rakennetta. Verkko jakautuu kah-
teen eri kerrokseen: konlovuutio- seké luokittelukerrokseen. Konvoluutiokerros on vastuus-
sa syOtteen ominaisuuksien kerddmisestd sekd luokittelusta. Konvoluutiokerroksessa syottet-
td késitellddn eri matriisioperaatioilla, joiden seurauksena syotteend saatava aineisto piene-
nee. Ominaisuuksien kerddmisestd verkko siirtdd ominaisuudet luokittelukerrokselle, jossa

verkko laskee ominaisuuksien tirkeyden, ja ndin muodostaa tuloksen.

Konvoluutionaalisien neuroverkkojen rakenteen havainnollistaminen ja laskennallisen vaa-
tivuuden teorian esitteminen toimivat vilttdmittomind esitietona tutkielmalle, jotta konvo-
luutionaaliselle neuroverkolle 16ydettiin laskennallinen vaativuus. Vaativuus etsittiin ldhde-
kirjallisuutta kédyttien verkon kayttimalle ajalle sekd muistille, eli aika- ja tilakompleksisuu-
delle. Muisti- ja aikavaativuudelle esitettiin kompleksisuutta kuvaavat notaatiot. Lahdekir-
jallisuudesta 16ydettiin verkon rakenteesta johdettu notaatio, josta tehtiin johtopaitds, ettd
muistivaativuus on kaikkien konvoluutiokerroksien summa. Konvoluutiokerrokset kattavat
suurimmaksi osaksi verkon laskemiseen kidytetyn ajan. Muistivaativuuden esittiminen pe-
rustuu verkon tarvitsemiin muistiresursseihin. Muistikompleksisuuden kuvaus jaettiin kah-

teen osaan, verkon konvoluutio- ja lajittelukerroksen muistivaativuuteen. Verkon kovoluu-
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tiokerros tarvitsee muistia kuvan ominaisuuksien erotteluun ja etsimiseen. Niiden lisdksi,
konvoluutiokerros tarvitsee muistiresursseja ominaisuuksille annetun painoarvon varastoin-
tiin. Luokittelukerros tarvitsee painoarvojen lisdksi ominaisuusjoukon kisittelyyn tarvittavan
muistikapasiteetin. Sekd konvoluutiokerrokselle, ettd luokittelukerrokselle 16ydettiin omat

notaatiot kuvaamaan tilakompleksisuutta.

Tutkielman tutkimuskysymykseen vastaavan tiedon 10ytdmistd rajoitti ldhdekirjallisuuden
nidkemyserot. Kompleksisuuksien etsimistd haastoi verkkojen vaihtelevat rakenteet, joiden
mukaan 10ydetyt kompleksisuudet ja niitd kuvaavat notaation on tehty. Universaalia aika- ja
muistivaativuutta konvoluutionaalisille neuroverkoille oli erittdin haastavaa 10ytéd ja sitd ei
tahin kirjallisuuskatsaukseen 16ydetty. Tulevaisuudessa tutkimusaiheena muisti- ja aika vaa-
tivuuden etsiminen tulisi olemaan erittdin hyodyllinen. Neuroverkkojen kiyttidessé yleisesti
paljon energiaa toimiakseen, olisi hyodyllistd, mikéli tulevaisuudessa neuroverkkoja pystyt-
tdisiin optimoimaan niin, ettd ne kiyttavit vihemmain laskentaresursseja, mutta eivit samalla
menetd tehokkuutta tai tarkkuutta. T4lloin mahdollistetaan verkkojen kdyttdoasteen kasvu ja

samalla niiden aiheuttaman hiilijalanjéljen pieneneminen.

Tutkielmassa pyrittiin hyddyntdméén tiedonldhteend mahdollisimman uutta kirjallisuutta mah-
dollisimman luotettavista ldahteistd. Tama huomioiden, alan nopea kehitys aikaansaa sen, et-
td jotkut ldhteistd ovat suhteellisen vanhoja. Tutkielmassa on pyritty siihen, ettd kdytossd on
vain uusinta saatavilla olevaa tietoa, poislukien laskennalliseen vaativuuteen liittyviit teoreet-

tiset mallit, jotka ovat edelleen tiiviissd kdytossd alan tutkimuksissa ja kirjallisuudessa.
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