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tavien ja itseohjautuvien ajoneuvojen alalla. Tutkimuksessa havaittiin, että niiden käyttö on

ollut yleistä etenkin kuljettajan aikomusten ennustamisessa. Vanhana koneoppimisen mene-
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1 Johdanto

Moottoriajoneuvot ovat parin viime vuosikymmenen aikana alkaneet muuttua yhä älykkääm-

miksi. Yksinkertaisimmillaan ne ovat alkaneet varoittaa ja tiedottaa kuljettajaa eri asioista

kuten kaistan rajoista ja auton nopeudesta. Myös ajamista avustavissa järjestelmissä on alka-

nut kehitys, jossa vaaratilanteissa hyödynnetään tekoälyä ohjaamaan ajoneuvoa kuljettajan

sijaan. Autonomisista ajoneuvoista olisi suuri hyöty yhteiskunnalle. Ne muun muassa vä-

hentäisivät liikenneonnettomuuksia, parantaisivat liikennettä ja mahdollistaisivat vanhusten

ja sairaiden matkustuskyvyn säilyttämisen (Broggi ym. 2016).

Viime vuosina teknologia on edistynyt jo niin pitkälle, että idea täysin autonomisista kulku-

neuvoista on alkanut siirtyä scifikirjallisuudesta arkitodellisuuteen, ja niin tieteellinen kuin

kaupallinenkin kiinnostus on kohdistunut sen toteuttamiseen käytännöllisesti ja turvallisesti.

Autonomisen kulkuneuvon täytyy pystyä tekemään päätöksiä sensoreista saatujen havain-

tojen perusteella, joihin liittyy tuntemattomia tekijöitä. Auton täytyy esimerkiksi osata tun-

nistaa jos toinen tielläkulkija aikoo vaihtaa kaistaa, mutta sensorit eivät voi nähdä mitä sen

toisen auton sisällä tapahtuu, vaan päätös täytyy tehdä sillä hetkellä saatavilla olevien ha-

vaintojen avulla.

Yksi tapa mallintaa tällaista tilaa ajan mittaan vaihtavaa systeemiä jossa varsinaisia tiloja ei

voida suoraan havaita ovat Markovin piilomallit (Hidden Markov models, HMM), jotka ovat

saaneet nimensä venäläisen matemaatikon Andrei Markovin mukaan, ja joiden perusteorian

julkaisi Baum ja Petrie (1966). Markovin piilomallit on tunnettu jo 60-luvulta lähtien, ja

niiden käyttö on viime vuosikymmeninä noussut hallitsevaan asemaan (Mor, Garhwal ja

Kumar 2020) monilla tieteenaloilla.

Kirjallisuuskartoituksen tarkoituksena on tarkastella, miten tätä vanhaa koneoppimisen me-

netelmää käytetään lähiaikoina yhä kiihtyvämmin kehittyvällä autonomisen ajamisen alalla.

Seuraavassa kappaleessa käsitellään erilaisten autonomisten toimintojen historiaa, ja erilaisia

sensoreita joiden avulla autonominen ajoneuvo tekee päätöksiä. Sitten esitellään Markovin

ketjut, ja niiden pohjalta jatketaan Markovin piilomalleihin. Kappaleessa 4 katsotaan, miten

piilomalleja on hyödynnetty niin avustavissa kuin autonomisissakin ajoneuvoissa.
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2 Itseohjautuvat ja avustavat autot

Ensiaskeleet aktiiviseen ajamisen avustukseen otettiin jo 70-luvun lopulla kun lukkiutumise-

nestojärjestelmät siirtyivät sarjatuotantoon, jota seurasi luistonesto joitain vuosia myöhem-

min (Bengler ym. 2014). Ensimmäinen massatuotettu kulkuneuvo joka oli vakiona varustettu

ajonvakautusjärjestelmällä, joka aktiivisesti yrittää pitää kulkuneuvon hallinnassa, ilmestyi

markkinoille vuonna 1998 (Lie ym. 2006), ja on vuodesta 2014 eteenpäin pakollinen varuste

Euroopan Unionin sisällä myytävissä autoissa (Bengler ym. 2014). Galvani (2019) määritte-

lee tällaiset pelkästään yhtä ajoneuvon sisäistä dataa (esim. pyörän nopeutta) lukevat järjes-

telmät kuljettajan apujärjestelmiksi (Driver Assistance System, DAS).

90-luvulla alkunsa saivat myös aktiiviset järjestelmät jotka tarkkailevat ympäröivää maail-

maa ulkoisilla sensoreilla, kuten erilaiset pysäköintiä avustavat järjestelmät ja sopeutuvat va-

kionopeudensäätimet jotka pystyvät pitämään turvallisen välimatkan edellä ajavaan autoon

(Bengler ym. 2014). Koska tällaiset järjestelmät eivät vain tarkkaile ulkomaailmaa, mutta

myös joutuvat tulkitsemaan sitä dataa jonkinlaista tekoälyä käyttäen, Galvani (2019) erottaa

ne yllä mainituista DAS-järjestelmistä kutsumalla niitä edistyneiksi kuljettajan apujärjestel-

miksi (Advanced Driver Assistance System, ADAS). Jo muutamia vuosia myöhemmin alkoi

kehitys järjestelmiin, jotka pystyivät sekä varoittamaan törmäyksistä että jarruttamaan auto-

maattisesti niiden vakavuuden lieventämiseksi (Kodaka ym. 2003). Myös satelliittipaikan-

nusta hyödyntävät navigaatiojärjestelmät alkoivat ilmestyä autoihin, ja matkapuhelintekno-

logian yleistyessä alkoivat muuttua yhä edullisemmiksi ajan myötä (Bengler ym. 2014).

Muutamaa viime vuotta lukuunottamatta tutkimus on keskittynyt ADAS-järjestemien kehi-

tykseen täysin autonomsen ajamisen sijaan, lähinnä lainsäädäntöön liittyvistä syistä (Broggi

ym. 2016). Lopullinen päämäärä jossa moottorikulkuneuvot pystyvät itsenäisesti liikkumaan

mihin tahansa matkustajat haluavat, missä olosuhteissa tahansa, on vielä vuosien päässä. On

kuitenkin eri autonomian asteita, joita autot voivat saavuttaa teknologian parantuessa. Socie-

ty of Automotive Engineers (2018) määrittelee standardissaan kuusi eri tasoa nollasta viiteen,

missä viides taso on se täysin autonominen maali, ja nollassa auto pystyy lähinnä varoitta-

maan kuljettajaa eri asioista ja ehkä jopa tekemään hätäjarrutuksen kuskin puolesta. Tasot

jakautuvat suurin piirtein kahteen eri osa-alueeseen: 0-2 ovat avustetun ajamisen osa-aluetta,
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ja 3-5 ovat autonomista ajamista. Vielä kolmannella tasolla kulkuneuvo saa määritelmän mu-

kaan pakottaa kuljettajaa ajamaan itse. Neljännellä tasolla kulkuneuvo pystyy jo toimimaan

täysin itsenäisesti, mutta vain tietyissä tilanteissa – yleensä ne tarvitsevat erillistä infrastruk-

tuuria päätöksenteossaan eivätkä siten pysty ajamaan kaikkialla. DAS ja ADAS-järjestelmien

välisillä eroilla ei näiden automaatiotasojen kannalta ole merkitystä, vaan molempia esiintyy

kaikilla automaation tasoilla (Galvani 2019).

Muitakin määritelmiä autonomian eri tasoille on olemassa. Saksan valtion maantietutkimuk-

sen instituutti BASt määrittelee viisi eri tasoa, missä avustettu ajaminen on toisella tasolla ja

kolme autonomista tasoa erottuvat sen perusteella kuinka paljon kuljettajaa vaaditaan vahti-

maan ajoneuvon tilaa (Gasser ja Westhoff 2012). Yhdysvaltain maantieliikenneturvallisuus-

hallinto antaa myös viisi eri tasoa, mitkä perustuvat osittaisen automaation määriin (NHTSA

2013).

Paden ym. (2016) luokittelee autonomisen kulkuneuvon tehtävät hierarkkisesti. Ensin senso-

rit keräävät dataa, ja sitten päätöksenteko tehdään neljässä eri kerroksessa: Ylimpänä suun-

nitellaan reitti karttadatan perusteella. Seuraavana hierarkiassa on päätös käyttäytymisestä.

Tähän kerrokseen kuuluu yleiset tehtävät kuten mm. käännökset, liikennevaloihin pysähty-

minen ja muiden tielläliikkujien kuten myös lakien huomioonottaminen. Kun tehtävä liike on

tiedossa, täytyy kulkuneuvon suunnitella tehtävän suorittava polku jonka se pystyy tekemään

turvallisesti ja matkustajille mukavasti. Badue ym. (2020) lisää seuraavaksi vielä esteenväis-

tön omaksi kerroksekseen, mikä muokkaa polkua jos se havaitsee, että törmäys ympäristön

tai jonkun toisen tielläliikkujan kanssa tapahtuisi polulla. Lopuksi sen täytyy ohjata fyysis-

ten ohjaimien avulla itsensä polkua pitkin, reaktiivisesti samalla korjaten prosessin aikana

syntyneitä virheitä.

Nykymaailman kulkuneuvoihin pystytään asentamaan monia erilaisia sensoreita joilla voi-

daan havaita ympäristöä. Yurtsever ym. (2020) luettelee muun muassa tutkan, valotutkan,

ultraäänen ja erityyppiset kamerat kuten stereo- tai lämpökamerat, joiden valintaan voivat

vaikuttaa mm. kantama, tarkkuus, koko ja paino. Yleensä tutkaa käytetään pidemmän väli-

matkan esteiden tunnistamiseen, ja infrapuna- sekä ultraäänitunnistimilla lähellä olevia es-

teitä (Broggi ym. 2016).
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Teknologisen näkökulman lisäksi autonomisen ajamisen täytyy myös rakentaa hyväksyn-

tää kuluttajien keskuudessa. Kyriakidis, Happee ja Winter (2015) kartoittivat kansainvälisen

kyselyn avulla ihmisten mielipiteitä automaatiota kohtaan. Keskimäärin vastaajien mielestä

manuaalisesti ajaminen on nautinnollisin ajamisen tapa, mutta 69% vastaajista olivat kui-

tenkin sitä mieltä, että autonomiset ajoneuvot saavuttavat 50% markkinaosuuden vuoteen

2050 mennessä. Suurin huoli vastaajien kesken oli ajoneuvojen ohjelmistojen hakkerointi

tai väärinkäyttö, mutta myös lakiin ja yksityisyydenturvaan liittyvät asiat tulivat esille. Työ

kuitenkin jatkuu kaikilla osa-alueilla, ja asenteet voivat muuttua. Kuten lukkiutumisenesto-

ja luistonestojärjestelmät osoittivat, ihmiset ajan mittaan hyväksyvät ajamisen automatisoin-

nin luotettavilla järjestelmillä, minkä voidaan olettaa olevat totta myös tulevaisuudessakin

(Broggi ym. 2016).
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3 Markovin mallit

Tässä kappaleessa esitellään Markovin piilomallien perusteet ja niihin tarvittavat esitiedot.

Ensin aiheena ovat Markovin ketjut, joiden päälle ymmärrys piilomalleista rakennetaan. Pii-

lomalleihin liittyen esitellään myös kolme keskeistä ongelmaa, joihin vastaamalla piilomal-

lien avulla työskennellään. Kappale mukailee pitkälti Rabinerin (1989) artikkelia aiheesta.

3.1 Markovin ketjut

Markovin ketjut ovat stokastisia, eli ajassa satunnaisia askelia ottavia prosesseja. Tässä ta-

pauksessa askeleella tarkoitetaan tilanvaihtoa yhdestä toiseen (tai takaisin samaan). Ne erot-

tuvat muista samantapaisista systeemeistä sillä, että sen seuraava tila riippu vain systeemin

senhetkisestä tilasta, eikä mistään aiemmasta tilasta. Tilasiirtymistä voidaan muodostaa aika-

sarja S (Markovin ketjujen tapauksessa voidaan myös puhua havaintosarjasta O), esimerkisi

S = {S3,S3,S3,S1,S1,S3,S2,S3}, mikä kuvaa kolmetilaisen Markovin ketjun havaittuja tilan-

muutoksia ajan kuluessa. Kuvitellaan vaikka että eri tilat kuvaavat säätä: S1 aurinkoista, S2

pilvistä ja S3 sadetta, ja aikaväli esimerkiksi keskipäivällä joka päivä.

Kuvio 1. Esimerkkikaavio kolmitilaisesta Markovin prosessista.
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Markovin ketjussa tilalla i on joku todennäköisyys siirtyä tilaan j, jota merkitään ai j. Näistä

voidaan koostaa tilasiirtymämatriisi A. Matriisin rivi on lähtötila ja sarake maali, jolloin jo-

kaisen rivin summa täytyy olla 1 - joku tilasiirtymä tapahtuu ajan edetessä, vaikka se olisikin

takaisin samaan. Kuvio 3.2 näyttää esimerkkimatriisin joka voisi kuvata kuvion 1 tilasiirty-

mätodennäköisyyksiä.

A =


0.33 0.33 0.34

0.05 0.55 0.40

0.70 0.20 0.10

 (3.1)

Koska tilasiirtymien todennäköisyydet ovat tiedossa, voidaan mallista laskea jonkun sarjan

S todennäköisyys yksinkertaisesti kertomalla sarjassa esiintyvien tilasiirtymien todennäköi-

syydet keskenään (sarjan ensimmäisen tilan todennäköisyys on 1), ja näinollen ennustaa sen

käytöstä jos esimerkiksi mitattaisiin päivittäistä säätä kuten aiemmin. Haasteena on tietenkin

asettaa mallin todennäköisyydet todellisutta tai haluttua ilmiötä vastaavaksi, mikä voidaan

tehdä mittaamalla aiemmista havainnoista saatuja todennäköisyyksiä. Esimerkiksi tekstin-

pätkästä voidaan muodostaa Markovin ketju tekemällä joka sanasta oma tila, ja laskemalla

mikä sana sitä seuraa ja kuinka usein. Jokaisesta tilasta voidaan myös kysyä, kuinka kauan se

keskimäärin pysyy sinä tilassa, eli tekee tilasiirtymän takaisin itseensä. Yksinkertaisesti odo-

tettu keskimääräinen pysyvyys on käänteisluku siitä todennäköisyydestä, millä tila vaihtuu

johonkin muuhun kuin itseensä. Ylläolevasta matriisista voidaan laskea, että ensimmäisellä

rivillä – S1 eli aurinkoisella säällä – todennäköisyys siirtyä johonkin muuhun kuin itseään

vastaavaan sarakkeeseen on noin kaksi kolmasosaa, joten sen käänteisluvusta saadaan selvil-

le, että aurinkoinen sää pysyy keskimäärin kolme kahdesosaa, eli puolitoista päivää.

3.2 Markovin piilomallit

Toistaiseksi ollaan käsitelty tilannetta, missä halutut tilat ovat suoraan mitattavissa. Laajen-

netaan sääesimerkkiä siten, että mittaajalla ei ole suoraa tapaa nähdä mikä vallitseva sää on,

mutta puoliltapäivin saapuvalla postinkantajalla on sisäkäytävälle tullessaan päällä joko t-

paita, pitkähihainen paita tai sadetakki. Sää voi vaihtua nopeasti, joten mikään asuste ei anna

suoraa vahvistusta siitä, minkälainen sää ulkona on tasan mittaushetkellä, mutta on huomat-
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tavasti todennäköisempää että ulkona sataa sillä hetkellä jos hänellä on sadetakki päällään.

Tällaista mallia, jossa Markovin ketju ei ole suoraan havaittavissa mutta tilasiirtymän ohessa

saadaan siitä probabilistisesti riippuva havainto, kutsutaan Markovin piilomalliksi.

Markovin ketjujen tapauksessa mainitsin, että aikasarjaa S voidaan myös kutsua havaintosar-

jaksi O, koska Markovin ketjusta saatavat havainnot ovat suoraan systeemin tiloja. Markovin

piilomallissa on tavallisen Markovin ketjun, jossa on N eri tilaa, lisäksi joukko havaintoja M,

ja jokaisella tilalla on omat todennäköisyytensä generoida yksi näistä havainnoista. Kuten ti-

lasiirtymistä, näistä havainnon tuottamistodennäköisyyksistä voidaan luoda havaintomatriisi

B.

Kuvio 2. Piilomallissa jokainen tila mihin siirrytään tuottaa jonkin havainnon.

Luodaan esimerkin vuoksi postimiesesimerkille havaintomatriisi. Rivit ovat säätilat niinkuin

aiemminkin, sarakkeet ovat järjestyksessä t-paita, pitkähihainen, sadetakki.

B =


0.60 0.35 0.05

0.35 0.45 0.20

0.10 0.20 0.70

 (3.2)

Koska varsinaiset tilat ovat piilossa, täytyy myös olla aloitustodennäköisyysjakauma π , mikä

kertoo kuinka todennäköistä on, että joku tila on aikasarjan ensimmäinen. Tilaa ajanhetkellä

t merkitään qt .

π = (0.34,0.33,0.33) (3.3)

Markovin piilomallilla on siis kaksi parametria: Tilojen määrä N, havaintosymbolien mää-
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rä M, sekä kolme todennäköisyyksien mittaa: tilasiirtymämatriisi A, havaintomatriisi B, ja

alkutilajakauma π , eli

λ = (N,M,A,B,π) (3.4)

Toisaalta, koska havaintomatriisin B dimensioista voidaan suoraan lukea tilojen ja havainto-

jen lukumäärä, voidaan Markovin piilomalli tiivistää kolmeen eri parametriin.

λ = (A,B,π) (3.5)

Jotta Markovin piilomalleista olisi mitään hyötyä, niille on kolme keskeistä ongelmaa joille

mallin käyttäjä yleensä haluaa vastauksen:

1. Havaintosarjasta O ja mallista λ = (A,B,π), miten laskea P(O|λ ), eli todennäköisyys

havaintoketjulle oletuksella että malli pätee?

2. Havaintosarjalle O ja mallille λ , miten valitaan vastaava tilasarja Q, joka on jossain

mielessä optimaalinen, eli selittää havainnot parhaiten?

3. Miten säädetään mallin parametreja λ = (A,B,π) jotta voidaan maksimoida P(O|λ )?

P(O|λ ) voidaan myös ajatella mittaavan mallin sopivuutta havaintoihin, ja sen avulla voi-

daan vaikka mitata kilpailevien mallien suorituskykyä. Vastaus on laskettavissa suoraan,

mutta ei polynomisessa ajassa, eli tehokkaampi keino on löydettävä jotta ratkaisu löytyy

myös käytännössä. Tällainen tehokkaampi algoritmi on olemassa, ja sitä kutsutaan eteen-

algoritmiksi (Forward algorithm).

Ensin esitellään muuttuja αt(i), joka määritellään

αt(i) = P(O1O2· · ·Ot ,qt = Si|λ ) (3.6)

eli todennäköisyys havaintosarjalle aikaan t asti (mikä on osa T:n pituisesta sarjasta) ja sille

että ajassa t tila on Si oletuksella että malli λ pätee. Sen arvo voidaan laskea rekursiivisesti

seuraavia laskuja hyödyntäen:
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α1(i) = πibi(O1), 1≤ i≤ N. (3.7)

αt+1( j) =
[ N

∑
i=1

αt(i)ai j
]
b j(Ot+1), 1≤ t ≤ T −1, 1≤ j ≤ N. (3.8)

P(O|λ ) =
N

∑
i=1

αT (i) (3.9)

Lasketaan sääesimerkin avulla todennäköisyys sille, että malli tuottaa havaintosarjan O = {t-

paita, pitkähihainen, pitkähihainen, sadetakki}, tai niiden järjestysnumeroita käyttäen O =

{1,2,2,3}. Laskennassa täytetään taulukkoa, jossa riveillä on eri tilat ja sarakkeina T eri

ajanhetkeä, tässä tapauksessa neljä. Lauseessa (3.7) lasketaan ensimmäiseen sarakkeeseen

todennäköisyys sille, että käsiteltävissä oleva tila on alkutila JA että se tuottaa havainnon O1.

O1 O2 O3 O4

aurinkoista 0,204

pilvistä 0,1155

sadetta 0,033

Loppu taulukko täytetään lausetta 3.8 käyttäen. Se on hyvin samankaltainen kuin edeltävä

lause, mutta aloitustodennäköisyyden sijaan lasketaan summa niille todennäköisyyksille, että

edellisen sarakkeen tiloista päädytään juuri sille riville. Toisen sarakkeen ylimmälle solulle

lasku avattuna olisi siis α2(1) = (α1(1)a11 +α1(2)a21 +α1(3)a31)b12. Siihen asti kulkeva

todennäköisyys αt( j) tarkoittaa siis taulukossa αsarake(rivi), eli toisinpäin kuin tilasiirtymä-

ja havaintomatriiseista saatavat ai j ja bi j.

O1 O2 O3 O4

aurinkoista 0,204 0,04810575 0,01938662 0,00088348

pilvistä 0,1155 0,06185025 0,02492565 0,0035339

sadetta 0,033 0,027489 0,01107807 0,01236866

Lopullinen tulos saadaan lauseessa 3.9 yksinkertaisesti summaamalla yhteen viimeisen sa-

rakkeen todennäköisyydet, mikä pyöristettynä on noin 0,0168. Luku itsessään ei kerro pal-
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joa, sillä malli pystyy tuottamaan suuren määrän erilaisia neljän pituisia havaintosarjoja, jo-

ten todennäköisyys yksittäiselle sarjalle on melkein aina hyvin pieni. Kuten ennen algoritmin

lauseita todettiin, se on kuitenkin hyödyllinen verrataessa muiden mallien todennäköisyyk-

siin tuottaa sama havintosarja. Algoritmi voidaan suorittaa polynomisessa ajassa, mikä tekee

siitä käytännöllisen myös suurille tila-avaruuksille ja havaintoketjuille.

Toiseen kysymykseen voi olla monia eri menettelytapoja riippuen siitä, miten määrittelee

optimaalisen tilasarjan. Sille, että etsitään yksi paras sarja Q mikä selittää koko havaintosar-

jan O sillä oletuksella että malli pätee on olemassa algoritmi, jonka keksi Andrew Viterbi

(Viterbi 1967) ja sitä kutsutaankin usein Viterbin algoritmiksi. Määritellään muuttuja

δt(i) = max
q1,q2,···,qt−1

P(q1q2· · ·qt = i,O1O2· · ·Ot |λ ) (3.10)

mikä on todennäköisin polku ajanhetkellä t joka selittää aiemmat havainnot ja päättyy tilaan

Si. Induktiivisella päättelyllä saadaan

δt+1( j) = [max
i

δt(i)ai j]b j(Ot+1) (3.11)

Ylläolevasta täytyy kirjata muistiin millä t:n ja j:n arvoilla se maksimoituu. Sitä varten ote-

taan käyttöön taulukko ψt( j). Algoritmin aloitus on seuraava:

δ1(i) = πibi(O1), 1≤ i≤ N. (3.12)

ψ1(i) = 0 (3.13)

eli samalla tavalla kuin eteen-algoritmissa alustetaan taulukon ensimmäinen sarake havain-

totodennäköisyyksillä, ja parhaan tuloksen seurannan sarake nollaan, koska ei ole mielekästä

kysyä mistä tilasta todennäköisimmin saavuttiin ensimmäiseen tilaan. Ensimmäinen tauluk-

ko alustuu täsmälleen samalla tavalla kuin aiemmassa esimerkissä:
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O1 O2 O3 O4

aurinkoista 0,204

pilvistä 0,1155

sadetta 0,033

O1 O2 O3 O4

aurinkoista 0

pilvistä 0

sadetta 0

Alun jälkeen tehdään loppu taulukko rekursion avulla:

δt( j) = max
1≤i≤N

[δt−1(i)ai j]b j(Ot), 2≤ t ≤ T, 1≤ j ≤ N. (3.14)

ψt( j) = argmax
1≤i≤N

[δt−1(i)ai j], 2≤ t ≤ T, 1≤ j ≤ N. (3.15)

Aiemmin näytettyyn eteen-algoritmiin verraten menetelmä toimii hyvin samalla tavalla, mut-

ta aiemmalla ajanhetkellä olevien todennäköisyyksien summaamisen sijaan otetaan vain suu-

rin todennäköisyys, ja kirjataan aputaulukkoon ylös mikä tila i tuotti sen todennäköisyyden.

O1 O2 O3 O4

aurinkoista 0,204 0,023562 0,00339864 0,0000848232

pilvistä 0,1155 0,030294 0,007497765 0,00082475415

sadetta 0,033 0,013872 0,00242352 0,0020993742

O1 O2 O3 O4

aurinkoista 0 1 3 3

pilvistä 0 1 2 2

sadetta 0 1 2 2

Viimeisellä ajanhetkellä T todennäköisin tila on se, mille saavutettiin suurin todennäköisyys

sarakkeessa, eli tässä tapauksessa sade:
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q∗T = argmax
1≤i≤N

[δT (i)] (3.16)

Kaikki edeltävät tilat saadaan tarkistamalla mikä tila on merkitty aputaulukkoon sillä rivillä,

missä todennäköisyys on suurin:

q∗t = ψt+1(q∗t+1) (3.17)

Eli havainnot parhaiten selittävä tilasarja Q olisi siis {aurinko, pilvi, pilvi,sade}. Todennä-

köisyys tälle tilasarjalle on juuri se viimeisen todennäköisimmän tilan todennäköisyys, mikä

tässä tapauksessa on kolmannen rivin tulos, eli noin 0,21%:

P∗ = max
1≤i≤N

[δT (i)] (3.18)

Tässä tapauksessa löydetyt tilat olivat juuri ne, mitä voisi odottaa: Aurinkoisella säällä posti-

miehellä on t-paita, pilvisellä pitkähihainen ja sateella sadetakki. Näin ei aina kuitenkaan käy.

Jos esimerkiksi ensimmäinen puolisko havaintoja on sadetakkia, ja toinen puolisko pitkähi-

haista, eli {3,3,2,2}, niin algoritmi laskee todennäköisimmäksi tilasarjaksi {pilvi,sade,aurinko, pilvi}.

Syy tähän voidaan nähdä tarkastelemalla tilasiirtymämatriisia: Sadetilalla on tässä mallissa

paljon suurempi todennäköisyys siirtyä aurinkoon kuin itseensä, mikä vaikuttaa enemmän

kuin se, että se on tila mikä todennäköisimmin tuottaa sadetakkihavainnon.

Vastaus kolmanteen kysymykseen, eli miten mallin λ parametreja säädetään siten että se

suurin piirtein approksimoi haluttua ilmiötä, on huomattavasti monimutkaisempi. Siitä ei

myöskään yleensä kirjoiteta paljoa, vaan tutkijat keskittyvät siihen, miten signaalia käsitel-

lään siten, että siitä saadaan havaintoketjuja koulutettavalle HMM:lle. Tästä syystä asiaan
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käytettävää algoritmia ei käsitellä tässä katsauksessa kovin syvällisesti. Riittää tiedostaa, et-

tä koulutusalgoritmi on olemassa, ja se saavuttaa vain lokaaleja maksimeja, eli satunnaisilla

aloitusarvoilla mahdollisesti saavutetaan eri lopputulos, joita voidaan sitten vertailla keske-

nään.

On myös pidettävä mielessä, että tässä kappaleessa käsiteltiin vain piilomalleja, missä on ra-

jallinen määrä yksittäisiä havaintosymboleita. Yleensä tutkimuksessa havainnot ovat useam-

mista eri arvoista koostuvia vektoreita, tai jatkuvaa dataa. Niiden käsittelyyn liittyvä mate-

matiikka jätetään myös lukijan omalle mielenkiinnolle luettavaksi Rabinerin (1989) tutori-

aalista, sillä kappaleen tarkoituksena oli havainnollistaa piilomallien toimintaa perustasolla.
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4 Markovin piilomallit kulkuneuvoissa

Tässä kappaleessa yhdistetään edellä olleet asiat ja tarkastellaan Markovin piilomallien käyt-

töä avustetussa ja autonomisessa ajamisessa. Koska HMM:t ovat soveltuvia säännöllisyyk-

sien tunnistamiseen, niin sen käyttö enimmäkseen rajoittuu eri sensoreista saatavan datan

prosessointiin. Ensin tarkastellaan, miten niitä käytetään kuljettajan aikomusten ennustami-

seen, jotta muun muassa ajamista avustavat toiminnot pystyvät tekemään tehtävänsä oikeaan

aikaan kuljettajaa häiritsemättä. Sitten on vuorossa kuljettajan tilan valvominen, esimerkiksi

juopumisen tai väsymyksen tunnistaminen, jotta älyauto pystyy estämään mahdollisen on-

nettomuuden. Lopuksi käsitellään yleiset autonomiset toiminnot joita voidaan käyttää myös

avustetussa ajamisessa, mutta joiden tarkoitus on saada autolle itselleen informaatiota ym-

päröivästä tilasta jotta se pystyy älykkääseen päätöksentekoon.

Vaikka se ei suoraan ole autonomisen ajamisen toiminto, Janssen ym. (2019) esittelevät for-

malisoidun Markovin piilomalleihin perustuvan kehyksen sille, miten kuljettajalla ei välttä-

mättä ole oikeaa uskomusta siitä, mitkä toiminnot osittain autonomisessa kulkuneuvossa ovat

milloinkin ihmisen vastuulla, koska kulkuneuvon autonomian taso saattaa muuttua hetkestä

toiseen riippuen järjestelmän tukemista olosuhteista.

4.1 Kuljettajan aikomusten ennustaminen

Tärkeä osa ajamista avustavista prosesseista on kuljettajan aikomusten ennustaminen. Jos

auto pystyy jarruttamaan tai kääntämään rattia automaattisesti estääkseen onnettomuuden,

sen pitää myös luotettavasti pystyä tunnistamaan milloin kuljettaja on tilanteen tasalla ja

milloin ei, jottei synny epäluottamusta kuljettajan ja järjestelmän välille. Aikomusten ennus-

taminen voidaan muotoilla piilomallien evaluaatio-ongelmaksi, eli millä todennäköisyydellä

kyseinen malli on generoinut havaintosarjan (Berndt, Emmert ja Dietmayer 2008). Tämä on

aiemmin mainittu ensimmäisenä keskeisenä kysymyksenä piilomalleissa.

Variaatio piilomalleista, jota on hyödynnetty aikomusten ennustamiseen liikenteessä, on au-

toregressiivinen sisääntulo-ulostulo HMM (autoregressive input-output HMM, AIO-HMM),

missä sisääntuloparametrit vaikuttavat piilotettuihin tiloihin, jotka generoivat toisistaan ajas-
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sa riippuvia havaintoja. Jainin ym. (2015) mallissa sisääntulo on kulkneuvon ulkoiset senso-

rit kuten kamerat tai GPS-paikannin, piilotetut tilat ovat kuljettajan aikomukset, ja havainnot

ovat auton sisäiset tapahtumat, eli tässä tapauksessa kamerat jotka kuvaavat kuljettajaa. Mal-

lin tarkoituksena on siis se, että ulkoiset havainnot vaikuttavat sisäisiin tapahtumiin, missä

tavallisessa piilomallissa kaikki havainnot ovat toisistaan riippumattomia. Akai ym. (2019)

päätyivät myös käyttämään samantapaisia malleja aikomusten ennustamiseen, mutta sisäis-

ten kameroiden sijaan kuljettajan katsetta seurataan siihen tarkoitetuilla silmälaseilla. Mo-

lemmat kokeet tuottavat verrattain suuria onnistumisprosentteja, mikä antaa hyvän kuvan

ulkopuolisen ja menneen informaation huomioonottavien AIO-HMM:ien luotettavuudesta

kyseisessä tehtävässä.

Kaistanvaihdon tunnistaminen on myös tärkeä osa ajoa avustavia järjestelmiä, jotta järjestel-

mä osaa tunnistaa milloin kuljettaja on ajoneuvon hallinnassa. Kuge ym. (2000) tunnistivat

piilomalleilla kolmea erilaista liikettä: kaistalla pysyminen, kaistanvaihto, ja hätätilanteessa

kaistanvaihto. Havaintoarvoina käytettiin pelkästään ratista saatavaa dataa: Kulma, kulmano-

peus ja käännösvoima. Jokaiselle eri liikkeelle koulutettiin oma HMM, ja luokittelu tapahtui

laskemalla mikä kolmesta mallista soveltui parhaiten havaintosarjaan. Jakamalla jatkuvat da-

tan sisääntulon pieniin pätkiin tutkijat pystyivät soveltamaan mallia jatkuvaan ajonaikaiseen

tunnistukseen.

On myös mahdollista, että järjestelmä sekoittaa kaistanvaihdon käännöksiin, etenkin mutkik-

kailla teillä. Tran ym. (2015) käyttivät mallia, jossa auton ohjausdata (ratin käännös, polki-

met) ja tietyt tilaan liittyvät parametrit kuten kiihtyvyys, nopeus ja suunta syötetään moniu-

lotteisena piirrevektorina havainnoiksi kuudelle eri HMM:lle. Ne on kukin koulutettu tun-

nistamaan yhtä liikkettä kuudesta: Seis, "ei-seis", kaistanvaihto vasemmalle, kaistanvaihto

oikealle, käännös vasemmalle ja käännös oikealle. Jokaisesta lasketaan sitten P(O|λ ) kuten

teoriaosassa näytettiin, josta selviää mikä liike on mallien mukaan todennäköisin. Malli pys-

tyy havaitsemaan eri liikkeet ennen niiden päättymistä, mutta etenkin käännöksiin liittyvis-

sä tunnistuksissa menee enemmän aikaa, koska malli aluksi sekoittaa ne kaistanvaihtoihin.

Kokeessa käytettiin tietokonesimulaatiota, mutta kulkuneuvon tilan mittaaminen onnistuu

nykyautoissa olevilla sensoreilla. Berndt, Emmert ja Dietmayer (2008) totesivat, että GPS-

paikantimien ja digitaalisten karttojen voidaan odottaa olevan tulevaisuuden autoissa, mikä
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13 vuoden kuluessa on osoittautunut todeksi. Heidän mallissaan ratin kulmaa ei annettu suo-

raan piilomallille, vaan sen sijaan otettiin erotus siitä ja odotetusta kulmasta tien kaarevuuden

perusteella, mikä saadaan karttadatasta.

Puhtaasti erilaisia käännöstilanteita tunnistettiin Mitrovicin (2005) artikkelissa käyttäen yk-

sisuuntaisia piilomalleja. Yksisuuntaisessa piilomallissa tilat ovat jossain järjestyksessä, ja

malli ei pysty tekemään tilasiirtymiä ns. väärään suuntaan. Havaintoina käytettiin oikeasta

autosta saatuja mittauksia nopeudesta, pitkittäisestä ja sivusuuntaisesta kiihtyvyydestä sekä

kiihtyvyyskäyrien jyrkkyydestä. Malli saavutti korkean onnistumisprosentin lukuunottamat-

ta sitä, että se usein sekoitti vasemmalle kääntymisen ja vasemmalle kääntymisen liiken-

neympyrässä. Uuden Seelannin teillä ajetaan vasemmalla puolella, mikä tekee niistä kah-

desta käännöksestä käytännössäkin hyvin samantapaiset, joten tutkijat eivät kokeneet sitä

suureksi ongelmaksi.

Markovin piilomallit ovat olleet jo pitkään käytössä puheentunnistuksessa, mikä olikin Ra-

binerin (1989) teoriaosan lähteenä toimineen oppaan keskeinen näkökulma. Puheentunnis-

tunnistuksen ideoita voidaan yrittää soveltaa ajamisen tunnistamisen. Torkkola, Venkatesan

ja Liu (2005) lainasivat foneemin ideaa, millä tarkoitetaan pienimpiä äänteitä jotka puheessa

kantavat merkitystä (Twaddell 1935), ja koittivat löytää samantapaisia rakenteita eri ajotilan-

teissa. Kuten kappaleen esimerkeissä on jo nähty, eri ajoliikkeitä tunnistetaan yksisuuntaisil-

la piilomalleilla vertaamalla niitä eteen-algoritmin avulla. Tutkimuksen tarkoitus oli löytää

näistä eri liikkeitä kuvaavista malleista useimmiten esiintyviä tiloja ja osittaisia tilasarjoja,

ja klusteroida niitä merkitystä kantaviksi palasiksi, joita artikkeli kutsuu driveemeiksi. Tu-

loksista voidaan nähdä, että esimerkiksi ohituksen alussa ilmenee samoja driveemejä kuin

kaistanvaihdossa vasemmalle ja lopussa samoja kuin kaistanvaihdossa oikealle.

Sathyanarayana, Boyraz ja Hansen (2008) laajensivat tätä analogiaa puheentunnistukseen si-

ten, että driveemeistä koostuvat ajoliikkeet ovat verrattavissa sanoihin, sarja liikkeitä fraasei-

hin, ja ajoneuvon reitit lauseisiin. Näin saadaan aikaiseksi hierarkkinen kehys jonka avulla

yritettiin tunnistaa kokonaisia reittejä eikä vain yksittäisiä ajoliikkeitä. Se voidaan toteut-

taa piilomalleilla eri tavoilla aloittamalla hierarkian eri päistä. Kehyksen yläosasta aloitet-

taessa luodaan yksi suuri piilomalli josta Viterbin algoritmia ja muita menetelmiä käyttäen

muodostetaan hienorakeisempi malli. Toisaalta alhaalta lähtiessä muodostetaan malli reitin
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jokaiselle vaiheelle, joista voidaan jonkinlaisella syntaksilla koota kokonainen reitti.

Toistaiseksi kappaleessa on ollut esimerkkejä erilaisten ajotoimintojen, kuten kaistanvaihto-

jen tai käännösten tunnistamisesta piilomallien avulla. Niitä pystytään kuitenkin myös hyö-

dyntämään kaistavaroittimissa, jotka ilmoittavat jos kuljettaja liikkuu tien suhteen sivusuun-

nassa käyttämättä vilkkua. Sellainen järjestelmä on toteutettavissa ilman monimutkaisia ko-

neoppimisalgoritmeja, mutta Wang ym. (2018) kehittivät personalisoidun varoitusjärjestel-

män, jossa piilomalli opetetaan kuljettajan omiin ajotottumuksiin. Tutkimus toteaa, että ylei-

sempi malli saattaa tuottaa paljon enemmän vääriä hälytyksiä, jos kuljettaja esimerkiksi ajaa

yleensäkin lähellä reunaviivaa, mikä heikentää luottamusta sen hyödyllisyyteen.

Kuljettajan aikomusten tunnistamisesta ja ennustamisesta Markovin piilomalleilla on kirjoi-

tettu paljon, ja on pysynyt vielä vuoden 2015 jälkeenkin suosittuna aiheena alalla. Etenkin

rinnastus puheentunnistukseen antaa vaikutelman että aikomusten ennustaminen on hyvin

samantapainen tehtävä kuin mihin piilomalleja on käytetty jo vuosikymmeniä. Hyvin tun-

nettuna ja selkeästi tuloksia tuottavana metodina ne ovat pysyneet houkuttelevana vaihtoeh-

tona edistyneempien koneoppimismenetelmien ohella.

4.2 Kuljettajan tilan arviointi

Kuljettajan aikomusten ennustamisen lisäksi tutkijoita kiinnostaa myös kuljettajan tilan tark-

kailu. Liiallinen väsymys ja juopumus aiheuttavat onnettomuuksia, ja kulkuneuvo joka pys-

tyy automaattisesti estämään sellaisen ajamisen on yksi ratkaisu tähän ongelmaan.

Fu, Wang ja Zhao (2016) mittasivat linja-autonkuljettajan väsymystä pitkällä ajomatkalla.

Mittareina käytettiin niin kontekstuaalisia asioita kuten kuljettajan nukkuminen ennen ajoa

ja tehtävän monotonisuus (kaupunkiajo vai suora maantie), kuten myös erilaisia fysiologisia

mittareita kuten aivo- ja lihassähkökäyriä ja hengityksen monitorointia. Kuljettajalta myös

kysyttiin omaa mielipidettä säännöllisesti.

Edellisessä kappaleessa ennustettiin aikomuksia kuvaamalla kuljettajan kasvoja, ja niin siel-

lä kuten tässäkin ulkoisten sensoreiden käyttö herättää käytännöllisyyskysymyksiä, etenkin

jos kuljettajan odotetaan asettavan elektrodeja itseensä monitorointia varten. Vaikka julkisis-
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sa yhtiön omistamissa kulkuneuvoissa voisi ajatella kuljettajan jatkuvan tarkkailun vähem-

män yksityisyyttä loukkaavaksi, se ei kuitenkaan välttämättä herätä luottamusta siihen että

niitä käytetään puhtaasti turvallisuuden vuoksi. Amazon on alkanut lisäämään pakettiautoi-

hinsa kameroita, jotka pystyvät tunnistamaan esimerkiksi kuljettajan huokauksia ja liikenne-

rikkomuksia, mutta jotkut kuljettajat ja asiantuntijat ovat epäluuloisia teknlologiaa kohtaan,

etenkin koska tallennusten käyttöä koskevat lait eivät välttämättä ole ajan tasalla (Palmer

2021).

Harkous ym. (2018) mukaan juopuneisuus näkyy hitaina suunnanvaihtoina ja epänormaalina

kaasu- ja jarrupolkimen käyttönä. He käyttivät piilomallissa vain kulkuneuvon oman CAN-

väylän läpi kulkevaa dataa, eli tarvitsematta ulkoisia sensoreita. Yhteensä 13 eri sensorien

tuottamaa parametria käytettiin havaintoina, ja mallissa oli kolme tilaa: Alkutila, normaa-

li ja juopunut. Havainnoista saatava aikasarja on viiden sekunnin liukuva ikkuna, jonka he

pystyvät laskemaan millisekunnissa. Malli pystyy parhaiten tunnistamaan normaalin kuljet-

tajan korkeussuuntaisesta kiihtyvyydestä, ja juopuneen kulmanopeudesta. Keskimäärin pa-

ras mittari on kuitenkin pitkittäinen kiihtyvyys. Tutkijat uskovat tulosten parantuvat jos eri

sensoreiden lukemia yhdistetään tai otetaan huomioon esim. sijainti kartalla.

4.3 Autonomiset toiminnot

Yksi aikaisimmista esimerkistä tilanteenvalvontaan liikenteessä HMM:iä käyttäen on Meyer-

Deliuksen, Plagemannin ja Burgardin (2009) työ muiden kulkuneuvojen käytöksen ennusta-

miseen moottoritiellä. Malli seuraa ympärillä olevia kulkuneuvoja ja luokittelee niiden käy-

töstä sen mukaan, seuraako se referenssikulkuneuvoa, ohittaako se, vai tekeekö se keskey-

tetyn ohituksen. Oikean maailman koe käytti autoa, johon oli asennettu lasereilla toimivat

etäisyysmittarit mitä kaupallisissa kulkuneuvoissa ei ollut. Firl ja Tran (2011) kehittivät sa-

mantapaisen järjestelmän, mutta sen tarkoituksena on tunnistaa mittaavan auton käytöstä.

Koejärjestelyissä käytettiin myös kaupallista kameraa ja tutkaa, mitkä ovat nykypäivänä käy-

tännöllisesti mahdollisia avustetuissa kulkuneuvoissa.

Saadakseen hyväksyntää ja luottamusta matkustajilta, autonomisen kulkuneuvon täytyy pys-

tyä käyttäytymään jokseenkin ihmismäisesti. Kaistanvaihto on yksi toiminto jossa tekoä-
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lyn täytyy toimia luontevasti. Jin ym. (2020) jakaa ihmisten tekevät kaistanvaihdot kahteen

luokkaan: pakollisiin kaistanvaihtoihin, esimerkiksi jos risteykseen tullessa täytyy olla jol-

lain kaistalla saadakseen kääntyä, ja harkinnanvaraisiin kaistanvaihtoihin, esim. maantiellä

toisen auton ohittaminen. Oikealla moottoritiellä kerätystä datasta otettiin tarkasteltavaksi

kaistaa vaihtavan kulkuneuvon nopeus, sekä sen edessä ja takana niin alkuperäisellä kuin

maalikaistallakin olevien autojen suhteelliset etäisyydet ja nopeudet. Nämä parametrit joh-

dettiin Gaussin seosmallin läpi, mikä on keino löytää normaalisti jakautuneita alipopulaa-

tioita joukosta, ja HMM käsitteli niitä. Malli pystyi tekemään ihmismäisiä kaistanvaihto-

päätöksiä suurella tarkkuudella. Se on kuitenkin koulutettu suhteellisen pienellä mallidatalla

joka käsittelee vain muutaman sadan metrin pituista suoraa moottoritietä, mikä rajoittaa sen

käytettävyyttä.

Joissain tapauksissa piilomalleilla voidaan parantaa muiden mallien tekemiä päätöksiä. Go-

mez ym. (2014) tunnistivat liikennevalojen tilaa prosessoimalla kulkuneuvon ottamia valo-

kuvia. Kuvankäsittelyalgoritmeilla voidaan kuvasta löytää liikennevalo ja siltä alueelta mistä

se on tunnistettu voidaan laskea liikennevalon senhetkinen väri. Perinteiset kuvankäsittely-

metodit ovat kuitenkin herkkiä valaistuksen muutokselle ja esim. liikennevalon osittain peit-

täville esteille. Artikkelissa liikennevalon tilan tunnistuksen jälkeen se annettiin vielä piilo-

mallille, jossa Viterbin algoritmia hyödyntämällä saatiin parannettua tulosten oikeellisuutta

etenkin eri säätiloissa. Nienhüser, Drescher ja Zöllner (2010) käyttivät HMM:iä samalla ta-

valla, missä erilaisille Saksasta löytyville liikennevaloille muodostettiin omat piilomallinsa,

ja havaintoina käytettiin tukivektorikoneen tuottamia veikkauksia liikennevalon tilasta. Näis-

tä esimerkeistä voidaan havaita, että piilomallit ovat hyvin soveltuvia tilanteisiin, jossa yri-

tetään mallintaa jotain mikä vaihtaa ajan kuluessa tilaa, ja mihin liittyy paljon epävarmuutta

mitä vähemmän oppivat metodit eivät välttämättä pysty käsittelemään.

Paikantunnistus kameroiden avulla on jokseenkin samanlainen ongelma. Samasta paikasta

otettu eteenpäin katsova kuva voi olla hyvin erilainen riippuen säästä, vuodenajasta tai ih-

misten aiheuttamista tekijöistä kuten rakennustyö. Doan ym. (2019) esittelevät metodin pai-

kannukseen jatkuvasti kasvavaa tietokantaa vastaan. Piilomallien käyttö mahdollistaa proses-

sointiajan pysymisen kohtalaisena tietokannan koosta riippumatta. Tietokanta itse kuitenkin

on kulkuneuvossa itsessään, ja muistin riittävyys saattaa olla ongelma pidemmän päälle.
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Piilomalleilla on myös pystytty personalisoimaan autonomista ajoneuvoa. Lefevre, Carvalho

ja Borrelli (2015) mallissaan syöttivät koulutusdatana auton kiihtyvyyttä toista autoa seura-

tessa. Sen perusteella kulkuneuvo pystyy jäljittelemään ihmisajajan omaa käytöstä saman-

tapaisissa tilanteissa, tietyt turvarajat huomioonottaen. Järjestelmä myös arvioi luottamusta

dataan, ja jos se kohtaa tilanteen, jossa koulutusdatan puutteellisuuden takia syntyisi hy-

vin epätodennäköisiä kiihdytyskomentoja, se pystyy poikkeamaan mallin vaatimuksista ja

tukeutumaan muihin kulkuneuvon ominaisuuksiin.
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5 Yhteenveto

Kirjallisuuskatsauksessa tarkasteltiin Markovin piilomallien käyttöä ajoneuvoissa. Ensin käy-

tiin hieman läpi autonomisen ajamisen historiaa ja niihin käytettäviä sensoreita sekä järjes-

telmien hierarkkista rakennetta. Sitten käytiin läpi Markovin piilomallien perusrakenne ja

lyhyesti niiden käyttö. Lopuksi yhdistettiin nämä kaksi asiaa ja annettiin esimerkkejä piilo-

mallien sovelluksista tutkittavalla alalla. Niiden havaittiin olevan suosittuja etenkin kuljetta-

jan aikomuksia ennustettaessa, ja vähemmässä määrin mielentilaa tarkkaillessa tai puhtaasti

autonomisen ajamisen prosesseissa. Autonominen ajaminen on kuitenkin suhteellisen tuore

ala, joten mitä luultavimmin jää nähtäväksi kuinka yleiseksi metodiksi piilomallit osoittau-

tuvat kun ihminen otetaan pois kuvioista.

Katsaus ei missään nimessä ole täysin kattava. Ajoneuvojen välistä kommunikaatiota hyö-

dyntävät järjestelmät jäivät huomiotta, jos niissä esiintyy piilomallien käyttöä. Se myös kes-

kittyi täysin piilomalleihin, joten niiden suosio verrattuna muihin alalla käytettäviin koneop-

pimismenetelmiin jää hämäräksi.
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