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1 Johdanto

Tiedon sdhkoistyminen ja sen méddrdn kasvaminen ovat lisinneet tarvetta ottaa kdyttoon eri-
laisia automatisoituja analysointikeinoja. Tiedosta on mahdollista analysoida muun muassa
assosiaatioita, jotka kuvaavat tiedossa esiintyvid yhteyksid. Assosiaatioita kuvaavia assosi-
aatiosddntoji etsitdin ja muodostetaan hyodyntiméilld assosiaatiosddntdalgoritmeja. Asso-
siaatiosddntdjd voidaan kdyttdd esimerkiksi markkinakorianalyysissd, jonka avulla pyritdidn
esimerkiksi tunnistamaan asiakkaiden ostokdyttdytymistd (Han, Kamber ja Pei 2011, s. 206—

208).

Assosiaatiosdéintoalgoritmien tarkoituksena on 10ytdd suuresta datamé@ddréstd usein esiintyvét
alkiojoutkot, joiden pohjalta muodostetaan assosiaatiosdinnot. Assosiaatiosddntdalgoritmin
toiminta voidaan jakaa kahteen pddvaiheeseen. Ensimmadisessi vaiheessa etsitiin usein esiin-
tyvit alkiojoukot, ja toisessa vaiheessa muodostetaan itse assosiaatiosdinnot. Ensimméinen
vaihe on tutkimuksellisesti mielenkiintoinen, koska se médrittelee kuinka tehokas tai nopea
algoritmi on muodostamaan assosiaatiosddnnot. (Juki¢ ja Nestorov 2006; Han, Kamber ja

Pei 2011, s. 208-210)

Tissd tutkielmassa tutkitaan frequent pattern growth -algoritmia (myohemmin lyhyesti FP-
growth), joka hyddyntédd binéddripuutietorakennetta (myohemmin FP-puu) usein esiintyvien
alkiojoukkojen etsimisessid. FP-growth-algoritmi on verrattain tehokas 10ytymiin usein esiin-
tyvit alkiojoukot suuresta data méérédstd verrattuna esimerkiksi Apriori-algoritmiin. (Han,

Kamber ja Pei 2011} s. 218-221)

Tutkielman tavoitteena on kirjallisuuskatsauksen keinoin tarkastella FP-growth-algoritmia,

ja tutkia miké on assosiaatiosddntoalgoritmien rooli tiedonlouhinnassa.



2 Tiedonlouhinta ja assosiaatiosaannot

Téssd luvussa esitellddn mité tiedonlouhinta tarkoittaa ja avataan tarkemmin mité tiedonlou-

hinnan assosiaatio-menetelmai pitdd sisélldén.

2.1 Tiedonlouhinta

Tiedon etsiminen datasta on perinteisesti vaatinut manuaalista datan analysointia ja tulkintaa.
Manuaalinen tiedon kerddminen on ollut hidasta, kallista ja subjektiivista. Tiedon méérén li-
sdadntyminen ja datan sihkoistyminen ovat seki vaatineet ettd mahdollistaneet automaattisten

tiedonetsimismenetelmien kehittimisen.

Knowledge discovery in databases (myohemmin lyhyesti KDD) on prosessi, jonka tavoit-
teena on etsid uutta ja hyodyllistd tietoa datasta. Tiedonlouhinta on KDD-prosessin vaihe,
jossa tutkittavasta datasta pyritddn 10ytdmaidn sddnnollisyydet erilaisia menetelmid kaytti-
milld (Han, Kamber ja Pei 2011} s. 16—18). Tiedonlouhinnan menetelmiéd ovat muun muassa
assosiaatio, klusterointi ja luokittelu (Ngai, Xiu ja Chau 2009; Liao, Chu ja Hsiao2012; Han,
Kamber ja Pei 2011} s. 40).

Vaikkakin tiedonlouhinta on osa KDD-prosessia, tiedonlouhinta-termii kédytetdédn monesti
kuvaamaan koko prosessia (Han, Kamber ja Pei|2011, s. 16-18). Siind missé tiedonlouhinnan
tavoitteena on 10ytédd sddnnollisyyksid on, KDD-prosessin tavoitteena 10ytdd uutta ja hyodyl-
listd tietoa. Erona 10ydettyjen sddnnollisyyksien ja tiedon vélilld on sd@nnollisyyksien kiin-
nostavuus. Sdidnnollisyys on kiinnostava, kun se ylittdi tietyn kiinnostavuuskynnyksen, joka
on tdysin riippuvainen tiedon kiyttokohteesta ja -tarkoituksesta. (Fayyad, Piatetsky-Shapiro

ja Smyth [1996)

Téssd tutkielmassa keskitytdidn tutkimaan miten sdinnollisyyksid etsitidéin tiedonlouhinnan
assosiaatio-menetelmén avulla, eiki oteta kantaa ovatko sddnnéllisyydet tietoa vai ei. Seu-
raavassa luvussa kisitelldén tarkemmin miten sdinnollisyyksid pyritddan luomaan assosiaatio-

menetelmilld datassa olevien yhteyksien ja korrelaatioiden avulla.



2.2 Assosiaatiosaannot

Assosiaatiosddnnoilld tuodaan esiin yhteyksid ja korrelaatioita annetusta datasta esimerkiksi

jos asiakas on ostanut leipdi, hin saattaa ostaa myos voita.
Assosiaatiosddnto: X =Y

Usein miten assosiaatiosddntoji etsitddn datasta, joka siséltdd ostotapahtumia, joten assosi-
aatiosddntojen avulla voidaan tutkia mitkd tuotteet ostetaan usein yhdessi eli toisin sanoen
tehdd markkinakorianalyysi (Jukic¢ ja Nestorov 2006)). Markkinakorianalyysin tavoitteena on
16ytdd sddnnollisyyksid, joita voidaan hyodyntdid esimerkiksi lisdimyynnin tai tuotesijoittelun

tukena. (Juki¢ ja Nestorov 2006} Mitra, Pal ja Mitra 2002 Ngai, Xiu ja Chau|[2009)

Assosiaatiosddnnot muodostetaan datasta assosiaatiosididntdalgoritmilla, joita on useita erilai-
sia, tdssd tutkielmassa perehdytidin FP-growth-algoritmiin seki sivutaan Apriori-algoritmia.
Assosiaatiosddntdjen muodostaminen voidaan jakaa kahteen alaongelmaan (Agrawal, Sri-
kant ym. [1994; Juki¢ ja Nestorov 2006; Han, Kamber ja Pei 2011, s. 209): Ensimméinen
alaongelma on, ettd kuinka I6ydetdén sellaiset usein esiintyvit alkiojoukot, jotka ovat kiin-
nostavia. Toinen alaongelma on, ettd kuinka néistd usein esiintyvistd alkiojoukoista muo-
dostetaan varsinaiset assosiaatiosddnnot. Alaongelmista ensimmadinen on tutkimuksellisesti
mielenkiintoisin, silld se vaikuttaa merkittavimmin algoritmin tehokkuuteen (Juki¢ ja Nesto-

rov 2006}, Agrawal, Imielinski ja Swami|1993)).

Assosiaatiosddntoon liitetddn kaksi tunnuslukua: tuki (engl. support) ja luottamus (engl. con-
fidence). Tunnusluvut kertovat onko kyseinen assosiaatiosddnto kiinnostava. Tuki kuvaa,
kuinka monta kertaa assosiaatiosddntod vastaava usein esiintyvi alkiojoukko esiintyy koko
tutkittavassa datajoukossa. Luottamus puolestaan kuvaa, kuinka usein alkio X esiintyy alkion
Y kanssa. Tyypillisesti assosiaatiosdintd mielletidiin kiinnostavaksi, kun se tyydyttdi ennal-
tamadritellyt minimituki- ja minimiluottamusarvot. (Juki¢ ja Nestorov 2006; Han, Kamber
ja Pei 2011} s. 208-210) Tuki ja luottamus tunnusluvut voidaan esittdd joko absoluuttisina

tai suhteellisina.

Otetaan esimerkiksi alla oleva assosiaatiosddntd, joka kuvaa, ettd pelihiiren ostaneet os-

tivat myos hiirimaton. Assosiaatiosddnnolle on laskettu tuki 3% ja luottamus 50%. Tuki



tarkoittaa, ettd 3% kaikista ostotapahtumista sisélsi sekd pelihiiren ettd hiirimaton. Luot-
tamus tarkoittaa, ettd 50% heistd jotka ostivat pelihiiren ostivat my0s hiirimaton. Madri-
tellddn minimitukiarvoksi 2% ja minimiluottamusarvoksi 45%. Koska assosiaatiosddnnon
pelihiiri = hiirimatto tukiarvo tyydyttdd minimitukiarvon ja luottamusarvo tyydyttdd mini-

miluottamusarvon voidaan todeta, ettd assosiaatiosdianto on kiinnostava.
Pelihiiri = Hiirimatto (tuki = 3%, luottamus = 50%)

Koska varsinaisten assosiaatiosidintdjen luominen on hyvin suoraviivainen prosessi, kes-
kittyy eri algoritmit ensimméiiseen alaongelmaan eli usein esiintyvien alkiojoukkojen etsi-
miseen (Agrawal, Imielinski ja Swami 1993). Seuraavaksi luvussa esitellddan Apriori-
algoritmi, joka kiyttdd luo ja testaa (engl. generate and test) -menetelmii usein esiintyvien
alkiojoukkojen etsimisessi ja luvussa 3| FP-growth-algoritmi, joka puolestaan kdyttdd hajoita

ja hallitse (engl. devide and conquer) -menetelmédd (Han, Kamber ja Pei 2011, s. 218).

2.3 Apriori-argoritmi

Tissd kappaleessa esitellddn lyhyesti Apriori-algoritmin toimintaa. Apriori-algorimi on as-
sosiaatiosddntoalgoritmi, joka etsii usein esiintyvit alkiojoukot luomalla joukon ehdotettuja
alkiojoukkoja, joista valitaan usein esiintyvit alkiojoukot eli algoritmi kdyttdd luo ja testaa
-menetelmdd. Algoritmin nimi on perdisin siitd, ettd se kdyttdd ennakkotietoa (engl. prior
knowledge) etsiessddn usein esiintyvid alkiojoukkoja. (Agrawal, Srikant ym. [1994; Han,

Kamber ja Pei2011} s. 211-215)

Algoritmi hyddyntdd niin sanottua level-wise -hakua, jossa k-alkiojoukkoja hyddynnetddn
etsimidin k+1-alkiojoukot. Algoritmi muodostaa ehdotettuja k-alkiojoukkoja, joista usein
esiintyvit eli minimitukiarvon tyydyttavit valitaan Li-joukkoon. L;-joukkoa puolestaan hyo-
dynnetiin seuraavien k+1 ehdotettujen alkiojoukkojen etsimisessi. Jokaisen Lj-joukon etsi-

minen vaatii koko annetun datan ldpikdyntid. (Han, Kamber ja Pei 2011, s. 211-215)
Kiytetddn esimerkkini taulukon [I] datajoukkoa D ja minimitukiarvoa 2.

Algoritmin alussa etsitdén usein esiintyvit 1-alkiojoukot, taulukko [2] L. Seuraavat L; jou-

kot, joiden k >= 2 etsitdin ehdotetuista k-alkiojoukoista, jotka on muodostettu L;_1-joukon



Alkiot
{Al, A2, A3}
{Al, A2, A5}

{A2, A4}
{Al, A2, A4}
{Al, A3}
{A4, A5}

Taulukko 1. Datajoukko D

avulla. Kun ehdotettut k-alkiojoukkot ovat muodostettu, lasketaan jokaiselle k-alkiojoukolle
tukiarvo. Lg-joukkoon valitaan ne ehdotetut k-alkiojoukot, jotka tyydyttdviat minimitukiar-
von. Lopuksi kaikista usein esiintyvisti alkiojoukoista L luodaan assosiaatiosddnnot. Asso-

siaatiosddntdjen luonti on kuvattuna luvussa 3.2.

Alla olevassa esimerkissé kuvataan kuinka L;-joukon avulla luodaan 2-alkiojoukot, seki ku-

vattuna 2-alkiojoukon tukiarvot. Lisédksi kuvattuna 2-alkiojoukoista karsittu L,-joukko.

2-alkiojoukko | Tuki

{A1, A2} 3
R {A1, A3} 2
{A1} | 4 tal, Ad) 1 Ly Tuki
{A2} | 4 (A1, 45} 1 {A1, A2} | 3
{A3} | 2 - (42, 43 LT {A1, A3} | 2
{A4} | 3 (42, A4 ? {A2, A4} | 2
asy| 2 {A2, A5} 1

{A3,A4} | 0

{A3, A5} 0

{A4, A5} 1

Taulukko 2. Ehdotetut alkiojoukot

Apriori-algoritmi kérsii kahdesta ei-triviaalista ongelmasta. Algoritmi joutuu mahdollises-

ti luomaan todella suuren méérdn ehdotettuja alkiojoukkoja ja kdyméin useasti koko datan



lapi médrittdessddn tukiarvoja ehdotetuille alkiojoukoille. Seuraavassa luvussa esitettavi FP-
growth-algoritmi pyrkii etsimédin usein esiintyvit alkiojoukot ilman ehdotettujen alkiojouk-

kojen luomista. (Han, Kamber ja Pei 2011} s. 218)



3 FP-growth

FP-growth-algoritmi esiteltiin ensimmaéisen kerran artikkelissa Han, Pei ja Yin 2000. FP-
growth-algoritmi kehitettiin ratkaisemaan Apriori-algoritmin ongelmat: tarve luoda todella
suuri médrd ehdotettuja osajoukkoja ja annetun datan lipikdynti useaan kertaan. Ratkaisuk-
si esitetddn FP-growth-algoritmia, joka hyodyntdid binddripuutietorakennetta, jota kutsutaan
FP-puuksi (engl. frequent pattern tree) ja hajoita ja hallitse -menetelméd. (Han, Pei ja Yin

2000; Han, Kamber ja Pei 2011} s. 218)

FP-puu kuvaa usein esiintyvid alkiojoukkoja polkuina puussa. FP-puu on jérjestetty siten,
ettd usein esiintyvit alkiot voivat jakaa samoja solmuja. Solmulla voi olla yksi vanhempi ja
rajaton miird lapsia. Yksittdinen solmu sisiltdd tiedon siitd miké alkio on kyseessi ja kuinka

monesti alkio esiintyy kyseiselld paikalla. (Han, Pei ja Yin 2000)

Hajoita ja hallitse -menetelmé pyrkii etsiessddn pitkid usein esiintyvid alkiojoukkoja etsi-
miidn lyhyempid usein esiintyvid alkiojoukkoja joita yhdistelemélld 16ytdméaédn pitkét usein

esiintyvét alkiojoukot. (Han, Pei ja Yin 2000)

FP-growth-algoritmi muodostaa annetusta datasta 10ytyvistd sddnnollisistd alkioista FP-puun,
joka sdilyttaa tiedon alkiojoukon assosiaatioista. Seuraavaksi algoritmi muodostaa FP-puun
pohjalta jokaiselle usein esiintyville alkiolle ehdolliset joukot, jonka jdlkeen ehdollisista jou-
koista muodostetaan ehdollinen FP-puu. Ehdollisten joukkojen muodostuksessa kdydadn 1d-
pi vain alkiojoukot, joissa alkoi esiintyy. Merkittdvisti supistaen lapi kdytdavien alkiojouk-
kojen méirdd. Lopuksi assosiaatiosddannot muodostetaan kdymaéllad ldpi ehdolliset FP-puut.

(Borgelt 2005; Said, Dominic ja Abdullah [2009; Han, Kamber ja Pei 2011, s. 218-221)

3.1 Algoritmin vaiheet

Kéytetdédn taulukon |3| datajoukkoa D. Taulukon [3| datajoukko siséltdd alkiojoukkoja, jotka
kuvaavat ostotapahtumia, joissa alkiot ovat jotain tuotteita. Miéritelldédn lisdksi minimitu-

kiarvoksi min_tuki = 2 ja minimiluottamusarvoksi min_Iluottamus = 70%.

Datajoukon ensimmadiselld 1dpikdynnillé etsitddn 1-alkiojoukot ja lasketaan niiden tukiarvot.



Alkiot
{Al, A6}
{Al, A2, A3}
{Al, A3, A5}
{Al, A2, A6}
{Al, A2, A3}
{Al, A4, AT}
{Al, A4, A9}

Taulukko 3. Datajoukko D

Jarjestetddn 1-alkiojoukot tukiarvon mukaan laskevaan jirjestykseen ja jitetdén listasta pois
kaikki 1-alkiojoukot, joiden tukiarvo on pienempi kuin min_tuki. Esitetdédn alkiojoukko seu-
raavasti {alkiot : tuki}. Muodostuu lista L = {{A1 : 7}, {A2:3}, {A3:3}, {A4:2}, {A6:
2}}, joka on esitetty taulukossa (4).

1-alkiojoukko | Tuki
{A1} 7
{A2} 3
{A3} 3
{A4} 2
{A6} 2

Taulukko 4. Datajoukon 1-alkiojoukot

Seuraavaksi luodaan FP-puu. Asetaan puun juuriarvoksi null eli tyhja. Lihdetidin kdyméin
datajoukkoa D toisen kerran lipi, siten ettd jokainen D:n alkiojoukko kdydiin lépi listan L
mukaisessa jirjestyksessd toisin sanoen jdrjestetddn ldpikdytiva alkiojoukko tukiarvon mu-
kaan laskevasti. Lisétidn datajoukon D ensimmiinen alkiojoukko {A1, A6}, joka siséltdd
alkiot A1 ja A6 listan L mukaisessa jarjestyksessd, FP-puuhun. Kuvataan FP-puun solmuja
seuraavasti (a : m), jossa a on datajoukon alkio ja m on sen esiintymien méiri, jota voidaan
kisitelld solmun tukiarvona. Luodaan uusi solmu (A1 : 1), jonka vanhempi solmu on juuri-
solmu sek# luodaan toinen uusi solmu (A6 : 1), joka on linkitetty luotuun (A1 : 1) solmuun.

Néin saadaan aikaan kuvion |I| vaiheen 1 mukainen FP-puu.
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Jatketaan datajoukon D seuraavan alkiojoukon {A1, A2, A3} Kisittelyd. Koska solmu (Al :
1) on jo olemassa, kasvatetaan sen m arvo yhdelld. Alkioille A2 ja A3 luodaan uudet solmut
(A2:1) ja (A3 :1). Lisdtddn luodut solmut FP-puuhun siten, ettd solmu (A2, 1) linkitetdén
solmuun (A1:2)ja (A3 : 1) solmu linkitetdén solmun (A2 : 1) lapseksi. FP-puu on nyt kuvion

vaiheen 2 mukainen.
null

(A1:1)

(A6:1)

(A3:1)

Vaihe 1. Vaihe 2.

Kuvio 1. FP-puun muodostamisen kaksi ensimmadisti vaihetta

Datajoukon D ldpi kédyntid jatketaan kunnes kaikki alkiojoukot on lisdtty FP-puuhun. Tilan-
teissa, joissa alkiojoukolla on useita samoja alkioita jo lisdtyn alkiojoukon kanssa, jokais-
ta alkiota vastaavan solmun m arvoa kasvatetaan yhdelld ja vain uudet solmut lisdtddan FP-
puuhun. Jos alkiojoukon ensimmadisté alkiota vastaa solmua ei ole jo FP-puussa, voidaan uusi
solmu linkittdd myds juurisolmuun ja lopuista alkioista muodostetut solmut luodun solmun

alle asianmukaisesti.

Valmiin FP-puun ldpikdynnin helpottamiseksi luodaan otsikkotaulu [2], jossa siilytetidin tie-
dot siitd miké alkio on kyseessi, mikéd on alkion tukiarvo ja osoitusketju alkiota vastaavaan
solmuun tai solmuihin. Osoitusketju kertoo alkiota vastaavien solmujen sijainnit FP-puussa.
Osoitusketjun mahdollistaa, ettd FP-puuta ldpikdydessi ei tarvitse etsid jokaista alkiota vas-
taavaa solmua erikseen. Luodun FP-puun ja otsikkotaulun ansiosta sddnnollisten joukkojen
etsiminen voidaan datajoukon sijaan tehdd FP-puuta tutkimalla (Han, Kamber ja Pei 2011},

s. 219).

Seuraavaksi siirrytddn tutkimaan FP-puuta. FP-puun tutkiminen aloitetaan listan L viimei-



Otsikkotaulu
Alkio | Tuki | Osoitin
Al 7
A2 3 |
A3 3
A4 2
Ab 2

Kuvio 2. Otsikkotaulu ja valmis FP-puu

Alkio | Ehdollinen joukko | Ehdollinen FP-puu | Usein esiintyviit alkiojoukot
A6 | {Al, A2:1}, {Al:1} (A1:2) {Al, A6:2}
A4 {Al1:2} (Al:2) {A1,A4:2}
A3 | {Al, A2:2}, {A1:1} | (A1:3), (A2:2) | {Al, A3:2},{Al, A2, A3:2}
A2 {A1:3} (A1:3) {Al, A2:3}

sestd usein esiintyvistd alkiosta eli A6:sta. Alkiolle muodostetaan ehdollinen joukko, joka

Taulukko 5. FP-growth algoritmin lopputulos

sisdltdd FP-puun polut alkiota vastaavasta solmusta (A6 : 1) juuren. Muodostettu ehdolli-

nen joukko on {A1, A2:2},{A1 : 1}. Kun ehdollinen joukko on muodostettu, muodostetaan

ehdollisen joukon pohjalta alkiolle ehdollinen FP-puu. Puuksi muodostuu (Al : 2). Solmu

(A2 : 1) jdtetddn pois ehdollisesta FP-puusta, koska sen méird m on alle minimitukiarvon.

Ehdollinen FP-puu muodostaa kaikki alkion usein esiintyvit alkiojoukot {A1, A6 : 2}. Kun

koko FP-puu on tutkittu saadaan taulukon [5| mukainen tulos.

3.2 Assosiaatiosddntojen luominen

Lopuksi luodaan varsinaiset assosiaatiosaannét, kun usein esiintyvit alkiojoukot on 16ydetty.

Assosiaatiosdinto hyviksytiddn kun se tyydyttdd sekd minimituki ettd minimiluottamus arvot.
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Assosiaatiosddnnon luottamus lasketaan seuraavan kaavan mukaan:

tuottamus(4 = B) = 5100

Assosiaatiosddnnot muodostetaan siten, ettd jokaisesta usein esiintyvista alkiojoukosta / luo-
daan sen ei-tyhjit osajoukot. Luodaan jokaiselle ei-tyhjille osajoukolle s assosiaatiosdantod
"s = (I —s)"ja hyviksytiddn assosiaatiosddnto jos ;Z,’:ﬁgg > min_luottamus. (Han, Kamber ja

Pe1 2011} s. 215-216)

Esimerkiksi usein esiintyvén alkiojoukon {Al, A2, A3 : 2} ei-tyhjit osajoukot ovat {Al},
{A2}, {A3}, {Al, A2}, {Al, A3} ja {A2, A3}. Ndistd ei-tyhjistd osajoukoista muodostetaan

taulukossa[6] esitetyt ehdotetut assosiaatiosd@nnot, joille lasketaan luottamusarvot.

{Al, A2} = {A3}, luottamus =2/3 = 66,6%
{Al, A3} = {A2}, luottamus =2/2 =100%
{A2, A3} = {Al}, luottamus =2/2 = 100%
{A1} = {A2, A3}, luottamus =2/7 =28,5%
{A2} = {Al, A3}, luottamus =2/3 = 66,6%
{A3} = {Al, A2}, luottamus =2/3 =66,6%

Taulukko 6. Ehdotetut assosiaatiosdannot

Usein esiintyvén alkiojoukon {Al, A2, A3 : 2} ehdotetuista assosiaatiosddnngistd sekd mi-

nimituen ettd minimiluottamuksen tyydyttdd assosiaatiosddnnot:
{A1, A3} = {A2}, tuki =2, luottamus = 100%
{A2, A3} = {Al}, tuki =2, luottamus = 100%

Assosiaatiosddntdjen luomisen jilkeen assosiaatiosddntdalgoritmin ldpikdynti on saatu pai-

tokseen.

3.3 Algoritmien vertailu

FP-growth-algoritmi etsii usein esiintyvit alkiojoukot kiyttdmailld hajoita ja hallitse -menetelmia,

jossa ei kiytetd raskasta ehdotettujen alkiojoukkojen luontia kuten Apriori-algoritmissa. Puo-
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lestaan FP-growth-algoritmi hyodyntidd kompaktia FP-puu tietorakennetta usein esiintyvien

alkiojoukkojen etsimiseen.

Téssd tutkielmassa algoritmeja vertaillaan kirjallisuuskatsauksen keinoin, eikd téten tissd
tutkielmassa tuoda esiin tarkkoja suoritusaikoja, koska laitteistot joilla algoritmeja on ver-
tailtu eroaa kirjallisuuden vililld. Suoritusaika kuvaa aikaa, jonka algoritmi kéyttdd usein
esiintyvien alkiojoukkojen etsimiseen. Suoritusajassa ei ole mukana assosiaatiosddntdjen
muodostamista, silld se ei vaikuta merkittdvisti algoritmin tehokkuuteen (Juki¢ ja Nesto-

rov 2006} Agrawal, Imielinski ja Swami|1993)).

Vertailuissa, joissa tutkittiin minimitukiarvon vaikutusta FP-growth- ja Apriori-algoritmien
suoritusaikaan, havaittiin ettd, FP-growth-algoritmi on selvisti nopeampi kuin Apriori-algoritmi
pienilld tukiarvoilla. Kun tukiarvo on pieni, on usein esiintyvii alkiojoukkoja paljon ja ne
ovat pitkii, jolloin Apriori-algoritmi joutuu kdyttdmiidn hyvin paljon aikaa ehdotettujen os-

ajoukkojen luomiseen. (Han, Pei ja Yin 2000; Zhou ja Yau 2007; Borgelt 2005)

Molempien algoritmien suoritusaika kasvaa alkiojoukkojen miiridn kasvaessa, mutta FP-
growth-algoritmin suoritusajan kasvu on selvisti maltillisempaa kuin Apriori-algoritmin.
Tarkoittaen, ettd FP-growth-algoritmi on selvisti nopeampi kuin Apriori-algoritmi erityisesti

suurilla dataméirilld. (Han, Pei ja Yin 2000; Zhou ja Yau 2007; Borgelt 2005)

FP-growth-algoritmi on selvésti nopeampi kuin Apriori-algoritmi usein esiintyvien algorit-
mien etsimisessd, koska se ei kiyti raskasta ehdotettujen osajoukkojen luontia, vaan hyddyn-
tdd kompaktia FP-puu tietorakennetta sekd hajota ja hallitse -menetelmié usein esiintyvien
alkiojoukkojen etsimiseen. (Han, Pei ja Yin [2000; Zhou ja Yau 2007; Borgelt [2005; Han,
Kamber ja Pei 2011} s. 221)
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4 Yhteenveto

Tiassd tutkielmassa esiteltiin yksi assosiaatiosdintdalgoritmi, FP-growth-algoritmi, kirjal-
lisuuskatsauksen keinoin. Assosiaatiosddntoalgoritmeja kidytetddn assosiaatiosdidntdjen et-
simiseen, joita kdytetddn tiedonlouhinnassa yhtenid keinona kuvaamaan datassa esiintyvid
sadannollisyyksid. Assosiaatiosdintd mielletdin kiinnostavaksi, kun se tyydyttidd ennalta méia-
ritellyt minimituki- ja minimiluottamusarvot. Assosiaatiosddntoji kiytetdén tyypillisesti mark-
kinakorianalyysiin, jossa tutkitaan asiakkaiden ostokiyttdytymistd. Markkinakorianalyysid

hyodynnetidin esimerkiksi lisimyynnin ja tuotesijoittelun tukena.

Assosiaatiosdéintdjen etsiminen ja muodostaminen voidaan jakaa kahteen alaongelmaan: usein
esiintyvien alkiojoukkojen etsiminen ja assosiaatiosdéntdjen muodostaminen usein esiin-
tyvistd alkiojoukoista. Usein esiintyvien alkiojoukkojen etsiminen vaikuttaa merkittdvim-
min algoritmin tehokkuuteen. FP-growth-algoritmi koostaa annetusta datasta kompaktin FP-
puun, josta muodostetaan useita pienempia ehdollisia FP-puita. Ehdollisista FP-puista saa-
daan lopuksi muodostettua usein esiintyvit alkiojoukot. FP-growth-algoritmi ei kdyti ras-
kasta ehdotettujen osajoukkojen luontia toisin kuin luvussa [2.3] esitelty Apriori-algoritmi.
Niin ollen FP-growth-algoritmi on merkittdvésti nopeampi kuin Apriori-algoritmi etsimiin

usein esiintyvét alkiojoukot.

Assosiaatiosddntdjen etsinndssd on viimeisimmassi kirjallisuudessa perehdytty kehittdmédn
algoritmeja, jotka kykenevit muodostamaan sddnnollisyyksid datasta, joka on moniuloitteis-
ta. Moniuloitteisella datalla tarkoitetaan data, jossa on esimerkiksi ostotapahtumien lisdksi
mukana tieto siitd mink& ikdinen ostaja on ollut. Télloin assosiaatiosddntd voi olla esimer-
kiksi ettd 22-vuotiaat ostivat, jollain todennikdéisyydelld luistimet. Erilaisten moniuloitteisia
assosiaatiosadntojd etsivien algoritmien suoritusaika vertailu olisi hyvé jatkotutkimus. (Han,

Kamber ja Pei 2011} s. 234-236)
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