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Informaatioyhteiskunta tuottaa itsestddn jatkuvasti kasvavalla nopeudella tietoa,
jota on mahdollista hyodyntdd uusien menetelmien, kuten koneoppimisen avul-
la. Taloustieteilijat ovat viimeisten vuosikymmenten aikana kehittdneet tapoja
tehdd talouden ennusteita kdyttden useita erilaisia tiedonldhteitd samanaikai-
sesti. Tamé kirjallisuuskatsauksena toteutettu tutkielma vastaa kysymykseen,
kuinka suuria datamassoja voidaan hyodyntdd makrotaloustieteessd, ja kuinka
koneoppimisen menetelmit soveltuvat korvaamaan ja tdydentdmaan makrota-
loustieteen perinteisesti kdyttamid ekonometrian menetelmid ennustamisessa.
Tutkimuksessa havaittiin, ettd prosessi hyodyntdd koneoppimisen menetelmia
tdysin on makrotaloustieteessd edelleen vaiheessa. Tutkimustulokset osoittavat,
ettd esimerkiksi verkkoharavoinnilla hankittu data ja hakukonedata sisdltavit
informaatiota, jota perinteisistd tietoldhteistd ei 16ydy. Hadoop ja NoSQL-
tietokannat osoittautuvat tdrkeiksi datanhallinnan tyokaluiksi. Monet uudet
tiedonldhteet sopivat reaaliaikaiseen ennustamiseen, silli dataa on julkisesti
tarjolla paivittdistasolla.

Asiasanat: Big Data, makrotaloustiede, reaaliaikainen ennustaminen, koneop-
piminen
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The modern information society creates data about itself at an ever-increasing
pace. With emerging technologies like machine learning, it is possible to make
use of this data. For the last three decades, economists have developed models
that predict using a multiple data source approach. This literature review an-
swers the question how Big Data can be utilized in macroeconomics and how
machine learning technologies can complement or replace econometrical meth-
ods in prediction. The process of utilizing machine learning in macroeconomics
was found to be incomplete at the time of this review. The results show that
data gathered with web scraping and search engine statistics contain infor-
mation that is not present in contemporary datasets. Apache Hadoop and
NoSQL databases prove to be important tools in managing Big Data. Many new
data sources that can be collected at a high frequency are useful in macroeco-
nomic nowcasting.
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1 JOHDANTO

Taloustieteessd suurten data- ja muuttujamédédrien kasittely on ollut keskeinen
ongelma jo kauan verrattuna moniin muihin tieteen aloihin (Bok, 2018). Tut-
kielma keskittyy massadatan hyodyntdmiseen makrotaloustieteessd sekd eko-
nometriassa. Lahestyn aihetta tietojdrjestelmitieteen ndkokulmasta, silld aiem-
mat tutkimukset ovat keskittyneet taloustieteelliseen ja tilastotieteelliseen na-
kokulmaan. Kirjallisuuskatsaukseen on koostettu massadatan mahdollistamia
uusia tapoja laskea taloustieteen mittareita. Menetelmid vertaillaan perinteisesti
kaytettyihin menetelmiin seké toisiinsa. Tutkimuksen ldhteiksi valitsin laadul-
taan julkaisufoorumin kriteerit tdyttdvien julkaisujen vertaisarvioituja tutki-
mubksia sekd keskuspankkien, erityisesti Euroopan keskuspankin ja Yhdysvalto-
jen keskusvarannon raportteja vertaisarvioidun tieteellisten vertaisarvioitujen
julkaisuldhteiden puuttuessa.

Taloustieteen termist6 ja seurattavat tunnusluvut ovat vakiintuneita. Uu-
sien menetelmien testaaminen on kéaytettdvissd olevan historiallisen tiedon
mddran takia mahdollista. Uusien menetelmien tehokkuutta on mahdollista
verrata vallassa oleviin ekonometrian tilastotieteellisiin menetelmiin. Taman
vuoksi taloustiede sopii tieteenalana koneoppimisen kehittdmiseen ja sen toi-
mivuuden arviointiin. Lisdksi tietoyhteiskunnan uusista tiedonldhteistd keratty
data sisdltdd informaatiota, mikd voi parantaa ennusteiden tarkkuutta. Agrawa-
lin (2019) mukaan tulevaisuudessa yksi tekodlyn suurimmista hyodyistd on en-
nustamisen kehittyminen.

Motivaatio alan tutkimukseen oli myo6s tarve arvioida automatisaation
vaikutuksia taloustieteen asiantuntijatychon. Siitd huolimatta, ettd taloustiedet-
ta on tutkittu pitkddn, eivat taloustieteilijdpiden ennusteet ja laskentamenetelmat
ole olleet tarkkoja, eivatkad sekd pitkdn ajan ennusteet ettd dkillisten talouskrii-
sien ennakoiminen ole sen takia toimineet. Informaatioteknologian menetelmis,
joita kédytetddn taloustieteessd ei ole ennen koostettu yksittdiseen tutkimukseen
ndkokulmasta, joka erittelee ja arvioi samalla teknologioita suoraan sen taustal-
la olevasta IT-infrastruktuurista asti.
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Keskeiseksi tutkimuskysymyksekseni muotoutui heti tutkimuksen alusta
alkaen:

e Miten massadataa ja koneoppimista voidaan hyodyntdd makrotalous-

tieteessa?

Kaytin tiedonhankintaan seuraavia hakutietokantoja: Google Scholar, Scopus ja
JYKDOK:in kansainvélisten e-aineistojen haku. Olennaisiksi hakusanoiksi
muodostuivat seuraavat sekd niiden yhdistelmdt: Big Data (massadatan eng-
lanninkielinen kaupallinen ja yleisessd kédytossd oleva synonyymi), Nowcasting,
Macroeconomic ja Econometrics. Tutkimus suoritettiin kirjallisuuskatsauksena.

Useimmissa alan laadultaan kriteerit tayttavissd tutkimuksissa ei sen sy-
vemmin eritelld niissd kaytettyjd teknologioita tai IT-konfiguraatioita. Olemassa
olevat kirjallisuuskatsaukset keskittyvit pikemminkin tuloksiin kuin teknologi-
aan. Téassd kirjallisuuskatsauksessa pyritddan antamaan esimerkkejd myos kayte-
tyistd teknologioista sekd selittimddn niiden toimintaperiaatteita. Tutkielman
ensimmadinen sisdltoluku esittelee makrotaloustieteen viime vuosikymmenina
kayttamid menetelmid. Toinen sisdltoluku keskittyy massadatan prosessin ku-
vaamiseen sekd erilaisten analysoinnin tyokalujen ja koneoppimisen mallien
esittelyyn. Kolmas siséltoluku esittelee tdhdn mennessa aiheesta kertynytta tut-
kimuskirjallisuutta.



2 MAKROTALOUSTIETEEN EKONOMETRIA

Makrotaloustieteen ekonometria tasapainottelee mittaamisen ja teorian valilla.
Diebold (1998) jakaa ekonometrian ennustamisen menetelmdt karkeasti kahteen
ryhmaén: rakenteellisiin ja rakenteettomiin. Rakenteettoman ennustamisen juu-
ret ovat 1920-luvulla, jolloin taloustieteen mallintamiseen ruvettiin soveltamaan
lineaarisia differenssiyhtdloitd stokastisilla shokeilla. Ndin pystyttiin ennusta-
maan taloudellisia aikasarjoja tehokkaasti. Nditd malleja kutsutaan autoregres-
siivisiksi malleiksi.

2.1 Vektoriautoregressiiviset mallit

Autoregressiiviset mallit ennustavat muuttujien historiallisten aikasarjojen si-
sdltimédn tiedon pohjalta. Yksinkertaisessa autoregressiossa muuttujan arvo
hetkelld ¢ pohjautuu sen historiallisiin arvoihin. Vektoriautoregressiivisessa
mallissa (VAR) muuttujan arvo pohjautuu sen omien historiallisten arvojen li-
sdksi muiden datasetissd olevien muuttujien historiallisiin arvoihin. Historiallis-
ta arvoa tietyltd ajanjaksolta kutsutaan viiveeksi (Diebold, 1998). Stock (2001)
luettelee kolme erilaista VAR-mallia:

e Supistetun muodon VAR (reduced form)
e Rekursiivinen VAR (recursive)
o Rakenteellinen VAR (structural)

Supistetun muodon VAR-malli esittdd jokaisen muuttujan sen historiallisten
arvojen maddrittaméand lineaarisena funktiona, johon on lisdtty ndiden kanssa
korreloimaton jaannostermi u. Tamaén liséksi oletuksena on, ettd malliin valittu-
jen eri muuttujien arvot sisdltavit toisiinsa liittyvda informaatiota, joten funkti-
oon siséllytetddn vield toisten muuttujien historiallisten arvojen vaikutusta es-
timoiva termi. Lineaaristen funktioiden arvot lasketaan pienimmén nelidsum-
man menetelmalld. Rekursiivisen VAR -mallin jadnnostermit asetetaan toisis-



8

taan riippumattomiksi. Esimerkkind 3 muuttujan VAR, jossa muuttujat kasitel-
ladn jarjestyksessd inflaatio, tyottomyys, korkotaso. Mallin ensimméisessd yhta-
16ssd vastemuuttujana (selitettdvd muuttuja) on inflaatio. Selittdjind ovat kaik-
kien muuttujien viiveet. Toisessa yhtdlossd vastemuuttujana on tyottomyys ja
selittdavand muuttujana on kaikkien muuttujien viiveiden lisdksi inflaation ny-
kyarvo. Kolmannessa yhtdlossd vastemuuttujana on korkotaso ja selittdjind ovat
kaikkien muuttujien viiveet, inflaation nykyarvo sekd tyottomyyden nykyarvo.
PNS:1I4 lasketut yhtélot tuottavat jokaiseen yht&dloon toisistaan riippumattomat
jaannokset. Muuttujien jarjestystd muuttamalla my6s tulokset muuttuvat, joten
n muuttujan rekursiivisella VAR-mallilla voi laskea n! eri tulosta (Stock, 2001).
Rakenteellisessa VAR -mallissa muuttujien vélisid suhteita ja kausaalisuutta
estimoidaan taloudellisen teorian kautta. N&itd estimaatteja voi lisdtd malliin
joko yksittdisiin lausekkeisiin tai esimerkiksi koko mallin laajuudelle.

VAR on todettu hyodylliseksi ja luotettavaksi tyokaluksi (Stock, 2001). Sita
kdytetddn laajasti makrotaloustieteen ennustamisessa ja analyysissd. VAR-
mallit pystyvdt hyodyntdimdan muuttujien sisdltdmad informaatiota ja mallin-
tamaan niiden vilisid suhteita suoraan ilman, ettd tarvitsisi asettaa mallille ra-
joitteita. Funktioiden méadrdn ja koon suuri kasvaminen uusia muuttujia lisatta-
essd kuitenkin pakottaa selittdvien muuttujien méaran rajoittamiseen. Tyypilli-
seen VAR-malliin mahtuu yleensd n. 3-10 eri muuttujaa, silld tdméan jdlkeen
uusien rajoittamattomien muuttujien lisédminen malliin alkaa aiheuttaa
ylisovittumista. Tdtd ongelmaa on pyritty korjaamaan suoraan taloustieteen
teoriaa kayttamailld, tavoitteena vahentdd laskutoimituksiin tarvittavien muut-
tujien mddrdd: oletuksena on, ettd suurin osa yleisesti kidytettyjen muuttujien
vilisistd suhteista on selitettdvissd muutamalla yhdistavalla tekijdlla. Lisdksi on
pyritty rajoittamaan malleja esimerkiksi luokittelemaan muuttujia niiden vélis-
ten suhteiden laadun perusteella (Stock, 2001).

2.2 Bayes VAR

Littermanin (1986) mukaan perinteisen frekventistisen mallin heikkous piilee
sen ennakko-oletuksissa. Rakentaessaan taloustieteellistd mallia frekventisti
joutuu pddttdimadn etukdteen, mitd muuttujia malliin sisdllytetidan. Muuten
mallin tarkkuus kérsii edellisessd kappaleessa kuvattujen ongelmien takia. Ndin
valitaan teoriaan pohjautuen muutama tirkein muuttuja. Uskotaan, ettd par-
hain tulos on saatavilla ainoastaan pitdmalld malli tarpeeksi yksinkertaisena.
Tastd poikkeava bayesildinen ndkokulma olettaa, ettd informaatio on todenna-
koisesti jakautunut suurelle muuttujamdérélle. Bayesildinen malli pyrkii sisél-
lyttamdan laskentakapasiteetin puitteissa kaikki muuttujat, joiden uskotaan
sisdltdvan relevanttia informaatiota, sekd niiden suhteisiin liittyvad etukédteen
tiedetty informaatio. Jos vdite informaation jakautumisesta suurelle muuttuja-
madrélle on totta, tuottaa bayesildinen malli paremman tuloksen, mitd frekven-
tistinen. Bayesildisen mallinnuksen etuja on, ettei tarvita asiantuntijan manuaa-
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lista, mahdollisesti vinoutunutta muokkausta datasetille. Liséksi bayes -malli
tuottaa todenndkdisyysjakauman ennusteille.

BVAR (bayes vektoriautoregressio) késittelee suurta muuttujamddrad si-
sdllyttamalld priorijakauma sen parametreille (Banbura, 2010). Priorijakaumaksi
voidaan valita esimerkiksi normaalijakauma tai kaksipuoleinen eksponentiaali-
jakauma (eng. myos Laplace distribution). Normaalijakauma asettaa jokaiselle
datasetissd olevalle selittdvélle muuttujalle nollasta poikkeavan korrelaatioker-
toimen. Se painottaa vastemuuttujan vaihtelua eniten selittdvid muuttujia, ja
antaa vdhdn relevanttia informaatiota sisdltdville muuttujille hyvin pienet pai-
noarvot. Kaksipuoleinen eksponentiaalijakauma taas antaa hyvin suuret paino-
arvot eniten vastemuuttujaa selittdville muuttujille, mutta asettaa viahemman
informaatiota sisdltavien muuttujien painoarvoiksi 0 (De Mol, 2008).

Normaalijakaumallisella priorijakaumalla posteriorijakauman tiheyden
ratkaisuongelmaa kutsutaan ridge regressioksi, ja sen yksinkertainen ratkai-
sualgoritmi on penalisoitu PNS. Kaksipuoleisen eksponentiaalijakauman poste-
rioritiheyden ratkaisuongelmaa taas kutsutaan Lasso regressioksi. Lasson rat-
kaisemiseksi on kehitelty useita tehokkaiksi luokiteltavia laskenta-algoritmeja,
kuten LARS (pienimmén kulman regressio) (De Mol, 2008). Lasso regression
toteuttava algoritmi suorittaa sekd muuttujien valinnan, ettd parametriesti-
moinnin. Kaksipuoleinen eksponentiaalijakauma on siis tehokas vaihtoehto
priorijakaumaksi monille suoritusajaltaan vaativille algoritmeille (De Mol, 2008).

Bayesildisen ldhestymistavan etu tdssd tilanteessa on, ettd se pystyy kasit-
telemddn suuria, satojen muuttujien aineistoja ilman asiantuntijan asettamia
rajoitteita mallille tai puuttumista muuttujien valintaprosessiin (De Mol, 2008;
Litterman, 1986). Banbura (2010) testasi BVAR-malleja 7, 20 ja 131 muuttujalla ja
vertasi niitd VAR - ja padkomponenttiregressiomalleihin. Suuri 131 muuttujan
malli tuotti tarkempia tuloksia kuin 7 muuttujan malli, mutta jo 20 muuttujan
malli riitti tdssd tapauksessa yhtd hyvan ennusteen sekd rakenneanalyysin te-
kemiseen.

2.3 Rakenteelliset mallit

Fernandez - Villaverden (2010) mukaan uuskeynesildiset mallit, kuten DSGE-
mallit ovat muuttaneet rakenteellisten mallien makroekonometriaa hajanaisiin
hypoteettisiin oletuksiin perustuvasta tieteenalasta systemaattiseksi ja nopeasti
kehittyvaksi. DSGE-malli rakentuu rakenteellisten oletusten, ratkaisualgorit-
mien sekd simulaatioiden varaan. DSGE-malleissa esimerkiksi rahan roolia ta-
louden suhdannevaihtelussa mallinnetaan yksinkertaistamalla reaalimaailmas-
ta, asettamalla rajoituksia tai sdantsjd sen kayttaytymiselle, lisdamalld lyhytai-
kaisia shokkeja ja lisddmalld muita elementtejd parantamaan mallin yhteenso-
pivuutta. Kdytdannossd voitaisiin simuloida tilannetta, jossa kilpailu on sdan-
noiltddn monopolistista ja rahan kulutus perustuu ainoastaan kaytettdvissa ole-
van kidteisen méaadrddn. Tamén lisdksi markkinoihin kohdistuu keskuspankin
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rahapolitiikan sekd finanssipolitiikan aiheuttamia lyhytaikaisia shokkeja, joihin
markkinat reagoivat reaalimaailmaa vastaavalla viiveelld.

Usein DSGE-malleja estimoidaan pienelld noin 3-7 aikasarjan dataseteilld.
Oletuksena on, ettd malliin liitetyt teoreettiset konseptit tuottavat sopivan mal-
lin, eikd ylim&ddrdinen data tekisi mallista paremmin sovittunutta. Lisdksi mal-
leihin on asetettu 0-1 aikasarjaa per mallinnettu muuttuja (Boivin, 2006). Smets
(2007) rakensi DSGE-mallin Yhdysvaltojen talouden estimointiin. Kyseiseen
malliin on lisdtty 7 rakenteellista shokkia vastaamaan 7 mallissa seurattavaa
muuttujaa. Mallissa kdytetddn siis seitsemdd neljannesvuosittain julkaistavaa
aikasarjaa estimointiin: logaritminen todellinen BKT:n muutos, todellinen kulu-
tus, reaali-investoinnit ja reaalipalkka, logaritminen tytskennellyt tunnit, loga-
ritminen BKT-deflaattori sekd inflaatio (federal funds rate). Mallin sisdlld kayte-
tddn myos autoregressioita kdsittelemddn aikasarjoja. Lopullisen rakenteelliset
algoritmit sisdltdvan mallin estimointiin k&dytetddn bayesildistd mallinnusta.
Ensin lasketaan estimaatti posteriorijakaumasta. Tamaén jdlkeen jakaumaa simu-
loidaan Metropolis-Hastings-algoritmilla, erddnlaisella markovinketjualgo-
ritmilla. Ndin saadaan kuva jakaumasta ja sen uskottavuudesta.

Smetsin (2007) havaintojen perusteella DSGE-malli tuottaa tarkemman
ennusteen verrattuna samalla datasetilld laskettuun VAR-malliin, tosin osa
eroista saattaa johtua ylisovittuneisuudesta. Lisdksi DSGE-malli tuottaa yhtd
tarkkoja tuloksia samalla datasetilld lasketun BVAR-mallin kanssa lyhyelld ai-
kavalilla. Pitkan aikavalin ennusteissa 3 vuoteen asti DSGE-malli antoi jokaisel-
le lasketulle talouden indikaattorille paremmat ennusteet kuin verrokkimallit.
DSGE-mallit ovat saaneet useilta tutkijoilta kritiikkid siitd, ettd ne eivit vditetys-
ti kykenisi ennustamaan taloudellisia kriisejd. Esimerkiksi kritiikin mukaan
Smetsin (2007) malli ei pystyisi kédsittelemddn oikein ja ennustamaan vuoden
2008 finanssikriisid (Del Negro, 2015). Del Negro (2015) kdyttdd kyseistd aiem-
min tdssd luvussa esitettyd mallia finanssikriisid edeltdvalld datasetilld. Tutki-
mus osoittaa, ettd malli ennustaa muut siihen liitetyt indikaattorit hyvin raja-
kustannuksia ja korkotasoa lukuun ottamatta. Kyseisten indikaattoreiden virhe
kuitenkin johtui tutkimuksen mukaan rahapolitiikan aiheuttamasta vastakkais-
reaktiosta mallissa.
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3 MASSADATA MAKROTALOUSTIETEESSA JA SEN
TEKNOLOGIAT

Varianin (2014) mukaan ekonometrian data-analyysissd on neljd vaihetta: en-
nustaminen, tiivistdiminen, estimaatin tekeminen sekd hypoteesin testaus. Ko-
neoppiminen keskittyy ndistd ennustamiseen. Koneoppiminen sopii sen vuoksi
juuri taloustieteen ennustamiseen hyvin, silld se ottaa huomioon muuttujien
taustalla olevia tekijoitd (Mullainathan, 2017). Koneoppimisen algoritmeilla,
kuten padtospuilla pystytddn havainnollistamaan monimutkaisia suhteita pa-
remmin, kuin perinteisesti kaytetyilld malleilla (Varian, 2014). Internetissda on
satoja miljoonia verkkosivustoja, ja niiden méa&drd nousee kymmenilld prosen-
teilla vuosittain (Edelman, 2012). Tamén takia verkkoharavointi on muodostu-
massa tdrkedksi massadatan kerddamisen tyokaluksi. Taloustieteilijdt eivat ole
yleiselld tasolla vield saaneet lisdttyd koneoppimista padasialliseksi tyckaluk-
seen, ja sen tdyden potentiaalin kédyttoonotto on vield kesken (Athey, 2018).
Tdamdn vuoksi tdma luku keskittyy kasitteisiin, jotka ovat olennaisia kaytetystd
analysointimenetelméstd riippumatta sekd analysointimenetelmistd, joiden
toimintaa on jo tieteellisesti tutkittu makrotaloustieteeseen liittyen.

3.1 Massadata

Massadatalla tarkoitetaan suuria datamassoja, joita voidaan hyodyntda erilaisil-
la tallennus- kisittely- ja esittamismenetelmilld. Massadatasta kidytetty englan-
ninkielinen termi Big Data on vakiintunut mutta kaupallisilta toimijoilta levin-
nyt. Tasta huolimatta se on kdytdnnossa erittdin laajasti hyvaksytty kuvaamaan
merkitystdan. Massadatan méaaritelméksi on esimerkkind kolme V:td. Gandomi
(2015) madrittelee seuraavasti:
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e Volyme, eli méadrd. Massadata tarkoittaa suuria, yleensa vahintdan usei-
den teratavujen kokoisia datamassoja, joiden koko riippuu toimijasta ja
sen toimialasta.

e Variety, eli monipuolisuus. Massadata koostuu useista erilaisista luke-
miskelpoista ja -kelvotonta dataa esittdvistd tallennusformaateista.

e Velocity, eli datan mddrdn kasvamisen nopeus. Massadataa syntyy jat-
kuvasti massiivisia méadrid seka tiedostetusti ettd sen ldhteen tiedosta-
matta.

e Muita kolmen V:n inspiroimia médritelmid, kuten: Veracity, eli osa ldh-
teistd tuottaa dataa, josta on vaikeaa rakentaa toimivia malleja ja tehda
johtopddtoksid; Variability, eli se, ettd dataa syntyy jatkuvasti muuttuval-
la tahdilla, jossa on nousuja ja laskuja; Complexity, eli datan ja sen ldh-
teiden monimuotoisuus; Value, eli massadata on pienissd médarin suh-
teellisesti arvotonta, mutta kun sitd analysoidaan suuria mdarid, voidaan
my0ds rakentaa suurta arvoa.

Massadata voidaan myos ainakin tdmén tutkimuksen havaintojen perusteella
jakaa sen saatavuuden mukaan: osa massadatasta on ostettavissa tai muuten
hankittavissa kuten julkisille toimijoille lain oikeuttamana, esimerkiksi talous-
tieteilijoille hyodyllinen data pankkikorttiostoista. Osa datasta on tdysin tai ra-
joitetusti jaettu sen kerddjan toimesta, esimerkkind Google Insights. Massiivisen
suuri mddrd dataa kuitenkin 16ytyy vapaasti saatavilla internetistd. Internetin
moninaista numero- ja tekstidataa on saatavilla verkkoharavoinnilla (eng. Web
scraping). Data voidaan jakaa strukturoituun ja strukturoimattomaan dataan.
Noin 5 % kaikesta datasta on strukturoitua. Strukturoimaton data sisaltda struk-
turoimatonta tekstid, videoita, kuvia sekd ddnitteitd (Gandomi, 2015).

Taloustieteelle hyodylliseksi havaittu massadata on yleenséd teksti- ja nu-
meromuodossa. Numerodata voidaan Doornikin (2015) mukaan jakaa karkeasti
kolmeen eri tyyppiin:

e Korkea; suuri mddrd havaintoja suhteessa muuttujien maaraan,
e Paksu; suuri mddrd muuttujia suhteessa havaintojen maaradan,
e Massiivinen; suuri maara sekd havaintoja ettd muuttujia.

3.2 Massadatan kasittely

Gandomi (2015) luonnehtii prosessia, jossa massadatasta luodaan tietdimystd
viisivaiheiseksi prosessiksi. 1) Hankkiminen ja tallennus, 2) noutaminen, puh-
distus ja metadatan luonti, 3) integraatio, aggregointi ja esittely, 4) Mallinnus ja
analyysi sekéd 5) tulkinta. Vaiheet 1-3 kuuluvat aliprosessiin datanhallinta, 4-5
kuuluvat aliprosessiin data-analyysi.



13

Kerédtyssd massadatassa voi olla gigabittien verran strukturoimatonta da-
taa, joten tavanomaisella relaatiokantakokoonpanolla jo sen varastoiminen ai-
heuttaa ongelmia. Suurille datamaéérille on kehitetty yksinkertaisemmilla toi-
minnallisuuksilla mutta nopeampaan datavirtaan valmiita NoSQL-tietokantoja.
Google haravoi ldpi jopa 20 miljoonaa internetosoitetta pdivittdin. Se on kehit-
tanyt erillisid tyokaluja, kuten Google file system sekd MapReduce, jotka sovel-
tuvat ndin massiivisen dataméddran kasittelyyn. MapReduce on ohjelmointityo-
kalu, joka ajaa tehtédvid jakamalla ne useisiin samanaikaisesti suoritettaviin osiin
eri prosessointiyksikdille. Tamédnkaltainen jdrjestely saattaa jopa nopeuttaa kon-
figuraation osana olevien yksittdisten prosessointiyksikoiden kykya késitelld
dataa. Niiden tyokalujen pohjalta on my0s tehty open-source ratkaisuja kuten
Apache Hadoop. Tyokalut toimivat pilvipalveluiden avulla; tilaa ja késittelyte-
hoa voi vuokrata skaalautuvasti, mikd sddstdd resursseja ja antaa pienemmille
toimijoille mahdollisuuden analysoida massadataa (Gunther, 2015; Glushkova,
2019; Varian, 2014).

Tyokalun datasta kasittelemé lopputulos on mahdollisesti jo suoraan luet-
tavaa tietoa tai mahtuu jarkeviadn tilaan lopullista analyysid varten. Usein datan
mdaard on silti niin suuri, ettd siitd kannattaa ottaa vain osa tietoaineistoksi. T&l-
lainen otos riittdd kuvaamaan koko aineistoa tarpeeksi tarkasti tehokasta statis-
tista analyysid varten. Otoksesta on tdssd vaiheessa jarkevdd tehdd testaavaa
analyysid, suodattaa dataa, joka ei ole olennaista esimerkiksi Open Refine -
puhdistustyokalun avulla sekd testata datan loogisuutta ennen varsinaista ka-
sittelyd ja mallintamista (Varian, 2014).

Taloustieteessd massadatan mallintamiseen kdytetddn ennakoivaa analyy-
sid. Ennakoiva analyysi pyrkii ennustamaan joko tulevaa tai jotakin jo mitattua
muuttujaa, jonka arvon pystyy estimoimaan sen suhteista muihin muuttujiin.

Ennakoivan analyysin tekniikoita ovat regressioalgoritmit sekd koneoppiminen
(Gandomi, 2015).

3.3 Web Scraping

Verkkoharavointi on tiedon noutamisen kokonaisuuksien havaitsemiseen kes-
kittyva tekniikka. Verkkoharavoinnin algoritmit tunnistavat erilaisia tietoja ja
niiden yhteyksid, ja rakentavat ndin metadataa esimerkiksi tietystd verkko-
osoitteesta 1oytyneestd tekstistd ja numeroista. Verkkoharavointi on makrota-
loustieteen kannalta olennaista, silld se on yksi helpoimpia ja suhteellisesti hal-
poja menetelmid kerdtd dataa (Cavallo, 2016).

Verkkoharavointi vaati vield muutama vuosi sitten ohjelmointitaitoja esi-
merkiksi PHP:ssd tai pythonissa, mutta nykyddn on tarjolla kayttoliittymalla
varustettuja ohjelmistoja pelkéstdan tatd varten. Niilld voidaan suoraan maalata
tietyt asiat tietystad verkko-osoitteesta, jolloin verkkoharavoinnin algoritmi oppii
hakemaan samankaltaista dataa muista verkko-osoitteista. Teknologian kayt-
toonotto ei vaadi kayttdjdlta paljoa teknistd tietamystd. (Cavallo, 2016). Hara-
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vointityokalu ei kuitenkaan pysty aina karsimaan halutun ulkopuolisia tietoja
tehokkaasti. Tdlloin voidaan kédyttdd ohjatun oppimisen algoritmeja puhdista-
maan haravointitytkalun kerddama data. Algoritmi opetetaan kategorisoimaan
tietosisdltojd automaattisesti oppimisaineiston avulla (Breton ym., 2016).

Verkkoharavointi voidaan toteuttaa kertaluontoisesti tai esimerkiksi tietyl-
le kohteelle tietylld intervallilla. Makrotaloustieteen kayttotarkoituksiin kerta-
luontoisesta verkkoharavoinnista ei ole tdhdnastisissa tutkimuksissa 16ydetty
hyotyd. Sopivan tietoaineiston luomiseksi vaaditaan pidempiaikaista datanseu-
rantaa, jos halutaan luoda toimiva malli, silli osa menetelmistd vaatii suuria
tietoaineistoja, yksittdisen tekijan merkityksellisyys muuttuu ajan kanssa ja
yleensd muutokset indikaattoreihin lasketaan muutoksista ja niiden vaikutuk-
sista, kuten Cavallo (2016) esittdd. Verkkoharavoinnin tuloksena syntyneestd
datasta voidaan luoda tietoaineisto, jolla kyseisen tutkimuksenkohteen muo-
dostaman parametrin vaikutusta jonkin indikaattorin tarkkuuteen pyritdan ar-
vioimaan. Jos aineistosta tehty tutkimus osoittaa, ettd tdima voi toimia selittava-
nd muuttujana indikaattorille, voidaan sitd ruveta seuraamaan halutuin vilein
(Edelman, 2012).

Verkkoharavoinnin suurin hyoty on se, ettd sen tuottamalla tiedolla voi-
daan korvata luotettavampaa mutta vanhentunutta tietoa kannattavaan hintaan,
jolloin esimerkiksi bruttokansantuotteen muutoksen arvio perustuu tietoon,
eikd asiantuntijan (harhaiseen) arvioon. Verkkoharavoinnin ongelmaksi voi
muodostua se, ettd sivustojen ja verkkokauppojen yllapitdjat kieltdviat datanke-
ruun sivustoltaan tai alkavat veloittamaan oikeuksista keréta tietoa (Breton ym.,
2016).

3.4 Koneoppiminen

Ekonometria on yksinkertaistettuna taloustieteen laskemista, joka on polveutu-
nut tilastotieteestd. Ekonometrian perinteiset tydkalut eivdt aina pysty kasitte-
lemddn suuria monimutkaisia datamdarid jarkevésti. Koneoppimisen tieteenala
alkoi muodostua, kun tutkijat alkoivat siirtyd ajattelutapaan, ettd malli taytyy
johtaa suoraan empiirisistd havainnoista (Bok, 2018). Massadata sisiltdd usein
paljon epédoleellista tietoa, joka pitdd karsia pois. Koneoppimisen menetelmat
ovat parempia kuvaamaan useiden muuttujien vilisia monimutkaisia riippu-
vuussuhteita. Koneoppimisen menetelmiad ovat esimerkiksi hakupuut, tukivek-
torikoneet, neuroverkot ja syvdoppiminen (Varian, 2014). Taloustieteessa kayte-
tdan koneoppimisen menetelmid, jotka koostavat tai tiivistdvéat epdlineaarisia
suhteita kdytettdviksi tiedoksi. Koneoppimisen algoritmien kdytté on Mullai-
nathanin (2017) mukaan muuttunut teknisesti helpoksi. R ja Python tukevat
valmiita paketteja kaikkiin tdssd tutkielmassa esiteltyihin koneoppimisen mene-
telmiin. Oikean luokittelumenetelmédn valitseminen ja sen tehokas hyodynta-
minen vaativat kuitenkin kokemusta tai tietoa useista eri menetelmistd. Massa-
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datan datanhallinnassa ja data-analyysissd tarkkoihin tuloksiin pédédsee vain ko-
kemuksen kautta.

Varianin (2014) mukaan tilastollisia ennusteita pyritddn yleistettyna selvit-
tamddn jonkin selitettdvin tai selitettdvien muuttujien y jakaumana toisten selit-
tdvien muuttujien x funktiona. Koneoppimisessa x-muuttujia kutsutaan ennus-
taviksi muuttujiksi tai ominaisuuksiksi. Usein y:std ja x:std on jo havaittua dataa,
mutta halutaan tehdd hyva ennuste y:std uusilla x:n arvoilla. Hyvélld ennusteel-
la tarkoitetaan, ettd se minimoi jonkun tappiofunktion kuten jadnnosnelidsum-
man. Ekonometriassa ongelmaa ldhdettdisiin ratkaisemaan jollakin lineaarisella
menetelmdlld. Epdlineaariset funktiot voivat olla hyodyllisid, varsinkin kun da-
taa on paljon tarjolla. Massadatan kisittelyyn sopivia menetelmid ovat esimer-
kiksi:

e Pddtospuut, kuten luokittelu- ja regressiopuut (CART),
e Satunnaismetsit,
e Penalisoitu regressio, kuten LASSO ja Ridge regressio.

Koneoppimisen menetelmien ongelmana voi olla ylisovittuminen. Ylisovit-
tuminen tarkoittaa sitd, ettd rakennetun mallin ennustava muuttuja on liian
monimutkainen. Tall6in malli toimii sitd rakennettaessa kdytetyn otoksen ulko-
puolisen aineiston kanssa huonosti, vaikka se mallintaisi alkuperdistd aineistoa
virheettomadsti. Koneoppimiseen on tdmédn vuoksi kehitetty regularisaatioksi
kutsuttuja menetelmid, joilla malleja voidaan rankaista liiallisesta monimutkai-
suudesta. On kaytannollistd kayttdd eri tietoaineistoja opetukselle, validoinnille
sekd testaukselle. Opetuksessa estimoidaan malleja, joista valitaan validoinnissa
parhaiten soveltuva, jonka tarkkuutta testataan. Mallin monimutkaisuutta voi-
daan sdadtad k-kertaisella ristivalidoinnilla. Siind késittelemédton data jaetaan k
osajoukkoon, joista otetaan yksi osajoukko s sivuun. Tamén jdlkeen valitaan
niin sanotulle sddtoparametrille arvo, sovitetaan malli toisilla osajoukoilla, ja
testataan, saadaanko osajoukolla s sama tulos kuin koko tietoaineistolla. Taman
jilkeen nostetaan sddtoparametrin (Lambda) arvoa ja aloitetaan sovittaminen
uudestaan niin, ettd valitaan toinen osajoukko s-osajoukoksi. N&din 16ydetdan
useita toimivia malleja, joista valitaan se, joka sisdltdd eniten olennaista infor-
maatiota, eli on todenndkoisesti tarkin (Varian, 2014). Yksi yleinen tapa suorit-
taa ristivalidointia on 10-kertainen ristivalidointi, jossa otetaan datasta kymme-

nen osajoukkoa. Osajoukkoja voi myos kdyttdd muissa suhteissa kuin suhteessa
k-1.

3.4.1 CART ja satunnaismetsit

Luokittelupuu on pdatéspuu, joka on yleensad binddrisesti jakautuva, eli puu
jakautuu kahteen alipuuhun, jotka taas jakautuvat kahteen alipuuhun pysdy-
tykseen saakka. Luokittelupuu luokittelee eri lopputulemien mukaan, kun taas
regressiopuu luokittelee jatkuvien selittdvien muuttujien mukaan. Muita kaytet-
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tyja puita on esimerkiksi ehdolliset puut (conditional inference tree). Puita kas-
vatettaessa keskeisend tavoitteena on paasta hyvaan otoksen ulkopuoliseen
tarkkuuteen. Paatéspuut toimivat hyvin, kun: 1) Aineistossa on havaittavissa
selvda epalineaarisuutta ja useita tekijoita. 2) Tietoaineiston koko on suuri. 3)
Aineisto sisdltda informaatiota, jota on vaikea havaita lineaarisilla menetelmilla
(Varian, 2014).

Kuten muissakin koneoppimisen menetelmissa, paatdospuihin liittyy
ylisovittumista. Puuta voi karsia asettamalla sille lopetuskriteereita. Ristivali-
doinnissa lehtisolmujen, eli puun alaosan paatesolmujen maaraa kaytetddn mo-
nimutkaisuuden mittarina. 10 osajoukon ristivalidoinnissa 9 osajoukkoa kayte-
tadn opetuksessa rakennettaessa puuta tietylld lehtisolmujen maaralla. Taman
jalkeen kymmenettd osajoukkoa kdytetddn testauksessa. Tavoitteena on 16ytaa
lehtisolmujen maar4, jolla saadaan paras luokittelutarkkuus testauksessa kayte-
tyllad otoksella (Varian, 2014).

Luokittelutarkkuutta voidaan my®és parantaa menetelmilld, jotka kayttavat
useita puita yhden toimivan puun rakentamiseksi. Tehostamisessa (boosting)
algoritmi rakentaa malleja yksitellen niin, ettd uusi malli painottaa edellisten
mallien vaarin luokiteltuja muuttujia. Tulokset maaraytyvat joko enemmistéva-
linnalla (vote) tai keskiarvona (Varian, 2014). Bootstrap tarkoittaa sitd, ettd tie-
toaineistosta otetaan satunnainen osajoukko alkioita, jolle rakennetaan malli.
Boostrap-aggretoinnissa (bagging) rakennetaan malleja ottamalla tietoaineistos-
ta satunnaisotannalla halutun kokoinen osajoukko aineistoksi niin, ettd satun-
naisotanta tapahtuu aina koko alkuperdisestd tietoaineistosta. Nain saadaan
enemmistén tulokset valitsemalla luokittelu, jota on satunnaistettu (Breiman,
1996).

Breimanin (2001) mukaan satunnaismetsaksi kutsutaan edelld mainituilla
tavoilla satunnaistettua prosessia, jonka tulos syntyy menettelytavalla, jossa
kasvatetut puut danestdvat jokaisen yksittdisen alkion luokittelusta enemmisto-
perusteisesti. Satunnaismetsassd kuitenkin myés puiden jakamisprosessi satun-
naistetaan kayttamalld jokaiseen luokittelemistapahtumaan osajoukon satun-
naisesti valittua osajoukkoa. Satunnaismetsan puita ei kuitenkaan karsita. Vari-
an (2014) esittelee seuraavanlaisen esimerkin satunnaismetsa-tyyppisesta algo-
ritmista: Valitaan bootstrap-osajoukko. Valitaan satunnaiset ennustavat muut-
tujat jakamista varten. Nama toistetaan useita kertoja. Viimeiseksi luokitellaan
tietoaineisto enemmistévalinnan mukaan.

3.4.2 Regressioalgoritmit ja luokittelu

Luokittelussa regressioalgoritmit on todettu hyddyllisiksi. Kun x-muuttujia on
suuri maara, perinteinen lineaarinen regressio ei riita estimoimaan tarkkaa mal-
lia, varsinkaan jos kaikki muuttujat eivat sisalld uutta informaatiota mallia var-
ten. Muuttujien valinnassa sopivaksi on havaittu niin sanottu elastinen verkko
(Elastic Net), joka karsii mahdolliset epdolennaiset muuttujat mallista. Elastinen
verkko minimoi aineistosta vastemuuttujan y suhteen selittdvien muuttujien x
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jdannosnelibsumman, ja lisda siihen rankaisevan algoritmin. Algoritmi sisaltaa
sekd LASSO-osan ettd ridge regressio -osan. Nama algoritmit ovat osoittautu-
neet seka suhteellisen kevyiksi laskea, ettd tarkoiksi ennusteen tekijoiksi (Varian,
2014).

Jos suurin osa selittdvistd muuttujista sisdltda selitettdvien muuttujien suh-
teen olennaista tietoa, toimii ridge regressio parhaiten, jolloin Lasso-menetelma
karsiutuu pois. Jos suuri osa muuttujista on epdolennaisia, pystytdan LASSO:n
avulla poistamaan epaolennaisten muuttujien vaikutus malliin taysin, ts. karsi-
maan ne mallista (Varian, 2014). Muuttujien kertoimia f manipuloidaan pie-
nemmiksi penalisoivilla termeilld A; (Ridge regressio) sekd A2 (LASSO). Termien
arvoa muuttamalla etsitddn parhaiten y:n suhdetta x:ddn kuvaama malli. Jos
toinen tai molemmat A-kertoimet saavat arvon 0, se tarkoittaa, ettd kyseinen
funktio on eliminoitu algoritmista mallin tuottamiseksi. LASSO:n ongelma on,
ettd jos x-muuttujien vililld on paljon korrelaatiota, se saattaa karsia myos olen-
naisia muuttujia. Jos muuttujien valilld on paljon korrelaatiota, elastinen verkko
pystyy karsimaan epdolennaiset muuttujat pitden kuitenkin suurimman osan
olennaista tietoa sisaltdvistda muuttujista mallissa. LASSO:n ja Ridge regression
erona on, ettd ridge regressiossa x-muuttujien kertoimista otetaan nelijuuret
mutta Lasso regressiossa niistd otetaan itseisarvot. Taman vuoksi Ridge regres-
siossa kertoimet pystytdaan minimoimaan erittdin pieniksi, mutta ne eivat voi
saavuttaa nollaa, toisin kuin LASSO:ssa. De Mol (2008) osoittaa, etta seka Ridge-
ettd LASSO regression tuottamat tulokset korreloivat esimerkiksi manuaalista
muuttujien valintaa vaativan padkomponenttiregression kanssa. Banbura (2010)
osoittaa, ettd tilanteessa, joka vaatii suurta muuttujamaaraa, bayesildiset mene-
telmat tuottavat tarkkoja ennusteita.

Spike-and-Slab regressio on Bayesildinen regressioalgoritmi. Bayesildinen
tapa analysoida tietoa perustuu frekventistisistda menetelmista kdanteiseen ole-
tukseen, ettda muuttujien arvot ovat vakioita. Tama johtaa siihen, ettd esimerkik-
si Spike-and-Slab-regressiossa valitaan Bernoulli-jakauma, jolla pyritddn enna-
koimaan sitd, kuinka todenndkéisesti tietty muuttuja sopii rakennetun mallin
osaksi (Varian, 2014). Arvo 1 tarkoittaa, ettd tietty muuttuja sopii malliin, arvo 0,
ettei se sovi. Lasketaan monen mallin muuttujalle antama keskiarvo, joka on
numero valiltd 0-1. Tdman jélkeen valitaan normaalijakauma, jolla ennakoidaan
kyseisten selittdvien muuttujien mahdollisia kertoimia. Nain saadaan kaksi ar-
voa jokaiselle muuttujalle: Sen todenndkéisyys olla mukana mallissa (uskotta-
vuus) sekd arvio jokaisen muuttujan kertoimen mahdollisista arvoista esitettyna
keskiarvona normaalijakaumasta.

3.5 Nowcasting

Esimerkiksi Bruttokansantuotteen ennustaminen on aiemmin perustunut nel-
jannesvuosittaisiin ennusteisiin, silld siithen keritty tieto on perustunut suurelta
osin erilaisiin raportteihin, eikd ole ollut teknologioita, joilla voidaan ottaa uusi
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informaatio huomioon automaattisesti. Makrotaloudellinen ennustaminen on
aina ollut tasapainottelua tarkkuuden ja tuoreuden tai frekvenssin valilld (Bok,
2018). Ennusteiden tarkkuuteen on pyritty vaikuttamaan useita asiantuntijoiden
manuaalisesti valitsemia malleja yhdistelemdlld. Nykyaikainen nowcasting, eli
lyhyen aikavélin talouden ennustaminen yhdistéé eri aikoihin ja eri intervallilla
julkaistavaa dataa reaaliaikaiseksi ennusteeksi. (Giannone, 2008; Bok, 2018).
Termi tulee meteorologian lyhyen ajan ennustamisesta, ja sitd on viime vuosina
alettu kdyttad myos muilla tieteen ja talouden aloilla. Halutun talouden mittarin
eri komponenttien dataa korvataan tai tdydennetddn yhdistdmalld monesta ldh-
teestd tulevaa dataa. Data voi olla erilaisissa muodoissa: kovaa informaatiota
kuten tietyn alan yritysten liikevaihdon muutosta tai pehmedd informaatiota
kuten kyselyt (Banbura, 2012).

Reaaliaikainen ennustaminen kayttdd massadataa, silld jo pelkédstddn siind
tietylld ajanhetkelld kdytettyjen muuttujien méadra lasketaan sadoissa. Viimeisen
noin kahdenkymmenen vuoden aikana aikasarja-analyysin sovelluksia on kehi-
tetty toimimaan ndin korkeiden tietoaineistojen kanssa. Eri aikoihin saataville
tulevan tiedon ongelmana on, ettd osa tarjolla olevasta tiedosta on jopa kuukau-
sia vanhaa, osa samana pdivand kerdttyd. Tatd kutsutaan jagged edgeksi, ja se
ratkaistaan kayttamalld esimerkiksi Kalmanin filtterid tai MIDAS-tyyppista al-
goritmia (Giannone, 2008; Lahiri, 2013).

Reaaliaikaisen ennustamisen perusta on dynaaminen faktorimalli. Fakto-
rimalli yhdistdd kaikkien selittdvien muuttujien sisdltdaméstd informaatiosta
muodostuvien faktorien, eli vaikuttavien tekijoiden, vaikutukset indikaattoriin.
Kalmanin filtteri painottaa datanldhteitd niiden ajantasaisuuden ja laadukkuu-
den mukaan. Tamaén lisdksi kdytetddn odotusarvon maksimoivaa algoritmia, eli
EM-algoritmia. N&itd yhdistdmélld muodostetaan suurimman uskottavuuden
menetelmd. Pyritddn siis etsimddn malli, jolla saavutetaan suurin uskottavuus
(Bok, 2018). Toinen ldhestymistapa reaaliaikaiseen ennustamiseen on naiivi
bayesilainen vektoriautoregressio. Se perustuu oletukseen, ettd jokainen mallin
parametri on muista itsendinen ja seuraa satunnaiskulkua (Bok, 2018).

Reaaliaikaiset ennusteet ovat tdrkeitd, silld niiden tarkkuus voi olla jopa
65 % parempi kuin pelkdn kuukausittain julkaistavan tiedon sisdltdava malli
(Galbraith, 2018). Lisdksi ennusteet, joita pystytddn nykyddn luomaan auto-
maattisesti ovat korreloituneita instituutioiden ja asiantuntijoiden laskemien
ennusteiden kanssa (Bok, 2018). Ne sisdltdvat siis paljon samaa informaatiota
perinteisesti kdytettyjen menetelmien kanssa ja enemman. Erityisesti finanssi-
markkinoiden toimijat hyotyvdt reaaliaikaisen ennustamisen kehityksestd, silld
ne tarvitsevat mahdollisimman tarkkaa tietoa pdivittdin seuratessaan markkina-
tilannetta.
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3.6 Massadatan kisittelyn ja reaaliaikaisen ennustamisen ongel-
mat

Massadatan kisittelyyn kéytetyissd tilastollisissa menetelmissd tulee ottaa
Doornikin (2015) mukaan huomioon se, ettd jos rakennettu malli ei sisdlld kaik-
kea olennaista dataa, ottaa muu data sen paikan mallissa. Tama tekee vadristy-
mé&n malliin. Mallista tulee karsia osat, jotka eivit tuo relevanttia informaatiota
esille datasta. Mallista tulee pystyd havainnoimaan, ettd se on luotettavasti toi-
miva. Valinta-algoritmin tulee pystyd samalla sekd kasittelem&ddn suuren maa-
ran muuttujia, ettd muodostamaan kayttotarkoituksessaan tehokkaan mallin.
Ndihin ongelmiin toimivaksi havaittuja ratkaisuja on esimerkiksi Autometrics,
automaattinen mallinvalinta-algoritmi.

Paksulle tietoaineistolle Autometrics valitsee mallin hakupuu-teknologian
avulla. Se rakentaa automaattisesti operaattoreita, epdlineaarisia funktioita sekd
indikaattoreita. Tamén jdlkeen se valitsee oleelliset muuttujat ja testaa mallin
sopivuuden. Ndin rakennetaan useita malleja, joista valitaan parhaiten soveltu-
va. Korkean tietoaineiston tapauksessa muuttujat jaetaan osajoukkoihin, joista
yhdestd valitaan relevantit muuttujat. Nédihin lisdtddn aina seuraavan osajoukon
relevanteiksi todetut muuttujat. Alkuperdisestd osajoukosta polveutuvaa jouk-
koa iteroidaan, kunnes lopulta jdljelle jdad kasittelyd varten sopivan kokoinen
joukko muuttujia. Osa muuttujien sisédltdmaéstd informaatiosta tulee esille vasta,
kun uusia muuttujia lisdtddn malliin. Autometrics tutkii eniten toistensa suh-
teen korreloituneita muuttujia yhdessd. Jotta algoritmin yhteenlaskettu suori-
tusaika olisi realistinen, tdytyy algoritmia kuitenkin optimisoida esimerkiksi
turhiksi havaittuja indikaattoreita poistamalla ja kdyttden muuttujien poistamis-
ta joukoittain (Doornik, 2015).
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4 MASSADATAN HYODYNTAMINEN KAYTANNO-
SSA

Tdssd luvussa on eritelty eri kdyttokohteita massadatalle ja koneoppimisen me-
netelmille. On havaittavissa, ettd ensimmadisessd sisdltoluvussa eriteltyjd mas-
sadatan eri muotoja on tutkittu monipuolisesti. Koneoppimisen menetelmista
satunnaismetsille on 16ydetty kdyttod. Verkkoharavointi osoittautui erittdin
hyodylliseksi tyokaluksi hintaindeksien laskemisessa. Reaaliaikaisen ennusta-
misen tutkimustuloksia ei ole erikseen mddritelty tdssda luvussa, silld pankit
usein perustavat mallinsa pienelld variaatiolla Giannonen (2008) rakentamaan
malliin.

4.1 Pankkikorttidata

Galbraithin (2018) mukaan elektronisten maksujen dataa voidaan kayttdad kulu-
tuksen arvioimiseen, kun lasketaan bruttokansantuotetta. Pelkkd pankkikortti-
data sisdltdd suurimman osan hyodyllisestd informaatiosta, ja se on helpommin
saatavilla kuin luottokorttidata. Luottokorttidataa oli saatavissa vain osalle ob-
servoidusta ajasta. Luottokorttiyhtididen data on muutenkin vaikeammin saa-
tavilla tai kallista hankkia. Pankki -ja luottokorteista periaatteessa jokainen yk-
sittdinen osto on eriteltdvissd. Kidteismaksuista ei ole saatavissa tietoa, ja nosto-
jen datasta on vaikeaa saada luotettavaa informaatiota todellisesta maksujen
madrastd. Siispd Galbraith (2018) on jattanyt ne otoksen ulkopuolelle.

Maksujen data koostetaan kuukausittaistasolle ja yhdistetddn komposiitti-
indeksin sekd tyottomyystilastojen kanssa. Muutoksia voidaan seurata myos
pdivittdiselld tasolla, esimerkiksi jos halutaan ennakoida makrotalouden kriiseja
Galbraith (2018).
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4.2 Verkkokauppadata

Verkkokauppojen hintatietoja voi kédyttdd datana, kun lasketaan hintaindekseja.
Cavallo (2016) hyodyntda verkkoharavointimenetelmid. Data jalostetaan ja siita
lasketaan yksinkertaisia indikaattoreita. Edelmanin (2012) mukaan myos kulu-
tusta voidaan mahdollisesti mitata kdyttamailld verkkokauppadataa. Osa verk-
kokaupoista nimittdin ndyttdd tuotteiden varastojen arvot sivustolla vierailevil-
le. Kohtalaisella nopeudella tapahtuvaa varaston pienentymistd voidaan pitdd
kulutuksena, ja suurta varaston tdyttymistd suoraan varastojen tdyttamisend.
Verkkokauppojen itse julkaisemista myyntiranking-tilastoista voidaan myos
mallintaa kulutusta, jos ranking-sijoituksista onnistutaan johtamaan tuotteiden
myyntimé&aria.

Kivijalkakauppojen hintakehitystd laskiessa veisi liikaa resursseja seurata
jokaisen tuotteen ja mallin hintaa. Siispd palkatut skannaajat kerdavét tiedot
vain tuotekategorian suosituimmista malleista. Yleensd hintoja pdivitetddn
kuukausittain, ja kun esimerkiksi elektroniikkatuotteiden mallit vanhentuvat
aletaan seuraamaan uudempaa vastaavaa tuotetta. Hintarobotilla voidaan ha-
vaintojen intervalli vihentdd esimerkiksi yhdeksi pdivdksi. Taman lisdksi voi-
daan seurata verrattain pienilld resursseilla kategorian jokaista tuotetta. Indek-
sid ei tarvitse tuotetta vaihtaessa sddtdad todelliselle tasolle (Cavallo, 2016).

Vaikka verkkokauppadataa voidaan seurata pdivittdistasolla ja sen hank-
kimisen kustannukset ovat pienet, siind on joitakin rajoitteita. Ostovoimapari-
teetin laskemiseen tarvittavaa dataa saadaan maakohtaisesti ainoastaan suu-
rimmilta myyjiltd. Verkkokaupoissa ndytetyt hinnat saattavat erota myymalan
hinnoista. Myds maansisdiset hintaerot jadvat huomioimatta, kun verkkomyyn-
nissd hinnat ovat samat maanlaajuisesti. Saatu data sisdltdd tietoa ainoastaan
noin 13-23 % populaatiosta (Cavallo, 2018). Hinta saattaa siis vddristyd vastaa-
maan kalliimman tason alueiden mukaiseksi.

Skanneridataa kerdavat vahittdismyyjit eivit yleensd ole valmiita luovut-
tamaan tietoja analysoitavaksi indeksid varten, minkd vuoksi edes toimivan
tiedonkdésittelymenetelmdn rakentaminen on vaikeaa (Breton ym., 2016). Verk-
kokauppadata sen sijaan on yleensd luettavissa vapaasti. Lisdksi on mahdollista
pyytdd kaupoilta muutakin dataa, kuin sen, miké on julkisena vapaasti noudet-
tavissa. Verkkosivustot ja niiden kayttdjdat ovat paljon oletettua valmiimpia ja-
kamaan niitd koskevaa tietoa.

4.3 Hakukonedata

Mclaren (2011) tutki internetin hakukoneista saatavaa tietoa ja sen avulla ra-
kennettavia taloudellisia indikaattoreita Isossa-Britanniassa. Google on selvésti
johtava hakukone ldnsimaissa, ja se tarjoaa tietoa trendaavista hakusanoista ja
niiden hakumaéaéristd. Yksittdisten manuaalisesti valittujen hakusanojen kaytta-
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minen aineistona on todettu luotettavaksi menetelmiksi, kunnes 16ydetdan kei-
no verrata ja yhdistdd suurien hakusanamééarien ja niiden kombinaatioiden si-
sdltdmé&d informaatiota toisiinsa. Mclarenin (2011) mukaan hakukonedata sisél-
tad hyodyllistd informaatiota, josta osa on sellaista, jota muut datan ldhteet eivét
sisdlld. Tyottomyyttd mitatessa hakusana "JSA”, joka viittaa tyottomyystukiha-
kemukseen (Job-seeker’s Allowance) oli hakumaaériltdan tarpeeksi suuri ja tark-
kuudeltaan sopiva, ja silléd oli positiivista kovarianssia tyottomyyslukujen kans-
sa, joten se valittiin indikaattoriksi. Koska virallisia tyottomyystilastoja julkais-
taan viiveelld, pystyy Googlen datasta rakennetulla indikaattorilla parantamaan
reaaliaikaisen ennustamisen tarkkuutta. Kuitenkin itse tyottomyystukihake-
musten médrd oli tutkimuksen mukaan Googlen hakukonedataa marginaalises-
ti tarkempi indikaattori yksittédin tarkasteltuna.

Toinen Mclarenin (2011) tutkima indikaattori oli asumiskiinteisttjen hin-
nat. Sopivaksi hakusanaksi valikoitui kiinteistonvalittdjdt (estate agents). Haku-
sana valikoitui sen vuoksi, ettd verrokkihakusanojen hakuméaarda pomppi pdi-
vdkohtaisesti, joten niitd ei voinut pitdd luotettavana pohjana indikaattorille.
Tutkimuksen tuloksena oli, ettd hakukonedata oli yksittdisend indikaattorina
kaikkia verrokki-indikaattoreita tarkempi yhden kuukauden ennustetta laskies-
sa. Lisdksi muiden indikaattoreiden data julkaistaan viiveelld. Voidaan vetdd
johtopditos, ettd hakukonedata hyvailld valitulla hakusanalla sisdltdd uutta in-
formaatiota, joka ei ole perinteisemmilld ldhteilld ollut kaytettavissa. Lisdksi
hakukonedatassa on potentiaalia reaaliaikaisen ennustamisen parametrina.

4.4 Muita havaintoja

Muitakin kuin teksti- ja numeropohjaisia sovellutuksia koneoppimiselle on
spekuloitu. Satelliittidatasta voi muodostaa tietoa. Pelloista otetuista kuvista
pystytddn arvioimaan maatalouden vuosituotantoa. Kaupunkien valovoiman
suhdetta tuottavuuteen voidaan tutkia. Ndiden tehtdvien ainut tdlld hetkelld
jarkeenkdypd ratkaisu on hyodyntdd koneoppimista (Mullainathan, 2017). Ba-
ker (2015) kehitti uuden indeksin, EPU:n, joka mittaa luottamusta talouspoli-
tiikkkaan. Indeksi mittaa tiettyjen uutisaiheiden esiintyvyyttd uutismediassa.
Indeksi lasketaan vektoriautoregressio-mallilla.

Perinteisempid tiedonldhteitd, jotka voivat hyodyntdd koneoppimista on
esimerkiksi ISM:n (Institute for Supply Management) yrityskartoitukset, kuten
PMI (Purchase Managers’ Index), jotka ovat siséltdneet tirkedd informaatiota
BKT:n ja suhdannevaihtelun ennustamisessa. Lahirin tutkimuksen (2013) mu-
kaan tdmdnkaltaiset kartoitukset ovat relevantteja myos koneoppimista hyo-
dyntdvien nowcasting -menetelmien sydtedatan osana. Behrens (2018) hyodynsi
satunnaismetsid arvioidessaan saksalaisten makrotalouden indikaattoreiden
ennustamisen tehokkuutta. Tutkimuksessa tuli ilmi, ettd varsinkin lyhyen aika-
vilin indikaattorien tehokkuudessa ilmeni ongelmia.
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5 YHTEENVETO

Makrotaloustieteen ennustamisen tarkimpia menetelmid ovat 2010-luvulla ol-
leet vektoriautoregressiot, bayes vektoriautoregressiot sekd DSGE-mallit. Var-
sinkin bayes VAR sopii kirjallisuuskatsauksen ldhteiden mukaan néistd suurten
datasettien késittelyyn. Massadata on kooltaan suurta ja monimuotoista dataa,
joka on kayttokelpoista joko suoraan tai yleensd kisittelyprosessin jdlkeen. Ko-
neoppimisen menetelmid on kehitetty luokittelemaan ja ennustamaan niita
suuria datamddrid. Massadataa on ruvettu kdyttam&ddn makrotaloustieteessd
varsinkin hintatasoon liittyvien indikaattoreiden ennustamisessa, mutta proses-
si hyodyntdd koneoppimisen menetelmid tdysin on makrotaloustieteessd edel-
leen vaiheessa. Tutkimustulokset osoittavat, ettd esimerkiksi verkkoharavoin-
nilla hankittu data ja hakukonedata sisdltdavat informaatiota, jota perinteisistd
tietoldhteistd ei 16ydy.

Vertaisarvioitua tieteellistd tutkimusta on joskus vaikea 16ytdd massadatan
aihealueelta, silld monesti sen asiantuntijat kerddvét tietamyksensa julkaistavik-
si kirjoiksi (Gandomi, 2015). Nowcasting-menetelmisté suuri osa tarjolla olevas-
ta tiedosta taas on keskuspankkien raporteissa. Tarkkuuden lisdksi on otettava
huomioon myos tiedon tuottamisen kustannukset. Jos ei ole varaa tarkkaan
analyysin, on halvempia vaihtoehtoja. Tulevaisuudessa reaaliaikaista finanssi-
markkinatietoa sekd reaaliaikaista makrotaloudellista tietoa voidaan seurata
rinnakkain (Bok, 2018). Automaattiset rahoitusmarkkinoiden algoritmit voivat
saada jatkuvan datavirran muokkaamasta automaattiselta reaaliaikaisen ennus-
tamisen algoritmilta tietoa jatkuvalla sy6tolla.

Tassd katsauksessa lueteltujen tiedonldhteiden sekd perinteisilla tavoilla
tuotettu tieto sisdltdvédt jokainen omalta osaltaan merkittdvdd informaatiota.
Makrotaloustiede on Bokin (2018) mukaan ottanut johtavan aseman massada-
tan tutkimuksessa ja koneoppimisen kehityksessd. Voidaan pédtelld, ettd erilais-
ten tiedonldhteiden koostamismenetelmien kehityksestd on tulevaisuudessa
hyotyd myos muiden alojen tietojenkdsittelyssd. Koneoppimisessa voitaisiin
myds ruveta kdyttdmaan joitakin menetelmid, joita on kehitetty ja opittu hyo-
dyntdméaan ekonometriassa.
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Tutkimus koneoppimisen kaytostd taloustieteessd on yliopistojen lisdksi
keskuspankkien sekd tulevaisuudessa pitkalti yksityisten ekonomistien perus-
tamien yritysten hartioilla. Yliopistojen rahoitus ei riitd kattavan tiedon osta-
miseksi esimerkiksi luotto- ja pankkikorttiyrityksiltd tai pitdmé&an ylld tarvitta-
vaa laskentatehoa monivektorimallien pdivittdislaskentaa varten niin, ettd toi-
minta olisi kannattavaa. Se, ettd massadatan analysointia taloustieteen tarkoi-
tuksiin voi harjoittaa yksityisyrityksend (Billion prices project), antaa jo jarke-
vdn syyn siirtdd datan prosessointia markkinoiden harteille. Ekonomistit, joilla
on tietoteknistd ja koneoppimisen osaamista voivat keksid tapoja kaupallistaa
tietdimystddn. Tama voi johtaa yhdessé itsendisesti toimivien mallien ja teknolo-
gian kokonaisvaltaisen kehityksen kanssa siihen, ettd ekonomistit pystyvit os-
tamaan monipuolisia tietoaineistoportfolioita yhad tarkempien ennusteiden te-
kemiseksi.

Ekonomisteja palkataan teknologiayrityksiin yhd enemmissd méarin. Jos
taloustieteen opiskelijat lisdisivat tietotekniikan osuutta tutkintoihinsa, voisi
taitoja kdyttdd myos muiden sekd talousmaailman sisdisten ettd sen ulkoisten
haasteiden ratkomiseen sekd yhteistyohon tietojenkéasittelyn ammattilaisten
kanssa (Athey, 2018; Varian, 2014). Taloustieteen ratkaisuja voisi kayttdd esi-
merkiksi reaaliaikaisessa padtoksenteossa sekd liiketoimintatiedustelussa.

Mielenkiintoisiksi jatkotutkimusaiheiksi ja kysymyksiksi ehdottaisin kir-
jallisuuskatsauksen ja ndiden yhteenvetoon koottujen tietojen perusteella seu-
raavia:

e Kuinka koneoppiminen ja massadata muuttavat asiantuntijatyon luon-
netta nyt ja tulevaisuudessa?

¢ Kuinka digitaalinen johtaminen voi ottaa huomioon koneoppimisen me-
netelmistd johtuvaa yritystransformaatiota?

e Voiko reaaliaikaisen ennustamisen dataa yhdistda pankkien reaaliaikai-
sen padtoksenteon ja liiketoimintatiedustelun tueksi?
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