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ity estimate, and if it differs, he can place a bet. Creating probability estimate is often



based on statistical data, which the computer can analyze better than human. This paper
explores how this analysis can be better accomplished by utilizing machine learning. The
topic is approached from the perspective of artificial intelligence and sports betting theory,
followed by a comparison of three different algorithms in practice: support vector machine,

k-nearest neighbor and naive Bayes classifier.
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Termiluettelo

Alikerroin

AUC

C-SsvC

FPR

H2H

Hyperparametri

KNN

ROC

SVM
TNR

Todennékoisyysarvio

Ylikerroin

Kerroin, joka on pienempi kuin sitd vastaavan todenn&koi-

syyden kaanteisluku.
Area under curve, ROC-kayrén alle jaava pinta-ala.

C-support vector classification, joustavan marginaalin luoki-

tin tukivektorikoneessa.

False positive rate, virheellisesti luokiteltujen lopputulosten

osuus.

Head to head —pelimuoto, jossa veikataan kahden eri joukku-
een tai tulosvaihtoehdon lopputulosta tai tulosvaihtoehtoa.

Hyperparameter, parametri, jonka arvo maéritetddn ennen

opetusvaiheen alkamista.
K-Nearest neighbour, k:n 1ahimman naapurin menetelma

Receiver operating characteristic, luokittelijan toimivuutta

kuvaava kayra
Support vector machine, tukivektorikone.
True negative rate, oikein luokiteltujen lopputulosten osuus.

Arvio, milla todenndkoisyydelld joukkue A voittaa joukkue
B:n. Annetaan yleensd muodossa (XX-XX-xX), missa ensim-
mainen luku kuvaa kotijoukkueen voiton todenndkoisyytta,
keskimmadinen tasapelin todenndkdisyyttd ja viimeinen vie-
rasvoiton todennédkoisyyttd. Todennakoisyysarvion kéanteis-

luku on vedonvalittgjan tarjoama kerroin.

Kerroin, joka on suurempi kuin sitd vastaavan todennakoi-

syyden kéaanteisluku.



Kuviot

Kuvio 1.  Tekodlyn jako 0Sa-alUISTiN ........cccccvveiieiiiiie e 8

Kuvio 2. Koneoppimisen tekniikkojen jako eri osa-alueisiinVirhe. Kirjanmerkkia ei
ole maaritetty.10

Kuvio 3. MNB menetelman ROC-kayré kotivoitolleVirhe. Kirjanmerkkia ei ole

maaritetty.37
Kuvio 4.  SVM:n hypertaso ja marginaalit lineaarisesti separoituvalle datalle.............. 39
Kuvio 5.  SVM:n hypertaso ja marginaalit ei-separoituvalle datalle..................c.cc...... 40
Kuvio 6.  Voronoin diagrammi kNN-menetelmésté 19 syotetapauksella, kun k=1 ....... 46
Kuvio 7.  k:n lahimman naapurin menetelma, KUN K = 5. ..o 48
Taulukot
Taulukko 1. Unibetin ja Veikkauksen kertoimet ja todenndkoisyysarviot ottelulle Real
MAAFTA — PSG...iiiiieiieieie ettt bbbt 21
Taulukko 2. http://football-data.co.uk/ -sivustolta saadun datan sisaltdmat sarakkeet ja
NIABN SEITE ...ttt bbb 30
Taulukko 3. Tutkimuksessa kdytetyn datajoukon KUVAUS. ...........ccocevvrieienene e 32
Taulukko 4. GridSearchCV:n tulokset hyperparametrin C ja ydinfunktion etsimiselle......42
Taulukko 5. SVM:n Instanssien ennustetut ja todelliset ryhmat. ..., 44
Taulukko 6. SVM-menetelmén arviointi testausdatalla. .............ccoovvoveeiineiiieniicee, 44
Taulukko 7. Eri etdisyysmittarit KNN-algoritmille. ... 47
Taulukko 8. Tulokset K:n eri arvoilla............ccooiiiiiiiiiie e 50
Taulukko 9. KNN: Instanssien ennustetut ja todelliset ryhmat. ... 51
Taulukko 10. kKNN-menetelmén arviointi testausdatalla. .............ccooevvevereieiinieniieseen 51
Taulukko 11. Data-aineisto kuvaamaan milloin pelataan golfia. ..........cccoceoviiiiniiiinnnnn 54
Taulukko 12. Ehdolliset todennakdisyydet (uskottavuus) séatiloille, kun golfin pelaaminen
ON OST 181 BPALOSI. ...veeveeeeeee ettt 55
Taulukko 13. Uudet ehdolliset todennékdisyydet Laplacen estimoinnin jalkeen. .............. 57
Taulukko 14. Gaussin Naiivi Bayesin luokitin: instanssit ja todelliset ryhmat. .................. 60
Taulukko 15. MNB-luokitin: instanssit ja todelliset rynmaét. ............ccooeveiiiiie i 61
Taulukko 16. MNB-menetelmén arviointi testausdatalla. ............ccccccoevevviieniiein i, 62
Taulukko 17. CNB-luokitin: instanssit ja todelliset ryhmat. ............ccoeveiiiiie i 63
Taulukko 18. CNB-menetelman arviointi testausdatalla. .............ccccccoovevviieniicin i, 64



Sisalto

1 JOHDANTO ..ttt bbb bbb e ettt sbeabearenreas 1
2 TEKOALY oottt ettt en st san et es s nana et an e 3
2.1 TEKOAIY oo rn 3

2.2 KONEOPPIMINEN ...ttt bbbttt sb b 8

3 URHEILUVEDONLYONT ..ottt es st en st sen s senns 13
3.1 PeliMUOTOL......ciiiiecice et ae s 13
0 R o 117 1Y (0 OSSP 13

3.1.2 TUIOSVELO ...ttt sttt 14

3.1.3 MONIVELO......eciieciie ettt ettt e e te e e e e aneas 15

3.1.4 VaKIOVEIKKAUS .......coeivieiieie et 16

3.1.5 VOITTAJAVEAOL ..o s 17

3.1.6 LIVE-VELO....ccuiiiiicie ettt 18

3.2 UrheiluvedonlyOnnin teONIa ..........ccecvieiiiieie e 18
3.2.1 Kerroin ja todennakOiSYYSarvi0..........cccouerverererieneniseeieeesie e 19

3.2.2 Todennékoisyysarvioihin vaikuttavat tekijat...............ccccooeieeieiiecnenne. 23

3.2.3 PANOSTUS .....ee ittt nae e 26

4 MENETELMIEN VALINTA JA KASITELTAVA DATA ..o, 29
4.1  DataJOoUKON KUVAUS........ccviivieiieeieiteesie ettt e ste et steeae e sreene e sreenne s 29

4.2 Toteuttavien menetelmien valinta ja kdytettavat tyokalut .............c.ccceienenene 35

4.3  Menetelmien toimivuuden arvioiNti............ccccoeiieiicie e 35

5 TUKIVEKTORIKONEET ..ottt 38
5.1 MenetelMan KUVAUS .........ccceiieiiiienice et 38

5.2 Hyperparametrien etSINTA ..........ccoiviiiiiiiiieiic e 41

5.3 Menetelman arviointi testausdatalla ............cccccooveiieiiiiieii e 43

6 K:N LAHIMMAN NAAPURIN MENETELMA ........cccoeieeeeeeeeeeee e 45
6.1 AIGOrItMIN KUVAUS ......ooviiiiiiiiieiiesie st 45

6.2 Menetelman arviointi testausdatalla ...............cccooeeeiiiiic i, 49

7 NAIVI BAYESIN LUOKITIN L.t 53
7.1 MenetelMan KUVAUS .........ccoveiieieiieie e 53

7.2 Menetelman arviointi testausdatalla ..............ccocoeeeiiiii i, 59

7.2.1 Gaussian Naiivi Bayes IUOKItiN ...........ccccoevviiiiiiiiecece e 59



7.2.2 Multinomi Naiivi Bayesin IUOKItin.............cccooveviiiiiiiin e 61

7.2.3 Komplementti Naiivi Bayesin [UOKItIN...........ccccoooiiiiiiiiiiis 62

8  YHTEENWVETO .ottt 65
LAHTEET oottt sttt ettt as e ettt s s e e et s s ensnsetesans 67
LI T TEET et bbbt bbbt ettt bbbt st nre s 72
YN (€ 11 1 \VZ: W0 L SO S 72

B UrheilluvedonlyOnnin tEOFIA ........ccecveieeiue it 76

C  SVM: hyperparametrien optimointi GridSearchCV-funktiolla........................ 77

D  SVM: Menetelmadn arviointi testausdatalla..............ccccooovriiniiinnnninieiiiins 78

E  KNN: Etéisyysmittarit ja Kin Optimointi...........ccoocoiiiininiiniiiene e 79

F KNN: Menetelman arviointi testausdatalla............cccccoovviviiniiinnniniieen, 81

G Naiivin Bayesin luokittimen eSimerkKi .........ccoooeriiiniiinieicee e 82

H  Naiivin Bayesin luokittimen arviointi testausdatalla...............ccccccoevevveiiennenen. 85

Vi



1 Johdanto

Vedonlyontimarkkinat ovat vuosien saatossa kasvaneet miljarditeollisuudeksi. Vuonna
2017 vedonlyontimarkkinan koon arvioitiin olevan 45,8 miljardia dollaria, ja sen odotetaan
kasvavan vuoteen 2024 mennessa yli kaksinkertaiseksi. Tastd markkinan koosta urheiluve-
donlydnnin osuus on arvioitu olevan noin 30-40%, loput 60-70% koostuvat pokeripeleista,

casinopeleisté sek& raha-automaattipeleista. (Statista, 2019a), (Statista, 2019b)

Jopa Suomessa rahapeliyhtio Veikkaus Oy:n liikevaihto on kohonnut vuosien saatossa yli
3 miljardiin euroon. Tésté liikevaihdosta n. 25 % muodostuu “harrastuspeleistd” kuten ur-

heiluvedonlyonti ja totopelit. (Veikkaus, 2018)

Suomeen ensimmadiset urheiluvedonlyontikohteet tulivat pelattavaksi vakioveikkauksen
muodossa vuonna 1940. Vakioveikkauksessa vedonlydja veikkaa 13 kohteen lopputulok-
sen, 1=kotivoitto, X=tasapeli ja 2=vierasvoitto. Voittoluokkia vakiossa on nelja: 13, 12, 11
tai 10 oikein, eli voittaakseen rahaa, pelaajan taytyy veikata oikein minimissédén 10 kohdet-
ta 13:sta mahdollisesta. Pelaajan voiton maard maaraytyy pelin liikevaihdon ja osumien
lukuméaran mukaan. (Veikkaus 2017; Veikkaus 2019a)

Yksittaisia kohteita pystyi pelaamaan vasta vuonna 1993 pitkdvedon muodossa, jossa vei-
kataan yksittaisen ottelun lopputulosta tai yksittdistd ottelun tapahtumaa kuten koti- tai
vierasjoukkueen maalimééraé tai keltaisten korttien madrad. Pitkdvedossa voiton maara
madraytyy pelaajan panoksen sek& vedonlyontiyhtion maéarittdmén kertoimen mukaan,
kerroin x panos. Vuotta myéhemmin, Veikkaus lanseerasi Tulosvedon seké Voittajavedon,

jolloin Suomalainen vedonlyonti kaynnistyi kunnolla. (Veikkaus 2017; Veikkaus 2008)

Urheiluvedonlydnnissa liikkuvan rahan takia, erilaiset koneelliset menetelmat ovat yleisty-
neet pelaajien keskuudessa, kuten datan analysointi, robottipelaaminen ja aivan viimeisim-
péna tekodly. Nailla menetelmilld pyritddn saamaan etua vedonlyontitoimistoon sek& mui-
hin kanssapelaajiin nédhden, joko etsimélld vahan pelattuja, mutta todenndkoisié rivejé tai

luomalla todennékoisyysarvioita ja otteluiden ennusteita perustuen tarjolla olevaan dataan.



Tassa pro gradu-tutkielmassa tarkastellaan yhden tekodlyn osa-alueen, koneoppimisen,
metodien kayttod ja soveltamista jalkapallo vedonlydntiin. Tutkimus pyrkii vastaamaan
kysymykseen, voiko koneoppimisen metodeja kéyttdmalla ennustaa jalkapallo-otteluiden
tuloksia ja ndin ollen tehdd voittavaa vedonlydntia (vedonlydntivoitot > kdytetty raha ve-
donlyontiin). Tutkimus on rajattu koskemaan vain Englannin Valioliigaa, silld maailman
suurimpana sarjamuotoisena Kilpailuna, siitd 16ytyy tarkkaa ottelukohtaista ja historiallista
tietoa vuodesta 2004 asti, kun tilastopalvelu Opta alkoi tilastoimaan sen ottelutapahtumia.
Tassa tutkimuksessa kaytetty data on saatu avoimesta lahteestd, sivulta football-data.co.uk,
ja se on yhdistetty yhdeksi kokonaisuudeksi eri kausien osalta koneellisesti tutkimusvai-
heessa.

Tutkimuksessa vertaillaan kolmea eri koneoppimisen algoritmia ja niiden soveltuvuutta
ennustamaan datasta ottelun lopputulos. Tutkimus toteutettiin konstruktiivisena tutkimuk-
sena, eli toteutetaan sovellus, joka pyrkii ennustamaan sille annetun datan perusteella lop-
putulos. T&té algoritmien tuottamaa ennustusta lopputuloksesta verrataan oikeaan lopputu-
lokseen. Jokaisen ottelun H2H-kertoimen avulla saadaan selville tarkkaan, onko voittava
vedonlyonti mahdollista. Algoritmit on toteutettu Python ohjelmointikielelld, kayttaden
avuksi koneoppimisen Kirjastoa scikit-learn. Tutkimuksessa kéytettavat koneoppimisen
menetelmat ovat tukivektori luokitin, k:n Iahimman naapurin menetelmé seka naiivi Baye-

sin luokitin.

Tutkielman luvussa kaksi kasitelladn tekoélya ja koneoppimista yleisell& tasolla. Luvussa
kolme kasitell&an urheiluvedonly6nnin teoriaa ja eri pelimuotoja. Luvussa neljé késitellaan
kaytettavissa olevaa dataa, ja sen perusteella luotua uutta datamassaa, josta koneoppimisal-
goritmit oppivat. Luvussa késitelladn myos algoritmien arvioimiseen kéytettyja eri mitta-
reita. Luvuissa viisi, kuusi ja seitseman kasitellaén ylla lueteltujen algoritmien toimintaa,
testaus tutkimuksessa kaytettavélld datalla sekd kyseisten algoritmien tulokset. Luvussa

kahdeksan tehd&éan yhteenveto tutkimuksesta.



2 Tekoaly

Tassa luvussa kasitelladn tekodlyn kehitysta sen alkuajoista tahén paivaan, maaritelméa ja
jakoa eri sovellusalueisiin. Liséksi luvussa késitellaan tekodlyn tarkeimpien sovellusaluei-

den koneoppimisen, syvaoppimisen ja neuroverkkojen toimintaa.

2.1 Tekoaly

Tekodalyn (eng. Artificial Intelligence) juuret ulottuvat kaukaisuudessaan jo antiikin Kreik-
kaan saakka. Noin 850 vuotta ennen ajanlaskun alkua, kreikkalainen filosofi ja kirjailija
Homeros kuvaili Kirjassaan llias, Hefaistos Jumalan luomia mekaanisia palvelijoita tarjoi-
lemassa Jumalille ruokaa. Jotkut ndistd “roboteista” olivat ihmisen kaltaisia ja toiset vain
koneita. Taméan kuitenkin katsotaan olevan ensimmadinen kirjallinen esitys koneista, jotka
osaavat ajatella ja toimia itsendisesti. Vaikka ajatus mekaanisesta koneesta esitettiin jo an-
tiikin Kreikassa, ei sen toteutus ollut mahdollista ennen tietokoneiden kehitysta 1940-
luvulla, ja kaikki tekodlya koskevat teokset olivat tatd ennen olleet lahinnd tieteisfiktiota,
fantasiaa tai tieteellistd spekulaatiota. (McCorduck, Minsky & Simon 1977; Buchanan
2006; McCorduck 2004)

“Ajattelevia koneita” pyoriteltiin kisitteend paljon 1940-luvulla mm. Alan Turingin ja
Konrad Zusen toimesta. Varsinkin Zuse oli kiinnostunut ajattelevista koneista ja han pyo-
ritteli mielessadn ajatusta koneesta, joka pelaisi shakkia suurmestarin (GM) tasolla. Alan
Turingin kehittdman Turingin koneen myo6té naisté ajatuksista ja ideoista tuli mahdollisia.
1950 Turing julkaisi paperin Computing Machinery and Intelligence, jossa han tarkasteli
hypoteettisesti mahdollisuutta luoda ajattelevia koneita. T&ssa paperissa esiteltiin myds
Turingin testi, erédanlainen konsepti, jolla voidaan testata koneen osoittamaa &lyllista kéyt-
tdytymistd. Turingin testissé tietokone laitetaan keskustelemaan testin tekijoiden kanssa.
Jos tarkkailijat eivat kykene huomaamaan eroa tietokoneen ja ihmisen valilld, katsotaan
etté tietokone on alykas. (McCorduck ym. 1977; Buchanan 2006)

Ensimmadisen kerran kone “ldpdisi” Turingin testin vasta vuonna 2014, kun tietokonebotti

Eugene Goostman huijasi n. 30 % Turingin testin tuomareista luulemaan, ettd he olivat



keskustelleet ihmisen kanssa. Tdmak&an tapahtuma ei kuitenkaan todistanut tietokoneen
olevan alykas, silla tietokonebotti Eugene Goostmanin ainoa tarkoitus oli huijata testin
tuomareita esittamalla 13-vuotiasta ukrainalaista poikaa. Eugene huijasi tuomareita vas-
taamalla kysymyksiin kierrellen ja vastaamalla vitsein tuomareiden kysymyksiin. (Jaaske-
ldinen, 2019)

Ensimmaéisen kerran kasitteen tekoaly mainitsi yhdysvaltalainen professori John McCarthy
vuonna 1956 jarjestetyssa kesdseminaarissa. Seminaarissa kymmenen hengen tutkijaryhma
tutki Dartmouthin yliopistossa otaksumaa, ettd jokainen oppimisen tai mika tahansa alyk-
kyyden muoto voidaan méaritella niin tarkkaan, ettd koneet voivat simuloida sita. Tutkija-
ryhméan mukaan, ensimmainen ajatteleva kone oli vain yhden sukupolven paéassa. (McCor-
duck ym. 1977; Buchanan 2006)

Padosin tdamén ennustuksen ja sen syntymiseen vaikuttaneiden tutkimusten takia, John
McCarthy palkattiin professoriksi Massachusettsin teknilliseen korkeakouluun (Mas-
sachusetts institute of technology, MIT). MIT:ssa, McCarthy perusti maailman ensimmai-
sen tekodlylaboratorion yhdessa toisen tekoélyn pioneerin Marvin Minskyn kanssa. Kak-
sikko tutkijaryhmineen sai miljardien dollarien apurahan kyseisen tekoalytutkimusta var-
ten. Tutkijaryhmén ennustus ensimmaisestd ajattelevasta koneesta sukupolven paésta
osoittautuikin liian optimistiseksi. Tarvittavaa ldpimurtoa ei onnistuttu tekemaan ja teko-
alylaboratorion rahoitus lopetettiin 1973. Tahan osasyyna oli Sir James Lighthillin tekeméa
raportti tekodlyn tilasta Iso-Britanniassa, jonka perusteella sekd Iso-Britannia, ettd Yhdys-
vallat lopettivat tekodlytutkimuksen rahoituksia useilta eri tutkimuskeskuksilta. Tama
kaynnisti ajanjakson, jota kutsutaan tekoalytalveksi. Talloin tekoalyn kehitysta ei juurikaan
rahoitettu ja mielenkiinto tutkimusaluetta kohtaan hiipui l&hes olemattomiin. (J&aaskeldinen,
2019; Buchanan 2006; McCorduck 2004)

1980-luvun alussa tekodlytalvi kuitenkin loppui ja rahoitusta alettiin lisaédmaan jalleen te-
kodlyn kehitykseen. Tehtaisiin ja yrityksiin asennettiin ensimmadisia “dlykkéitd robotteja”,
luonnollisen kielen késittely koneellisesti otti harppauksia eteenpdin ensimmaisilla oikean
maailman sovelluksilla ja tietokoneet menivét tasaisesti eteenpdin shakin pelaamisessa,

jota pidettiin ehdottomana edellytyksena &lykkaélle kayttaytymiselle. Tarkeimpana kuiten-



kin olivat asiantuntijajarjestelmat, jotka esiteltiin usealle eri tosieldman tilanteelle p&atok-
senteon tueksi kuten laéketieteeseen, osakemarkkinoille ja suurille rakennusprojekteille.
Syyné tahén voidaan pitdd tekodlyn osa-alueen koneoppimisen kukoistuksen alkamista.
(McCorduck, 2004)

Tietokoneiden kehityttyd lisdd 1990-luvulla, tekodlyn soveltamisesta eri aloille tuli hel-
pompaa, nopeampaa ja halvempaa. Tdman seurauksena huomattiin, ettd tekoalyn avulla
voidaan ratkaista useita erilaisia kédytdnnon ongelmia ladketieteesta logistiikkaan. Suurena
saavutuksena voidaan pitdd vuotta 1997 ja sen vuoden toukokuussa tapahtunutta tapahtu-
maa, kun IBM:n shakkitietokone Deep Blue voitti ensimmaisend koneena shakin hallitse-

van maailmanmestarin Garry Kasparovin. (McCorduck, 2004)

Seuraavan sysdyksen tekoélyn kehitys sai 2010-luvun alussa, kun syvdoppimisessa tapah-
tuneet ldpimurrot ajoivat tekodlyn kehitystd “tekodlybuumiksi” asti. Vaikka syvadoppimi-
nen keksittiin jo 1950-luvulla samoihin aikoihin termin tekodly kanssa, ei sita oltu aktiivi-
sesti tutkittu ennen 1980-lukua, johtuen tutkijoiden vahéisestd tiedosta neuroverkkojen
osalta. Syvéoppiminen on koneoppimisen yksi osa-alueista, joka mahdollistaa laitteen itse-
oppimisen sille annettujen tehtévien suorittamiseksi. (Copeland, 2016)

Vaikka tekodlyd on kehitetty jo yli 60 vuotta, ei sille ole kyetty antamaan yksiselitteista
maadritelmad. Tama johtuu siitd, ettd tekodlyyn vahvasti liittyvan ja sen ylaluokan katego-
riana toimivan alykkyyden méaarittely on ollut ihmisille vaikeaa jo monta kymmenta vuot-
ta. Koska tekodlyn maaritelma liittyy vahvasti alykkyyden maaritelméaéan, se perii alykkyy-
den maéarittelyssa vallitsevat ongelmat. Toinen syy tekodlyn maarittelyn vaikeudelle on sen
lagjuus ja alati muuttuvat tekniikka. Tekodlya tutkimusaiheena madritelladn jatkuvasti uu-
delleen, kun tietyt aihepiirit kasvavat omaksi tutkimusalueekseen ja ndin ollen niiden ei
endd katsota kuuluvaksi tekodlyn aihealueeseen. Esimerkiksi viisikymmentd vuotta sitten
automaattiset reitinoptimointimenetelmét laskettiin tekoalyksi, mutta nykyaan ne luokitel-
laan osaksi tietojenkasittelytieteiden perusteita. (Helsingin yliopisto & Reaktor, 2019)

Koska tekodlyn méérittely on vaikeaa, tdssa tutkielmassa esitelladn monta erilaista maari-
telméaa tekodlylle. Kansainvalisen ICT-alan tutkimus- ja konsultointiyritys Gartner, Inc:n

luoman tietotekniikan termien sanaston mukaan, tekodly soveltaa edistynytta analyysié ja



logiikkapohjaisia tekniikoita, kuten koneoppiminen, tapahtumien tulkitsemiseen seka p&éa-
toksen teon tueksi. Toinen tekniikan alan jarjestdé IEEE (Institute of Electirical and Elec-
tronics) ei edes kayta kasitetta tekodly, vaan se korvaa kasitteen autonomisilla ja alykkailla

jarjestelmilla. (Gartner Inc, 2019)

Suomen Valtionvarainministerion selonteossa “Eettistd tietopolitiikkaa tekodlyn aikakau-
della” tekodly maédriteltiin tietokoneohjelmiksi, “joiden avulla koneet, laitteet, ohjelmat,
jarjestelmat ja palvelut voivat toimia alykkaasti, eli joustavasti ja tarkoituksenmukaisesti

monimutkaisessa ja osin ennustamattomassa ymparistossa”. (Raskulla, 2019)

Samoilla linjoilla on Lappeenrannan-Lahden teknillisen yliopiston professori Atte Jaaske-
ldinen, joka kuvaa tekodlyid seuraavasti: “Tietokoneet pystyvit toimintaan, jonka on perin-
teisesti ajateltu vaativan ihmisalyd, ja kykenevat itsendisesti mukauttamaan toimintaansa
niille annetun datan perusteella.” Tekodlyn keskeisimpid sovelluksia ovat ennustaminen
datan perusteella, datan luokittelu, datan ryhmittely ja poikkeamien tunnistaminen. (Jaas-
keldinen, 2019)

Siukkosen ja Neittaanméen Kirjassa “Mité tulisi tietdd tekodlystd” on kuvattu osuvasti te-
kodlyn toimintaa seuraavasti: “Tekodly on yksi tietokoneen toimintojen jatke, mittaviin
laskentoihin kykeneva ohjelma tai jarjestelma. Sen englanninkielinen nimike artificial in-
telligence (Al) tarkoittaa tietokoneen tuottamaa keinotekoista alykkyyttd luonnollisen
alykkyyden (engl. natural intelligence, NI) tai luonnollisen oppimisen (engl. organic lear-
ning, OL) vastaparina”. (Siukkonen & Neittaanméki, 2019)

Yhteistd néille méaaritelmille ovat késitteet autonomisuus ja adaptiivisuus. Tekoalyn au-
tonomisuus tarkoittaa sitd, ettd tekodly kykenee suorittamaan tehtavid mahdollisesti moni-
mutkaisessa ymparistéssd ilman jatkuvaa ohjaamista. Adaptiivisuus puolestaan kuvaa te-
kodlyn kykyé “parantaa suorituskykyé oppimalla kokemuksesta”. (Helsingin yliopisto ym.,
2019)

Taytyy ottaa huomioon, ettd kaikki esitellyt méaritelmat kuvaavat kapeaa tekodlya (engl.
narrow Al), eli jarjestelmé&é tai ohjelmaa, joka osaa suorittaa tiettyja alykkailta vaikuttavia
toimenpiteitd yksi tehtdva kerrallaan. Kapean tekoélyn vastakohtana toimii yleinen tekoéaly

(engl. general Al, artificial general intelligence), joka puolestaan viittaa jarjestelmaan tai
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ohjelmaan, joka osaa ratkaista minka tahansa alyllisesti ratkaistavissa olevan ongelman tai
ongelmat ja pystyy suorittamaan useita tehtavié useissa eri konteksteissa ja useissa eri ym-
paristoissa. Yleinen tekodly on tuttu tieteiskirjallisuudesta, mutta oikeassa eldmassa tutkijat
eivét ole saavuttaneet edistysta yli 50 vuoteen. (Helsingin yliopisto ym., 2019; Goertzel,
2014)

Vastaava kahtiajako voidaan tehdd “vahvan” ja “heikon” tekodlyn vélilld. Tama jako pe-
rustuu erotteluun alykkyyden ja alykkaan toiminnan valilla. Heikko tekodly tarkoittaa jar-
jestelmié tai ohjelmia, jotka koneoppimista ja algoritmeja hyddyntamaélla voivat suoriutua
tehtdavasta tekemalla alykkailta vaikuttavia toimintoja, olematta kuitenkaan sanan varsinai-
sessa merkityksessd alykkéaitd esimerkiksi shakkia pelaava tietokone tai robotti-imuri.
(Helsingin yliopisto ym., 2019; Siukkonen ym., 2019)

Vahvalla tekoalylld tarkoitetaan aidosti &lyllista ja tietoista olentoa tai konetta. Vahvan
tekoalyn tutkijoiden mukaan tietokoneeseen voidaan ohjelmoida ihmisviisauden kaltaista
tietoisuutta olemassaolosta. Tdmaén tilan tietokone voisi saavuttaa matkimalla ihmisen ai-
votoimintaa, ja sitten ylittamalla sen &lylliset kyvyt. Vahvan tekodlyn luomiseksi, tutkijoi-
den pitdisi kuitenkin pystya vastaamaan kysymyksiin voiko kone olla tietoinen tilastaan tai
saavuttaa olotilan, jossa kone maarittda sen omat pyrkimykset ja tavoitteet. (Helsingin yli-
opisto ym., 2019; Siukkonen ym., 2019)

Perinteisen kahtiajaon lisdksi, tekodly voidaan jakaa osa-alueisiin sen sovellusalueiden
perusteella (Kuva 1); 1. kognitiivisen tieteen sovellukset, 2. Robotiikan sovellukset ja 3.
Luonnollisen kielen sovellukset. Kuvassa 1 esitetdan sovellusalueiden lisdksi myds niiden

kayttamat tarkeimmat tekodlyn eri menetelmét. (VVahakainu & Neittaanmaki, 2018)
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Kuva 1 Tekoalyn jako osa-alueisiin

2.2 Koneoppiminen

Yksi hyvéksytyistd alykkyyden méaaritelmistd on perdisin Yhdysvaltalaiselta psykologilta
ja professorilta Linda Gottfredsonilta, joka médrittelee dlykkyyden olevan “yleinen henki-
nen kyky, johon sisaltyy muun muassa kyky perustella, suunnitella, ratkaista ongelmia,
ajatella abstraktisti, ymmartad monimutkaisia ideoita, oppia nopeasti ja oppia kokemukses-
ta. Se ei ole pelkastaan kirjoista oppimista, kapeaa akateemista taitoa tai testien tekemista.
Pikemminkin se heijastaa laajempaa ja syvempéaa kykya ymmartadd ymparistéamme ja sel-
vittdd mita tehdd.” (Gottfredson, 1997)

Kuten aikaisemmin mainittiin, Gottfredsonin méaritteleméan alykkyyden eli toisin sanoen
vahvan tekodlyn ohjelmoiminen tietokoneeseen on vieléd tdna péivand mahdotonta, mutta
osa yll& mainitusta alykkyyden madrittelysta voidaan siirtdd koneeseen tai ohjelmaan, ku-
ten ongelmanratkaisu, oppiminen nopeasti ja oppiminen kokemuksesta. (Siukkonen ym.,
2019)



Oppimisen siirtdminen tietokoneeseen tehdaén tilastotieteen ja datan avulla. Tat4 tietoko-
neen opettamista datan avulla kutsutaan koneoppimiseksi. Termind koneoppiminen tarkoit-
taa datasta I0ytyvien merkitsevien kaavojen ja mallien automatisoitua tunnistamista. Sen
avulla pyritddn luomaan koneelle &lykkyyttd, kayttdmalla hyvaksi tilastollisia oppimisme-
netelmid. Tallaisia tilastollisia menetelmid ovat esimerkiksi lineaarinen regressio ja
bayesiléisen tilastotiede, jotka on keksitty jo yli 200 vuotta sitten. (Helsingin yliopisto ym.
2019; Shalev-Shwartz & Ben-David 2014)

Koneoppimisella katsotaan olevan kaksi eri tehtavéa: ensimmaéisend tehtdvana on antaa
selkeyttd ongelmille, joihin ihminen ei kykene muodostamaan itse toimivaa algoritmia. On
olemassa tehtévig, joita ihmiset suorittavat vaivattomasti ja rutiininomaisesti, mutta me
emme osaa sanoa miten teemme sen. Esimerkiksi tunnistamme ystdviemme &énen véki-
joukosta, mutta emme osaa selittdd miten se kdytanndssa tapahtuu. Koska emme ymmarra
tatd ilmiotd kunnolla, emme osaa luoda ongelman pohjalta koneellista algoritmia, joka
osaisi puheentunnistusta samassa maarin kuin ihminen. Tatd ymmaérryksen tuottamaa on-

gelmaa koneoppiminen yrittad korjata. (Mohammed, Khan & Bashier 2017).

Koneoppimisen toisena tehtdva on ratkaista ongelmia, joita ihmiset eivat kykene itse suo-
rittamaan. Tallaiset tehtévat liittyvat lahinna erittdin suurten ja monimutkaisten datajouk-
kojen analysointiin: téhtitieteellinen data, ladketieteellisten arkistojen muuntaminen laéke-
tieteelliseksi tiedoksi, sdén ennustaminen ja esimerkiksi genomitietojen analyysi. Koska
digitaalisesti tallennettua dataa on yhd enemmaén ja enemman ihmisten saatavilla, on sel-
vad, ettd datan joukossa on piilotettuna merkitsevad informaatiota ja malleja, jotka ovat
lilan suuria ja monimutkaisia ihmisille ymmartaa. Tietokoneiden muistin ja tehokkuuden
lisddntymisen ansiosta, koneoppiminen avaa vuosi vuodelta uusia mahdollisuuksia datan

mallien havaitsemiselle. (Shalev-Shwartz ym., 2014)

Koneoppiminen jaetaan neljdin eri osa-alueeseen ratkaistavien ongelmien luonteesta ja
koneoppimisalgoritmille annetun datan luonteesta riippuen: ohjattu koneoppiminen (engl.
supervised learning), ohjaamaton koneoppiminen (engl. unsupervised learning), puolioh-
jattu koneoppiminen (engl. semi-supervised learning) ja vahvistusoppiminen (engl. rein-

forcement learning) (Kuva 2). (Mohammed ym., 2017)



|
T T
|

Chjatiu Chjaamaton
koneoppiminen konsoppiminen

Puoliohjatiu

vahvistusoppiminen koneoppiminen

Luakiteltu ja merkitty Ei luakiteltu ja ei Sekoitus lugkiteltua ja Ei dataa
data merkitty data i luokiteltua dataa

Kuva 2 Koneoppimisen tekniikkojen jako eri osa-alueisiin.

Ohjatun koneoppimisen menetelmissa tarkoituksena on paatella funktio tai kartoitus saata-
villa olevasta opetusdatasta (engl. training data), jonka lopputulos tiedetdan (engl. labeled
data). Taméa opetusdata koostuu tunnisteiden syotevektorista X ja tulosvektorista Y. Vekto-
rin Y:n tunniste on vektori X:n syétteiden selite. Yhdessda ndméa muodostavat opetusesi-
merkin (engl. training example). Ohjatussa koneoppimisessa kaytetty opetusdata siis muo-
dostuu erilaisista opetusesimerkeistd. Datan tunnisteiden tai luokkien avulla, ohjatun kone-
oppimisen algoritmille kerrotaan muuttuja datasta, joka algoritmin pitdd ennustaa. (Mo-
hammed ym., 2017)

Tulosvektori Y koostuu jokaisen opetusesimerkin luokista opetusdatassa. Nama luokat
tulosvektorille on antaa ohjaaja (engl. supervisor). Yleensda, ndmé& ohjaajat ovat ihmisia,
silla ihmisten arviointikyky sisaltdd vahemman virheitd kuin koneen arviointikyky, vaikka
ovatkin kalliimpia kayttad. Esimerkki tallaisesta datasta olisi tietokanta kuvista, joihin ih-

minen maarittaa, sisaltavatko kuvat auton.

Ohjatun koneoppimisen menetelmét jaetaan kahteen eri data-analyysin osa-alueeseen: reg-
ressiomenetelmiin ja luokittelumenetelmiin. Molempia kéytetdan tarkeiden tietojen ku-
vaamiseen mallien avulla tai tulevaisuuden ennustamiseen. Luokittelumenetelmat ennusta-

vat kategorisia (diskreettejd, jarjestamattomid) luokkia, kun taas regressiomenetelmét ar-
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vioivat jatkuvia luokkia. Bhavsarin ja Ganatran mukaan luokittelumenetelmét pystyvat
kasittelemaén dataa laajemmin kuin regressiomenetelmat, mika on johtanut luokittelume-

netelmien suosion nousemiseen. (Bhavsar & Ganatra, 2012)

Ohjaamattomassa koneoppimisessa, data ei sisalla ohjaajia eiké ndin ollen tunnisteita. Oh-
jaamattoman koneoppimisen tarkoituksena on l6ytaa téllaisesta datasta piilotettuja raken-
teita ja sd&nnonmukaisuuksia. Datan tunnisteiden puuttumiseen voi olla useita eri syita.
Joskus datalle ei ole mahdollista luoda tunnisteita sen kustannusten takia tai datan luontais-
ten ominaisuuksien takia se ei yksinkertaisesti ole mahdollista. Téllaista dataa on esimer-
Kiksi sensoreista kerattdva aikasarjadata, joka voi kasvaa sekunnissa miljoonia riveja (Big
Data). (Mohammed ym., 2017)

Ohjaamattomassa koneoppimisessa menetelmat jaetaan myds kahteen osaan: klusterointiin
(engl. clustering) ja dimensionaalisuuden véhentamiseen (engl. dimensionality reduction).
Klusteroinnin tehtdavana on ryhmitella joukko objekteja siten, ettd samanlaiset objektit paa-
tyvat samaan ryhmaén ja erilaiset objektit eri ryhmaéan. Dimensionaalisella véhentamisella
tarkoitetaan puolestaan prosessia, jossa korkean dimensionaalisuuden data kartoitetaan
uuteen tila-avaruuteen, jonka dimensionaalinen tila on pienempi. Talla pyritd4n laskemaan
korkean dimensionaalisuuden aiheuttamaa laskennallista haastetta. Liséksi korkean dimen-
sionaalisuuden data voi johtaa huonoon lopputulokseen algoritmien osalta. Datan dimen-
sionaalinen alentaminen voi auttaa myds datan klusteroinnin osalta. (Shalev-Shwartz ym.,
2014)

Puoliohjattu koneoppiminen siséltdd ominaisuuksia sekd ohjatusta ettd ohjaamattomasta
koneoppimisesta. Puoliohjatussa koneoppimisessa data on luokatonta (engl. unlabeled),
mutta algoritmille annetaan jotain ohjaajan tuottamaa informaatiota. Yleensd tdma tieto

liittyy datasta saatuihin esimerkkitapauksiin. (Chapelle, Scholkopf & Zien, 2006).

Vahvistusoppiminen pyrkii k&yttdméaéan datana vuorovaikutuksesta ympariston kanssa ke-
rattyja havaintoja toimenpiteisiin, jotka maksimoivat palkkion tai minimoivat riskin. Vah-

vistusoppimisen metodi on seuraavanlainen:

1. Syotteen lahtdtila observoidaan.

2. Ohjelma kayttaa paatoksenteko-toimintoa suorittaakseen toiminnon.
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3. Toiminnon jéalkeen, ohjelma saa palkinnon tai vahvistuksen seurattavalta ymparis-
tolta.

4. Palkkiota koskeva tila-toiminta pari tallennetaan.

Tallennettujen tietojen avulla, tietyn tilan toimintatapaa voidaan hienosaataa ja sen kautta

auttaa ohjelmaa optimaaliseen péaatoksentekoon. (Mohammed ym., 2017)

Tassa tutkielmassa kaytetyt algoritmit kuuluvat ohjatun koneoppimisen luokittelumenetel-
miin, koska jalkapallo-ottelun lopputulos edustaa kolmea mahdollista luokkaa (kotivoitto,
tasapeli ja vierasvoitto). N&aiden kolmen tuloksen liséksi, luokittelun katsotaan olevan mo-

niluokkaista luokittelua, binaarisen eli kaksiluokkaisen luokittelun sijaan.
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3 Urheiluvedonlyonti

Tassa luvussa kasitellaan urheiluvedonlydnnin pelimuotoja, teoriaa ja urheiluvedonlyontiin
liittyvid kasitteitd. Urheiluvedonlyonniksi mééritelladn kaikki rahapelit, joissa yritetdan
arvioida urheilutapahtumien tuloksia, kuten lopputuloksia, puoliaikatuloksia, maaliméaéria,
erikoistilanteiden lukumaéaria tms. Ulkopuolelta katsottuna se vaikuttaa helpolta, taytyy
veikata oikein vain ottelun tulos, mutta tilastollisesti vain pieni osa kaikista pelaajista jaa

plussalle vedonlyonnissé eli harrastaa voittavaa vedonlyontid. (Buchdal, 2003)

3.1 Pelimuodot

Vuonna 2019 urheiluvedonlyonnin pelimuotoja on pilvin pimein, ja niiden méérd kasvaa
tasaiseen tahtiin. Tdssa alaluvussa kasitellddn tunnetuimmat ja suosituimmat pelimuodot
maailmalla keskittyen vedonlyontiin Suomessa. Pelimuotoja on vaikea jaotella, silla ve-

donlydntiyhtitt kayttavat hieman eri nimia eri pelimuodoista.

3.1.1 Pitkaveto

Pitk&vedossa pelaat kohteen voittajaa tai tulosyhdistelm&& 1 — 10 kohteelle (1 = kotivoitto
tai ensin mainitun tulosvaihtoehdon toteutuminen, X = tasapeli tai keskimmaisend maini-
tun tulosvaihtoehdon toteutuminen, 2 = vierasvoitto tai viimeisend mainitun tulosvaihtoeh-
don toteutuminen). Jos tulosvaihtoehtoja on useampi kuin kolme, madaritelladn kohdeotte-
lun/kohdekilpailun kaikki tulosvaihtoehdot erikseen. Voittosumma maaraytyy peliin sisél-
tyvien tulosvaihtoehtojen yhteiskertoimesta ja valitusta panoksesta. Pelin kokonaishinnan
minimi on 1 €. Samalla panoksella voi vetoon valita 1 - 10 kohdetta. Kohteiden méaré ei
vaikuta pelin hintaan. (Veikkaus, 2019b)

Kaikki kohteet ovat pelattavissa yksittaisvetoina (Single). Jéarjestelmépelaaminen mahdol-
listaa useiden yhdistelmien pelaamisen samalla kupongilla. Pelaaja voi valita peliin kaikki
yhdistelmét, jotka valitsemien merkkien sisélla on muodostettavissa. Esimerkiksi triplassa

pelataan kolmen (3) ja nelosissa neljan (4) ottelun tulosyhdistelméa. Saman ottelun eri pe-
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likohteita ei voi yhdistadéd keskend&n samaan peliin (esim. jadkiekko-ottelun perus- ja tasoi-
tuskohdetta). (Veikkaus, 2019b)

Kolmen vaihtoehdon (1X2) kohteessa lyddaan vetoa varsinaisen peliajan tuloksesta ja kah-
den vaihtoehdon (12) kohteessa koko ottelun (mukaan lukien jatkoaika, rangaistuspotku-
Kilpailu, tms.) tuloksesta, ellei kohteessa toisin mainita. Poikkeuksena ovat kahden vaihto-
ehdon tasoitus- ja maalima&rakohteet (esim. yli/alle -kohteet), joissa lyod&an vetoa varsi-
naisen peliajan tuloksesta. (Veikkaus, 2019b)

Tasoituskohteessa kertoimiin vaikuttavat joukkueille annetut tasoitukset. Kohteissa lyo-
daan vetoa ottelun lopputuloksesta varsinaisella peliajalla, joka perustuu koti- tai vieras-
joukkueelle annettuun tasoitukseen. Tasoituksen maard on merkitty sen kohdejoukkueen
kohdalle, jolle tasoitus annetaan. Kertoimet saattavat muuttua kohteen ollessa auki. Voi-
massa on pelaamishetkelld jarjestelmédssa oleva kerroin, joka taltioituu pelitositteeseen.
(Veikkaus, 2019b)

3.1.2 Tulosveto

Tulosvedossa pelataan kohteena olevan ottelun kummankin joukkueen maalimadaria varsi-
naisella peliajalla tai muita tulosperusteena olevien suoritusten lukumaaran mukaisia oikei-
ta tuloksia. Tulosvedon suosituimpia kohdelajeja ovat jalkapallo, ja&kiekko. koripallo ja
salibandy. Pelin panos vaihtelee 1,00:sta 100,00 euroon. Tulosvedon kertoimet voivat olla
joko kiinteita tai muuttuvia. Veikkaus voi muuttaa kiintedéd kerrointa pelin ollessa avoin.
Pelaaja saa peliinsa sen kertoimen, joka on voimassa pelitietojen tallentumishetkell&.
Muuttuva kerroin lasketaan pelin paatyttya ja siihen vaikuttaa tulosvaihtoehtoon pelattujen
panosten kokonaissumma. (Veikkaus, 2019c¢)

Tulosvedon pelimuotoja ovat hajarivi, saastojarjestelma ja jarjestelma. Hajarivissé pelataan
yksi maaliméara kummallekin kohdepelin joukkueelle. Jarjestelmapelaamisella tarkoite-
taan vahintddn kahden vaihtoehtoisen maalimaaran pelaamista samalle joukkueelle. Peli
siséltad tuolloin kaikki ne yksittdiset tulosyhdistelmét, jotka valittujen maalimaérien avulla
voidaan muodostaa. Saastojarjestelma tarkoittaa jarjestelmad, johon siséltyvista tulosvaih-
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toehdoista on poistettu kotivoitot, tasapelit tai vierasvoitot pelaajan valinnan mukaisesti.
(Veikkaus, 2019d)

Veikkauksen peleissé tulosvedon palautusprosentti on 80 %. Kertoimet méaraytyvat siten,
etta palautettava summa (0,8 * vaihto) jaetaan tulosta/tulosyhdistelmé&é pelatulla euroméa-

ralla. Esimerkiksi jos kohteen vaihto on 45 000 €, ja jalkapallo-ottelun tulosta 1-1 on pelat-

tu 7500 eurolla, kertoimeksi muodostuu 0,8 * 45000 /7500 = 4,80. (Veikkaus,
2019d)

Tama tekee tulosvedosta totalisaattoripelin, eli vedonlydja ei tiedd vetoa ostaessaan, minka
kertoimen han lopulta saa. Jos pelivaihto on pieni, saattavat viime minuuttien liikkeet olla
suuria ja yllatyksellisia ja vaikuttaa tulosvedon kertoimeen huomattavasti. (Vuoksenmaa
ym., 1999)

3.1.3 Moniveto

Moniveto on Tulosvedosta kehitetty muuttuvakertoiminen vedonlyontipeli, jossa pelataan
2 — 6 ottelussa kohdejoukkueiden tekemien maalien maéri tai muita tulosperusteena ole-
vien suoritusten lukumé&ardn mukaisia oikeita tuloksia. Kohdeottelu voi olla myos kohde-
listassa méaaritelty lajin sdantdjen mukainen pelijakso tai muu tapahtuma. Neljan, viiden tai
kuuden kohdeottelun tapauksessa pelistd kaytetdan nimed SuperMoniveto. (Veikkaus,
2019e)

Monivedon minimipanos on kohteesta riippuen 0,05 ja 0,20 euron valilld. Maksimipanos
on 100 euroa. Voittosumma maaraytyy panoksen ja pelitapahtumista laskettavan muuttu-
van kertoimen mukaan. Monivedon kohteena on l&hinng jalkapalloa ja jadkiekkoa. (Veik-
kaus, 2019e)

Monivedon pelimuotoja on peruspeli, s&éstojarjestelma ja jarjestelmd. Pelitapoja ovat itse
valitut tai pelijarjestelmén arpomat maalimaarat tai tulokset. Peruspelisséd pelataan yksi
maalimé&éara jokaiselle kohdepelin joukkueelle. Jarjestelmépelaamisella tarkoitetaan véhin-
tdan kahden vaihtoehtoisen maaliméaarén pelaamista samalle joukkueelle. Peli sisaltd4 tuol-

loin kaikki ne yksittdiset tulosyhdistelmét, jotka valittujen maaliméarien avulla voidaan
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muodostaa. Saastojarjestelma tarkoittaa jarjestelméaa, johon sisaltyvista tulosvaihtoehdoista
on poistettu kotivoitot, tasapelit tai vierasvoitot pelaajan valinnan mukaisesti. Monivedon
palautusprosentti on 70. Kahden voittoluokan Monivedossa ylemmalle voittoluokalle jae-
taan 50 % ja alemmalle voittoluokalle 20 % vaihdosta. Kertoimet méaraytyvat siten, etta
voittoluokalle osoitettu osuus vaihdosta jaetaan tulosta/tulosyhdistelmaa pelatulla euro-

maarélla, samoin kuin tulosvedossa. (Veikkaus, 2019f)

Monivedossa pelitositteella miinusmerkki maali- tai pistemaarén perédssa (esim. 16-, 70-)
tarkoittaa vaihtoehtoa maali-/pisteméaara tai sen alle ja plusmerkki (esim. 8+, 15+, 100+)

vaihtoehtoa maali-/juoksu-/pistemaéra tai sen yli. (Veikkaus, 2019f)

Monivedossa voittojen koot vaihtelevat suuresti. Suurin kerroin monivedossa on ollut yli
kaksi miljoonaa. Tdémén takia monivedossa pyritaan suurvoittoihin samoin kuin lotossa tai
vakioveikkauksessa. Kuten tulosvetokin, my6s moniveto on totalisaattoripeli, eli pelaajan

vedon lopullinen kerroin selvidé vasta kohteen suljettua. (Vuoksenmaa ym., 1999)

3.1.4 Vakioveikkaus

Vakiossa veikataan 6 — 18 kohteen voittajia varsinaisella peliajalla (1=kotivoitto,
X=tasapeli tai 2=vierasvoitto) tai kahden taikka kolmen Kkilpailijan keskindisen kilpailun
tulosta taikka tulosvaihtoehdon toteutumista. VVakiossa valitaan voittajat jokaiseen kohtee-
seen. Vakio 1:ssd on aina 13 pelikohdetta, muissa Vakioissa 6 — 18. Vakioissa on 1-4 voit-
toluokkaa, joissa voitto-osuus maaraytyy pelin liikevaihdon ja osumien lukumaaran mu-
kaan. Vakion rivihinta vaihtelee kohteittain 0,10 - 0,25 euron valilla. Vakion kohdelajeina

on lahinnd jalkapalloa, jadkiekkoa, formulaa ja yksilolajeja. (Veikkaus, 20199)

Vakion pelimuotoja ovat hajarivi, jarjestelma ja haravajérjestelmé. Hajariveja voit pelata
joko omavalintaisilla numeroilla tai pelijarjestelméan arpomina pikapeliriveind. Vakiota voi
pelata my6s osittaisena pikapelind itse asetettuun hintarajaan asti. Osittaisessa pikapelissa
valitaan osa voittajista itse ja annetaan pelijarjestelmén arpoa loput voittajista. Pelijarjes-
telma tuottaa asetettuun hintarajaan sopivan peliehdotuksen, johon voittajat on arvottu sen-

hetkisen suosituimmuuslistan mukaan. (Veikkaus, 2019h)
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Jarjestelmapelissé haluttuihin otteluihin voi merkitd useamman kuin yhden tulosvaihtoeh-
don, jolloin peli siséltdd samalla kertaa useita hajariveja. Taydellinen jarjestelma pitaa si-
séllaan kaikki ne hajarivit, jotka valituilla merkeilla voidaan muodostaa. Haravajérjestelma
eroaa taydellisestd jarjestelmasta siten, ettd sithen on poimittu vain ns. avainrivit. Harava-
jarjestelmat on jaettu kolmeen ryhmé&én minimitakuun mukaan. Minimitakuu kertoo, mika
on haravan taattu vihimmaistulos, kun riviin osuu “’kaikki oikein” tulos. Niin jarjestelmien
kuin haravajarjestelmienkin kokonaishinta on jéarjestelmén sisaltdmé rivimaara kerrottuna
rivihinnalla. (Veikkaus, 2019h)

Jarjestelmdpelit ovat taydellisia jarjestelmia. Jarjestelmissa haluttuihin kohteisiin voi mer-
kita useampia tulosvaihtoehtoja. Peli siséltaa kaikki ne yksittaisrivit, jotka valituista nume-
roista voidaan muodostaa. Tositteesta ndkee heti arvonnan jalkeen, mitd v&hintaan voittaa.
Taman liséksi jarjestelmélld saa alavoittoja eli pienempien voittoluokkien voittoja. (Veik-
kaus, 2019h)

Vakion voittoluokat vaihtelevat kohdemaaran mukaan; 13 kohteen Vakiossa voittoluokkia
ovat 13, 12, 11 ja 10 oikein, 12 kohteen Vakiossa voittoluokkia ovat 12, 11 ja 10 oikein, 11
kohteen Vakiossa voittoluokkia ovat 11 ja 10 oikein ja 10 kohteen Vakiossa voittoluokkia

ovat 10 ja 9 oikein.

3.1.5 Voittajavedot

Voittajavedossa pelataan kohteena olevan tapahtuman voittajia, maariteltyja oikeita tu-
losyhdistelmia tai tulosvaihtoehtoja. Suosituimpia kohdelajeja ovat jalkapallo, jadkiekko ja
formulat. Pelin panos vaihtelee 0,20:sta 100,00 euroon ja kertoimet voivat olla kiinteita tai
muuttuvia. (Veikkaus, 2019i)

Voittajavedon muita pelimuotoja ovat Superkaksari, Supertripla, Péivan Pari ja Pdivan
Trio. Superkaksarissa vedonlyonnin kohteena on kilpailun voittaja ja toiseksi sijoittuva
kilpailija paremmuusjérjestyksessd. Supertriplassa vedonlyonnin kohteena on kilpailun
voittaja, toiseksi sijoittuva ja kolmanneksi sijoittuva kilpailija paremmuusjdrjestyksessa.
Paivan Parissa vedonlydnnin kohteena ovat kahden eri kilpailun voittajat tai oikeat madri-

tellyt tulosyhdistelmat tai -vaihtoehdot. P&ivan Triossa vedonlyonnin kohteena ovat kol-
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men eri kilpailun voittajat tai oikeat mééritellyt tulosyhdistelmét tai -vaihtoehdot. (Veikka-
us, 2019i)

Toisin kuin pitké&veto, tulosveto, moniveto tai vakioveikkaus, eri voittajavedot voivat olla
pitkdaikaisvetoja, jotka saattavat kestdd koko sarjan ajan (kuten vaikka Valioliigan maali-
porssin voittaja). Taman takia ne ovat erittdin suosittuja pelikansan keskuudessa, silla pie-

nelld rahalla saa jannitysté jopa vuoden ajaksi. (Vuoksenmaa ym., 1999)

3.1.6 Live-veto

Live-vedossa ly6daéan vetoa jo kdynnissé olevasta ottelusta tai kilpailusta. Live-vedossa voi
pelata esimerkiksi ensimmadistda maalintekijaa, maalin syntymisaikaa, tuleeko tietylla aika-
valilla jaahya tai kulmapotkujen lukumaaréa. Pelikohde sisaltdd yhden tai useampia tulos-
vaihtoehtoja, joille on méaéritelty kiintedt kertoimet. Kaikki vedot ovat yksittaisvetoja. Li-
ve-vedossa voitto muodostuu pelaajan panoksesta ja vedonvélittdjan antamasta kertoimes-
ta, panos * kerroin. Live-vedon etuna on pelaajalle se, ettd han voi korjata omia todenné-
koisyysarvioitaan kisan/ottelun edetessa. Mikali tdma tapahtuu nopeammin kuin pelinjar-
jestdjan luoma todennakoisyysarvio, voi pelaaja saavuttaa hyvia ylikertoimia live-vedosta.
Veikkaus on arvioinut oman live-vetonsa palautusprosentikseen n. 90 %. (Veikkaus,
2019j), (Veikkaus, 2019k)

3.2 Urheiluvedonlyénnin teoria

Urheiluvedonlydnnin voidaan katsoa olevan yksi kaupankdynnin muoto, jossa raha vaihtaa
omistajaa. Urheiluvedonlydnnissé kaupankaynnin osapuolet ovat vedonvalittaja, joka myy
todennadkdisyysarvioita ottelun tapahtumista ja vedonly6ja, joka voi halutessaan ostaa ve-
donvélittdjan todennékoisyysarvion tietylld rahasummalla. Kaytdnnossad, kuka tahansa voi
olla vedonvélitt4ja tai pelintarjoaja, mutta varsinaisesti termiéd kéytetdan ihmisista tai yri-
tyksistd jotka tarjoavat todennakdisyysarvioita useasta eri kohteesta tarkoituksena tehda
voittoa. Jotta vedonlydja voi ostaa vedon, vedonvélittdjan tdytyy méaératd todenné-

koisyysarviolle kerroin eli vedon hinta. (Vuoksenmaa, Kuronen & Nals, 1999).
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3.2.1 Kerroin ja todennakoisyysarvio

Kerroin ilmaisee, kuinka moninkertaisena pelaaja saa rahansa takaisin voittaessaan vedon.
Kerroin voidaan méaritella kolmella eri tavalla, riippuen maasta ja sen kulttuurista. L&hes
kaikkialla Euroopassa kerroin annetaan desimaalilukuna kahden desimaalin tarkkuudella
esimerkiksi 3,00. Tama tarkoittaa, ettd pelaaja voittaa kolminkertaisena rahansa takaisin.
Esimerkiksi lydomalla vedonlyontikohdetta 10 eurolla, pelaaja voittaa 30 euroa (10 € *
3,00 = 30 €). Tdhan voittoon siséltyy pelaajan oma panos. Iso-Britanniassa kerroin il-
maistaan murtolukuna muodossa 2/1 tai 2-1. Talléin veikkaamalla yhden yksikon rahaa,
pelaaja saa puhdasta voittoa 2 yksikkog, eli 3 kertaa oman panostuksensa. Kolmas tapa
ilmoittaa kerroin on yhdysvaltalaisten kayttdméssa muodossa +150 tai -200. Kerroin +150
tarkoittaa, ettd pelaamalla 100 yksikkoa rahaa, pelaaja saa voittaessaan 150 yksikkoa takai-
sin. +150 vastaa eurooppalaista kerrointa 2,50. -200 puolestaan osoittaa sen, kuinka monta
yksikkoa rahaa pelaajan on riskeerattava voittaakseen 100 yksikkoa. Eli pelaamalla 200
yksikkoa pelaaja voi saada puhdasta voittoa 100 yksikkod, mika vastaa eurooppalaista ker-
rointa 1,50. Téssd tutkimuksessa kédytetddn eurooppalaista, desimaaliluvun esitysmuotoa.
(Buchdal, 2003; Vuoksenmaa ym., 1999)

Urheilutapahtuman kertoimen vedonvalittdja méaérittaa tapahtuman todennakdisyysarvion
perusteella, laskemalla sen kaénteisluvun. Esimerkiksi jalkapallo-ottelu, jossa vastakkain
ovat kotijoukkue A ja vierasjoukkue B. T&llgin ottelun lopputulokselle on kolme mahdol-
lista tapahtumaa {K, T,V}, missd K on Kkotivoitto, T on tasapeli ja V on vierasvoitto. Ve-
donvélittaja arvioi, ettd P(K) = 0,5,(T) = 0,3 ja P(V) = 0,2. Namé todennakdisyydet
vedonvaélittdja muuttaa kertoimiksi ja myy ne vedonlydntimarkkinoilla. Tassa esimerkissé
kotijoukkueen A:n voiton kertoimeksi maaréaytyisi sen k&anteisluvun mukaan 2,00, silla
1/0,5 = 2,00, joukkueiden tasapelin kertoimeksi 3,33, silla1 /0,3 = 3,33 ja vieras-
joukkueen B kertoimeksi 5,00, silla 1 /0,2 = 5,00. Vedonlyojat voivat joko ostaa vedon-
valittdjan todennékoisyysarviot tai hylata ne. Kertoimia vertaamalla vedonlygja tietdd mité
hanelle tarjotaan, ja onko vetoa kohteesta jarkeva lydda. (Buchdal, 2003; Vuoksenmaa
ym., 1999)
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Yleensd vedonvélittaja ei anna kertoimeksi taysin arvioimaansa todennékdisyyden kaan-
teislukua, vaan siséllyttaa kertoimeensa etumarginaalin eli voittoprosentin, turvaten silla
toimintansa jatkuvuuden. Tama vedonvélittdjan etumarginaali on yleensa 3 - 20 %. Jos
vedonlyonnin kohteena olisi esimerkiksi kolikonheitto, jossa on kaksi mahdollista tapah-
tumaa KR = kruuna ja KL = klaava. Todenndkoisyys néille tapahtumille on P(KL) =
P(KR) = 0,5, jolloin molempien tapahtumien todelliseksi kertoimeksi saataisiin 2,00.
Mikali vedonvalittdja haluaa saada viisi prosenttia voittoa vedon jarjestamisestd, han tarjo-
aa molempiin tapahtumiin kertoimen 1,90, silla 2,00 = 0.95 = 1,90. Mikéli vedonvalit-
taja haluaa saada 10 % voittoa, tarjoaa han kerrointa 1,80, silla 2,00 * 0.90 = 1,80. Jos
henkild A veikkaa 10 eurolla klaavaa kertoimella 1,90 ja henkilé B veikkaa 10 eurolla
kruunaa kertoimella 1,90, klaavan tullessa, vedonvalittdjd maksaa 19 euroa (1,90 * 10 €)
henkil6lle A, tehden voittoa yhden euron henkildiden A ja B vedoista (10 € + 10 € —
19 € = 1€). Tdssd tapauksessa henkilo B menettdd veikkaamansa 10 € veikatessaan
vaarad tulosta. Koska vedonlydjien pelaama rahamaérd oli tdsséd tapauksessa yhteensa 20 €,
voittoa tule vedonvalittajalle 1 / 20 = 5 %. (Buchdal, 2003; Vuoksenmaa ym., 1999)

Vedonvalittdjan etu eli voittomarginaali on aina pois vedonly6jélta. Jos yll& olevaa koli-
konheitto esimerkki& toistettaisiin darettéman monta kertaa, haviaisi vedonly6j& odotusar-
volta viisi prosenttia kayttaméastdan panostuksesta. Jotta vedonlydjan olisi jarkevaa pelata
kyseista pelia ja voittaa pitkalla tdhtdimella rahaa pelissa, pitéisi vedonvalittajan antaa ha-
nelle vahintaéan kerroin 2,01 kruunalle tai klaavalle. Tama olisi tietenkin haitallista vedon-
valittajalle, sill4 odotusarvolta haviéisi vedonvalittdja rahaa vedonlyojélle. (Buchdal, 2003;

Vuoksenmaa ym., 1999)

Pelin palautusprosentti ilmaisee kokonaisvaihdosta pelaajille voittoina palautettavan raha-
mé&éran prosentteina. Palautusprosentti saadaan, kun vedonvélittdjan etu vahennetééan sa-
dasta prosentista. Palautusprosentti voidaan johtaa myos pelin kertoimesta, jolloin saadaan
pelin teoreettinen palautusprosentti. Kolikonheitto pelissad kertoimella 1,90 palautuspro-
sentti on 95 % (100 % — 5% = 95 %) ja kertoimella 1,80 kolikonheiton palautuspro-
sentti olisi 90 %. Tilanteessa, jossa vedonvalittajalla ei ole etua puolellaan tai etu on ve-
donlyojallg, palautusprosentti on suurempaa tai yhtd suurta kuin 100 %, eli pelaaja tulee

voittamaan pelatessaan tarpeeksi monta kertaa. Esimerkiksi kolikonheitto kertoimella 2,01
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antaa palautusprosentiksi 100,5 %. T&t4 kutsutaan myo6s vedon tuoton odotusarvoksi, jonka
kaava on diskreetin satunnaismuuttujan odotusarvon kaavaa E(X)= Y:iL; x; p;, missa x; on
vetokohteen todennakdisyys ja p; vetokohteen arvo eli kerroin. T&ssa tapauksessa siis 0,5 *
2,01. Mikali lyot vetoa 100 eurolla, voit odottaa saavasi voittoa 50 senttid. (Buchdal, 2003;
Vuoksenmaa ym., 1999; Emet, 2014)

Vedonvalittdjan etu vaihtelee suuresti riippuen pelimuodosta ja vedonvalittajasta. On ve-
donlydjén tehtdva selvittad, kuinka suuri etu pelinjérjestajalla on suhteessa pelaajaan. Ve-
donvélittajan palautusprosentti saadaan selville summaamalla yhteen kaikille eri lopputu-
loksille tarjottavien kertoimien k&énteisluvut. Esimerkiksi vuonna 2019 Mestareiden liigan
kamppailussa Real Madrid - PSG vedonlyontitoimistot Veikkaus ja Unibet tarjosivat alla

olevan taulukon mukaiset kertoimet ottelun lopputulokselle:

Taulukko 1 Unibetin ja Veikkauksen kertoimet ja todennakdisyysarviot ot-
telulle Real Madrid — PSG

Real Madrid - PSG 1 X 2
Veikkauksen kertoimet 2,15 3,85 2,85
Kéanteisluvut eli todennakoisyysarvio 0,465 0,260 0,351
Unibetin kertoimet 2,25 4,00 3,05
Ké&anteisluvut eli todennakoisyysarvio 0,444 0,250 0,328

Veikkauksen kertoimien kaanteislukujen summaksi muodostuu 0,465 + 0,260 +
0,351 = 1,076 ja palautusprosentiksi saadaan 1/1,076 = 93 %. Veikkaus laskee itsel-
leen t&std vedonlyontikohteesta noin seitsemén prosentin voittomarginaalin. Unibetin ker-
toimien kaénteislukujen summa on puolestaan 1,022 ja pelin palautusprosentti n. 98 %,

jolloin voittomarginaaliksi muodostuu noin kaksi prosenttia. (Cortis, 2015)
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Yksi voittavan vedonlydnnin peruselementeista on vertailla eri vedonlydntitoimistojen
tarjoamia kertoimia ja laskea mistd vedonlydja saa parhaimman hinnan eli kertoimen ve-
dolleen. Pelatessa useampaa kuin yhta kohdetta, pelinjérjestajan voittomarginaali kertau-
tuu. Kolmessa kohteessa joissa on sama Unibetin voittomarginaali 2 %, vedon yhteiseksi
voittomarginaaliksi tulee noin kuusi prosenttia. Veikkauksen seitsemén prosentin voitto-
marginaalilla kolmen kohteen yhteisvoittomarginaali kasvaisi jo melkein 20 prosenttiin.
(Cortis, 2015)

Urheiluvedonlydnnissa todennékdisyydet ovat arvioita joukkueiden tai pelaajien voi-
masuhteista, eivatkd ehdottomia todennakoisyyksia kuten vaikka kolikonheitto tai &ssan
saaminen Korttipakasta. jotka perustuvat klassiseen todennakdisyyteen ja ovat ndin ollen
symmetrisid tapahtumia toisiinsa ndhden. Naissa tapauksissa voidaan laskea tarkka toden-
nakoisyys laskemalla suotuisten tapausten lukumaéran suhde kaikkien mahdollisten tapa-
uksien lukuméaraéan, kunhan voidaan olettaa, ettei mikaan tapaus ole yleisempi kuin toi-
nen, eli ettd kaikki tapaukset ovat yhtd yleisid. Nama todennékoisyydet ovat myos kaikkien
tiedossa ja laskettavissa. Urheiluvedonlydnnissé ei voida laskea tarkkaa, ehdotonta toden-
nakoisyytta joukkueen tai urheilijan voitolle. Tamén takia vedonvalittaja voi tehda virheita

arvioidessaan ottelun voimasuhteita. (Vuoksenmaa ym., 1999; Koskenoja, 2002)

Jos vedonviélittdja on tehnyt virheen arvioidessaan joukkueen voiton todennakdisyyden
alakanttiin ja tarjotessaan siksi lilan suurta kerrointa, kutsutaan sita ylikertoimeksi. Jos
vedonvélittdja arvioi joukkueen voiton todennakdisyyden yl&kanttiin ja tarjoaa sen takia
lilan pientd kerrointa, kutsutaan sita alikertoimeksi. Voittavan vedonlydnnin kannalta yli-
kertoimet ovat jarkevia pelikohteita. Esimerkiksi erittdin tasainen jalkapallo-ottelu, jonka
kaikki tulosvaihtoehdot K = kotivoitto, T = tasapeli, V = vierasvoitto ovat yhta todennakai-
sia P(K) = P(T) = P(V) = 0,333. Todellisiksi kertoimiksi muodostuisivat 3,00-3,00-
3,00. Vedonvélittdja kuitenkin arvioi tulosvaihtoehtojen todennakdisyydeksi P(K) =
0,45,P(T) = 0,3 ja P(V) = 0,25, jolloin kertoimiksi muodostuisi 2,22-3,33-4,00. Té&-
mé tarkoittaisi kotivoiton olevan selked alikerroin, sill& vedonlyontitoimiston kerroin 2,22
on selkedsti pienempi kuin “todellinen kerroin” 3,00. Vierasvoitto sen sijaan osoittautuu
ylikertoimeksi, ja on todenné&kdisyyksiin ndhden jarkeva pelikohde, silla todellinen kerroin

on pienempi kuin vedonlydntitoimiston muodostama kerroin. (Vuoksenmaa, 1999)

22



Koska vedonlygja arvioi vierasvoiton todennakoisyydeksi 33 %, ei hén voi olettaa saavan-
sa voittoa jokaisella vedolla, vaan oletuksena on vierasjoukkueen voittavan yhden kerran
kolmesta. Jos oletus toteutuu ja vedonly6ja haviaa kaksi kertaa kolmesta, on veto silti kan-
nattava, sill& kertoimella 4,00 panoksen saa takaisin nelinkertaisena. T&sta vedonlyontivoi-
tosta yksi yksikko on vedon panos, kaksi yksikkéa on aikaisempia havittyja panoksia ja
yksi yksikkd puhdasta voittoa. Tdmé on toinen voittavan vedonlyonnin peruselementeista,
silla sen tarkoituksena ei ole voittaa joka ikistd vetoa, vaan 16ytaa tilastollisesti kannattava
veto. (Vuoksenmaa, 1999)

Y1la olevan esimerkin mukaiset hinnoitteluvirheet jaetaan kahteen osa-alueeseen: vedonva-
litt4jan tiedostamattomiin ja tietoisiin virhearvioihin. Tiedostamattomat virhearviot johtu-
vat pelinjarjestdjan puutteellisesta kertoimenlaskennasta. Joko hén ei ole tiennyt jotain ur-
heilutapahtumaan vaikuttavaa tekijad (esimerkiksi maalivahdin loukkaantuminen juuri
ennen ottelua), tai han on arvioinut tekijoiden vaikutukset vaarin (esimerkiksi sisdisen mo-
tivaatiotekijan vaheksyminen). Tietoiset hinnoitteluvirheet perustuvat joukkopsykologiaan,
jossa vedonvalittaja kayttdd hyvakseen massojen epéloogista kayttaytymista. Téallaista toi-
mintaa on esimerkiksi ”kansan varmojen”, kuten Manchester United tai Barcelona, kertoi-
mien maarittdminen pienemmaksi, mitd todennakdisyysarvio antaa olettaa. Vedonvalittaja
tietdd, ettd massat silti pelaavat ndita alikertoimia johtuen joukkueen tunnettuudesta ja suo-
siosta. (Vuoksenmaa, 1999)

3.2.2 Todennakdisyysarvioihin vaikuttavat tekijat

Todennékoisyysarvion méarittdmiselld eli kertoimenlaskennalla tarkoitetaan kaikkia niit&
menetelmid, joilla jotakin urheilutapahtumaa koskevaa tieto muutetaan todennékoisyysar-
vioksi ja kertoimiksi. Parhaat kertoimenlaskijat kykenevat arvioimaan tapahtuman toden-
nakoisyydet noin kahden prosentin tarkkuudella. Menetelmi& todenn&kdisyysarvion méa-
rittdmiseen on useita, vedonvalittdjilla on omansa ja vedonlygjalla omansa. Yhteista néille
on menetelmien kayttotarkoitus, niilla pyritddn arvioimaan joukkueiden tai urheilijoiden

valisid voimasuhteita. (Vuoksenmaa, 1999)
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Yksi suosituimmista menetelmistd on luoda joukkueille voimasuhdeluku tai voimaluku.
Tassa menetelmassé jokaiselle sarjan joukkueelle luodaan oma voimalukunsa kauden alus-
sa kuvaamaan joukkueen pelivoimaa. Naita voimalukuja péaivitetddn ja korjataan jokaisen
ottelun jalkeen, miké&li vedonly6ja on arvioinut joukkueen pelivoiman vaarin. Kauden alus-
sa voimaluvut muodostetaan lahinn& perustuen edellisvuoden sarjataulukkoon siten, ettd
voitosta w joukkue saa 1 pisteen ja tasapelistd d 0,5 pistettd voimalukuun, joka jaetaan kai-
killa otteluilla n ja kerrotaan sadalla silmédmaardisen vertailun helpottamiseksi.

w+*x1l4+d=*05 .

100

Tatd lukua voidaan pitaa lahtokohtana joukkueen pelivoiman arviolle. Sitd kuitenkin muu-
tetaan ottamalla huomioon joukkueeseen vaikuttaneet loukkaantumiset, satunnaistekijat,
joukkueen pelaajasiirrot, joukkueen ikarakenne sek& joukkueen takana olevan organisaati-
on taso ja taloudellinen tila. Esimerkiksi Valioliigan kauden 2018-2019 mestarijoukkueen
Manchester Cityn voimaluvuksi voitaisiin madrittda sarjataulukon perusteella 32 * 1 +
2x0,5/38 « 100 = 86,8. Tatd lukua Kkorjattaisiin kaudelle 2019-2020. Lahteneet
avainpelaajat tiputtaisivat voimalukua kahdella yksikolla ja kesalla pitkaaikaisloukkaantu-
misen saaneet pelaajat tiputtaisivat viela kolmella yksikdélld, jolloin voimaluvuksi saataisiin
81,8. Samanlainen analyysi tehtdisiin valioliigan jokaiselle joukkueelle. Jokaisen ottelun
jalkeen, joukkueen voimalukua muutettaisiin ndhdyn ottelun perusteella. Mikali joukkue
oli erittdin huono haviten ottelun 7-0, voimalukua voidaan pienentda. Mikéli joukkue pela-
si hyvin, mutta sattuman ja huonon tuurin seurauksena havisi silti, ei voimalukua ole jéar-
keva muuttaa. (Vuoksenmaa, 1999; Livetulokset, 2019)

Tarked asia, joka taytyy ottaa huomioon voimalukuja laskiessa, on joukkueen kotietu. Ko-
tikenttdedun suuruus vaihtelee urheilulajista ja joukkueesta riippuen. Jotkut joukkueet pe-
laavat yhta hyvin vieraissa kuin kotona, jotkut eivat kykene voittamaan otteluakaan ilman
kotiyleison tukea ja &aritapauksissa joukkueet saattavat pelata paremmin vieraissa kuin
kotona, mikali kotijoukkueen fanit buuaavat kriisissa olevalla joukkueelle. Kotikenttéetuun
on monia syitd, vaikka pééasiassa siihen vaikuttavat vierasjoukkueeseen ja erotuomariin
kohdistuva henkinen paine katsojien osalta. Voimalukujen suhteen tdma tarkoittaa sité, ett4

voimaluvut olisi hyva erottaa koti- ja vierasvoimaluvuiksi. Hyvé tapa mitata kotikentta-
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edun suuruutta on Kkotipisteet/kaikki pisteet -tunnusluku. Manchester Cityn tunnusluvuksi
tulisi kauden 2018-2019 osalta 54/98 = 0,551 eli vain noin 55 prosenttia kaikista pis-
teista tuli kotiotteluista. Puolestaan hyvin kotona pelanneen Arsenalin vastaava luku oli
45/70 = 0,642 eli kaikista pisteista kotikentaltd saatiin 64,2 prosenttia. (Pollard &
Gobmez, 2009; Vuoksenmaa, 2009; Livetulokset 2019)

Voimaluvut perustuvat ottelutilastoiden numeeriseen tilastotietoon, eli tietoon mitd voi-
daan mitata. Ottelun lopputulokseen vaikuttavat kuitenkin myos tekijat, joita ei voi mitata.
Kertoimenlaskijan on selvitettdvd, mitka asiat vaikuttavat ottelun lopputulokseen ja kuinka
paljon. Lisdksi h&nen on paatettdvd, mitd asioita hdn ottaa huomioon kerroin arviossaan.
Koska ottelukohtaista tietoa on saatavilla erittdin paljon, paatos ei ole helppoa. (Vuoksen-
maa, 1999)

Tallaisia otteluun vaikuttavia tekijoita ovat esimerkiksi henkiset tekijat, kuten joukkueiden
ja pelaajien tahtotaso. Henkisia tekijoita ei voi mitata mittareilla, vaikka lainalaisuuksia
taltdkin saralta 10ytyy. Tilastollisesti hyvin joukkueen “huono péiva” ajoittuu tarkedn pelin
jalkeiseen vierasotteluun, esimerkiksi kahden Mestareiden liiga ottelun véliin jadva sarjaot-
telu. Syy téhan on se, etteivat edes ammattijalkapalloilijat jaksa ottaa kaikkia otteluita yhtéa
vakavasti. Euro-pelien rasitukset, henkinen tyhjentyminen ja alitajuinen vammojen valtta-
minen huonontavat suoritusta. Henkisiin tekijoihin liittyvat myos joukkueen ja pelaajien
motivaatiotasot, jotka korostuvat kauden lopussa. Osa joukkueista ei end& kamppaile sarjan
voitosta, mutta he eivat voi mydskéan enad pudota sarjaporrasta alemmas. Talloin heilla ei
ole voitettavaa eika havittavaa, joten heiddn motivaatiotasonsa voi olla alhaalla. Putoamista
vastaan taistelevat joukkueet puolestaan ovat pakkovoittojen edessd, jolloin todenné-
koisyysarviota on nostettava huomattavasti. Valioliigassa on tilastoitu jopa kymmenen
prosenttia korkeampi voittotodenndkdisyys putoajajoukkueen viimeisissa peleissd kuin

sarjan keskivaiheella tapahtuvassa pelissa. (Vuoksenmaa, 1999)

Toinen vaikeasti mitattava tekija on pelaajien loukkaantumisten vaikutus joukkueen suori-
tuskykyyn. Jadkiekossa loistavan yksittaisen pelaajan puuttuminen ei vélttamatta vaikuta

joukkueen peliin yhta paljoa kuin Amerikkalaisessa jalkapallossa pelinrakentajan puuttu-
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minen. Jalkapallossa keskuspuolustajan puuttuminen voi vaikuttaa joukkueen pelaamiseen

huomattavan paljon enemman, kuin parhaimman maalintekijan puuttuminen.

Viimeinen vaikeasti mitattava tekija on sattuma, joka vaikuttaa jokaiseen urheilutapahtu-
maan riippumatta lajista. Joskus suosikin sauva katkeaa hiihtokilpailun loppukirissa, joskus
jalkapallo joukkue osuu tolppaan kahdeksan kertaa ottelussa ja haviaa 1-0. Satunnaisteki-
joiden ja sattuman vaikutus vaihtelee kuitenkin lajikohtaisesti. Yksilolajeissa satunnaisteki-
joiden vaikutus on pienempi kuin joukkuelajeissa kuten jalkapallossa, jossa yksittdinen
ottelu koostuu jo itsessaan pienistd satunnaistapahtumista. Jalkapallossa taasen sattuman
vaikutus lopputulokseen on suurempi kuin muissa joukkuelajeissa kuten jaakiekossa. Tama
johtuu siitd, ettd maalintekotilanteita ei tule yhtd paljoa kuin ja&kiekossa tai koripallossa,
jolloin yksi epé&onnistunut laukaus tai tuomarivirhe voi muuttaa ottelun kulkua ja lopputu-
loksen. (Vuoksenmaa, 1999)

Kun vedonly6ja on kasitellyt kaikki hanen mielestaédn tarkeéat otteluun vaikuttavat tekijat,
han vertaa lopullista kerrointa vedonvalittajien tarjoamiin lukemiin. Jos vedonly6ja I0ytaa

etumarginaalin, ylikertoimen, hénen on jérkevaa panostaa otteluun.

3.2.3 Panostus

Miten pelaajan kuuluisi panostaa? Voittavaan vedonlyontiin kuuluu kertoimenlaskentatai-
tojen liséksi kyky késitell& rahaa ja panostaa oikealla tavalla ja maaralla oikeisiin kohtei-
siin. Panostuksen paattdminen lahtee liikkeelle pelikassan madarittamisestd. Pelikassalla
tarkoitetaan sitd rahamaaréa, joka on varattu vain ja ainoastaan vedonlyontiin, eikd muu-
hun eldmaan kuten vuokraan tai ruokaan. Tdma on ensimmainen kohta vastuullisesta pe-
laamisesta, mik& pitd4 huolen, ettei pelaamisesta muodostu vedonlygjalle ongelma. Peli-

kassan maaréksi suositellaan valittavan mééra, jonka voi huoletta havita. (Buchdal, 2003)

Taman jalkeen péatetddn miten panostetaan vedonlyontikohteeseen. Vedonlydjien ja sijoit-

tajien suosiossa panoskoon maarittdmiseen on amerikkalaisen matemaatikko John Larry
Kelly Juniorin mukaan nimetty kaava, Kellyn kaava § = £ miss4 6 on paras mahdolli-

nen panoskoko osuutena pelikassasta, p on pelaajan todennakadisyysarvio ja k on vedonva-
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littdjan tarjoama kerroin. Kellyn kaava kertoo, kuinka suuri osuus pelikassasta vedonlyon-
nissa kannattaa panostaa seuraavalle kierrokselle, jotta rahavarat karttuisivat keskimaarin
mahdollisimman nopeasti. Esimerkiksi mikéli pelikassan arvo on 1000 €, pelaajan arvioi-
ma todennakoisyys p = 0,6 ja vedonvaélittdjan tarjoama kerroin k = 1,8, suosittelee Kellyn
kaava panokseksi 0,6 * 1,8 —1/1,8 —1 = 0.1 eli 10 % prosenttia pelikassasta, mik& on
100 €. (Liukkonen, 2019)

Kellyn kaavassa nimittdja k — 1 on voiton suhde panokseen eli tuotto pelaajan voittaessa
vedon. Osoittaja on puolestaan jo aikaisemmin mainittu odotusarvon suhde panokseen eli
odotettu tuotto. Kellyn kaavan mukaisella panostuksella riskid pyritd&n pienentdmaan niin,
ettd pelaaja vaurastuisi mahdollisimman tehokkaasti pitkélla aikavalilla, kun samaa pelia

ajatellaan toistettavan loputtomiin. (Liukkonen, 2019)

Kellyn kaavaa kaytettédessé kannattaa kiinnittdd huomiota kahteen asiaan: Koska todenné-
koisyys on pelaajan itsensé arvioima, on inhimillista, ett4 voiton todenndkoisyytta yliarvi-
oidaan ja sen seurauksena panokseksi tulee liian suuri osuus pelikassasta. Toinen asia miké
pelaajan taytyy muistaa, on se, ettd vaikka pelaaja kayttda Kellyn kaavaa oikein, ei se takaa
pitkddn tappioputkeen joutumista ja pelikassan huomattavaa hupenemista. Taman takia

kaavaan voidaan lisatd vakio d, jota kutsutaan Kellyn jakajaksi. Talloin kaavaksi muodos-

1 xk—1
tuu @ = -« 22
d k-1

Kukin pelaaja sdataa jakajan d omaan riskinottoonsa sopivaksi. Suuren-
tamalla arvoa riski pienenee, ja pienentamaélld arvoa, riski kasvaa. Taytyy kuitenkin muis-
taa, ettd pienentdmaélla riskid odotettu tuotto pienenee samassa suhteessa. Kellyn kaavalle
ei l0ydy jarkevaa vaihtoehtoa, joka ottaisi pelaajan pelikassan ja vedon todennakdisyyden
huomioon samalla tavalla. Vedonly6jé voi kuitenkin kayttdd muita strategioita kuten rule-
tista tutut martingaalistrategia ja fibonaccistrategia tai pelata jokaisen vedon samalla pa-

noksella. (Liukkonen, 2019)

Martingaalistrategiassa tarkoituksena on aina hdvion sattuessa tuplata panos, kunnes pelaa-
ja voittaa, nain ollen kuitaten aikaisesmmat tappiot. Strategia vaatii pelinkohteen kertoimek-
si véhint&én 2,00, silla se on raja-arvo, jolla peluri kattaa aikaisemmat tappiot. Se on myos
syy, mink takia strategiaa on kaytetty pitkdaan ruletissa. Strategian heikkoutena voidaan

pitéé erittdin nopeasti nousevaa panoskokoa. Havioputken sattuessa, panos nousee kaavalla
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2™ — 1, missé n on perattdisten havididen lukumaara. Mikali peluri hdviaa 15 kertaa rule-
tissa tai urheiluvedonlydnnissa peréjéalkeen, olisi peluri havinnyt jo siihen mennessa 32 767
euroa, minké takia seuraavan panoksen koko taytyisi olla 32 768 euroa, jotta h&n saisi kui-
tattua tappionsa. Fibonaccin lukujonoon perustuva strategia noudattaa samaa periaatetta,

mutta asetettavat panokset noudattavat 2™ — 1 kaavan sijasta Fibonaccin lukujonoa:

F1=1
F2:1

EF,=F,,+F,_,n=>2missan € N

Fibonaccin lukujonoon perustuvassa strategiassa panoskoko ei nouse ldheskaan yhté nope-
asti kuin martingaalistrategiassa, mutta silti se voi syoda vedonlyGjan pelikassan lahes ko-
konaan. (Archontakis & Osborne, 2007)
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4 Menetelmien valinta ja kasiteltava data

Tassa kappaleessa esitelldan kéaytettyjen menetelmien valinta sekd kasiteltavé data ja sille
tehdyt toimenpiteet ennen varsinaisen tutkimuksen suorittamista. Lopuksi kappaleessa ker-

rotaan miten valittuja algoritmeja arvioidaan.

4.1 Datajoukon kuvaus

Tassa tutkielmassa péaadyttiin kayttdmaan julkisesta lahteestd (football-data.co.uk) saatua
dataa Englannin Valioliigasta. Kaudesta 2003/2004 lahtien, data on yhdenmukaista, sisal-
tden otteluiden H2H-kertoimet, joten aikaisempia kausia ei oteta mukaan kasiteltavaan

datajoukkoon.

Football-data.co.uk —sivusto on ilmainen jalkapallo vedonlyontiportaali, joka tarjoaa histo-
riallisia tuloksia ja kertoimia auttaakseen jalkapallovedonlydntia harrastavia henkil6ita
analysoimaan monien vuosien tietoja nopeasti ja tehokkaasti. Vaikka muitakin jalkapallo-
tietokantoja on olemassa, valikoitui football-data.co.uk:n keraama data tutkimuksen datak-
si, sill4 heidan datansa on valmiiksi csv-muodossa ja ilmaiseksi saatavilla. Datajoukko
sisaltdd myos otteluiden H2H-kertoimet, mik& helpottaa kaytettdvien menetelmien vedon-
lyontiin soveltuvuuden tutkimusta. Football-data.co.uk-sivustolle on tilastoitu myds mui-
den maiden sarjojen historiadataa. Dataa 16ytyy yhteenséd 27 eri maasta, mutta tassé tutki-
muksessa keskitytadn vain Englannin Valioliigaan, silla se on maailman suurin sarjamuo-

toinen kilpailu.

Data on sivustolla jaoteltu yhden sarjakauden mittaisiksi kokonaisuuksiksi. YKksi csv-
tiedosto siséltda siis yhden kauden (380 ottelua) ottelukohtaiset tilastot. Tahén tutkimuk-
seen siséltyy 16 kautta, joten tutkimuksen datajoukko siséltdd 6080 eri ottelun tiedot. Data-
joukon ominaisuudet voidaan jakaa kolmeen eri osa-alueeseen: ottelun tunnistetiedot, otte-
lukohtaiset tilastot ja vedonlyontitilastot. Yhdesta valioliiga-ottelusta on tilastoitu seuraa-
vat tiedot:
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Taulukko 2 http://football-data.co.uk/ -sivustolta saadun datan sisaltamét

sarakkeet ja niiden selite.

Ominaisuuden nimi

Ominaisuuden selite

Div Maa ja sarjataso

Date Paivamaara

Time Ajankohta

HomeTeam Kotijoukkue

AwayTeam Vierasjoukkue

FTHG Kotijoukkueen maalimaéara ottelussa
FTAG Vierasjoukkueen maalimaara ottelussa
FTR Ottelunlopputulos

HTHG Kotijoukkueen maalimaara puoliajalla
HTAG Vierasjoukkueen maalimaara puoliajalla
HTR Puoliaikatulos

Referee Tuomari

HS Kotijoukkueen laukaukset

AS Vierasjoukkueen laukaukset

HST Kotijoukkueen laukaukset maalia kohti
AST Vierasjoukkueen laukaukset maalia kohti
HF Kotijoukkueen rikkeet
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AF Vierasjoukkueen rikkeet

HC Kotijoukkueen kulmapotkut

AC Vierasjoukkueen kulmapotkut

HY Kotijoukkueen keltaiset kortit

AY Vierasjoukkueen keltaiset kortit

HR Kotijoukkueen punaiset kortit

AR Vierasjoukkueen punaiset korit

B365H Bet365:n méaérittamé kotijoukkueen voiton
kerroin

B365D Bet365:n maarittama tasapelin kerroin

B365A Bet365:n maarittdma vierasjoukkueen voi-
ton kerroin.

B365>2.5 Bet365:n maarittdméa kerroin yli 2.5 maalia
ottelussa

B365<2.5 Bet365:n maarittaméa kerroin alle 2.5 maalia
ottelussa

Jokaisesta ottelusta on tilastoitu myds muiden yhtididen maarittamid kertoimia otteluille,
mutta tassa tutkimuksessa kdytetddn Bet365:n madrittamid kertoimia otteluille, jatkuvuu-

den ja yhdenmukaisuuden takia.

Koska dataa ei voi sellaisenaan kayttda koneoppimismenetelmiin, taytyy sille tehd& paljon
muokkauksia. Sen avulla luodaan koneellisesti uusi datajoukko kuvaamaan jo pelattujen
otteluiden tilastoja, jotta yhden ottelun lopputuloksen ennustaminen on helpompaa. Tamé
datajoukko koostuu seuraavista sarakkeista:
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Taulukko 3 Tutkimuksessa kéytetyn datajoukon kuvaus.

Ominaisuuden nimi:

Ominaisuuden selite:

HomeTeam Kotijoukkue

AwayTeam Vierasjoukkue

HTP Kotijoukkueen kauden kokonaispisteet

ATP Vierasjoukkueen kauden kokonaispisteet

HHP Kotijoukkueen kauden kotipisteet

AHP Vierasjoukkueen kauden kotipisteet

HAP Kotijoukkueen kauden vieraspisteet

AAP Vierasjoukkueen kauden vieraspisteet

HHGS Kotijoukkueen tehdyt maalit kotiotteluissa

AHGS Vierasjoukkueen tehdyt maalit kotiotteluissa

HAGS Kotijoukkueen tehdyt maalit vierasotteluissa

AAGS Vierasjoukkueen tehdyt maalit vierasotteluissa

HHAS Kotijoukkueen keskima&rdinen maalimééra kotiotte-
lussa

AHAS Vierasjoukkueen keskimaardinen maaliméaré kotiot-
telussa

HAAS Kotijoukkueen keskimaardinen maalimaara vierasot-

telussa
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AAAS

Vierasjoukkueen keskimadrdinen maaliméard vie-

rasottelussa

HHGC Kotijoukkueen péastetyt maalit kotiotteluissa

AHGC Vierasjoukkueen péastetyt maalit kotiotteluissa

HAGC Kotijoukkueen pééastetyt maalit vierasotteluissa

AAGC Vierasjoukkueen paastetyt maalit vierasotteluissa

HHDS Kotijoukkueen paéastettyjen maalien keskiarvo kotiot-
telua kohden

AHDS Vierasjoukkueen paastettyjen maalien keskiarvo ko-
tiottelua kohden

HADS Kotijoukkueen paastettyjen maalien keskiarvo vie-
rasottelua kohden

AADS Vierasjoukkueen pééastettyjen maalien keskiarvo vie-
rasottelua kohden

HHS Kotijoukkueen laukaukset keskimaarin kotiotteluissa

AHS Vierasjoukkueen laukaukset keskiméaarin Kkotiotte-
luissa

HAS Kotijoukkueen laukaukset keskimaarin vierasottelus-
sa

AAS Vierasjoukkueen laukaukset keskimé&arin vierasotte-
lussa

HHST Kotijoukkueen laukaukset keskimaarin maalia kohti

kotiottelussa
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AHST Vierasjoukkueen laukaukset keskimé&érin maalia koh-

ti kotiottelussa

HAST Kotijoukkueen laukaukset keskimaarin maalia kohti

vierasottelussa

AAST Vierasjoukkueen laukaukset keskiméérin maalia koh-

ti vierasottelussa

FTR Kyseisen ottelun lopputulos

B365H Vedonlyontiyhtion Bet365:n antama H2H-kerroin
kotijoukkueen voitolle

B365D Vedonlyontiyhtion Bet365:n antama H2H-kerroin
tasapelille
B365A Vedonlyontiyhtion Bet365:n antama H2H-kerroin

vierasjoukkueen voitolle

Datajoukko luotiin lukemalla football-data.co.uk -sivustolta saadusta yhden kauden datasta
10 rivia (1 ottelukierros) kerrallaan sarjataulukkoon. Tamén jalkeen luotiin uusi datajouk-
ko, johon sijoitettiin joukkueiden nimet, lopputulos ja kertoimet football-data.co.uk:n tie-
doista, ja loput tiedot itse luodusta sarjataulukosta. Tama toimenpide tehtiin kaikille yhden
kauden 38 kierroksesta, ja kaikille kausille kaudesta 2003 lahtien. Jokaisen kauden 10 en-
simmaisen ottelun tiedot luotuun datajoukkoon merkittiin arvoksi 0, sill& joukkueiden sar-
jatasojen muuttumisen takia, ei edelliskausien sarjataulukon siirtdminen seuraavaan ollut

mielekasta.

Uuden datajoukon luomisessa pyrittiin kayttdmé&an hyvaksi urheiluvedonlyénnin teorian
hyvéksi katsottuja periaatteita. Kokonaispistesarakkeeseen joukkueelle annettiin voitosta
yksi (1) piste ja tasapelistd 0,5 pistettd voimalukujen maarityksessa kéytettyjen periaattei-

den mukaan. Lisdksi pisteet ja pelitapahtumien tilastoinnit jaettiin erikseen koti- ja vie-
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rasotteluihin, jotta vahvan koti- ja vierasvoiman joukkueet olisi mahdollista erottaa toisis-

taan.

Koska kéytettavat koneoppimisenmenetelmat eivat osaa késitelld muuta kuin numeerista
tietoa, muutettiin joukkueiden nimet ja lopputulos (kotivoitto=H, vierasvoitto=A, tasape-
li=D) numeeriseksi tiedoksi. Jokainen joukkue sai yksildllisen id:n véliltd 1-40, jolla nimi
korvattiin. Lopputulos muunnettiin siten, ettd vierasvoiton arvoksi annettiin kaksi (2), koti-

voiton arvoksi yksi (1) ja tasapelin arvoksi nolla (0).

4.2 Toteuttavien menetelmien valinta ja kaytettavat tyokalut

Toteuttavat menetelmat valikoituivat pitkélti saatavilla olevan datan seké vallitsevan on-
gelman perusteella. Koska datan mé&éara on rajallinen (otoskoko 6080), ja data on luokallis-
ta, luokitteluongelmiin hyvin sopivat algoritmit olivat itsestaan selvié vaihtoehtoja. Néaista
algoritmeista valittiin tilastollisen luokittelun kategoriasta yksi algoritmi (Bayesin luokitte-
lu), instanssipohjaisesta oppimisesta yksi algoritmi (k:n l&himman naapurin menetelmé)
sek& uusin koneoppimisen tekniikka tukivektorikone, joka on lineaaripohjainen luokitin-
malli. L&ht6kohtana on tutkia, mika ylla esitellyista algoritmeista soveltuu parhaiten paljon

satunnaisuutta sisaltavan jalkapallo-ottelun tuloksen ennustamiseen. (Scikit-learn, 2019b)

Toinen valintaan vaikuttava tekija oli tutkimuksessa kaytetty koneoppimisen Kirjasto sci-
kit-learn, joka antoi valmiit tyokalut ja ohjeet kaikkien yll& olevien algoritmien toteuttami-

selle.

Menetelmdét toteutettiin ja niihin liittyvat laskennat suoritettiin JetBrains PyCharm
2019.1.2-versiolla. Tietokoneen kayttojarjestelméné oli Windows 7 Professional, koneessa
oli Intel® Core™ i7-3632QM CPU @2.20GHz seké 8 GB keskusmuistia.

4.3 Menetelmien toimivuuden arviointi

Tassd tutkimuksessa menetelmien toimivuutta sekd luotettavuutta arvioidaan neljan eri
luokan avulla: TN (true negative), TP (true positive, FN (false negative) ja FP (false positi-

ve). Ndiden avulla voidaan maéarittaa jarjestelman kayttokelpoisuus, silla mitd vahemman
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virheellisia luokitteluja algoritmit tekevat, sitd parempi se on. Né&iden luokkien avulla voi-
daan laskea varsinaiset mittarit oikeiden negatiivisten osuus (engl. true negative rate,
TNR), oikeiden positiivisten osuus (engl. true positive rate, TPR, recall), véarien positii-
visten osuus (engl. false positive rate, FPR), tarkkuus (engl. precision), osuvuus (engl.
accuracy) ja F-mitta (engl. F-measure) seuraavilla tavoilla. (Witten & Frank, 2005; Thar-
wat, 2018)

TNR = N
" TN + FP
TPR = ——
TP + FN
FPR = P
" FP+TN
TP
pT'eClSlOTl = TP n Fp
TN + TP
accuracy =

TN+ FP+TP+FN

TPR = precision

F —mea =2
measure i TPR + precision

Jatkossa naihin mittareihin viitataan niiden lyhenteill& ja englannin kielisilla nimill&.

Viimeinen mittari, jota tutkimuksessa kaytetadn, on ROC-kayra (engl. Receiver operating
characteristic), jonka avulla saadaan graafinen esitystapa FPR- ja TPR-mittareille. Tahan
kaavioon sijoitetaan x-akselille FPR ja y-akselille TPR (Kuva 3). ROC-kdyra skaalataan
koordinaatistoon koordinaattipisteiden [0,0] ja [1,1] vélille. Tarke&a tietoa ROC-kdyrassa
on sen alle jaava osuus (AUC, engl. Area Under the Curve). Mikali AUC on 0.5, on algo-
ritmilla yht& suuri tarkkuus kuin arvaamalla. Mikali AUC on 1, algoritmin tarkkuus on

taydellinen.
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True Positive Rate

ROC-kayra kotivoitolle

1.0 #
e
F
-
,f
F
0.8 1 R
’f
-~
r
,J
”
0.6 - »”
,-’
R
-
’.f
0.4 7
,"'
e
-
’z
0.2 7
-
-
ROC curve (area = 0.71)
0.0 T T T T
0.0 0.2 0.4 0.6 0.8 1.0

False Positive Rate

Kuva 3 MNB menetelmén ROC-kayra kotivoitolle.
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5 Tukivektorikoneet

Tassa kappaleessa tarkastellaan ohjatun koneoppimisen algoritmin, tukivektorikoneen
(engl. support vector machines, SVM) toimintaa. Sitd kéaytetddn lineaaristen ennustajien
arvioimiseen korkean dimensionaalisuuden tila-avaruudessa. Korkea dimensionaalisuus
kasvattaa sekd datan monimutkaisuutta, ettd laskennallista monimutkaisuutta. SVM algo-
ritmi hoitaa datan monimutkaisuuden etsimalld ”suuren marginaalin” erottimia. (Shalev-
Shwartz ym., 2014)

5.1 Menetelméan kuvaus

Tukivektorikoneita on kahdenlaisia, riippuen kayt0ssé olevasta datasta: kova ja pehmeé
SVM. Kovaa eli lineaarista SVM algoritmia kaytetaan silloin, kun kdytdssa oleva datassa
on kaksi luokkaa, jotka ovat lineaarisesti separoituvia. Talléin SVM pyrkii [6ytdmaén se-
paroituvalle datajoukolle hypertason (engl. hyperplane), jossa luokat toisistaan erottava
marginaali on mahdollisimman suuri. Suuren marginaalin valitseminen datan hypertasolle
maksimoi SVM:n kyvyn ennustaa luokka aikaisemmin tuntemattomille esimerkeille. Esi-
merkiksi olkoon opetusdata S = (xq,y1),..., (X, Vm), Missd jokainen x; € RY ja

y; € {%1}. Jos data lineaarisesti separoituva, on olemassa valitaso (w, b), siten etta
Vi € [m],yi((w, x;) + b) > 0.

Kaikki valitasot, jotka tayttdvat tdman ehdon, ovat empiirisen riskin minimoijia (ERM-
hypoteesi), eli niiden 0-1 virhe on nolla, mika on pienin mahdollinen virhe. Kuvassa 4 on
esitetty SVM algoritmin toiminta lineaarisesti separoituvalle datalle. Siind hypertasoa ku-
vaa vihred suora W = X + b = 0, missé vektori W = {wy,w,,...,w,} ilmaisee n:n paino-
tukset, ja b on korjauskerroin. Suurinta mahdollista marginaalia kahden luokan valilla
mustat suorat W * X + b = —1 jaW = X + b = 1. Kun optimaalinen hypertaso on l0ydetty
(lineaarisesti separoituvan datan tapauksessa), datapisteet, jotka sijaitsevat marginaalin
reunalla, muodostavat lineaarisen kombinaation marginaalista. Naita datapisteitd kutsutaan
tukivektoripisteiksi (Kuva 4). Tamén takia SVM:n mallin monimutkaisuuteen ei vaikuta

harjoitusdatassa olevien ominaisuuksien méaéra (SVM-algoritmin valitsemien tukivektori-
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pisteiden lukumaard on yleensd pieni). T&std syystd tukivektorikoneet soveltuvat hyvin
tehtdviin, joissa ominaisuuksien maara on suuri suhteessa harjoitusinstanssien maaraan.
(Noble, 2006; Shalev-Shwartz ym., 2014; Han, J. & Kamber, M., 2006; Kotsiantis, 2007)

Kuva 4 SVM:n hypertaso ja marginaalit lineaarisesti separoituvalle datalle

Kuitenkin usein reaalimaailmassa, kaytossa oleva data ei ole lineaarisesti separoituvaa.
Talléin taytyy ottaa kayttoon virheen késittely, joka mahdollistaa algoritmin toimimisen
myo0s ei-separoituvalla datalla, jossa luokan datapisteitd voi olla myos toisella puolella hy-
pertasoa (Kuva 5). Virheen korjauksen myotd, algoritmi jattdd huomiotta osan datapisteis-
t4, virhearviot”, méarittddkseen hypertason. Tétd tasoa kutsutaan pehmeéksi marginaalik-
si. Koska SVM:n luokittelu ei kuitenkaan saa siséltad liikaa vaéaria luokitteluja, pehmedan
marginaaliin taytyy sisallyttad parametri, joka hallitsee karkeasti, kuinka monen datapis-
teen sallitaan rikkovan hypertasoa ja kuinka kaukana tasosta ne saavat olla. Parametrin
méaarittdminen on monimutkaista, koska marginaalien taytyy silti olla mahdollisimman
suuria, jotta luokittelu onnistuu tarkasti. Parametrin € lisddmisen jélkeen, jolloin SVM toi-

mii seuraavalla tavalla: Algoritmi etsii W € R?,b € R ja §;,i = 1,2, ..., 1, minimoidakseen

G) (Xl &) T + AW 12, seuraavin rajoittein
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WxX+b=>1-%,missay;, =1,
WxX+b<1-§,missdy; = —1;
§& =0,Vi.

Téssd A on kiyttdjan valitsema parametri ja g on positiivinen kokonaisluku. (Noble, 2006;
Lin, Lee, & Wahba, 2002)

Kuva 5 SVM:n hypertaso ja marginaalit ei-separoituvalle datalle.

Toinen ratkaisu ei-separoituvan datan ongelmaan on kuvata data korkeamman dimension
ulottuvuudessa ja méaarittda hypertaso siella. Tata korkeamman dimensionaalisuuden ava-
ruutta kutsutaan muunnetuksi tila-avaruudeksi (engl. transformed feature space) ja koko
toimenpidettd pehmedksi tai epélineaariseksi tukivektorikoneeksi. Oikein valittu muunnet-
tu tila-avaruus, jolla on riittdvan korkea dimensionaalisuus, mahdollistaa mink& tahansa
harjoitusdatan lineaarisen separoitumisen. Nain ollen lineaarinen datan separoituminen
muunnetussa tila-avaruudessa vastaa ei-separoituvaa dataa alkuperaisessa tila-avaruudessa.
(Kotsiantis, 2007)

Laskennallisesti datapisteiden kuvaaminen korkean dimensionaalisuuden omaavassa tila-

avaruudessa ei olisi mahdollista ilman ydinfunktioita (engl. kernel function). Kun data ku-
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vataan toisessa Hilbertin tila-avaruudessa H, kun & : R — H, tarvitsee harjoitusalgoritmi
vain H tila-avaruudessa kuvatut datan pisteet, toisin sanoen funktion ®(x;) * ®(x;). Mi-
kali on olemassa ydinfunktio K, niin ettd K(x;,x;) = ®(x;) = ®(x;), tarvittaisiin vain
kayttada funktiota K harjoitusalgoritmissa, eikd & tarvittaisiin ikind madarittad. Ydinfunktion
tarkoituksena on siis laskea sisdtuotteet suoraan tila-avaruudessa, suorittamatta ylla kuvat-

tua kartoitusta. Kun hypertaso on maaritetty, ydinfunktiota kaytetddn kuvaamaan jélleen

uudet pisteet alkuperdiseen tila-avaruuteen luokittelua varten. (Kotsiantis, 2007)

Oikean ydinfunktion valitseminen on erittdin tarkeéa, silla ydinfunktio maarittdd muunne-
tun tila-avaruuden, jossa harjoitusdatan instanssit luokitellaan. Kotsiantisin mukaan, ylei-
nen kaytantd on arvioida potentiaalisesti parhaimpia asetuksia, jonka jalkeen harjoitus-
joukkoon kaytetdan ristiinvalidointia parhaan ydinfunktion 16ytdmiseksi. Tamén takia tu-
kivektorikoneet ovat hitaampia harjoitteluvaiheessa kuin monet muut algoritmit. Hyvéa
tukivektorikoneessa on se, ettd niin kauan kuin ydinfunktio on madaritelty oikein, toimii
my0ds SVM oikein, vaikka kayttdja ei tietaisikéan tarkalleen mitd ominaisuuksia harjoitus-
datasta kéytetddn ydinfunktion kayttdméssd muunnellussa tila-avaruudessa. (Kotsiantis,
2007)

Tukivektorikoneille madriteltyja ydinfunktioita on useita kuten polynomi ydinfunktio
K(x,x) = (x = x' + 1), hyperbolinen tangenttiydinfunktio K (x,x') = tanh(kx = x' —
5)P ja radiaalipohjainen ydinfunktio (RBF) eli Gaussianin ydinfunktio K(x,x’) =

e Yx=*'l" missa y on kayttdjan maérittdma parametri y > 0. (Shalev-Shwartz ym.,
2014; skicit-learn, 2019a; Kotsiantis, 2007)

5.2 Hyperparametrien etsinta

Jotta joustavan marginaalin tukivektoriluokitinta (C-SVC) voidaan kayttaa, taytyy maari-
tell& hyperparametrien arvot C ja y seka paattada kaytettava ydinfunktio. Hyperparametrien
etsinté tehtiin kéyttden hyvéksi scikit-learn kirjaston GridSearchCV-objektia, jonka avulla

parametrit optimoidaan ristiinvalidoidulla ruudukkohaulla parametririvien yli. Optimointi
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tehtiin etsimélla paras testitulos eri C:n arvoilla, kolmelle eri ydinfunktiolle. Taulukossa 4

on kuvattu C:n arvot, kdytetty ydinfunktio seka testitulos, jonka pohjalta valinta tehdaan.

Taulukko 4 GridSearchCV:n tulokset hyperparametrin C ja ydinfunktion

etsimiselle
C Kernel function Mean test score
10 Linear 0.56155735
10 RBF 0.46474921
10 Polynomial 0.47106278
1 Linear 0.5634865
1 RBF 0.4640477
1 Polynomial 0.46895826
0.1 Linear 0.56611715
0.1 RBF 0.46229393
0.1 Polynomial 0.47737636
0.01 Linear 0.57348299
0.01 RBF 0.46229393
0.01 Polynomial 0.4847422
0.001 Linear 0.57962119
0.001 RBF 0.4622939
0.001 Polynomial 0.51841459
0.0001 Linear 0.57471063
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0.0001 RBF 0.46229393

0.0001 Polynomial 0.53016485

GridsearchCV -ominaisuuden kayttdminen vei erittain kauan aikaa, sill4 hyperparametrien
optimointiin kului aikaa 13 tuntia ja 42 minuuttia. Kuten yll& olevasta taulukosta ndhdéan,
paras tulos saatiin lineaarisella ydinfunktiolla, silloin kun C:n arvo on 0.001 tuloksella
0.579. Gamman vy parasta arvoa ei tarvitse madritelld, koska parhaaksi ydinfunktioksi saa-
tiin lineaarinen ydinfunktio ja gamman y maarittdminen ei kuulu sen ominaisuuksiin. Tes-

tissd huomattiin, ettd mita suuremman arvon C saa, sitd kauemmin algoritmilla kestaa.

5.3 Menetelman arviointi testausdatalla

Parametrien muodostamisen jélkeen, muodostettiin algoritmi testausdatan instansseille
kayttdmalla Scikit-learn kirjaston svm.SVC-algoritmia, joka tarkoittaa joustavan marginaa-
lin ké&yttoa tukivektorikoneessa (engl. C-support vector classification). Taman algoritmin
hyperparametriksi C annettiin ylla saatu tulos 0.001 ja ydinfunktioksi maaréttiin lineaari-
nen ydinfunktio. Ajankéaytollisesti, SVC-algoritmi suoriutui opetusdatan kasittelysté verrat-
tain hitaasti. SVC:n fit-funktion kayttdméa aika algoritmin harjoittamiseen mitattiin olevan
1.661 sekuntia ja ennustamiseen kaytetyn predict-funktion kédytetty aika 0.06 sekuntia.

Taulukossa 5 esitetddn matriisimuodossa datajoukon instanssien ennustetut ja todelliset
ryhmaét. Taulukon riveilld on esitetty todelliset ryhmat ja sarakkeilla ennustetut ryhmét.
Taulukossa diagonaalisesti esitetyt tummennetut arvot ovat oikeiden luokittelujen luku-

madrid. Tulokset saatiin k&yttdmalla scikit-learn kirjaston confusion_matrix —ominaisuutta.

43




Taulukko 5 SVM:n Instanssien ennustetut ja todelliset ryhmat.

Ennustettu ryhma
Kotivoitto Vierasvoitto Tasapeli
Kotivoitto 154 26 0
Todellinen Vierasvoitto 33 96 0
ryhma :
Tasapeli 51 19 1

Algoritmin tarkkuutta arvioitiin kappaleessa nelja esiteltyjen mittareiden mukaan. Tulokset

nakyvét taulukossa 6.

Taulukko 6 SVM-menetelmén arviointi testausdatalla.

FPR | TNR | Support | TPR | Precision F- AUC

measure
Kotivoitto | 0.42 | 0.58 180 0.86 0.65 0.74 0.72
Vierasvoitto | 0.18 | 0.82 129 0.74 0.68 0.71 0.78
Tasapeli 0.00 | 1.00 71 0.01 1.00 0.03 0.51

Algoritmin osasi ennustaa siis 66.053 % kaikista otteluista. Mikéli pelaaja olisi panostanut

euron jokaiseen kohteeseen, olisi hdn saanut puhdasta voittoa kaudesta yhteensa 321.43€.
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6 Kk:n lahimman naapurin menetelma

Tassa kappaleessa késitelldan k:n 1&himméan naapurin menetelmaé (engl. k Nearest Neigh-
bor, k-NN) ja sen kéyttotarkoitusta. K-NN on insanssipohjainen menetelma eli laiska op-
pimisalgoritmi (engl. lazy learning algorithm). Ne siis viivastyttavat induktio- tai yleista-
misprosessia, kunnes kohteen luokittelu on suoritettu. Laiskat koneoppimisen algoritmit
tarvitsevat vdhemman laskennallista tehoa harjoitusdatan kasittelyyn kuin innokkaat algo-
ritmit kuten paatospuut tai neuroverkot, mutta ne tarvitsevat enemman laskennallista aikaa,

eli ne ovat hitaampia. (Kotsiantis, 2007)

6.1 Algoritmin kuvaus

Lahimmaé&n naapurin menetelmat ovat yksinkertaisia algoritmeja, joiden ideana on muistaa
harjoitusdata, ja sitd hyddyntdmalla ennustaa uuden instanssin kohdeluokka, perustuen
l&himpiin naapureihin harjoitusdatassa. L&himman naapurin menetelmé perustuu oletuk-
seen, ettd ominaisuudet, joiden avulla kuvataan datapisteitd, vaikuttavat ennustettavaan
luokkaan siten, ettd lahimpéana olevilla datapisteilld olisi sama luokka kuin ennustettavalla
datapisteelld. K-NN-menetelmaa kaytetadn pééasiassa luokittelu- ja regressio-ongelmien
ratkaisemiseen. Mikali avaruus K on diskreetti ja rajallinen, kyseessa on luokitteluongelma
ja mikali kyseessé on jatkuva avaruus K, kyseessd on regressio-ongelma. (Shalev-Shwartz
ym., 2014; Mohammed, ym., 2017)

K-NN luokittelu perustuu padasiassa testidatan ja harjoitteludatan véliseen euklidiseen
etaisyyteen. Olkoon x; syOte data, jolla on ominaisuudet p (xu,xiz,...,xip), n on syobte
datan lukumaérd (i = 1,2,...,n) ja p ominaisuuksien lukuméard (j = 1,2,...,p). Eukli-

dinen etdisyys x;:njax;:n (I = 1, 2,...,n) vélilla maaritellaan

d(x;, %) = J (it — X1)? + (g — X2)2+ oo+ (g — X1y)?

Graafinen kuvaus l&himman naapurin menetelmésta on kuvattu kuvassa 6 Voronoin dia-
grammina. Diagrammiin on merkitty 19 otosta (punaiset "+ —merkit), sek& VVoronoin solu,

R, joka ympyroi jokaisen otoksen. VVoronoin solu koteloi kaikki naapurin pisteet, jotka ovat
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l&himpédnd otosta. R; = {x € RP:d(x,x;) < d(x,x,,),V i # m}, missa R; on Voronoin
solu otokselle x; ja x edustaa kaikkia pisteitd VVoronoin solun R; sisalla. Voronoin dia-
grammi kuvaa hyvin kahta kNN-ominaisuutta koordinaatistossa: 1) kaikki mahdolliset
pisteet VVoronoin solun sisélld ovat kyseisen otoksen l&himpid naapureita, 2) jokaiselle
otokselle, ldhin naapuri méaritetd&dn Voronoin solun reunan etaisyyden perusteella. (Peter-

son, 2009)

Kuva 6 Voronoin diagrammi KNN-menetelmésta 19 syotetapauksella,
kun k = 1 (Peterson, 2009).

Yleistettynd, instanssit voidaan ajatella pisteind n-dimension instanssiavaruudessa, missa
jokainen n:n dimensio vastaa yhtd n:n ominaisuutta, joka kuvaa instanssia. Pisteiden abso-
luuttinen sijainti avaruudessa ei ole yhtd merkittdvéa kuin pisteiden vélinen suhteellinen

etdisyys. Tdma suhteellinen etéisyys madritetadn kayttamalla etéisyysmittaria. Ideaalisesti
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etdisyysmittari minimoi kahden samanlaisesti luokitellun instanssin, ja maksimoi kaksi

eritavalla luokiteltua instanssia. (Kotsiantis, 2007)

Y114 olevassa esimerkissa etéisyyden mittaamiseen kaytettiin Euklidista etéisyytta, silla se
on suosituin kahden pisteen valisen etaisyyden mittari, mutta myds muita etaisyysmittarei-

ta voidaan kayttaa. Eri etaisyysmittarit on lueteltu taulukossa 7. (Kotsiantis, 2007)

Taulukko 7 Eri etdisyysmittarit KNN-algoritmille

m
D(xy) = () i =yl
i=1

Minkowskin etaisyys:

m
D(x,y) = z|xi — vl
i=1

Manhattanin etaisyys:

m

D(x,y) = maxlx; - yil
Chebychevin etaisyys:

3 lx = yil

PN = L ey
Camberran etdisyys: =1 bt
D =1 - —
(x,7) m(m —1) i

Kendallin jarjestyskorrelaatiokerroin:

[y

m i—
Z sign(x; — x;)sign(y; - ;)

i=j j=1

Kun uuden datapisteen etéisyys muihin datajoukon naapureihin on mitattu halutulla taval-
la, tdytyy uusi datapiste luokitella, mikali kyseessd on luokitteluongelma, tai sen arvo en-
nustaa, mikali kyseessa on regressio-ongelma. Luokittelu tapahtuu maarittamélla k. Algo-
ritmin k, kuvaa sitd, kuinka monta lahintd solua otetaan mukaan ennustettavan muuttujan
arvioon, katso kuva 7. Néista sy0tedatan lahimmisté arvoista, algoritmi laskee keski-arvon

ennustettavalle muuttujalle, ja maaraa arvon sen perusteella. Seka regression, etta luokitte-
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lun tapauksessa, voi olla hyodyllistd kayttad painotettuja muuttujia keskiarvon laskemises-
sa, niin ettd lahimmat naapurit kontribuoivat enemman keskiarvoon kuin kaukana sijaitse-

vat naapurit. Yksi yleisimmista painotuksista on tutkitun datapisteen ja naapurin valisen
etaisyyden d kaanteisluvun % kayttdminen keskiarvossa pelkan etéisyyden d tilalla. (Peter-

son, 2009; Mohammed ym., 2017)

O

O O
O

Kuva 7 k:n lahimman naapurin menetelmd, kun k = 5.

K:n optimaalinen valinta riippuu suuriltaosin saatavilla olevasta datasta. Suuret k:n arvot
vahentévat luokittelussa syntyvaa kohinaa, mutta tekevat samalla luokkien vélisista rajoista
epaselkedt. K voidaan maarittad kayttamalla erilaisia heuristisia menetelmid, mutta kéytén-
ndssa, k on yleensa pariton luku, jotta tasatuloksia rajojen pituuksien vélille ei synny. (Pe-
terson, 2009)

Yksinkertainen versio KNN menetelmdstd saadaan kun asetetaan K = 1. Tatd sdantda
kutsutaan yleisesti lahimman naapurin luokittelusdannoksi tai 1-NN saannoksi: hg(x) =
Yri(x)- 10isin sanoen, vektori x luokitellaan sen lahimpaan naapuriin. Mikali harjoitusdata
on riittdvan suuri, 1-NN s&&nnon avulla saadaan hyva tarkkuus luokittelulle. Theodoridisin
ja Konstantinoksen mukaan, kun N — oo, luokitteluvirheen todenné&kdisyys 1-NN saanndol-
le, Py, rajoittuu Py < Pyy < Pg (2 — %PB) < 2Pg, missa Pz on optimaalinen Bayesin

virhe. 1-NN luokittelun tekem& virhe on siten asymptoottisesti korkeintaan kaksi kertaa
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suurempi kuin optimaalisen luokittelijan virhe. (Peterson, 2009; Theodoridis & Konstan-
tinos, 2006)

Koska k-NN ei ole parametrinen algoritmi, se ei tee johtopaatoksia taustalla olevista data-
jakaumista, vaan datan mallin maaraa pelkastaan saatavilla oleva data (toisin kuin esimer-
Kiksi lineaarisessa regressiossa). Taméan takia k-NN on erityisen hyva epalineaarisen datan
mallintamisessa, eikd sen kayttamiselld tule niin suuria ongelmia ylisovittamisen kanssa.
Ongelmia muodostuu kuitenkin laskentatehon ja aikavaativuuden osalta. K-NN on tehoa ja
aikaa vaativa algoritmi, silla naapurin etsimiseen kéytetyn ajan aikavaativuudeksi saadaan
Theodoridisin ja Konstantinosin mukaan kN (0 (kN))?. (Theodoridis, ym., 2006)

6.2 Menetelman arviointi testausdatalla

K-NN menetelmé toteutettiin scikit-learn kirjaston funktiolla KNeighborsClassifier. Talla
algoritmille annettiin opetusdataa 5700 instanssia, ja 380 instanssia testausdataa, kuten

Datan esikasittely -kappaleessa kuvattiin.

Algoritmin kayttdmien hyperparametrien maarittdmisessa kaytettiin algoritmin oletusarvo-
ja tai datan pohjalta optimoituja arvoja. Algoritmin etéisyysmittarina kaytettiin kirjaston
oletusarvoa eli Eukliidista etaisyyttéd ja jokaiselle datapisteelle méériteltiin sama painotus
riippumatta datapisteiden ja testauspisteiden valisesta etdisyydestd. Pisteiden véliseen etdi-
syyteen kaytetyn algoritmin Kirjasto maaritti automaattisesti parhaimman tuloksen mukaan

kolmikosta BallTree, KDTree ja raa’an voiman algoritmi (engl. Brute Force).

Algoritmin valintaan vaikuttavat monet eri asiat. Talla hetkell& algoritmi valitsee raa’an
voiman algoritmin, jos k > N /2, syétetty data on harvaa eli siséltéa paljon puuttuvia arvo-
ja tai kéytetty etdisyyden mittari ei sovi kahdelle muulle algoritmille. Muutoin se kayttaa
joko BallTree- tai KDTree-algoritmia, riippuen algoritmin hyvéksytysta etdisyyden mitta-
rista. (Sklearn, 2019d)

Optimaalinen k:n arvo maééritettiin vélille 1-50 kayttden hyvaksi scikit-learn kirjaston

GridSearchCV-ominaisuutta, jonka avulla k:n arvo optimoidaan ristiinvalidoidulla ruuduk-
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kohaulla parametririvin yli. Taulukossa 8 on listattu testissa kaytetyt k:n arvot seka Grid-
SearchCV:n tulokset. Parhaimmaksi tulokseksi saatiin k = 47 testituloksella 0.5507.

Taulukko 8 tulokset k:n eri arvoilla.

k Tulos k Tulos k Tulos k Tulos

1 0.42603643 14 0.5254397 27 0.54082915 40 0.54663945
2 0.47707286 15 0.52873744 28 0.54334171 41 0.54679648
3 0.46451005 16 0.53282035 29 0.54491206 42 0.5450691
4 0.48900754 17 0.53517588 30 0.54569724 43 0.54381281
5 0.48979271 18 0.53815955 31 0.54444095 44 0.54648241
6 0.50125628 19 0.53674623 32 0.54648241 45 0.54805276
7 0.50738065 20 0.53753141 33 0.54601131 46 0.54962312
8 0.51256281 21 0.53800251 34 0.54444095 47 0.55072236
9 0.50957915 22 0.53941583 35 0.54679648 48 0.55072236
10 | 0.51460427 23 0.54098618 36 0.54585427 49 0.55009422
11 | 0.51680276 24 0.54271357 37 0.54711055

12 | 0.52198492 25 0.5428706 38 0.54632538

13 | 0.52465452 26 0.54585427 39 0.54569724

Parametrien muodostamisen jalkeen, muodostettiin algoritmi testausdatan instansseille

kayttamalla Scikit-learn kirjaston KNeighborsClassifieria. Ajank&ytollisesti,

KNN-

algoritmi suoriutuu opetusdatan kasittelysta erittdin nopeasti. KNeighborsClassifierin fit-
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funktion kayttama aika algoritmin harjoitukseen mitattiin olevan vain 0.140 sekuntia ja

ennustamiseen kaytetyn predict-funktion kaytetty aika vain 0.252 sekuntia.

Taulukossa 9 esitetddn matriisimuodossa datajoukon instanssien ennustetut ja todelliset

ryhmat. Taulukon riveill&d on esitetty todelliset ryhmat ja sarakkeilla ennustetut ryhmét.

Taulukossa diagonaalisesti esitetyt tummennetut arvot ovat oikeiden luokittelujen luku-

maarié. Tulokset saatiin k&yttdmalla scikit-learn kirjaston confusion_matrix —ominaisuutta.

Taulukko 9 kNN: Instanssien ennustetut ja todelliset ryhmét.

Ennustettu ryhméa
Kaotivoitto Vierasvoitto Tasapeli
Kaotivoitto 153 26 1
Todellinen Vierasvoitto 40 87 2
ryhmé :
Tasapeli 47 20 4

Algoritmin tarkkuutta arvioitiin kappaleessa neljé esiteltyjen mittareiden mukaan. Tulokset

nakyvaét taulukossa 10.

Taulukko 10 kNN-menetelmén arviointi testausdatalla.

FPR | TNR | Support | TPR | Precision F- AUC

measure
Kotivoitto 0.44 | 0.57 180 0.85 0.64 0.73 0.71
Vierasvoitto | 0.18 | 0.82 129 0.68 0.65 0.67 0.75
Tasapeli 0.01 | 0.99 71 0.06 0.57 0.10 0.52

o1




Algoritmin osasi ennustaa siis 64.211 % kaikista otteluista. Mikéli pelaaja olisi panostanut

euron jokaiseen kohteeseen, olisi hdn saanut puhdasta voittoa kaudesta yhteensa 303.51€.
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7 Naivi Bayesin luokitin

Tassa kappaleessa kasitelladn ohjatun koneoppimisen menetelmaé: naiivia Bayesin luoki-
tinta. Se on yksinkertainen, todennékdisyyspohjainen luokitin, joka perustuu Bayesin teo-
reemaan, olettaen ettd ominaisuuksien joukossa on vahvaa (naiivia) riippumattomuutta.
Huolimatta epdarealistisesta lahtooletuksesta, naiivi Bayesin luokitin on osoittautunut te-
hokkaaksi luokittimeksi kaytannon sovelluksiin, kuten tekstin luokitteluun, sairauden diag-

nosointiin ja jarjestelman suorituskyvyn hallintaan. (Mohammed, ym., 2017; Rish, 2001)

7.1 Menetelméan kuvaus

Bayesin ehdollisen todenndkoisyyden kaava, johon menetelmé perustuu, on muotoa:

P(A)P(B|A
paam) = ZOTED

missa A ja B ovat joitain tapahtumia, P(A) ja P(B) ovat tapahtumien riippumattomat prio-
ri-todenndkoisyydet, P(A|B) on A:n todenndkodisyys ehdolla B (posteritodenndkdisyys,
engl. posterior probability) ja todennékdisyys P(B|A) on B:n todenndkdisyys ehdolla A,
jota kutsutaan uskottavuudeksi (engl. likelihood). Olkoon vektori X = (x4, x5,...,%,) IN-
stanssi (riippumattomilla ominaisuuksilla n) joka luokitellaan, ja c; on yksi K:n luokista.

Bayesin teoreemaa kayttamalla voidaan laskea posteritodennakdisyys P(c;|X) kayttaen

hyvaksi todennakéisyyksia P(c;), P(X) ja P(X|c;). (Mohammed, ym., 2017)

Todennakoéisyyden P(c;|X) laskeminen on kuitenkin vaikeaa, jos harjoitusdata on korkea-

dimensionaalista. Taman takia naiivin Bayesin luokittelijan taytyy tehda yksinkertaisen
(naiivi) oletus, jota kutsutaan luokan ehdolliseksi riippumattomuudeksi, ettd ennustajan x;

arvon vaikutus annettuun luokkaan c; on riippumaton muiden ennustajien arvoista. Tall6in
voidaan laskea jokaiselle K:n luokalle todennakdisyys P(c;|X), missa Hj-(zl. X:n instanssi
méérataan luokalle c;, jos ja vain jos P(cx|X) > P(cj|X),kun1 <j < K,j # k. Toisin

sanoen tama maksimoi arvon P(ci|X). Arvoa ci, joka on maksimoitu, kutsutaan maksi-
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maaliseksi posteriori hypoteesiksi (engl. maximum posteriori hypothesis). (Mohammed,

ym., 2017; Rish, 2001; Han, 2006)

Otetaan esimerkiksi taulukossa 11 kuvattu aineisto saatilalle ja golfin pelaamiselle:

Taulukko 11 Data-aineisto kuvaamaan milloin pelataan golfia.

Nakyma Lampdatila Kosteus Tuulisuus Pelataan
Aurinkoinen Kuuma Korkea Epatosi Ei
Aurinkoinen Kuuma Korkea Tosi Ei

Pilvinen Kuuma Korkea Epatosi Kylla

Sateinen Lammin Korkea Epatosi Kylla

Sateinen Viiled Normaali Epatosi Kylla

Sateinen Viiled Normaali Tosi Ei

Pilvinen Viiled Normaali Tosi Kylla
Aurinkoinen Lammin Korkea Epatosi Ei
Aurinkoinen Viiled Normaali Epatosi Kylla

Sateinen Lammin Normaali Epatosi Kylla
Aurinkoinen Lammin Normaali Tosi Kylla

Pilvinen Lammin Korkea Tosi Kylla

Pilvinen Kuuma Normaali Epatosi Kylla

Sateinen Lammin Korkea Tosi Ei

Tehtdvand on ennustaa datan eri ominaisuuksien avulla, pelataanko golfia vai ei. Merkit&an

golfin pelaamisen todennakoisyyttd P(G) = 9 / 14 ja todennakdisyyttd, ettd golfia ei pe-
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lata P(K) = 5/ 14. Olkoon X (n&kymé = pilvinen, lampétila = ldmmin, kosteus = nor-

maali, tuulisuus = epétosi) uusi tapahtuma. Tall6in kaavan mukaan taytyy laskea ehdolliset
todennakdisyydet, jotka on esitelty alla olevassa taulukossa.

Taulukko 12 Ehdolliset todennakdisyydet (uskottavuus) séatiloille, kun

golfin pelaaminen on tosi tai epatosi.

Nakyma
P(Aurinkoinen|Pelataan = Kylld) = 2/9 | P(Aurinkoinen|Pelataan = Ei) = 3/5
P(Pilvinen|Pelataan = Kylla) = 4/9 P(Pilvinen|Pelataan = Ei) = 0
P(Sateinen|Pelataan = Kylla) = 3/9 P(Sateinen|Pelataan = Ei) = 2/5
Lampdtila
P(Kuumal|Pelataan = Kylld) = 2/9 P(Kuumal|Pelataan = Ei) = 2/5
P(Lammin|Pelataan = Kylld) = 4/9 P(Lammin|Pelataan = Ei) = 2/5
P(Viilea|Pelataan = Kyllda) = 3/9 P(Viiled|Pelataan = Ei) = 1/5
Kosteus
P(Korkea|Pelataan = Kylld) = 3/9 P(Korkea|Pelataan = Ei) = 4/5
P(Normaali|Pelataan = Kylld) = 6/9 P(Normaali|Pelataan = Ei) = 1/5
Tuulisuus
P(Tosi|Pelataan = Kylld) = 3/9 P(Tosi|Pelataan = Ei) = 3/5
P(Epatosi|Pelataan = Kylla) = 6/9

P(Epatosi|Pelataan

Ei) = 2/5

Y14 olevan taulukon todennakdisyyksien mukaan, voidaan méarittdd uuden tapahtuman X
kuuluminen jompaankumpaan luokkaan:
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1. P(X|Pelataan = Kylla)
2. P(X|Pelataan = Ei)

Todennékoisyydet saadaan maadritettya seuraavalla laskutoimituksella:

P(X | Pelataan = Kyllda) = P(Nakyma = Pilvinen | Pelataan = Kylla)
* P(Lampotila = Lammin | Pelataan = Kylla)
* P(Kosteus = Normaali |Pelataan = Kylld)

* P(Tuulisuus = Epatosi | Pelataan = Kylla)

P(X | Pelataan = Ei) = P(Nakyma = Pilvinen | Pelataan = Ei)
* P(Lampotila = Lammin | Pelataan = Ei)
* P(Kosteus = Normaali |Pelataan = Ei)

* P(Tuulisuus = Epatosi | Pelataan = EI)

Naiivin Bayesin luokittelua tehdessé ja todennakoisyyksié laskiessa voi tulla vastaan tilan-
ne, jossa prioritodennakdisyyden osoittajaksi tulee arvoksi O (eli dataan ei ole merkitty
tilannetta, vaikka se olisi todenndkdinen), mika maarittdd koko tapahtuman todennékoi-
syyden nollaksi. Ylldolevassa esimerkissé tilanne tulee vastaan kohdassa P(Nakyma =
Pilvinen |Pelataan = Ei), minka takia todenndkdisyydeksi tulee 0. Tata varten luokitte-
lussa kdytetadn apuna Laplacen estimointia (engl. Laplace estimator), joka korjaa todenné-
koisyyden. Oletetaan kéyttssa olevan harjoitusdata olevan niin suuri, etta lisédmalla yhden
arvon jokaiseen prioritodennakdisyyteen, olisi muutos merkitykseton arvioitavien priorito-
denndkoisyyksien kannalta ja se silti korjaisi nolla-todennékdisyyden. Mikéli jokaiseen k
luokkaan lisatadn 1, tdytyy muistaa lisatd arvo k vastaavaan nimittgjadn, jota kaytetdan

todenndkdisyyden laskemisessa. (Han, 2006)
Uudet prioritodenndkdisyydet Laplacen estimaattorin kanssa olisivat:
P(Pelataan = Kylla) = (9 +1)/(14 + 2) = 10/ 16
P(Pelataan = Ei) = (5+1)/(14 + 2) = 6/16

Uudet ehdolliset todennakdisyydet Laplacen estimaattorin kanssa olisivat alla olevan tau-

lukon mukaiset:
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Taulukko 13 Uudet ehdolliset todenndkoisyydet Laplacen estimoinnin jal-

keen.
Nakyma
P(Aurinkoinen|Pelataan = Kylld) = 3/12 | P(Aurinkoinen|Pelataan = Ei) = 4/8
P(Pilvinen|Pelataan = Kylld) = 5/12 P(Pilvinen|Pelataan = Ei) = 1/8
P(Sateinen|Pelataan = Kylla) = 4/12 P(Sateinen|Pelataan = Ei) = 3/8
Lampdatila
P(Kuuma|Pelataan = Kylld) = 3/12 P(Kuumal|Pelataan = Ei) = 3/8
P(Lammin|Pelataan = Kylld) = 5/12 P(Lammin|Pelataan = Ei) = 3/8

P(Viilea|Pelataan = Kylla) = 4/12

P(Viiled|Pelataan = Ei) = 2/8

Kosteus

P(Korkea|Pelataan

= Kylla) = 4/11 P(Korkea|Pelataan = Ei) = 5/7
P(Normaali|Pelataan = Kylld) = 7/11 P(Normaali|Pelataan = Ei) = 2/7
Tuulisuus
P(Tosi|Pelataan = Kylld) = 4/11 P(Tosi|Pelataan = Ei) = 4/7
P(Epatosi|Pelataan = Kylla) = 7/11 P(Epatosi|Pelataan = Ei) = 3/7
Ehdolliset todennékodisyydet P(X | Pelataan = Kylld) ja P( X | Pelataan = Ei) Voi-

daan nyt laskea helposti:

P(X | Pelataan = Kylla) = P(Nakyma = Pilvinen | Pelataan = Kylla)

* P(Lampotila = Lammin | Pelataan = Kylla)

57



* P(Kosteus = Normaali |Pelataan = Kyll3)
* P(Tuulisuus = Epatosi | Pelataan = Kylla)
=5/12+5/12 « 7/11 * 7/11 = 0.070305

P(X | Pelataan = Ei) = P(Nakyma = Pilvinen | Pelataan = Ei)

* P(Lampotila = Lammin | Pelataan = Ei)

* P(Kosteus = Normaali |Pelataan = Ei)

* P(Tuulisuus = Epatosi | Pelataan = ET)

=1/8%3/8%2/7+3/7 = 0.00574

Ehdollisen todennakoisyyden laskemisen jélkeen, voidaan laskea luokille posterioritoden-
nakoisyys Bayesin kaavaa noudattamalla. Tassa esimerkissa kyseessa on luokitteluongel-
masta, vertaillaan Bayesin kaavasta saatuja todenndkoéisyyksia toisiinsa, ja suuremman
todennakdisyyden saanut arvo merkitadn tapahtuman X arvoksi. Koska molempien poste-

rioritodennékdisyyksien nimittdja on sama, riittaa vertailu tuloille:

P(Pelataan = Kylla|X) = P(Pelataan = Kylld) * P(X|Pelataan = Kylld) =
10/16 * 0.070305 = 0.043941.

P(Pelataan = Ei|X) = P(Pelataan = Ei) * P(X|Pelataan = Ei) =
6/16 * 0.00574 = 0.002152.

Koska golfin pelaamisen todennakoisyys on suurempi kuin golfin pelaamattomuus, merki-

tadn uuden tapauksen X luokan Pelataan arvoksi ”Kylla”.

Naiivin Bayesin luokittelussa, pyritdan méaarittdméaan myos luokitteluvirhe. Luokitteluvir-

heen todennadkdisyys eli luokittelijan h riski méaaritellaan seuraavasti:

R(R) = P(R(X) # g(X)) = Trea P(R(0) # g())P(X = x) = E,{P(h(x) # g(0))},
missa E,odotus x:n suhteen ja R* = R(h™) ilmaisee Bayesin virheen (Bayesin riski). Luo-
kittelija h on optimaalinen silloin kun sen riski vastaa Bayesin riskid. Koko naiivin Baye-
sin luokittelijan tarkoituksena on minimoida luokittelun odotettu riski ja maksimoida us-
kottavuusfunktion suurin uskottavuus (engl. maximun likelihood estimation). (Rish, 2001,
Shalev-Shwartz ym., 2014)
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7.2 Menetelman arviointi testausdatalla

Naiivi Bayesin menetelmé toteutettiin eri tavalla verrattuna kNN-algoritmiin, silla hyper-
parametrien optimoinnin suorittaa algoritmi itse, kéyttden hyvaksi suurimman todennékoi-
syyden menetelmad. Kayttajan paatettavéaksi jaa, mita Bayesin algoritmia kdytetddn: Gaus-
sin Naiivi Bayesin luokitin, Multinomi Naiivi Bayesin luokitin (engl. Multinomial Naive
Bayes), Komplementti Naiivi Bayesin luokitin (engl. Complement Naive Bayes) vai Ber-
noullin Naiivi Bayesin luokitin. Téssa tutkielmassa ei kasitella Bernoullin luokittimen so-
veltuvuutta, silld sitd k&ytetdan dataan, joka jakautuu Bernoullin monimuuttuja jakaumien
mukaan, toisin sanoen, voi olla useita muuttujia, mutta ne ovat jakautuneet bin&arisesti.
(Scikit-learn, 2019c)

7.2.1 Gaussian Naiivi Bayes luokitin

Gaussin naiivi Bayesin (GNB) luokitin olettaa ominaisuuksien todennakdisyyksien olevan

Gaussianaalisia:

(xi—Hy)?
exp(——=—)

1
P(x;ly) = ——ex
(xily) _—" P(-2z

missa parametrit o, ja u, optimoidaan suurimman todennakéisyyden mukaan. GNB luoki-

tinta kéaytetdan yleisesti sen yksinkertaisuuden ja nopeuden takia. (Scikit-learn, 2019c;
Lou, W., Wang, X., Chen, F., Chen, Y., Jiang, B. & Zhang, H., 2014)

GNB algoritmi muodostettiin kayttden hyvaksi scikit-learn kirjaston GaussianNB()-
ominaisuutta. Ajankaytollisesti algoritmi oli nopeampi kuin I&himman naapurin luokitin tai
tukivektorikoneet, silla GNB:11& kesti vain 0.006 sekuntia opetukseen ja 0.001 sekuntia
datasta ennustamiseen. Taulukossa 14 esitetddn GNB:n luokittimen tulokset sekaannusmat-

riisina.
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Taulukko 14 Gaussin Naiivi Bayesin luokitin: instanssit ja todelliset ryh-

mat.
Ennustettu ryhma
Kotivoitto Vierasvoitto Tasapeli
Kotivoitto 95 28 57
Todellinen Vierasvoitto 12 81 36
ryhma :
Tasapeli 21 16 34

Algoritmin tarkkuutta arvioitiin kappaleessa nelja esiteltyjen mittareiden mukaan. Tulokset

nakyvét taulukossa 15.

Taulukko 15 GNB-menetelmén arviointi testausdatalla.

FPR | TNR | Support | TPR | Precision F- AUC

measure
Kotivoitto 0.17 | 0.84 180 0.53 0.74 0.62 0.68
Vierasvoitto | 0.18 | 0.82 129 0.63 0.65 0.64 0.73
Tasapeli 0.30 | 0.70 71 0.48 0.27 0.34 0.59

Algoritmin osasi ennustaa siis 55.263 % kaikista otteluista. Mikali pelaaja olisi panostanut

euron jokaiseen kohteeseen, olisi hdn saanut puhdasta voittoa kaudesta yhteensa 245.77€.
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7.2.2  Multinomi Naiivi Bayesin luokitin

Multinomi naiivi Bayesin (MNB) luokitin kéyttdd hyvakseen multinomisesti jakautunutta
dataa. Jakauma parametrisoidaan vektoreiden 6, = (8,,,...,0,,) jokaiselle luokalle y,
missa n on ominaisuuksien lukumaara ja 6,; on ominaisuuden i nakymisen todennakai-

syys P(x;|y) luokassa y. 8, parametrit estimoidaan siloitetulla suurimman todennakaéisyy-

. - . PN N,it+a .
den periaatteella, relatiivisella frekvenssilaskennalla 6,,; = # missé Ny; = Yyer X;

y

kuvaa lukumaaraa, jona ominaisuus i ilmaantuu luokassa y, harjoitusdatassa T ja N,, =
i1 Ny; on y:n ominaisuuksien summa. Maérittdmalla tasoituspriorin a:n arvoksi > 0,
estetadn nollalla jakamisen mahdollisuus. Asettamalla « = 1, saadaan edellisessa luvussa

esitetty Laplacen estimaattori. (Scikit-learn, 2019c)

MNB algoritmi muodostettiin kayttden hyvéksi scikit-learn kirjaston MultinomialNB()-
ominaisuutta. Ajankaytollisesti MNB oli tdhdnastisista menetelmista nopein, silla MNB:11&
kesti vain 0.005 sekuntia opetukseen ja 0.0 sekuntia datasta ennustamiseen. Taulukossa 16

esitetddan MNB:n luokittimen tulokset sekaannusmatriisina.

Taulukko 16 MNB-luokitin: instanssit ja todelliset ryhmat.

Ennustettu ryhméa
Kotivoitto Vierasvoitto Tasapeli
Kotivoitto 121 43 16
Todellinen Vierasvoitto 19 92 18
ryhma :
Tasapeli 30 27 14

Algoritmin tarkkuutta arvioitiin kappaleessa nelja esiteltyjen mittareiden mukaan. Tulokset

nakyvat taulukossa 17. Verrattuna GNB:hen, MNB vaikuttaa sopivammalta vaihtoehdolta

tarkasteltavien tunnuslukujen perusteella.
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Taulukko 17 MNB-menetelmén arviointi testausdatalla.

FPR | TNR | Support | TPR | Precision | F-measure AUC

Kotivoitto 0.25 | 0.75 180 0.67 0.71 0.69 0.71
Vierasvoitto | 0.28 | 0.72 129 0.71 0.57 0.63 0.72
Tasapeli 0.11 | 0.89 71 0.20 0.29 0.24 0.54

Algoritmin osasi ennustaa siis 59.737 % kaikista otteluista. Mikéli pelaaja olisi panostanut

euron jokaiseen kohteeseen, olisi hdn saanut puhdasta voittoa kaudesta yhteensi 263.69€.

7.2.3 Komplementti Naiivi Bayesin luokitin

Komplementti naiivi Bayesin luokitin (CNB) on standardin MNB algoritmin muunnos. Se

sopii erityisen hyvin epdsymmetriselle datalle, sillda CNB:n ideana on kayttd4 kunkin luo-

kan komplementin tilastoja laskemaan mallin parametrien painotukset. CNB algoritmin

luojat Jason Rennie, Lawrence Shih, Jaime Teevan ja David Karger osoittavat empiirisella
tutkimuksella, ettd parametrien estimointi CNB:lle on vakaampaa kuin MNB:lle ja ettd
CNB voittaa MNB:n kaikissa tekstin luokittelu tehtdvissé. (Rennie, J., Shih, L., Teevan, J.

& Karger, D, 2003)

Painotuksen laskeminen tapahtuu seuraavalla tavalla:

. a; +Zj:yj¢c d;j

0, =
“a +Zj:yj¢c2k dyj
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Weip = log Oci

Wei

2 [wejl

Wei

missa summat ovat kaikki dokumentit j, jotka eivat ole luokassa c, d;; on joko i:n luku-
maard tai tf-idf arvo dokumentissa j, a; on tasoituksen hyperparametri kuten MNB:ss4 ja
a = Y,;a;. Toinen normalisointi kohdistuu ongelmaan, joka muodostuu pidempien asiakir-
jojen hallitsemaan parametri-estimointiin  MNB:ssd. Luokittelusddnto6 CNB:sséa on:
¢ = arg min, Y,; t;w,;, eli kdytdnndssa dokumentti méaaritelladn kuuluvaksi luokkaan, jolla

on kehnoin komplementti yhteensopivuus. (Rennie, J. & ym., 2003)

CNB algoritmi muodostettiin kéyttden hyvéksi scikit-learn kirjaston ComplementNB()-
ominaisuutta. Ajank&ytollisesti CNB yhtd nopea kuin MNB, silla kesti yhta kauan opetuk-
sessa (0.005 sekuntia) ja yhta kauan ennustamisessa (0.0 sekuntia). Se oli kuitenkin tar-
kempi kuin tahdn mennessa késitellyista naiivi Bayesin luokittimista tarkin, kuten taulukko

18 esittaa.

Taulukko 18 CNB-luokitin: instanssit ja todelliset ryhmat

Ennustettu ryhma
Kotivoitto Vierasvoitto Tasapeli
Kotivoitto 132 47 1
Todellinen Vierasvoitto 25 104 0
ryhma
Tasapeli 37 33 1

CNB saavutti parhaimman tuloksen sillg, ettd se keskittyi ennustamaan vain koti- ja vie-
rasvoittoja. Sill&4 kuten taulukosta 18 n&hddén, ei malli ennustanut pelattavan kuin yhden
tasapelin. Mallin tarkkuutta arvioitiin kappaleessa nelji esiteltyjen mittareiden mukaan.

Tulokset nékyvat taulukossa 19.
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Taulukko 19 CNB-menetelméan arviointi testausdatalla.

FPR | TNR | Support | TPR | Precision | F-measure AUC

Kotivoitto | 0.31 | 0.69 180 0.73 0.68 0.71 0.71
Vierasvoitto | 0.32 | 0.68 129 0.81 0.57 0.66 0.74
Tasapeli 0.00 | 1.00 71 0.01 0.50 0.03 0.51

Algoritmin osasi ennustaa siis 62.368 % kaikista otteluista. Mikéli pelaaja olisi panostanut

euron jokaiseen kohteeseen, olisi hén voittanut kauden aikana yhteenséd 285.67€.

64




8 Yhteenveto

Tassa tutkielmassa vertailtiin kolmea eri koneoppimisen menetelmaé jalkapallovedonlyon-
nin lopputuloksen ennustamiseen. Parhaiten luokittelussa onnistui (tarkkuutta arvioidessa)
joustavan marginaalin tukivektoriluokitin. Sill& saavutettiin korkein tarkkuus 66.053 % ja
silla olisi tehty eniten puhdasta voittoa. Se ei kuitenkaan ennustanut kuin yhden ottelun
paattyvan tasapeliin, mika kertoo tasapelien satunnaisuuden mé&arasta ja niiden vaikeasta
ennustettavuudesta. Kayttédessa tarkkuutta arvioinnin mittarina, toiseksi sijoittui k:n l&-
himman naapurin menetelmé 64.211 %:n tarkkuudella ja kolmanneksi komplementti naiivi

Bayesin menetelma 62.368 %:n tarkkuudella.

Jos arvioidaan algoritmeja vééarien positiivisten (FPR) ja oikeiden negatiivisten (TNR)
osuuksilla, ennusti Gaussin naiivi Bayesin luokitin parhaiten kotivoittoja. Silla oli pienin
FPR 0.17 ja suurin TNR 0.84. Parhaiten vierasvoittoja ennustivat SVM, kNN ja GNB, joil-
la kaikilla FPR oli 0.18 ja TNR 0.82. Tasapeleja suurimmalla todennékoéisyydelld oikein
ennusti SVM ja CNB, jotka molemmat ennustivat yhden tasapelin oikein, antaen FPR ar-
voksi néin ollen 0.00 ja TNR arvoksi tasan 1.00.

Mielesténi tulokset olivat odotetun kaltaisia. Jalkapallo-ottelu siséltaé niin paljon satunnai-
suutta ja inhimillisié virheitd, ettd tdydellisesti ennustavan koneen luominen on mahdoton-
ta. Algoritmeja pitdisi testata pienemmaén satunnaisuuden joukkueurheilulajeissa, kuten
koripallossa, missd “maalinteko” tilanteita tulee paljon enemmén kuin jalkapallossa, eiké
yksi virhe valttdmatta ratkaise koko ottelua. Aihe vaatii myos jalkapallovedonlydnnin si-
sélla lisad tutkimista. Mikéli kdytossa on paremmin joukkueen hyokkays- ja puolustusvoi-
maa kuvaavaa dataa, olisi mahdollista saada parempia tuloksia aikaan, kuin mita t4ssa tut-
kimuksessa on saatu. Myos irrallisen “kuntopuntarin” lisddmisell& dataan, voisi olla posi-
tilvista vaikutusta algoritmien toimintaan. Toisen lajin testaamisen lisaksi, pitaisi algorit-
meja testata ennustamaan joukkueen yhden ottelun maalimaaréad, koska niiden avulla saisi

testattua muitakin pelimuotoja, kuin pelkat joukkueiden H2H-pelimuodot.
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Ohjatun koneoppimisen algoritmit kuitenkin osoittivat kasittelevanséa dataa paremmin kuin
ihmiset. Yhdistettynd tdmé ihmisen kykyyn kasitelld ja arvioida ei-mitattavaa tietoa kuten

motivaatiota, uskon, ettd koneoppimismenetelmisté on erittain paljon hyoétya vedonlyojalle.
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Liitteet

A Kasiteltava data

Taulukko 20 sisaltaa http://football-data.co.uk/ -sivustolta ladatun datan sarakkeiden otsi-
kot seké niiden selitteen. T&sté datasta luotiin uusi datajoukko, jota kdytettiin tutkimukses-

sa.
Taulukko 20 http://football-data.co.uk/ -sivustolta saadun datan siséltamat
sarakkeet ja niiden selite
Ominaisuuden nimi Ominaisuuden selite
Div Maa ja sarjataso
Date Paivamaara
Time Ajankohta
HomeTeam Kotijoukkue
AwayTeam Vierasjoukkue
FTHG Kotijoukkueen maalimaéara ottelussa
FTAG Vierasjoukkueen maalimaara ottelussa
FTR Ottelunlopputulos
HTHG Kotijoukkueen maalimaéara puoliajalla
HTAG Vierasjoukkueen maalimaaré puoliajalla
HTR Puoliaikatulos
Referee Tuomari
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HS Kotijoukkueen laukaukset

AS Vierasjoukkueen laukaukset

HST Kotijoukkueen laukaukset maalia kohti

AST Vierasjoukkueen laukaukset maalia kohti

HF Kotijoukkueen rikkeet

AF Vierasjoukkueen rikkeet

HC Kotijoukkueen kulmapotkut

AC Vierasjoukkueen kulmapotkut

HY Kotijoukkueen keltaiset kortit

AY Vierasjoukkueen keltaiset kortit

HR Kotijoukkueen punaiset kortit

AR Vierasjoukkueen punaiset korit

B365H Bet365:n méaérittdmé kotijoukkueen voiton
kerroin

B365D Bet365:n maarittama tasapelin kerroin

B365A Bet365:n maarittdma vierasjoukkueen voi-
ton kerroin.

B365>2.5 Bet365:n maarittdma kerroin yli 2.5 maalia
ottelussa

B365<2.5 Bet365:n maarittaméa kerroin alle 2.5 maalia

ottelussa
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Taulukko 21 Tutkimuksessa kaytetyn datajoukon kuvaus.

Ominaisuuden nimi:

Ominaisuuden selite:

HomeTeam Kotijoukkue

AwayTeam Vierasjoukkue

HTP Kotijoukkueen kauden kokonaispisteet

ATP Vierasjoukkueen kauden kokonaispisteet

HHP Kotijoukkueen kauden kotipisteet

AHP Vierasjoukkueen kauden kotipisteet

HAP Kotijoukkueen kauden vieraspisteet

AAP Vierasjoukkueen kauden vieraspisteet

HHGS Kotijoukkueen tehdyt maalit kotiotteluissa

AHGS Vierasjoukkueen tehdyt maalit kotiotteluissa

HAGS Kotijoukkueen tehdyt maalit vierasotteluissa

AAGS Vierasjoukkueen tehdyt maalit vierasotteluissa

HHAS Kotijoukkueen keskima&rdinen maalimééra kotiotte-
lussa

AHAS Vierasjoukkueen keskimaardinen maaliméaré kotiot-
telussa

HAAS Kotijoukkueen keskimaardinen maalimaara vierasot-

telussa
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AAAS

Vierasjoukkueen keskimaardinen maaliméaré vie-

rasottelussa

HHGC Kotijoukkueen péastetyt maalit kotiotteluissa

AHGC Vierasjoukkueen péastetyt maalit kotiotteluissa

HAGC Kotijoukkueen pééastetyt maalit vierasotteluissa

AAGC Vierasjoukkueen péastetyt maalit vierasotteluissa

HHDS Kotijoukkueen paéastettyjen maalien keskiarvo kotiot-
telua kohden

AHDS Vierasjoukkueen paastettyjen maalien keskiarvo ko-
tiottelua kohden

HADS Kotijoukkueen paastettyjen maalien keskiarvo vie-
rasottelua kohden

AADS Vierasjoukkueen pééastettyjen maalien keskiarvo vie-
rasottelua kohden

HHS Kotijoukkueen laukaukset keskimaarin kotiotteluissa

AHS Vierasjoukkueen laukaukset keskiméaarin Kkotiotte-
luissa

HAS Kotijoukkueen laukaukset keskimaarin vierasottelus-
sa

AAS Vierasjoukkueen laukaukset keskimé&arin vierasotte-
lussa

HHST Kotijoukkueen laukaukset keskimaarin maalia kohti

kotiottelussa
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AHST

Vierasjoukkueen laukaukset keskimé&arin maalia koh-

ti kotiottelussa

HAST Kotijoukkueen laukaukset keskimaarin maalia kohti
vierasottelussa

AAST Vierasjoukkueen laukaukset keskiméarin maalia koh-
ti vierasottelussa

FTR Kyseisen ottelun lopputulos

B365H Vedonlyontiyhtion Bet365:n antama H2H-kerroin
kotijoukkueen voitolle

B365D Vedonlyontiyhtion Bet365:n antama H2H-kerroin
tasapelille

B365A Vedonlyontiyhtion Bet365:n antama H2H-kerroin

vierasjoukkueen voitolle

B  Urheiluvedonlydnnin teoria

Taulukko 22 Unibetin ja Veikkauksen kertoimet ja todennékoéisyysarviot
ottelulle Real Madrid — PSG

Real Madrid - PSG 1 X 2
Veikkauksen kertoimet 2,15 3,85 2,85
Ké&anteisluvut eli todennakoisyysarvio 0,465 0,260 0,351
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Unibetin kertoimet

2,25

4,00 3,05

Ké&anteisluvut eli todenndkoisyysarvio 0,444

0,250 0,328

C SVM: hyperparametrien optimointi GridSearchCV-funktiolla

Taulukko 23 GridSearchCV:n tulokset hyperparametrin C ja ydinfunktion

etsimiselle
C Kernel function Mean test score
10 Linear 0.56155735
10 RBF 0.46474921
10 Polynomial 0.47106278
1 Linear 0.5634865
1 RBF 0.4640477
1 Polynomial 0.46895826
0.1 Linear 0.56611715
0.1 RBF 0.46229393
0.1 Polynomial 0.47737636
0.01 Linear 0.57348299
0.01 RBF 0.46229393
0.01 Polynomial 0.4847422
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0.001 Linear 0.57962119
0.001 RBF 0.4622939
0.001 Polynomial 0.51841459
0.0001 Linear 0.57471063
0.0001 RBF 0.46229393
0.0001 Polynomial 0.53016485

D SVM: Menetelman arviointi testausdatalla

Taulukko 24 SVM:n Instanssien ennustetut ja todelliset rynmat

Ennustettu ryhméa

Kotivoitto Vierasvoitto Tasapeli
Kaotivoitto 154 26 0
Todellinen Vierasvoitto 33 96 0
ryhma :
Tasapeli 51 19 1

78




Taulukko 25 SVM-menetelman arviointi testausdatalla

FPR | TNR | Support | TPR | Precision F- AUC
measure
Kotivoitto 0.42 | 0.58 180 0.86 0.65 0.74 0.72
Vierasvoitto | 0.18 | 0.82 129 0.74 0.68 0.71 0.78
Tasapeli 0.00 | 1.00 71 0.01 1.00 0.03 0.51
E  KNN: Etaisyysmittarit ja k:n optimointi

Taulukko 26 Eri etdisyysmittarit KNN-algoritmille

Minkowskin etaisyys:

m
D(x,y) = (lei —y YT
i=1

Manhattanin etaisyys:

m
D(xy) = ) Ix =¥
i=1

Chebychevin etaisyys:

m
D(x,y) = maxx; - yi|

N % =il
D(x,y) = |xl—+yl|
Camberran etdisyys: i=1 bt
D(x,y)=1— ———
(x,¥) oy o D

Kendallin jarjestyskorrelaatiokerroin:

m i—
Z Z sign(xi — xj)sign(yl-

i=j j=1

—Yj)
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Taulukko 27 tulokset k:n eri arvoilla.

k Tulos k Tulos k Tulos k Tulos

1 0.42603643 14 0.5254397 27 0.54082915 40 0.54663945
2 0.47707286 15 0.52873744 28 0.54334171 41 0.54679648
3 0.46451005 16 0.53282035 29 0.54491206 42 0.5450691
4 0.48900754 17 0.53517588 30 0.54569724 43 0.54381281
5 0.48979271 18 0.53815955 31 0.54444095 44 0.54648241
6 0.50125628 19 0.53674623 32 0.54648241 45 0.54805276
7 0.50738065 20 0.53753141 33 0.54601131 46 0.54962312
8 0.51256281 21 0.53800251 34 0.54444095 47 0.55072236
9 0.50957915 22 0.53941583 35 0.54679648 48 0.55072236
10 | 0.51460427 23 0.54098618 36 0.54585427 49 0.55009422
11 | 0.51680276 24 0.54271357 37 0.54711055

12 | 0.52198492 25 0.5428706 38 0.54632538

13 | 0.52465452 26 0.54585427 39 0.54569724

80




F  KNN: Menetelman arviointi testausdatalla

Taulukko 28 KNN: Instanssien ennustetut ja todelliset ryhmét

Ennustettu ryhméa
Kotivoitto Vierasvoitto Tasapeli
Kotivoitto 153 26 1
Todellinen Vierasvoitto 40 87 2
ryhma :
Tasapeli 47 20 4
Taulukko 29 KNN-menetelman arviointi testausdatalla
FPR | TNR | Support | TPR | Precision F- AUC
measure
Kotivoitto | 0.44 | 0.57 180 0.85 0.64 0.73 0.71
Vierasvoitto | 0.18 | 0.82 129 0.68 0.65 0.67 0.75
Tasapeli 0.01 | 0.99 71 0.06 0.57 0.10 0.52
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G Naiivin Bayesin luokittimen esimerkKi

Taulukko 30 Data-aineisto kuvaamaan milloin pelataan golfia.

Nakyma Lampdtila Kosteus Tuulisuus Pelataan
Aurinkoinen Kuuma Korkea Epatosi Ei
Aurinkoinen Kuuma Korkea Tosi Ei
Pilvinen Kuuma Korkea Epatosi Kylla
Sateinen Lammin Korkea Epatosi Kylla
Sateinen Viilea Normaali Epatosi Kylla
Sateinen Viiled Normaali Tosi Ei
Pilvinen Viilea Normaali Tosi Kylla
Aurinkoinen Lammin Korkea Epatosi Ei
Aurinkoinen Viilea Normaali Epatosi Kylla
Sateinen Lammin Normaali Epatosi Kylla
Aurinkoinen Lammin Normaali Tosi Kylla
Pilvinen Lammin Korkea Tosi Kylla
Pilvinen Kuuma Normaali Epatosi Kylla
Sateinen Lammin Korkea Tosi Ei
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Taulukko 31 Ehdolliset todennakdisyydet (uskottavuus) séatiloille, kun

golfin pelaaminen on tosi tai epatosi.

Nakyma
P(Aurinkoinen|Pelataan = Kylld) = 2/9 | P(Aurinkoinen|Pelataan = Ei) = 3/5
P(Pilvinen|Pelataan = Kylla) = 4/9 P(Pilvinen|Pelataan = Ei) = 0
P(Sateinen|Pelataan = Kylla) = 3/9 P(Sateinen|Pelataan = Ei) = 2/5
Lampdtila
P(Kuumal|Pelataan = Kylld) = 2/9 P(Kuumal|Pelataan = Ei) = 2/5
P(Lammin|Pelataan = Kylld) = 4/9 P(Lammin|Pelataan = Ei) = 2/5
P(Viilea|Pelataan = Kyllda) = 3/9 P(Viiled|Pelataan = Ei) = 1/5
Kosteus
P(Korkea|Pelataan = Kylld) = 3/9 P(Korkea|Pelataan = Ei) = 4/5
P(Normaali|Pelataan = Kylld) = 6/9 P(Normaali|Pelataan = Ei) = 1/5
Tuulisuus
P(Tosi|Pelataan = Kylld) = 3/9 P(Tosi|Pelataan = Ei) = 3/5
P(Epéatosi|Pelataan = Kylld) = 6/9 P(Epatosi|Pelataan = Ei) = 2/5
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Taulukko 32 Uudet ehdolliset todenndkdisyydet Laplacen estimoinnin jal-

Nakyma

keen.

P(Aurinkoinen|Pelataan

= Kylla) = 3/12

P(Aurinkoinen|Pelataan

= Ei) = 4/8
P(Pilvinen|Pelataan = Kylld) = 5/12 P(Pilvinen|Pelataan = Ei) = 1/8
P(Sateinen|Pelataan = Kylla) = 4/12 P(Sateinen|Pelataan = Ei) = 3/8

Lampdtila
P(Kuuma|Pelataan = Kylld) = 3/12 P(Kuuma|Pelataan = Ei) = 3/8

P(Lammin|Pelataan = Kylld) = 5/12 P(Lammin|Pelataan = Ei) = 3/8

P(Viilea|Pelataan = Kylla) = 4/12 P(Viiled|Pelataan = Ei) = 2/8
Kosteus

P(Korkea|Pelataan =

= Kylla) = 4/11

P(Korkea|Pelataan = Ei) = 5/7

P(Normaali|Pelataan = Kylld) = 7/11 P(Normaali|Pelataan = Ei) = 2/7
Tuulisuus
P(Tosi|Pelataan = Kylld) = 4/11 P(Tosi|Pelataan = Ei) = 4/7
P(Epéatosi|Pelataan = Kylla) = 7/11 P(Epatosi|Pelataan = Ei) = 3/7
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H  Naiivin Bayesin luokittimen arviointi testausdatalla

Taulukko 33 GNB luokitin: instanssit ja todelliset ryhmat.

Ennustettu ryhma
Kotivoitto Vierasvoitto Tasapeli
Kotivoitto 95 28 57
Todellinen | Vierasvoitto 12 81 36
ryhma i
Tasapeli 21 16 34
Taulukko 34 GNB-menetelmaén arviointi testausdatalla.
FPR | TNR | Support | TPR Precision | F- AUC
measure
Kotivoitto 0.17 |0.84 | 180 0.53 0.74 0.62 0.68
Vierasvoitto | 0.18 |0.82 | 129 0.63 0.65 0.64 0.73
Tasapeli 030 |0.70 |71 0.48 0.27 0.34 0.59
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Taulukko 35 MNB-luokitin: instanssit ja todelliset ryhmét

Ennustettu ryhma
Kotivoitto Vierasvoitto Tasapeli
Kotivoitto 121 43 16
Todellinen | Vierasvoitto 19 92 18
ryhma
Tasapeli 30 27 14
Taulukko 36 MNB-menetelman arviointi testausdatalla.
FPR | TNR | Support | TPR | Precision | F-measure | AUC
Kotivoitto 0.25 |0.75 |180 0.67 |0.71 0.69 0.71
Vierasvoitto | 0.28 | 0.72 | 129 0.71 | 0.57 0.63 0.72
Tasapeli 011 (089 |71 0.20 |0.29 0.24 0.54
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Taulukko 37 CNB-luokitin: instanssit ja todelliset ryhmat.

Ennustettu ryhma
Kotivoitto Vierasvoitto Tasapeli
Kotivoitto 132 47 1
Todellinen | Vierasvoitto 25 104 0
ryhma
Tasapeli 37 33 1
Taulukko 38 CNB-luokitin: instanssit ja todelliset ryhmat.
FPR | TNR | Support | TPR | Precision | F-measure | AUC
Kotivoitto 0.31 |0.69 |180 0.73 |0.68 0.71 0.71
Vierasvoitto | 0.32 | 0.68 | 129 0.81 |0.57 0.66 0.74
Tasapeli 0.00 100 |71 0.01 |0.50 0.03 0.51
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