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Tiivistelma: Téassd tutkimuksessa késitellddn videopeleissd olevia tekodlyhahmo-
ja ja niiden simuloitua oppimista, tdhdn liittyvid toteutustapoja, késitteitd seka vi-
deopeleissa hyodynnettdvdd koneoppimista. Tyon tavoitteena on avata nditéd asioi-
ta erilaisten esimerkkien ja teorian kautta sekéd selittdd, kuinka tekodlyllistda oppi-
mista on toteutettu moderneissa videopeleissd. Tekodly ja etenkin koneoppiminen
ovat videopelitekodlyhahmoihin toteutettuna vield melko varhaisella tasolla, eikd
varsinaista koneoppimista olla yleisesti kdytetty niiden toiminnan ohjaajana. Peli-
hahmot voivat silti oppia monella eri tavalla. Videopelien kompleksisuuden kasva-
minen, teknologian kehittyminen ja jatkuva tiivis tekodlytutkimus mahdollistavat

suuren potentiaalin erilaisten uusien, immersiivisten ja realististen videopelikoke-

musten luomiseksi tulevaisuudessa.
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Abstract: In this study artificial intelligence (AI) and simulated learning of video
game characters, the different ways these concepts are implemented and the use of
machine learning are covered in the context of video games. The goal of the study is
to explain via different examples and theoretical background how learning through
Al is accomplished in the modern video games. When implemented into the non-
player-characters in games, Al and especially machine learning are still in quite an

early stage and the latter has not been generally part of the actual game character



Als. Still, video game characters can learn in various of different ways. The increase
in the video game complexity, technological advancement and continuous intense
research in the Al frontier allow great potential and possibilities for the creation of

most diverse, immersive and realistic new gaming experiences in the future.
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1 Johdanto

Tassa tutkielmassa kasitellddn tietokoneen ohjaamien ei-pelaajahahmojen (engl. non-
player character, NPC) tekodlyllistd toimintaa, oppimista ja sitd kuinka ndma peli-
hahmot saadaan tuntumaan &lykkailtd. Taméan lisdksi tarkastellaan pelihahmojen
toteutuksen taustalla piilevid algoritmeja ja koneoppimista. Huomautettakoon, ettd
tutkielman kontekstissa puhuttaessa koneoppimisesta tarkoitetaan koneoppimisal-
goritmeihin perustuvaa tekoalyllistd oppimista, kun taas simuloidulla oppimisella
tarkoitetaan jotain sellaista pelihahmojen tekodlyyn toteutettua joukkoa algoritmeja
ja erilaisia toimintamalleja, joilla voidaan toteuttaa oppimista, mutta jotka eivét poh-
jaudu koneoppimisalgoritmeihin. Tutkielman kontekstissa tekoélyllinen oppiminen

késittdad sekd koneoppimisen ettd simuloidun oppimisen.

Tutkielman aihe rajattiin videopelihahmojen tekodlyyn, koska jatkuvasti suosiotaan
kasvattavat videopelit ovat tekodlytutkimuksen kannalta monia mielenkiintoisia
haasteita sisaltdva tutkimusala (Szita|2012; |[Erdem & Halici|2016). Videopelitekodlya
ja siihen liittyvid erilaisia tekodlyllisid ratkaisuita tarkastellaan tietokoneen ohjaa-
mien pelihahmojen toiminnan, simuloidun oppimisen ja koneoppimisen kannalta
modernien videopelien kontekstissa. Moderneilla videopeleilld tarkoitetaan pelejé,
jotka pitdvat sisdllidn moninaisia erilaisia haasteita ja mekaniikkoja, joiden puit-
teissa pelaaja ja pelihahmot kykenevit tekemddn erilaisia monimutkaisia toimin-
toja ja tehtdvid sekd toimivat kanssakdymisessd toistensa ja pelimaailman kanssa.
Tutkielmassa syvennytddn tarkemmin ei-pelaaviin NPC-vihollishahmoihin ja seli-
tetddn kuinka ndmé voivat muuttaa kdyttdytymistdan ja oppia erilaisia toiminta-

malleja pelaajan tekojen ja pelityylin pohjalta.

Tutkielman tutkimusmenetelma on kirjallisuuskartoitus. Aihe soveltuu hyvin kirjal-
lisuuskartoituksena tehtdvéksi, koska videopeleissé olevasta tekodlystd 10ytyy pal-
jon tutkimusta ja informaatiota, jota on hyvéa analysoida ja koostaa koherentimmaksi
ja selkeammaiksi kokonaisuudeksi mahdollista mydhempda ja tarkempaa tutkimus-
ta varten. Tutkielman tieteelliset ldhteet on valittu tieteellisten julkaisijoiden ja jul-

kaisujen, kuten vertaisarvioitujen tutkimus- ja lehtiartikkelien seka kirjojen pohjalta.
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Tieteellisten ldhteiden tukena on kaytetty lisdksi muita ldhteitd tdydentaimdan tut-
kielmassa kasiteltdvda asiaa ja siind esiintyvid esimerkkeja. Tieteellisen ldhdemate-
riaalin hakukoneina toimivat JykDok, Julkaisufoorumi, IEEE Xplore ja Google Scho-
lar. Lahteet sijoittuvat muutamaa poikkeusta lukuun ottamatta viimeisen 15 vuoden

ajalle.

Tutkielman aihetta kisitellddn ensin selittdimalld luvussa 2 tutkielman teoriataus-
tan kannalta tarkedt kasitteet paneutuen siihen, mitd ovat tekoély ja koneoppimi-
nen, vahvistettu oppiminen ja tdhdn liittyva Q-learning -algoritmi. Luvussa 3 kési-
tellddn aihetta tarkemmin videopelikontekstissa tutkimalla ensin NPC-hahmoja ja
niiden toimintaa, josta siirrytddn pohtimaan koneoppimisen kayttod videopeleissa.
Taman jalkeen tutkielma pyrkii antamaan tekodlyvihollisten oppimisen simuloimi-
sesta kdytannonldheisen malliesimerkin kdyttimalld apunaan muutamaa konkreet-
tista videopeliesimerkkid. Luvussa 4 kootaan tutkielman tarkeimmaét kohdat ja joh-
topdatokset yhteen sekd pohditaan hieman videopelitekodlyn tulevaisuutta ja sielld
odottavia mahdollisuuksia, haasteita ja ongelmia, joita pitdisi ratkoa realistisemman

ja fiksumman videopelitekodlyn 16ytamiseksi.



2 Keskeiset kisitteet ja taustat

Tassd kappaleessa avataan tutkielman kannalta tdrkeiden késitteiden tarkoituspe-
rdd ja teoriataustaa aloittamalla kaiken pohjana toimivasta tekodlystd ja koneoppi-
misesta, jonka jdlkeen siirrytddn syvemmin vahvistettuun koneoppimisen ja sithen

liitetyn Q-learning -algoritmin toteutuksen ja toiminnan tarkasteluun.

2.1 Tekodly

Tekodlyksi (engl. artificial intelligence, AI) kutsutaan sellaista tietojenkdsittelytie-
teen osa-aluetta, joka keskittyy dlykkdiden entiteettien, kuten koneiden ja ohjelmien
tai ohjelmistojen ymmartdmiseen ja luomiseen (Russell & Norvig|2016, s. 1). Russel-
lin ja Norvigin (2016, s. 34) mukaan tekodly tutkii dlykkéitd agentteja, jotka havain-
noivat erilaisia ymparistjd ja toteuttavat niihin perustuen erilaisia toimintoja. Teko-
dlyn tarkoituksena on pyrkid matkimaan ihmisen tajuntaa, mieltd ja toimintamalleja
ja suoriutua erindisistd tehtdvistd kuten ihmisilld on tapana (Russell & Norvig 2016,
s. 2). Tekodly voidaan siis ymmartdd rationaalisesti toimivan koneen tai ohjelman

kykyna ajatella ja oppia.

Russell ja Norvig (2016} s. 1020) jakavat tekodlyn heikkoon ja vahvaan tekodlyyn,
jotka ovat tdimédn tutkielman kannalta olennaisia kisitteitd tekodlyn laajan skaalan
ymmartdmiseksi. Heikko tekoily perustuu siihen, ettd laitteet ja ohjelmat saadaan
simuloitua kadyttdytymaan dlykkdasti (Kaplan| 2016, s. 68). Tédstd esimerkkind voi-
daan kdyttdd vaikkapa erilaisia shakkitietokoneita (Russell & Norvig|2016, s. 1022).
Heikko tekodly voidaan ymmartdd myos niin kutsuttuna tiydellisen informaation
pelien tekodlynd, jotka ovat olleet ensimmadisid suuria askelia tekoélyllisessa kehi-
tyksessd (Schaeffer & Van den Herik 2002). Kaplan (2016, s. 82) ei oleta heikolla

tekodlylld olevan mink&&n asteista tietoisuutta.

Vahva tekodly puolestaan on mieleen verrattava (Kaplan|2016, s. 68) tietoinen voi-
ma, joka kykenee itsendiseen ja intentionaaliseen ajatteluun (Russell & Norvig 2016,

s. 1026). Vahvan tekodlyn ja koneen ajattelukyvyn testaamista varten on kehitetty



muutamia erilaisia malleja, joista klassisena esimerkkind toimii Alan Turingin luo-
ma, myShemmin Turingin testind tunnettu dlykastd kdayttaytymistd mittaava koe
(1950), jossa testataan pystyyko ihmistarkkailija erottamaan keskusteleeko tdma ih-
misen vai koneen kanssa. Alkuperdisen Turingin testin paille on mychemmin ra-
kennettu my0s niin kutsuttu Winogradin skeema (Levesque 2011). Turingin testi
on saanut kuitenkin paljon rankkaa kritiikkid muun muassa filosofi John Searlelta,
joka pitdd koetta samaan aikaan liian 16yhéna ja rajoittavana perustana tietokoneen
dlykkaille kdyttaytymiselle niin kutsutussa kiinalaisen huoneen argumentissaan
(1980). Ihmisélya jéljittelevad tietoisuuden omaavaa ja dlykésta tekodlya ei vield ole

missddn muodossa kehitetty (Yampolskiy & Fox|2013).

2.2 Koneoppiminen

Koneoppiminen (engl. machine learning, ML) on tdrked tekodlyn haara, jota hyo-
dyntdva ohjelma tai ohjelmisto pystyy Kapitanovan ym. (2012) ja Mohammedin
(2017) mukaan kokoelmalla erilaisia algoritmeja oppimaan itsendisesti mukautu-
malla muutoksiin ja padtymddan haluttuun lopputulokseen luodun opetteludatan
pohjalta, jossa tiedetddn syote eli alkutila ja haluttu lopputulos. Siten tatd dataa kayt-
tamalld luodaan algoritmi, joka pddtyy samaan lopputulokseen kaikilla samankal-
taisilla syotteilld (Kapitanova & Sang [2012). Alpaydin (2016, s. 24-25, 35-42) maa-
rittelee koneoppimisen tietokoneiden kykyna optimoida suoriutumistaan kdyttden
apuna esimerkkidataa tai aikaisempaa kokemusta. Koneoppiminen ilman erillista
valvontaa vaatii siis ohjelmalta kyvyn tunnistaa erilaisia kaavoja sille syotetyssa da-

tassa, josta se tekee omat johtopddtoksensa.

Yannakis ja Togelius (2018, s. 30), sekd Neittaanméki ym. (2018)) jakavat koneoppi-
misen kolmeen kategoriaan, joiden pohjalta tdhan liittyvid metodeja yleensa kasi-
tellddn: erilaisten syote-tavoite-parien kanssa taysin luokitellun aineiston, kuten ku-
vien avulla tapahtuva ohjattu oppiminen eli supervised learning (Sebastiani 2002),
positiiviseen ja negatiiviseen palautteeseen pohjautuva vahvistettu oppiminen rein-
forcement learning sekd ohjaamaton oppiminen eli unsupervised learning, joka ta-

pahtuu ihmisen ajattelun kaltaisesti erilaisten representaatioiden sisdisten rakennel-



mien pohjalta ilman valmiiksi luokiteltua opetusaineistoa tunnistamalla opettami-
seen kaytettdvastd datasta riippuvuuksia, suhteita ja eri syotteiden vilille aiheutu-
via samankaltaisuuksia (Alpaydin 2016; Neittaanmaki ym. 2018). Luokat etsitddn
ohjaamattomassa oppimisessa datasta luonnollisten ryhmien ja klusterien perus-

teella (Jain ym.2000).

2.3 Vahvistettu oppiminen

Vahvistetun oppimisen toiminta perustuu Yannakisin ja Togeliuksen (2018, s. 71)
sekd Ducin (2008) mukaan palkitsemiseen behavioristisen palkkio-toru-analogian
mukaisesti. Vahvistetussa oppimisessa opetettava kohde eli agentti ldhtee suoritta-
maan prosessia ilman minkdanlaisia lahtotietoja tai padmaéréa ja saa ndiden sijaan
toiminnoistaan palautetta toimintaympaéristossdan joko palkitsemisena hyvin ja ta-
voitteiden mukaan tai nuhteina virheiden sattuessa (Russell & Norvig 2016, s. 830-
831). Molemmissa tapauksissa oppiminen vahvistuu palkkioiden osoittamaan suun-
taan ja ohjaa erilaisten paatosten tekemisessa (Yannakakis & Togelius|2018) s. 71-72).
Klassisen ohjatun koneoppimisen tapaan malliesimerkit ja luokiteltu aineisto eivit
yleensd ole saatavilla, vaan oppiminen tapahtuu yrittimisen, palautteen ja koke-

muksen kautta (Sutton & Barto|2018, s. 2).

Oppimisessa kdytetddn pohjana niin kutsuttua Markovin paiatoksentekoprosessia
(Markov Decision Process, MDP), jonka mukaisesti pyritddn suorittamaan toimin-
toja ja etsimédén sellainen optimaalinen toimintatapa 7, jonka valinnat maksimoivat
halutut pitkédn aikavalin tavoitteet (Yannakakis & Togelius 2018, s. 72). Optimaali-
sessa lopputuloksessa jatkuva erilaisten tilanteiden toisto ja ndistd saatava palaute
opettaa agentin toimimaan ympadristossddn tavoitteiden mukaisesti ja halutunlai-

sesti mahdollisimman tehokkaasti.

Yannakis ja Togelius (2018, s. 74) jakavat vahvistetun oppimisen kolmeen eri algorit-
mikategoriaan. Dynaamiseen ohjelmointiin (engl. dynamic programming) perus-
tuvat algoritmit, jotka edellyttavit erilaista lahtdinformaatiota toimintaympéristos-

td ja jossa optimaalinen menettelytavan laskeminen kdyttdd apunaan niin kutsuttua



"boostrappingia” eli suoritetuista toiminnoista saatavaa jatkuvaa palautetta, jonka
pohjalta voidaan rekursiivisesti arvioida, pdatelld ja pdivittdd halutun optimaalisen
lopputuloksen suuntaa niin, ettd kaikki aiempi palaute vaikuttaa tuleviin toimin-
toihin. Dynaamista ohjelmointia vastoin seuraavat kaksi algoritmia voidaan kum-
matkin toteuttaa ilman minkdanlaisia lahtdarvoja tai tietoa toimintaympaéristosta ja
tavoitteista: Monte Carlo -algoritmit, joissa tehtdvaa suorittava agentti saa palkkion
vasta suorittaessaan halutun tavoitteen onnistuneesti kdyttaméttd apunaan boot-
strappingia, sekd TP- eli Temporal-Difference -algoritmit, jotka puolestaan kayt-

tavét apunaan bootstrappingia.

24 Q-oppiminen

Yannakisin ja Togeliuksen (2018, s. 74) mukaan Q-oppiminen eli Q-learning on suo-
situin ja laajimmin videopelitekodlytutkimuksessa kdytetty vahvistetun oppimisen
piiriin kuuluva TP-metodi. Algoritmi saa nimensd Kuvio 1:n (Comi2018) yht&lossa
olevasta niin kutsutusta Q-funktiosta ja siind olevista Q-arvoista Q(s, a), jotka tar-
koittavat tietyn toiminnon qualitya eli laatua tietyssa tilassa s (Watkins|(1992). Jos
opetettava agentti on esimerkiksi ajassa t tilassa s, suorittaa tdassd toiminnallisuuden
a ja saa tdstd negatiivista palautetta, mutta suorittaessaan samassa tilassa toimin-
nallisuuden b palaute onkin positiivista, voidaan Q-funktion arvon olettaa olevan

korkeampi ja ndin toivotumpi toiminnallisuudella b.

Maksimaalinen ennustettu palkkio uudella

tilalla ja kaikilla mahdollisilla toiminnoilla
7\

NewQ(s,a) = Q(s,a) + o [R(s,a)+ v maxQ'(s',a") —Q(s,a)]
N - ~ —— ——
Uusi Q-arvo Nykyinen Q-arvo Palkkio
Oppimistahti
Véhennyskerroin

Kuvio 1: Bellmanin yhtdldon pohjautuva Q-funktio, jonka pohjalta Q-learning -algoritmin

arvot paivitetddn (Comi|2018).



Watkins (1992) maéérittelee Q-funktion arvioinnin ja vilittdéméan palautteen pohjal-
ta tapahtuvan jatkuvan arvojen péivittdimisen pohjautuvan niin kutsuttuun Bell-
manin yhtdloon, joka esittdd tiettyyn tilaan kuuluvan maksimipalkkion vaatiman
parhaan ldhestymistavan 16ytyvan valittoméan palkkion R(s, a) ja mahdollisen tule-
vaisuuden palkkion maxQ’(s’, a’) summana. Funktion siséltd 16ytyva a eli oppimis-
parametri merkkaa niin kutsuttua oppimistahtia (engl. learning rate), jolla méaérite-
tddn sen alueen laajuus jolta uusi Q:lle annettava arvio voi syrjayttdd vanhan arvion
(Watkins|[1992). y eli vihennyskerroin (engl. discount factor) punnitsee jo saatujen
palkkioiden ja tulevien palkkioiden tarkeyden; mitd lahempéana vihennyskertoimen
arvo on numeroa 1, sitd suurempi painoarvo annetaan tuleville vahvistuksille (Wat-

kins|[1992).

Algoritmi kayttdad hyvidkseen bootstrappingia yllapitdmalla arvioita siitd, kuinka
hyvé kulloinen tila-toiminto-pari Q(s, a) eli ndiden Q sen mielestd on verrattuna
kuinka hyvidna se pitdd seuraavaa tilaa Q(s’, a’) (Yannakakis & Togelius|2018) s. 75).
Lisédksi algoritmilla on Yannakisin ja Togeliuksen (2018, s. 75) mukaan kdytossdan
yksiaskelinen tdysivarmuuskopio (engl. one-step-depth, full-breadth backup), jonka
avulla Q voidaan arvioida ottamalla huomioon kaikki sen arvot kaikista mahdolli-
sista toiminnoista a’ uudessa tilassa s’. Optimaalinen menettelytapa voidaan lopulta
laskea funktion avulla saatujen Q-arvojen perusteella, kun opetettava agentti tilas-
sa s valitsee toiminnon a jolla on korkein Q(s, a)-arvo (Yannakakis & Togelius 2018,
s. 75).

Tiivistden optimaalisten arvojen 16ytaminen vaatii siis bootstrappingia; jatkuvaa ite-
rointia, "itsensd kehittdmistd" ja erilaisten skenaarioiden kokeilemista, jotka kerta
kerralta muuttavat Q-funktion arvoa lahemmas optimaalia suoritusmallia ja maksi-
moivat varsinaista palkintosignaalia pitkdn aikavélin tavoitteiden saavuttamiselle.
Algoritmin suorittaminen lopetetaan yleensd, kun jokin tietty méaéara iteraatioita on
suoritettu tai haluttu konvergenssin laatu — eli tavoitteiden mukainen suoritus — on

saavutettu (Yannakakis & Togelius|2018| s. 75).

Q-learning -algoritmilla on rajoitteita, joista suurimmaksi ongelmaksi nousee laa-

joissa tila-toiminto-avaruuksissa tapahtuva monimutkaista laskentaa vaativa hyvin
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korkea resurssitarve (Yannakakis & Togelius| 2018; Chen, C. 2011). Tila-toiminto-
taulukon eli Q-taulukon koon kasvaessa laskennalliset tarpeet allokoitavalle muis-
tille ja sieltd haettavalle informaatiolle kasvavat taulukon koosta riippuen hyvinkin
suuriksi. Tdaman lisdksi resurssitarpeesta riippumatta saattaa aiheutua hyvin pitkaa
konvergenssia — eli odotusaikaa halutun ratkaisun ja optimaalisen suoritusmallin
sekd etenemispolun loytdmiselle — aikavaativuuden ollessa eksponentiaalinen tila-
toiminto-avaruuden kokoon. Rajoitteiden selvittdiminen vaatii siis jonkinlaisen kei-
non pienentdd kyseessd olevan tila-toiminto-avaruuden kokoa vaarantamatta opti-
maalisen lopputuloksen kannalta tdrkeiden tila-toiminto-parien sivuuttamista. Pa-
rempaa suoritusaikaa on pyritty saavuttamaan kayttaimalla Q-funktion arvojen ar-
vioimiseen suoraan neuroverkkoja sivuuttamalla Q-taulukon asettamat rajoitukset
ja antamalla tdiman sijaan tiivistetyt representaatiot itse agentille. (Yannakakis & To-

gelius 2018, s. 75-76)



3 Tekodly videopeleissa

Tutkielmassa on tdhdn mennessd késitelty sen aiheen kannalta tarkeitd kéasitteitd
ja taustaa teoreettisemmin, mutta tdssd kappaleessa syvennytddn tekodlyn tarkas-
teluun tarkemmin videopelien ja videopelihahmojen kontekstissa. Ensin syvenny-
tadan NPC-tekodlyhahmojen tarkasteluun ja siihen kuinka ne yleensd videopeleissa
toimivat. Tamén jalkeen painopiste siirretddn koneoppimisen kayttoon videopeleis-
sd ja lopuksi tarkastellaan erindisin malliesimerkein videopelitekodlyissa esiintyvaa

oppimisen simulointia.

3.1 NPC-hahmot

Non-player character tai non-playable character (NPC), eli ei-pelaajahahmo on Yan-
nakisin ja Togeliuksen (2018, s. 92) mukaan videopeleissi erilaisia rooleja saava sel-
lainen ei-ihmispelaajan kédsissd oleva hahmo, jota tietokoneen ohjelmakoodi ohjaa.
Tietokoneohjattujen hahmojen tekoaly videopeleissd perustuu erilaisten sddntdjen ja
ehtolauseiden pohjalta toteutettaviin paatoksentekoprosesseihin (Ponsen 2004), jot-
ka on luotu erilaisten ympdristdjen ja pelaajan kdyttadytymisen ymparille (Ganguly
ym.||2018). Parhaimmillaan prosessit koostuvat moninaisista erilaisista systeemeis-
td ja algoritmeista, joita yhdistellddn hienovaraisesti monipuolisen ja immersiivisen
pelikokemuksen luomiseksi, kuten Alien NPC:n tekodlya pelissd Alien Isolation kéa-

sitteleva alaluku 3.3.1 pyrkii osoittamaan.

Pelihahmot omaavat aina jonkin asteisen tekodlyn, mutta tima vaihtelee pelikoh-
taisesti ja yksinkertaisimmillaan hahmon tekoély voidaan ndhdéa pelkkdan navigoi-
miseen keskittyvand reitinhakudlyna (engl. path finder) kuten A* -algoritmi, joka
keskittyy etsimddn pelikartalta jarkevan reitin paikasta A paikkaan B (Yannakakis
& Togelius|2018) s. 41, 110). Tallaisia tekodlyn ohjastamia rajatuissa ympaéristdissa
toimivia ohjelmia, jotka osaavat itse pddttdd mitd niiden on tehtdva saavuttaakseen
niille annetut tavoitteet, voidaan kutsua myos agenteiksi (Kellomaki 2012). Russell

ja Norvig (2016, s. 46) mddrittelevit agenttien koostuvan yleensa neljasta eri osasta:



syoOtteenluvusta eli sensoreista, toimintoja suorittavasta jarjestelmaésta eli aktuaatto-

reista, tietovarastosta eli muistista seka tiedon késittelyjdrjestelméasta.

Agentit saavat syotteensd pelimaailmasta ja suorittavat ndiden mukaisesti siella eri-
laisia toimintoja. Agenttien tekemét toiminnot on rakennettu yleensd niin kutsut-
tujen Ad-Hoc Behavior Authoring-ryhmédan kuuluvien perinteisten algoritmien,
kuten tilasta tilaan johtavien ddrellisten automaattien (engl. finite state machine),
pddtos- (engl. decision tree) ja kdytospuiden (engl. behavior tree) sekd tavoitteeseen
suuntaavan tehtivian suunnittelijan (engl. goal oriented action planning, GOAP)
avulla (Simpson! 2014; Owens 2014). Kdytannon kohteina mainittakoon historialli-
sen merkittavyytensd vuoksi Bungien Halo 2 (2004), joka kdytdnnossa popularisoi
videopeleihin kdytospuut seka Sierra Entertaimentin FPS-kauhupeli EE.A.R. (2005),
johon GOAP-algoritmi alun perin suunniteltiin (Yannakakis & Togelius/2018, s. 11-
12).

Vihollistekodlypelihahmojen suunnittelussa tarkeind elementteind on muun muas-
sa niiden uskottavuus, toimintavarmuus ja peli-intoa yllad pitdva optimaalinen vas-
tus (Sweetser & Wyeth|2005). Pelistd riippuen tekodlyvastusten pitdd pystyd rea-
goimaan pelaajan tekoihin ja toimimaan vuorovaikutuksessa maailman ja pelaajan
kanssa erilaisin tavoin (Yannakakis & Togelius|2018, s. 92-97). Vihollistekodlyhah-
mojen on hyva pitdd pelaaja ajan tasalla tavoitteistaan vaikkapa ilmoittamalla ta-
ménhetkisestd tilastaan tai toimimalla tahallisesti hieman vastuuttomasti esimer-
kiksi ampumalla aina hetken aikaa ohitse, kun pelaaja nousee ja tdhtdad néitd suojas-
ta. Vihollistekodlyhahmojen osumatarkkuus ldhtee kuitenkin valittdémaésti nousuun

pelaajan pysyesséd pois suojasta. (Russell 2010)

Videopelitekodly voi olla fiksu ja haastava, mutta sen pitdd aina antaa pelaajan pys-
tyd olemaan fiksumpi (Lidén/ 2003). Pelien tekodly eroaa teknistieteellisistd tekoa-
lyn kdyttokohteista pyrkimaélld optimaalisen ratkaisun ja toiminnan 16ytamisen si-
jaan luomaan halutunlaisen illuusion jostakin todellisen maailman osasta olemalla
uskottava, muttei turhauttava ja siis peli-intoa ja iloa ylldpitava (Kellomaki 2012).
Lidén (2003) lisdé teknistieteellisen tekodlyn kédyttokohteisiin liittyen, ettd videope-

lien ensisijaisena tavoitteena on olla akateemisten ja teollisten sovellusten rinnalla
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mahdollisimman viihdyttavid teknisen toteutuksen sijaan.

Esimerkiksi Uncharted 4:n (Naughty Dog 2016) suunnittelijana toiminut Matthew
Gallent totesi GamesIndustry.biz:lle antamassaan haastattelussa peli-ilon syntyvén
liian realististen NPC-hahmojen ja kovan haasteen sijaan mielenkiintoisesta pelat-
tavuudesta: “"We had to take a step back and say that the goal of these (patrolling guards)
NPCs searching for the player isn't to find the player. It’s to present interesting gameplay”
(Sinclair2016).

3.2 Koneoppiminen videopeleissa

Michen (2015) ja Emighin (2016) mukaan koneoppimista on yritetty kdyttdd video-
pelitekodlyissd jonkin verran, mutta toistaiseksi melko huonolla menestykselld. Syy
koneoppimisen véhdiselle kaytolle videopelitekodlyissad johtuu pddosin siitd, ettd
esimerkiksi vahvistetun oppimisen kaltaisen virheistd oppimisen toteuttaminen vi-
deopeliin vaatii valtavasti muistia, laskentatehoa ja kehitysresursseja, joka ei aina
valttdmattd edes johtaisi halutunlaiseen lopputulokseen (Stephenson|2018; Miche
2015). Peleissd kaiken pitdd myds toimia varmasti ja hallitusti juuri sen mukaises-
ti, kun ne on tarkoitettu toimimaan (Yannakakis & Togelius 2018, s. 171). Algorit-
mit eivét voi siis ldhted liikaa omille teilleen tai muutoin peli rikkoontuu ja peliko-
kemus luonnollisesti karsii. Tdstd syystd ohjelmoijat eivét ole pddasiallisesti olleet
kovin luottavaisia koneoppimisen kaltaisiin epddeterministisiin tekniikoihin, eika
mullistavan tekodlyn kehittdmiselle jd4 aikaa painopisteen ollessa viela tdlld hetkel-
14 graafisella ndyttavyydelld paremman tekodlyn sijaan (Mac Namee|2004). Yanna-
kis (2012)) perustelee tekodlyn hidasta kehitystd videopeleissa silld, ettei akateemi-
sella tutkimuksella ole toistaiseksi ollut tarjota merkittdvéasti parempia ja peleihin

sopivasti skaalautuvia tekodlyllisid ratkaisuita.

Ponsen (2004) perustelee koneoppimisen vahdistd kdyttod videopeleissd kertomalla
kuinka pelifirmat pyrkivit varovaisuuteen koneoppimisen kanssa sen ollessa ras-
kasta jdrjestelmalle, se voi oppia véddrin ja sen muokkaaminen saamaan oikeanlai-

nen tulos on vaikeaa. Ponsen (2004) kirjoittaa my06s koneoppimisen mahdollistavan
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paremman ja dlykkdammaén tekodlyn, joka pelien kehityksen kannalta olisi tarpeen.
Lisdksi useissa moderneissa videopeleissa NPC-hahmojen halutaan lopulta olevan
tarpeeksi ennalta-arvattavia ja kontrolloitavia pelimédisyyden sdilymiseksi (Stephen-

son 2018; Miche|2015} Yannakakis & Togelius|2018).

Vaikka koneoppimista ei edelld mainittujen seikkojen takia ole kovin paljoa video-
pelitekodlyissd kaytetty, 16ytyy tdhdn poikkeuksia. Yhtend esimerkkind mainitta-
koon juuri vahvistettua oppimista sisuksissaan kdyttava Lion Head Studiosin Black
& White (2001), jossa metodia kédytetddn pelihahmojen opettamiseen (Yannakakis
& Togelius 2018, s. 12). Pelissd pelaaja on jumala, joka ohjaa kyldn asukkeja ja val-
tavaa olentoa. Ohjattavan olennon tekodly koostuu niin sanotusta uskomus-toive-
aikomus -padtoksentekomallista (engl. belief-desire-intention decision model), jon-
ka toteuttamiseen on kéytetty pddtospuita ja yksinkertaisia perseptroneja (Yanna-
kakis & Togelius|2018, s. 12). Perseptronit ovat kidytdnnossé biologisia neuroneja jil-
jittelevia yksinkertaisia malleja, joita kdytetdan neuroverkkojen (engl. artificial neu-
ral network, ANN) rakentamiseen (Millington & Funge|2009, s. 646-648). Black and
White -pelissé olentojen toiveet tiettyjd tavoitteita kohtaan on mallinnettu juuri néi-
den yksinkertaisten perseptronien kautta (Yannakakis & Togelius|2018, s. 12). Olento
muodostaa jokaista halua kohden uskomuksen, johon se on muodostanut voimak-
kaimman mielipiteen jotka siis ovat esitetty padtdospuissa. Vahvistetun oppimisen
kautta olennon paatoksenteko muuttuu sen mukaan, miten pelaaja sitd palkitsee ja
toruu ja se oppii toimimaan erilaisin tavoin (Evans|2002). Black & Whiten tekoaly-
jarjestelmd on edelleen yksi monimutkaisimmista videopelitekodlyistd (Millington

& Funge 2009, s. 8).

Vahvistetun oppimisen kautta tapahtuvaa pelihahmon toimintaa ja oppimista voi-
daan lisdksi tarkastella Q-learning -algoritmin avulla Kuviossa 2 (Comi 2018) ole-
van, tila-toiminto-avaruutta havainnollistavan Q-arvotaulukon pohjalta. Esimerk-
kitaulukossa jonkin tekodlyagentin eli tietokoneohjatun pelihahmon jokaista mah-
dollista tilaa (engl. state) kohtaan on maéaéaratty nelja erilaista toimintoa — kuviossa
Right, Left, Up ja Down — joista Q-learning -algoritmin mukaisesti paras lahesty-

mistapa eli korkeimpaan maksimaaliseen lopputulokseen ja palkkioon johtava toi-
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minto on pdivitetty vihreind indikoituihin laatikoihin. (Comi 2018) Pelihahmo on
esimerkiksi liikkunut tilassa 2 oikealle, joka on halutun lopputuleman, kuten peli-
hahmon nopean etenemisen kannalta ollut selvasti parempi ratkaisu kuin samassa

tilassa vasemmalle, yl6s tai alas liikkuminen.

State Right Left Up Down
1 0 0.31 0.12 0.87
2 0.98 -012 0.01 0.14
3 1 0.10 012 0.31
4 0.19 0.14 0.87 -012

Kuvio 2: Q-arvotaulukko, joka paivittdd Q-funktion avulla tilakohtaisesti parhaan ldhes-

tymistavan eri toiminnallisuuksille (Comi 2018).

Sen liséksi, ettd koneoppimista on kiytetty osana pelitekodlyd, on neuroverkkoja ja
vahvistettua oppimista yhdistelevdd niin kutsuttua syvada vahvistettua oppimista
(engl. deep reinforcement learning, DRL) kdytetty useissa peleissa jalkikadteen opet-
telemaan niiden pelaamista (Mnih/ 2015). Algoritmi oppi esimerkiksi pelaamaan
suosittua Snake-pelid sujuvasti 150 pelikerran, eli noin viiden minuutin pelaami-
sen jdlkeen, vaikka se ei alussa osannut eikd tuntenut pelin sddntoja (Comi|2018).
Merkittdvana ja tulevaisuuden kannalta mielenkiintoisena tapauksena syvan vah-
vistetun oppimisen kdytostd videopeleissa on OpenAl:n (2019) viittd neuroverkkoa
yhdistelevd OpenAl Five-tekodly, joka pelaa pdivittdin 180 vuoden edestd itseddn
vastaan elektronisen urheilun (engl. esports) rintamalla hyvin suosittua ja komplek-
sia Dota 2 -pelid (Valve Corporation 2013) kehittyen siind jatkuvasti paremmaksi ja

tehokkaammaksi (OpenAlI2019).

Huhtikuussa 2019 OpenAl Five oli onnistunut kehittymédan pelissd sille tasolle et-

ta se voitti vuoden 2018 The International Dota 2 -suurturnauksen voittaneen OG-
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mestaruusjoukkueen naytosottelussa 2-0 muutamin peliin tehtyjen rajoitusten avul-
la, esimerkiksi kaikki pelin sankarihahmot ja kyvyt eivét olleet kdytossa (OpenAl
2019). Tekodly oli tdhdan mennessd pelannut pelid itseddn vastaan noin 45 000 vuo-
den edestd ja saavutusta voidaan rajoituksistaan huolimatta pitda tarkedna edisty-
saskeleena OpenAl:n tavoittelemaa ja ihmiskuntaa hyodyntavaa autonomista yleis-

td tekodlya (engl. artificial general intelligence, AGI) kohtaan (OpenAl|2019).

3.3 Oppimisen simulointi pelitekodlyissd kaytanndssa

Téssd kappaleessa tarkastellaan alaluvussa 3.3.1 kdytannonldheisesti tairkeimpia ele-
menttejd, jotka muodostavat Alien-pelihahmon tekoédlyn ja simuloidun oppimisen
videopeliin Alien: Isolation (The Creative Assembly 2014), joka my®s inspiroi ta-
maén tutkielman aiheen valinnassa. Lahteend alaluvussa toimii pelin johtavana te-
kodlyohjelmoijana toimineen Andy Brayn konferenssiesitelma It’s in the Vents: The
Al of Alien Isolation (2016) ja Al and Games -kanavan tdméan pohjalta tekema tii-
vistelma The Perfect Organism—The Al of Alien: Isolation (2017). Huomautettakoon,
ettd tavoitteena oli alun perin tutkia jotakin Alien-pelihahmon tekoalyjarjestelman
tietyistd osa-alueista tarkemmin, mutta vahdisen virallisen ja yksityiskohtaisen tie-
don vuoksi jairkevimmadksi ratkaisuksi osoittautui tarkastella kaikkia pelihahmon
tekodlyn tarkeimpid padkohtia korkeammalla tasolla sen tekodlyjdrjestelman koko-
naiskuvan saamiseksi. Alaluvussa 3.3.2 esitellddn lisdksi muutama muu konkreet-
tinen NPC-hahmojen oppimisen simuloinnin kannalta olennainen ja mielenkiintoi-

nen esimerkkiteos.

3.3.1 Alien: Isolation

Alien-pelihahmon tekoély Alien: Isolationissa on lyhyesti ja yksinkertaisesti kokoel-
ma erilaisia padtoksentekojarjestelmia (engl. decision making system), joiden avul-
la Alien pyrkii 16ytdméaéan tiensd aina oikeaan aikaan ja paikkaan rikkomatta tarinan
rytmitystd ja sen kulkua. Pelissd Alienia ei voi tappaa, vaan sitd voi satuttaa ja sen
voi pelottaa pois, mutta Alienin saadessa pelaajan kiinni tappaa se taman valitto-

masti, jonka ympdrille tietyt osat mekaniikasta on rakennettu.
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Ensimmadisend Alienin tekodlyn (engl. Alien AlI) kannalta tarkednd jarjestelméana pe-
lid ohjaa niin kutsuttu kaksitasojdrjestelma (engl. two tier system), jossa on kaksi

pddasiallista Alienin kdyttaytymistd ja pelimaailman tapahtumia ohjaavaa tekijda:

e Macro Al eli niin kutsuttu AI Director on kaikkitietdva sdatelijd tai ohjaaja, jo-
ka hallitsee tilanteita ja Alienin uhkatasoa (engl. menace gauge). Ohjaaja mit-
taa esimerkiksi etdisyyttd pelaajaan, aikaa jonka Alien viettdd pelaajan ldhis-
tolld, aikaa jonka pelaaja viettdd Alienin ndkokentdssa sekd aikaa, jonka Alien
on ndkyvilld pelissd olevassa liikkeentunnistinsensorissa ja tarpeeksi lahelld
hyokkddamaan. Alienin uhkatason kaltaista stressimittaria on kédytetty myos
Valven Left For Dead -pelisarjassa (Booth/2009). Lisdksi ohjaaja pitdd jatkuvaa
laskua sekd pelaajan, ettd Alienin timéanhetkisestd statuksesta.

e Micro Al onreaktiivinen ja "aistiensa" varassa toimiva varsinainen Alien-tekodly.
Tekodly saa ohjeita Macro Al:lta ja reagoi sekd pelaajan tekemiin toimenpitei-
siin ettd Al Directorin kaskyihin, jotka yhdessd auttavat Alienia pelaajan etsi-

misessd ja hahmon navigoimisessa.

Toisena tekodlyjdrjestelmdnd Alienin Micro Al:sta 10ytyy tydjarjestelmaksi (engl.
job system) nimetty kokonaisuus, joka sanelee Alienille muun muassa mita tehtavia
ja misséd sijainnissa ndma tehtdviat suoritetaan sekd jokaisen tehtdvian tarkeysjdrjes-
tyksen. Saman kaltaista jarjestelméa on aikaisemmin kdytetty muun muassa Bios-
hock Infinitessa (Irrational Games 2013) ja siitd 10ytyvassa Elizabeth-pelihahmossa
(Robertson|2014). Tyojarjestelma mahdollistaa Alienin tekoalylle kaksi mahdollista

tilaa:

e Aktiivinen-tila ("Front Stage"), jossa Alien tutkii pelaajan tdm&nhetkisté olina-
luetta tai tapahtumaa, jossa se esimerkiksi kuulee jonkin pelaajan aiheuttaman
danen.

e Passiivinen-tila ("Back Stage"), joka tulee voimaan kun uhkataso nousee tar-
peeksi korkeaksi, jolloin Alien palaa esimerkiksi takaisin ilmastointiaukkoi-
hin. Sielld Alien saattaa edetd esimerkiksi huoneeseen, jonne olettaa pelaajan

siirtyvan seuraavaksi.
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Kolmantena kokonaisuutena Alienin varsinainen kdyttdaytyminen perustuu erilai-
siin kdytdspuihin (engl. behavior tree). Yleiselld tasolla kdytospuut on haarautet-
tu jakautuviin hierarkkisiin haaroihin, jotka eri tavoin ohjailevat tekodlyn kayttay-
tymistd ja paatoksentekoa. Jokainen puun haara paattyy aina lehtisolmuun, jois-
sa kaikki varsinaiset tekodlyd ohjaavat komennot ja tapahtumat sijaitsevat. Kun
uusi tapahtuma aktivoituu, ldhtee tekoaly laskemaan kaytospuun juuresta ylospdin
kohti sopivinta lehtisolmua kyseisen tilanteen ratkaisemiseksi (Kuvio 3) (Simpson
2014). Itse pelissd ndissd kdytospuissa on yli 100 solmua, joista 30 korkean tason
(engl. top decision layer) solmua on vastuussa siitd millaista kdytostd Alien suorit-
taa. Nama korkean tason solmut toimivat suurissa puun alitasoissa, jotka ovat puo-
lestaan vastuussa tiettyihin tehtdviin liittyvista erityisistd ali-kdytosmalleista. Toisin
sanoen alipuut (engl. sub trees) ja niissa sijaitsevat lehtisolmut on maaritty eri teh-

taviin kuten hyokkdamiseen, etsimiseen ja niin edelleen.

Sequence Sequence

‘ Wallc to Doar ‘ Selector ‘ \Wallk through Door| ‘ Close Door Walk to Window ‘ Selector ‘ ‘Climb thru Windom{ ‘ Close Window ‘
‘ Open Door ‘ ‘ Sequence ‘ ‘ Smash Door ‘ Open Window ‘ ‘ Sequence ‘ ‘ Smash Window
‘ Unlock Door ‘ Open Door ‘ Unlock Window ‘ Open Window ‘

Kuvio 3: Esimerkki kdytdspuun toiminnasta (Simpson|2014).

Tietyt osat kdytospuusta ovat pelin alussa lukossa, mutta aukenevat pelin edetessa
tiettyjen ehtojen tdyttyessd. Tama luo vaikutelman siitd, ettd Alien omaksuu uusia
kaytosmalleja ja oppii kokemuksesta sopeutumaan pelityyliisi, jolloin pelaaja py-
ritddn pitdmadn jatkuvasti jannityksessd. Mikdan néistd ehdoista ei vaadi sellaisia
tapahtumia jotka johtaisivat pelaajan kuolemaan, koska talloin tekodly saattaisi ke-
hittdd epédreilun etulyontiaseman. Taman sijaan kaikki ehdot on piilotettu pelaajan
itsensd pelityyliin ja toistuviin toimintamalleihin liitdinndisesti. Tastd syystd Alienin

"oppimistahti" voi vaihdella pelaajasta riippuen. Vaikka tiettyjen alipuiden kaytos-
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mallit ja ehdot eivét olisi tayttyneet pelaajan toimintojen ansiosta, niin tietyt kdytos-
puun osat aktivoituvat kaikesta huolimatta pelaajan edetessd tarpeeksi pitkalle eri-
tyisiin tallennuspisteisiin. Ndin Alien pysyy dynaamisesti pelaajan vauhdissa kun

pelaaja oppii pelaamaan pelid paremmin.

Neljantend ja samalla viimeisend tdrkednd Alienin tekodlyjdrjestelmdnd ovat sen te-
kodlyyn piilotettu kokoelma erilaisia reitinhaku-kayttoisid sensoreita, joilla Alien
voi tarpeeksi ldhelld pelaajaa ollessaan havaita erilaisia 4dnid aina pelaajan askelis-
ta aseen ampumadiniin ja pelaajan hallussa olevan liiketunnistinlaitteen piippauk-

seen. Jokaisen sensorin kantama riippuu aina tapahtuvan danen tyypista.
Reitinhaku-sijaintityypit ovat:

e Search-tila, eli sub-optimaalinen jokaisen navigointipisteen tarkastelutila, jos-
sa Alien liikkuu tiettyd paikkaa kohti ja etsii kaikki méaaratyt sijainnit. Tar-
kastelu voi tapahtua missd tahansa satunnaisessa ja ennalta-arvaamattomassa
jarjestyksessd, joka johtaa joskus dynaamisesti tilanteisiin, joissa Alien palaa
esimerkiksi takaisin paikkoihin, joita se on juuri hetki sitten tutkinut. Tarkas-
telun etenemiseen vaikuttavat myos erilaiset tilanteet, kuten jos Alien kuulee
vaikkapa jonkin ddnen tai huomaa pelaajan.

e Spot-tila, eli huomaamistila, jossa Alien pysédhtyy paikoilleen ja katsoo sinne

suuntaan missad jokin huomiota heréttanyt tapahtuma tapahtuu.

Alienille on lisdksi mddritelty muutamia sellaisia alueita, jonne se ei pysty mene-
maédn jottei pelissd synny liian epéreiluja ja turhauttavia tilanteita. Alien ei "teleport-
taa" eikd ole "kaikkitietdva" kdytannossd koskaan. Poikkeus tdhédn tapahtuu kahdes-
ti pelin 12-18 tuntisen kampanjan aikana tilanteissa, joissa Alien siirretddn suoraan
toiselle alueelle juonellisista syistd tapahtuviin vdlianimaatioihin. Kaiken tédssd ala-
luvussa késitellyn ohella pelissd on lukuisia muita pienempid sen toimintaa ohjaavia
mekaniikkoja ja jarjestelmid, mutta pelin tarkeimmén elementin ja entiteetin, Alie-
nin toiminta rakentuu pohjimmiltaan tdssd alaluvussa késiteltyjen jarjestelmien ja

metodien varaan.
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3.3.2 Muita kdytinnon esimerkkeja

Alien: Isolation ja aiemmin mainitut teokset eivit ole ainoita oppimista simuloinei-
ta videopelejd, joissa videopelitekodly opettelee toimimaan tietyilld tavoin sen mu-
kaan kuinka pelaaja niitd pelaa, vaan joukosta 16ytyy useita muita esimerkkejd, jois-

ta tasséd alaluvussa esitelladn muutama.

Esimerkiksi Forza Motorsport -pelisarjassa (Turn 10 Studios 2005-) on niin kutsuttu
Drivatar Al joka kerdd dataa pelaajan ja muiden pelaajien pelaamisesta ja pelityy-
listd sekd muovaa ndiden perusteella uniikin tietokoneohjatun ajajan, jota vastaan
pelaaja voi kilpailla tai jonka pelaaja voi vaihtoehtoisesti asettaa kilpailemaan mui-
ta pelaajia vastaan (Gandolfi2017). Silent Hill: Shattered Memories (Climax Studios
2009) puolestaan kerdi ja tallentaa pelaajan lukuisien valintojen ja pelaamisen pe-
rusteella erilaista informaatiota rakentaakseen télle lopussa uniikin psykologisen

profiilin (Guardiola & Natkin/2015).

Toisenlaisena esimerkkind manuaalisen vaikeusasteen valinnan sijaan videopelien
haasteen sditelyssd kdytetddn toisinaan dynaamiseksi vaikeusasteen sditelyksi (engl.
dynamic difficulty adjustment, DDA) kutsuttua metodia, joka muuttaa automaatti-
sesti pelin ominaisuuksia, kdyttdytymistd ja skenaarioita reaaliajassa pelaajan ky-
kyjen mukaan, jolloin pelaaja ei tylsisty pelin ollessa liian helppo tai turhaudu sen
ollessa liian vaikea (Zohaib 2018). Dynaaminen vaikeusasteen sddtely voidaan ndh-
dé olennaisena osana NPC-hahmojen oppimisen simuloinnisssa, kuten seuraavat

esimerkit osoittavat.

Esimerkiksi useissa ajopeleissd on kdytdssd niin kutsuttu kuminauhatekodly (engl.
rubber band Al), joka laittaa tietokoneen ohjaamat kuskit ajamaan sellaista vauh-
tia, ettd niitd vastaan ajava pelaaja tuntee jatkuvasti kilpailevansa muiden kanssa
huolimatta siitd, kuinka hyvin tdma pelid pelaa (Hunicke 2005). Dynaaminen vai-
keusasteen sddtely on kdytossa myos Valve Corporationin Half-Life 2:een (2004) ke-
hitetyssda Hamlet-jdrjestelmadssa (Hunicke|2005), jossa pelimaailmasta 16ytyvat am-
muslaatikot, terveyspaketit ja muut resurssit ovat sitd harvemmassa, mitd menes-

tyksekkddmmin pelaaja pelid pelaa. Vastaavasti pelaajan kuollessa usein, on pelin
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DDA-tekodly huomattavasti avokdtisempi pelimaailmasta 16ytyvien tavaroiden ja

resurssien kanssa (Hunicke|2005).

Siind missd Half-Life 2:n dynaaminen vaikeusasteen sditely ei resurssien ohella vai-
kuta vihollishahmojen toimintaan, ohjaa Capcomin Resident Evil 4:ssd (2005) kay-
tetty DDA-tekodly puolestaan pelaajaa vastaan sitd enemmadn ja sitd haastavampia
vihollishahmoja, mitd paremmin pelaaja pelid pelaa. Hyvin pelissd eteneva pelaa-
ja saa vastaansa suuria ryhmittymia erilaisia agressiivisia vihollistyyppejd epavar-
memman pelaajan taistellessa samoissa tilanteissa selvasti vahempilukuisia ja pas-

siivisempia joukkoja vastaan (Brown|2015).

Vastaavasti Konamin Metal Gear Solid 5: Phantom Painissa (2015) vihollishahmot
oppivat kehittdméaan erilaisia taistelutaktiikoita sen pohjalta milld tavoin pelaaja
pelid pelaa. Jatkuvasti pddosumia tavoitteleva pelaaja huomaa pian saavansa vas-
taan enemmaén kypdriin varustautuneita sotilaita, kun taas ldhitaisteluita ja raakaa
voimaa suosiva pelaaja tulee kohtaamaan tiellddn parempiin suojuksiin varustau-
tuneita haulikkomiehid (Khan 2015). Pelaajan hévitessa jatkuvasti alkaa peli eh-
dottamaan pelaajalle pelikokemusta huomattavasti helpottavaa, mutta pelihahmon

uskottavuuden kyseenalaistavaa ja suorituspisteet vihentdvaa kanahattua (Brown

2015).
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4 Yhteenveto

Tassa tutkielmassa késiteltiin tekodlyllistd oppimista videopelikontekstissa ei-pelaavien
NPC-hahmojen tasolla. Tyon tavoitteena oli tekodlyhahmojen toiminnan, niihin ra-
kennettujen erilaisten tekodlyllisten ratkaisujen ja -oppimisen toteutuksen tarkaste-
leminen moderneissa videopeleissa erilaisten esimerkkien keinoin. Videopelitekoda-
lyn tarkastelemisen apuna ja teoreettisena pohjana avattiin tekodlyyn liittyvia ylei-
sid kasitteita sekd koneoppimista, johon syvennyttiin paremmin vahvistetun oppi-

misen ja siihen liittyvan Q-learning -algoritmin avulla.

Vaikka uskottavalla videopelitekodlylld on vield paljon kehityskohteita (Bourassa &
Massey| 2012, s. 40) ja tdhédn liitetyn koneoppimisen kanssa ollaan vield melko var-
haisessa vaiheessa, eikd varsinaisille koneoppimistekodlymalleille tdlld hetkelld ole
modernien videopelien ja pelityyppien joukossa niiden pelimdisen luonteensa an-
siosta juuri tarvetta, omaavat jatkuvasti kehittyvit ja monimutkaistuvat videopelit
valtavan potentiaalin erilaisten vaihtoehtoisten tekoéalyratkaisujen toteuttamisessa
(Yannakis|2012). Etenkin vahvistettu oppiminen, neuroverkot ja niiden kanssa suo-
ritetut ndytot ja mallitapaukset videopelitekodlyn opettamisesta erilaisiin suorituk-
siin ovat osoittaneet koneoppimisen toimivan kdytdnnossa jo nyt, vaikka kdytdssa
olevien algoritmien monimutkaiset tavat kadyttda ja késitellda massiivista dataa halu-

tun lopputuloksen saavuttamiseksi vaatii lisdd tutkimusta (Schmidhuber|2015).

Koneoppimiselle 16ydetdan silti jatkuvasti uusia kdyttokohteita, jolloin dataa ana-
lysoidaan enemman ja ldydetdan sadannonmukaisuuksia, joiden ansiosta monimut-
kaisten algoritmien videopeleille elintdarkeidt seurattavuus ja toimintavarmuus kas-
vavat. Jatkuvan teknologisen kehityksen, tutkimuksen ja oman oppimisemme seu-
rauksena pelaajan toimiin dynaamisesti reagoivat skriptaamattomat ja uniikit kay-
tosmallit, uudet ja realistisemmat pelikokemukset sekd ihmispelaajan kykyihin ver-
tautuvat tekodlyvastukset ovat vain ajan kysymys. Pelien tekodlyllinen kehitys on
ollut melko hidasta audiovisuaaliseen puoleen verrattuna (Miche|2015), mutta edel-
1 mainitut vaistimattomat edistysaskeleet ja kasvava kiinnostus pelien kdyttami-

sestd tekodlyn tutkimuskohteena mahdollistavat kuitenkin muutosta.
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Yhtend seuraavista potentiaalisista askelista tekodlyllisessd kehityksessd voidaan
odottaa todenndkoisyyksiin, vastustajan kdyttdytymiseen ja muihin keréttavissa ole-
viin tietoihin perustuvien pokerin kaltaisten epdtdydellisen informaation pelien
tuomien kehityshaasteiden selvittamista, kuten milld tavoin tietokone voitaisiin saa-
da analysoimaan pelien informaatiota ja rakentamaan strategioita, jotka pystyisivat
haastamaan ammattilaispelaajat. Timéan saavuttaminen olisi tekodlytieteessa tarkea
merkkipaalu ja edistdisi pelien ohella muun muassa erilaisten palvelu- ja hoitoalalla
avustavien sovellusten kehittimisessd (Moravcik ym.2017). Tapa miten kdsitimme
videopelit ja niiden pelaamisen nyt, voi olla jotain aivan muuta ja erilaista tulevien
vuosikymmenten saatossa. Se jota nykyddn kutsumme hiekkalaatikoksi voi tulevai-
suudessa olla kokonainen leikkikenttd, tai jotain vield suurempaa, jossa ainoana ra-

jana toimii oma mielikuvituksemme.
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