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1 Johdanto

Sydédnsdhkokdyrd on yksi kdytetyimmistd menetelmistd syddmen toimintahéirididen kuten
rytmihdirididen diagnosointiin. Perinteisesti syddnsdhkokdyrén tulkinta on ollut alan asian-
tuntijoiden vastuulla, mutta viime aikoina kiinnostus on kohdistunut kasvavissa méérin myos

tietokoneavusteisen diagnosoinnin mahdollisuuteen.

Automatisoitu sydidnsdhkokdyrin tarkastelu vihentdd kdyrdn késittelyyn kuluvaa aikaa ja
mahdollistaa objektiivisemman tulkinnan (Isin ja Ozdalili2017). Erityisen hyvin tietokonea-
vusteinen diagnosointi soveltuu tilanteisiin, joissa késitelldén suuria datamassoja, kuten ym-
parivuorokautisesta monitoroinnista perdisin olevia syddnsdhkokdyrid (Acharya ym. |[2017).
Automatisoidun sdhkokdyrdn késittelyn avulla voidaan nopeuttaa esimerkiksi alkuvaiheen
diagnosointia, jolloin potilas saadaan nopeammin tarkempiin tutkimuksiin (Oh ym. [2018).
Mahdollisimman aikainen diagnosointi on tdrkeédd, koska pahimmillaan syddimen toiminnan

hiiridt voivat johtaa sydinlihaksen vaurioitumiseen tai potilaan kuolemaan.

Sydidmen hiiridisti erityisesti rytmihdiridt ovat suhteellisen yleisid ja rytmih&irion tyypistd
riippuen tavallisesti melko vaarattomia. Riski rytmihéirididen ilmenemiseen kasvaa merkit-
tavisti ihmisen ikédédntyessd, joten rytmihiiriot ovat selvisti muita ikdryhmid yleisempid van-
hemmalla viéestolld. Vieston ikddntyessd myOs rytmihdirididen méérd ja tdimén seurauksena
niiden diagnosoinnin tarve tulee kasvamaan tulevaisuudessa (Oh ym. [2018)). Téstd johtuen

rytmihdiridt ovat erityisen kiinnostavia automatisoidun diagnosoinnin sovelluskohteita.

Tietokoneavusteisen diagnosoinnin toteuttamiseksi voidaan kiyttdd lukuisia eri menetelmid,
toisinaan my0s ndiden menetelmien yhdistelmid. Esimerkiksi Asgari, Mehrnia ja Moussa-
vi (2015) tutkivat tukivektorikoneen hyddyntimisti eteisvirinin tunnistuksessa. Yeh, Wang
ja Chiou (2009) hyoddynsivit syddnsidhkokédyrien luokittelussa lineaarista diskriminanttiana-
lyysia (engl. linear discriminant analysis, LDA). Martis ym. (2014) puolestaan vertailivat

tutkimuksessaan péddtdspuuta, neuroverkkoa ja k:n lihimmén naapurin menetelméaa.

Neuroverkot ja varsinkin syvit neuroverkot ovat viime vuosina kasvattaneet suosiotaan au-
timatisoidun diagnosoinnin menetelmind. Tdssd kandidaatintutkielmassa perehdytdin ryt-

mihiirididen havaitsemiseen syddnsidhkokdyrastd neuroverkkojen avulla. Tutkielmassa pyri-



tddn selvittimédn miten neuroverkoilla suoritettava tunnistuspressi etenee, ja millaiset neuro-
verkot soveltuvat erityisen hyvin syddnsdahkokdyrin tulkintaan. Tutkielma on toteutettu pie-
nimuotoisena kirjallisuuskartoituksena keskittyen kohtuullisen tuoreisiin aiheesta tehtyisiin

tutkimuksiin. Taustatietoa aiheesta on etsitty myds muista materiaaleista, kuten kirjoista.

Luvussa 2] kisitellddn lyhyesti syddmen toimintaa sydansidhkokéyrin nidkokulmasta médri-
tellen sydénsahkokiyrén ja rytmihdirion kisitteet. Luvuissa [3] ja 4] luvussa esitelldén neuro-
verkoilla suoritettavaa sydidnsidhkokéyrin tulkintaa vaihe vaiheelta, ensin keskittyen signaa-
lin kasittelyyn ja sitten varsinaiseen neuroverkon toimintaan. Luvussa [5] esitellddn lyhyesti
esimerkkimenetelméni konvoluutioverkko. Luvussa [6] kootaan tutkielman tirkeimmiit joh-

topédatokset ja padkohdat yhteenvedon muodossa.



2 Sydamen toiminta

Téssd luvussa kisitellddn syddmen toimintaa syddnsdhkokdyrdn ndkokulmasta keskittyen
sithen, milld tavoin syddmen toiminnan eri vaiheet ilmenevit sydidnsdhkokéayrissd. Lisdk-
si médritellddn lyhyesti rytmihdirion kisite ja annetaan muutamia esimerkkeji erilaisista ryt-

mihéirion ilmenemismuodoista.

2.1 Sydéansihkokayra

Sydédnsdhkokiyrd tai elektrokardiogrammi, lyhyemmin EKG, kuvaa syddmen s@hkoisti toi-
mintaa, joka sddtelee syddmen sykkeen nopeutta ja rytmid (Isin ja Ozdalili 2017). Sydén-
sahkokdyrd voidaan muodostaa rintaan ja raajoihin asetettavilla kahdellatoista elektrodil-
la, joiden avulla tunnistetaan ja mitataan syddmessé tapahtuvia sdhkoisid ilmioitd (Green ja
Chiaramida 2015} s. 17-19). Mittaus perustuu elektrodien vilisiin sdhkoisiin potentiaalieroi-
hin (Scharf ja Scharf 2010). Jokainen elektrodeista muodostaa oman sahkokdyrdnsd, jonka

muoto vaihtelee hieman mittauskohdan mukaan (Green ja Chiaramida 2015, s. 17-19).

Sydédnsdhkokiyradd on jo pitkddn hyddynnetty syddmen toiminnan tutkimuksessa ja nykyédéin
se on yksi kdytetyimmistd diagnosointimenetelmisti. Vasta viime aikoina on tarkemmin ym-
mirretty, miten mikroskooppisessa mittakaavassa ilmenevit tilanteet nikyvit makroskoop-
pisissa signaaleissa. Mikroskooppisessa mittakaavassa esitettyjen mallien keskiarvoituksena
saadaan Maxwellin yhtilot, jotka mallintavat sihkomagneettisia ilmi6itda makroskooppisessa

mittakaavassa (Scharf ja Scharf [2010).

EKG-kiyrda muodustuu tietyin ajanjaksoin toistuvista aalloista, jotka kuvaavat syddmen toi-
minnan vaiheita. Ndmd aallot voidaan jakaa kuvion [T mukaisesti P-, Q-, R-, S- ja T-aaltoihin
(Sannino ja Pietro 2018). T-aallon lopun ja P-aallon alun yhdistivéd kdyridn osa on keino-
tekoinen ja kuvaa syddnsdhkokdyrdan normaalitasoa, johon aaltoja suhteutetaan. Normaalis-
sa syddmen rytmissd P-aallot toistuvat sd@annollisin vidlimatkoin ja sykkeen nopeus vaihtelee

kuudestakymmenestd sataan lyontiin minuutissa. (Green ja Chiaramida|2015] s. 20-26, 128).

Syddmen sdhkoistd toimintaa kontrolloi oikean eteisen yldosassa sijaitseva sinussolmuke,



jonka luoma sdhkodimpulssi saa eteiset supistumaan aloittaen nédin syddamen lyonnin. Sydin-
sahkokidyrdssi eteisten supistuminen havaitaan P-aaltona (Green ja Chiaramida 2015 s. 24—
26, 127). P- ja R-aallon vilinen sdihkokédyrdn osa kuvaa sdhkdimpulssin johtumista eteises-
td kammioihin (Kalgotra ym. 2019). Taméa aiheuttaa kammioiden sdhkoisen aktivoitumi-
sen eli depolarisaation, joka saa kammiot supistumaan. Kammioiden supistuminen ilmenee
EKG-kéyrissia selvisti havaittavana QRS-kompleksina, joka seuraa P-aaltoa tietyn mittaisen
ajanjakson jidlkeen (Green ja Chiaramida 2015, s. 128). QRS-kompleksin jédlkeen sijatseva
T-aalto kuvaa kammioiden repolarisaatiota, jolloin kammiot palaavat lepotilaan ja valmis-
tautuvat uuteen lyontiin (Green ja Chiaramida 2015, s. 26-30, 127). Kammioiden sidhkdinen

toiminta sijoittuu kokonaisuudessaan Q-aallon alusta T-aallon loppuun.

R R
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Kuvio 1. Sydédnséhkokéyrin rakenne (Sannino ja Pietro 2018).

S

2.2 Rytmihiirio

Sydamen sdhkoinen toiminta ei ole tdysin virheetontd ja voi altistua héiridille esimerkiksi
sydén- ja verenkiertoelimiston sairauden seurauksena. Hiiriot voivat ilmetd lukuisin eri ta-
voin, kuten kaoottisina sdhkéimpulsseina tai impulssien johtumisen muutoksina. Niméi nor-

maalista toiminnasta poikkeavat tilanteet johtavat helposti syddmen rytmih&irioihin.

Rytmihdirio tarkoittaa syddmen sykenopeudessa tai sykkeen sddnnollisyydessid esiintyvid
hiiriotd (Hagiwara ym. 2018]). Rytmihdirididen taustalla on yleensd syddamen sdhkoisen toi-
minnan poikkeama, joten ne on usein mahdollista havaita tarkastelemalla sydidnsidhkokéy-
rdd (Acharya ym. 2017). Syke voi olla poikkeuksellisen nopea, jolloin kyseessa on takykar-

dia, tai epitavallisen hidas, jolloin kidytetddn bradyarytmia-nimitystd. Molemmissa tapauk-
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sessa syddmen rytmi on tasainen ja ainoastaan sykkeen nopeus poikkeaa normaalista sinus-

rytmistd (60—100 lyontid / minuutti levossa) (Green ja Chiaramida 2015, s. 129).

Takykardiasta ja bradyarytmiasta poiketen esimerkiksi eteisvirinédn ja kammiovirinédn aikana
syddmen rytmi on epitasainen poikkeuksellisen sykenopeuden liséksi. Eteisvérindssi eteis-
ten supistuminen on epdsddnnollistd ja leposyke noin 150-220 lyontid minuutissa (Acharya
ym. 2017). Riski eteisvirinddn kasvaa merkittidvéasti ihmisen ikdédntyessi, mistd johtuen ky-
seinen héirid on suhteellisen yleinen varsinkin vanhemmalla véestolld (Green ja Chiaramida
2015, s. 131). Koska eteivirind vaikuttaa erityisesti eteisten toimintaan, kyetddn se sydén-
sahkokidyrdstd havaitsemaan P-aallon muutoksina. Epédsdinnollinen rytmi ilmenee kdyrédssa
R-aaltojen vaihtelevana vilimatkana. Eteisvirind itsessdédn ei uhkaa potilaan henked, mutta

pitkittyessdin se voi altistaa muille syddmen toiminnan hiirioille (Hagiwara ym. 2018)).

Toisin kuin eteisvirind, kammiovérind voi hoitamattomana osoittautua nopeasti hengenvaa-
ralliseksi. Kammiovirinédssi syddmen sdhkoinen toiminta on kaoottista, jolloin kammiot ei-
vit kykene normaalilla tavalla depolarisoitumaan ja supistumaan (Green ja Chiaramida 2015,
s. 142). Kammiovérinén aikana sydidsahkokiyrasti ei voida havaita QRS-kompleksia (Acha-

rya ym.|2017).



3 Signaalin Kisittely

Rytmihéirididen havaitseminen sydédnsdhkokiyrésti neuroverkoilla voidaan jakaa tidssi tyos-
sd tarkastellun kirjallisuuden perusteella karkeasti kuuteen vaiheeseen: datan hankkiminen,
signaalin esikdésittely, piirteiden erottelu, piirteiden valitseminen, luokittelu ja verkon opet-
taminen ja tulosten tarkastelu. Ndméd vaiheet vaihtelevat hieman mallista ja menetelmasti
riippuen, jolloin osa vaiheista voidaan siséllyttdd johonkin toiseen tai ohittaa tdysin. Téds-
sd luvussa keskitytddn neljdin ensimmiiseen vaiheeseen, jotka siséltivit tarvittavan datan

késittelyn ennen varsinaista luokittelua.

3.1 Datan hankkiminen

Neuroverkkojen hyddyntdminen luokittelutehtivissd vaatii suuren méiirdn lajiteltua dataa
tutkittavasta aihepiiristd. Rytmihdirioitd késiteltdaessd datan sisdltimien normaalien sydin-
sahkokdyrien mairin ei tulisi olla liian suuri suhteessa epianormaaleihin kdyriin, jotta vilty-

tddn tulosten vddristymiseltd (Sannino ja Pietro 2018)).

Rytmihdirididen tapauksessa datan ldhteend on hyvin usein kiytetty MIT-BIH Arrhytmia-
tietokantaa (Hagiwara ym. 2018)). Tdma tietokanta siséltdd yhteensd 48 digitalisoitua sydén-
sahkokiyrdtallennetta, jotka on valittu neljintuhannen Beth Israel -sairaalan rytmihiiriola-
boratoriosta periisin olevan pitkidaikaisen EKG-tallenteen joukosta. Alkuperdiset tallenteet
ovat vuosilta 1975-1979. Tietokannan sisédltdmistd sydansidhkokiyristd 23 on valittu 1dhdeai-
neistoista sattumanvaraisesti ja loput 25 niiden siséltdmien héirididen ja poikkeamien vuoksi.

Jokainen tallenteista on pituudeltaan yli kolmekymmentid minuuttia (Moody [1997).

3.2 Signaalin esikisittely

Sydinsdhkokdyri sisiltidd yleensi ulkopuolisista ldhteistd perdisin olevia héiridité, joita kut-
sutaan kohinaksi (engl. noise). Kohina voi vaikuttaa kiyrin rakenteeseen ja vaikeuttaa sen

tulkintaa. Téstd johtuen EKG-kiyré usein esikisitelldéin ennen sen varsinaista kayttoa.

Sydéansdhkokdyrissd ilmenevit jannitteet ovat kooltaan vain millivoltteja ja kdyrdssd havait-



tavat aallot kestoltaan hyvin lyhytikdisid. Télloin kohinan merkitys kasvaa ja jo pienet hdiriot
saattavat aiheuttaa haitallisia muutoksia EKG-kéyriin. Kohinaa voivat aiheuttaa esimerkiksi
hiiriot laitteiston virtajohdoissa ja elektrodien kontakteissa (Hagiwara ym. 2018)). My0os po-
tilaan hengitys ja lihasten liikkeet sekd mahdolliset 1dhiympdristossd sijaitsevat elektroniset
laitteet voivat vaikuttaa syddnsdhkokdyrdn mittaamiseen (Isin ja Ozdalili 2017). HairiGist4,
erityisesti hengityksestd, johtuen EKG-kiyri ei yleensd pysy sille méiritellyssd normaalita-

sossa (engl. baseline) vaan liikkkuu sen ympiristossi (Sannino ja Pietro 2018)).

Kohinan vaikutuksen minimoimiseksi kdyrd voidaan pilkkoa pienempiin osiin, joista suodat-
timien avulla pyritddn poistamaan tiettyjd taajuuksia. Tdmaén jidlkeen signaali kootaan uudel-
leen suodatinkdsittelyn ldpikdyneistd osista. Edelld kuvattua menetelmédd hyodyntévit esi-
merkiksi diskreetti aallokemuunnos (engl. discrete wavelet transform, DWT) ja empiirinen
moodihajotelma (engl. empirical mode decomposition, EMD) (Hagiwara ym.2018). Molem-
pia menetelmid voidaan kiyttdd myos signaalin késittelyn seuraavassa vaiheessa, piirteiden

erottelussa.

Kohinan minimoinnin liséksi esikésittelyvaiheen aikana voidaan pyrkid havaitsemaan ja tun-
nistamaan EKG-kdyrdn muodostavia aaltoja, kuten QRS-kompleksi (Acharya ym. [2017).
Hyvin paljon kiytetty algoritmi tdhin tarkoitukseen on Pan-Tompkinsin algoritmi (Pan ja
Tompkins [1985). QRS-kompleksista on mahdollista erottaa R-aallon piikki, jonka avulla
kyetiddn edelleen selvittdimédin muita sihkokdyrdn ominaisuuksia (Isin ja Ozdalili 2017). Esi-
merkiksi yksittidiset syddmen lyonnit voidaan erottaa toisistaan R-aaltojen perusteella. Myos
muiden sdhkokiyrédn osien, kuten P- ja T-aaltojen, tunnistamista voidaan hyddyntii selvitet-
tdessd syddmen toiminnan vaiheita tai nidihin vaiheisiin kulunutta aikaa (Sannino ja Pietro

2018).

3.3 Piirteiden erottelu

Piirteiden erottelussa (engl. features extraction) pyritdadn valitsemaan esikisitellystd sydin-
sahkokiyrdstd ne kdyrin piirteet ja ominaisuudet, jotka todennikoisesti vaikuttavat tutkitta-
vaan ilmi6on. Tdmé on mahdollista suorittaa muokkaamalla EKG-kéyrdd sen ajan, taajuuden

tai ajan sekd taajuuden suhteen. Lisiksi kidyrin piilevid ominaisuuksia voidaan etsid epdli-



neaarisilla menetelmilld (Hagiwara ym. |2018). Tarkastelu voidaan halutessa my0s rajoittaa
jollekin erityisen mielenkiintoiselle sahkokdyrin osalle, kuten R- ja T-aaltojen vilille (Isin

ja Ozdalili 2017).

Padkomponenttianalyysi (engl. principal componen analysis, PCA) on lineaarinen aikape-
rusteinen menetelmd, jonka avulla pyritdédn pienentdméédn tarkasteltavan datan dimensiota.
Kasitelty data projisoidaan sellaisille avaruuden pinnoille, joiden avulla saadaan aikaisek-
si mahdollisimman suuri varianssi. Lopulta projisoidun datan perusteella valitaan kiytetti-
vit piirteet (Martis, Acharya ja Min 2013)). Taajuusperusteinen menetelmé on esimerkiksi
Fourier-muunnos (engl. Fourier transform). Muunnoksen avulla signaali voidaan muuntaa

ajasta riippuvasta taajuuden funktioksi (Hagiwara ym. 2018).

Toisin kuin kaksi edellistd, diskreetti aallokemuunnos késittelee signaalia seké ajan etti taa-
juuden suhteen pilkkoen signaalin matalan ja korkean taajuudeen komponentteihin (Martis,
Acharya ja Min 2013)). Piirteiden erottelun lisiksi diskreetti aallokemuunnos soveltuu my0s
kohinan poistoon signaalia esikisiteltdessid. Epilineaarisiin menetelmiin lukeutuu esimer-
kiksi korkean asteen kumulantteja hyodyntiva korkea-asteinen spektrianalyysi (engl. highed
order spectra, HOS). Kumulantit kuvaavat poikkeamaa normaalijakaumasta ja niitd voidaan

hyodyntéa signaalin epilineaaristen ominaisuuksien havaitsemiseen. (Martis ym. 2013).

Piirteiden erottelu ei aina ole vilttdmitontd ja se on mahdollista erillisend vaiheena ohit-
taa erityisesti syvid neuroverkkoja kiytettidessd, jolloin se sisdltyy varsinaiseen luokittelun
suorittavaan malliin (Acharya ym. 2017). Piirteiden erottelu voidaan myds suorittaa omalla,

luokittimesta eriselld neuroverkollaan (Isin ja Ozdalili|[2017).

3.4 Piirteiden valitseminen

Piirteiden erottelussa valituksi voi tulla hyvin suuri miird piirteitd, joista kaikilla ei lopul-
ta ole merkittdvaad vaikutusta tutkittavaan ilmioon. Piirteiden valitsemisessa (engl. features
selection) poistetaan ylimddrdiset ja tarpeettomat piirteet ottaen piirteiden erottelussa vali-
koituneista ominaisuuksista huomioon vain ne, joilla on eniten merkitystd. Nima piirteet

toimivat lopulta luokittelun suorittavan neuroverkon syoétteend.



Piirteiden valitseminen voidaan jakaa esimerkiksi suodattimeen (engl. filter), kiddreeseen
(engl. wrapper) ja upotettuun (engl. embedded) menetelmédian. Suodatinta kiytettdessd pyri-
tadn valitsemaan merkitsevimmét piirteet hyodyntiden datan tilastollisia ominaisuuksia (Ha-
giwara ym. 2018]). Esimerkki tdllaisesta menetelmistd on Fisherin pisteytys (engl. Fisher
score), joka laskee jokaiselle piirteelle pisteet kdyttden laskutoimituksissa datan hajontaa.
Pisteytyksen perusteella piirteet voidaan asettaa niiden merkitsevyyden mukaiseen jérjestyk-

seen, misti lopulta valitaan haluttu mééri piirteitd luokittimen syotteeksi (Yilmaz 2013)).

Toisin kuin suodattimen tapauksessa, kddreen suorittama piirteiden vertailu perustuu ope-
tettavan mallin toimintaan (Hagiwara ym. [2018)). Tamén tyyppisiin menetelmiin lukeutuu
rekursiivinen piirteiden eliminointi (engl. recursive feature elimination), jossa mallia opete-
taan kéyttden piirteiden erottelussa valittuja piirteité. Piirteet pisteytetdédn ja jokaisen opetus-
kierroksen jdlkeen vihiten pisteitd saanut piirre poistetaan kaytettdvien piirteiden joukosta.
Mallin opetusta jatketaan, kunnes piirteet on saatu jirjestettyd niiden merkitsevyyden perus-

teella (Shi ym. 2019).

Piirteiden valitseminen voi my0s siséltyd suoraan kdytettdviin malliin, jolloin sitd kutsutaan
upotetuksi (Hagiwara ym. 2018)). Télloin piirteiden késittelyi ei ole tarpeellista suorittaa eril-
liselld menetelmailld suodattimen tai kddreen tavoin. Neuroverkkojen joukosta upotettua piir-
teiden valintaa hyOydyntévit erityisesti syvit neuroverkot, kuten konvoluutioverkot. Konvo-
luutioverkossa piirteiden valitsemisen mahdollistavat konvoluutio- ja pakkauskerrokset, joita

kisitelldin tarkemmin luvussa[3l



4 Neuroverkko

Téssd luvussa kisitelldédn aiemmin mainituista neuroverkoilla tapahtuvan rytmihéirididen
tunnistamisen vaiheista kahta viimeistd, luokittelua ja neuroverkon opettamista seké tulosten
tarkastelua. Aluksi esitelldén lyhyesti neuroverkon rakennetta ja toimintaa, minkd jilkeen

siirrytddn varsinaisten vaiheiden tarkasteluun.

Murphy (2012) mairittelee koneoppimisen menetelméksi, joka etsii automaattisesti raken-
teita datasta ja muodostaa nididen perusteella ennusteen tai padtoksid dataan liittyen. Neuro-
verkko on koneoppimismenetelmd, jossa verkko muodostetaan neuroneiksi kutsutuista las-
kentayksikoistd. Nimensé ja inspiraationsa neuronit ovat saaneet biologisista aivojen neuro-
neista. Tassd kisitellddn vain eteenpdin syottivid (engl. feedforward) neuroverkkoja, jotka
eivit sisdlld esimerkiksi silmukoita tai muita datan takaisinpdin syottdmistd sallivia rakentei-

ta (Abdi, Valentin ja Edelman|1999, s. 1-3).

Sydtekerros Piilokerrokset Ulostulokerros

Kuvio 2. Neuroverkko.
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Kokonaisuudessaan verkko muodostuu syotekerroksesta, joka ottaa vastaan verkon syotteen,
laskentaa suorittavista piilokerroksista sekd ulostulokerroksesta, joka muodostaa lopullisen
tuloksen (Hagiwara ym.[2018). Verkon rakenne nimettyine kerroksineen on esitetty kuvion 2]
esimerkkiverkossa. Suuren miirin piilokerroksia sisdltdvdad verkkoa kutsutaan syviksi neu-
roverkoksi. Piilokerrosten méérén lisdksi myos yksittdisten neuronien lukumaéérd jokaisella
piilokerroksella voi vaihdella (Sannino ja Pietro [2018). Esimerkiksi kuvion [2] neuroverkko
sisdltdd kaksi erillistd piilokerrosta, joista ensimméinen muodostuu neljisti ja jalkimméinen

kolmesta neuronista.

Neuronit asetetaan verkkoon kerroksittain, jolloin edellisen kerroksen neuronien ulostulo toi-
mii seuraavan kerroksen neuronien syotteend (Murphy 2012, s. 563-564). Kerrosten neuronit
ovat yhteydessi toisiinsa painotettujen yhteyksien vilitykselld. Yksinkertaisimmillaan verk-
ko oppii ndiden painojen arvoja muuttamalla (Abdi, Valentin ja Edelman (1999, s. 5, 68—69).
Kuviossa [3] neuronien vilisten yhteyksien painot on merkitty kirjaimella w ja neuronin saa-
mat syotteet kirjaimella x. Liséksi neuronilla on bias- tai kynnystermi, jota tdssid on merkitty

b-kirjaimella.

Kuvio 3. Neuroni.

Neuroni kertoo saamansa syotteet niitd vastaavien yhteyksien painoilla ja summaa ndma ker-
rotut termit yhteen. Summaan lisdtdén vield bias- tai kynnystermi (Abdi, Valentin ja Edelman

1999 s. 4-5). Titd on kuvattu alle merkityssd kaavassa kuvion [3] mukaisesti, jolloin saadaan

a = wixi +waxay + wsxz + b.

Lopuksi summa annetaan epilineaarisella aktivaatiofunktiolle, jonka tulos toimii neuronin
ulostulona (Abdi, Valentin ja Edelman 1999, s. 5, 68-69). Kuviossa [3] f kuvaa aktivaatio-

funktiota, jonka syétteend summa a toimii.
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4.1 Luokittelu ja verkon opettaminen

Luokittelussa ja verkon opettamisessa piirteiden valinnassa valikoituneet piirteet syotetddn
luokittimena toimivalle neuroverkolle. Neuroverkko pyrkii niitd piirteitd hydodyntiden luo-
kittelemaan sydéansidhkokdyrit joko normaaleihin tai rytmih&iriditd sisdltdviin. Rytmihirio-
luokkia voi olla yksi tai useampia, jos rytmihdiriot on jaettu tarkemmin esimerkiksi eteisva-

rindédn ja kammiovirindén.

Luokittimet voidaan jakaa yleisesti kolmeen ryhméén. Valvotussa oppimisessa (engl. super-
vised learning) mallille syotetddn valitut piirteet, joiden perusteella se muodostaa tuloksen.
Malli oppii vertaamalla saamaansa tulosta haluttuun lopputulokseen (Hagiwara ym. [2018)).
Valvomattomassa oppimisessa (engl. unsupervised learning) mallille sydtetddn dataa, jos-
ta verkko pyrkii 16ytdméin piilevid rakenteita. Kéytettdvid piirteitd ei tilloin ole tarpeellisti
erotella ja valita erikseen, silld ndmai vaiheet sisédltyvit suoraan verkkoon. Toisin kuin valvo-
tussa oppimisessa, valvomattomassa oppimisessa ei tunneta tarkkoja syote-ulostulopareja. (Murp-
hy 2012, s. 9). Vahvistetussa oppimisessa (engl. reinforcement learning) verkkoa rangaistaan

tai palkitaan sen antamien tulosten perusteella (Murphy 2012, s. 2).

Luokittimen tyypistd riippumatta eteenpéin syottavissd neuroverkoissa oppiminen perustuu
lopulta neuronien vilisten yhteyksien painojen piivittimiseen. Esimerkiksi valvotussa oppi-
misessa verkko vertaa tietylld syotteelld saatua ulostuloa haluttuun tulokseen. Tuloksia ver-
taamalla voidaan laskea virhe, jota pyritddn minimoimaan. Tdmén perusteella voidaan antaa
verkon painoille uudet arvot pdivittdmailld ne vastavirta-algoritmin (engl. backpropagation)

avulla (Abdi, Valentin ja Edelman|1999, s. 5, 68—74).

Mallia opetettaessa data jaetaan opetus- ja testidataan esimerkiksi siten, ettd 90 % datasta
kédytetddn varsinaiseen opetukseen ja loput 10 % opetetun mallin testaamiseen (Oh ym.[2019).
Télloin koko data jaetaan kymmeneen osaan, joista yhdeksdd kidytetddn mallin opettamiseen
ja yhtd testaamiseen. Testiosuutta vaihdetaan jokaisen opetuskierroksen jdlkeen siten, etti jo-
kainen kymmenesté osasta toimii vuorollaan testidatana. Tétd kutsutaan kymmenkertaiseksi
ristiinvalidoinniksi (engl. ten-fold cross-validation) (Acharya ym. 2017). Opetuksen aikana
edellisessd vaiheessa valittu opetusdata voidaan jakaa vield erikseen varsinaiseen opetusda-

taan ja validointidataan. Validointidatan avulla pyritddn arvioimaan mallin tietyn hetkisti ti-
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laa opetusprosessin aikana. Esimerkiksi Oh ym. (2018)) kédyttivit 80 % datasta opetukseen ja

20 % validointiin.

Neuroverkot ovat yleensé nopeita kidyttdd, mutta niiden opettaminen on hidasta ja vaatii pal-
jon dataa ja laskentatehoa (Acharya ym. |[2017)). Esimerkiksi Oh ym. (2019) kiyttivit kahta
Intel Xeon E5620 -prosessoria ja 24 GB:n keskusmuistia, jolloin kaiken opetusdatan syotti-
minen ja verkon opettaminen vei aikaa noin 120,13 sekuntia kerta. Kun tami toistettiin 200

kertaa, kului aikaa yhteensd noin 24026 sekuntia, toisin sanoen noin 6,67 tuntia.

4.2 Tulosten tarkastelu

Neuroverkoilla saavutettuja tuloksia voidaan arvioida esimerkiksi tarkkuuden (engl. accu-
racy), herkkyyden (engl. sensitivity) ja tdsméllisyyden (engl. specifity) avulla. Seuraavaksi
esitetddn Sanninon ja Pietron (2018) mukaan yksinkertaiset matemaattiset kaavat kunkin ar-

von muodostamiseksi. Kaavoissa kdytetyt muuttujat ovat seuraavat:

e 1p = todellinen positiivinen, oikein luokitellut epinormaalit
e n = todellinen negatiivinen, oikein luokitellut normaalit
e vp = viiri positiivinen, vadrin luokitellut normaalit

e vn = vddrd negatiivinen, viirin luokitellut epidnormaalit.

Tarkkuus kertoo, milld todennikéisyydelld neuroverkko luokittelee saamansa syotteen oikein

joko normaaliksi tai tavallisesta poikkeavaksi. Tdmi voidaan laskea seuraavasti:

tp+tn
(tp+tn)+ (vp+vn)

Tarkkuus =

Herkkyys kuvaa sitd todenndkoisyyttd, jolla rytmihdirioitd sisdltdvét epinormaalit sydédnséh-

kokayrit on luokiteltu oikein,
Ip

Herkkyys = .
Yy tp+vn

Tasmiallisyydelld tarkoitetaan todennédkoisyyttd, jolla normaalit rytmih&irioitd sisdltamitto-

mit kédyrit on luokiteltu oikein,

tn

Tasmallisyys = .
Y vp+in
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Taulukkoon [T]on listattu muutamia kohtuullisen tuoreita neuroverkoilla saatuja tuloksia tark-
kuuden, herkkyyden ja tdsmillisyyden avulla esitettynd. Néiissd tutkimuksissa saavutettu
tarkkuus vaihtelee piddasiassa vililld 92-99 %, herkkyys 94-99 % ja tdasmillisyys 93-99
%. Tutkimuksissa kéytettyjen verkkojen tyypit ja rakenteet vaihtelevat, samoin kuin niissa
kisitellyt rytmihéirididen tyypit. Myos signaalin esikésittelyssd mahdollisesti hyodynnetyt

menetelmét voivat poiketa toisistaan.

Taulukko 1. Tutkimustuloksia neuroverkoilla.

Tutkimus Tarkkuus Herkkyys Tadsmillisyys
Acharya ym. (2017) (A) 92,09 % 98,09 % 93,13 %
Acharya ym. (2017) (B) 94,90 % 99,13 % 81,44 %

Oh ym. (2018) 98,10 % 97,50 % 98,70 %
Oh ym. (2019) 9732 % 94,44 % 98,26 %
Sannino ja Pietro (2018) 99,68 % 99,48 % 99,83 %
Xia ym. (2018) 98,63 % 98,79 % 97.87 %
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5 Konvoluutioverkko

Neuroverkkojen joukosta varsinkin syvét neuroverkot ovat osoittautuneet toimiviksi tietoko-
neavusteisen sydiansidhkokdyrin késittelyn menetelmiksi. Konvoluutioverkko (engl. convolu-
tional neural network) on syvi neuroverkko, jota voidaan kdyttda erityisesti tekstin ja kuvien
tunnistamiseen (Murphy 2012, s. 563). Sen on havaittu soveltuvan hyvin myos ladketieteelli-
seen diagnosointiin (Acharya ym.[2017). Suurimmassa osassa tissi tutkielmassa kisitellyistad

neuroverkkoja hyodyntivistd tutkimuksista kdytetdéinkin menetelméné konvoluutioverkkoa.

Konvoluutioverkko koostuu syotekerroksesta, konvoluutiokerroksista, pakkauskerroksista (engl.
pooling layer) ja tdysin yhdistetyistd kerroksista (engl. full-connected layer) (Jiang [2019).
Esimerkki Acharya ym. (2017) muodostivat verkon kahdestatoista kerroksesta. Konvoluu-
tioverkon syote annettiin syotekerrokselle, minki jédlkeen sitd kisittelivit vuorottelevat kon-
voluutio- ja pakkauskerrokset. Verkon loppuun oli asetettu nelji tdysin yhdistettyd kerrosta,

joilla kiytettiin aktivaatiofunktioita.

Konvoluutioverkon syotteeni voidaan kiyttdd esimerkiksi kuvaa, jota verkko kisittelee pik-
seleiden muodostamana matriisina (Jiang |2019). Kuten muidenkin verkkojen tapauksessa,
data voidaan ennen verkolle syottamisti esikésitelld ja etsid esimerkiksi QRS-kompleksi (Isin
ja Ozdalili 2017). QRS-kompleksin tai muiden aaltojen kuten R-piikin etsiminen eivit kui-
tenkaan ole vilttamittomid konvoluutioverkkoja kéytettdessd. Konvoluutioverkko ei tavalli-
sesti ole kovin herkki kohinalle, joten esikésittely ja kohinan poisto on mahdollista ohittaa

tdysin keventden niin osaltaan EKG-kéyrien késittelyn prosessia (Acharya ym. 2017).

Konvoluutioverkko kykenee itse tunnistamaan saamastaan syotteestd luokitteluun tarvittavat
piirteet. Téstd on erityisesti hyotyd esimerkiksi kuvien tunnistamisessa, jolloin késin tehtdvi
piirteiden erottelu voi olla haastavaa (Murphy 2012, s. 564). Verkko etsii saamastaan syot-
teestd abstrakteja piirteitd kiyttden suodattimena tietynkokoisia matriiseja (Jiang 2019). Ta-
min mahdollistavat konvoluutio- ja pakkauskerros, jotka suorittavat piirteiden etsimisen (Ac-
harya ym.|2017)). Jokainen kerroksen neuroni kiyttdd laskutoimituksissaan tiettyd osaa erilli-
sen kerroksen ulostulosta, jolloin kaikki perittdisten kerrosten neuronit eivit ole yhteydessa

toisiinsa. Pakkauskerroksen tehtidvd on konvoluutiokerrosten vilissd pienentdd kisiteltivad
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matriisia, mikd vahentdi tarvittavan laskennan mairdd (Jiang 2019).

Konvoluutioverkon viimeiset kerrokset muodostuvat yleensd tiysin yhdistetyistid kerroksis-
ta, jolloin kerrosten kaikki neuronit ovat yhteydessi toisiinsa. Ndméd kerrokset suorittavat
varsinaisen luokittelun (Jiang 2019). Kuten muidenkin verkkojen tapauksessa, voidaan kon-
voluutioverkon opetuksessa kiytettdvi data jakaa opetus- ja testidataan ja niistd opetusdata

vield erikseen opetus- ja validointidataan (Acharya ym. [2017).

Konvoluutioverkkoja ja muita syvid neuroverkkoja kéytettdessd verkon lidpindkyvyys voi
osoittautua ongelmalliseksi. Syvissd neuroverkoissa piirteiden erottelu ja valinta sisdltyvét
suoraan verkkoon, jolloin ne syddnsdhkokdyrdn ominaisuudet ja piirteet joihin verkko péa-
toksensd perustaa, voivat jaddi epéselviksi. Myos syvien neuroverkkojen mahdollisesti mo-

nimutkainen rakenne vaikeuttaa verkon toiminnan syvillisempédd ymmaértamista.
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6 Yhteenveto

Rytmihéirididen tunnistamiseen sydinsidhkokdyristd voidaan hyddyntédd lukuisia eri mene-
telmid, esimerkiksi neuroverkkoja. Erityisesti syvit neuroverkot ja ndiden joukosta konvo-
luutioverkot soveltuvat hyvin tietokoneavusteiseen diagnosointiin. Yleisesti neuroverkoilla
suoritettava rytmihdirididen tunnistaminen sydidnsidhkokéyristd voidaan jakaa kuuteen vai-
heeseen: datan hankkimiseen, signaalien esikisittelyyn, piirteiden erotteluun, piirteiden va-
litsemiseen, luokitteluun ja verkon opettamiseen ja tulosten tarkasteluun. Syvid neuroverk-
koja kéytettdessd piirteiden erottelu ja valitseminen sisdltyvit suoraan verkkoon, jolloin niitid
ei erikseen tarvitse suorittaa. Konvoluutioverkkojen tapauksessa myos signaalin esikisitte-

lyyn sisdltyva kohinan poisto voidaan joissain tapauksissa ohittaa kokonaan.

Tietokoneavusteisena menetelminid neuroverkot soveltuvat hyvin sellaisten suurten datamas-
sojen kisittelyyn, joiden tulkitseminen olisi ihmiselle hyvin tyoldstd tai kidytdnnossé ldhes
mahdotonta. Ihmiseen verrattaessa neuroverkkojen etuja ovat myds erityisesti niiden nopeus
ja tulkinnan objektiivisuus. Vaikka verkkojen kiyttd on nopeaa, niiden opettaminen on aikaa-
vievdd ja vaatii runsaasti dataa sekd laskentatehoa. Lisiksi syvid neuroverkkoja kiytettdessd
verkon toiminnan ja paatosten ldapindkyvyys voi aiheuttaa ongelmia niiden luotettavuuden

suhteen.

Neuroverkkoja voitaisiin tilld sovellusalueella hyodyntédéd esimerkiksi asiantuntijoiden avus-
tamiseen, tulosten vertailuun tai syddnsdhkokdyrédn tulkinnan opetukseen. Lisdksi neurover-
kot mahdollistaisivat tehokkaamman alustavan diagnosoinnin, jonka perusteella potilas voi-
taisiin ohjata mahdollisimman nopeasti tarkempiin tutkimuksiin. Suurten datamassojen yh-
teydessd neuroverkot soveltuisivat hyvin ympirivuorokautisesta monitoroinnista tai massa-
seulonnoista perdisin olevan datan kisittelyyn. Ala on jatkuvassa kehityksessi, joten uusia

menetelmii ja sovelluskohteita tulee tulevaisuudessa varmasti syntyméain runsaasti.
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