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ABSTRACT
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Information Systems, Bachelor’s degree

Supervisor: Makkonen, Pekka

This bachelor's thesis is a literature review aimed at explaining how machine
learning could be utilized in airline key operations. The aim is to improve the
awareness of IT systems personnel in airline operations and the understanding
of methods and policies of machine learning by airline personnel.

The thesis presents the grounds for selected airline operations. These in-
clude pricing of flight tickets, planning of working hours, forecasting delays,
tlight safety and methods, and automation solutions for flying.

Due to machine learning principles, solutions should be designed for activ-
ities that do not use mainly rule-based rules. The use of experts in guided learn-
ing and their experience in data pre-processing should be utilized. Solutions
should support the potential benefits of machine learning to achieve set aims.
New methods of predicting delays can be achieved with machine learning. In
addition, it would be possible to obtain clear improvements in flight safety and
tlight training through simulator training and new air navigation systems.
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1 JOHDANTO

Lentoyhtividen toiminta on aina ollut perinteistd ja vanhoihin hyviin kaytantei-
siin perustuvaa. Muutokset tapahtuvat hitaasti. Tekodlyn kehitys on ollut viime
aikoina nopeaa, johtuen koneoppimisen kehityksestd. Voidaanko uusia koneop-
pimisen menetelmid hyodyntdd perinteisissd lentoyhtivissa? Ollessani lentoyh-
tion lentdjand, en tiennyt yhtddn tyontekijad, joka tunsi tekodlyn toimintaperiaat-
teet. Myohemmin tietotekniikkaa opiskellessani en ole tavannut yhtdan tietotek-
niikan ammattilaista tai opiskelijaa, joka ymmartdisi lentoyhtion toimintaa. Néi-
den ammattiryhmien yhteisymmarrys on edellytyksend menetelmien kehittami-
selle ja hyddyntdmiselle. Toivon tutkimuksesta olevan hyotyd lentoyhtidissa
tyoskenteleville, jotta he ymmartdisivdt paremmin, mitd tekodlylld voi tehda.
Toisaalta toivon my®0s, ettd informaatioteknologian piirissa tyoskentelevit ym-
maértdisivdt paremmin lentoyhtion toimintaa tekodlyn hyodyntdmisen kannalta.

1.1 Tutkimuksen tarkoitus

Tdssd kandidaatintutkielmassa tutkitaan koneoppimisen hyodyntamistd kaupal-
lisen lentoyhtion toiminnassa. Tutkielmassa keskityn viime aikoina saavutettu-
jen tekniikoiden ominaisuuksiin, koska tekodlyn kehitys on mahdollistanut mo-
nien uusien kykyjen saatavuuden. Hyodyntdminen vaatii taustalla olevan teknii-
kan sekd lentoyhtion toimintatapojen ymmartamistd. Koneoppiminen on teko-
alyn toiminnan perusta ja sen avulla tekodlylle luodaan erilaisia kykyja. Kykyjen
hyddyntaminen on operatiivista toimintaa, mutta kykyjen luominen vaatii tutki-
musta ja algoritmien kehittdmistd. Taméan vuoksi keskityn koneoppimisen kayt-
toon lentoyhtion toiminnoissa liittyviin tutkimuksiin. Tutkimuksen tavoitteena
on selvittdd, miten koneoppimista on tutkittu ja voidaan hyddyntdd lentoyhti-
Oissd. Kaytan tutkielmassa pitkdd johdantoa, jotta lukija ymmartdisi paremmin
johdannossa késiteltyjd ratkaisuja.

Pyrin etsimddn kirjallisuudesta lentoyhtididen toimintaan liittyvia tutki-
muksia, joissa on hyodynnetty koneoppimista. Esittelen hyodynnettavissa olevat
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tutkimukset sekd niiden erityispiirteet liittyen suomalaisen toiminnan vaatimuk-
siin. Lisdksi pohdin mahdollisuuksia 16yt&dd vield hyodyntamattomida mahdolli-
suuksia koneoppimisen kykyjen kannalta. Lentoyhtion tdrkeimmissad toimin-
noissa voidaan hyddyntdd koneoppimista. Nama toiminnot liittyvat aikataului-
hin, koulutukseen ja lentoturvallisuuteen. Sddntoperusteiset tehtavét eivit so-
vellu koneoppimiselle, kuten tytaikojen suunnittelu.

1.2 Kaupallisen lentoyhtion toiminnot

Pyrin selvittdméaan koneoppimisen hyodyntdmista jakamalla tutkimukset lento-
yhtion toiminnoittain. Koska lentoyhtiéiden organisaatiot ovat erilaisia ja matrii-
simaisia, kuten Finnairilla (kuvio 1), toimintojen erittely ei ole yksiselitteista.

Finnair organisaatio _

Commerdial, interim CCO Customer Experience Operations

* Brand, Marketing and Loyalty + Inflight Experience * Flight OPS

* Global sales * Ground Experience * OCC

* Direct Business * Finnair Kitchen * Ground ops

* Distribution and Commercial analytics + Ancillary Business * Technical ops

* Revenue Management & Pricing * Customer Experience Development + Safety & Quality management

* Network and traffic planning and airine * Resource Planning
partnerships * FFA

* Market Access and Aeropolitics * Cargo

+ Aurinkomatkat * Security management

* Amadeus

KUVIO 1 Lentoyhtitn organisaatio (Finnair, 2019)

Lentoyhtion toiminnot erittelen Porterin arvonmuodostusprosessin perusteella.
Prosessissa (Porter, 1985) organisaation toiminnot jaetaan kahteen osaan: paatoi-
mintoihin ja tukeviin toimintoihin. Pddtoiminnoissa ovat tulologistiikka, tuo-
tanto, ldhtologistiikka, markkinointi, myynti sekd huolto. Tukevissa toimin-
noissa ovat talous, hallinto, kehitys ja hankinta. Raaka-aineiden tulosta asti tuote
kulkee arvoketjussa ja saa lisdarvoa jokaisessa arvoketjun vaiheessa. Arvoketjua
voidaan tutkia kokonaisessa teollisuudessa tai vain organisaation yksikossd. Ko-
neoppimisen tuomaa arvoa lentoyhtidlle kuvaa se, paljonko yhteensd saadaan
lisdd arvoa koneoppimisesta. Lahtokohtana piddan Turban, McLean, ja Wetherbe
(2002) kirjassaan esittamad lentoliikenneteollisuuden arvoketjua, jossa lentoyh-
tion toiminnot on eritelty arvoketjun mukaisesti (kuvio 2). Ndistd ydintoimin-
toina tutkielmassa kasitellaan matkustajat, tuotto, hinnoittelu, polttoaine, lento-
jen aikataulut, tyovuorot, lennot seka tukitoimista lentokoulutus ja lentoturvalli-
suus.
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KUVIO 2 Lentoyhtisteollisuuden arvoketju (Turban ym., 2002)

Ndiden toimintojen tarkeyttd perinteisilld lentoyhtioilld voidaan arvioida esimer-
kiksi alla olevalla yhdistetylld taulukolla (taulukko 1). Siind on koottu Lufthan-
san (2018) ja Finnairin (2018) vuosikatsauksista toimintojen aiheuttamia kuluja
suhteessa liikekuluihin. Lisdksi taulukossa on Franken (2004) julkaisussa maini-
tut halpalentoyhtiéiden kulujakaumat. Ndiden yhtividen kustannukset on esi-
tetty vuosikatsauksessa hieman toisella jaolla, koske heiddn toimintansa on eri-
tyyppistd. Tuottojen ja kustannusten perusteella tutkimusten hauissa on paino-
tettu arvoketjun alueista lentdmiseen, polttoaineeseen, aikatauluihin, tyévuoroi-
hin, lentokoulutukseen ja lentoturvallisuuteen liittyvid tutkimuksia.



TAULUKKO 1 Lentoyhtion liikekulut vuonna 2017 (mukaellen Finnair, 2018 ja Lufthansa,
2018 ja Franke, 2004)

Toiminto Finnair Lufthansa Halpa-
Group lento-
yhtiot
Milj. € % Milj. € % %
Henkilostokulut 423,3 17,5 8172 23,5 33
Polttoainekulut 472,2 19,5 5232 15,0
Muut vuokrat 157,9 6,5 6357 18,3 15
Lentokaluston huolto- 165,7 6,9 884 2,5 13
kulut
Liikenndimismaksut 266,5 10,8 9
Maaselvitys- ja catering- 252,2 10,2 3267 9,4 12
kulut
Arvonalentumiset 129,2 5,3 2052 5,9

On hyvd muistaa, ettd lisdarvoa pitdd tarkastella muutenkin, kuin euromaarai-
send vaikutuksena. Esimerkiksi sddstot lentoturvallisuudessa voivat aiheuttaa
lentoyhtiolle asiakkaiden menetyksid johtuen negatiivisista uutisista. Pahimmil-
laan lento-onnettomuus yhtiossad aiheuttaa konkurssin.

Eri toiminnoissa on paljon asiantuntija- ja asiakaspalvelutehtdvid. Moninai-
set tehtdvit ja tyokulttuuri vaativat perehtyneisyyttd vakiintuneisiin kdytantei-
siin. Viranomaisvaatimuksista johtuen nama tyctehtdavéat ovat tarkasti maaritel-
tyind yhtion kirjallisissa toimintaohjeissa. Kuitenkaan kaikkea ei voida kirjoittaa
ohjekirjoihin, joten osa hyvistd kdytannoistd on hiljaista tietoa, jota kutsutaan il-
mailualalla termilld airmanship. Vaikka lentoyhtion toimintoja sdddelldan mo-
nilla sddnnoilld ja madrayksilld, asiantuntijoiden kokemuksella on suuri merkitys
toiminnalle. Perinteiset sddntopohjaiset ohjelmat sopivat sddnttjen ja madrdysten
kasittelyyn, mutta tuon hiljaisen tiedon késittely sopii hyvin koneoppimiselle.

1.3 Koneoppiminen

Kuinka kokemusta voidaan opettaa tietokoneelle? Voisiko tekodly oppia ja
kuinka tekodly toimii? Tekodly on tiedon analysointia. Viime aikoina suurten tie-
tomddrien saatavuus ja laskentakapasiteetin kasvu on mahdollistanut tekodlyn
kehityksen. Ensimmadiset maininnat tai viittaukset tekodlyyn ovat jo yli 60 vuotta
vanhoja. John McCarthy (1955) méaéritteli, ettd tekodlyn tarkoituksena on kehittaa
koneita, jotka kayttdaytyvit, kuten ne olisivat &dlykkaitd. Vuorovaikutus ihmisen
kanssa ja kognitiiviset kyvyt, kuten puheen, tekstin sekd kuvan sisdllon ymmar-
taminen, tarvitsevat tietokoneelta paljon laskentakykya ja nopeutta. Koneoppi-
minen mahdollistaa kognitiiviset kyvyt eli puheen, tekstin sekd kuvan
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tulkitsemisen. Tekodlyn kyvykkyyksid on helppo verrata ihmisen aisteihin ja toi-
mintoihin. Kuvantunnistus vastaa ndkod. Puheen muuttaminen tekstiksi vastaa
kuuloa, tekstin muuttaminen puheeksi vastaa puhumista, tekstianalyysi vastaa
lukemista ja ymmartamistd. Tiedonkaésittely vastaa muistia ja koneoppiminen
pdédttelyd ja oppimista. Tekodlyd ovat kehittdneet useat yhtiot, kuten Amazon,
Facebook, Google, IBM ja Microsoft. Eri yhtiot ovat erikoistuneet hieman eri ky-
kyihin ja standardia ei ole monimuotoiselle tekniikalle.

Tekodlyn kdyttod on helpotettu rajapinnoilla, jotka mahdollistavat erilais-
ten kykyjen kdyton valmiina palveluina. IBM Watson tekodly perustuu IBM
Cloudin tarjoamiin palveluihin (SaaS). Palvelu osaa aina tietyn kyvykkyyden esi-
merkiksi tekstin muuttamisen puheeksi. Muita esimerkkejd palveluista ovat
puhe tekstiksi, mielialan analyysi, kuvantunnistus, keskustelu, luonnollisen kie-
len luokittelu ja luonnollisen kielen ymmartdminen. (IBM Watson, 2019.)

Koneoppimisen kaytto kuvioiden tunnistamisessa, luonnollisessa kielenka-
sittelyssd ja laskennallisissa menetelmissd perustuu algoritmeihin, jotka oppivat
syotetiedosta ja tekevit niistd padtelmid tai ennusteita. Kaikkia erilaisia tilanteita
varten ei ole olemassa erillisid sddntdjd, vaan oppiminen perustuu koneen teke-
maddn algoritmiin, joka arvioi ldhtotietojen perusteella syotetietoja vastaavan tu-
loksen. Tekodly oppii tekemédn dlykkditd paatoksid, jotka perustuvat historialli-
seen tilastotietoon eikd ohjelmointiin. Tekodlyd luodaan koneoppimisella. Riitta-
vélla madralld opetustapauksia 10ytyy algoritmi, joka antaa myds uusilla tapauk-
silla todenndkoisesti ldhes oikean vastauksen. Tdlloin ei tarvita sddantopohjaisia
ohjelmia vaan kidytetddn tilastotiedettd ja uusia laskentatapoja. (Weibo ym.,
2017.)

Koneoppimista on kolmea perustyyppid: ohjattu, ohjaamaton ja vahvistettu.
Ohjatussa oppimisessa opetustiedoissa annetaan mukana haluttu tulos. Ohjaa-
mattomassa oppimisessa ei anneta haluttua tulosta, vaan kone esittdd riippu-
vuuksia, suhteita ja samankaltaisuuksia. Vahvistetussa oppimisessa haluttu tulos
algoritmille saadaan ympaériston antamasta palautteesta. Kdytetyt algoritmit va-
litaan perustyypin, sydtetietojen ja halutun tuloksen mukaan. Syotetiedot voivat
olla esimerkiksi jatkuvia tietoja tai epdjatkuvia tietoja. (Bell, 2015.)

Koneoppimisen uusimmat laskennat perustuvat neuroverkkoihin, joiden
perusrakenteeseen kuuluvat syotekerros, piilokerrokset sekd ulostulokerros.
Syotekerrokseen tuodaan ldhtoarvot eri tiedoista. Piilokerroksissa tulosten yh-
distely ja automaattinen painotus sadatavit laskentaa, jotta saataisiin ulostuloker-
rokseen halutut tulokset. Kdytettyjd algoritmeja ovat logistinen regressio, neuro-
verkot, pdatospuut, k:n ldhimmaéan naapurin menetelmd, tukiverkkokone, Naiivi
Bayes -luokittelija, Diskriminaattianalyysi, satunnainen metsd, k-means-kluste-
rointi, kernel-tiheysarvio, gaussian-sekoitusmalli. (Bell, 2015.)

Neuroverkoista on kehitetty syvdoppivia neuroverkkoja (DNN). Syvaoppi-
minen koostuu yleensd hierarkkisesta arkkitehtuurista, jossa on useita kerroksia
erillisid neuroverkkoja. Jokainen kerros tekee oman epéalineaarisen tietojenkaésit-
telynsd. Syvdoppimisessa kdytetddn erilaisia verkkoarkkitehtuureja verkon si-
sdlld ja ndin voidaan késitelld monimutkaisempia kokonaisuuksia. Syottetiedot
voidaan luokitella ennen késittelyd ja ndin saadaan monipuolisempia tulkintoja
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tiedosta. Tiedon kasittely voi olla normaalista neuroverkosta poiketen palautta-
vaa eli saadut tulokset palautetaan tietovirran alkuun (Backpropagation). Palau-
tetut tulokset vaikuttavat uudelleen tehtdvédn laskentaan. Monimutkaisemmat
mallit vaativat kuitenkin paljon laskentakapasiteettia oppimisvaiheessa. (Weibo
ym., 2017.)

Lopputulokseen vaikuttavat myos ldhtotiedon méard, monipuolisuus ja au-
kottomuus. Tiedonlouhintaan menee Davis ja Clarkin (2011) mukaan 10-20 %
ajasta ja tiedon esikésittelyyn 50 % ajasta. N&din jopa 70 % ajasta kdytetdan muu-
hun kuin algoritmin opettamiseen. Esikésittelyssd asiantuntijoiden ja tiedon si-
sdllon ymmartdminen on erittdin tarked osa koneoppimista. Algoritmin opetuk-
seen ja laskentaan voi mennd pdivakausia, mutta valmis malli toteuttaa opitun
asian silmdnrdpayksessa.

1.4 Tutkimuksen toteutus

Taman kandidaatintutkielman menetelména on kirjallisuuskatsaus. Aluksi méaé-
rittelen ja rajaan lentoyhtion toiminnot sekd koneoppimisen osa-alueet, joita ka-
sitellddn tutkimuksessa. Johdannossa esittelen tutkimuksen tarkoitusta ja pda-
madrid sekd mddrittelen kaytettyjd termejd sekd tehtyjd valintoja. Perustelen,
mitkd ovat lentoyhtion tarkeimmadt toiminnot, joita kasittelen. Sen jdlkeen esitte-
len koneoppimisen erilaisia kdyttotapoja. Teksteissd on useasti luontevampaa
puhua tekodlystd, vaikka tekodlyn toiminta perustuu koneoppimiseen.

Kirjallisuuskatsauksen haut on rajattu informaatioteknologiassa vakiintu-
neisiin tietokantoihin ja toteutettu tietokannoista: IEEE Xplore Digital Lib-
rary, ACM Digital library. Monitieteisistd tietokannoista on tehty hakuja tieto-
kannoista Scopus, Web of Science ja Google Scholar. Tekoélyn ja koneoppimisen
viimeaikaisen nopean kehityksen vuoksi rajasin haut vuosiin 2011-2019. Pyrin
valitsemaan Julkaisufoorumin suosituksia, mutta lentoyhtioitd kéasittelevien tut-
kimusten rajallisuudesta johtuen valitsin my6s Google Scholarin mukaan paljon
viitattuja dokumentteja tai ammattikdayttoon tarkoitettuja tekodlyn internetkayt-
toohjeita. Kaytettyja hakusanoja olivat: artificial, airline, intelligence, machine
learning, deep learning, cognitive, artificial intelligence, pilot, crew, neural, re-
view ja survey. Ndistd 10ytyneistd tutkimuksista valitsin kdytettyjd parhaita ldh-
deviitteitd lisdhakuihin. Suomenkielisid hakusanoja en kayttanyt.

Seuraavissa luvuissa tutkin, mitd tutkimuksia on jo tehty ndihin lentoyhtion
tyotehtaviin liittyen. Pyrin 16ytaméaan tutkimuksissa tehdyille ratkaisuille perus-
teita sekd toisenlaisia ratkaisumahdollisuuksia. Toisena tarkastelun nidkokul-
mana on koneoppimisen hyodyntamattomat tutkimustulokset. Hyodyntamis-
mahdollisuuksia voisi etsid muistakin yhtioistd kuin lentoyhtitistd, mutta se laa-
jentaisi hakuja kohtuuttomasti. Yhteenvedossa kootaan ne soveltamismahdolli-
suudet, jotka olisivat hyodynnettdvissa lentoyhtididen toiminnassa seké toisen-
laiset lahestymistavat tutkimusten aiheeseen.
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2 KONEOPPIMINEN ERI TOIMINNOISSA

Téassd luvussa esittelen jo tutkittuja koneoppimiseen perustuvia ratkaisuja
lentoyhtitn toimintoihin liittyen. Koneoppimisen kyvykkyydet ovat kehittyneet
vasta ldhivuosina, joten tutkimuksia ei ole tehty kaikkiin toimintoihin liittyen.
Tutkielmani keskittyy vain tehtyihin tutkimuksiin, vaikka kyvykkyyksiin
liittyvid sovelluksia on voitu ottaa kdyttoon ilman aiheesta julkaistua tutkimusta.
Ensin esittelen lentoyhtion tuloja tekevan lipunmyynnin, minka jdlkeen esittelen
kuluja aiheuttavat toiminnot.

2.1 Matkustajamddrdn ennustaminen ja lentojen hinnoittelu

Lipun myynnissd tutkimukset voidaan jakaa kahteen osaan. Ensimmaéinen osa
késittelee kysynndn maddrittelyd ja toinen hintasyrjintdd. Hintasyrjintd tarkoittaa
valmiutta ja halukkuutta maksaa samasta lipuista erilaisia hintoja. Nama ovat
lentoyhticlle tarkeitd tietoja, koska lipputulot ovat kdytdnnossa ainoa tuloldhde,
jos yhtiolld ei ole rahtilentotoimintaa. Kysyntdan liittyy myos kapasiteetin mah-
dollisimman tehokas kéytto eli tarkoitus on myyda lentokone mahdollisimman
tayteen hyvailld hinnalla ja huomioida samalla, ettd osa matkustajista ei ilmesty-
k&dn varatulle lennolle. Jos kysyntd on oletettua vahdisempéad, voidaan lento len-
tad pienemmalld koneella ja kuluilla. Samalla, kun lentoyhtio optimoi lippujensa
hintoja, matkustajat yrittdvat myos saada lippunsa mahdollisimman halvalla oi-
keaan aikaan oikeasta yhtiosta.

Téssd tutkielmassa keskityn lentoyhtion tekeméddn hinnoitteluun. Asiak-
kaan tekemadt valinnat liittyvit kiintedsti yhtion myyntistrategiaan. Lentoyhtion
on tiedostettava, ettd asiakkaat hyodyntavit lippujen hintojen sekd ostoajankoh-
dan optimoivia jarjestelmid. Ndistd on koottuna useita koneoppimista hyodynta-
vid tutkimuksia (Abdella, Zaki, Shuaib & Khan, 2019).

Lentoyhtion hinnoittelustrategiat voivat perustua pitkdn tavoitteen
hinnoitteluun, tuotto  hinnoitteluun tai dynaamiseen hinnoitteluun
(Narangajavana, Garrigos-Simon, Garcia & Forgas-Coll, 2014). Malighetti, Pa-
leari ja Redondin (2009) mukaan dynaaminen hinnoittelu on monipuolisin ja
vaativin tapa, joka ottaa huomioon sisdiset tekijat, ulkoiset tekijat,
kilpailutilanteen ja strategiset asiakkaat sekd hintavaihtelun. Sisdisid tekijoita
ovat hintahistoria, ostopdivd, ldhtopdiva, kausi, lomat, tarjonta, lippuluokka,
vapaat paikat, markkinatlanne ja lennon pituus. Ulkoisia tekijoitd ovat
tapahtumat, uhkat, lakot, juhlat, konferenssit, sddtilanteet ja taloustilasteet.
Dynaaminen hinnoittelu on vaativa ja samalla sopivin koneoppimiselle.
Dynaaminen hinnoittelu sopii monen syottetiedon Kkésittelyyn ja useissa
tutkimuksissa todetaankin syotetietojen olevan liian suppeita ja ulkoisten
tekijoiden lisddmisestd saataisiin paljon parempia tuloksia. (Malighetti, Paleari &
Redondi, 2009.)
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Ulkopuolisten ja sisdisten tekijoiden vaikutusta kysynndn ennustamiseen
tutkiessaan Yuan, Xu ja Yang (2014) kéayttivat kysynndn ennustamiseen
asiakkaan soittoja, internethakuja sekd lippuhintojen vaihtelun historiatietoja
neljalta vuodelta. Neuroverkko ja tukivektoriregressiot antoivat heille tuloksen,
ettd ulkopuoliset tekijat mahdollistivat ennustamaan pienimmaén keskimddrdisen
virheen, joka oli 4,66 %.

Kun mydhemmin tutkittiin kysynndn ennustamista (Yang ja Liu, 2018)
Randon Forest -malli ennusti matkustajamdaran 4,18 % keskimaardiselld
virheelld (MAPE). Tukivektoriregressio (SVR) ja Neuroverkko-metodit eivit
tuolloin kyenneet yhtd pieneen virheeseen. Kysynndn tutkimuksissa vuosilla
2014 - 2017 on koneoppimista kdytetty kolmessa tutkimuksessa. Tekniikat olivat
klusterit, neuroverkot ja Bayesian verkko. Hintasyrjintddn ei ole kaytetty
koneoppimista, vaikka se olisi sithen sopiva tekniikka.

Hintasyrjinndssd on tarkedd profiloida asiakas. Profiloinnissa voidaan
kayttdad esimerkiksi rekisterdintitietoja tai evéstetietoja. Constantinides ja
Diercksin (2014) tutkimuksen mukaan profilointi tiedot muualta kuin evasteista
olivat parempia. Sosiaalisen median ja internetsivujen hyddyntdminen lisdd
ennustettavuutta. Sosiaalisen median analyyseihin on jo olemassa valmiita
rajapintoja kaytettavdaksi (IBM, 2019). Syvdoppiminen mahdollistaisi ndiden
tietojen kdyton reaaliaikaisesti koko internetistd. Na&in voisi padivittaa
tapahtumien, blogien ja uutisten tietoja reaaliaikaisesti. Abdella ym. (2019)
mukaan téllaisia sosiaalisen median hyddyntdmisida ei loytynyt mistdan
tutkimuksista.

Mikéli lentoyhtio sekd asiakas saavat kdyttoonsd tekodlyd hyddyntdvan
ratkaisun, lentojen hinnoittelu saattaa siirtyd tekodlyjen viliseksi kaupaksi.
Télloin kaupankdynnissd korostuu tiedon saatavuus sekd omien tietojen
peittdminen tai muuttaminen. Lippujen hinnoittelussa lentoyhtiolld on etuna
laajat omat tietovarastot. Dynaaminen hinnoittelu on tehokasta ja lentoyhtiolla
on siihen hyvadt mahdollisuudet omien tietojensa avulla. Uudet tekniikat
mahdollistavat automaattisen ulkoisen tiedon kdyton syotetietoina. Lentoyhtion
tulojen hankkiminen tulee tulevaisuudessa olemaan vahvasti sidoksissa
tietotekniikan ja tiedon hallintaan. Tulojen lisdksi on hallittava my6s menot.
Seuraavissa luvuissa késittelen lentoyhtion toimialoja, joissa koneoppimista
voidaan hyddyntdd menojen vahentamiseksi.

2.2 Tyoaikojen suunnittelun menetelmat

Miehiston kustannukset ovat lentoyhtion toiseksi suurin kustannus
polttoainekustannusten jdlkeen. Vuonna 1991 American Airlines kaytti 1,3
miljoonaa dollaria miehiston menoihin (Gopalakrishnan ve Johnson, 2005).
Lentoyhtividen  miehiston tytaikasuunnittelu vaikuttaa merkittavasti
kustannuksiin. Tamédn luvun tiedot perustuvat kirjallisuuskatsaukseen (Deveci
& Demirel, 2015), jossa on vuoteen 2015 mennessé kaytettyjd menetelmid. Luvun
lopuksi esitin muutamia uudempia tutkimuksia ja niissa kdytettyjd menetelmia.
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Tydvuorojen suunnittelu on jaettu kolmeen vaiheeseen: lentoaikataulut,
ilma-alusten aikataulut ja miehiston aikataulut. Lentokoneiden ja miehistojen
aikataulujen suunnittelu on jaettu kahteen alaluokkaan. Lentokoneiden
suunnittelussa ensin maddritetddn kaytettdva konetyyppi ja sitten yksittdisten
lentokoneiden  reititykset. = Miehistdjen  tydaikasuunnittelu  koostetaan
aikatauluista tehtdviin lentojen sarjoihin (pairing), joihin liitetddn miehistot
(rostering). Ndamd suunnitelmat ovat erillisid, mutta vaativat optimointia
kustannuksiltaan edullisimman ja laillisen ratkaisun l6ytdmiseksi. (Anbil, Tanga
& Johnson, 1992.)

Lentosarja alkaa ja p&attyy kotikentille ja kestdd yleensd kolme tai nelja
pdivdd. Miehiston jdsen tekee yleensd neljd tai viisi lentosarjaa kuukaudessa.
Miehiston  lentosarjoja  rajoittavat  ilmailuviranomaisen  sddannot ja
turvallisuusmaédradykset, tydaikalait ja miehiston tydehtosopimukset. Lentosarjat
kattavat kaikki yhtion lennot ja tarkoituksena on minimoida kustannukset. Alla
olevassa taulukossa on esitetty eri lentoyhtividen miehiston kustannuksia (Ba-
zargan, 2010).

TAULUKKO 2 Miehistokulut Amerikan isoimmissa lentoyhtitissd (Bazargan, 2010)

Lentoyhtio Miehiston  Miehistokulut  Miehistokulut

maadra A4S
kokonaiskulut
Alaska 1,455 180,845,000 5.57 %
AirTran 1,632 157,383,851 6.00 %
American 11,166 1,152,808,000 4.48 %
Continental 4,867 623,767,000 4.05 %
Delta 12,299 802,811,000 3.84 %
Southwest 5,915 965,329,000 9.13 %
United 6,478 757,020,000 3.44 %
US Airways 5,275 482,044,882 3.39 %

Pelkkien kustannusten lisdksi aikataulujen toimivuutta voidaan mitata miehis-
ton vasymisen ennakoinnilla. Miehiston vasymykseen vaikuttavat pddasiassa
kaksi tekijdd: unen menetys ja epasdadannollinen nukkuminen. Vaikka viranomai-
nen on antanut ty6ajan rajoituksia, ei ole mitddn erityistd sdantod unen menetys-
ten ja epdsdannollisten tyorytmien arvioimiseksi. Epdsdannollinen uni vaikuttaa
unen rytmeihin, mikéd johtaa vasymykseen. (Gander, Rosekind, & Gregory, 1998.)

Koska lentotoiminta (lentokone ja miehisto) on lentoyhtion kallein toiminto,
ndiden kahden kohteen aikataulut ovat lentoyhtididen kannalta ratkaisevan tar-
keitd. Lentoyhtiot ja tutkijat ovat kehitténeet erilaisia optimointitekniikoita aika-
taulujen suunnitteluun. Jo vuonna 1993 todettiin, ettd nditd menetelmia on kehi-
tetty 40 vuoden ajan. Tavoitteena on minimoida miehiston kustannukset ja tayt-
tdd lentoyhtividen sddntojen ja viranomaisten asettamat monet rajoitukset. (Hoff-
man ja Padberg, 1993.)

Kirjallisuudessa on ehdotettu monia optimointimenetelmid miehiston aika-
taulutusongelman ratkaisemiseksi. Alla olevassa taulukossa (taulukko 3) on
kooste kadytetyistd menetelmista.
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TAULUKKO 3 Tyoaikasuunnittelun menetelmat

Metodi Tyyppi Tutkimuksia
Set partitioning Exact methods 36
Set covering Exact methods 18
Mixed or integer Exact methods 24
Programming

LP relaxation Exact methods 13
Linear programming (LP) Exact methods 5
Branch-and-price Exact methods 6
Branch-and-bound Exact methods 4
Branch-and-cut Exact methods 2
Shortest path problem Exact methods 13
Tree search algorithm Exact methods 3
Column generation Other methods 40
Benders decomposition Other methods 6
Dantzig-Wolfe Other methods 1
Decomposition

Carmen systems Other methods 5
Nonlinear integer programming  Nonlinear 2
Stochastic programming Stochastic 4

Genetic algorithm
Ant colony optimization

Population-based metaheuristics 11
Population-based metaheuristics 2

Tabu search algorithm Single solution-based 2
Metaheuristics

Simulated annealing Single solution-based 1
Metaheuristics

Local search algorithm Single solution-based 1
Metaheuristics

Muut menetelméit - 34

Vuoden 2015 jalkeenké&én ei koneoppimista oltu kéytetty lentoliikenteen tydaiko-
jen suunnittelussa. Lahimpéand koneoppivia ratkaisuja oli sumean logiikan
(fuzzy-logic) ratkaisu rautatieyhtividen tyoaikasuunnittelussa (Khmeleva,
Hopgood, Tipi, & Shahidan, 2018). Rautatieyhtididen ongelmat ovat samankal-
taisia lentoliikenteen miehistdsuunnittelun kanssa laajojen yhteysverkkojen ja
runsaiden sddntdjen vuoksi. Yhtiona oli Iso-Britannian DB-Schenker Rail -yhtio.
Miehistokustannusten osuus oli jopa 20-25 % kokonaiskustannuksista. Sumealla
logiikalla saavutettiin jopa 10 % sddstot kustannuksissa. Pelkkd suunnittelu ei
kdytdannon eldmaéssa riitd, koska monet hdiriot vaativat tehdyn suunnitelman
muuttamista.

Suunnitelman muutos kuitenkin aiheuttaa muille miehistoille tyomaéa&ran
lisddntymistd, lepoaikojen vdhenemistd ja mahdollisesti turvallisuussddntojen
rikkomuksia. Saantojd rikkomatta olisi suunniteltava uudelleen, kuinka mahdol-
lisissa hdiridissd miehiston kdytossd selvittdisiin mahdollisimman pienilld ku-
luilla. Zhang, Ma, Yang ja Chen (2018) tutkivat Tabu Search -algoritmilla my6-
héstymisten ja miehiston kdayton muutoksia hdiridtapauksissa. Suunniteltu malli
tuotti hyvid tuloksia, luotettavasti ja laskennallisesti tehokkaasti. Mallin heikkou-
tena oli kuitenkin, ettdi oletuksena kaikki miehistot voivat lentdd kaikkia
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tarvittavia konetyyppeja. Toinen tutkimus (Chen & Chou, 2017), jossa tutkittiin
tehdyn miehistosuunnitelman muutosta hallinnolliset ja turvallisuusméaaradykset
huomioiden, tehtiin Pareto-metodilla. Menetelm4 tuotti muutaman hyvaksytta-
van mallin pdadtoksentekoa varten.

Tyovuorojen suunnittelu ja poikkeamien korjaus perustuu moniin saantoi-
hin ja on ndin parempi perinteisille sdantopohjaisille ratkaisulle. Tutkimuksissa-
kaan koneoppimista ei oltu kdytetty. Koneoppimista voisi kdyttdd luonnollisen
kielen ymmartamiseen liittyen miehistoille tehtyjen tyovuorojen vaihdoissa.
Tyontekijoilld on usein tarvetta henkilokohtaisista syistd johtuen vaihtaa keske-
nddn tyovuoroja. Tyontekijan olisi helppo kuvata sanallisesti toiveensa vaihto-
tarpeesta. Toiveeseen voisi etsid lailliset vaihtomahdollisuudet muista vaihtotoi-
veista ilman monimutkaista rosterointi-laskentaa. Poikkeamat suunnitelmasta
aiheuttavat monimutkaisia tytaikojen uudelleen jarjestelyja. Ndiden poik-
keamien ennustamiseen ja ennakointiin voisi kdyttdd koneoppimista. Jotkin
poikkeamat toistuvat aikataulujen mukaisesti, kuten seuraavassa luvussa kerro-
taan. Myohdstymisten analysoinnilla voitaisiin vahentdd myohdstymisid sekd en-
nakoida niitd haittojen minimoimiseksi.

2.3 Koneoppiminen lentojen myohdstymisten ennustamisessa

Myohédstymisistd aiheutuu ylimddrdisten miehistokulujen lisdksi lentokentdn
kayttokuluja sekd jatkolentojen menetyksid. Ne aiheuttavat matkustajille harmia
ja heikentdvét lentoyhtion mainetta. Koneoppimisella on hyvit mahdollisuudet
tapahtumien ennustamiseen, vaikka kaikki tapahtumat eivit olekaan ennustet-
tavissa.

Harveyn (2016) mukaan Amerikan kotimaan lennoista myohéstyi vuonna
2016 noin 20 %. Tamd vastaa muissakin tutkimuksissa olleita lukuja. Myothésty-
misille on monia syitd: liian lyhyet kddntoajat, tekniset syyt, maapalvelut, lento-
kentdn toiminnot, ruuhkainen ilmatila ja sdd. Sadstd johtuvia myodhéstymisid ra-
portoitiin olevan 36-30 % myohastymisistd. (Harvey, 2016.)

Séd vaikuttaa monella tavalla muihin myohédstymisen syihin. S reitilld ja
1ahto- tai madrdkentilld aiheuttavat myohdstymisid tuloajoissa sekd rullausaiko-
jen pidentymisind. Lumisateet aiheuttavat kiitotien kaytolle rajoitteita sekéd len-
paljon alueellisesti. Myohadstymisen lisdksi tulisi ennustaa lentoaikojen pidenty-
misid ruuhkasta tai sddstd johtuen. Pidentynyt lentoaika on tédrked tieto lennon
turvalliselle ja taloudelliselle suunnittelulle. Aikataulusuunnittelussa tehdyt len-
tojen sarjat kertaavat myohéastymistd, jos niihin ei voida reagoida ajoissa.

Seuraavissa alaluvuissa esittelen koneoppimista hyodyntavid tutkimuksia.
Niistd 16ytyvat piirteet ovat hyodynnettédvissa tulevissa tutkimuksissa. Koneop-
pimisen kdytté myos osoittautuu hyvéksi ennustajaksi, jos tutkimus on hyvin to-
teutettu. Tutkimuksissa ennustettiin, ettd tapahtuuko myohdstyminen vai ei.
Joissain tutkimuksissa pyrittiin lisdksi ennustamaan myohéstymisen aikaméaraa.
Ennustavina tekijoind on kdytetty aikatauluja sekd sdétilaa.
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2.3.1 Saapuvan lentoliikenteen myohdstymisen tilan ennustaminen liikenne-
tiedoilla

Tdssd tutkimuksessa kdytettiin syotetietoina vain aikataulutietoja ja
toteutuneiden lentojen tietoja. Pamplona, Weigang, Barros, Shiguemori ja Alves
(2018) tutkivat lentoliikenteen myothdstymisen ennustamista kadyttamdlle Sao
Paolon ja Rio de Janeiron vilisen lentoliikenteen tietoja. Tutkittuna ajanjaksona
oli vuoden 2017 tammikuu, jolloin lennettiin 1560 lentoa. Tutkimuksessa
paddyttiin luokittelun tekemiseen kéayttden Random Search -tekniikkaa aiemmin
Bergstra ja Bergio (2012) tekemén tutkimuksen perusteella.

Tutkimuksessa todetaan, ettd Euroopan liikenteen myohédstymisistd yli
puolet johtuu lentoyhtidistd. Toisiksi suurin syy Euroopassa on sanottu olevan
lentoliikenteen ohjaus- ja hallintajdarjestelmédt. Sddolot ovat syynd 16 %
myohédstymisistd. Myohdstymisid ennustettiin vain tapahtumina eikd niiden
ajallisina mddrind. Huolimatta lyhyestd aikavalistd sekd vahdisestd méadrasta
lentoja he pystyivdat ennustamaan myochdstymisia yli 90 % tarkkuudella.
Verrattuna muihin tutkimuksiin kaytetty malli osoitti, ettd viikonpdivalld,
lentoyhtiolld, tuloajalla ja ldhtoajalla voidaan ennustaa lennon myohéstymista.
(Pamplona ym., 2018.)

Pelkkien aikataulutietojen perusteella ennustaminen voi olla hyodyllista.
Tulos voi osoittaa, ettd suunniteltua aikataulua on ollut mahdoton kdytannossa
toteuttaa. Toteutuneissa lennoissa voi olla kyseisind aikoina ruuhkaa maassa tai
ilmassa johtuen suunniteltujen lentojen liian suuresta mddrdstd. Téllainen
sddnnonmukainen mychdstyminen ilman ulkopuolista syytd pitdisi pystya
korjaamaan tai ainakin pystyd minimoimaan haittoja. Mielenkiintoista oli, etta
sddtiedot jatettiin syotetiedoista pois Euroopan tilastojen perusteella. Tutkimus
kuitenkin toteutettiin Brasilian litkennetiedoilla erilaisessa toimintaympéristossa.
Seuraavissa tutkimuksissa on huomioitu myos sdan vaikutus.

2.3.2 Saapuvan lentoliikenteen myohidstymisen tilan ennustaminen sda- ja lii-
kennetiedoilla

Tdssd alaluvussa kerron tutkimuksesta (Choi, Kim, Briceno & Mavris, 2016), jossa
pyrittiin ennustamaan myohastymisida myos sdatietoihin perustuen. Heidén tut-
kimuksessaan ennustettiin, myohdstyyko saapuva lento vai ei, mutta myohasty-
misen aikamddrdd ei ennustettu. Syotetietoina he kayttivit sekd 1ahto- ettd maa-
rakentdn sddtietoja ja sddennusteita. Késitellyt tiedot olivat Amerikan liikennevi-
raston tilastotietoja vuosilta 2005-2015 sekd lisdksi lentokentdn sddilmoituksen
tietoja. Sadtiedot kerdttiin NOAA:n tietokannoista ja ne muutettiin lukuarvoiksi
ja normalisoitiin. Ndihin tietoihin yhdistettiin lentojen aikataulutiedot (Choi ym.,
2016).

Myohdstymistapahtumat eivit ole tasapainossa, koska myohastymisid oli
noin viidesosa tiedoista. Pienempadan myohéstyvien lentojen luokkaan tulisi pie-
nempi todenndkoisyys luonnostaan, joten ennustusmenetelmien toimivuuden
vuoksi mychédstyvien luokkaa pitdd kasvattaa samankokoiseksi aikataulussa
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olevien lentojen kanssa. Tasapainotuksessa kaytettiin SMOTE-tekniikkaa kasvat-
tamaan pienemmain luokan esiintymid. SMOTE-tekniikalla on saatu muita tasa-
painotuksen menetelmid parempia tuloksia (Chawla, Bowyer, Hall & Kegel-
meyer, 2002). Tekniikkaa kaytettiin sekd opetuksen ettd ennustamisen tietojen
esikdsittelyyn.

Luokitteluun Choi ym. (2016) kdyttivat neljad menetelmda: Decision Trees,
Random Forest, AdaBoost ja K-Nearest-Neighbors (kuvio 3). Kuvion x-akseli ku-
vaa vddrien positiivisten tulosten osuutta kaikista positiivisista tapauksista. Ku-
vion y-akseli kuvaa oikeiden positiivisten tulosten osuutta kaikista positiivisista
tapauksista. Ennusteiden arviointiin kdytettiin 10-fold Cross - ja Receiver Opera-
ting Characteristic Curve -menetelmid. Parhaan ennusteen tarkkuuden (83,4 %)
he saivat opetusvaiheessa Random Forest -menetelmalla ja kdyttamalla SMOTE-
tasapainotustekniikkaa. Menetelmdn valinnan merkityksen huomaa vertaile-
malla menetelmien tarkkuuksia erilaisilla valituilla ldhtotiedoilla. Random Fo-
rest -menetelméasséa sdatiedot lisddvat ennusteen tarkkuutta. Decision Trees -me-
netelmdssd sekd AdaBoost -menetelmdssad pelkilld aikataulutiedoilla ei ole isoa
merkitystd tarkkuuteen. Toisaalta taas KNN-menetelmd antaa saman tarkkuuden
(82,4 %) pelkélld aikataulutiedolla verrattuna yhdistettyyn sda- ja aikataulutie-
toon (Choi ym., 2016).
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KUVIO 3 (ROC) Menetelmien toimintaominaiskdyrat (Choi ym., 2016)

Térkeintd on, ettd kuinka hyvin opetetut mallit ennustavat uudella aineistolla
myohédstymisid. Mallit eivit kyenneet uudella tiedolla samaan tarkkuuteen kuin
opetuksessa. Ennusteita tehtiin viideksi ja yhdeksi pdivéksi etukédteen perustuen
sddennusteisiin ja lisdksi kyseisen pdivan oikeilla sddtiedoilla kyseiseksi pdivaksi
(taulukko 4). Pidemmilld ennusteilla tarkkuutta huonontaa sddennusteen luotet-
tavuuden huononeminen.

TAULUKKO 4 Ennusteen pituuden vaikutus tarkkuuteen (Choi ym., 2016)

Aikaikkuna Tarkkuus
Viisi pdivad aikaisemmin 26,8 %
Yksi pdiva aikaisemmin 30,1 %
Oikealla siitilanteella 80,4 %

Kaikilla menetelmilld ennusteen tarkkuus vaatii sddtiedon huomioimisen. Myo-
héstymisiin vaikuttavat kuitenkin monet muut tekijat, joten pelkalld sdatiedolla
ei voida ennustaa kaikkia myohéastymisid. Eri menetelmien ennustamiskyky oli
sikdli mielenkiintoinen, ettd joillekin menetelmille riitti pelkkd aikataulutieto.
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Toisille menetelmille sddtiedoilla oli selked hyoty ja toisille taas sddtiedot eivit
olleet hyodyllisid (kuvio 3). Ennusteissa ndyttdisi olevan tarve seurata tilannetta
ja ennusteita hyvinkin ldhelle varsinaista tapahtumaa. Parhaimmillaan ennus-
teen tarkkuus oli 83,4 %. Seuraavassa alaluvussa on vastaavanlainen tutkimus,
jossa on lisdksi kadytetty kehittyneempédd neuroverkkoa hyvaksi.

2.3.3 Lentoliikenteen myo6hdstymisen tilan ennustaminen sda- ja liikennetie-
doilla RNN-arkkitehtuurin neuroverkolla

Téssd luvussa ldhteend on tutkimus (Kim, Choi, Briceno & Mavris, 2016), jota on
hyvd verrata aiempaan tutkimukseen, jossa my6s myohédstymisid ennustettiin ta-
pahtumina eiké ajallisesti ja lahtotiedot olivat muuten samanlaiset. Aiemmasta
poiketen tiedolle ei tehty esikasittelyd, vaan annettiin neuroverkon mukautua ti-
lanteeseen.

Syotetiedot olivat vuosilta 2010-2015. Tutkimuksen mallissa oli kaksi vai-
hetta. Ensimmadinen vaihe ennusti lentokentdn pdivittdistd mychdstymistilaa.
Toinen vaihe ennusti myohéstymistd yksittdiselle lennolle. Opetusvaiheessa en-
simmdinen vaihe sai syotetiedot aikataulujen ja sddtietojen historiasta. Ensim-
mdinen vaihe antoi lentokentdlle pdivittdisen myohastymistilan, joka oli saatu
keskimaddrin kaikista lentokentédn pdivan lennoista. Toinen vaihe kaytti syotetie-
toina lentokentdn ensimmadisen vaiheen edellisen pdivan myo6hédstymistilaa, ai-
kataulutietoja ja sddtietoja. Molemmissa vaiheissa he valitsivat opetettavaksi len-
tokentdksi Atlantan.

Tutkimuksessa he kayttivat neljdd eri toistuvan neuroverkon arkkitehtuuria
(Recurrent Neural Network, RNN). Lentoliikenteen analyyseihin syvdoppivia al-
goritmeja ei oltu aiemmin kokeiltu. Syvédoppivia algoritmeja on kéytetty paljon
data-analytiikan ja massadatan ongelmiin, kuten liikennevirtojen ennustamiseen.
Erityisesti toistuvan neuroverkon (RNN) algoritmi osoittautui tarkaksi menetel-
méksi tapauksissa, joissa tarvitaan perdkkdisten ja ajallisten tapahtumien mallin-
nusta. Tdssd tutkimuksessa kdytetty RNN-ennustusmalli osoittautui tarkem-
maksi kuin aiemmissa tutkimuksissa olleet mallit. Alemmat mallit ovat usein pe-
rustuneet liikenteen mallinnuksiin ja simulointeihin (Manley & Sherry, 2010 ja
Ferguson, Kara, Hoffman & Sherry, 2013 ja Glover & Ball, 2013). Simuloinneista
on tutkimusten mukaan hyotyd, kun tutkitaan eri asioiden vuorovaikutuksia tai
pitkalle aikavdélille ulottuvia vaihtoehtoja. Simuloinnin heikkoutena on hitaus ja
mahdolliset mallinnuksen epadtarkkuudet. Koneoppimista on kéytetty tutkimuk-
sissa hyvin tuloksin, mutta tarkkuudessa on vield ollut parannettavaa.

Mallin ylioppimista Kim ym. (2016) pyrkivit valttamaan molemmissa vai-
heissa dropout-tekniikalla. Testausvaiheessa silld oli helppo yleistda ennustuksia
ja vdahentdd merkittavasti ylioppimista (Srivastava, Hinton, Krizhevsky, Sutske-
ver & Salakhutdinov, 2014). Oppimiseen Kim ym. (2016) kayttivét tilanteen mu-
kaan stochastic gradient descent -algoritmia tai batch gradient descent -algo-
ritmia. Lopuksi he testasivat ja yleistivat mallin. Yleistystd testattiin kayttamalla
Atlantaan valittuja asetuksia ja testattiin niitd muiden lentokenttien syotetie-
doilla.
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Kahta erilaista perdkkdisten pdivien mallia kokeiltiin. Ensimmadinen malli
oli seitsemédn perdttdistd pdivad 15 minuutin myohédstymisrajalla ja toinen oli yh-
deksdn perittdisen pdivan malli 30 minuutin mychéastymisrajalla. Ensimmaisestd
vaiheesta saatiin ennusteiden 90 % tarkkuus. Isommalla my6hédstymisrajalla saa-
tiin paremmat luokittelut.

Toisen vaiheen opetuksessa he kdyttivdt ensimmadisen vaiheen antamaa
myohdstymistilaa sdd- ja aikataulutietojen lisand. Toisessa vaiheessa testattiin
erilaisia piilokerrosten lukumaérid sekd kerroksissa olevien neuronien lukumaa-
rid. Paras tarkkuus saatiin viidelld piilokerroksella, joissa neuronien lukumaarat
olivat: 133, 300, 200, 100 ja 15. Opetukseen kaytettiin 228 iteraatiokierrosta. Yksit-
tdisen lennon myohéstymisen ennustamisen tarkkuus oli 87,4 %. Tama oli paras
tarkkuus tdhdn asti tehdyistd tutkimuksista. Atlantasta saatua mallia kdytettiin
yhdeksan muun lentokentdn myohédstymisten ennustamiseen. Tarkkuus ylittaa
85 % kaikilla paitsi Phoenixin kentilld. Phoenixin kentdlla oli selvdsti muita va-
hemman liikennettd. Parhaimmillaan tarkkuus oli 91,81 % (Kim ym., 2016).

Taman tutkimuksen tulokset olivat tarkimmat tdhdn asti tehdyistd tutki-
muksista huolimatta siitd, ettd syotetietoja ei esikésitelty vaan neuroverkko itse
valitsi tietojen kdayton mallissa. Uskoisin, ettd tuloksiin vaikutti mallin optimointi
ja uuden neuroverkkotekniikan kdytto. Seuraava tutkimus pyrkii lisdksi ennus-
tamaan myohdstymisen aikaméaarad.

2.3.4 Lentoliikenteen myohdstymisen aikamddrin ennustaminen sia- ja lii-
kennetiedoilla

Thiagarajan, Srinivasan, Sharma, Sreekanthan ja Vijayaraghavan (2017) kayttivt
tutkimuksessaan kaksivaiheista ennustavaa mallia, jossa ensimmdinen vaihe en-
nustaa myohdstymisen tilan ja toinen vaihe myshdstymisen minuutteina. Syote-
tietoina olivat viiden vuoden aikataulu- ja sddtiedot vuosilta 2012-2016. Syotetie-
tojen valintaan he kayttivat Recursive Feature Elimination -algoritmia, jolla saa-
tiin paras tarkkuus lyhyimmassé ajassa. Johtuen myshédstymisten pienestd osuu-
desta, tietojen tasapainoa korjattiin ennen luokittelua. Sekd isompaa (SMOTE-
tekniikka) ettd pienempdd (Tomek Links -tekniikka) ryhmdad tasapainotettiin,
mutta isomman ryhmén pienentdmiselld saatiin parempia tuloksia.

He kayttivéat luokitteluun Extra-Trees -, Random Forests -, AdaBost- ja Gra-
dient Boosting -neuroverkkoja. Luokittelijana toimi parhaiten Gradient Boosting
-menetelmd. Lahttjen luokittelu onnistui 86,5 % tarkkuudella ja saapumisten luo-
kittelu 94,3 % tarkkuudella.

My®ohéstymisen minuuttimddran ennustamiseen he kayttivit Extra-Trees-,
Regressor-, Random Forest Regressor -, Gradient Boosting Regressor - ja Multi-
layer Perceptron -menetelmid. Lisdksi syotetietojen normalisoinnin vaikutuksia
kokeiltiin RobustScaler- and StandardScaler-menetelmilld. Myohéstymisen maa-
rad ennusti parhaiten Extra-Trees Regressor -menetelmd. Lihtevien lentojen
myohdstymisminuutit pystyttiin ennustamaan tarkemmin kuin saapuvien lento-
jen (Thiagarajan ym., 2017).
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Tama oli tutkimus, jossa menetelmdn valinnalla sekéd tiedon esikasittelyllad
péadstiin hyviin tuloksiin. Uskoisin, ettd tiedon esikasittely ja tutkimustavoitteen
konkreettinen tavoite lisdisivit saatavia hyotyjd. Seuraavassa luvussa on vield
tutkimus, jossa pyrittiin tiedon esikésittelylld ja menetelmien valinnalla paranta-
maan ennustetulosta.

2.3.5 Lentoliikenteen sdi- ja liikennetietojen kasittelyn optimointi

Taman luvun tutkimuksen (Moreira, Dantas, Oliveira, Soares & Ogasawara, 2018)
tavoitteena oli selvittdd tiedon esikésittelyn ja ennustemenetelmén valinnan vai-
kutuksia parhaan lopputuloksen saamiseksi. Syotetietoina ovat Brasilian lento-
lilkenne- ja sddtiedot vuosilta 2009-2015. Tiedon esikésittelyn he tekivat tutki-
muksessa normalisoimalla, jarjestelemailld tdrkeyden mukaan, pehmentamalla
laskentaa ja ldhdetietojen luokittelulla. Tiedon karsimista tehon lisddmiseksi teh-
tiin poistamalla toisteisuutta, samankaltaisuuksia, korrelaatioita, nolla-arvoja ja
kayttamalld padkomponentteja. Tiedon tasapainotus tehtiin SMOTE- ja RS-tek-
niikalla. Luokittelu malleina testattiin: k-NN-, Support Vector Machine -, Naive
Bayes - ja Random Forests -luokittelumenetelmid. Koneoppimisen metodeista
paras (78,02) oli neuroverkko (NN), joka kdytti back-propagation-menetelmaa
(Haykin, 2009). Tasapainotustekniikkaa kayttdavit mallit kykenivit ennustamaan
parhaimmillaan 60 % tarkkuuteen, kun ilman tasapainotusta tarkkuudet olivat
2-6 %. Parhaissa malleissa kaytettiin syttetietojen valintaan ja tasapainotukseen
SMOTE-metodia, jolloin péddstiin 73,8 % tarkkuuteen (Moreira ym., 2018).

Myohdstymisten kaikkia syitd on vaikea saada ennustettua ja tdssa tutki-
muksessa kadytettiin vakiintuneita syotetietoja. Erilaisia esikdsittelyn ja metodien
yhdistelmia vertailtiin ja paddyttiin tulokseen, ettd tiedon tasapainottaminen ja
tiedon jakautuminen tasa-arvoisesti eri tietoluokissa oli tarkedd. Malleja, joissa
oli epdtasainen luokkien jakauma, tuli vélttdd. Vaikka kaikissa tutkimuksissa,
joissa ei tietojen valintaa ja esikésittelyd hyodynnetty ja saatiin silti hyvid tuloksia,
kannattaa Moreira ym. (2018) mukaan tdmékin vaihe hyodyntaa.

Tutkimuksia koneoppimisen kaytdsta on tehty erilaisilla ldahestymistavoilla
koneiden myohastymiseen liittyen. Tutkimuksissa korostuu lentokenttien erilai-
suus ja tiedon esikdsittelyn seka kaytettyjen neuroverkkomenetelmien vaikutus
tulokseen. Pidemmilléd ja monimutkaisemmilla laskennoilla voisi esikésittelydkin
varmaan korvata ja 10ytdd uusia piirteitd, mutta mikdan tutkimus ei maininnut
esimerkiksi pilven kautta supertietokoneiden hyvaksikdyttod. Vaativammalla
laskennalla saatua mallia voisi sitten kdyttdd hyodyksi kevyemmilld alustoilla.
Massiivisia laskentoja voisi toisaalta korvata tai tiydentdd asiantuntijoiden ohjei-
den mukaisilla esikasittelyilld. Téllaisesta olisi esimerkkind kdytettavien kiitotei-
den valintaan vaikuttavat olosuhteet, jotka koneoppiminen oppisi. Tiedon esika-
sittelylld saisi otettua mukaan asiantuntijoiden mielestd tiarkedd tietoa. Merkit-
tava tieto olisi my0s reitin sddtietojen ja -ennusteiden vaikutus lentosarjoihin.
Myoskddn portilta portille aikojen pitkittymistd ei huomioitu, vaikka se liittyy
kiintedsti my6hdstymiseen. Samalla se liittyy polttoaineen kulutukseen ja sen en-
nakoiminen on nykyisin aina vain tarkedmpi tieto talouden ja turvallisuuden
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kautta. Myohédstymisen syitd ja vaikutusmahdollisuuksia pitdisi miettid asian-
tuntijoiden kanssa, jotta pddstdisiin hyviin tuloksiin. Esimerkiksi tieto lennon
myohédstymisestd ei hyodytd lentoyhtittd, jos myochdstymiseen ei voida vaikut-
taa. Kun epdkohta on korjattu, ennustemalli ei mahdollisesti ole endd toimiva.
Ennustemallin pitdd oppia uudelleen. Kaikkia syitd ei voida poistaa, kuten saéti-
laa.

Lisdnd toteuttaisin vastaavissa tutkimuksissa laajemmat ldhtttiedot, ajan-
kohtaisen tiedon lisddmisen ja asiantuntijoiden esittdmiin tarpeisiin kohdistetun
haun. Esimerkiksi lentoyhtidistd olisi saatavilla myohdstymiskoodit lennoille,
joista saataisiin paljon tdydentdvad tietoa ennusteisiin. Samoin tarkasteluun tulisi
ottaa samalla koneyksilolld tapahtuneet lennot, koska lentojen sarja suunnitel-
laan samalle koneelle. Sarjassa tapahtuvilla miehiston vaihdoilla on my®os iso
merkitys lentosarjan etenemiseen. Lentoyhtitlld ja lentoasemalla on my6s tiedot
millaista pysdkointipaikkaa koneet ovat kadyttdneet. Erilaisilla pysdkointipai-
koilla on huomattavan erilaiset logistiikkaratkaisut matkustajien ja palvelujen
suhteen. Suomessa talvi lisdd lumen ja jadnpoiston vuoksi ennustettavia tekijoita.
Missddn edellisissd tutkimuksissa ei ndy asiantuntijoiden hyodyntdminen tai lop-
putulosten kidytannon hyodyntaminen ja hyodyntdmisen vaikutus.

Lennot ovat yleensd edestakaisia kenttdpareja. Kova vastatuuli tarkoittaa
paluussa kovaa myotatuulta. Vastatuulessa havitty aika saatetaan osittain voittaa
paluumatkalla, vaikka méaardkentille olisi tultu myohassa. Myotatuulessa voitet-
tua aikaa ei voida hyodyntdd, koska paluumatkalle on ldhdettdava aikataulun mu-
kaisesti - vastatuuleen. Tdllainen myohé&dstyminen voi kertautua koko pdiville,
jos lentokoneelle suunniteltua sarjaa ei voida lentdd toisella koneella ja miehis-
tolld. Ajoissa saatava tieto tulevasta mychédstymisestd voisi mahdollistaa lentojen
uudelleen jédrjestelyn. Etukiteen saatu tieto mychédstymisestd auttaisi myos len-
tojen suunnittelussa sekd optimoinnissa. Suunnittelussa voitaisiin varata sopiva
maédrd ylimadrdistd polttoainetta ja optimoinnissa voitaisiin arvioida jdljelld oleva
lentoaika, joka vaikuttaa liu'un aloitusaikaan.

Kokonaiskustannusten arvioinnissa Ferguson, Kara, Hoffman ja Sherryn
artikkeli (2013) selvent&d eri tekijoiden vaikutusta lentoyhtion kokonaiskustan-
nuksiin. Kulu voi aiheutua lentoajasta, kalenteriajasta tai kuluista per lento. Len-
nolla néitd erilaisia kuluja optimoidaan maarittamalld lennolle Cost Index. Cost
Indexin perusteella m&adrdaytyy lentonopeudet ja polttoaineen kulutus. Lennon
kustannusten optimoimiseksi lennetddn kaukana polttoainekulutuksen (paasto-
jen) optimista. Kustannuksilla ja paastoilld on tietty suhde. Taman suhde on ku-
vattu Ma, Song ja Zhun (2018) tutkimuksessa, jossa tutkittiin vahapaastdisyyden
ja kulujen kompromissia lentoyhtiolle. Alla olevassa kuvaajassa (kuvio 4) ovat
erddn yhtion lentojen padstoja kuukauden eri pdivind. Mikali kustannukset mi-
nimoidaan péddstot ovat ylemmaén sinisen viivan mukaiset. Jos samat lennot len-
netddn pienimmalld polttoaineenkulutuksella pdastot ovat alemman punaisen
viivan mukaiset.
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Kuvaaja osoittaa, ettd lentoyhtion toimiessa pienimmilld kustannuksilla paastot
ovat kaksinkertaiset verrattuna toimintaan pienimmalld kulutuksella. Liu"un ai-
kana tyhjakaynnilld sekd kulutus ettd kustannukset ovat minimissa. Jos liuku
aloitetaan liian aikaisin, tulee lisdd kulutusta jouduttaessa lentdimé&dn matalalla
matkalentotehoilla. Jos liuku aloitetaan liian myohéén, tulee lisdd kulutusta kor-
kealla liian pitkddn kaytetystd matkalentotehosta. Jdljelld olevan ajan arvioimi-
seen vaikuttavat esimerkiksi viikonpdivd, kellonaika, saapuva liikenne, kiitotie-
olosuhteet (liukkaus, lumi), ldhtevéd liikenne méadrdkentdlld (ruuhkat maassa),
sddn ja ennusteiden vaikutus laskeutumisiin ja lentoonldhtoihin (auraus). Nédiden
tapahtumien arvioiminen perustuu lentdjan kokemukseen. Jos samat lentdjit
ovat peréttdisind arkipdivind samalla lennoilla, tuo arvio onnistuu paremmin.
Kokemusta on vaikea jakaa, mutta koneoppimisella voidaan koota kaikkien syo-
tetietojen vaikutus ja oppia lentdjien kokemuksia vastaava tieto. Ndin saavutettu
kokemustieto on helppo jakaa kaikkien lentdjien kesken.

Lippujen myynnin tavoin myds mychdstymisten ennustaminen voi hyotya
paljon lentoyhtion omista tietovarastoista. Liu'un aloituksen optimoinnissa saa-
daan paljon tarkkaa tietoa lentokoneen omista lennontaltiointilaitteista. Tallenti-
missa olevaa tietoa voidaan hyddyntdd myos lentoturvallisuuden parantamiseen,
kuten seuraavassa luvussa kerrotaan.
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2.4 Lentoturvallisuuden lisiiminen

Lentoturvallisuus koskee kaikkea toimintaa lentoyhtiossa. Jokaisella lentoyhti-
olld on omat viranomaisen hyviaksymadt toimintamenetelménsa ja laatujdrjestel-
mansé lentoturvallisuuden parantamiseksi. Esimerkiksi Bluel-yhtiolld oli (Bluel,
2014) kaytossdadn onnettomuus ja turvallisuus raportti (ASIR), tapahtumaraportti
(OR), luottamuksellinen raportti, raportti viranomaiselle, tekninen raportti,
matkustamohenkilokunnan raportti ja huonon sddn laskeutumisen raportti.
Lisdksi A340-600-lentokoneesta tallennetaan noin 600 eri parametria lennon
aikana (Campbell, 2003). Nadistd tiedoista kootaan seurantoja yhtion
turvallisuustilanteesta. Lentokoneen tiedot ovat rakenteisia, mutta muut yhtion
tiedot ovat pddasiassa tekstitietoa.

Tekstitiedon analyysit ovat kehittyneet vasta viime vuosina, joten suuri osa
analyyseistd on tehty lukemalla raportit ja tekemadlld niistd koosteet.
Lentokoneen tallentamia tietoja voidaan suoraan kaésitelld erilaisilla ohjelmilla.
Lentoturvallisuuden tutkimuksetkin painottuvat lentotietojen késittelyyn.
Lentotietoja voidaan hyodyntdd turvallisuuden lisiksi ~menetelmien
koulutuksessa sekd taloudellisten toimintatapojen kehittdmisessa.

Lentotietojen analyysit perustuvat muutaman vakiintuneen ohjelmiston
toimintoihin. Maillen (2013) tutkimuksen mukaan kéytetyimmét ohjelmat ovat
Teledyne AirFASE, Spirent ja Sagem AGS. Nédiden ohjelmien toiminta perustuu
tiettyjen raja-arvojen ylitysten seurantaan. NASAn Morning Report -ohjelma
perustuu klusterointiin ja se etsii normaalista poikkeavia arvoja tavanomaisiin
lentoihin verrattuna jatkuvasta tiedosta. Lisdksi on olemassa erillisid tyokaluja
tiedon kasittelyyn, kuten MKAD. Se kayttaad luokkia tukivektorikonetta (OCSVM)
ja pystyy analysoimaan sekd jatkuvaa ettd epdjatkuvaa tietoa (Das, Matthews,
Srivastava & Oza, 2010). Das ym. (2013) vertailivat nditd eri tyyppisid
analysointitapoja ja totesivat tdydentdvistd tiedoista olevan hyotya
poikkeavuuksien syiden 16ytdmiseksi. Miehiston toimenpiteiden selvittdminen
auttoi tapahtumien syiden liséksi lennon vaiheiden erottelussa. Heiddn mukaan
suurta tietomddrdd voidaan hyodyntdd tapahtumien ymmaértdmiseksi eikd
pelkdstddn virheiden 16ytamiseksi Das ym. (2013).

Toinen tutkimus, jossa Maille (2017) kaytti lentotietoja hyvéksi, keskittyi
toimintamenetelmien seuramiseen ohjaamossa. Lentoyhticilla on vakiot
toimintamenetelmat, jotka ovat hyviksyttyjd ja parhaiksi todettuja tapoja toimia
erilennon vaiheissa. Toisen lentdjan tehdessd toimenpiteitd toinen lentdjd valvoo,
ettd asiat tapahtuvat oikein. Vakiot menetelmit helpottavat valvontaa, kun
tiedetddn, mitd toisen lentdjan tulisi tehdd missdkin lennon vaiheessa. Myos tdssa
tutkimuksessa kaytettiin MKAD-tyokalua jatkuvien ja epédjatkuvien tietojen
seurannassa. Tutkimuksella saatiin paljon tietoa siitd, kuinka miehisté noudattaa
vakioita toimintamenetelmid. Nd&in voidaan vaikuttaa koulutukseen ja
vakiomenetelmiin, jotta voidaan lisdtd lentoturvallisuutta. Lentotietojen kayttoa
voidaan ndin monipuolistaa.
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Smart, Brown ja Denman (2012) yhdistivét tutkimuksessaan analyysiin
kaksi vaihetta. Ensin etsittiin poikkeavia lentoja ja vertailtiin niitd asiantuntijoi-
den valitsemiin lentoihin. Asiantuntijat maaritteliviat myos mitd arvoja he seu-
raavat ldhestymisliu'un aikana. Nditd arvoja kéytettiin luokittelussa. luokitte-
lulla pyrittiin parantamaan menetelmédn osuvuutta ja samalla 16ydettiin uusia
poikkeavia lentoja. Ndiden poikkeavien lentojen ldhestymisliukuja vertailtiin
normaaleihin liukuihin ja pyrittiin 16ytdméaan aikainen varoitus tulevasta riskista.
Menetelmind olivat K-means-klusterointi, pddkomponenttianalyysi, OCSVM-
luokittelu sekda MKAD-algoritmi. OCSVM-luokittelu osoittautui tehokkaim-
maksi menetelméksi. Saadut tiedot mahdollistivat vakiomenetelmien automaat-
tisen seurannan (Smart ym., 2012).

Nayttdisi, ettd arvot olivat kiintedssd koordinaatistossa eikd tuulta, aikaa,
painoa tai jadtavid kerroksia oltu huomioitu. Lentoyhtitlld on sddnnoéllisin vélein
reittitarkastuslentoja, jolloin pyritddn yhtendistimddn vakiomenetelmien nou-
dattamista. Taméd uusi menetelmd sallisi tilanteen seuraamisen automaattisesti
kaikilta reittilennoilta. Pelkkd klusterointi ilman ennakkoon luokittelua 16ytaa
poikkeavat lennot (Li, Das, Hansman, Palacios & Srivastava, 2015) ja on
menetelmdnd yksinkertainen.

Klusteroinnilla on monia mahdollisuuksia, mutta lentoyhtion tarpeiden
mukainen menetelmd lienee paras ratkaisu. Jos suunnitellaan ratkaisu yhtion
tarpeiden mukaan, menetelmd olisi ohjattu tai vahvistusoppimisen malli.
Tdllaisia malleja ei ole tutkittu. Puhtaita neuroverkkoja tai syvidverkkojakaan ei
ole kaytetty. Kaikissa tutkimuksissa kdytettiin lentokoneesta saatavia tietoja.
Lentoyhtion muiden tietojen yhdistdminen lentokoneen tietoihin lisdisi
mahdollisuuksia erilaisiin ratkaisuihin. Sddtiedot ja ohjaajanyksilotiedot
voitaisiin yhdistdd lennon tietoihin, jolloin olisi mahdollista paremmin kehittaa
menetelmid ja tukea lentdjdkohtaisesti oppimista. Persoonaton opastaja olisi
varmaan tervetullut lisd lentdjien koulutukseen. Yksiloistd puhuttaessa lentdjan
ajatukset menevaét helposti lupakirja ja palkka-asioihin. Vertailut kollegoihin voi
olla arka asia. Tekodly avulla voitaisiin sdilyttdd yksityisyys. Toinen riski voisi
olla toiminnan liika tehostaminen, jolloin liika s&ddstdaminen maksaisi
lentoturvallisuuden huonontumisena. Seuraavissa luvuissa toiminnan
seuraaminen ja automatisointi ollaan viety lahemmas lentdjia.
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3 Hyodyntimittomia koneoppimisen kykyja

Tassd luvussa kasittelen tutkimuksia, joiden tuloksia ei ole hyodynnetty. Ensim-
mdisend mukautuva automaatio, joka toimii tarkastavana ohjaajana ja tarvitta-
essa autopilotin kéyttdjand ja toisena tekodlyn ohjaama autopilotti. Mukautuvaa
automaatiota voidaan kadyttdd lennon tallentimien tapaan tapahtumien seuraa-
miseen, mutta automaatiolle voidaan antaa valvonta, avustus ja ohjaamistehta-
vid. Automaatio voi jopa aloittaa ohjaamisen ilman ihmisen antamaa kéaskya.

Autopilotin tehtdvana on lentokoneen ohjaaminen halutulla tavalla. T4llai-
nen pelkkddn ohjaamiseen keskittyvad automaatio on toteutettu sdé@ntdpohjaisilla
ohjelmilla. Toisessa alaluvussa kerron mahdollisuudesta opettaa tekodly lenta-
madn lentokonetta.

3.1 Mukautuva automaatio

Automaation muuttuessa dlykkdaamméksi sille voidaan lisdtd muitakin kykyja
kuin lentokoneen ohjaaminen. Autopilotti on usein rinnastettu kolmanteen
lentdjaan ohjaamossa. Lentdjdt kaskyttavit ja hallitsevat tdtd kolmatta lentdjaa.
Automaation ongelmina ovat automaation ylldtykset, huonontunut
tilannetietoisuus, tahaton huomaamattomuus, tyctaakkaa koskevat ongelmat ja
ongelmat, jotka liittyvit liialliseen automaatioon.

Euroopan komission rahoittamassa tutkimuksessa on toteutettu vuosina
2013-2016 seitsemdn maan yhteistyond A-PiMod-projekti (Deutsches zentrum
fuer luft - und raumfahrt ev., 2016). A-PiMod-projektin tutkimuksessa kehitettiin
uusi arkkitehtuuri mukautuvaan ohjaamoon, joka viahentda inhimillisid virheita
ja pyrkii Euroopan strategiseen tavoitteeseen vahentdd onnettomuuksien maaraa
80% (Directorate General for Mobility and Transport, 2011). Yhteisoon kuului
osallistujia ilmailun 19 toimialasta. Onnettomuusanalyysissa kaikki 19
osallistujaa ilmoittivat, ettd A-PiModilla oli merkittdvda rooli lento-
onnettomuuksien estamisessd. Lentdjdt arvioivat arkkitehtuurin ja tyokalut
hyodyllisiksi ja olivat sitd mieltd, ettd ne auttavat vdhentdmédn virheitd
ohjaamossa. Kaikkiaan toteutettiin 27 arviointitilaisuutta tutkimus- ja
innovaatioyhteison kanssa (Cahill, J., Callari, Fortmann, Javaux & Hasselberg,
2016). Turvallisuusvaikutusten arviointi osoittaa, ettd A-PiMod-ldhestymistapaa
kayttamalld onnettomuuksien méard vahenisi 43% (Stroeve, Van Doorn & Cahill,
2016).

A-PiMod-arkkitehtuuria kehitettiin tutkimuksessa, joka pyrki saamaan
ihmisen ja automatiikan toimimaan yhdessd tilanteeseen mukautuvalla tavalla
(Kaber & Riley, 1999). Automatiikan tuli mukautua sekd ihmisiin ettd
tilanteeseen, jotta toiminta olisi joustavaa seké turvallista. A-PiModissa on kolme
toisiaan tdydentdd osiota: mukautuva lentotehtdvdn seuranta ja suoritus,
mukautuva automaatio ja mukautuva miehiston ja automaation vuorovaikutus.
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A-PiMod huomioi ihmisen kdyttdytymisen kognitiivisten mallien avulla ja luo
reaaliaikaisen arvion lentdjan mentaalista tilasta. Tamdn arvion perusteella
automaatio antaa suosituksia, mukautuu tai puuttuu toimintaan. Arkkitehtuuri
perustuu kolmeen osioon: tehtdvd, ohjaamo ja lentdjd keskeiseen osioon.
Osioiden vilisessd vuorovaikutuksessa huomioidaan osioiden tilanne, vaihe,
riippuvuudet, muutokset ja riskit. Tehtdvien jakaminen ja automaation taso sekd
ehdotukset perustuvat tdhdn kokonaisuuteen (Cahill ym., 2017.).

Lentdjan kognitiivista tilaa arvioidaan automaattisesti neljdlla arviolla:
- Aikomukset : mitd tehtédvid lentdjd aikoo tehd&?

- Kéyttaytymisen seuranta : katsooko lentdjd asiaankuuluvia nayttoja?
- Tilannetietoisuus : tekeekd lentdjd tehtdvit, joista han vastaa?

- Kuormitus : onko lentgjdlld liikaa tehtdvid vastuullaan?

Ndihin arvioihin kéytetddn tekniikkaa, joka ei ollut mahdollista ennen
koneoppimisen nykyistd kehitystd. Puheen tunnistus vaatii neuroverkkojen,
ivektoreiden sekd syvien neuroverkkojen kayttod. Syvdoppimisesta (DNN) oli
paljon apua ivektori perusteisissa metodeissa, kun tunnistettiin puhetta (Cao &
Benes, 2014.). Kuvan ja eleiden tunnistus mahdollistaa sekd eleilld kaskytyksen
ettd lilkkkeiden tunnistuksen. Asennon tunnistuksessa kdytettiin Random Forest
-metodia sekd syvdoppimista.  Syvdoppimisen kyvyt todettiin hyviksi
asennontunnistuksessa. Eleiden tunnistuksen algoritmit tunnisti toimenpiteita
ohjaamossa. Passiivinen katseen seuranta toteutettiin tuetuilla vektorikoneilla ja
neuroverkoilla. Neuroverkkojen toiminta oli nopeaa ja tarkkaa.Huonoina
puolina he mainitsivat herkkyyden ja p&ddn paikannuksen epatarkkuuden.
Passiiviseen seurantaan todettiin tarvittavan useiden eri menetelmien
yhdistelm&ad. Ohjaamoon (simulaattorin) sijoitettu kamera tallensi tiedot, jotka
késiteltiin koneoppimisella. Silmdn seurannan tuloksena tiedetddn lentdjan
katseen suunta, jota kdytettiin seuraamaan vaadittujen tehtdvien suorittamista.
Ndin voitiin arvioida lentdjien tehtdvien valvontaa ja valvonnan riittavyytta (Cao,
Pavelkova & Behun, 2013.).

Ohjaamossa lentdjien ja automaation tehtdvien jakautuminen tulisi olla
oikea suhteessa tilanteeseen. Kiyttolaite vastaa ohjaamotason tehtédvien
sopivasta jakautumisesta miehiston ja automaation vélilld ja ehdottaa tehtdvien
jakamista miehiston ja automaation kesken. A-PiMod parantaa ihmisen ja
koneen viilistd yhteistyotd reaaliaikaisesti. Miehiston sisdisid tiloja tulkitaan,
jotta automaation osuus voidaan mukauttaa tarpeiden mukaan. A-PiMod seuraa
tilannetta ja tarvittavia tehtdvia ja niihin liittyvia riskejd sekd varoittaa miehistod,
mikdli tehtdvien suorituksessa on puutteita. Lentdjdt voivat kdyttdd puhe-,
kosketus-, kursori- tai ndppdimistoohjausta.

A-PiModin koulutussovellus vaikuttaa turvallisuuteen myos parantamalla
lentokonemiehiston koulutusta simulaattorissa. Se voi seurata tapahtumia ja
seurauksia, jolloin seurantatietoja voidaan hyodyntdd tutkimuksessa ja
menetelmien kehittdmisessd. Miehiston tilan seuranta ja tapahtumien huomiot
tehdddn automaattisesti. Miehiston arviointia voidaan parantaa tavoitteen



29

hallinnan, miehistéon tilan ja lentoarvojen automaattisella seurannalla.
Opetuspalaute saadaan koulutuksen jdlkeen koulutustyokalun arvioiden
perusteella monipuolisemmaksi. A-PiMod-malleihin perustuva koulutus on
erityisen hyodyllinen miehistoyhteistyon kouluttamisessa ja ylldpitdmisessa.
Lisdksi se mahdollistaa tehokkaamman koulutuksen tukemalla opettajaa
ohjaamoyhteistytn arvioinnissa seuraamalla ohjaamomiehiston henkisti tilaa ja
stressitasoa. Koulutuksen kustannustehokkuutta parannetaan avustamalla
lentosimulaattorikouluttajia uudella koulutusvilineelld ja koulutusmenetelmills,
jotka perustuvat A-PiMod-malleihin ja kdyttdytymistietojen kerddmiseen.

A-PiModin ké&ytt6 muuttaisi selkedsti ohjaamoyhteistyon menetelmid.
Mikéli lentoyhtiollda olisi erilaisia versioita konetyypistda mukautuvan
automaation suhteen, vaadittaisiin kahdet menetelméit konetyypille. Toisaalta
vikatilanteen varalta pitdisi joka tapauksessa varautua mukautumattomaan
automaatioon. Jarjestelmad tasoittaisi eri tasoisten lentdjien ongelmaa nostamalla
ohjaamoyhteistyon tasoa heikommilla miehistoilld. Jo pelkastdaan koulutuksessa
kaytettynd se antaisi lisdd hyotyjd lentoyhtiélle.

Edellisessd kappaleessa tutkittiin lennontallentimien hyddyntdmista.
Alykkaampi automaatio estdisi joutumisen tilateisiin, joissa tallentimia tarvitaan.
Onnettumuustilanteissa olisi monipuolinen tilanteenarvio kaytettdvissd, jos
tilanne péddsisi etenemddn niin pitkalle. Pelkdn jarjestelmétiedon lisdksi saataisiin
n&ko ja kuulohavaintoihin ja niiden tulintoihin perustuvaa tieto lennon kulusta.
Inhimillisten rajoitteiden ja olettamien osuutta saataisiin vdhennettya
automaattisella seurannalla. Jarjestelmdn toimivuutta olisi varmaan arvioitava
perusteellisesti simulaattorissa, mutta jo siind vaiheessa saatavat hyddyt olisivat
merkittavit tyoskentelymenetelmien kehittamisen osalta.

Lukijalle saattaa tulla ajatus toisen lentdjan korvaamisesta dlykkaammalla
automaatiolla. Tutkimuksessa ei otettu kantaa mukautuvan automaation
mahdollisuuksista korvata lentdjd, mutta automaatiolta vaadittaisiin
huomattavia taitoja, mikdli lentdjd saisi sairaskohtauksen eikd kykenisi
tehtdviinsd. Seuraavassa luvussa kerrotaan tutkimuksista, joissa tekodlylle
opetettiin lentdmistd ihmistd matkimalla.

3.2 Automaattinen tekodlyohjaus

Téssd luvussa esittelen lentokoneen autopilotin ohjauksen toteuttamista oppi-
valla tekodlylld. Ensimmadiset versiot autopiloteista osasivat lentdd lentdjan méaé-
rittdim&ad suuntaa ja korkeutta. Nykyiset autopilotit saavat tietonsa lentdjan li-
sdksi lennonhallintajdrjestelmaltd. Autopilotin toiminnalla on kuitenkin omat ra-
joituksensa, joita voitaisiin korvata automaattisella tekoélyohjauksella
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3.2.1 Nykyisten autopilottien turvallisuusongelmat

Nykyiset kehittyneet autopilotit (AFCS) kykenevit ohjaamaan lentokonetta vain
tietyissd rajoissa, jotka niihin on ohjelmoitu. Lentdjan pitdisi AFCS:n irti kytkey-
tyessd olla tilannetietoinen ja jatkaa ohjaamista tietden, miksi autopilotti kytkey-
tyi irti ja mikd oli lennon vaihe kyseiselld hetkelld. AFCS:t kdyttavat hyvakseen
erilaisia ohjausteorioita. Ndiden teorioiden mukaisesti toimivat mallit tulee
suunnitella toimivaksi erilaisissa lentotilanteissa sekd hatdtapauksissa. Mikali
teoriaa ei ole suunniteltu kyseiseen tilanteeseen, autopilotti kytkeytyy pois oh-
jauksesta. (Nelson, 1998.) Siirtymdvaiheet automaattisesta ohjauksesta késin oh-
jaamiseen ovat aina hetkid, joihin liittyy lentoturvallisuusriski. Téstd on hyvana
esimerkkind Air France lento AF447, joka joutui vakavan turbulenttisuuden alu-
eelle ja nopeuden mittausjdrjestelma jadtyi. Tilanteessa autopilotti kytkeytyy irti
nousussa ja lentokone sakkasi. Lentdjit eivat ehtineet tajuta mitd tapahtui ja kone
syoksyi mereen. (Conversy, Chatty, Gaspard-Boulinc & Vinot, 2014.)

Autopilotti saattaa kytkeytyd irti, kun lennolla tapahtuu esimerkiksi moot-
torihdirio. Talloin lentdjilld on moninaisia tehtdvid samanaikaisesti ja automaat-
tisesta ohjauksesta olisi suuri etu, jotta ohjaajat voivat keskittyd itse tapahtumaan
ja ongelman selvittamiseen. (Salmon, Walker & Stanton, 2016.) Sherry L. ja
Mauro R. (2014) ovat kirjassaan todenneet, ettd vaativissa olosuhteissa AFCS:n
kayttdaytyminen voi olla syynd useisiin lento-onnettomuuksiin.

Khan, Tiasha ja Barmanin (2017) mukaan ilmailuteollisuus etsii nykyisin
ratkaisua, jolla lentomiehistostd oltaisiin vahemmaén riippuvaisia. Kehittamalla
autopilotti, joka toimii vaativissakin tilanteissa, voidaan vahentdd tyokuormaa,
inhimillisid erehdyksid ja stressid lennolla. Autopilotin toimintoihin ei tarvitse
puuttua niin usein. Etdohjatuissa jdrjestelmissa ei ole samaa tuntemusta lennon
tapahtumista kuin koneessa olevilla lentdjilla. Kiihtyvyyksien tunteminen, dénet
ja vdrindt puuttuvat, joten on haastavaa kehittdd tdysin itsendinen jdrjestelmd,
joka korvaisi koneessa olevat lentdjdt (Khan, Tiasha, & Barman, 2017).

3.2.2 Koneoppimiseen perustuva ohjausjirjestelma

Seuraavissa alaluvuissa esittelen tutkimuksia, joissa opetetaan lentamista teko-
dlylle ilman sd@ntopohjaisia ohjelmia. Oppiminen tapahtuu lent&jid matkimalla.
Baomar ja Bentley (2016a, 2016b, 2017a & 2017b) kehittivat tutkimuksissaan ko-
neoppimiseen perustuvaa dlykéstd automaattiohjausta (IAS).

Alykasts autopilottia opetettaessa syo6tetiddn tietoja koneen tilasta ja asen-
nosta kullakin hetkelld sekd tietoja, kuinka ihminen reagoi kyseisessa lentotilassa
tapahtumiin. Ndin saadaan enemmén tapahtumia ja tilanteita, joihin lentokoneen
automaattiohjaus voi reagoida nopeasti irti kytkeytymattda. Neuroverkon opetta-
minen on erillinen hidas tapahtuma, mutta opittu malli on nopea ja monia sa-
manaikaisia asioita huomioiva malli (Young-Keun & Cyungho, 1995). Alykés au-
topilotti reagoi kahdenlaisiin ohjausvaatimuksiin. Alemman tason vaatimuksena
ovat nopeat korjausliikkeet lentotilassa esimerkiksi turbulenttisuudesta johtuen
(Ng & Russell, 2000). Ylemmain tason vaatimuksena ovat strategiset tavoitteet,
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kuten navigointi, laskun tekeminen ja hitatilanteisiin reagoiminen (Sammut &
Morales, 2004). Koneoppimisen on pyritty kdyttamé&an vain vahdn oppimisker-
roksia siséltdvid neuroverkkoja, koska ndin voidaan paremmin seurata neurover-
kon sisélld tapahtuvia toimintoja. Jos neuroverkoissa kdytettdisiin useita toimin-
toja ja oppimistasoja, rakentuisi monimutkainen syva neuroverkko, josta olisi hy-
vin vaikea selvittdd mitd jarjestelméssd tapahtuu. Kehittyneimmilld tutkimuslen-
noilla koneoppiva jarjestelmd pystyi lentaméaén itsendisesti aloittaen rullaamista
ja tehden itsendisesti lentoonldhdot, navigoinnin ja laskeutumisen sekéd reagoin-
nit ilmassa tapahtuneisiin moottorihdirioihin.

Opetusvaiheessa koneoppivalle jarjestelmalle kerdttiin tietoja lennoilta niin,
ettd konetta lennettiin sekd helpoissa ettd vaativissa olosuhteissa lentdjdn ohjaa-
mana. Lennolta keréttiin tiedot lentotilasta ja tapahtumista seka lent&jan reagoin-
nista niithin. Opetusvaiheen tiedot vietiin neuroverkolle, joka laski painotukset
eri tapahtumille ja ohjauskaskyille erilaisiin lentotilanteisiin. Tédtd mallia kdytet-
tiin ohjausjdrjestelmaéssa testilennoilla. Testilennoilla tutkittiin, kuinka hyvin ko-
neoppiva ohjausjdrjestelmd kykenee ohjaamaan lentokonetta erilaisissa vaati-
vissa olosuhteissa.

Opetus- sekd testilennot lennettiin simulaattorilla, joka oli suunniteltu tie-
don tallennusta ja koneoppivaa ohjausjdrjestelmdd varten. Oikealla lentokoneella
ei tehty lentokokeita, mutta tarkoituksena on kayttdd hyvaksi tutkimustuloksia
miehittdméattomilld ilma-aluksilla. Kaytetty simulaattori on useissa tutkimuk-
sissa (Wei, Amaya-Bower, Gates, Vasko & Rose, 2016 ja Jirgl, Boril & Jalovecky,
2015 ja Kaviyarasu & Kumar, 2015) kadytetty lentosimulaattori X-plane. Silld voi-
daan mallintaa useita konetyyppejd suurista Boeing 777 -koneesta pienempiin 1-
moottorisiin Scene Viber -koneisiin. Useat yhtiot ovat kdyttaneet X-plane simu-
laattoria, kuten NASA, Boeing, Cirrus, Cessna, Piper, Precession Flight Controls
Incorporated, Japan Airlines ja Amerikan ilmailuviranomainen.

3.2.3 Nousu matkalentokorkeuteen

Ensimmdisessd tutkimuksessa (Baomar & Bentley, 2016a) koneoppiva
ohjausjdrjestelméd suoritti itsendisen lentoonldhdon ja nousi matkakorkeuteen.
Tekodlyjdrjestelma otti myos lentoonldhdodssé telineen ja siivekkeet sisddn sekéa
kdaytti moottoritehoja ja jalkajarruja, kuten oikea lentdja. Myrskysdata
simulointiin 33 solmun tuulella mistd tahansa suunnasta puuskien ollessa
maksimissaan 19 %. S&dd oli sateinen tai raesateinen. Tekodlyn oli siis osattava
tehdd lentoonldht6 voimakkaassa sivutuulessa.

Opetusvaiheen rullauksen ja lentoonlihdon aikana oikean lentdjan oli
korjattava jatkuvasti perdsimelld suuntaa pysydkseen rullaus- ja kiitotielld.
Tuulen vaihdellessa ja kddntdessd konetta oikealle ja vasemmalle perdsimen
tehoa autettiin myos siivekkeiden kaytolla. Tekodlyn lisdksi testit tehtiin pelkallad
autopilotilla, joka usein kytkeytyi pois vastaavissa sddolosuhteissa. Myrsky sdan
vaikutuksesta lentokone jopa sakkasi autopilotin ohjauksessa.

Tutkimuksessa kéaytettiin neljaa neuroverkkoa:
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¢ Ensimmdinen neuroverkko sai tiedot nopeudesta ja korkeudesta. Se sdti
moottoritehoja, telineitd ja jalkajarruja.

e Toinen neuroverkko sai tiedot nopeudesta, korkeudesta ja nokan pysty-
asennosta. Se sddti korkeusperdsimen asentoa.

e Kolmas neuroverkko sai tiedon kallistuskulmasta. Se sdati ohjaussiivekkei-
den asentoa.

e Neljds neuroverkko sai tiedon ohjaussuunnasta. Se sdati suuntaperdsimen
asentoa.

Testilennoilla tehtiin kahdenlaisia kokeita. Ensimmdinen oli tyynessd sddssd ja
toinen testi oli myrskyisessd sddssd. Tarkoituksena ensimmaisessa tutkimuksessa
oli sdilyttda lentonopeus nousun aikana. Testissd simuloitiin Cirrus Vision SF50
lentokonetta, joka on yksimoottorinen kevyt suihkukone. Testissd vertaillaan ih-
misen, tekodlyn ja autopilotin kykya nopeuden siilytyksessd lentoonldhdon jal-
keen vakiintuneessa nousussa. Alla oleva kuvio 5 on testistd tyynessa sekd myrs-
kyisessd sddssa.
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KUVIO 5 Nopeuden sdilytys alkunousussa (Baomar & Bentley, 2016a)

Tekodly pystyi matkimaan ihmisen toimenpiteitd ja kdytostd huomattavan tar-
kasti. Ohjainpintojen liikettd seurattaessa tekodly osasi hyvin vastata myrskyssa
muuttuneisiin olosuhteisiin jopa tyynessa sddssad opetetulla tiedolla. IAS pystyi
ohjaamaan lentokonetta vaikeissakin olosuhteissa, kun taas autopilotti kytkeytyi
pois pddltd usean kerran vastaavissa olosuhteissa. Tilanteissa, joihin sitd ei ollut
opetettu (sakkauksessa ja inversio) tekodly ohjasi lentokonetta turvallisesti ja it-
sendisesti. Koko opetustapahtuma lentoineen ja koneoppimiseen kesti kuhunkin
osatehtdvéaan alle 20 minuuttia. Kokeet osoittivat ohjatun oppimisen kyvyt hallita
sekd matalan ettd korkean tason tehtdvid pyrittdessd tarkkaan nopeuden sdilyt-
tdmiseen.

-~
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Tutkimus osoitti, ettd tekodlylld on hyvét mahdollisuudet tehdd automaat-
tinen ohjaus uudella tavalla. Lentotehtdva oli vaatimaton eikd vaatinut monimut-
kaisia ratkaisuja. Menetelmind tekodlyn opettaminen osoittaa sen kyvyn oppia
lentotehtdvd ilman monimutkaisia sddntoja pelkdn esimerkin avulla. Seuraa-
vassa luvussa tutkitaan neuroverkkojen lukumaéaran lisddamistd, jotta saadaan
useampia toimintoja tekodlylle. Niissd testataan tekodlyn kykyd oppia itsendinen
toiminta moottorihdiriossd sekd lentoonldhdon keskeyttamisessa.

3.2.4 Hitdtapauksen toimenpiteet

Taman luvun tutkimuksen (Baomar & Bentley, 2016b) tavoitteena oli opettaa te-
kodlylle hatdtoimenpiteiden tekeminen. Hatdtoimenpiteet tehdddn lentokoneen
vikaantuessa. Tekodlylle opetettiin moottorihdirio, moottoripalo, keskeytetty
lentoonldht6 ja hatdlaskeutuminen. Naissd tehtdvistd tekodly suoriutui hyvin.
Autopilotin kyky toimia téllaisessa tilanteessa on hyvin rajattu.

Nykyiset klassiset ja modernit autopilotit kdyttadvit erilaisia ohjausmenetel-
mid, kuten Proportional Integral Derivative (PID) ohjaus ja Finite-State-automaa-
jotka sietdvat vikoja ja hdiricitd. Jotta vikoja ja hdiriotd voitaisiin késitelld, tarvi-
taan vika- ja hdiriotilanteet tunnistava jarjestelma. Lisdksi autopilotin tulisi kyeta
toimimaan oikein eri vikatilanteissa. Useista sensorista saatavan tiedon késittelya
monimutkaisessa tilanteessa on vaikeaa ohjelmoida. Tilanteen jakaminen osiin ja
usean neuroverkon kadyttaminen tilanteen hallinnassa ndyttdisi olevan hyva rat-
kaisu (Oliveira & Neto, 2013). Laaja neuroverkko on jaettu useisiin osiin, jotka
toimivat itsendisesti. Tédllainen ldhestymistapa lyhentdd neuroverkon opetusai-
koja ja helpottaa tilanteen hahmottamista (Phan, Maul & Vu, 2015).

Tamaén tutkimuksen tekoédlyn muodostivat 10 neuroverkkoa. Lisana edelli-
seen tutkimukseen tarvittiin lennonhallintaohjelma, joka paittdd, mitd neuro-
verkkoa kadytetddan missdkin lennon vaiheessa tai hdtdtoimenpiteissa. Lennonhal-
lintaohjelman kaavio on kuviossa 6.
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KUVIO 6 Lennonhallintaohjelmiston kaaviokuva (Baomar & Bentley, 2016b)

Toinen tutkimus jakautui neljadn testiin: keskeytetty lentoonldhto, hatdlaskeutu-
minen, matkalentokorkeuden sdilytys moottorin sammuessa tai moottoritulipa-
lossa. Lentokoneen simulaattorissa kdytettiin Boeing 777 -lentokoneen mallia,
joka on iso monimoottorinen suihkukone.

Tutkimuksessa simulointiin keskeytettyad lentoonldhtod siten, ettd yksi tai
molemmat moottorit sammuivat tai syttyivit tuleen, jolloin lentoonldht6 keskey-
tettiin valittomaésti. Keskeytyksessd kdytettiin maksimi jarrutusta. Jos samanai-
kaisesti oli tulipalo, suljettiin polttoainehanat ja laukaistiin palonsammutusjar-
jestelmad. Lisdksi kaytettiin tayttd tehovivun asentoa, jotta polttoaine saatiin pois
palavasta moottorista. Keskeytetyn lentoonldhdon testeissa tekodly toimi aina
oikeilla menetelmilla.

Hatalaskeutuminen suoritettiin hallitulla liu"ulla laskeutumisalueelle sak-
kauttamatta lentokonetta ja sdilyttden pieni positiivinen nokan asento. Moottori-
tehoa kéaytettiin hyvaksi, jos sitd oli jdljelld. Jos havaittiin tulipalo, polttoaineha-
nat suljettiin ja moottorit sammutettiin. Samalla avattiin tehovipu palavassa
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moottorissa polttoaineen poistamiseksi. Testissd tekodly toimii oikeilla menetel-
milld jokaisella testilennolla. Matkalentokorkeuden sdilyttamistd hatétilanteessa
testattiin matkimalla lentdjan kaytostd. Testissd seurattiin nopeutta ja korkeutta,
joita sdddettiin nokan asennolla sekéd tehovivulla sdilytyksessd (kuvio 7).

Korkeudensailytys saavutettaessa matkalentokorkeus

Karkeus

—— korkeus (tekodly) ——korkeus (lentdjd)

KUVIO 7 Korkeuden siilytys hatétilanteessa (Baomar & Bentley, 2016b)

Tehon kayttd ja matkalentokorkeuden siilytys olivat tavoitteen mukaisia. Ne
osoittavat, kuinka tekoély suoriutuu lentdjid paremmin tédstd osatehtdvéastd. Sama
nakyi myos hatédlaskeutuminen testissa. Moottorihdirion ja tulipalon testaus len-
nolla tehtiin siten, ettd autopilotille ei opetettu uutta kdyttaytymismallia, vaan
testattiin jo opetettuja neuroverkkoja moottorihdiriotilanteessa. Moottorihdiri-
Ossd sammunut moottori synnyttda vastusta, jolloin lentokone pyrkii vajoamaan
ja kddntymddn sammuneen moottorin suuntaan. Kaikilla testilennoilla tekoély
seurasi tarkasti oikeita toimenpiteitd moottorihdirion sekd tulipalon suhteen.
Koska autopilotti ei tiedd mitddn moottorihdiritilanteesta, se lisdd tehoja aggres-
siivisesti, mistd johtuu pienempi korkeudenmenetys. Kuitenkin aggressiivinen
tehon kaytto aiheuttaa suuren rasituksen kdayvaan moottoriin, mistd saattaa olla
katastrofaaliset seuraukset jdljelld olevaan moottoriin (kuvio 8).
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Tehovivun asento moottorihairiéssa (lentopinta 200)

Tehovivun asento

Aika
=—=Tehovipu (tekodly) =——Tehovipu (lentdjd)

KUVIO 8 Tehovipujen kaytto hatétilanteessa (Baomar & Bentley, 2016b)

Jarjestelmd kykeni matkimaan useita lentdjdn taitoja ja kdyttaytymisid muutaman
rajoitetun esimerkin avulla. Tekodly suoriutui hyvin matalan tason lentotehta-
vistd sekd korkean tason tehtdvistd, kuten tehtdvien koordinoiminen keskeyte-
tystd lentoonldhdossd ja tulipaloissa. Osakokonaisuuksiin jakaminen ja neuro-
verkkojen lisidminen paransivat suorituskykyad ja tarkkuutta lentotehtdvissa.

Tutkimuksessa saatiin tekodly toimimaan inhimillisesti tehovipujen kasit-
telyssd ja siitd seuraavassa korkeuden sdilytyksessd. Vastaavaa kykya on vaikea
saada sdantopohjaisesti ohjelmoitua autopilottiin. Tarked ominaisuus téssa tutki-
muksessa oli, ettd hairidtilanteessa tekodly jatkoi toimenpiteitd sekéd ohjaamista
eiké siirtanyt vastuuta lentdjélle. Lent&djand on helpompi keskittyd muihin tilan-
teen vaatimiin tehtdviin, kun ohjaaminen ja toimenpiteet onnistuvat pelkalld ti-
lanteen seurannalla.

3.2.5 Lentoonlihdostid laskeutumiseen

Tdamén luvun tutkimuksen (Baomar & Bentley, 2017a) tavoitteena oli opettaa te-
kodlylle itsendinen lentaminen lentoonldhddstéd laskuun asti automaattisesti. Ny-
kyiset autopilotit ohjaavat erilaisissa lennon vaiheissa lentéjan tekemien valinto-
jen perusteella. Edellisten tutkimusten lisdksi tekodlylle opetetaan navigointi,
liu"un aloitus, ldhestyminen ja laskeutuminen. Konetyyppind kdytettiin simu-
laattorissa Boeing 777 -lentokonetta.

Neuroverkolle opetettiin siivekeohjaus liittymdlld kaarrolla halutulle lento-
linjalle. T4td neuroverkkoa opetettiin myos ldhestymisen ja laskun aikaiseen
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ohjaamiseen. Lahestymisvaiheessa opetettiin vakaan liu"un sdilytys ja telineiden
sekd laskusiivekkeiden valinta tietylld korkeudella ja nopeudella. Laskeutumis-
vaiheessa tekodlylle opetettiin lentdjan tekemét toimenpiteet: reverssin, jarrutuk-
sen ja spoilereiden kaytto.

Lahestymisessd ja laskeutumisessa suoritukset olivat yhtaldiset lentdjdn ja
tekodlyn tekemind. Tekodlyn kaytto vahentdisi tyotaakkaa, inhimillisid virheita
ja stressid normaaleissa tilanteissa. Tdstd olisi apua erityisesti, jos toinen lentdja
menettdd toimintakykynsa.

3.2.6 Poikkeavat tilanteet

Taman luvun tutkimuksen (Baomar & Bentley, 2017b) tavoitteena oli opettaa te-
kodlylle loppuldhestymislinjaan liittymisté ja ylosvedon lentdmistd vaikeissa sadd-
olosuhteissa (voimakkaalla sivutuulella, puuskissa, turbulenssissa ja windshea-
rissa).

Laskussa sivutuulen kumoamiseksi on kaksi menetelmdd (Flight Safety
Foundation, 2000). Ensimmadisessd lennetddn nokka kohti tuulta ja toisessa me-
netelmdssd lennetddn kone kallistettuna tuuleen pdin pienessd sivuluisussa. Te-
kodlyd opetettiin sivutuulen huomioimista lentdjan tehdessd sivutuulilaskuja.
Nykyaikaiset autopilotit kykenevét toimimaan vain omissa toimintarajoissaan,
joiden ylityksen jdlkeen ne luovuttavat ohjaamisen lentdjille. Lihestymisen ai-
kana tekodly oppi lentdmédn tuulikorjatulla nokan asennolla, jossa nokan suunta
poikkeaa lentosuunnasta osoittaen tuuleen pdin. Tuulikorjaus pitdd laskea perin-
teisesti autopilotille, mutta tekodly oppi arvioimaan sen itse. Puuskista huoli-
matta kone pysyi vaaditussa asemassa kiitotiehen ndhden jopa kohtisuoralla 50
solmun sivutuulella, joka ylittdd Boeing 777 koneen rajat laskussa.

Juuri ennen laskeutumista tarkistetaan, onko turvallinen laskeutuminen
mahdollista. Lennonhallintajdrjestelma tekee turvallisella korkeudella tarkastuk-
sen. Lennonhallintajédrjestelma tarkastaa lentokoneen suunnan kiitotien keskilin-
jaan ndhden suhteessa kiitotien leveyteen. Sitten tarkistetaan, onko kiitotie ko-
neen alla ja lopulta, ettd miké on jéljelld olevan kiitotien méaran. Jos lennon val-
vontajdrjestelma toteaa, ettd lasku ei ole turvallinen, se tekee ylosvedon voimassa
olevan menetelmédn mukaisesti ja aktivoi ylosvedon neuroverkon. Ylosveto teh-
daan keskeytetyn laskeutumisen jadlkeen lisdamallé taysi teho, nostamalla nokka
nousuun ja ottamalla telineet ja siivekkeet sisddn. Ylosvedon jdlkeen lentokone
hakeutui takaisin laskeutumissuunnan kiitotien jatkeelle ja lensi uuden ldhesty-
misen ja laskun.

Namad neljd tutkimusta osoittivat tekodlyn hyddyt perinteiseen autopilottiin
verrattuna. Toimenpiteet ja ohjaaminen perustuvat ihmisen tapaan toimia, mitd
on vaikea toteuttaa sddntopohjaisella ohjelmoinnilla. Pienelldkin opetuksella
pddstadn hyviin tuloksiin. Automaattinen ohjaus suoriutuu ilman toimintarajoja
eli pysyy kytkettynd vaativissakin tilanteissa. Toiminnan muuttuessa enemman
automatisoiduksi tulisi varmaan tarvetta uusille menetelmille, jotta tekodlyn it-
sendistd toimintaa voidaan valvoa ja muuttaa. Toimintalogiikka menee helposti
piiloon sdantdjen hadvitessd. Taméd vaatisi uutta suhtautumista automaattiseen
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toimintaan, jota on vaikea ennakoida. Tuollainen tapa toimia on toisaalta tuttu
ihmisestd ja menetelmit 16ytyisivdt vakiintuneista ohjaamoyhteistyon periaat-
teista. Sisdisen yhteistyon lisdksi tulee muistaa yhteisty6 lennon muiden osapuo-
lien, kuten lennonjohtajan ja maatoimintojen, kesken. Painopiste lentdjien ohjaa-
motyoskentelyssd tulee ilmeisesti siirtymédan automatiikan kaskyttamisesta val-
vontaan. Kuitenkin on todettava samoin kuin edellisesséd luvussa, ettd yhden len-
tdjan valvontatehtdviin ei voida siirtyd, ellei automatiikka kykene varmasti itse-
ndiseen lentdmiseen hétitilanteessa esimerkiksi varakentlle.
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YHTEENVETO

Lentoyhtividen toiminta on perinteisesti tukeutunut vakiintuneisiin kdytantei-
siin ja muutokset ovat tapahtuneet huolellisen arvioinnin ja testauksen kautta.
Koneoppiminen synnyttdd joskus mustia laatikoita, joiden sisdisistd toiminnoista
ei ole tarkkaa tietoa. Toinen vastakkainasettelu on lentotoiminnan tukeutuminen
useisiin madrdyksiin ja sddntoihin, kun taas koneoppiminen perustuu oppimi-
seen ilman sddntojd. Koneoppimisessa annetaan tiedon kertoa, mutta toisaalta
tekodly voi perustua asiantuntijoiden kertoman tiedon avulla ohjattuun oppimi-
seen. Ndiden kahden alueen yhdistdiminen vaatii molempien osa-alueiden tunte-
musta ja hyodyntamista.

Tutkielmassa tarkasteltiin tutkimuksia, jotka liittyivét johdannossa perus-
teltuihin lentoyhtion tarkeimpiin toimintoihin. Osa koneoppimisen hyddyntami-
sestd tapahtuu ilman tutkimuksia ja joitain mahdollisuuksia tulisi etsid ja hakea
muiden kuin lentoyhtididen toimintoihin liittyvistd tutkimuksista. Loydetyt tut-
kimukset antavat hyvét perusteet hyodyntamismahdollisuuksille ja tutkimustie-
don kayttamiseksi omiin tarpeisiin.

Omien tarpeiden, asiantuntemuksen ja omien tietojen yhdistdminen antaa
lentoyhticlle mahdollisuuksia, joita muut eivét voi toteuttaa. Lippujen hinnoit-
telu on tédstd hyva esimerkki. Lentoyhtion kannattaa kdyttdaa hinnoittelussa kone-
oppimista omista tiedoista sekd saatavilla olevaa yleistd tietoa, kuten sosiaalista
mediaa.

Myohéstymistietojen ennustaminen omiin tarpeisiin muokattuna perustuu
myds saatavilla olevaan yleiseen ja omaan tietoon. Pelkkdd myohdstymistd ei
kannata ennustaa. Lentoyhtion tulisi arvioida miten ja millaista tietoa kannattaa
kayttdd, jotta siitd olisi hyotyd ja silld voitaisiin minimoida haittoja ja riskejd. Syyt
ja seuraukset mychdstymiselle alkavat kaukaa ja tietoja voidaan tdydentdd ja
hyodyntdd vield aivan viime minuuteilla. Koneoppimisella voisi kehittdd mene-
telmdn, joka ennustaisi ja seuraisi ldhtevidn ja saapuvan liikenteen virtaa ja aut-
taisi lentomiehistod sekd lentoyhtion toimintaa seuraavia yksikoitd optimoimaan
kustannukset, padstot sekd turvallisuuden. Mahdollisena tulevana tutkimuskoh-
teena olisi tulevan ja ldhtevéan liikenteen ennustaminen koneoppimisella. Saapu-
van liikenteen ennustamisella saataisiin etuja lennonjohdolle, lentoyhtitlle, maa-
toiminnoille sekd matkustajille. Parempi ennustettavuus lisdisi turvallisuutta ja
sujuvuutta lentoliikenteeseen. Tuloajan ennustamisella voisi sekd vahentdd paas-
tojd ettd polttoainekuluja. Lahtotietoina voisi kdyttdd aiempiin tutkimuksiin ver-
rattuna asiantuntijoiden méaarittelemid ja esikdsiteltyja tietoja, jotka mahdollistai-
sivat alueelliset piirteet.

Kolmas omiin tietoihin perustuva alue olisi lennontallentimien hyddynta-
minen menetelmien ja lentoturvallisuuden parantamiseksi. Lentotietojen hyvak-
sikdyton tutkimuksen voisi turvallisesti aloittaa simulaattorilennoilla ja hyodyn-
tdd koulutuksessa. Mukautuvan automaation tutkimuksiakin voi hyodyntéa jo
nyt simulaattorissa.
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Miehistdjen ja automaation kaytto tulee varmasti muuttumaan tulevaisuu-
dessa niin, ettd automaatio osallistuu enemméan miehistdyhteistyohon. Toisen
lentdjan korvaamiseen dlykkadlld automaatiolla ei matkustajaliikenteessd siirryta
lahiaikoina, mutta automaation yhteistyon parantuessa lentoturvallisuutta saa-
daan parannettua. Koneoppimisen ratkaisuja kannatta tehdd tukemaan teho-
kasta ja turvallista toimintaa ja kulttuuria. N4itd ratkaisuja ei voida tehdd ilman

nan varaan.
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