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1 Johdanto

Paatospuut ovat yleisesti tapa kuvata paatoksentekoa puurakenteen avulla siten,
ettd kukin oksa kuvaa yhta havaintoa ja kukin lehtisolmu kuvaa lopputulosta. Ko-
neoppimisessa Maimon, O. & Rokach, L. | (2008| luku 1) mukaan p&datdospuu toimii
ennakoivana mallina, joka luodaan kdytossd olevan opetusdatan pohjalta. Tédssé ta-
pauksessa oksat kuvaavat datapisteesta tehtyjd havaintoja ja lehtisolmut johtopaa-
toksid datapisteen siitd muuttujasta, jota paatdospuun avulla halutaan ennakoida eli
kohdemuuttujasta. Kohdemuuttujan ollessa diskreetti sanotaan paatdspuun olevan
luokittelupuu. Jatkuvan kohdemuuttujan tapauksessa kyseessd on taas regressio-
puu. Erds mielenkiintoinen pédatdspuiden ominaisuus onkin se, ettd niitd voidaan
soveltaa yleisimmistd ohjatun oppimisen tehtdvistd molempiin: regressioon sekéd

luokitteluun.

Tassd tutkielmassa tutkitaan kirjallisuuden avulla paatospuiden kayttdtapoja ja -
tarkoituksia koneoppimisen sovelluksissa. Esitetddn paatospuihin liittyvid menetel-
mid, selvittden samalla minkélaisiin ongelmiin niitd on kehitetty vastaamaan. Tar-
koituksena on antaa lukijalle selked yleiskatsaus siitd miten ja mihin paatdspuihin
perustuvia menetelmid tulisi koneoppimisessa kayttdd. Tavoite olisi, ettd lukija ta-
mén tutkielman sekd ldhdekirjallisuuden avulla kykenisi hydodyntdmaéén esiteltyja
menetelmid. Kdytannollisen suuntautumisen nojalla kiinnitetidn huomiota erityi-

sesti menetelmiin, jotka ovat osoittautuneet suosituiksi kdytannossa.

Luvussa [2] selvitetddn paatospuun johtamista datan pohjalta kdymalla yleisesti 14-
pi sithen liittyvét johtamisen ja karsimisen menetelmat; esitellddn tarkemmin myds
muutama paatdspuun luomiseen tarkoitettu algoritmi. Luvussa 3| taas kartoitetaan
koneoppimisen menetelmid, jotka toteutuksissaan perustuvat useiden paitospui-
den kdyttoon. Lopulta luvussa [ selvitetdan minkélaisissa sovelluksissa paatospui-

hin perustuvia menetelmia ollaan kdytetty.



2 Padtospuun luominen datasta

Paatospuun luominen datan pohjalta jakautuu yleensd kahteen vaiheeseen: kasvat-
taminen ja karsiminen. Ylhaaltd alaspdin kasvattaessa valitaan datasta jollain kri-
teerilld parhaaksi arvioitu ominaisuus ja jaetaan data osiin tdimédn ominaisuuden
arvojen perusteella. Sama prosessi toistetaan rekursiivisesti kullekin jaossa synty-
neelle datan osalle, kunnes ndin muodostuva puu toteuttaa valitun pysaytyskri-
teerin. My0s alhaalta ylospdin toteutettavia kasvatusmenetelmia ollaan ehdotettu
(esim Barros, R. C. & Jaskowiak, A. J. & Cerri, R. et al|(2014)), mutta ne ovat jda-
neet kirjallisuudessa huomattavasti vdhemmadlle huomiolle. Karsimisvaihe toteute-
taan muuttamalla kasvatetusta puusta alipuita lehtisolmuiksi, mikéli vidhentdmatta
mallin tarkkuutta ndin saadaan paranneltua puuta jollain kriteerilld. Téssd luvussa
paneudutaan tarkemmin edelld esitettyihin késitteisiin. Kdydadéan lapi muutama tun-
nettu paatdospuiden johtamiseen tarkoitettu algoritmi pohjustaen niitd niiden kayt-
tamilld kasvatus- ja karsimisvaiheen menetelmilld. Ndistd menetelmistd poikkeavia
menetelmid kokoaa esimerkiksi Maimon, O. & Rokach, L. (2002). Merkittava havain-
to esiteltdvistd menetelmistd on se, ettd ne ovat kaikki ahneita algoritmeja, joissa va-
litaan kussakin vaiheessa jollain kriteerilld paras etenemistapa. Tama johtuu siitd,
ettd optimaalisen puun 16ytdmisen ollaan osoitettu olevan NP-tdydellinen ongelma

(Hyafil, L. & Rivest, R. L.[1976).

2.1 Kasvatusvaihe
2.1.1 Jakokriteerit

Paatospuun jakokriteereitd kdytetddn valitsemaan se ominaisuus, jonka perusteel-
la kussakin solmussa data jaetaan. Jakokriteerit voidaan karkeasti luokitella infor-
maatioteoriaan, etdisyysmittoihin tai riippuvuusmittoihin perustuviksi (Ben-Bassat,
M.|1982). Tassd tutkielmassa kiinnitetddn erityisesti huomiota informaatioteoreet-
tisiin jakokriteereihin. Informaatioteoriaan perustuvissa kriteereissa tarvitaan epa-

puhtausmittaa (engl. impurity measure). Epapuhtausmitta on funktio, joka laskee tar-



kasteltavan kohdemuuttujan todennikoisyysjakauman perusteella sen, kuinka sel-
kedsti kohdemuuttujan luokat ovat erillddn toisistaan. Epdpuhtausmitan tulee olla
minimissddn silloin, kun muuttujan todennédkoisyysjakaumassa jokin todennakoi-
syys saa arvon yksi ja maksimissaan, kun todenndkoisyydet ovat tasajakaumasta.
Liséksi epapuhtausmitan vaaditaan olevan ei-negatiivinen, symmetrinen muuttu-
jan todenndkoisyysjakauman suhteen sekd kaikkialla differentioituva. Jakokritee-
reissd epdpuhtausmittaa kdytetddn etsimilld sen perusteella se ominaisuus, joka
maksimoi odotusarvoisen epdpuhtauden vdahenemisen, kun data jaetaan kyseisen

ominaisuuden suhteen (Maimon, O. & Rokach, L.[[2002).

Olkoon O kaytossd oleva opetusdata, y tarkasteltava luokka-attribuutti, ¢ tarkas-
teltavan luokka-attribuutin mahdollisten arvojen mdard, {pi, p2,.., p.} opetusdatan
suhteelliset frekvenssit kussakin luokassa, a se ominaisuus, jonka hyvyytta jakokoh-
tana arvioidaanja O,, = {x | x € O, x, = v} se joukko jossa datapisteiden ominaisuus

a saa arvon v.

Kaytettdessd epdpuhtausmittana informaatioteoriasta saatavaa entropian suuretta,

kutsutaan jakokriteerid nimelld informaatiolisd (engl. information gain). Entropia maa

ritellaan kaavalla: .
H(0,y) = - _Xipi log(pi)-
-
Informaatiolisd ominaisuuden a suhteen taas lasketaan kaavalla
|Oay|
0|

IG(0,a)=H(0,y)— )

v € arvot(a)

H(Ogy,y).

Toinen tunnettu jakokriteereissda hyddynnetty epapuhtausmitta on niin sanottu Gini-

epdpuhtaus

C
Gini(0,y) =1- Y p?,
i=1

jonka avulla lasketaan Gini-lisa (engl. gini gain)

Oq
GG(0,a) = Gini(0,y)— Y, O

v € arvot(a) | ‘

Gini(Og,y,y).

Informaatiolisdn ja Gini-lisdn kdyttdytyminen ollaan todettu hyvin samankaltaisik-

si. Ne tekevit poikkeavia paatoksid, siitd jaetaanko data tarkasteltavan ominaisuu-
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den perusteella vain 2 % tapauksista (Raileanu, L. E. & Stoftel, K|2004). Yhdeksi
ongelmaksi informaatiolisdan kaytossa ollaan havaittu se, ettd se suosii ominaisuuk-
sia, jotka voivat saada useita arvoja. Tama johtuu siitd, ettd on todenndkoistd, ettei
opetusdatassa esiinny edes kahta havaintoa, joilla tdllainen ominaisuus saisi saman
arvon (Quinlan, J. R/[1986). Tdhdn ongelmaan ratkaisuksi ollaan ehdotettu muun
muassa erilaisia normalisointi-metodeja. Erds ndistd on Quinlanin itsensd ehdotta-

ma lisdsuhde (engl. gain ratio)

GR(0,a) = %,

joka normalisoi informaatiolisdn jakamalla sen opetusdatan entropialla tarkastelta-
van ominaisuuden suhteen. Tamén erdédksi ongelmaksi on todettu se, ettei se ole
madritelty kun H(O,a) = 0 ja se, ettd se saattaa suosia ominaisuuksia, joiden ent-
ropia on védhdinen, vaikka niistd saatava informaatiolisa ei olisi merkittava. Ehdo-
tetaankin, ettd lisdsuhdetta tulisi kdyttda siten, ettd lasketaan ensin informaatioli-
sd kaikille ominaisuuksille ja tarkastellaan lisdsuhdetta vain niilld ominaisuuksilla,
joilla informaatiolisd on keskiméérédistd suurempi. Formaalimpi tapa normalisoida
informaatiolisd on |De Mantaras, R. L.[(1991) esittelema etdisyysmitta (engl. distance
measure), jossa normalisointi tehdddn yhteisinformaation (engl. mutual information)

avulla.

Edellé esitellyt jakokriteerit toimivat ainoastaan luokittelupuiden tapauksessa. Reg-
ressiopuissa yksi jaon tekemiseen soveltuva kriteeri on pienimmaén virhenelidsum-
man menetelmd (Breiman, L. et al.|1984), luku 8) vastaavasti kuin lineaarisessa regres-
siossa. Regressiopuut arvioivat kohdemuuttujaa lehtisolmuissa sijaitsevien datapis-
teiden kohdemuuttujan arvojen keskiarvon avulla. Parhaaksi jakokohdaksi valitaan
se ominaisuus, joka minimoi virhenelidsumman
SSE(0,a)= Y Y (5= 0uy)?
v € arvot(a) x€0q,y
verrattaessa lehtisolmuissa sijaitsevien datapisteiden x kohdemuuttujan todellisia

arvoja xy ja niistd laskettua keskiarvoa O,,.

Useissa jakokriteereitd vertailevissa tutkimuksissa ollaan todettu, etta yksittaista pa-

rasta jakokriteerid on vaikea maarittdad. Se, miten hyvin tietty jakokriteeri parjaa eri
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sovelluksissa, vaihtelee huomattavasti (Maimon, O. & Rokach, L./[2002). Lisdksi ol-
laan todettu, ettd jakokriteerin valinta ei vaikuta siihen, kuinka hyvin lopullinen
puu mallintaa tarkasteltavaa ongelmaa kovinkaan paljoa (Breiman, L. et al. 1984
luku 4). Kaikki tassad luvussa mainitut jakokriteerit perustuvat jaon tekemiseen yh-
den ominaisuuden perusteella, mutta myos useita ominaisuuksia huomioon ottavia
jakokriteereitd ollaan esitelty. Ne perustuvat usein tarkasteltavien ominaisuuksien
lineaarikombinaatioihin ja muutama esimerkki niistd on perseptroni-oppiminen,
maéaenkiipedmismetodit (Murthy, S. K./[1998) sekd tukivektorikoneet (Bennet, K. P.
& Blue, J. A.[1998).

2.1.2 Pysdytyskriteerit

Pysdytyskriteeri mdaraa sen, milloin luotavaa puuta ei endéd tarvitse jakaa useam-
piin alipuihin. Maimon, O. & Rokach, L. | (2008, luku 6) luettelee erilaisia pysaytys-

kriteereitd seuraavasti:

o Kaikki opetusdatan alkiot on luokiteltu.

e Ollaan saavutettu puun maksimisyvyys.

e Korkein jakokriteerin arvo ei saavuta jotain sille asetettua rajaa.

e Jos solmu vield jaettaisiin, olisi jommassa kummassa tai molemmissa sen lapsi-
solmuista liian vahadn opetusdatan alkioita ennalta maarattyyn minimiin nah-

den.

Yleisessd tapauksessa puuta tullaan karsimaan kasvattamisen jdlkeen, jolloin on pe-
rusteltua valita 16ysd lopetuskriteeri. Tiukoilla lopetuskriteereilld pystytdan hallit-
semaan puun kokoa niin sanotussa esikarsinnassa. Esikarsinnan vaarana on, ettei
sen avulla luotu puu vélttdimattd mallinna edes opetusdataa kyllin hyvin. Kaytto-
kelpoinen menetelma se saattaa kuitenkin olla tilanteissa, joissa mallin rakentami-
sen tehokkuutta pidetdan tairkedmpénd kuin mallin tarkkuutta (Breslow, L. & Aha,
D.|[1996). Tama huomio on hyva pitdd mielessd lukiessa lukua 3| jossa kasitellddn

useita padtospuita hyddyntdvid menetelmia.



2.2 Karsimismenetelmat

Kasvatusvaiheessa syntyneelld puulla on taipumus olla tarpeettoman suuri ja mo-
nimutkainen. Tdmé& on ongelmallista, silld suuret puut ovat taipuvaisia ylisovitta-
maan opetusdataa eli mallintamaan tutkittavan ilmion lisdksi opetusdataan liitty-
vad satunnaisvaihtelua. Tdma aiheuttaa sen, ettd luotu malli yleistyy huonosti ope-
tusdatan ulkopuolelle. Muita suurten puiden ongelmia ovat niiden vaikea luetta-
vuus, lehtisolmut, joissa on vain muutama opetusdatan alkio seké toistuvat alipuut
(Breslow, L. & Aha, D.[[1996). Breiman, L. et al.| (1984, luku 3) esittelee taulukon, jo-
ka havainnollistaa puun koon vaikutusta luokitteluvirheeseen: mallin yleistyvyys
opetusdatan ulkopuolelle paranee puun kokoa pienennettdessa tiettyyn pisteeseen
saakka, jonka jalkeen malli sovittaa sekd opetusdatan ettd testidatan huonosti. Paa-
tospuiden koon hallitsemiseen ollaankin esitetty useita ratkaisuja, joista yleisim-
méksi on muodostunut alun perin Breiman, L. et al.| (1984, luku 3) ehdottama jal-
kikarsinta (engl. post pruning), jota nimitetddn yleisesti vain karsinnaksi. Esitelldan

nyt muutama karsimiseen kédytetty menetelma.

Olkoon R(T) puun T virhe opetusdatassa eli niin sanottu takaisinsijoitusvirhe (eng].
resubstitution error), lehdet(T) puun T lehtisolmujen joukko sekd karsi(T,t) puu T,

josta ollaan karsittu alipuu ¢.

Tutustutaan ensin Breiman, L. et al.| (1984, luku 3) esittelemddn menetelmaan mini-
maalinen hinta-kompleksisuus-karsiminen (engl. minimal cost-complexity pruning).
Sen tavoite on hallita puun kompleksisuutta eli lehtisolmujen m&arda sekd hintaa
eli takaisinsijoitusvirhettd. Menetelma etenee kahdessa vaiheessa: ensin luodaan jo-
no toinen toistaan pienempid puita Ty, 77, ..., T, karsimalla aina edeltdvdstd puusta
se alipuu ¢, joka minimoi seuraavan lausekkeen:

o R(karsi(T,t)) —R(T)
\lehdet (T)| — |lehdet (karsi(T,t))|

Tassa siis Tp on alkuperdinen kasvatusvaiheessa muodostunut puu ja 7, sen juu-
risolmu. Toisessa vaiheessa valitaan karsituista puista paras testaamalla niitd joko
tatd varten varatulla karsintadatalla tai opetusdatan osajoukoilla, niin sanotusti ris-

tivalidoimalla. Ristivalidointia laskennallisen raskautensa takia suositellaan 1ahinna



siind tapauksessa, ettd alkuperdinen data on niin pieni, ettd sen jakaminen opetus-
ja karsintadataksi heikentdisi kasvatusvaiheessa luotavan puun tarkkuutta (Murthy,
S. K.[1998). Parhaan puun valintaan esitetddn kaksi mahdollista tapaa. Voidaan vali-
ta yksinkertaisesti se puu, joka minimoi luokitteluvirheen testivaiheessa (0-SE). Toi-
nen valintamenettely on valita se puu, joka minimoi lehtisolmujen méaaran niiden
puiden joukossa, joiden luokitteluvirhe on korkeintaan yhden keskivirheen padssa

luokitteluvirheen minimista (1-SE).

Menetelmaéksi, joka poistaa tarpeen erilliselle testidatalle tai ristivalidoinnille, Quin-
lan, J. R[(1993) ehdottaa pessimistisen karsimisen jdlkeldistd virheeseen perustuvaa
karsimista (engl. error based pruning). Tdma menetelma perustuu todellisen luokitte-
luvirheen estimointiin takaisinsijoitusvirheen avulla. Arviointi toteutetaan takaisin-
sijoitusvirheen luottamusvilin ylérajalla jollain valitulla merkitsevyystasolla, tds-
sd virheiden oletetaan noudattavan binomijakaumaa. Puuta kdydéaén ldpi alhaalta
ylospéin laskien kyseinen virhearvio kussakin solmussa: koko tarkasteltavalle ali-
puulle, jonka juurena solmu toimii; tilanteelle, jossa solmu korvattaisiin lehtisol-
mulla ja tilanteelle, jossa solmu korvattaisiin sen eniten dataa siséltavalld alipuul-
la. Se, kuinka solmu lopulta késitellddn, valitaan pienimmaén lasketun virhearvion
mukaan. Tdssd menettelyssd merkille pantavaa on se, ettd toisin kuin esimerkik-
si hinta-kompleksisuuskarsimisessa, voidaan ndin koko solmun karsimisen sijaan

korvata se jollain sen alipuulla.

Esitellyistd menetelmistd virheeseen perustuva karsiminen tapaa karsia puuta lii-
an vidhidn, kun taas hinta-kompleksisuus-karsiminen tapaa karsia puuta liian paljon
varsinkin valittaessa paras puu 1-SE-menetelmalld (Maimon, O. & Rokach, L. [2008)
luku 6). Toinen hinta-kompleksisuus-karsimisen ongelma on sen epdavakaus ristiva-
lidointia hyddynnettdessa (Breslow, L. & Aha, D.[1996). Vastaavasti kuin jakokritee-
rien tapauksessa, myos karsintamenetelmédn suoriutuminen riippuu sovellustilan-
teesta (Mingers, J.[1989). Menetelmda valittaessa huomioon tulee ottaa esimerkiksi

opetusdatan koko seki erillisen karsintadatan saatavuus.



2.3 Algoritmeja

Paatospuun johtamiseen tarkoitetut algoritmit koostuvat sdd@nndoistd, joiden perus-
teella puu luodaan. Néihin kuuluu edelld esiteltyjen jakokriteerien ja karsimismene-
telmien lisdksi muun muassa se, miten puuttuvat arvot kasitellddn puuta luodessa.
Nadiden algoritmien hyodyllisyydestd kertoo se, ettd niistd kaksi, CART ja C4.5, mai-
nittiin tiedonlouhinnan algoritmien karkikymmenikossa (Wu, X. et al.|2008). Tassa

osiossa tutustutaan niihin tarkemmin.

C4.5 on Quinlan, J. R|(1993) aikaisemman ID3-algoritmin pohjalta kehittdima algo-
ritmi. Se kdyttdd jakokriteerind lisdasuhdetta ja karsimismenetelméné virheeseen pe-
rustuvaa karsimista. Puuttuvat arvot siind kédsitellddan ottamalla jakokriteerissa huo-
mioon puuttuvien arvojen mddrd. Edelleen jakoa tehdessa lisdtddn kaikki datapis-
teet, joista puuttuu jakokohtana olevan ominaisuuden arvo, kaikkiin jaossa synty-
viin lehtisolmuihin painottaen niitd lehtisolmua vastaavan ominaisuuden arvon to-
dennékoisyydelld. C4.5 tarjoaa myos karsinnasta poikkeavan tavan yksinkertaistaa
puuta esittdmalld se sarjana ehtolauseita ja yksinkertaistamalla alkuperdisen puun
sijaan tatd sadntojoukkoa. Tdmadn menetelmén ollaan todettu luovan tarkempia pui-
ta kuin karsittu C4.5 lisdtyn laskennallisen vaativuuden hinnalla (Breslow, L. & Aha,

D.[1996).

CART on (Breiman, L. et al.[1984) esittelema algoritmi paatdspuiden luomiseksi, sen
nimi on lyhennelmd sanoista “Classification and Regression Trees” eli luokittelu-
ja regressiopuut. Nimensd mukaisesti se kykenee kasittelemddn sekd jatkuvaa et-
ta diskreettida kohdemuuttujaa. Toinen CART:n ominaispiirre on se, ettd se luo aina
binddrisid puita kdyttden luokittelupuissa jakokriteerind Gini-lisdstd johdettua kah-
tiajakokriteerid ja regressiopuissa joko esiteltyd pienimmaén virheneliéGsumman me-
netelméa tai niin sanottua vahaisimman absoluuttisen hajonnan menetelméaa. Kar-
simismenetelmdnad siind kdytetddn hinta-kompleksisuus-karsimista. Puuttuvien ar-
vojen kisittely toteutetaan etsiméllé jokaiselle jakokohdalle sijaisjakaja (engl. surro-
gate split) sellaisesta ominaisuudesta, jonka perusteella tehtdva jako muistuttaa eni-
ten alkuperdistd jakokohtaa. Ndin menetellen voidaan kdyttdd sijaisjakajaa, mikali

késiteltavastd datapisteestd puuttuu varsinaisena jakokohtana toimiva ominaisuus.



Muita CART:n ominaisuuksia ovat esimerkiksi mahdollisuus luokkien tasapainot-

tamiseen ja virheellisen luokittelun hinnan mééarittamiseen.

Lim, T. S. et al. (2000) arvioi useiden pédatdspuualgoritmien vertailussa, etteivdt me-
netelmien virheet poikkea toisistaan merkitsevésti. Eroja kuitenkin havaittiin me-
netelmien tehokkuudessa: erityisesti C4.5 havaittiin nopeammaksi kuin CART seka
sdantdjoukkoihin ettd puihin perustuvilla versioilla. Joka tapauksessa menetelméan
valinta tulee tehdd tapauskohtaisesti, silld esimerkiksi jatkuva kohdemuuttuja rajaa

C4.5:n pois mahdollisista vaihtoehdoista.



3 Useiden padtospuiden kayttoon perustuvat

menetelmat

Yksittdiset padtospuut ennakoivana mallina sisdltdvat monia toivottuja ominaisuuk-
sia kuten sen, ettd ne ovat tehokkaita ja sen, ettd niitd on helppo lukea. Ongelmallista
niissd on kuitenkin se, ettei niiden luomiseen ole 16ytynyt tapaa, jossa tarkkuuden
parantaminen opetusdatassa ei huonontaisi mallin yleistyvyyttd (Ho, T. K./|[1995).
Tamaén voi tulkita niin, etteivdt karsimismenetelmaét taysin pysty hallitsemaan paa-
tospuiden taipumusta ylisovittamiseen. Tdhdn tehtdvdan paremmin kykenevat me-
netelmadt, joissa luodaan ensin useita malleja soveltaen jotain koneoppimismenetel-
maéd ja kootaan ndiden mallien tulokset lopullisen mallin saamiseksi. Vaikka mallin
yleistyvyys ndin menetellessd paraneekin, tulee huomioida, ettd yksittdiseen paatos-
puuhun verrattuna sen tulkinnallisuus huononee ja sen tarvitseman muistin maara

kasvaa huomattavasti.

Esitellyn tyylisid menetelmid nimitetddn kokoonpanomenetelmiksi (engl. ensemble
method) ja niissd sovellettua koneoppimismenetelmda pohjaoppijaksi (engl. base lear-
ner). Erds syy sille, miksi paatospuut ovat osoittautuneet suosituiksi pohjaoppijoik-
si, on juurikin niiden laskennallinen tehokkuus (Opitz, D. & Maclin, R.[1999), jonka
merkitys korostuu, kun malleja taytyy luoda useita. Yleisiksi pdatospuita hyodyn-
taviksi kokoonpanomenetelmiksi ovat muodostuneet tehostaminen (engl. boosting),
bootstrap-aggregointi (engl. bootstrap-aggregation, bagging) sekd tdiméan erikoistapaus
satunnaismetsd. Tdssa luvussa esitellddn mainittuja menetelmi ja vertaillaan niiden
suoriutumista toisiinsa sekd yksittdisiin paatdspuihin ndhden. Pohjaoppijana olete-

taan toimivan paatospuu, vaikka osa teoriasta patee muussakin tapauksessa.

3.1 Tehostaminen

Tehostamismenetelmét syntyivit alunperin Schapire, R. E.| (1990) esittdmé&na vas-
tauksena teoreettiseen kysymykseen siitd, voidaanko useista heikoista oppijoista

koostaa vahva oppija. Tdssa heikko oppija tarkoittaa koneoppimismenetelmad, jon-
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ka muodostamilta malleilta vaaditaan vain se, ettd niiden tarkkuus on parempi kuin
puhdas arvaus. Tehostaminen pitdd sisdllddn eri menetelmid, joiden toiminta ete-
nee muodostamalla jono heikon oppijan luomia malleja painottaen niitd datapistei-
td, joiden kohdalla edeltdaviat mallit ovat tehneet virheitd. Ndin muodostuneet mallit
yhdistetddn antaen korkeampi paino niille malleille, jotka tekivat vahan virheita. Ta-
ta prosessia havainnollistetaan kuvassa (1| pohjaoppijan ollessa paatoskanto eli paa-
tospuu, joka tekee ennusteensa vain yhden ominaisuuden arvojen perusteella. Eri
tehostamismenetelmaét poikkeavat toisistaan esimerkiksi siind, miten ne toteuttavat

virheellisesti luokiteltujen datapisteiden painottamisen.

X,=<r =r

> _
— | Lasketaan | Lasketaan +
painch ja + palnot ja +
Inodaan Inodaan
+
" + SOV SO e Vi b
heiklo hetls o
+ — |umlh + . 1alli
- : X
S h S X n -
eE —
+ +
+ = —
+ =

Lopullinen malli painoteinn
enonunision nnkaan

Kuvio 1. Tehostamisen toiminta

Mukautuva tehostamisalgoritmi AdaBoost on Schapire, R. E. & Freund, Y. | (1997)
esittelemd tehostamismenetelmd, joka kehitettiin alunperin vastaamaan vain kaksi-
luokkaiseen luokittelutehtdvaan. Erds tapa yleistdd se moniluokkaiseksi toimii yk-
sinkertaistamalla ongelma sarjaksi kaksiluokkaisia ongelmia (Schapire, R. E. & Sin-

ger, Y. |[1999), my0s yleistyksid regressiotehtdviin on ehdotettu Solomatine, D.P. &
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Shrestha, D. L./ (2006). Tutustutaan tdssd sen toimintaan alkuperdisessd versiossaan
mukaillen Wu, X. et al.| (2008). Olkoon K valittu kierrosten lukumadérd, k € {1,...,K}
menossa oleva kierros, n opetusdatan alkioiden lukumaara, (x;,y;) missdi € {1,...,n}
opetusdatan alkio, jossa luokkamuuttuja y; koodattuna joukkoon {—1,1} sekd wy(i)
i:nnen datapisteen paino kierroksella k. Asetetaan ensin wy (i) = 1 kaikillai € 1,...,n,

menetelmai etenee seuraavasti:

e Luodaan heikko malli /; kdyttden datapisteiden painoina arvoja wy(i).
e Lasketaan virheellisesti luokiteltujen datapisteiden suhteellinen frekvenssi ope-
tusdatassa ¢g.
e Asetetaan
1. 1—¢g

oy = =l
k 2]’1( Ex

)
Naita kdytetadn lopullisessa mallissa painottamaan luotuja heikkoja malleja.
Nahdéaankin, ettd yksittdisen heikon mallin paino on pieni, jos se tekee paljon
virheitd ja suuri, jos se tekee niitd vahan.
e Piivitetddn datapisteiden painot seuraava kierrosta varten
we(i) ) exp(—04), jos hi(xi) = yi

Wit 1 (l) = N X )
k exp(0g),  jos hi(xi) # yi

tdmd saadaan sievennettyd, koska y; € {—1,1}:

Wi (i) = wi(i)exp(—oyyihy(x;))
ket 1 N :

Ny valitaan siten, ettd wy pysyy jakaumana.
e Kun kaikki K heikkoa mallia ollaan luotu, saadaan lopullisen mallin ennuste

havainnon x luokalle seuraavan lausekkeen etumerkista:
K
Z Olkhk(x).
k=1

Valitaan siis se luokka, johon painotetusti suurin osa heikoista malleista luo-

kitteli x:n.

Erds merkittava variaatio esitellylle menetelmaélle on datapisteiden painottamisen

sijaan, ottaa heikkoja malleja luotaessa huomioon vain osa opetusdatasta tehden va-
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linta mukaan otettavista datapisteistd painoista saatavien todenndkoisyyksien avul-
la (Dietterich, T.2000). Kaikilla variaatioillaan AdaBoost on kdytannossa osoittautu-
nut erittdin tehokkaaksi ja vertautuu useimmissa tapauksissa hyvin muihin koneop-
pimismenetelmiin ndhden. Erityisesti Schapire, R. E.[(1999) nédyttdd vertailussa, ettd
AdaBoostilla tehostettu C4.5 parjad miltei aina paremmin kuin yksittdinen C4.5:114
luotu puu. Saman vertailun tuloksissa joissain tehtdvissa jopa AdaBoostilla tehostet-
tu padtoskanto paihittdd C4.5:n. Quinlan, J. R, (1996) tulosten mukaan tehostaminen

vahentda C4.5:n virheiden maaraa keskimaarin 15 %.

Toinen merkittdva tehostamismenetelmien joukko perustuu havaintoon, etté tehos-
taminen voidaan ndhdd optimointitehtdvand funktioavaruudessa. Tahdn joukkoon
kuuluvat menetelmat siis pyrkivét 1oytdiméan sellaisen mallin, joka minimoi vali-
tun haviofunktion arvon ja niitd kutsutaan gradienttitehostamiseksi (engl. gradient
boosting). Minimointi suoritetaan iteratiivisesti gradienttilaskeutumismenetelmalla
eli siirtdmadlld luotavaa mallia kullakin iteraatiolla sellaiseen suuntaan, jossa havio-
funktion arvot pienenevit nopeiten. Erds mielenkiintoinen huomio gradienttitehos-
tamisesta on se, ettd myds AdaBoost voidaan esittdd gradienttitehostamismenetel-
maéand tietylld hdaviofunktion valinnalla (Mason, L. & Baxter, ]. & Bartlett, P. & Frean,
M.[1999). Erilaiset gradienttitehostamismenetelmaét ovat osoittautuneet kdytannossa
erittdin suosituiksi ja tehokkaiksi. Erityisesti Cheng, T. & Guestrin, C. (2016) esitte-
leméa XGBoost-gradienttitehostamismenetelmd on ollut viime aikoina kovassa suo-

siossa.

3.2 Bootstrap-aggregointi

Bootstrap-aggregointi on Breiman, L. (1996) esittelemd kokoonpanomenetelma. Se
eroaa tehostamisesta olennaisesti siten, ettd siind pohjaoppijan mallit luodaan toi-
sistaan riippumatta. Menetelma etenee ottamalla opetusdatasta valittu maara boot-
strap-otoksia takaisinsijoittaen eli satunnaisesti valittuja otoksia siten, ettd valitut
datapisteet voidaan valita tulevissakin otoksissa. Kustakin bootstrap-otoksesta luo-
daan pohjaoppijan avulla malli ja ndiden mallien ennusteista lasketaan lopullisen

mallin ennuste. Ennuste lasketaan keskiarvona, jos kohdemuuttuja on jatkuva ja

13



enemmiston valitsemana luokkana diskreetin kohdemuuttujan tapauksessa. Mene-

telméda havainnollistetaan kuviossa 2] pohjaoppijan ollessa patoskanto.

Onetaan booisirap-oiolset ja
Ino daan mallic niille

X

1

Lopullinen mall
cnclnnston nntlaan

Kuvio 2. Bootstrap-aggregoinnin toiminta

Eréds merkittdva variaatio bootstrap-aggregoinnille on [Ho, T. K. (1995) esittelemén

satunnaisaliavaruusmenetelmin (engl. random subspace method) pohjalta
L. (2001) kehittelemd menetelmé nimeltddn satunnaismetsd. Satunnaismetsa lisdad
bootstrap-aggregointiin satunnaisuutta siten, ettd paatospuita luotaessa paras jako-

kohta valitaankin tarjolla olevien ominaisuuksien satunnaisesta osajoukosta kaik-
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kien ominaisuuksien sijaan. Kyseinen menettely viahentda ylisovittamisen mahdol-
lisuutta entisestddn, silld ndin luodut puut poikkeavat toisistaan enemman kuin sa-

tunnaistamattomat puut.

My6s bootstrap-aggregointi ja erityisesti satunnaismetsit ovat parjanneet hyvin mui-
hin koneoppimismenetelmiin ndhden. Quinlan, J. R.[(1996) ndyttdd boostrap-aggre-
goinnin vihentdvan C4.5:n tekemien virheiden mdarad keskimdéarin 10 %. Caruana,
R. & Niculescu-Mizil, A. (2006) suorittamassa vertailussa bootstrap-aggregointi si-
joittui kolmanneksi ja satunnaismetsét toiseksi hdviten ainoastaan tehostamiselle.
Kuitenkin Caruana, R. & Karampatziakis, N. & Yessenalina, A. (2008) nayttad, ettd
késiteltdessd todella moniulotteista dataa paihittdd satunnaismetsdat myos tehosta-
misen. Breiman, L. (2001) suorittamassa AdaBoostin ja satunnaismetsien vertailus-
sa selvidd, ettd myos meluisassa datassa satunnaismetsit parjaavit tehostamista pa-
remmin, silld AdaBoost on satunnaismetsid alttiimpi ylisovitukselle. Kiinnostavaa
olisi saada tutkimustietoa satunnaismetsédn parjadmisestd nykyaikaisempaan tehos-
tamismenetelmdian XGBoostiin verrattuna, silld siind tehostamisen aikaisempiin on-

gelmiin, kuten ylisovittamiseen meluisassa datassa, ollaan kiinnitetty huomiota.
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4 Sovelluksia

Esiteltyja paatospuihin perustuvia menetelmid ollaan sovellettu laajasti koneoppi-
misen eri tehtdviin. Tdssd luvussa tarkastellaan minkélaisissa tilanteissa esiteltyja
menetelmid voidaan kayttad yleisesti sekd esimerkkien avulla. Esiteltyjen menetel-
mien mahdollisten sovellusalueiden valtavan mddrdn takia ei tutkielman rajoissa
kovin kattavaa kasitystd kyetd aiheesta antamaan. Rajoitutaan kiyméaan lapi muuta-
ma tunnettu esiteltyjen menetelmien sovellus yksityiskohtaisesti, jotta saadaan ka-
sitystd siitd, miten menetelmid sovelletaan kdytdnnossd. Taméan lisdksi luetellaan
joitain esiteltyjen menetelmien viimeaikaisia tehtdvia eri sovellusalueilla, jotta saa-
taisiin késitys siitd, kuinka laajasti menetelmié ollaan sovellettu. Lopuksi pyritdan

luomaan yleiskésitysta siitd, mihin pdatdspuumenetelmait ylipdatadn soveltuvat.

Kinect on liikkeentunnistusohjelma, joka hyodyntda satunnaismetsid ruumiinosien
luokitteluun. Merkittdvan siitd tekee se, ettd se saavutti huomattavasti aikaisem-
pia liikkeentunnistusjarjestelmid suuremman nopeuden ja kykenee kisittelemaan
200 kehystd sekunnissa. Tutustutaan tdssd sithen, kuinka se kadyttda satunnaismet-
sid tarkemmin Shotton, J. & Cook, M. & Sharp, T. & Moore, R. et al. (2011) mukaan.
Kinect toimii syvyyskameran avulla, joten pikselille p pystytddn maarittaméaan ku-
vassa syvyys d(p). Luokittelu eri ruumiinosiin tehdddn kullekin pikselille erikseen
kayttamalla ominaisuuden arvoina syvyysarvojen d(p +u) ja d(p + v) erotusta, mis-
sd u ja v ovat d(p):1la normalisoituja siirtymdparametreja. Jos siis esimerkiksi p + u
olisi p:n oikealla puolella ja p +v p:n vasemmalla puolella suunnilleen yhtd kauka-
na p:std, voitaisiin ominaisuuden arvon avulla péaétellda kuuluuko p johonkin ohu-
een ruumiinosaan. Satunnaismetsd luodaan kasvattamalla kukin puu eri joukolle
satunnaisesti syntetisoituja kuvia 900 000 kuvan opetusdatasta ottaen kustakin ku-
vasta 2000 satunnaista pikselid. Ominaisuuksia varten valitaan satunnaisesti sekd
pari (u,v) ettd raja r ominaisuuden arvolle, jonka suhteen pikselit jaetaan. Data jae-
taan siis aina kahteen joukkoon, joista toisessa d(p 4+ u) —d(p+v) < r ja toisessa
d(p+u)—d(p+v) > r. Puiden kasvatuksessa kdytetdan jakokriteerind informaatio-

lisdd ja pysdytyskriteerind alarajaa informaatiolisdn arvolle sekd yldrajaa puun sy-
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vyydelle.

Toinen merkittdvd kokoonpanomenetelmien sovellus on|Viola, P. & Jones, M./ (2001)
esittelemd AdaBoostilla tehostettuihin pddtdoskantoihin perustuva esineentunnistus-
jarjestelmd, joka soveltuu erityisesti kasvojen tunnistamiseen. Kohdemuuttuja saa
siis arvon —1, mikali kuvassa ei ole kasvoja ja arvon 1, mikéli on. Kuvia kasitel-
ladn aina yksi 24 x 24-kokoinen ikkuna kerrallaan ja ominaisuuksina kdytetdan ik-
kunan eri alueista tietyntyyppisten mustavalkeiden suorakulmioiden avulla lasket-
tavia arvoja. Nama ominaisuudet kertovat ikkunan kontrastista siten, ettd valkoi-
sen alueen alle jadvien pikselien kirkkauden summasta vdhennetdédn vastaava arvo
mustan alueen alle jadvistd pikseleistd. Esimerkiksi kuvan keskelle sijoitetun suora-
kulmion, joka on sivuilta musta ja keskeltad valkoinen, avulla lasketun arvon ollessa

suuri voitaisiin saada ndyttoa siitd, ettd kuvassa on nend ja siten myos kasvot.

Sovelluksessa AdaBoostissa pohjaoppijana toimiva padtdoskanto etsii nyt sen suora-
kulmion, jonka mukaan aikaisempien kierrosten virheiden mukaan painotetut ku-
vat saadaan luokiteltua parhaiten. Valituille ominaisuuksille se laskee myos opti-
maalisen raja-arvon, jonka suhteen kuvat luokitellaan. Menetelman nopeutta paran-
taa entisestddn kaksi tekijdd, joista ensimmadinen on tapa laskea esitellyn tyyppisten
ominaisuuksien arvoja vaatien korkeintaan 9 laskutoimitusta. Toinen nopeuttava te-
kija on menetelma hylata selkedsti kasvoja sisdltamattomat ikkunat nopeasti. Tama
toteutetaan luokittelemalla kaikki ikkunat ennen varsinaisella mallilla luokittelua
jonolla yksinkertaisempia AdaBoost-malleja, jotka minimoivat mahdollisuutta luo-
kitella kasvoja sisdltaméttomid kuvia vdarin. Mielenkiintoinen huomio esitellyista
sovelluksista koskee niiden kdyttdmien ominaisuuksien samankaltaisuuksia ja ero-
ja: Viola-Jones késittelee kokonaisia alueita kerrallaan ja kdyttdd kontrastia selvitta-
maan eri alueiden syvyyseroja, Kinect sen sijaan késittelee yksittdisid pikseleitd ja

padsee kdyttaimansa laitteiston avulla suoraan késiksi niiden syvyysarvoihin.

Luetellaan seuraavaksi joitain esiteltyjen menetelmien sovelluksia eri tieteenaloilla.

Kéydéaan lyhyesti 1api, mitd menetelméa ollaan kédytetty ja mihin tehtavaan.

e Fysiikan alalla Aad, G. et al.| (2014) hyodynsi tehostettuja paatospuita analy-
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soimaan Higgsin bosonin hajoamista W-hiukkasiksi.

Lee, T. M. & Markowitz E. M. et al. (2015) suorittamassa sosiologisessa tutki-
muksessa selvitettiin satunnaismetsien avulla, mitkd muuttujat selittavéat vaes-
ton tietdmystd ilmastonmuutoksesta.

Ladketieteessd (Gray, K. R. & Aljabar, P. & Hammers, A. et al.| (2013) esittelee
satunnaismetsiin perustuvan tavan luokitella Alzheimerin taudin vakavuutta
MRI- ja PET-kuvien seké geneettisten suureiden avulla.

Biologian alalla Jia, J. & Liu, Z. & Xiao, X. et al. (2016) esitteli satunnaismetsiin
perustuvan menetelmén selvittdad, milld proteiinin sisdltamilld lysiinin jadmilla
on sellainen ominaisuus, ettd ne voidaan sukkinyloida.

Maantieteessd [Youssef, A. M. & Pourghasemi, H. R. & Pourtaghi, Z. S. & Al-
Katheeri, M. M.|(2016) selvitti maanvyorymadalttiuden kartoittamista tehostet-
tujen pdatospuiden, satunnaismetsien, CART:n seka yleistettyjen lineaarimal-
lien avulla.

Taloustieteen alalla |Dursun, D. & Kuzey, C. & Uyar A. (2013) selvitti pda-
tospuiden kayttod yritysten menestyksen ennakointiin erilaisten rahoitukseen
liittyvien suureiden avulla.

Tietotekniikan alalla Singh, K. & Guntuku, S. C. & Thakur, A. & Hota, C./(2014)
esittelee satunnaismetsiin perustuvan menetelméan P2P-bottiverkkojen havait-
semiseen DDoS-hyodkkéysten ehkdisemiseksi.

Min, F. & Zhang, H.|(2016) esitteli satunnaismetsiin perustuvan suosittelijajar-

jestelmén.

Koska esiteltyja menetelmid on sovellettu niin laajasti, on vaikeaa luoda kattavaa

yleiskésitysta siitd, minkdlaisiin tehtdviin ne soveltuvat. Joitain havaintoja siitd, min-

kalaisissa tilanteissa eri menetelmiat ovat osoittautuneet toisia menetelmia suosi-

tummiksi, voidaan kuitenkin tehda. Aihetta koskevan kirjallisuuden méaéaréasta voisi

paételld, ettd esimerkiksi kuvien ja ddnen analysointiin liittyvissa tehtdvissa vaikut-

taisivat niin sanotut syvit neuroverkot olevan nykyédan paatdspuumenetelmia suo-

situmpia. Tadssd tutkielmassa on kuitenkin esitelty sovelluksia, jotka hyodyntavit

kokoonpanomenetelmid menestyksekkaésti kuva-analyysiin, joten vertaileva tutki-

mus aiheesta voisi olla tarpeen. My6s ohjaamattoman oppimisen klusterointiteh-

18



tavissd on yleisempdd soveltaa muita menetelmid, vaikka osalle tutkielmassa esi-
tellyistd menetelmistd ollaankin esitelty klusterointiin soveltuvia variaatioita (esim.

Yu, P. S. & Yiyuan, X. & Bing, L.|(2000)).

Kerraten luvussa 3 esiintyneiden vertailujen tuloksia kdydaan vield lyhyesti lapi

miten esitellyt menetelmit vertautuvat toisiinsa.

o Yksittdistd padtospuuta kannattaa kdyttdd, kun tiarkeind arvoina pidetddn luo-
tavan mallin kokoa, tulkinnallisuutta ja tehokkuutta. Tarkkuus kérsii ylisovit-
tamisen takia enemmaén kuin kokoonpanomenetelmissa.

e Tehostaminen on hyvi vaihtoehto kun arvostetaan mallin tarkkuutta ja kay-
tossd oleva data ei ole kovin meluisaa. On tosin olemassa menetelmié tehosta-
misen toiminnan parantamiseen myds meluisassa datassa.

e Bootstrap-aggregointi sekd satunnaismetsat ovat myos hyvia vaihtoehtoja kun
tarkkuus on tarkedd. Satunnaismetsat parjadvat vertailujen perusteella esitel-
lyistd menetelmistd parhaiten todella moniulotteisessa sekd meluisassa datas-

Sa.
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5 Yhteenveto

Tassd tutkielmassa kasiteltiin paatospuiden kadyttod koneoppimisessa. Aluksi kédy-
tiin lapi padatospuihin perustuvia koneoppimisen menetelmid ldhtien yksittdisista
pdatospuista ja padatyen kokoonpanomenetelmiin. Havaittiin ylisovittaminen yksit-
tdisten paatospuiden erddksi merkittavaksi ongelmaksi ja kdytiin lapi keinoja, joi-
ta sen hallitsemiseen ollaan kaytetty. Ndiden osioiden avulla luotiin kattava, mut-
tei perusteellinen yleiskatsaus siihen, miten paatospuita ollaan kaytetty. Merkittava
havainto tutkielmasta onkin se, kuinka monipuolista pdatospuiden kaytté on ko-

neoppimisessa ollut ottaen huomioon niiden ndennédinen yksinkertaisuus.

Lopulta tutustuttiin esiteltyjen menetelmien joihinkin sovelluksiin eri aloilla. Tassa
osiossa pyrittiin paddasiallisesti vastaamaan kysymykseen siitd, mihin esiteltyjd me-
netelmid ollaan kdytetty. Tahdn kysymykseen yleistdvdn vastauksen 1oytaminen to-
dettiin hankalaksi aiheen laajuuden vuoksi. Mielenkiintoista olisikin saada lisda tut-
kimustietoa siitd, minkélaisessa datassa eri koneoppimismenetelmat parjaavat toisi-
aan paremmin; esimerkiksi siitd, milloin syvit neuroverkot parjadavat kokoonpano-
menetelmid paremmin ja milloin huonommin. Tdma olisi hyodyllistd, silld valinta
koneoppimismenetelméstd joudutaan usein tekemddn vertailemalla eri menetelmid
tapauskohtaisesti, mika saattaa olla hyvinkin aikaavievéa prosessi. Kaiken kaikkiaan
tutkielma antaa hyvit valmiudet ymmartad ja soveltaa esiteltyjd padatospuumene-

telmid sekd kokoaa kattavasti aiheeseen liittyvdd aiempaa kirjallisuutta.
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