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Tiedonlouhinta-algoritmi useasti esiintyvien tietuejoukkojen 10y-
tamiseen.

Sovellus tai sen osa matemaattisen ongelman ratkaisemiseen.
Application programming interface, sovelluskom-
ponentin ohjelmointirajapinta.

Tiedonlouhinta-algoritmi assosiaatiosidintdjen 1oytdmiseen.
Todennidkoisyysviite tiettyjen tapahtumien esiintymisesti sa-
manaikaisesti samassa tietojoukossa.

Apriori-algoritmista johdettu tiedonlouhinta-algoritmi.
Tiedonlouhinta-algoritmi assosiaatiosididntdjen 1oytdmiseen.
Tiedonlouhinta-algoritmi assosiaatiosididntdjen 1oytamiseen.
FP-Growth -algoritmin kdyttima tiedonkisittelymalli.

Tietyn asian esiintymistiheys.

Sovelluksen osakokonaisuus, joka on méiritetty ohjelmointi-
vaiheessa.

Versionhallintajérjestelmi tiedostojen varastointiin.
Gnu-hankkeen luoma lisenssi vapaiden ohjemistojen julkaise-
miseen, (ks. Free Software Foundation 2007)).
Tiedonlouhinta-algoritmi assosiaatiosidintdjen 1oytdmiseen.
Tietty tydvaihe , jota toistetaan useita kertoja kunnes haluttu
tulos saavutetaan.

GNU GPL -lisensioitu koodieditori ohjelmoijien kadyttoon.
Tiedonlouhinta-algoritmien 16ytdmié tietoalkioita, joiden pe-
rusteella assosiaatiosddnnot johdetaan.

Mairid koskeva luokittelutapa.

Algoritmien tapa késitelld puumaisessa muodossa olevaa tieto-
joukkoa.

DHP-algoritmista johdettu tiedonlouhinta-algoritmi.

Tiedonlouhinta-algoritmin kédyttdmi parametri, joka méaérittaa

il
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SETM
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kdytetyn prosentuaalisen arvon joukoille, jotka siséltdvit kaik-
ki tietyssi assosiaatiosddnnossi kiytetyt alkiot.

Sovellukselle vilitettavd yksittdinen tieto.
Tiedonlouhintatekniikka, jolla yhtdlo saadaan sisdllytettya tie-
tojoukkoon.

Yleisesti kiytetty tietokantatekniikka, joka pohjautuu relaatio-
malliin.

Tiedonlouhinta-algoritmi assosiaatiosidintdjen 1oytdmiseen.
Tiedonlouhinta-algoritmi assosiaatiosidintdjen 1oytdmiseen.
Relaatiotietokantojen yhteydessi kaytetty kyselykieli.
Versionhallintajédrjestelmi tiedostojen varastointiin.

Tieteen ala, jossa tietoa késitellddn hallittavissa ja johdettavissa
olevan kdsitteend.

Standardoitu graafinen mallinnuskieli, joka sisdltdi erilaisia kaa-
vioita, joilla voidaan kuvata rakennetta, kdyttdytymisti ja vuo-
rovaikutusta.

Tekniikka, jolla ylldpidetdin tiedostoihin tehtyjd muutostieto-
ja.

Saantdjoukko rakenteisen tiedon esittdimiseen kiytettyjen teks-

tiformaattien suunnitteluun.
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1 Johdanto

Teknologian nopean kehityksen myoté digitaaliseen muotoon varastoidun tiedon mééré kas-
vaa todella nopeaa vauhtia. Vain murto-osaa tisté tiedosta tullaan koskaan kiyttiméién, koska
tietovarastot ovat yksinkertaisesti liian suuria kisiteltaviksi (Pyle|1999)). Suurin syy tidhén on
se, ettd usein tietoa keritessi keskitytddn vain tehokkaaseen tiedon varastointiin eik ajatella
miten tietoa tullaan lopulta kdyttiméédn ja analysoimaan. (Kantardzic 2002). Tillaisten tie-
tovarastojen analysointia helpottamaan on kehitetty menetelmd, tietamyksenhallinta, jonka
historia pohjautuu tilastotieteen ja koneoppimisen menetelmiin (Mitchell |1999). Tietimyk-
senhallintaa voidaan kéyttéa eri tieteen alojen tutkimiseen ja sitd onkin kiytetty supermarket-
tien markkinointianalysoinnista aina rikostutkintaan asti. Tietimyksenhallintaprosessin ta-
voitteena on 16ytiid tietovarastosta uusia tuloksia ja ndkokohtia kyseessd olevaan ongelmaan

ja ilmoittaa niistd kerétty yhteenveto ihmiselle helposti ymmarrettdviassd muodossa.

Tietimyksenhallinta on iteratiivinen prosessi ja tiedonlouhinta on yksi sen osa-alueista. Tie-
donlouhintamenetelmét voidaan jaotella tutkivaan data-analyysiin, kuvaavaan mallintami-
seen, hahmojen ja sdéintojen etsimiseen sekd hakuun sisdllon perusteella (Hand, Smyth ja
Mannila 2001). Tdssd tutkielmassa keskitytdin hahmojen ja sddntojen etsimiseen. Talloin
kiytetddn erilaisia tiedonlouhinta-algoritmeja assosiaatiosdintdjen 10ytdmiseksi. Assosiaa-
tiosddnnot ennustavat, mitd mahdollisesti tulee tapahtumaan tiettyjen ennalta tiedettyjen tie-
tojen perusteella (Witten ja Frank 2000). Tdllainen yksinkertainen sddntd voisi olla esi-
merkiksi Jos asuu opiskelija—-asunnossa, on opiskelija. Sddntdén kuu-
luu siis ensin mainittu ehto ja jdljempédnd mainittu seuraus. Loydetty sddnté on yksisuun-
tainen, eikd sitd voi luotettavasti kiyttdd toiseen suuntaan, esimerkiksi niin, ettd Jos on
opiskelija, asuu opiskelija-asunnossa. Todenndkoisyyssddntd muuttaa pe-
russddntoi siten, ettd jos ehto on tosi, tdlldin seuraus on tosi tietylld todennédkdisyydelld (Kan-
tardzic 2002). Assosiaatiosddntdjen etsimisen suurin haaste on 10ytié suurista tietomassoista
sadnnot, jotka tdyttavit annetut tarkkuuskriteerit (Juhola [2006). Assosiaatiosddntdjen 10yta-
minen tapahtuu muodostamalla tietovaraston, dat a joukon, alkioista usein esiintyvid jouk-
koja ja karsimalla ne yhdistelmit, jotka eivit tidytd annettuja kriteeriarvoja (Han ja Kamber

2000).



Tutkielman empiirisessd osuudessa sovelletaan tarkoitukseen sopivaa sididntopohjaista tie-
donlouhinta-algoritmia jEdit-projektin versionhallintavarastoon. jEdit on ohjelmointikéyt-
toon tarkoitettu tekstinmuokkausohjelmisto. jEdit on avoimen ldhdekoodin ohjelmisto (engl.
open source software) ja sen kehittdminen alkoi vuonna 1998. Nykydidn ohjelmis-
ton ja sithen kuuluvien komponenttien (engl. plugins) kehityksestd vastaa maailmanlaa-
juinen kehitysyhteisd. Vuoden 2007 aikana projektin versionhallinnan kautta on pdivitet-
ty noin 8000 tiedostoa. Manuaalinen tiedon analysointi timén kokoisesta tietovarastosta ei
olisi endd kannattavaa eikd tehokasta. Sdéntopohjaisella tiedonlouhintamenetelmilld jEdit-
projektin versionhallintavarastosta voitaisiin saada selville esimerkiksi se, mitkd komponen-
tit vaikuttavat toisiinsa eniten kehitysnikokulmasta. Tilld tiedolla voidaan muun muassa pie-
nentdd vaadittavien korjausten midrii, mikéli tietyn komponentin péivittdminen luo virheiti

muiden komponenttien toimivuudessa.

Tutkielma on jaettu seuraavasti: luvussa 2 mééritelldén tiedonlouhinta, kdydiin 14pi sen tar-
vetta, menetelmid ja ldhestymistapoja. Luvussa 3 kisitelldén eri tiedonlouhinta-algoritmeja,
assosiaatiosddntoji ja sarjallisia hahmoja. Luvussa 4 kerrotaan tarkemmin tutkielman empii-
risessd osiossa kiytetystd jEdit-ohjelmistosta. Luvussa 5 tarkastellaan empiirisen osan sovel-

tamista jo olemassa olevaan ohjelmistoon. Luvussa 6 kootaan johtopéitokset yhteen.



2 Tiedonlouhinta

Tiedonlouhinta on osa suurempaa kokonaisuutta, tietimyksenhallintaa (engl. knowledge disco-
very from data). Tietimyksenhallinnan perusteet ovat tekodlytutkimuksessa. Tietimyksen-
hallinta on iteratiivinen prosessi ja késittidd useita eri vaiheita, kirjallisuudesta riippuen vai-
heiden lukumééré vaihtelee hieman. Tarkastellaan tisséd seitseménvaiheista tietimyksenhal-

lintaprosessia (Han ja Kamber [2000).

Tietimyksenhallintaprosessin ensimmaéinen vaihe on tiedon puhdistaminen. Tiedon puhdis-
tamista (engl. data cleaning) tarvitaan, koska kisiteltiva data on usein puutteellista, virheel-
listd tai epdyhtendistd. Puutteellinen data voi johtua siitd, ettd tietoa ei ole syotetty tai tietoa
syotettdessd on tullut esimerkiksi ohjelmistosta johtuva virhe. Virheellinen data voi johtua
yksinkertaisesta kirjoitusvirheesti tai virheisti tiedonsiirrossa. Epédyhtendiselld datalla tar-
koitetaan samaa objektia, jonka kirjoitusasu vaihtelee tai esimerkiksi eri dataldhteistd pe-
rdisin olevia erilaisia arvosteluasteikkoja (Han 2005). Tiedon puhdistamisella on suuri mer-
kitys lopputulosta ajatellen. Jos tiedon puhdistaminen jitetdin kokonaan tekemaéttd, kérsii
siitd koko tietimyksenhallintaprosessin tehokkuus ja laatu. Toista vaihetta kutsutaan tiedon
yvhdistdmiseksi. Tiedon yhdistaminen (engl. data integration) tarkoittaa useammassa eri ldh-
teessd, esimerkiksi tiedostoissa tai tietokannoissa, olevan datan yhdistdmistd yhdeksi koko-
naisuudeksi. Kolmas vaihe on tiedon valitsemista. Tiedon valitsemisessa (engl. data selec-
tion) valitaan yhdistetystid tiedosta kyseistd analyysia varten tarvittavat tiedot. Neljds vaihe
on tiedon muuntaminen. Tiedon muuntaminen (engl. data transformation) kisittdi kasitel-
tdvdn tiedon muuttamisen samaan yksikkomuotoon. Esimerkkini kaikkien valuuttasummien
muuttaminen oikeaan arvoon kiyttien kaikille samaa valuuttayksikkdd. Viidentend vaihee-
na on tiedonlouhinta (engl. data mining). Tiedonlouhinnalla tarkoitetaan uusien mallien
ja sdintojen 10ytamistd suuresta datajoukosta (Wur ja Leu [1999). Tiedonlouhintatekniikoi-
ta ovat assosiaatiosdintdjen johtaminen, luokittelu, regressio ja ryhmittelyanalyysi (Han ja
Kamber 2000). Kuudenteen vaiheeseen kuuluu mallien arvioiminen. Mallien arvioinnissa
(engl. pattern evaluation) seulotaan mielenkiintoiset assosiaatiosddnnot erilleen muista as-
sosiaatiosddnndistd. Seulontaan kiytetiddn erilaisia mittareita, joista tarkemmin luvussa [2.2]

Seitsemds vaihe on tiedon esittdmistd. Tiedon esittdmisessd (engl. data reporting) tulokset



esitetddn ihmiselle helposti ymmirrettivdssd muodossa. Tulosten esitystavat voivat poiketa
riippuen siitd mihin kéyttotarkoitukseen ja kenelle tulokset ovat luotu. Esitystapoina voidaan
kayttdd erilaisia listoja, selventivid graafisia esityksid tai yhteenvetotauluja (Elmasri ja Na-

vathe (1999).

Tissd tutkielmassa keskitytiddn sdéntopohjaisiin tiedonlouhintamenetelmiin ja niiden kéayt-
toon ohjelmistoissa. Tiedonlouhinnan perusajatuksena on etsid suuresta, olemassa olevasta
tietomddristd, datajoukosta, erilaisia tietojen vilisid suhteita ja kerétd nididen pohjalta yh-
teenveto, joka on uutta ja hyodyllistd sekid ihmiselle selkedssd muodossa olevaa tietoa. Yleen-
sd datajoukko on valmiina olevaa aineistoa, joka on kerdtty muussa kuin tiedonlouhintatar-
koituksessa. Téten tiedonlouhinnan tavoitteet eivit ota kantaa tiedon kerddmiseen. Useasti
laajat datajoukot sdilytetddn prosessin aikana levyilld tai nauhoilla, koska ne eivit kokonai-

suudessaan mahdu keskusmuistiin (Hand, Smyth ja Mannila 2001).

Tiedonlouhinnan tuloksia kutsutaan globaaleiksi malleiksi ja lokaaleiksi hahmoiksi. Hah-
molla tarkoitetaan rakennetta tai sddntod, joka kuvaa kohdealuetta. Malli taas on aineistossa
usein toistuva hahmo. N@ami ovat tiedonlouhinnan avulla saatuja ominaisuuksia ja yhteenve-
toja. Malleja ja hahmoja ovat esimerkiksi ryppddt, lineaariset yhtdlot, graafit ja puuraken-

teet.

2.1 Menetelmia

Tiedonlouhintatoimintojen padtyyppejd ovat tutkiva data-analyysi (engl. exploratory data
analysis), kuvaava mallintaminen (engl. descriptive modeling), ennustava mallintaminen
(engl. predictive modeling), hahmojen ja sddntojen etsiminen (engl. finding patterns and
rules) ja haku sisdllon perusteella (engl. retrieval by content). Tutkivassa data-analyysissi ei
ole tarkkaa suunnitelmaa siitd, mitd etsitddn. Tama tehtdvad onkin usein luonteeltaan vuoro-
vaikutteista ja visuaalista. Suppeiden datajoukkojen esitystd varten on monipuolisia graafisia
esitystapoja, mutta datajoukkojen suurentuessa myos visualisointi kdy hankalammaksi. Ku-
vaavassa mallintamisessa kuvataan koko data. Esimerkkeind todennikoisyysjakaumamallit
ja muuttujien vilisten suhteiden kuvausmallit. Ennustavassa mallintamisessa kiytetdin luo-

kitusta ja regressiolaskentaa. Tédssd pyritdin muodostamaan malli, jonka avulla pystytddn



ennustamaan yhden muuttujan arvo, kun muiden muuttujien arvo tiedetdin. Ennustaminen
sopii esimerkiksi osakemarkkinoiden tutkimiseen. Ennustettava muuttuja on luokituksessa
luokkatyyppinen ja regressiolaskennassa kvantitatiivinen. Hahmojen ja sidéint6jen etsimises-
sd pyritddn havaitsemaan tiettyjd hahmoja ja sddntojd, kuten nimikin jo ilmaisee. Vaikeinta
tdassd yhteydessi on poikkeavien havaintojen keksiminen, eli paattdd missd kulkee epéatavalli-
sen ja tavallisen kdyttdytymisen raja. (Hand, Smyth ja Mannila 2001) Hahmojen ja sddnt6jen
etsimistd on kdytetty muun muassa etsittdessd matkapuhelinten laittomia kéyttdjida. Hakua
sisdllon perusteella kiytetdin, kun kéyttdjilld on kiinnostava hahmo. Témédn hahmon avulla
etsitidiin datajoukosta muita samanlaisia hahmoja. Tehtédvi on erityisen suosittu teksti- ja ku-
vatietojoukkoja kisiteltdessi. Tekstitietojoukkoja késiteltdessd hahmo koostuu avainsanoista

ja kiyttdji etsii samanlaisia hahmoja suuresta dokumenttijoukosta.

2.2 Saintopohjaiset menetelmiit

Sadntopohjaisessa tiedonlouhinnassa kiytetidin assosiaatiosddntojd (engl. association ru-
les). Sddntojen kdyttdminen tapahtuu tiedonhallintaprosessin viidennessé vaiheessa, tiedon-
louhinnassa. Nditd sddntojd kdytetddn ennen loytdmattomien yhtéldisyyksien 10ytdmiseen ja
esittimiseen datajoukosta (Amir et al. 2005). Perinteisin ongelmatyyppi, joka assosiaatio-
saannoilld voidaan ratkaista, on ollut ostoskoriongelma. Tdssd ongelmassa yritetddn selvit-
tdd, mitd tavaroita ostetaan usein yhdessi ja sen perusteella edistdd tuotteiden myyntid muun
muassa muuttamalla niiden sijaintia kaupassa. Assosiaatiosddannéille voidaan asettaa pienin
todennikoisyys- ja frekvenssiarvo. Jos sddntdjen tulokset eivit taytd nditd asetuksia, niité ei

pidetd enédd mielenkiintoisina ja ne hylétiin. (Mooney ja Bunescu 2005)

Assosiaatiosddnnot 16ydetddn etsimélld datajoukosta yhdessd esiintyvid tekijoitd. Assosi-
aatioanalyysin tulos annetaan todenndkoisyys-frekvenssi-parina (engl. support-confidence).
Esimerkkind voidaan miettid kurssi-ilmoittautumista. Jos opiskelija on ilmoittautunut tie-
toliikenteen ja UNIX-ohjelmoinnin kurssille, niin hin mahdollisesti ilmoittautuu myos C-

ohjelmoinnin kurssille. Tdma sddnto voitaisiin esittdéd tuloksineen seuraavasti:

kurssille(oppilas, tietoliikenne) U kurssille(oppilas, UNIX — oh jelmointi)



= kurssille(oppilas, C — oh jelmointi) [56%,12%]

, jolloin tapahtumalle on 56 %:n todennékodisyys ja 12 %:n frekvenssi. Frekvenssi osoittaa

sen, kuinka monen oppilaan kohdalla sidint6 on toteutunut koko otosjoukkoa tarkasteltaessa.

Assosiaatiosddntdjen johtaminen tapahtuu kahdessa vaiheessa (Han ja Kamber 2000). En-
simmadiseen vaiheeseen kuuluu usein esiintyvien alkiojoukkojen etsiminen jollakin algo-
ritmilla. Toisessa vaiheessa ndistd 10ydetyistd alkiojoukoista johdetaan assosiaatiosddntoja.
Saatujen assosiaatiosddntojen miird voi olla hyvinkin suuri eikd niitd manuaalisesti pysty-
td karsimaan, timédn vuoksi kidytdssd on minimiarvot todennikoisyydelle ja frekvenssille.
Niitd kdyttamailla saadaan vain kulloinkin tarvittavat assosiaatiosddnnot kdyttoon, koska ar-
vojen alapuolelle jadneet sdinnot karsiutuvat automaattisesti pois. Assosiaatiosddntoja etsi-
vissd algoritmeissa on kdytossd minimituki-parametri (engl. minimum support threshold).
Parametrin avulla 16ydetddn usein esiintyvit alkiojoukot. Minimituki-parametri voi olla al-
goritmeissa yhtendinen tai epdyhtendinen. Parametrin arvo médritellddn todennékdisyyden

ja frekvenssin perusteella. Menetelméin hyotypuolena on my0s sovellusriippumattomuus.

Liu & ym. miirittelevit harvinaisten alkioiden ongelman (engl. rare item problem). Kysei-
sen ongelman mukaan sddntoihin ei saada mukaan harvoin esiintyvid alkioita, mikéli kéy-
tettdvidn algoritmin minimituki-parametrin arvo asetetaan liian korkeaksi. Harvoin esiinty-
vit alkiot saadaan mukaan minimituki-parametrin arvoa laskemalla. Tdlloin seurauksena on
saantdjen rajihdysmdiinen kasvu, silld usein esiintyvét alkiojoukot yhdistyvéat assosiaatio-
sadannoiksi kaikilla mahdollisilla tavoilla (Liu, Hsu ja Ma [1999). Teksti- ja tapahtumatieto-
kantojen késittelyd verrattaessa parametrissa kiytetddn erilaisia arvoja. Tekstitietokannois-
sa ollaan kiinnostuneempia niistd sddnt6ihin mukaan saaduista alkioista, jotka ovat ldhelld
minimituki-parametrin arvoa. Parametrin arvosta kauemmaksi jdneet alkiot ovat tédlloin esi-

merkiksi artikkeleita tai prepositioita.

Minimituki-parametri kuuluu mittareihin, joita kdytetdan loydettyjen mallien analysointiin.
Mittarit voidaan jakaa objektiivisiin ja subjektiivisiin mittareihin (Liu et al.[2000). Objektiivi-
set mittarit perustuvat kiytettavien algoritmien rakenteeseen, kun taas subjektiivisiin mitta-
reihin liittyy kéyttdjin subjektiivisuus assosiaatiosddntdjen tulkinnassa. Objektiivisissa mit-

tareissa on kiyttdjin kontrolloitavissa oleva kynnysarvo. Objektiivisia mittareita on kolme



kappaletta: yksinkertaisuus (engl. simplicity), hyodyllisyys (engl. utility) ja varmuus (engl.
certainty). Yksinkertaisuus-mittarissa voidaan kdyttdd kiyttdjin asettamaa kynnysarvoa, jol-
loin tavoitteena on saada assosiaatiosddnngistd yksinkertaisempia. Tdmad ominaisuus voi-
daan lisdtd algoritmiin funktiona, jossa algoritmin suoritusaikana lasketaan ylittdako sddn-
to kdyttdjan antaman kynnysarvon, jolloin kyseinen sddntd on liian monimutkainen ja se
voidaan pudottaa pois jatkokisittelystd. Pienempi yksinkertaisuus-arvo tarkoittaa siis ly-
hyempii ja sitd kautta helpommin ymmérrettivid sddntod. Saantoja yksinkertaistaessa nii-
den lukumaééri kuitenkin kasvaa. Hyodyllisyys-mittarissa kiytetdin minimituki-parametrii.
Varmuus-mittarissa voidaan kdyttdd tiettyd uskottavuus (engl. confidence)-kynnysarvoa, jo-
ka assosiaatiosdidntdjen on toteutettava. Talld tarkoitetaan sitd, kuinka monessa tapaukses-
sa assosiaatiosddnnon implikaation vasemmasta puolesta seuraa implikaation oikea puoli.
Kynnysarvo on kiyttdjdn médriteltavissd. Tdlld saadaan karsittua ne sdénnot, jotka eivit ole

tilastollisesti merkittivid. (Han ja Kamber|2000) Uskottavuus saadaan esille kaavalla

XUy
conf(X,Y) = % 2.1)

, jossa siis verrataan alkiojoukkojen X ja Y esiintymistd pelkidn X:n esiintymiseen datajou-
kossa (Rantzau|1997). supp(X) tarkoittaa alkion X tukiarvoa tietyssi tietojoukossa. Jos sddn-
non uskottavuusarvo on 100, sitd sanotaan farkaksi (engl. exact) (Han ja Kamber 2000). Jos
saannolld on alhainen tuki, korkeasta uskottavuudesta ei ole hyotyd (Ullman, Garcia-Molina
ja Widom 2001])). Télloin sddnnon esiintymisaste on niin pieni, ettd sdintod ei kannata kiyt-
tdd. Korkean uskottavuuden ja tuen omaavia assosiaatiosddntojid kutsutaan vahvoiksi sddin-
noiksi (engl. strong rules) (Chen, Han ja Yu |1996). Subjektiiviset mittarit muuttavat tuloksia
enemmdn kdyttdjdn tietojen, taitojen ja kokemusten perusteella, kuin objektiiviset mittarit.
Subjektiivisia mittareita on kahdenlaisia: ylldtyksellisyys (engl. unexpectedness) ja toimin-
nan sallittavuus (engl. actionability). Yllatyksellisyys tarkoittaa sitd, ettd 10ydetty sddntd on
mielenkiintoinen, mikili se on ristiriidassa kéyttdjan aikaisemman tiedon kanssa. Toimin-
nan sallittavuus taas tarkoittaa, ettd 10ydetyt sdinnot aiheuttavat kidyttdjdssd toimenpiteiti.
Kayttdja voi esimerkiksi kdyttdd 10ydettyjd sddntojd hyodyksi tyOssdédn ja perustaa ratkai-
sujaan uusille, 10ydetyille sddnngille. On kehitetty jéarjestelmii, jotka huomioivat kédyttdjian

aikaisemmat kokemukset ja tiedot. Tallaisista jarjestelmistd on hyotyd, koska kaikki kdytta-



jat ovat erilaisia ja reagoivat sddntoihin eri tavoilla. Niilld jarjestelmilld pystytidin etsimédédn
mielenkiintoisia sdidntojd juuri tietty kdyttdjd huomioiden. Yksi tillainen jirjestelmi on IAS-
Jjarjestelmd (engl. Interestingness Analysis System). IAS-jarjestelma hyodyntid kiyttdjan an-
tamaa informaatiota jokaisella iteraatiokerralla. Kéyttdjdn antamien tietojen mukaan sddnnot
jaetaan neljaan luokkaan. Ensimmadiseen luokkaan sisdltyvit sellaiset sddnnot, jotka toteut-
tavat kiyttdjan odotukset. Muissa luokissa olevat sddnnot ovat ylldtyksellisid. Kayttédjilla on
mahdollisuus poistaa ja merkata mielenkiintoisiksi 10ydettyjd sdéntojda. IAS on ottanut vai-

kutteita Apriori-algoritmista, josta enemmin luvussa[3.1] (Liu et al.[2000)

Assosiaatiosddnnot voidaan jakaa kolmeen eri luokkaan, joita ovat tiedon tyyppi, tiedon ulot-
tuvuus ja tiedon hierarkia (Han ja Kamber[2000). Yksinkertaisin muoto tiedon tyypisti on to-
tuusarvon omaava assosiaatiosddnto. Talloin siis datajoukon kisiteltdvilld alkioilla ja niistd
syntyvilld sddnnoilld voi olla vain yksi totuusarvo, joko tosi tai epdtosi. Monimutkaisempia
tyyppejd syntyy, kun datajoukossa on mukana kvantitaviisia arvoja ja pitdd tutkia datajouk-
koa esimerkiksi tietyn ikdjakauman perusteella (Fukuda et al.|1996). Kvantitatiivisilla arvoil-
la kuvataan alkioiden numeerista tietoa. Télloin yksinkertaisin, mutta myos hitain tapa olisi
kisitelld datajoukon alkiot yksi ikdiryhmi kerrallaan ja lopuksi kerétéd néisti syntyneet sdédn-
not yhteen. Tehokkaampi tapa on kuitenkin osioida kvantitatiiviset arvot sopiviin osajouk-
koihin (Srikant ja Agrawal 1996). Téstd kdymme esimerkkind ldpi sddntdjen késittelemisen

henkil6tietoja sisdltdvin datajoukon avulla. Késiteltivd datajoukko kuvataan taulukossa[I]

Tietue ID | Ikéi | Naimisissa | Autojen Ikm
100 23 ei 1
200 25 kylla 1
300 29 ei 0
400 34 kylla 2
500 38 kylla 2

Taulukko 1. Datajoukko

Annetaan minimituki-parametrin arvoksi 40. Sopiva arvo kyseiselle parametrille riippuu ai-

na kiytetystd ldhtoaineistosta ja kiyttotilanteesta. Yksi menetelmé sopivan arvon 16ytdmi-



seksi on valita ensin suuri arvo ja pienentdd sitd vihitellen, kunnes aineistosta on loydetty
riittdvd midrd sddntoja. Nyt jaetaan esiintyneet idt sopiviin ryhmiin tasaisesti jaoteltuna, jol-
loin saadaan ikdryhmétaulukko 2] Tkdjaon jélkeen saatu datajoukko on taulukon [3|mukainen.
Seuraava vaihe on numeroida (kokonaislukuarvoin) alkiot kaikissa ryhmiss, jotka siséltavit
kvantitatiivisia arvoja. Esimerkissi tillaisia ryhmid ovat ikd ja naimisissa. Taulukossa ] data-
joukko numeroituna. Tuloksena taulukossa [5 esitetty osa useasti esiintyvistd tietuejoukoista

(engl. frequent itemsets) ja taulukossa[6] osa 10ydetyistd sddannoisti.

Ikajakso

20..24
25..29
30..34
35..39

Taulukko 2. Ikdryhmétaulukko

Tietue ID | Ikd | Naimisissa | Autojen lkm
100 20..24 ei 1
200 25..29 kylla 1
300 25..29 ei 0
400 30..34 kylla 2
500 35..39 kylla 2

Taulukko 3. Datajoukko ikdryhmittelyn jilkeen

Yksinkertaisin assosiaatiosdintd tiedon ulottuvuuden kannalta on yksiulotteinen assosiaati-
osddnto. Talloin tarkastellaan vain yhtd sddntod, esimerkiksi jos henkil6 ostaa kahvia, voi-
daan tarkastella ostaako hin myds suodatinpusseja. Tilloin tutkittava ulottuvuus on ostami-

nen.



Tietue ID | Ikd | Naimisissa | Autojen lkm
100 1 2 1
200 2 1 1
300 2 2 0
400 3 1 2
500 4 1 2

Taulukko 4. Datajoukko numeroituna

Tietuejoukko Todennakoisyys
{ (Ika: 20..29) } 3

{ (Ika: 30..39) }

{ (Naimisissa: kylld) }

{ (Naimisissa: ei) }
{ (Autojen lkm: 0..1) }
{ (Autojen lkm: 2) }

2
3
2
3
2
{ (Ikd: 30..39), (Naimissa: kylld) } 2

Taulukko 5. Usein esiintyvii tietuejoukkoja

Moniulotteisella assosiaatiosddnnolld tarkoitetaan sadntod, jossa tutkitaan useampaa ulottu-
vuutta samanaikaisesti. Télloin yhdistelldin tarkasteltavaksi useampia alkioita, jolloin sdin-
not tulevat kayttdjéalle informatiivisemmiksi. (Pinto 2001) Esimerkki kolmeulotteisesta asso-

siaatiosddnnostd, jossa tarkasteltavina ulottuvuuksina ovat iké, sukupuoli ja ostotapahtuma:

ikd(X,20..25) U sukupuoli(X ,mies) Uostaa(X ,kahvia) = ostaa(X ,suodatinpusse ja)

Sddannon mukaan 20-25-vuotiaat miehet, jotka ostavat kahvia, ostavat samalla my6s suo-
datinpusseja. Relaatiotietokannat ovat hyvi ldhde moniulotteisten assosiaatiosdintdjen 10y-

tamiseen. Tapahtumaperiiseen tietokantaan verrattuna relaatiotietokannasta saadaan esille
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Saianto Todenniikoisyys | Frekvenssi
(Ikd: 30..39) U (Naimisissa: kylld) = (Autojen lkm: 2) 40 % 100 %
(Ikd: 20..29) = (Autojen lkm: 0..1) 60 % 66.6 %

Taulukko 6. Loydettyjéd assosiaatiosddntoji

tapahtumaan liittyvid attribuutteja, kuten edellisessd esimerkisséd kiytetyt ikd ja sukupuoli.
Edellisen esimerkin sddntdd voidaan kutsua myos profiili-assosiaatiosddnnoksi (engl. profi-
le association rule). Tdllaisessa assosiaatiosddnndssd implikaation vasemmalla puolella on
asiakasprofiilin tiedot ja implikaation oikealla puolella oletettu kdyttdytyminen (Dunham et

al. 2000).

Yksi- ja moniulotteiset assosiaatiosdinnot voidaan jakaa edelleen kolmeen eri luokkaan.
Kaikki yksiulotteiset sdidnnot kuuluvat ulottuvuuden sisdisiin assosiaatiosddntoihin (engl.
intradimension association rule). Talloin sddnnon ulottuvuus siis toistuu assosiaatiosaannon
implikaation molemmilla puolilla. Ulottuvuuksien vdliset assosiaatiosddnnot (engl. inter-
dimension association rule) kuuluvat moniulotteisiin assosiaatiosddntoihin. Tadlloin jokaista
ulottuvuutta kédytetddn sddnnossd vain kerran. Kolmannen luokan sdént6ja kutsutaan ulot-
tuvuuksiltaan hybrideiksi assosiaatiosddnnoiksi (engl. hybrid-dimension association rule).
Télloin assosiaatiosddnnossd kiytetddn vihintddn yhtd ulottuvuutta useammin kuin kerran.

(Han ja Kamber [2000)

Assosiaatiosddnndissd voidaan huomioida alkioiden médrittelyjen tasot, mikéli alkioiden
luokitteluna kiytetddn monitasoista kdsitehierarkiaa (engl. concept hierarchy). Kisitehie-
rarkia voidaan esitelld puumaisena rakenteena. T#lloin hierakian tasot numeroidaan ylhaalta
alaspdin ja ylin taso saa arvon 0. Tdmaé nolla-taso on yleisluontoinen taso ja sithen kuuluvat
kaikki alkiot. Hierarkian tasoja alaspdin mentéessi alkiot jakautuvat puumaisesti eri lohkoi-
hin ja niiden ryhmédmaéérittely on tarkempi kuin edellisen tason. (Han ja Kamber 2000) Alim-
maisin taso on siis kaikista tarkin. Vaatteet voidaan kuvata hierarkisesti ominaisuuksien ja
tuotemerkin mukaan (Yen ja Chen 2001)), kuten kuviossa Yksiulotteiset assosiaatiosdannot

sijoittuvat hierarkiassa aina yhdelle tasolle, jolloin tasoja ei huomioida.

11



0-taso Vaatteet

/\

1-taso Piiillysvaatteet T-paita
2-taso Takit Kengiit
3-taso Sadetakki Puvun takki Korkokengiit Lenkkarit

Kuvio 1. Esimerkki vaatteiden hierakisesta kuvauksesta.

Tietokannan ominaisuuksista riippuen datajoukon muodostava data voi esiintyi tietokannas-
sa suhteellisen usein tai voi myos esiintyé suhteellisen harvoin (Yun et al. 2003)). Datajoukon
alkioiden esiintymistodennékdisyys vaihtelee ja timédn vuoksi myds alkioiden todennikoi-
syys yltidi assosiaatiosddntoihin vaihtelee (Wang, He ja Han 2003)). Esimerkiksi ostostapah-
tuman datajoukossa maito ja leipé esiintyvit huomattavasti useammin kuin esimerkiksi juus-
to ja piimd. Téllainen harvoin esiintyvé data voi kuitenkin olla lopputulosta ajatellen merkit-

tavi. Tiedon harvinaisuus antaa oikeampaa informaatiota kayttdjille (Cohen et al.[2001)).

Assosiaatiosddnnot sopivat erittdin hyvin ostostapahtuman tarkasteluun, missa haetaan kah-
den tuotteen vilisid yhtéldisyyksid, eli tietoa ostetaanko jokin tuote usein toisen tuotteen
kanssa. Sddannot ovat kuitenkin saaneet myos kritiikkid osakseen, silld ne eivit ole kaiken

kattavia sddntdjd. (Silverstein, Brin ja Motwani |1998) Esimerkiksi assosiaatio

Hehkulamput = Kissanhiekka

ei pysty kertomaan sitd yhtildisyyttd, ettd jos henkild ostaa hehkulamppuja, hin yleensi ei

osta samalla kertaa kissanhiekkaa.

2.3 Ohjelmistoaineistojen louhinta

Yhteiskunta on nykyéédn hyvin riippuvainen erilaisista ohjelmistoista. Riippuvuus kattaa kaik-

ki sektorit mukaan lukien hallituksen, teollisuuden ja yksityisen sektorin. Téstd syystd ohjel-
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mistojen kehittdmiseen ja ylldpitoon tulisi kiinnittdd huomiota. Ohjelmistojirjestelmit kui-
tenkin usein kirsivit ikddntymisestd ja sen mukanaan tuomista ongelmista, kun niitd yrite-
tddn mukauttaa muuttuviin vaatimuksiin. Tama johtuu suureksi osaksi siiti, ettd perinteises-
sd ohjelmistokehityksessid ohjelmistojen ylldpitoa ja mukauttamista ei vield pidetd suuressa
arvossa. (Mens et al. 2005) Ohjelmistokehityksen onnistuminen ei riipukaan pelkéstidin kus-
tannuksista ja aikataulusta vaan néiden lisdksi myos laadusta (Song et al. 2006)). Ainoa tapa
vilttdd ohjelmistojen ikddntymisen haittavaikutukset on asettaa muutokset ohjelmistokehi-
tysprosessin keskipisteeseen. Mikéli ohjelmiston muutokseen ja kehittymiseen ei panosteta
tasmadllisesti ja vilittomadsti, tuloksena on litan monimutkainen ja epiluotettava ohjelmisto.
Téllainen ohjelmistojen negatiivinen vaikutus on vain kasvamassa teknologia- ja yritysin-
novaatioiden, lainsdadintdjen ja jatkuvan kansainvélistymisen myo6td. Jotta tilanteeseen saa-
taisiin parannusta aikaan, on ohjelmistokehityksessd unohdettava rajoittunut ndkdkulma ja
edettdvi sen ulkopuolelle painottaen parempaa ja entistd enemmin tukea ohjelmistojen mu-

kauttamiseen ja evoluutioon. (Mens et al. 2005))

Monet muutostyot ohjelmistojérjestelmissd vaativat ohjelmistokehittdjiltd usean eri kohdan
muuttamista jdrjestelmén ldahdekoodissa. Kehittdji voi 10ytidkseen olennaiset kohdat 1dhde-
koodista tiettyd tehtidvdd varten kiyttdd tyokalua joka staattisesti tai dynaamisesti analysoi
ldhdekoodin eri osien viliset riippuvuudet. Tillaiset tyokalut voivat auttaa kehittidjdd 16yti-
midn mielenkiintoiset osat Iihdekoodista, mutta ne eivét pysty 10ytdméén aina kaikkia muu-

tokselle alttiita 1ahdekoodin osia. (Ying et al.|[2004)

Nykyéédn ldhes kaikki ohjelmistoevoluutiota tukevat tydkalut ovat kohdistettu ldhdekoodin
kisittelyyn. Suunnittelu- ja mallinnusvaiheet, esimerkiksi UML-tyokalut, tarjoavat useimmi-
ten paljon vihemmain tukea ohjelmistojen evoluution hallintaan. Tdmai voidaan yleistéd siten,
ettd ohjelmistojen evoluutioon kohdistetut tekniikat tulisi nostaa korkeammalle abstraktion
tasolle. Tilloin sithen voitaisiin sijoittaa tdlld hetkelld olevan ohjelmistojen evoluution lisédksi
analyysi- ja suunnitelumallit, ohjelmistoarkkitehtuurit, vaatimusmaédrittelyt ja niin edelleen.

(Mens et al. [2005)

Ohjelmistojen mukauttamiseen ja evoluutioon liittyvit tukitoimet tulee osoittaa useammal-
la tutkimus- ja kehitystoimen tasolla. Siind vaaditaan ensinnikin formalismin ja teorioiden

perustavaa tutkimusta, jonka avulla voidaan analysoida, ymmirtii, hallita ja sdddelld ohjel-
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mistomuutoksia. Myo6s mallien, kielten, tyokalujen, metodien, tekniikoiden ja heurestiikan
kehittiminen kuuluu niihin tukitoimiin, jotta voidaan tarjota tdsméllistd tukea ohjelmisto-
muutoksiin. Seké lisdd validointia ja tapaustutkimuksia suurten, pitkddn kdytossi olleiden ja

monimutkaisten teollisten ohjelmistojarjestelmien osalta. (Mens et al. 2005)

Ohjelmistoihin jéljelle jadvien vikojen tai heikkouksien médrin ennustamista voidaan pitdd
yhtend ohjelmiston laatutekijidnd. Ohjelmistokehittdjd voi kdyttda sitd mittarina, jonka avulla
hin voi kontrolloida ohjelmiston kehitysprosessia ja esimerkiksi arvioida ohjelmiston laatua
ja paittdd voidaanko kyseinen ohjelman osa piistdd seuraavaan kehitysvaiheeseen vai pitdi-
ko se ottaa vield ldhempiin tarkasteluun. Voidaan my0s sanoa, ettd kehityksen aikana 16yty-
neet heikkoudet ovat merkki heikkouksista koko kehitysprosessissa. Télloin voidaan 16ytda
erilaisia assosiaatioita ohjelmiston heikkouksien vililld. Jos heikkouksista kirjataan tietoa,
kuten sen tyyppi, ldhde, missd vaiheessa kehitysprosessia se ilmeni, missd ohjelmiston osas-
sa se ilmeni ja niin edelleen, voidaan 10ytdi kehitysprosessissa ilmenevi ongelma ja toteuttaa
sen korjaava toimenpide. Ja titen kehitysprosessin toimintaa saadaan kehitettyd. Heikkouk-
sien korjaamisen osalta kahden asian tietiminen on oleellista, ensinnikin mitkid heikkoudet
voivat esiintyd samalla kertaa tietyn annetun heikkouden tai niiden joukon kanssa, ja toisek-
si kuinka paljon resursseja kyseisen heikkouden tai niiden joukon korjaaminen vie. Ndma

voidaan selvittdd tiedonlouhinnan ja assosiaatiosidintdjen avulla. (Song et al. 20006)

Suuret ohjelmistoprojektit tarkoittavat useimmiten monien kymmenien ellei jopa satojen oh-
jelmistokehittdjien tyoskentelyd ohjelmiston kehityksen parissa. TAmi taas tarkoittaa suurta
madridd lihdekoodia ja mahdollisesti hyvin monia pienid muutoksia sithen. Tdmé voi teh-
dd ohjelmistosta hyvin monimutkaisen, vaikka versionhallinta olisikin kdytossd. Tavalliset
ohjelmistovirheet, kuten virheet kédyttojirjestelmén ajureissa, turvallisuusvirheet tai virheet
luotettavuudeltaan kriittisissi jirjestelmissid, voidaan 10ytdd analysointityokaluja kdyttiden ja
ne korjataan yleensid nopeasti niiden havaitsemisen jdlkeen. Monet muut virheet kuitenkin
ovat ominaisia yksittédiselle sovellukselle tai sovellusalustalle. Téllaisissa tapauksissa sovel-
lukselle yksildityjen ohjelmointisdéntdjen rikkominen on syynd suurelle méirille virheita.
Niitd kutsutaan virhemalleiksi (engl. error patterns) ja niilld on tapana lisdédntyé lihdekoo-
dissa uudestaan ja uudestaan sen seurauksena, ettd projektissa on mukana monta ohjelmis-

tokehittdjdd. Virhemallit ovat yleinen syy ohjelmiston heikkoukseen. Jokainen yksittdinen
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malli voi aiheuttaa vain pienid virheiti tietyssd kohtaa projektia, mutta otettaessa huomioon
koko projektin elinkaari, ndiden virhemallien vaikutus on melko vakava eiki niitd voida si-
vuuttaa, jos kehitetyn ohjelmiston halutaan olevan laadukas. Ohjelmistoaineistoja louhimalla
virhemallit voidaan 16ytid ja korjata ohjelmistosta esimerkiksi kdyttden ohjelmistoprojektin

versionhallintatietoja. (Livshits ja Zimmermann 2005)

Versionhallintaa louhimalla voidaan ohjata ohjelmistokehittdjid toisiinsa liittyvien muutos-
ten teossa. Voidaan 10ytdd esimerkiksi sellaista tietoa, ettd jotkut kehittdjit ovat muuttaes-
saan tiettyjd funktioita muuttaneet samalla myods muita funktioita. Tdméa auttaa kehittdjaa
tietimddn mitd muuta hdnen tulee mahdollisesti muuttaa tehdessdin yksittdisen muutoksen
jonnekin ldhdekoodiin. Kun tiedetdin joukko tapahtuneita muutoksia, assosiaatiosddntojen
avulla voidaan ehdottaa ja ennustaa todennikoisesti tapahtuvat muutokset, 10ytdd kahden
muutoksen yhteenkytkentd, jota ei havaita ohjelmiston analysoinnissa, ja ehkiistd vaillinai-

sista kytkoksistd johtuvat virheet. (Zimmermann et al. 2005])

Livshits ja Zimmermann esittavit artikkelissaan (2005) tiettyjd havaintoja versionhallinta-
tietojen louhintaan liittyen. Useista ohjelmistokomponenteista, jotka kédyttavit samaa APIa,
10ytyy yleensd yhteisid virheiti liittyen kyseiseen APlin. Lahdekoodiin useasti yhdessd liite-
tyt metodikutsut usein muodostavat tietyn mallin. Pienet muutokset versionhallinnassa usein

liittyvit virheiden korjaukseen.
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3 Algoritmit

Tiedonlouhinta-algoritmien osia ovat malli- ja hahmorakenne, pisteytysfunktio, optimointi-
Jja hakumenetelmdi seki tiedonhallintastrategia. Malli- ja hahmorakenteessa mééritiéin data-
joukosta etsittivit rakenteet ja muodot. Pisteytysfunktioita kdytetddn todentamaan, sopiiko
kiytetty malli paremmin annettuun datajoukkoon kuin jokin muu malli. Esimerkiksi nelio-
summapisteytysfunktio on muotoa

n

(v(i) = 9(0))?

1

1

jossa ennustetaan n kohdearvoa y(i), 1 < i < n. Ennusteet esitetiéin muuttujalla $(i). Op-
timoinnin ja hakumenetelmien tarkoituksena on méiiritid rakenne ja parametriarvot, joista
saadaan pisteytysfunktion raja-arvo, minimi tai maksimi. Tiedonhallinan strategioilla tarkoi-

tetaan datajoukon tallentamista, indeksointia ja saantia.

Assosiaatiosddntdjen louhimisen historiaan liittyy kaksi algoritmia, AIS ja SETM. AlS-al-
goritmi on kehitetty vuonna 1993 ja nimetty keksijoidensd mukaan (Agrawal, Imielins-
ki ja Swami). Algoritmi suunniteltiin asiakkiden ostoskoritietojen analysointia varten (Sri-
kant|1996)). AIS-algoritmissa kdytettiin minimituki-parametria ja algoritmin avulla 16ydettiin
kaikki assosiaatiosddnndt, mutta sddnnot olivat suppeita. SETM-algoritmi kehitettiin vuon-
na 1995 ja se on muunnelma AlIS-algoritmista. SETM kehitettiin relaatiotietokantojen ka-
sittelyd varten. Algoritmissa kiytetddn relaatio-operaatioita ja siten tiedonrikastus voidaan
tehdd myos SQL-kyselykieltd kdyttamillda. Myos SETM-algoritmissa kdytetddn minimituki-
parametria. (Adamo 2001)

AIS- ja SETM-algoritmit eivit ole endéd nykyisin kovinkaan kdytinnollisid, koska Apriori-
algoritmi on tehokkaampi assosiaatiosddntdjen louhimisessa (Adamo [2001). Tdmén vuoksi
AIS ja SETM -algoritmit sivuutetaan maininnalla ja keskitytdén tarkedmpiin ja kidytdnnolli-

sempiin algoritmeihin. Niitd algoritmeja esitelldédn seuraavissa luvuissa.
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3.1 Apriori

Useiden hahmonlouhinta-algoritmien perustana on kéytetty vuonna 1994 esitettyd Apriori-
algoritmia. Algoritmin suorituksessa hyddynnetidin aikaisempaa tietoa, josta algoritmi on
saanut nimensd. (Han ja Kamber 2000) Apriori-algoritmi kiyttdd leveyshakumenetelmid

(engl. breadth first search) (Hegland 2003)).

Apriori-algoritmissa kiytetdin yhtendistd minimituki-parametria. Minimituki-parametri on

talloin sama kaiken kokoisille alkiojoukoille.

Apriori-algoritmille annetaan l&htotietoina tapahtumaperiinen tietokanta D, sekd kdyttdjan
ilmoittama numeerinen minimituki-parametri min_supp. Algoritmi kiy tietokantaa ldpi ite-
ratiivisella leveyshaulla. Ensin siis etsitidin todennikoisyys alkiojoukoille, joihin kuuluu vain
yksi alkio. Toisella kierroksella etsitddan todennidkoisyys alkiojoukoille, joihin kuuluu kaksi
alkiota ja niin edelleen. Télloin saadaan aikaisempaa tietoa hyodyntéden selville kandidaat-
tialkiojoukot Ci. Kandidaattialkiojoukot ovat mahdollisia usein esiintyvid alkiojoukkoa L.
Kandidaattialkiojoukkojen frekvenssii ja annettua minimituki-parametrid vertaamalla 16yde-
tddn tietokannassa usein esiintyvit alkiojoukot, joista lopuksi johdetaan assosiaatiosdannot.

(Han ja Kamber |2000)

Apriori-algoritmiin kuuluu kaksi vaihetta. Ensin luodaan kandidaattialkiojoukot Cj. Taémén
jalkeen kiydéén tietokanta ldpi ja lasketaan kandidaattialkiojoukkojen esiintymislukuméii-
rit. Usein esiintyvit alkiojoukot L; saadaan karsimalla kandidaattialkiojoukoista ne, joiden
esiintymislukuméérid on alle annetun minimituki-parametrin. Ndiden vaiheiden suoritusta
jatketaan niin kauan, ettd usein esiintyvii alkiojoukkoja ei endi 10ydy. (Han ja Kamber[2000)

Algoritmin perusosa on seuraavanlainen:

Input: D, a database of transactions;

min_supp, the minimum support count threshold.
Output: L, frequent itemsets in D.
Method:

L; = find_frequent_1-itemsets( D );

for (k=2;L;_; #0; k++) {

C; = apriori-gen( L;_1 );
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for each transaction t € D { // scan D for counts
C; = subset( Cy, t ); // get the subsets of ¢ that are candidates
for each candidate ¢ € C;
c.count++;

}

Ly ={c e Cilc.count > min_supp }

}

return L = U, Ly;

Algoritmin funktiolla find_frequent_1l-itemsets etsitidin kaikki tietokannassa usein
esiintyvit alkiot. Kandidaattialkiot muodostetaan Apriori-algoritmin funktiolla

apriori_gen:

procedure apriori_gen( L;_;: frequent(k-1)-itemsets)
for each itemset [} € L;_;
for each itemset [, € L,

if (L[ =L ACh2]=012]) A .. A (Lk-2] = b[k-11)
A (L[k-1] < l[k-1]) then {
¢ = Iy < lp; // join step: generate candidates
if has_infrequent_subset( ¢, L;_; ) then

delete c; // prune step: remove unfruitful candidate

else add ¢ to Cy;

}

return Ci;

Apriori-ominaisuutta, eli algoritmin funktiota has_infrequent_subset, kidytetéddn al-
goritmin tehostamiseen. Tétd kutsutaan alaspdin suunnatuksi sulkeumaksi (engl. downward
closure). Apriori-ominaisuudella hylitddn ne alkiojoukot, jotka eivit ole usein esiintyvid, eli

joiden alijoukko ei ole usein esiintyva. (Han ja Kamber 2000) Funktio on seuraavanlainen:

procedure has_infrequent_subset( c: candidate k-itemset;
Ly_q: frequent (k-1)-itemsets ); // use prior knowledge

for each( k-1 )-subset s of ¢
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if s ¢ Lk—l then
return TRUE;
return FALSE;

Tarkastellaan Apriori-algoritmin toimintaa esimerkin avulla. Asetetaan algoritmin minimituki-
parametri min_supp = 2. Télloin usein esiintyvien alkiojoukkojen on siis esiinnyttidvi da-

tajoukossa vihintddn kahdesti. Olkoon datajoukko taulukon [/|mukainen.

Alkiot

{A, F}

{A, B, C}
{A,C,E}
{A,B,F}
{A,B, C}
{A,D, G}
{A,D, 1}

Taulukko 7. Datajoukko.

Ensimmaiiseksi algoritmissi etsitddn datajoukosta usein esiintyvit 1-alkiojoukot, eli alkio-
joukot, jotka sisdltivit yhden alkion. Etsiminen tapahtuu funktiolla find_frequent_-

1-itemsets. Tuloksena taulukon [§] mukainen alkiojoukko L;.

Alkiot
{A}
{B}
{C}
{D}
{F}

Taulukko 8. Alkiojoukko L.
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Seuraavaksi etsitdidn alkiojoukosta L; kandidaatti-2-alkiojoukot liitosoperaatiolla L > Ly,

josta tuloksena taulukon [9) mukainen alkiojoukko C.

Alkiot | Tuki
{A, B}
{A, C}
{A, D}
{A, F}
{B, C}
{B, D}
{B, F} 1
{C,D}
{C, F}
{D, F}

SN NN W W

o | o | O

Taulukko 9. Alkiojoukko C;.

Minimituki-parametriin verrattuna turhat alkiot voidaan unohtaa, jolloin tuloksena on taulu-

kon |10, mukainen alkiojoukko L.

Alkiot
{A, B}
{A, C}
{A, D}
{A, F}
{B, C}

Taulukko 10. Alkiojoukko L;.

Tdman jédlkeen suoritetaan seuraava iteraatio, eli alkiojoukosta L, luodaan kandidaatti-3-al-
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kiojoukot liitosoperaatiolla. Esimerkissd ainoastaan yhdelld alkiolla on tarpeeksi suuri fre-
kvenssi minimitukeen verrattuna ja muut alkiot voidaan unohtaa, tilloin lopullisena tulokse-
na taulukon [T Tmukainen alkiojoukko L3. Alkiojoukko L3 on tapahtumaperiisen tietokannan
usein esiintyvi alkiojoukko ja assosiaatiosddntojen johtamisen ensimmaéinen vaihe on saatu

paatokseen.

Alkiot
{A, B, C}

Taulukko 11. Alkiojoukko Ls.

Assosiaatiosdéintdjen johtamisen toisessa vaiheessa usein esiintyvistd alkiojoukoista muo-
dostetaan assosiaatiosddntoji. Jotta assosiaatiosidintd on vahva, tulee sen ylittdd uskottavuus-
ja tukimittarit, joita kisiteltiin luvussa Apriori-algoritmia kiytettdessd lopulliset usein
esiintyvit alkiojoukot ylittdvit automaattisesti minimituki-parametrin (Han ja Kamber|2000).
Jaljelle siis jdd selvittéd, ylittavitko usein esiintyvit alkiojoukot myds uskottavuus-parametrin
arvon ja onko siten 10ydetty varsinaisia assosiaatiosidintdjd. Jatketaan edellistd esimerkki,
eli tutkitaan ylittddko alkiojoukko {A, B, C} uskottavuus-parametrin arvon. Jaetaan en-
sin usein esiintyvi alkiojoukko epityhjiksi alijoukoiksi. Néitd epétyhjid alijoukkoja esimer-
kin mukaisesti ovat {2}, {B}, {C}, {A, B}, {A, C}ja {B, C}. Saadut joukot
yhdistetddn sadnnoiksi ja niiden uskottavuus saadaan laskettua kaavalla [2.1] Uskottavuusar-
vot esimerkin mukaisesta usein esiintyvistd alkiojoukosta johdetuille assosiaatiosdédnnoille
on laskettuna taulukossa[12l Esimerkiksi sdédnnon C = A A B uskottavuusarvo saadaan kaa-

valla

#{A,B,C}

uskottavuus = #{C

eli tarkastelemalla kuinka monta kertaa alkiojoukko {A, B, C} esiintyy taulukon [/| datajou-
kossa ja asettaa tdami jakolaskun jaettavaksi luvuksi, jakava luku saadaan tarkastelemalla
kuinka monta kertaa alkiojoukko {C} esiintyy kyseisessd datajoukossa. Tastd kyseiselle
saannolle saadaan uskottavuudeksi 67. Jos uskottavuus on 100, sanotaan kyseistd sddntoa

tarkaksi. Jos asetamme uskottavuus-parametrin arvoksi 55, vain yksi sddnto alittaa tdmén.
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Loput sda@nnot ovat siis varsinaisia assosiaatiosddntdjd. Uskottavuus-parametrin sopivan ar-
von valinta riippuu minimituki-parametrin tavoin kéytetysti ldhtdaineistosta ja kuinka paljon

assosiaatiosdaantojd halutaan tuloksena 10ytaa.

Alkiot Uskottavuus
BANC=A| 2/2=100 %
ANB=C | 2/13=67%
ANC=B | 2/3=67%
A=BAC | 2/T=29 %
B=ANC | 2/3=67%
C=AAB | 2/3=67%

Taulukko 12. Uskottavuusarvot alkiojoukosta {A, B, C} johdetuille assosiaatiosddnndéille.

Datajoukot voivat olla hyvinkin suuria ja Apriori-algoritmia kiyttimélld 10ydetddn valta-
vasti kandidaattialkiojoukkoja niiden kasvaessa joka iteraatiokerralla. Alkiojoukon suuruus

vaikuttaa kandidaattien maidrddan kaavan

¥ (L) ot

i—1 !

3.1

mukaisesti (Kantardzic [2002), jossa L tarkoittaa alkioiden méarad usein esiintyvéssd alkio-
joukossa. Esimerkiksi 100-alkiojoukon muodostamiseen tarvittaisiin kaavan mukaan noin
10?0 kandidaattialkiojoukkoa. Apriori-algoritmisti 16ytyy myos tehokkaampia versioita. Suo-
rituskykyé parantavat vaihtoehdot voidaan jakaa kolmeen luokkaan (Yang, Pan ja Chung
2001). Ensimmaiisessd luokassa kiytetddn hajautustekniikkaa vihentdméin kandidaattial-
kiojoukkojen miirdd. Toisessa luokassa kidytetddn osiointia, jolloin datajoukon lapikdyn-
tien midrd vihenee. Kolmannessa luokassa muodostetaan Lg-alkiojoukkoja kokoavan (engl.
bottom-up) ja osittavan (engl. top-down) haun yhdistelmalld. Ndiden lisdksi voidaan kéyttad
otantaa ja dynaamisen alkiojoukkojen laskentaa (engl. dynamic itemset counting). (Han ja

Kamber [2000))
Apriorista on kehitetty tekstiaineiston louhintaan paremmin soveltuva Pehmed Apriori (engl.
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Soft-Apriori). Tapahtumatietokannoissa tieto on yleensi strukturoidussa tai formaalissa muo-
dossa ja kdytossd on useasti esitystavan perusteella yksiloivid tunnisteita, esimerkiksi tuote-
numerot. Tekstitietokannoissa tietosisélto taas on luonnollista kieltd. Sanan kieliopillinen ul-
komuoto voi olla erilainen eri yhteyksissd. Myoskddn erisnimié ei tunnisteta samaksi tiedok-
si. Pehmedssd Apriorissa voidaan analysoida myos alkioiden samanlaisuutta. Tdtd voidaan
tutkia esimerkiksi vertaamalla sanoja jo ennalta médérédttyyn sanastoon (engl. vector space
model) tai méadritelld kuinka helposti merkkijono voidaan muuttaa toiseksi (engl. edit dis-

tance). (Nahm ja Mooney 2002

3.2 DHP

DHP (Direct Hashing and Pruning) eli Suora hajautus- ja karsinta- algoritmi on kehi-
tetty vuonna 1997. Algoritmilla on kolme tehokkuusominaisuutta. Nditd ovat suurien al-
kiojoukkojen muodostaminen, tapahtumapohjaisen tietokannan koon pienentdminen ja tie-
tokannan ldpikdynnin méidrdn vdhentdminen (Park, Chen ja Yu [1997). DHP on johdettu
Apriori-algoritmista ja ensimmdiisen laskentakierroksen osalta niméi kaksi algoritmia toi-
mivatkin samalla tavoin (Adamo 2001)). Seuraavilla iteraatiokerroilla DHP kuitenkin kdyttdi
hajautusta ja karsintaa osajoukkojen muodostamiseen ja esiintymistodennékoisyyksien las-
kentaan. Jos ehdokasosajoukkojen yhdistelmisté ei 10ydy haluttua esiintymistodennikoisyyt-
td, ne karsitaan saman tien. Tekstiaineistoa kasiteltdessd hajautusalgoritmit toimivat Apriori-

algoritmia tehokkaammin. (Holt ja Chung [2001)

Hajautuksessa muodostetaan tiettyd hajautusfunktiota kdyttden hajautustaulu jokaisella las-
kentakierroksella. Jokaiselle ehdokasalkiojoukolle on oma hajautusarvonsa. Jos ehdokasal-
kiojoukko esiintyy tietyn iteraation datajoukossa, kyseisen alkiojoukon hajautusarvoa kas-
vatetaan. Ehdokasalkiojoukko karsitaan seuraavilta iteraatioilta, mikéli sen hajautusarvo on

pienempi kuin médritelty minimituki-parametrin arvo. (Holt ja Chung 2001)

Tarkastellaan DHP-algoritmin toimintaa luvun [3.1] esimerkin avulla. Asetetaan algoritmin
minimituki-parametrimin_supp = 2. Télloin usein esiintyvien alkiojoukkojen on siis esiin-
nyttavd datajoukossa vihintdin kahdesti. Olkoon datajoukko Apriori-algoritmin esimerkin

taulukon 7l mukainen. Talloin Apriori-esimerkin tavoin saadaan taulukon [§] mukainen alkio-
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joukko L;. Nyt luodaan datajoukon perusteella kaikki 2-alkiojoukot, tulos on taulukon [I3|

mukainen.

Alkiojoukot

{ {A,F}}
{ {A,B}, {A,C}, {B,C} }
{ {A,C}, {AE}, {C,E} }
{ {A,B}, {A,F}, {B,F} }
{ {A,B}, {A,C}, {B,C} }
{ {A,D}, {A, G}, {D,G} }
{ {A,D}, {A, 1}, {D, 1} }

Taulukko 13. Kaikki 2-alkiojoukot.

Nyt on vuorossa hajautustaulun luominen. Olkoon hajautusfunktio esimerkiksi

h({x,y}) = (posci(x) * 10+ posci(y)) mod 7 (3.2)

jossa posc tarkoittaa alkion jdrjestysnumeroa ja mod moduloa. Nyt annetaan alkioille aak-
kosjérjestyksen mukainen juokseva numerointi, titen siis esimerkiksi posci(A) =1 ja

posci (I) = 8, koska datajoukossa ei ole mukana alkiota G. Hajautusfunktiolla 2-alkiojoukolle
laskettu arvo ilmoittaa sen, mihin hajautustaulun osoitteeseen kyseinen alkiojoukko asete-
taan. Esimerkiksi {A,F} asetetaan hajautustaulun osoitteeseen 2, koska h(A, F) = (1*10
+ 6) mod 7 = 2. Hajautustaulun osoitteen mukaista painoa kasvatetaan aina yhdelld, kun
kyseiseen osoitteeseen asetetaan alkiojoukko. Lopullisena tuloksena taulukon |14) mukainen

hajautustaulu H,.

Nyt hajautustaulusta voidaan unohtaa ne alkiojoukot, joiden osoitteen mukainen painoarvo

on alle minimituki-parametrin arvon. Niin on saatu taulukon [T5] mukainen alkiojoukko L.
Esimerkissi siis hajautusalgoritmin toiminta yhden iteraation osalta. Seuraavat iteraatiot toi-
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{D, G}
{B, C} {A,B} | {D,I}
{A, D} {A, F} {B,F} | {A, C}
{A, D} {B, C} {A,B} | {A,C}
{C,E} | {A,E} | {A,F} | {A,G} | {A T} | {A,B} | {A,C}
paino | 3 1 4 1 1 5 4
osoite | 0 1 2 3 4 5 6

Taulukko 14. Hajautustaulu H,.

Alkiot
{C,E}
{A,D}
{A, F}
{B,C}
{A, B}
{B, F}
{D, G}
{A, C}
{D, I}

Taulukko 15. Alkiojoukko L.
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mivat samalla tavalla alkiojoukkojen kokoa suurentamalla.

DHP-algoritmin toiminta riippuu siitd, kuinka iso hajautustaulu valitaan kdytt6on. DHP on
kuitenkin Apriori-algoritmia tehokkaampi (Adamo 2001). Ensimmadisen iteraation aikana
DHP-algoritmin suoritusaika on jonkin verran Apriori-algoritmin suoritusaikaa hitaampi,
mutta seuraavilla iteraatioilla DHP-algoritmin suoritusaika on nopeampi (Park, Chen ja Yu
1997). Molemmat algoritmit lukevat datajoukkoa jokaisen iteraation aikana, mutta DHP-
algoritmissa jokaisella iteraatiolla tutkittavan datajoukon miérad vihenee. Tamin periaate on
siind, ettd jokaisen alkion, joka kuuluu usein esiintyvédn alkiojoukkoon, tulee itsekin olla

usein esiintyvéd (Holt ja Chung 2001). Jos ndin ei ole, voidaan alkio karsia pois saman tien.

DHP-algoritmi ei sinillddn Apriori-algoritmin tavoin sovellu tekstiaineiston louhintaan suu-
ren muistinkdyton takia. DHP-algoritmi tarvitsee reilusti muistia laskiessaan monien poten-
tiaalisten usein esiintyvien alkiojoukkojen esiintymiskertoja. DHP-algoritmistd onkin kehi-
tetty M-DHP eli Toisteinen hajautus- ja karsinta-algoritmi, jossa muistin tarvetta on saatu
vihennettyd osoioimalla kandidaatti-1-alkiojoukot, jonka jidlkeen jokainen osio kisitelldin
erikseen. Osioita kisiteltdessd kiytetddn hajautusta ja karsintaa, jolloin kisiteltdva joukko
saadaan pienenemdédn nopeasti jokaisella iteraatiolla. M-DHP soveltuu tekstiaineiston lou-

hintaan huomattavasti paremmin kuin DHP. (Holt ja Chung 2001)

3.3 IHP

IHP (Inverted Hashing and Pruning) eli Kddnteinen hajautus- ja karsinta-algoritmi on ke-
hitetty vuonna 2002 DHP-algoritmista ja eroaakin siitd hajautuksen toteutustavan osalta.
Hajautuksessa kandidaattiosajoukot korvataan tunnisteella (engl. transaction id) ja tunnis-
teet hajautetaan hajautustauluun. Epéoleellisten alkiojoukkojen karsiminen voidaan aloittaa
jo yksialkioisista joukoista ja ndin saadaan vaikutettua tulevien iteraatioiden kandidaattial-
kiojoukkojen lukuméérddn. Tami nopeuttaa algoritmin kokonaissuoritusaikaa tekstiaineistoa

kisiteltdessd. (Holt ja Chung 2002)
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3.4 Toistuvan hahmon kasvatus

Aikaisemmin esitetyt algoritmit perustuvat kandidaattijoukkojen muodostamiseen ja iteraa-
tioiden ldpikdymiseen. Toistuvan hahmon kasvatus (engl. Frequent Pattern Growth) -algorit-
missa ei kdytetd kandidaattialkiojoukkojen kisittelyd, vaan algoritmi perustuu hajoita ja hal-
litse (engl. divide-and-conquer) -menetelmiin. Ensin datajoukko tiivistetdin siten, ettd usein
esiintyvistd alkioista muodostetaan F'P-puu (engl. Frequent-Pattern Tree) ja timén jilkeen se

jaetaan ehdollisiin alkiojoukkoihin. (Han ja Kamber 2000) Algoritmi on seuraavanlainen:

Input: D, a database of transactions;
min_supp, the minimum support count threshold.
Output: The complete set of frequent patterns.
Method:
procedure FP_growth(7ree, o)
if Tree contains a single path P then
for each combination (denoted as f3) of the nodes in the path P
generate pattern 3 U o with support_count = minimum support
count of nodes in 3,
else for each g; in the header of Tree {
generate pattern 8 = a; U o with support_count = a;.support_count,
construct 3’s conditional pattern base and then 3’s conditional
FP_tree Treeﬁ;
if Treeg # 0 then
call FP_growth(Treeg, B);

Tarkastellaan algoritmia esimerkin avulla. Olkoon datajoukkona Apriori-esimerkin taulu-
kon [/| datajoukko ja minimituki-parametrin arvona min_supp = 2. Etsitdén usein esiintyvit
1-alkiojoukot ja jirjestetddn ne laskevaan suuruusjérjestykseen datajoukon esiintymiskerto-
jen mukaisesti. Esimerkissd 10ydetyt alkiojoukot ovat jo valmiiksi laskevassa suuruusjirjes-
tyksessd, silld alkio A esiintyy datajoukossa seitsemin kertaa, alkio B kolme kertaa ja niin
edelleen. Tulos on siis taulukon [§] mukainen. Seuraavaksi tistd tuloksesta luodaan FP-puu.

Puu koostuu solmuista, joihin talletetaan alkioiden tiedot. Solmut jérjestetddn hierarkisesti
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vanhempi-lapsi-suhteiden mukaan. Télloin jokaisella solmulla on lapsisolmu ja vanhempi-
solmu poikkeuksena erityiset solmut juurisolmu ja lehtisolmut. Juurisolmuksi kutsutaan hie-
rarkisesti kaikkein vanhinta solmua, jolla ei ole vanhempisolmua ja joita voi olla vain yksi
jokaisessa puussa. Lehtisolmut ovat kaikkein nuorimpia solmuja, joilla ei siis ole lapsisol-
muja. Lehtisolmuja voi esiintyé useita samassa puussa. Puun tekeminen aloitetaan luomalla
juurisolmu, jolla ei vield ole lapsisolmuja. Tdmin jdlkeen puuhun lisdtidin solmuja vaiheit-
tain datajoukon mukaisesti, kuten kuviossa[2)on esitetty. Solmut tulee lisidtd puuhun laskevan
suuruusjérjestyksen mukaisesti. Jos siis datajoukossa olisi alkiojoukko {A, F,C}, tuli ne li-
sétd puuhun poluksi jirjestyksessid {A,C, F'}, koska A esiintyy datajoukossa useammin kuin
C, joka taas esiintyy datajoukossa useammin kuin F. Ensimmaéinen datajoukon alkiojoukko
on {A,F}, joten ensimmiisessd vaiheessa asetetaan juurisolmulle lapsisolmu, jonka arvo on
A ja esiintymiskertojen lukuméérd 1 ja télle solmulle asetetaan lapsisolmu F, jonka esiin-
tymiskertojen lukumiird on 1. Toinen vaihe on lisdtd alkiojoukko {A,B,C}. Juurisolmun
lapsisolmuksi siis pitdd tulla A, mutta tdllainen on jo juurisolmun lapsisolmuna. Lisdtddn
siis vain tdmin solmun esiintymiskertojen lukuméaardd yhdelld, lisdtddn tamidn solmun lap-
sisolmuksi B ja edelleen polkua pitkin lapsisolmu C. Kolmannessa vaiheessa lisdtdédn alkio-
joukko {A,C}. Lisétidédn juurisolmun lapsisolmun A esiintymiskertojen lukuméiraéd yhdelld
ja lisdtddn tdmin lapsisolmuksi C. Niin jatketaan, kunnes kaikki usein esiintyvét alkiojou-
kot datajoukosta on lisdtty puuhun. Lopputulos on kuvion [3] mukainen. Kuviossa niakyvissi
myds luotu alkiotaulukko, josta ilmenee alkio, sen esiintymiskertojen lukuméiri datajoukos-
sa sekd osoitin alkion esiintyméédn FP-puussa. Niin el tarvitse enédd louhia datajoukkoa, vaan

voidaan kisitelld pelkéstidin luotua FP-puuta. Tésti péadstidinkin FP-puun louhimiseen.

FP-puun louhiminen aloitetaan viimeisestd usein esiintyvésti 1-alkiojoukosta, kun alkiojou-
kot ovat jérjestetty laskevaan jdrjestykseen. Tdssd tapauksessa siis alkiosta F. Tdméa alkio
16ytyy FP-puussa kahdesta eri polusta, joita ovat {A,B,F : 1} ja {A,F : 1}. Jos F siis ku-
vitellaan jélkeldiseksi, sen kaksi esipolkua ovat tilloin {A,B : 1} ja {A : 1}. Ndmi esipolut
muodostavat alkion F ehdolliset hahmot (engl. conditional pattern base). Téstd taas saadaan
alkion F' ehdollinen FP-puu. Tdmi ehdollinen FP-puu sisiltdd vain yhden polun, joka on
{A : 2}. B:n tuki ehdollisissa poluissa on alle min_supp-arvon, jolloin se voidaan unohtaa ja
jéljelle jad vain A. Téstd taas saadaan alkion F usein esiintyvit hahmot, joita ovat {A, F : 2}.

Niin jatketaan myds muiden usein esiintyvien 1-alkiojoukkojen alkioille. Tuloksena taulu-
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OF:] il

Vaihe 1 Vaihe 2 Vaihe 3

Kuvio 2. FP-puun luominen vaiheittain.

Jjuurisolmu

Alkio Tuki Osoitin

A 7
3
C 3 1
D 2
F 2

Kuvio 3. Esimerkin mukainen valmis FP-puu.
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kon [[6| mukaiset polut ja hahmot.

Alkio | Ehdolliset hahmot | Ehdolliset FP-puut | Usein esiintyvit hahmot
F {A,B: 1}, {A: 1} {A: 2} {A,F: 2}
D {A: 2} {A: 2} {A, D: 2}
C {A,B: 2}, {A: 1} | {A:3,B:2} {A, C:3}, {A,B,C: 2}
B {A: 3} {A: 3} {A, B:3}

Taulukko 16. Esimerkin mukaisen FP-puun louhinnan tulos

Toistuvan hahmon kasvatus helpottaa ongelmaa pitkien usein esiintyvien hahmojen 16yti-
misestd etsimélld lyhyempid usein esiintyvid hahmoja rekursiivisesti ja sen jidlkeen yhdisti-
malld jilkeldiset. Algoritmi on suuruusluokaltaan Apriori-algoritmia nopeampi ja soveltuu
niin lyhyiden kuin pitkienkin usein esiintyvien hahmojen etsimiseen. (Han ja Kamber 2000)
Suuria datajoukkoja kisiteltdessd muistikapasiteetti voi tulla rajoitteeksi, mutta téllaisissa ti-
lanteissa kannattaa datajoukko osioida pienempiin osiin ja kdyttdd algoritmia néihin osiin

rekursiivisesti.

3.5 Pystysuuntaisia datajoukkoja kisittelevit algoritmit

Kaikissa edellisissd algoritmeissa kiytetty datajoukko on vaakasuuntaisessa (engl. horizon-
tal data format) muodossa koko algoritmin suorituksen ajan. Vaakasuuntaisella datajoukolla
tarkoitetaan esimerkiksi tapahtumapohjaista tietokantaa, jossa ensimmadiselld sarakkeella on
mainittu tapahtumatunnus (ID-arvo) ja seuraavalla sarakkeella on tieto alkiojoukoista. Sellai-
siakin algoritmeja on olemassa, jotka toimivat toisinpdin, eli pystysuuntaisesti (engl. vertical
data format). Tdmi on esimerkiksi Eclat ja SPADE -algoritmien keskeinen osa (Zaki 2000).
SPADE-algoritmin on todettu toimivan tehokkaasti, se tarvitsee kaiken kaikkiaan vain kolme
datajoukon kisittelykertaa (Zaki[2001). Silld on kuitenkin kaksi heikkoutta, joista ensimmai-
nen on pystysuuntaisia datajoukkoja késitteleville algoritmeille hyvin yleinen. Monissa tie-
tojérjestelmissd tieto tallennetaan vaakasuuntaisesti, jolloin pystysuuntaisen algoritmin kéyt-
tod varten datajoukko on ensin muunnettava pystysuuntaiseen muotoon. Tama tietenkin lisdd

koko prosessin suoritusaikaa. Toinen SPADE-algoritmin heikkous on se, etti se luo suurel-
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la datajoukon koolla pitkid tapahtumatunnusjoukkoja ja vaakasuuntaista datajoukkoa, mikd

lisdd muistikapasiteetin tarvetta. (Ching ja Ng|[2003)

Tissi tutkielmassa perehdytididn yleisemmin pystysuuntaisten datajoukkojen késittelyyn usein
esiintyvien hahmojen etsimisessd, kuin lihemmin jonkin tietyn tédllaisen ominaisuuden to-
teuttavan algoritmin tarkasteluun, koska on harvinaisempaa, etti tietojéarjestelmin datajouk-
ko olisi tallennettu pystysuuntaisesti. Tarkastellaan pystysuuntaisen datajoukon kisittelyd
esimerkin avulla. Olkoon minimituki-parametri min_supp = 2 ja datajoukkona taulukon
mukainen tapahtumatietokanta. Tédssd datajoukko on vield vaakasuuntaisena ja kdymalld se

kerran lédpi, saadaan taulukon [I8 mukainen pystysuuntainen datajoukko.

Tapahtuma ID | Alkiot
T100 {A, F}
T200 {A, B, C}
T300 {A,C,E}
T400 {A, B, F}
T500 {A, B, C}
T600 {A, D, G}
T700 {A, D, I}

Taulukko 17. Tapahtumapohjainen vaakasuuntainen datajoukko.

Tistd voidaan luoda 2-alkiojoukot yhdistamilld kaikki usein esiintyvit 1-alkiojoukot keske-
nddn pareiksi. Téssd alkiot E, G, ja [ eivit esiinny datajoukossa riittdvin useasti, joten ne

voidaan karsia pois. Tilloin saadut kandidaatti-2-alkiojoukot ovat taulukon [I9 mukaiset.

Téstd saadaan usein esiintyvit 2-alkiojoukot karsimalla pois ne alkiojoukot, jotka eiviit esiin-
ny riittdvin usein, eli tissd tapauksessa alkiojoukko {B, F }. Seuraavaksi luodaan usein esiin-
tyvistd 2-alkiojoukoista yhdistelmét 3-alkiojoukkoja varten ja lasketaan nididen esiintymiit.
Erilaisiksi yhdistelmiksi muodostuvat alkiojoukot {A,B,C}, {A,B,D} ja {A,B,F}. Alkio-
joukko {A, B, D} ei kuitenkaan esiinny 2-alkiojoukon mukaisessa datajoukossa kertaa-
kaan, joten se voidaan karsia pois. Alkiojoukko {A, B, F'} esiintyy datajoukossa vain kerran

(T400), joten sekin voidaan poistaa usein esiintyvien 3-alkiojoukkojen listalta. Lopullinen
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Alkio | Tapahtuma ID -joukko
{A} | {T100, T200, T300, T400, T500, T600, T700}
{B} | {T200, T400, T500}
{C} | {T200, T300, T500}
{D} | {T600, T700}

{(E} | {T300}
{F} | {T100, T400}
{G} | {T600}
{1y | {T700}

Taulukko 18. Tapahtumapohjainen pystysuuntainen datajoukko

Alkiojoukot | Tapahtuma ID -joukko
{A, B} {T200, T400, T500}
{A, C} {T200, T300, T500}
{A, D} {T600, T700}

{A, F} {T100, T400}
{B, C} {T200, T500}
{B, F} {T400}

Taulukko 19. 2-alkiojoukot.
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usein esiintyvien 3-alkiojoukkojen ryhmi on taulukon 20] mukainen.

Alkiojoukot | Tapahtuma ID -joukko
{A,B,C} | {T200, TS500}

Taulukko 20. Usein esiintyvit 3-alkiojoukot.

Pystysuuntaisessa datajoukon kisittelyssd on se hyoty Apriori-algoritmiin verrattuna, etti
tietokantaa ei vélttamaittd tarvitse kdydid joka iteraatiolla 1dpi, jotta 10ydettdisiin alkiojou-
kon esiintymiskerrat. Alkiojoukkojen esiintymiskerrat voidaan nimittdin laskea suoraan 7a-
pahtuma ID -joukkojen lukuméiiridstd. Ndma joukot voivat kuitenkin kasvaa melko suurik-
si, jolloin muistikapasiteetin tarve kasvaa ja suoritusaika pitenee. Tapahtumatunnus-joukko-
jen pitkid listauksia voidaan helpottaa pitdmilld kirjaa vain niistid joukoista, jotka muuttu-
vat iteraatioiden vililld. (Han ja Kamber 2000) Tarkastellaan edellisen esimerkin mukaisesti
taulukkoa Alkiolla {B} on tapahtumatunnusjoukko {7°200,7400,7500} ja seuraaval-
la iteraatiolla (taulukko [19) alkiojoukolla {B,C} on tapahtumatunnusjoukko {7'200,7500}.
Tilloin tapahtumatunnusjoukon muutos diffset({B,C},{B}) = {T400}. Télloin tarvitsee il-
moittaa vain yksi tapahtumatunnus kahden sijasta. Tédssid esimerkissd saatu sdisto ei vield
muistikapasiteetissa eikd suoritusajassa merkittdvdda muutosta tuo, mutta varsinkin suurilla
tapahtumatunnusjoukoilla, joissa sama tapahtumatunnus esiintyy useasti, timd menetelma

vihentdd muistikapasiteetin tarvetta sekd algoritmin suoritusaikaa.
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4 jEdit

jEdit on avoimen ldhdekoodin tekstieditointisovellus ohjelmointikdyttoon. jEditin kehitys
on aloitettu vuonna 1998 ja se on kéytettdvissi GPL 2.0 (Free Software Foundation [1991)
lisenssiehtojen mukaisesti. jEdit on toteutettu Java-ohjelmointikieltd kdyttden ja se toimii
useimmissa kayttojarjestelmissa. jEdit siséltda tekstin viritysohjeet yli 130 tiedostomuodol-
le, joiden lisdksi niitd voi lisdtd XML-tiedostoja kiyttden. Siitd 10ytyy tuki useille eri mer-
kistokoodauksille. Sovellus on muokattavissa ja laajennettavissa tehokidyttéd varten erilai-
silla skriptikielilld toteutettavien makrojen avulla. jEdit tarjoaa lisdosia eri sovellusalueille
yli 150 kappaletta, joiden avulla siitd saa esimerkiksi tehokkaan HTML-editorin tai yhdiste-
tyn sovelluskehitysympiriston (engl. integrated development environment) kddntijineen sekd

koodin tdydennys- ja testaustyokaluineen. (jJEdit Community [2007)

jEdit-projektin versionhallintatiedot ovat lihdekoodin tapaan vapaasti saatavilla lisenssieh-
tojen mukaisesti. Versionhallintatiedoista voidaan péaételld, ettd projekti on varsin aktiivi-
nen ja tilld hetkelld projektin versionhallintaan péivitetddn noin 500 tiedostoa kuukaudessa.
Kirjoitushetkelld (28.4.2013) projektin SVN-versionhallinnan tirkeimmiit tilastotiedot ovat
koottuna taulukkoon 211

Kehittdjien lukumééra 130
Revisioiden lukumiira 22 955
Tiedostojen lukumaird 15 856

Java-tiedostojen lukumiird 6 391

Lahdekoodin rivimaadra 3216 648

Taulukko 21. Tilastotietoa jEdit-projektin SVN-versionhallinnasta.

34



5 Soveltaminen

Téamin tutkielman empiirisen osuuden aineistona kéytetddn jEdit-sovelluksen versionhallin-
tatietoja. Versionhallinta voidaan jakaa eri revisioihin (engl. revision). Kun tiedostosta tal-
lennetaan uusi versio versionhallintaan, kutsutaan tétd revisioksi ja se saa versionhallinassa

revisionumeron.

5.1 Aikaisemmat tutkimukset

Vastaavia, joskaan ei tdysin identtisid tutkimuksia jEdit:n 1ihdekoodiaineiston louhimisesta

on tehty aiemmin.

Zimmermann et al. (2005) ovat kehittdneet tyokalun nimeltd ROSE, jonka tehtdvi on ohjata
sovellusohjelmoijaa tarvittavien lisimuutosten tekemisessd samalla, kun hin tekee muutok-
sia jEdit:n ldhdekoodiin. Tyokalu kiyttdd Apriori-algoritmia assosiaatiosddntdjen 10ytdmi-
seen. Testiaineistoksi on otettu jEdit:n vuonna 2003 kiytdssé olleen CVS-versionhallintajér-
jestelmédn 577 viimeisintd revisiota 31.7.2003 ldhtien. Tyokalun toimivuutta antamalla pis-
teytys sen saanti- (engl. recall), tarkkuus- (engl. precision) ja todennikdisyysominaisuudesta

(engl. likelihood) eri tilanteissa. Toimivuuspisteet eri tilanteissa ovat esitettyind taulukoissa

2)ja 23}

Navigointi Virheiden ennaltaehkéisy | Vairit ehdotukset
saanti | tarkkuus | todennikoisyys | saanti tarkkuus saanti | tarkkuus
0.07 0.16 0.52 0.004 0.59 1.0 0.986

Taulukko 22. ROSE-tyokalun toimivuuspisteet matalan tason testitilanteissa.

Tyokalun navigoiminen lahdekoodirakenteessa ohjelmoijan tehdessd muutoksia sai saanti-

pisteiksi 0.07, tarkkuuspisteiksi 0.16 ja todennédkoisyyspisteiksi 0.52. Ndmai pisteet tarkoit-
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Navigointi Virheiden ennaltaehkiisy | Vairit ehdotukset

saanti | tarkkuus | todennékoisyys | saanti tarkkuus saanti | tarkkuus

0.25 0.22 0.68 0.01 0.44 1.0 0.984

Taulukko 23. ROSE-tyokalun toimivuuspisteet korkean tason testitilanteissa.

tavat sitd, ettd tyokalu ehdotti oikein 7 % kaikista ehdottamistaan lisimuutoksista tiettyjen
muutosten yhteydessd, 16 % kaikista tyokalun esittdmistd huomioista oli aiheellisia ja 52
9:n todennékoisyydelld lisimuutoksen vaatima kohde sijoittui tyokalun ehdottaman kolmen
todennikoisimmén kohteen joukkoon. Luvut ovat melko pienet ja artikkelin mukaan tima
johtuu siitd, ettd jEdit-projektissa tulee jatkuvasti lisdd uusia ominaisuuksia, joita ei voida en-
nustaa olemassa olevan versionhallintatiedon perusteella. Tyokalun virheiden ennaltachkdisy
toimii siten, ettd se tarkastaa tiedostot ennen kuin ohjelmoija tallentaa ne versionhallintaan ja
jos tydkalu huomaa tekemittomii, mutta kuitenkin tarpeellisia lisaimuutoksia, se kertoo tadsti
ohjelmoijalle. Tami ominaisuus sai 0.004 saantipistettd ja 0.59 tarkkuuspistettd. Virheiden
ennaltachkiisyn yhteydessd testattiin myos, kuinka monta lisimuutosehdotusta tydkalu an-
taisi siind tapauksessa, jos yhtdédn lisémuutosta ei tarvitse tehdd. Tarkkuuspisteiti télle testi
sai 0.986 ja koska odotettu tulos on tyhji joukko, saantipisteiksi tulee aina 1.0. Edelld kerro-
tut pisteet patevit tilanteessa, jossa tydkalun etsimit muutoskohteet ovat muuttujia tai funk-
tioita tiedostojen sisilld. Toisessa testitilanteessa tyokalu painottui etsimdidn muutoskohteita
korkeammalta eli tiedostotasolta. Tdmén testitilanteen tulos oli seuraava. Navigointiosio sai
0.25 saanti-, 0.22 tarkkuus- ja 0.68 todennikoisyyspistettd. Virheiden ennaltaehkiisy sai 0.01
saanti- ja 0.44 tarkkuuspistettd. Vidrien ehdotusten osalta tuloksena oli 1.0 saanti- ja 0.984
tarkkuuspistettd. Yleisesti otettavana tuloksena siis oli se, ettd jEdit:n kohdalla tyokalusta oli

eniten hyotya toisessa testitilanteessa eli kun keskityttiin etsimédin muutoksia tiedostotasolla.

Livshits ja Zimmermann (20035)) kisittelevit jEdit:n versionhallintatietoja kehittamillddn

DynaMine-tyokalulla. Tyokalu toimii funktiotasolla ja louhii versionhallinnasta todenni-
koisid funktioiden kaytto- ja virhemalleja. Esimerkiksi tiettyd funktiokutsua voidaan kéyt-
tad tiedoston avaamiseen sen sisidllon lukemista tai uuden sisédllon tallentamista varten. Kun

tiedoston kisittely on lopetettu tulee se sulkea kdyttdmalld tiettyd toista funktiokutsua. Ni-
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mi funktiokutsut muodostavat siis tisséd tapauksessa parin ja virhemalli on sellainen, jossa
on kidytetty vain toista ndistd funktiokutsuista. Tiedonlouhinnassa tyokalu kayttdd Apriori-
algoritmia, jota on kehitetty skaalautumaan paremmin heididn kiyttoonsd. Tyokalu kiyt-
tdd dynaamista tekniikkaa etsien virhemalleja sovelluksen suoritusaikana. Tamin tekniikan
avulla saadaan parempi skaalautuvuus tutkittaviin suuren méaardn lihdekoodia omaaviin so-
velluksiin, silld suurin osa tutkittavista malleista on hajautunut monien funktioiden alle, jol-
loin mallien analysointikin tiytyy suorittaa funktiotasolla ja staattisin analysointimentelmin
tdhédn kuluisi runsaasti aikaa. Toinen etu dynaamisen analysoinnin kidytostd on 16ydettyjen
mallien validointi. Versionhallintatiedoista louhittujen mallien voidaan tarkastaa kuuluvan
usein kdytettyihin malleihin tarkastamalla kuinka monta kertaa kukin malli esiintyy sovel-

luksen suoritusaikana.

Jos 16ytyy malleja, jotka esiintyvit suoritusaikana useita kertoja, mutta virheellisesti kay-
tettynd vain yksittiisid kertoja, kyseessd on todennikodisesti sellainen virhemalli, joka ei ole
kovin kiinnostava. My0s tyokalun ilmoittamista virhemalleista, jotka eivit todellisuudessa
olekaan virhemalleja, pédstiin eroon dynaamista tekniikkaa kiyttiden, koska testattavan so-
velluksen suoritusaikana esiintyvit virhemallit todella ovat olemassa ja tapahtuvat. Testiai-
neistona jEdit:n osalta oli vuonna 2000 silloisen CV S-versionhallintajédrjestelmédn 144 495
viimeisinté revisiota. Tyokalun avulla tutkittiin funktiopareja sekd klassista ettd korjaavaa tie-
donlouhintamenetelmii kiyttden. Klassinen menetelmaé 16ysi jEdit:n versionhallintatiedoista
13 paria ja korjaava menetelmi 8 paria. Korjaavassa menetelmissi on kdytetty kehittynytti
versiota Apriori-algoritmista, jolloin muun muassa kohinaa on saatu viahennettyd jattdmaitta
huomioitta hyvin usein Java-ohjemointikelessd kdytetyt funktiokutsut. Timé optimointi on
my06s nopeuttanut tiedonlouhintaprosessia. Tarkemmin klassisen ja korjaavan menetelmin

eroavaisuuksista ja tuloksista 10ytyy tietoa artikkelin taulukosta 5 (Figure 5).

Vastaavissa aiemmissa tiedonlouhintatekniikoin toteutetuissa tutkimuksissa on jEdit-sovel-
luksen versionhallintatiedoista siis 10ytynyt virhemalleja ja ndiden perusteella on myds pys-
tytty osoittamaan parannusehdotuksia. Tédten sovelluskehittéjit ovat saaneet tietoa millaisissa
tilanteissa tietyt virhemallit syntyvét ja miten sovellusta edelleen kehitettdessd ndiden virhe-
mallien kiyttod voisi vilttad. Varsinkin suuria méérid lahdekoodia sisdltdvien sovellusten

kohdalla timéi on tédrked tieto kehitysprojektin sujumisen ja miirétyissad resursseissa pysy-
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misen kannalta.

5.2 Malli ohjelmistojen muutoksille

Isokokoisissa ohjelmistoprojekteissa ldhdekoodia tuotetaan yleensi iteraatioissa, ensin pe-
ruskomponentit ja niiden toiminnallisuudet ja timén jidlkeen lisdtddn komponentteja ja li-
sdatoiminnallisuuksia tarpeen mukaan. Taéma nikyy versionhallinnassa siten, ettd projektin
alkuvaiheessa luodaan eniten uusia tiedostoja ja loppua kohden ndiden olemassa olevien tie-
dostojen sisdltdd muutetaan. Muutokset voivat johtua muun muassa joko tarvittavan toimin-
nallisuuden lisddmisestd, 1ihdekoodin tarkemman kommentointitarpeen vuoksi, virheiden
korjauksesta, ldhdekoodin siistimisestd, tai tarpeesta saada eri komponentit toimimaan yh-
dessd. Muutoksia tulee, kun monet sovelluskehittdjét vaikuttavat projektiin ja osa kehittéjisti
voi my0s vaihtua projektin aikana. Varsinkin téllaisessa tilanteessa monta eri kehittdjda tu-
lee kisitteleméin samaa tiedostoa versionhallinnassa ja inhimilliset virheet ovat mahdollisia.
Nykyisin projektiaikataulutkin ovat melko hektisii, joten virheiden syntyminen on todenna-

koistd ja tdten pienid muutoksia tulee runsaasti virheenkorjausten vuoksi.

Erilaisia muutosskenaarioita ovat siis toiminnallisuuden lisddminen, toiminnallisuuden pois-
taminen, virheenkorjaus, 1dhdekoodin siistiminen, ja kokonainen uudelleenkirjoitus. Toimin-
nallisuuden lisddmiselld tarkoitetaan useiden rivien lisdimistd 1dhdekooditiedostoon ja tétd
tehdidin projektin kuluessa hyvin usein. Toiminnallisuuden poistamisella tarkoitetaan lisdtyn
toiminnallisuuden eli useiden rivien poistamista ldhdekooditiedostosta, titd tapahtuu projek-
tin kuluessa harvoin. Virheenkorjauksella tarkoitetaan yksittdisten rivien muuttamista ldhde-
kooditiedostossa ja titd tapahtuu projektin kuluessa usein varsinkin projektin loppuvaihees-
sa. Lidhdekoodin siistimiselld voidaan optimoida ja yksinkertaistaa koodia, joka nikyy tie-
dostotasolla yleensd rivimidiridn vahenemisend ja muutamien rivien muutoksena niilld koh-
din, missd koodia on siistitty. T4td suoritetaan projektin aikana jonkin verran. Kokonainen
uudelleenkirjoitus tarkoittaa sitd, kun lihdekoodin osaa, esimerkiksi yksittdistd komponent-
tia, ei kannata endd muokata vaan se kehitetddn alusta alkaen uudelleen. Tétd tapahtuu pro-

jektin edetessd hyvin harvoin.

Fokusoitaessa lihdekoodin muutosten ominaisuuksiin Purushothaman ja Perry (2005) ovat
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selvittdneet, ettd todennédkoisyys uusien virheiden synnylle muutettaessa ainoastaan yht ri-
vid ldhdekooditiedostossa on alle 4 % ja lihes 50 % kaikista sovellusprojektin aikana teh-
dyistd muutoksista versionhallintatietoihin on pienid muutoksia eli suurimmillaan noin 10
rivin mittainen muutoksia. Lihes 10 % kaikista ylldpidollisista muutoksista ovat ainoastaan
yhden rivin mittaisia muutoksia. Lihes 40 % virheenkorjauksista johtuvista muutoksista ai-
heuttivat lisdd virheitd, mutta suurimmillaan 10 rivin 1ihdekoodin poistaminen ei aiheuttanut
virheitd. Muutoksista aiheutuviin ilmidihin vaikuttavat johtuuko muutos ldhdekoodirivien li-
sddmisestd, poistamisesta vai muokkaamisesta sekd kuinka monen rivin mittainen muutos

on. (Purushothaman ja Perry [2005])

Esitettyd mallia voidaan demonstroida simuloidulla aineistolla, jonka rakenne tunnetaan tar-
kasti. Simuloitu malli on luotu tekemillad testiaineisto kdyttden keksittyjd tiedostoja ja to-
dennikoisyyksii sille kuinka usein yhté tiedostoa muutettaessa muita tiedostoja tulee muut-
taa samalla kertaa. Tiedostot ovat Config. java, Editor. java, Constants. java,
Export.javajaImport. java. Config.java-tiedostoa muutettaessa ei milloinkaan muu-
teta samanaikaisesti mitddn muuta tiedostoa. Jokaista tiedostoa muutettaessa todennikoisyy-
det muiden tiedostojen samanaikaisille muutoksille ovat esitetty taulukossa[24] Testiaineisto
sisdltdd 10 000 joukkoa. Tdmén aineiston louhimiseen kdytetddn Borgeltin (2013)) kehitta-

mid Apriori-algoritmia.

Config.java Editorjava Exportjava Importjava Constants.java
Config.java 1 0 0 0 0
Editor.java 0 1 0.2 0.5 0.7
Export.java 0 0 1 0 0
Import.java 0 0 0 1 0
Constants.java 0 0 0 0 1

Taulukko 24. Todennikoisyydet muiden tiedostojen muutoksille samaan aikaan tietyn tie-

doston kanssa.

Tamin aineiston perusteella voidaan sanoa, ettd siitd 16ytyy korkeintaan kolme assosiaatio-

saantod, jotka kaikki liittyvit Editor.java-tiedoston muokkaamiseen, silld se on ainoa tiedosto
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jonka kanssa muokataan yhti aikaa muita tiedostoja. Eniten esiintyvi eli suurimman tukiar-
von omaavan sadnnon tulisi olla Editor. java => Constants. java, toiseksi eniten esiintyvin
Editor. java => Import.java ja vihiten esiintyvén sddnnon Editor.java => Export.java.
Lopulliseen tuloksessa saatuun sddntojen maidrdadn vaikuttaa se kuinka korkeaa minimituki-

ja uskottavuus-parametrin arvoja halutaan kayttaa.

Louhitut useimmin esiintyvit joukot simuloidusta mallista ovat esitetty taulukossa 25| Tis-
sd minimituki-parametrin arvoksi on valittu 5, jotta saadaan esimerkin omaisesti runsaasti
tuloksia. Tuloksissa siis esimerkiksi Editor.java-tiedoston muutoksen yhteydessd muutetaan
samalla sekd Import.java- ettd Constants.java-tiedostoa, tulee tdmin joukon tueksi 6.99 eli
tdassd tapauksessa kyseinen yhdistelma esiintyy simuloidun mallin aineistossa 6.99 %:n ver-
ran kaikista aineistossa esiintyvistd joukoista, kun taas esimerkiksi tiedosto Constants.java

esiintyy 33.21 %:n verran kaikissa aineiston joukoissa.

Varsinainen assosiaatiosdéntdjen louhimisen tulos on esitetty kuviossadl Louhiminen on to-
teutettu jdlleen Apriori-algoritmilla, kiyttden minimituki-parametrina arvoa 20 ja uskottavuus-

parametrina arvoa 30. Tuloksena on siis kaksi sdidntoi:

e Tiedostoa Editor.java muokattaessa muokataan samalla myos tiedostoa Import.java

e Tiedostoa Editor.java muokattaessa muokataan samalla my0s tiedostoa Constants.java

Kuviossa olevien sddnt6jen perissi esitetyt sulkeissa olevat luvut esittivit kyseisen sddnnon
tuki ja uskottavuus -arvoja. Tuloksissa ei mainita tiedostoja Export.java ja Config.java ol-
lenkaan siksi, ettd tiedostojen Editor.java ja Export.java yhtdaikaisella muutoksella on liian
pieni uskottavuus-parametrin arvo (16.556) kiytettyyn minimiarvoon verrattuna ja titen se
karsiutuu tuloksista. Ja Config.java-tiedosto ei muodosta mitddn sdaantod muiden tiedostojen

kanssa silla sitd muokattaessa mitadn muuta tiedostoa e1 muokata samanaikaisesti.

Tulokst siis pétevit ennakko-odotusten kanssa, silld on saatu kaksi assosiaatiosddntdod yhden
saannon jaadessd tulosten ulkopuolelle. Ja ulkopuolelle jddneelld sddannolla Editor.java =>
Export.java on tietenkin pienin tukiarvo, seuraavaksi suurin arvo on sdidnnolld Editor.java
=> Import.java ja kaikkein suurin sddnnolld Editorjava => Constants.java, kuten piti-
kin olla. Syntyneitd assosisaatiosddntdjd voidaan hyddyntdad ohjelmointivirheiden ehkédisemi-

sessd. Ohjelmoijan tulisi tdssd simuloidun mallin tapauksessa muokatessaan tiedostoa Edi-
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tor.java tarkastaa aina myos tiedostot Import.java ja Constants.java tarvittavien muutosten

varalta.

Joukko Joukon tukiarvo
Import.java Constants.java 6.99
Editor.java Import.java Constants.java 6.99
Editor.java Import.java 9.71
Editor.java Constants.java 13.61
Editor.java 19.64
Config.java 20.14
Export.java 24.1
Import.java 30.22
Constants.java 33.21

Taulukko 25. Useimmin esiintyvét joukot simuloidusta mallista minimituki-parametrin ol-

lessa 5.

+-- Associ ations
+-- EDI TOR JAVA
+-- Inport.java (30.22, 32.131)
+-- Constants.java (33.21, 40.9816)

Kuvio 4. Assosiaatiosdannot simuloidusta mallista.

5.3 Aidon datan louhinta

Tutkimusaineistoksi otetaan 100 revisiota 100 revision askelluksin uusimmasta eli revisios-
ta 22955 alkaen, jolloin saadaan aineistoa kokonaisuudessaan laajemmalta aikavililtd, kuin

valittaessa esimerkiksi 100 uusinta revisiota. T#lloin vanhin aineisto on heindkuulta 2008 ja
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voidaan olettaa, ettd osa sovelluskehittdjistd on projektissa tdlld vilin vaihtunut vaikkakin
aktiiviset kehittdjit olisivat pysyneet samana. Téstd syystd samojen henkiloiden tekemié yh-
tdaikaisia muutoksia versionhallintaan pitdisi 10ytyd runsaasti. Aineiston saanti tapahtuu ot-
tamalla SVN-yhteys osoitteeseen https://jedit.svn.sourceforge.net/svnroot/jedit jedit. Aineis-
tosta selvitetdidn tiedonlouhintakeinoin, vaikuttaako jonkin tiedoston muokkaaminen muihin
tiedostoihin eli misti tiedostoista on versionhallintaan tallennettu uusi versio samaan aikaan
ja toistuuko tdméa samojen tiedostojen kohdalla pidemmialli aikaviélilli tarkasteltuna. Aineis-
tosta késitellddn vain java-tiedostot, muut tiedostot jitetddn huomioimatta. Tutkimuksessa

myds verrataan eri tiedonlouhinta-algoritmien suorituskykyé kyseiselld aineistolla.

Kahden tiedoston yhtdaikainen muokkaaminen ei vilttimattd tarkoita molempiin tiedostoi-
hin tehdyn muokkauksen tarkalleen samaan aikaan tehtyi piivitystd versionhallintaan. Esi-
merkiksi Zimmermann et al. (2005) madrittavit kahden tiedoston muokkauksen liittyvin
toisiinsa mikédli molemmat tiedostot ovat saman tekijdn péivittimit sekd tiedostojen piivi-
tysaika eroaa toisistaan enintdin 200 sekunnin verran. Ying et al. (2004) taas médrittavéat
termin vieldkin yksityiskohtaisemmin, tiedostojen piivitysten aikaero toisiinsa nidhden saa
olla enintdédn 180 sekuntia, molemmat tiedostot tulevat olla saman tekijin pdivittamit seki
molemmissa tiedostoissa tulee olla annettu sama kommentti niiden versionhallintaan tehdyn
pdivityksen yhteydessd. Tdssd tutkielmassa kédytetddn termid kuten Ying et al. sen méidritte-

leviit.

Tiedonlouhinta-algoritmeina kiytetdin Borgeltin (2013) kehittdmid Apriori-, FP-Growth- ja
Eclat-algoritmeja. Java-kielelld luodaan omat ohjelmointikomponentit, joiden avulla saadaan

versionhallintatieto muutettua edelld mainittujen algoritmien ymmértdmédan muotoon.

Kéytettyjen algoritmien suoritusaikoja verrattiin keskeniin ldahdeaineistosta useimmin esiin-
tyvid joukkoja etsiessd eri minimituki-parametrin arvoja kiyttden. Kidytetyt komennot ovat

esitetty liitteessd[Al Vertailun tulokset ovat kuviossa [5

Kuviossa eri algoritmit ovat eritelty eri virein sek erityylisin viivoin. X-akselilla on kiytet-
ty minimituki-parametrin arvo ja logaritmisella y-akselilla on algoritmin suoritusaika sekun-
teina. Vertailu on suoritettu 32-bittiselld AMD 1.7 GHz prosessorin omaavalla tietokoneella,

jossa muistia on ollut kdytossd 1 GB ja kéyttojarjestelmédnd on toiminut Linux Ubuntu 12.04.
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Kuvio 5. Kiytettyjen algoritmien suoritusaikavertailu 1dhdeaineistosta useimmin esiintyvii

joukkoja louhiessa.
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Valtaosa kaytetysti ajasta kului kaikissa algoritmeissa ldhdeaineiston lukemiseen ja algorit-
min kdyttdmén sisdisen tapahtumajoukkotietokannan luomiseen. Kaikkein vihiten kaikilla
algoritmeilla kului aikaa tulostiedoston kirjoittamiseen. Apriori-algoritmi koostuu kuudes-
ta yksiloidystéd vaiheesta: ldhdeaineston lukeminen, tapahtumien suodattaminen ja jéirjesti-
minen, tapahtumajoukkojen pienentdminen, tapahtumajoukkopuun luominen, osajoukkojen
tarkastaminen ja tulostiedoston tekeminen. FP-Growth-algoritmissa on neljd yksiloityd vai-
hetta: 1ihdeaineston lukeminen, tapahtumien suodattaminen ja jirjestiminen, FP-puun luo-
minen ja tulostiedoston tekeminen. Eclat-algoritmissa yksiloityjd vaiheita on kolme kappa-
letta: 1dhdeaineiston lukeminen, tapahtumien suodattaminen ja kirjoittaminen seké tulostie-
doston tekeminen. Apriori on yleensé ottaen tehokkaampi isoilla 1dhdeaineistoilla kuin FP-
Growth ja Eclat on yleensi ottaen tehokkaampi kuin FP-Growth ldhdeaineiston koosta riip-
pumatta. Tédssd tapauksessa Apriori ja FP-Growth suoriutuvat tiedonlouhinnasta ldhestul-
koon samassa ajassa. Ldhdeaineiston laajuus on kuitenkin pieni verrattuna joihinkin suuriin
kdytannonldheisiin tutkimuksiin ja siten silld ei voi selittdd eroja ndiden algoritmien kesken.
Varsinkin, kun suurin osa suoritusajasta kului ldhdeaineiston lukemiseen ja molempien algo-
ritmien ldhdeaineiston lukuprosessi on toteutettu samalla tavalla. Eclat sen sijaan osoittaa te-
hokkuutta muihin kdytettyihin algoritmeihin verrattuna. Eclat-algoritmin tehokkuus verrat-
tuna FP-Growth-algoritmiin on se, etti FP-Growth-algoritmi késittelee tapahtumajoukkoja
sisdisesti monimutkaisena tietorakenteena ja tdstd syystd joutuu kdyttamidn useita viittauk-
sia alkuperdiseen tapahtumajoukkoon, kun Eclat kiyttidd tietorakennetta, joka sallii yksinker-

taisen ja nopean leikkauksen tarvittaessa tiettyyn tapahtumajoukkoon.

Assosiaatiosddntojda Apriori-algoritmi 10ysi ldhdeaineistosta 79 kappaletta, kun minimituki-
parametrina kéytettiin arvoa 10 ja uskottavuus-parametrina arvoa 15. Kuviossa [6] ndytetddn
osa ndistd loydetyistd saannoistd. Monet 10ytyneet sddnnot vaikuttavat olevan pienid, 1-5 ri-
vin mittaisia muutoksia molempiin sddnndssa oleviin tiedostoihin. Vililld on tehty virhekor-
jauksia, jotka seuraavassa yhteydessd onkin peruttu tai niitd on muutettu lisid, silld virhe on

pysynyt sovelluksessa korjauksesta huolimatta.

Tarkemmin katsottuna esimerkiksi assosiaatiosddntd org/gjt/spj/jedit/jEdit.java =>
org/jedit/core/MigrationService.java liittyy revisioon numero 22142. Molempia tiedostoja

on muokattu sekunnilleen samaan aikaan saman kayttdjin toimesta ja niiden versionhallin-
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+-- Associations

+-- org/gjt/sp/jedit/BeanShell.java

| +-- org/gjt/sp/jedit/io/CharsetEncoding.java(15.22, 16.371)
| +-- org/gjt/sp/jedit/Buffer.java (16.21, 16.571)
| +-- org/gjt/sp/jedit/browser/VFSBrowser.java (11.16, 15.082)
| +-- org/gjt/sp/jedit/browser/VFSFileChooserDialog.java (13.69, 15.216)
| +-- org/gjt/sp/jedit/browser/VFSFileNameField.java (13.52, 15.9162)
| +-- org/gjt/sp/jedit/gui/CloseDialog.java (11.09, 17.2801)
| +-- org/gjt/sp/jedit/gui/StatusBar.java (13.91, 16.917)
| +-- org/gjt/sp/jedit/io/VFS.java (17.12, 20.121)
| +-- org/gjt/sp/jedit/io/VFSManager.java (16.59, 19.2105)
|  +-- org/gjt/sp/jedit/jEdit.java (18.90, 24.1286)
| +-- org/gjt/sp/jedit/search/HyperSearchRequest.java (10.51, 16.124)
| +-- org/gjt/sp/jedit/search/SearchAndReplace.java (10.22, 15.822)
| +-- org/gjt/sp/util/TaskManager.java (15.21, 19.002)
| +-- org/gjt/sp/util/ThreadUtilities.java (11.75, 16.296)
+-- org/gjt/sp/jedit/MiscUtilities.java
| +-- org/gjt/sp/jedit/bufferio/BufferSaveRequest.java (10.12, 15.019)
| +-- org/gjt/sp/jedit/io/VFS.java (13.15, 17.521)
+-- org/gjt/sp/jedit/Buffer.java
| +-- org/gjt/sp/jedit/EditPane.java (16.98, 22.0039)
+-- org/jedit/options/CombinedOptions.java
| +-- org/jedit/options/TabbedOptionDialog.java (17.11, 22.0911)
+-- org/gjt/sp/jedit/gui/BufferSwitcher.java
| +-- org/gjt/sp/jedit/pluginmgr/PluginManager.java (16.08, 17.251)
+-- org/gjt/sp/jedit/io/VFSManager.java
| +-- org/gjt/sp/util/WorkThreadPool.java (11.38, 15.217)
+-- org/gjt/sp/jedit/bufferio/BufferAutosaveRequest.java
| +-- org/gjt/sp/jedit/bufferio/BufferInsertRequest.java (17.95, 21.197)
| +-- org/gjt/sp/jedit/bufferio/BufferLoadRequest.java (16.81, 21.0028)
| +-- org/gjt/sp/jedit/bufferio/BufferSaveRequest.java (17.03, 20.9621)
| +-- org/gjt/sp/jedit/gui/IOProgressMonitor.java (12.67, 15.0772)
| +-- org/gjt/sp/jedit/io/VFS.java (10.16, 15.081)
| +-- org/gjt/sp/jedit/io/VFSManager.java (10.23, 15.4901)
| +-- org/gijt/sp/util/WorkRequest.java(12.95, 17.683)
| +-- org/gjt/sp/util/WorkThread.java(14.12, 18.006)
| +-- org/gjt/sp/util/WorkThreadFactory.java(11.55, 17.251)
| +-- org/gjt/sp/util/WorkThreadPool.java (12.01, 16.9915)
+-- org/gjt/sp/jedit/jEdit.Jjava
| +-- org/jedit/core/MigrationService.java (13.27, 17.704)
| +-- org/jedit/migration/CheckFileStatus.java (15.02, 21.129)
| +-- org/jedit/migration/OneTimeMigrationService.java (13.25, 17.699)

Kuvio 6. Osa ldhdeaineistosta 10ydetyistid assosiaatiosdinndistd minimituki-parametrin ol-

lessa 10 ja uskottavuus-parametrin ollessa 15.
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taan tapahtuneen pdivityksen yhteydesséd on annettu sama paivityskommentti, joka kertoo ky-
seessi olleen virheenkorjauksen virheelle, joka tapahtuu sovellusta péivitettdessa. jEdit.java-
tiedoston muutos on kahden lihdekoodirivin mittainen, ensin liitetddn uusi java-paketti ti-
mén luokan kiytt6on, ja toinen lisdtty koodirivi on kerran kutsuttavan muutospalvelun suo-
rittaminen. MigrationService.java-tiedostoon on vain lisédtty samassa yhteydessa yksi kom-
menttirivi lisdd. Assosiaatiosdantd org/gjt/spj/jedit/jEdit.java => org/jedit/migration/

CheckFileStatus. java liittyy revision 22142 yhteydessi edelliseen sdéntoon siten, ettd

CheckFileStatus.java-tiedostoa on muokattu samaan aikaan saman tekijdn toimesta samal-
la padivityskommentilla. Kyseisessd revisiossa timé tiedosto on tallennettu versiohistoriaan

ensimmaistd kertaa, josta syystd siind on useamman kuin 1-5 rivin muokkaamisesta kyse.

jEdit-sovelluksen versionhallinnasta siis 10ytyy runsaasti samalla kertaa useampaan tiedos-
toon tehtdvid pienid muutoksia joko virheenkorjauksen tai uuden ominaisuuden lisddmisen
yhteydessi ja sen sovelluskehitystd voisi tehostaa ennakoimalla yksinkertaiset virheenkor-

jaustarpeet ohjelmistoaineiston louhintaa kédyttamalla.

5.4 Tulosten analyysi

Tuloksina 16ytyy siis monia tiedostoja, joita sama kéyttdjd on pdivittdnyt versionhallintaan
samalla kertaa jonkin muun tiedoston kanssa. Joidenkin tiedostojen kohdalla muokkaustar-
ve on ollut jonkin uuden Java-paketin mukaan ottaminen, jota ei voi tulkita virheelliseksi
uuden toiminnallisuuden lisddmisen yhteydessd. Uuden toiminnallisuuden lisdédmiseen kuu-
luu my®s se, kun tiedosto tallennetaan versionhallintaan ensimmadisté kertaa, joka lasketaan

myd6s muutokseksi. Kuitenkin myos yksittdisid virheenkorjaustoimenpiteiti 10ytyi tuloksista.

Useilla 10ydetyilld sd@nnoilld on verrattain pieni tuki- ja uskottavuusarvo, josta voidaan pai-
telld, ettd sdd@nnot eivit ole kovinkaan vahvoja. Tadma tarkoittaa sité, ettd sddntoihin liittyvét
tiedostojen muokkaustoimenpiteet ovat olleet enemmén yksittdisid toimenpiteitd, kuin pi-

demmilld aikavélilld samoihin tiedostoihin usein kohdistuvia virheenkorjaustoimenpiteita.

Useasti toistuvia virheitd ja niistd syntyneitd korjaustoimenpiteitd samojen tiedostojen koh-
dalla pidemmailli aikavililld tarkasteltuna en aineistosta 10ytinyt. Syyni tdhin voi tosin olla

se, ettd ldhtdaineisto on otettu versionhallinnasta 100 revision vilein. Otettujen revisioiden
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viliin on saattanut jadddd muutostietoa, joka osoittautuisi toistuvaksi virheenkorjaustoimen-

piteeksi tiettyjen tiedostojen kohdalla.

jEdit-sovelluksen Tracker-tietokannan huomioiminen olisi ollut oleellista. Tracker-tietokanta
on muutostietokanta, johon sovelluksen kiyttédjit voivat kertoa havaitsemistaan virheisti tai
halutuista uusista toiminnoista ja jossa sovelluskehittéjit voivat kertoa tehdyistd muutoksista
sovellukseen. Erityisesti timédn muutostietokannan virheosion tietojen seuraaminen ja yhdis-
taminen versionhallintatietoihin olisi ratkaissut erottamaan selkedsti mitkd muutokset tiedos-
toissa ovat olleet virheenkorjaustoimenpiteitd ja mitkid esimerkiksi uuden toiminnallisuuden
lisddmistd sovellukseen. Titd ei kuitenkaan tutkielman ldhtotilanteessa huomioitu ja lopulta

aikaresurssit eivit riittineet ndiden tietojen kisittelyyn.
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6 Yhteenveto

Tietoyhteiskunnan myété tallennetun tiedon méérd on kasvanut runsasta vauhtia, mutta sa-
malla merkitseviin tiedon osuus kaikesta tallennetusta tiedosta on vihentynyt ja haasteen
onkin muodostanut se, miten saada tuo merkitsevi tieto esiin kaiken muun tiedon seasta.
Tdhédn haasteeseen vastaa tiedonlouhinta. Se on monivaiheinen prosessi, jonka avulla lih-
deaineistosta voidaan 10ytdd uutta mielenkiintoista tietoa, jonka 10ytdminen muilla keinoin
olisi lahes mahdotonta. Esimerkiksi internet-kaupoissa tiedonlouhintaa kiyttden voidaan eh-
dottaa asiakkaalle jotakin tuotetta, kun tiedetddn mitd tuotteita hiinelld jo on ostoskorissa.
Télloin puhutaan assosiaatiosddnndistd eli voidaan kartoittaa, miti tuotteita useimmat asiak-
kaat ovat ostaneet tietyn tuotteen ostamisen yhteydessi ja sen tiedon my&téd uusien tuotteiden

suosittelu asiakkaalle on helppoa.

Tutkielmassa tutkittiin jEdit-sovelluksen SVN-versionhallinnassa olevia tiedostoja, mité niis-
td muokataan yhtidaikaa muiden tiedostojen muokkauksen yhteydessd ja toistuuko tdmé sa-
mojen tiedostojen kohdalla pidemmaélli tarkasteluvililld. Aineistosta 10ydettiin useita tiedos-
toja, joita muokataan yhtiaikaa ja kuhunkin tiedostoon tehdédén vain pienid muutoksia kerral-
laan ja tdten ohjelmistoaineiston louhinnalla voitaisiin ehkiistd sovelluskehittdjistd johtuvat

inhimilliset virheet ja niistd johtuvat korjaustoimenpiteet kyseisen sovelluksen kohdalla.

Tutkielman heikkoutena on versionhallinnassa kokonaisuudessaan oleviin revisioméériin ver-
rattuna melko pieni otosjoukko ldhdeaineistoksi. Tutkielmassa ei mydskiin kiinnitetd huo-
miota itse tiedostojen sisdltoon eikd metadataan muutoin kuin tiedoston viimeisen muokkaa-
jan, muokkausajan ja muokkauksen yhteydessi jiatetyn kommentin osalta. jEdit-sovelluksen
versionhallinta on varsinkin sen lisdosien osalta siirtynyt Git-versionhallintaan, joten tutkiel-
man aiheessa olisi syventdmisen varaa tutkia syvemmin erityisesti sovellukseen liittyvii lisd-
osia, verrata niitd sovelluksen virhetietokantaan ja menné tutkimuksessa vield tiedostotasolta

syvemmille funktiotasolle.
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Liitteet

A Kaiytettyjen ohjelmien suorituskomennot
Téssi liitteessd esitetidin yksityiskohtaiset suorituskomennot kiytetyistd ohjelmista.

Paikallisen kopion luominen jEdit-sovelluksen SVN-versionhallinnasta:

svn co https://Jjedit.svn.sourceforge.net/svnroot/Jjedit/JjEdit

hakemisto

jossa hakemisto on paikallisen koneen hakemisto, jonne kopio halutaan luoda.

Useimmin esiintyvien tietojoukkojen etsiminen testaineistosta Apriori-algoritmia kiyttiden:
./apriori -s20 -ts —-g-1 test.data output

Téssd siis valitaan minimituki-parametrin arvoksi 20 (-s20), etsitdin useimmin esiintyvid
tietojoukkoja (-£s) ja lajitellaan tulokset laskevaan jirjestykseen (-g-1). Lihdeainesto 10ytyy
tiedostosta test.data ja tulokset ohjataan tiedostoon output. FP-Growth- ja Eclat-algoritmeille

suorituskomennon parametrit ovat samat.

Assosiosddntdjen etsiminen testiaineistosta Apriori-algoritmia kiyttden:
./apriori -s20 -c25 -tr -g-1 -1-1 test.data output

Téssd valitaan edelleen tukiparametille minimiarvo 20 (-s20), uskottavuudelle minimiarvo
25 (-c2)5), etsitddn assosiaatiosddntodjd (-¢r) ja lajitellaan tulokset laskevaan jérjestykseen (-
g-1 -I-1). Lahdeaineisto 10ytyy edelleen tiedostosta test.data ja tulokset ohjataan tiedostoon

output.
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