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Pro-gradu

Tiedon mé&drdan nopean kasvun seurauksena on herdnnyt tarve tallettaa
tietdimystd koneiden ymmartdamadn muotoon. Yksi vastaus tdhdn tarpeeseen
ovat ontologiat, joiden muodostamisen automatisointi on kehittynyt omaksi
tutkimusalueekseen.  Tatd  tutkimusaluetta  kutsutaan  ontologioiden

oppimiseksi.

Tutkimuksen tavoitteena on selvittdd kattavasti, mitd ontologioiden oppiminen
on yleisesti ja mikd on ontologioiden oppimisen tutkimusalueen nykytila.
Lisdksi tapaustutkimusosuuden tavoitteena on selvittdd, mihin valitut
ontologioiden oppimismenetelmdt pystyvit kdytannossa tiedonlouhinta-alueen

ontologian muodostamisen yhteydessa.

Tutkimuksen pddasiallisena tutkimusmenetelmd on kasitteellis-teoreettinen,
jonka lisaksi tapaustutkimusosuudessa kaytetdadn empiirista

tutkimusmenetelmaia.

Toistaiseksi ontologioiden oppimismenetelmét ja tyokalut eivit kykene tdysin
automaattiseen ontologioiden muodostamiseen tekstistd, vaan
parhaimmillaankin ~ vain  helpottavat ontologian muodostajan  tyota
muodostamalla saatavilla olevan aineiston pohjalta ehdokaslistoja ontologiaan

sopivista késitteistd ja niiden valisistd relaatioista.

AVAINSANAT: ontologia, ontologioiden oppiminen, tiedonlouhinta
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1 JOHDANTO

Ontologioiden oppiminen (ontology learning, OL) yhdistdd menetelmid muun
muassa koneoppimisen (machine learning, ML), tietimyksen muodostamisen
(knowledge acquisition) ja luonnollisen kielen késittelyn (natural language
processing, NLP), sekd useiden muiden tekodlyn (artificial intelligence, Al)
alueelle kuuluvien tutkimusalojen tutkimuskentdstd. Ontologioiden oppimisen
tavoitteena on kehittdd automaattisia ja puoliautomaattisia menetelmid
ontologioiden muodostamiseksi (Shamsfard & Barforoush, 2003). Tama luku
jakautuu neljadn kohtaan, joista ensimmadisessd esitellddn tutkimuksen tausta
motivoimalla tutkimus ja méadrittelemadlld keskeiset késitteet. Toisessa kohdassa
madritelldan tutkimuksen tavoitteet rajaamalla tutkimusalue
kysymysmuodossa esitettyjen tutkimusongelmien avulla sekd esittelemalla
kaytettavat  tutkimusmenetelmdt.  Kolmannessa  kohdassa  esitellddan
tutkimuksen rakenne antamalla lyhyt kuvaus kunkin luvun siséallostda. Lopuksi
tehddan lyhyt Kkatsaus tutkielman aihealueella tehtyyn aikaisempaan

tutkimustyohon ja esitellddan tutkimuksen keskeisimmat Idhteet.
1.1 Tutkimuksen tausta

Tietoa on saatavilla valtavia ma&drid useissa eri muodoissa. Erityisesti tiedon
tallentaminen sdhkdiseen muotoon on yleistynyt. Esimerkiksi Netcraftin (2008)
mukaan internetiin kytkettyjen palvelinten médara on jo yksin yli 170 miljoonaa,
joista jokainen voi sisdltdd useita satoja sivuja. Lisdksi sekd palvelinten, ettd
niiden sisdltdimien sivujen mddrd on jatkuvassa kasvussa. (Netcraft, 2008)
Tiedonhaku ndin valtavasta maddrdstd tietoa on haasteellista ja perustuu
nykyisin padosin hakusanoihin. Semanttisen webin (semantic web) tavoitteena
on ratkaista muun muassa edelld esitetty tiedonhakuongelma muuttamalla
internetin sisdltdma tieto myos koneiden ymmadrtam&ddn muotoon. Tahdn
tarkoitukseen tarvitaan tietdmysvarastoja, jotka ovat sekd suuria, mukautuvia

ettd luotettavia. Ontologiat ovat yksi vastaus tdhdn tarpeeseen hyvin



maddritellyn, formaalin ja standardoidun muotonsa takia. Ontologioiden
muodostaminen manuaalisesti on kuitenkin osoittautunut erittdin hitaaksi,
kalliiksi ja alttiiksi ihmisten tekemille virheille. On siis perusteltua tutkia ja

kehittdd menetelmid ontologioiden muodostamisen automatisoimiseksi. (Zhou,

2007)

Tdssd tutkielmassa tapaustutkimuskohteena oleva, tiedonlouhinta-alueen
ontologia tarjoaa viitekehyksen sopivimman tiedonlouhintamenetelman
loytamiseksi tarkasteltavaan ongelmaan. Sitd hyodyntdmalld esimerkiksi
ohjelmistokehittdjan ei tarvitse turvautua tiedonlouhinta-asiantuntijan apuun
loytddkseen parhaiten ongelmaansa sopivan ratkaisun. Tiedonlouhinta-alueen
ontologia hyodyttdd myos alansa asiantuntijoita tarjoamalla heille tarkkaa

lisdtietoa esimerkiksi tutkittavasta tietoldhteestd. (Cannataro & Comito, 2003)

Ontologia termi on perdisin filosofiasta, jossa se tarkoittaa oppia olevaisesta eli
siitd, minké&laisia asioita on olemassa ja mikd on niiden perimmadinen olemus.
Tietojenkésittelytieteessd termilld tarkoitetaan yleisesti johonkin ilmioon tai
aihealueeseen liittyvid kdsitteitd ja niiden vilisid suhteita eli relaatioita
esitettynd tdsmadllisessd ja formaalissa muodossa (Chandrasekaran ym., 1999).
Gruberin (1993) paljon kdytetyn mddritelmdn mukaan ontologia on formaali,
tasmaillinen mddrittely jonkin aihealueen jaetusta kisitteellistyksestd. Tama
tarkoittaa sitd, ettd kasitteisto on koneluettava (formaalius), kdsitteiden tyypit ja
suhteet ovat tasmallisesti mddriteltyja (tdsmallisyys), késitteisto kuvaa useiden
ihmisten kesken jaettua ja hyvdksyttyd informaatiota (jaettu) ja sitd, ettd
ontologia on abstrakti malli jostakin ilmiostd tai aihealueesta (kasitteellistys)
(Gruber, 1993). Tdssd tyossd kdytetddn Gruberin médritelmédd, koska sen on
sanottu parhaiten kuvaavan ontologioiden olemusta (esim. Fensel, 2000).

Tarkempi kuvaus ontologioista on esitetty luvussa kaksi.

Ontologioiden oppiminen tarkoittaa yleisesti ontologioiden automaattista tai

puoliautomaattista =~ muodostamista  saatavilla  olevasta  aineistosta.



Ontologioiden oppimiselle ei kuitenkaan ole olemassa yhtd yleisesti
hyvaksyttyd madritelmad, vaan se késittdd ndkokulmasta riippuen menetelmia
hyvin laajalta alueelta, kuten koneoppimisen, tietimyksen muodostamisen ja
luonnollisen kielen késittelyn alueilta. Ontologioiden oppiminen muodostaa
yhden semanttisen webin kulmakivistd, mutta monialaisen luonteensa vuoksi
sille 16ytyy sovelluskohteita myts muualta. Tarkempi maédrittely ja kuvaus

ontologioiden oppimisesta on esitetty luvussa kolme. (Buitelaar ym., 2005b)

Tiedonlouhinta (data mining, DM) tarkoittaa sidnnonmukaisuuksien etsimista
suuren mddran tietoa sisdltdvdstd aineistosta. Tiedonlouhinnassa etsittavit
sddnnonmukaisuudet ovat implisiittisid, aikaisemmin tuntemattomia, eivatka
helposti ndhtdvissd olevia, mutta kuitenkin potentiaalisesti hyodyllisid. (Chen
ym., 1996) Tiedonlouhinta késitetddn usein osaksi tietdimyksen etsintda
tietokannoista (knowledge discovery in databases, KDD), jolloin tiedonlouhinta
viittaa algoritmeihin ja menetelmiin, joilla tutkittavasta aineistosta pyritdan
tunnistamaan malleja ja sddnnonmukaisuuksia (Cannataro & Comito, 2003).
Téassd tyossd tiedonlouhinta maédritellddn ja rajataan edelld esitetylld tavalla.

Tiedonlouhintaa késitellddn tarkemmin luvussa nelja.

1.2 Tutkimuksen tavoitteet

Tutkimukseen sisédltyy kaksi suurempaa ongelmaa, joista toinen asettuu
pddongelman asemaan ja toinen toissijaiseksi ongelmaksi. Tutkimuksen
pddongelma voidaan muotoilla seuraavasti: Mitid tarkoitetaan ontologioiden

oppimisella? Tamé& ongelma voidaan jakaa seitsemddn osaongelmaan:
1. Mitd ovat ontologiat ja mihin niitd on kéytetty?
2. Mitd tapoja on esitetty ontologioiden muodostamiseksi?
3. Millaisia ovat ontologioiden esityskielet?

4. Mihin ontologioiden oppimismenetelmid on kaytetty?



5. Mitka ovat ontologioiden oppimisen vaiheet?
6. Mitd ontologioiden oppimismenetelmid on tdhdn mennessa kehitetty?
7. Mitéa tyokaluja ontologioiden oppimisen avuksi on kehitetty?

Tutkimuksen toissijainen ongelma voidaan muotoilla seuraavasti: Millainen
tiedonlouhinta-alueen  ontologia  muodostuu  ontologioiden  oppimismenetelmid

kayttimilld? Tama ongelma voidaan jakaa kolmeen osaongelmaan:
1. Mitd tarkoitetaan tiedonlouhinnalla ja mihin sitd on kdytetty?

2. Millaisia tiedonlouhinta-alueen ontologioita on tdhdn mennessd

muodostettu?

3. Millainen tiedonlouhinta-alueen ontologia muodostuu valittuja

oppimismenetelmid kayttamalla?

Tutkimuksen tavoitteena on selvittdd kattavasti, mitd ontologioiden oppiminen
on yleisesti ja mikd on ontologioiden oppimisen tutkimusalueen nykytila.
Lisdksi tapaustutkimusosuuden tavoitteena on selvittdd, mihin valitut

ontologioiden oppimismenetelmit pystyvit kaytannossa.

Padasiallisena tutkimusmenetelménd on késitteellis-teoreettinen tutkimus, jossa
pyritddn vastaamaan tutkimusongelmiin saatavilla olevan kirjallisen aineiston
pohjalta. Kasitteellis-teoreettisen tutkimuksen lisdksi tychon liittyy empiirinen
osuus, jossa valittujen ontologioiden oppimismenetelmien suoriutuminen
kdytannossd selvitetddn tiedonlouhinta-alueen ontologian muodostamisen

yhteydessa.

Ensiksi tutkimuksessa paneudutaan pddongelmaan sen osaongelmien kautta
kirjallisen aineiston pohjalta. Toissijaisen ongelman kasittelyn aluksi selvitetdan
kirjallisen aineiston pohjalta, mitd tiedonlouhinta on yleisesti ja minkalaisia

tiedonlouhinta-alueen ontologioita on tdhdn mennessd muodostettu.



Tutkimuksen empiirinen osuus suoritetaan soveltamalla valittuja, olemassa
olevien = ontologioiden = oppimistytkalujen = tukemia,  ontologioiden

oppimismenetelmid tiedonlouhinta-alueen ontologian muodostamisessa.
1.3 Aikaisempi tutkimus ja keskeiset lihteet

Ontologioiden oppiminen on suhteellisen uusi tutkimusalue, joka pohjautuu
aikaisempaan tutkimukseen tietimyksen esittdmisestd ja muodostamisesta,
ontologioista, koneoppimismenetelmistd, luonnollisen kielen kasittelystd ja

lisdksi moniin muihin aloihin tietdmystutkimuksen alueelta.

Tietdimyksen esittdmisen ja muodostamisen tutkimusalueilla on tehty taustatyo
tietimyksen esittdmiseksi ja muodostamiseksi koneiden ymmartamassa
muodossa. Tdhdn alueeseen liittyvdt myos ontologiat, joita on kisitelty

tarkemmin omassa luvussaan.

Koneoppimisen tutkimusalueella on kehitetty oppivia algoritmeja ja
menetelmid, lisdksi luonnollisen kielen késittelyn tutkimusalueella on kehitetty
menetelmid muun muassa tekstin ymmaértdmiseksi. Naméd tutkimusalueet

yhdessd luovat pohjan ontologioiden oppimismenetelmien kehittdmiselle.

Keskeisimpind ldhteind tdssd tutkimuksessa on kdytetty Maedchen (2002) kirjaa
ontologioiden oppimisesta, sekd Zhoun (2007) kirjoittamaa artikkelia
ontologioiden oppimisen nykytilasta (Zhou, 2007). Molempia néistd ldhteistda on
kaytetty ldapi tutkielman. Muita merkittdvid ldhteitd ontologioista, niiden
muodostamisesta ja esittdmisestd ovat Noyn ja McGuinnessin (2000) artikkeli
ontologioiden muodostamisesta ja Corchon ym. (2003) kirjoittama artikkeli

ontologioiden esityskielista.

Ontologian elementtien oppimisen osalta merkittdvimmat ldhteet Maedchen
(2002) ja Zhoun (2007) lisdksi Buitelaarin ym. (2005) tekstistd tapahtuvaa
ontologioiden oppimisesta kasitteleva artikkeli ja Shamsfardin ja Barforoushin

(2003) kirjoittama artikkeli ontologioiden oppimismenetelmista.
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Ontologioiden arviointia ja ylldpitoa kasittelevdan luvun keskeisimmét ldhteet
ovat Maedchen (2002) ja Zhoun (2007) lisdksi Dellschaftin ja Staabin (2008)
artikkeli ontologioiden arviointimenetelmistd sekd Kietzin ym. (2000) julkaisu

ontologioiden ylldpidosta.

Tiedonlouhintaa kisittelevdssd luvussa keskeisimmadt ldhteet ovat Chenin ym.

(1996) ja Fayyadin ym. (1996) yleisluontoiset artikkelit tiedonlouhinnasta.

Tiedonlouhinta-alueen ontologioita késittelevd luku pohjautuu Cannataron ja
Comiton (2003) julkaisemaan tiedonlouhinta-alueen ontologiaan nimelta
DAMON, Bernsteinin ym. (2005) julkaisemaan IDA-ontologiaan, sekd Lin ym.
(2006)  kirjoittamaan yleisluontoiseen artikkeliin tiedonlouhinta-alueen

ontologioista.
1.4 Tutkimuksen rakenne

Tdtd johdantoa seuraavassa toisessa luvussa Kkaisitellddn ontologioiden
muodostamista maddrittelemdlld ontologia ja ontologioiden muodostamiseen
liittyvat vaiheet. Lisdksi esitellddn keskeisimmit ontologioiden esityskielet ja

kaksi ldhestymistavaltaan erilaista tyokalua ontologioiden muodostamiseksi.

Kolmannessa luvussa kaisitellddn ontologioiden oppimista painottumalla
tekstistd tapahtuvaan ontologioiden oppimiseen. Luvussa kdydddn ladpi
ontologioiden oppimisprosessin yleiset vaiheet sekd erilaiset ontologian
elementtien oppimiseen kehitetyt menetelmdt. Lopuksi esitelldidn kolme

lahtokohdiltaan erilaista ontologioiden oppimisympaéristoa.

Neljannessd luvussa esitetddn, miten ontologioiden oppimismenetelmid on
hyodynnetty ontologioiden arvioinnissa ja yllapidossa. Lisdksi luvussa

esitelldadn nykyisiin ontologioiden oppimismenetelmiin liittyvit haasteet.



11

Viides luku kisittelee tiedonlouhintaa, ja siind esitellddn tiedonlouhinta
yleisesti. Mitd se on, miten sitd on hyodynnetty ja mika osa silld on tietdmyksen

muodostamisessa. Lisdksi esitellddn yleisimmaét tiedonlouhintamenetelmiit.

Seuraavassa luvussa Kkésitellddn tiedonlouhinta-alueen ontologioita ja
tarkastellaan ontologioiden hyodyntamistd tiedonlouhinnassa. Luvussa

esitellddn lisdksi tiedonlouhinta-alueen ontologiat DAMON ja IDA.

Seitsemds luku késittelee ontologioiden oppimismenetelmien soveltamista
tiedonlouhinta-alueen ontologian muodostamiseen. Luvussa esitelldan tehdyn
tapaustutkimuksen kulku, esitellddn saadut tulokset ja analysoidaan ne

vertaamalla niitd olemassa oleviin DAMON ja IDA -ontologioihin.

Tyon viimeinen luku on yhteenveto, jossa kerrataan tutkimuksen tavoitteet ja
esitellddn saadut tulokset. Lisdksi saatuja tuloksia arvioidaan kriittisesti ja

ehdotetaan jatkotutkimuskohteita.
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2 ONTOLOGIOIDEN MUODOSTAMINEN

Zhoun (2007) mukaan ontologiat tarjoavat luotettavan semanttisen pohjan
koneluettavalle digitaalisen sisdllon kuvaamiselle. Ontologioiden avulla
dokumentit voidaan annotoida (annotate) niiden semantiikan, eli merkityksen,
kuvaavalla metatiedolla. Toisin sanoen merkitd dokumentit niiden tietosisaltoa
kuvaavilla symboleilla ja avainsanoilla (tag). Semanttinen metatieto helpottaa
tiedonhakua ja pddttelyiden tekemistd dokumenteista ja tekee tiedosta
yhteensopivaa eri sovellusten vililld. (Zhou, 2007) Tamdn lisdksi Noy ja
McGuinness (2000) esittdvdt ontologioiden mahdollistavan tietdimyskantojen
rakentamisen. Heiddn mukaansa ontologioiden avulla tietimys saadaan
esitettyd ristiriidattomassa muodossa, minkd vuoksi tietimykseen voidaan
tehdd kyselyjd ja tietimyksen pohjalta voidaan tehdd p&dtelmid. Lisdksi he
esittdavdt ontologioiden mahdollistavan myos tietimyksen jakamisen ja
uudelleenkédyton. (Noy & McGuinness, 2000) Tietamykselld tarkoitetaan tdssa
yhteydessd tulkittua tietoa. Edelld esitettyja mukaillen Cimiano ym. (2004)
nostavat ontologioiden kolmeksi keskeisimmaéksi kdyttotavaksi koneiden ja/tai
ihmisten valisen kommunikaation, automaattisen pdittelyn sekd tietimyksen

esittdmisen ja uudelleenkdyton (Cimiano ym., 2004).

Sure (2003) on muodostanut listan sovellusalueista, joilla ontologioita on
onnistuneesti hyddynnetty. Listalta 16ytyvat tietdimystekniikka, tietdmyksen
hallinta, elektroninen kaupankdynti, tiedonhaku ja tiedon integrointi,
webluettelot, &lykkaddt hakukoneet, digitaaliset kirjastot, kayttoliittymien
parannus, ohjelmistoagentit ja liiketoimintaprosessien mallinnus. Listan
perusteella Sure on tehnyt johtopddtoksen, jonka mukaan ontologiat ovat

osoittaneet hyodyllisyytensd hyvin monimuotoisilla sovellusalueilla. (Sure,

2003)
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2.1 Peruskaisitteet

Ontologioista puhuttaessa kdytossd oleva sanasto on varsin kirjavaa. Denny
(2002) on kartoittanut kdytossd olevia késitteitd, ja ne ovat listattuina
suomennoksineen taulukossa 1. Taulukossa olevat termit tarkoittavat karkeasti
ottaen samaa. Asiayhteydestd ja ldhteestd riippuen termien tarkoitus kuitenkin

hieman vaihtelee. (Denny, 2002)

TAULUKKO 1 Ontologioihin liittyvét kasitteet (Mukaillen Denny, 2002, 1)

Ontologian elementti Termit
Késite (Concept) luokka (class), kategoria (category), tyyppi (type), joukko (set),
asia (thing), kokonaisuus (entity)
IImentymaé (Instance) yksilo (individual), resurssi (resource), laajennus (extension),
kuvaus (description), olio (object)
Relaatio (Relation) yhteys (relationship), ominaisuus (property), funktio (function),

lokero (slot), attribuutti (attribute), assosiaatio (association), piirre
(feature), predikaatti (predicate)

Taksonomia hierarkia (hierarchy), luokkahierarkia (class hierarchy)
(Taxonomy)
Aksiooma (Axiom) sddanto (rule), rajoite (constraint), padttelysdanto (inference rule)

Tdssd tyossd kdytetddan Maedchen (2002) kdyttdimdd sanastoa mukailevaa
sanastoa. Kun puhutaan yleisesti ontologian sisdltamistd asioista, kdytetdan
sanaa kdsite. Yleisesti kasitteiden vdélisistd yhteyksistd puhuttaessa kdytetdan

sanaa relaatio.

Kasitteiden muodostamasta hierarkiasta kaytetddn nimitystd taksonomia.
Taksonomia termilld tarkoitetaan tdssd tyossd siis hierarkkista luokittelua.
Ontologian sisdltamé&t késitteet jakautuvat luokkiin, ilmentymiin ja
ominaisuuksiin. Taksonomiaksi jadrjestetyt késitteet ovat luokkia. Luokka voi
sisdltdd ominaisuuksia ja ominaisuuksille voidaan asettaa rajoitteita. Ilmentymuiit
ovat taksonomian alimmalla tasolla olevia luokkien ilmentymid, joissa luokissa
maddritellyille ominaisuuksille on annettu arvot. Puhuttaessa taksonomian
sisdisistd relaatioista kdytetddn sanaa taksonominen relaatio, ja kun tarkoitetaan
taksonomian ulkopuolisia relaatioita, kdytetddn sanaa funktio. Tdssd tyossd

aksioomiksi ~ kutsutaan ontologian sisdistd rakennetta rajoittavien ja
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muokkaavien, aina tosien, sddnttjen lisdksi ontologiasta tehtdvan péddttelyn

mahdollistavia paattelysaantoja.

Tdssd luvussa maddritellddn ontologioiden muodostusprosessin vaiheet ja
esitellddn kdytossd olevia ontologioiden esityskielid. Lisdksi esitetddn kaksi
erilaista tyokalua ontologioiden muodostamiseen, muokkaukseen ja

kisittelemiseen.

2.2 Ontologian rakenne

Ontologian rakenteelle ei ole olemassa yhtd yleisesti hyvaksyttyd madritelmaa.
Yksi kdytetyimmistd maddritelmistd ontologian rakenteelle on OKBC-
tietdmysmalli. OKBC-tietimysmalli on hyvin yleinen esitystavasta riippumaton
malli tietimyksen esittamiselle. Muut tietimyksen esitystavat voivat melko
vapaasti laajentaa tai rajoittaa OKBC-tietdimysmallia haluamaansa muotoon.
(Chaudhri ym., 1998) Seuraavaksi esitetyt kaksi uudempaa maéédritelmaa
laajentavat tdtd olemassa olevaa mddritelmdd. Gémez-Pérez ja Corcho (2002)
maddrittelevét artikkelissaan ontologian koostuvan viidestd osasta, taksonomian
muodostavista kasitteistd, niiden ilmentymistd, taksonomisista relaatioista,

funktioista ja aksioomista (Gémez-Pérez & Corcho, 2002).

Gomez-Pérez ja Corcho tarkoittavat kasitteelld mitd tahansa kuvattavissa olevaa
asiaa. Asia voi olla konkreettinen tai abstrakti, olemassa oleva tai olematon,
kappale, olento, toiminta tai tapahtuma. Késitteet muodostavat taksonomian,
joka koostuu yldluokista (superclasses), alaluokista (subclasses) ja ilmentymistd,
jotka ovat hierarkian alimmaisena. Késitteeseen liittyy yleensd joitakin
ominaisuuksia, joilla on jokin arvo (value). Taksonomisilla relaatioilla ja
funktioilla he tarkoittavat ndiden ominaisuuksien vdlisida yhteyksid, sekd
aksioomilla lauseita, jotka ovat aina tosia. Aksioomien avulla pystytdan
rajaamaan ja todentamaan tietoa tai luomaan deduktiivisesti uutta. (Goémez-

Pérez & Corcho, 2002)
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Maedche (2002) esittdd kirjassaan formaalimman maddritelmdn ontologian
rakenteelle. Hadn erottaa ontologian rakenteen O ja siihen liittyvdn sanaston L

toisistaan  kaksikoksi (O,L). Ontologian  rakenne on  viisikko
O:={C,R,H,rel,A°}, jossa C tarkoittaa ksitteiden joukkoa, R relaatioiden

joukkoa, H¢ kisitteiden muodostamaa taksonomiaa, rel funktioita, jotka

yhdistdva Kasitteitd epataksonomisesti ja A° aksioomien joukkoa. (Maedche,

2002)

Sanaston Maedche (2002) madrittelee nelikkona L:={L®, L%, F,G}, jossa L°

tarkoittaa kisitesanastoa, L%, relaatiosanastoa, F funktiota, joka kuvaa
kédsitesanaston termin ontologian kaisitteeksi, ja G funktiota, joka kuvaa
relaatiosanaston termin ontologian relaatioksi. Tassd yhteydessd termillad

tarkoitetaan yhdestd tai useammasta sanasta koostuvaa kokonaisuutta.

Maedchen (2002) mukaan toisistaan erillisten ontologian rakenteen ja sanaston
ansiosta yksi ontologian rakenteen kasite tai relaatio voi viitata useaan sanaston
alkioon ja yksi sanaston alkio useaan kaisitteeseen tai relaatioon. Né&din
ontologioista saadaan kieliriippumattomia. Tamd mahdollistaa lisdksi sen, ettd
esimerkiksi sanaston sana “kuusi” voi viitata ontologiassa A numeroon ja

ontologiassa B havupuuhun.

2.3 Ontologioiden luokittelu

Ontologioita voidaan luokitella usealla eri tavalla kédyttden erilaisia
luokittelumenetelmid. Tdssd luvussa esitetddn niistd kaksi. Ensimmdinen
esiteltdva luokittelumenetelmd on Guarinon (1998) menetelmd, jossa ontologiat
luokitellaan niiden sisédltdmien kisitteiden yleisyyden perusteella, ja toinen
esiteltdavd luokittelumenetelmd on van Heijstin ym. (1997) menetelmd, jossa
luokittelu tapahtuu ontologian sisdltdmien késitteiden muodostamien

rakenteiden maaran ja tyypin mukaan.
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ontologioihin (top-level ontologies), aihealuekohtaisiin ontologioihin (domain
ontologies),  tehtdvdkohtaisiin ~ ontologioihin  (task  ontologies) ja
sovelluskohtaisiin ontologioihin (application ontologies). Guarinon (1998)
mukaan korkean tason ontologiat kuvailevat hyvin yleisid késitteitd kuten aika,
tila, tapahtuma eivéatka ole sidoksissa mihink&dn ongelmaan tai aihealueeseen.
Muun muassa van Heijst ym. (1997) ovat kayttdneet korkean tason
ontologioista myos nimityksid perustaontologiat (foundational ontologies) ja

kuvausontologiat (representation ontologies).

Korkean tason ontologia

AR

Aihealuekohtainen ontologia Tehtédvikohtainen ontologia

N 7

Sovelluskohtainen ontologia

KUVIO 1 Luokitellut ontologiat ja niiden viliset suhteet (Mukaillen Guarino, 1998, 10).

Guarinon (1998) mukaan aihealuekohtaiset ja tehtivikohtaiset ontologiat kuvailevat
johonkin tiettyyn aihealueeseen (esimerkiksi lddketiede tai 6ljyntuotanto) tai
toimintaan (esimerkiksi diagnosointi tai oljynporaus) littyvat kasitteet ja
sanaston erikoistamalla korkean tason ontologian sisdltamid kasitteita.
Sovelluskohtaiset ontologiat ovat kaikkein erikoistuneimpia ontologioita. Ne
erikoistavat molempien, sekd aihealuekohtaisten ettd tehtdvdkohtaisten
ontologioiden sisdltamid késitteitd jonkun tietyn sovellusalueen ontologiaksi

(esimerkiksi varaosa). (Guarino, 1998)

Van Heijst ym. (1997) ovat esittdineet my6s hyvin samankaltaisen
luokittelumenetelmidn kuin Guarino, mutta he korvaavat luokittelussaan
Guarinon tehtdvdkohtaiset ontologiat yleisluontoisilla ontologioilla (generic

ontologies) (KUVIO 2). Van Heijstin ym. mukaan yleisluontoiset ontologiat
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sisdltavat kasitteellistyksid esimerkiksi toiminnoista, komponenteista ja
tapahtumista, jotka ovat yhteisid useiden aihealuekohtaisten ontologioiden
kesken. Muut eroavaisuudet ovat ainoastaan erilainen luokkien nimedminen.

(van Heijst ym., 1997)

Van Heijst ym. ovat esittaneet my6s toisen enemmén Guarinon luokittelusta
eroavan luokittelumenetelmdn. Siind he luokittelevat ontologiat kolmeen
luokkaan: terminologisiin  ontologioihin  (Terminological ontologies),
informaatio-ontologioihin ~ (information  ontologies) ja  tietimyksen

mallinnusontologioihin (knowledge modeling ontologies). (van Heijst ym.,

1997)

Kuvausontologia
Aihealuekohtainen ontologia Yleisluontoinen ontologia

AN 7

Sovelluskohtainen ontologia

KUVIO 2 Ontologialuokat ja niiden viliset suhteet (van Heijst ym., 1997).

Van Heijstin ym. (1997) mukaan terminologiset ontologiat tarkoittavat sanastoja,
jotka sisdltdvdat johonkin aihealueeseen liittyvdn sanaston. Tallaisena
ontologiana voidaan pitdd esimerkiksi WordNet!:id, joka on englannin kielen
sanoista ja niiden vélisistd yhteyksistd koostuva tietokanta. (van Heijst ym.,
1997) Omelayenko (2001) on kayttanyt terminologisista ontologioista samassa
merkityksessd my0s nimitystd luonnollisen kielen ontologiat (natural language

ontologies) (Omelayenko, 2001).

1 http:/ /wordnet.princeton.edu/
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Van Heijstin ym. (1997) mukaan informaatio-ontologiat ovat tiedon luokitteluja.
Heiddn mukaansa esimerkiksi tietokantamerkintdjen vdiliset suhteet
maédrittelevda ontologia kuuluu tdhdn luokkaan. Van Heijstin ym. tietimyksen
mallinnusontologiat ovat johonkin aihealueeseen liittyvdn tietdimyksen
kasitteellistyksid. Heiddn mukaansa ne eroavat informaatio-ontologioista
monipuolisemman sisdisen rakenteensa avulla. Van Heijstin ym. mukaan
tietimyksen mallinnusontologiat on usein suunniteltu kaytettaviksi juuri silld

aihealueella, jota niiden sisdltama tietamys kuvaa. (van Heijst ym., 1997)
24 Ontologioiden muodostusprosessi

Ontologioiden manuaaliseksi muodostamiseksi on olemassa useita erilaisia
menetelmid, eikd niistd voi Noy ja McGuinnessin (2000) mukaan nostaa yhta
muiden yldpuolelle. Heiddn mukaansa menetelmdn valinta riippuu
toteutettavan ontologian aihealueesta ja siitd, mihin tarkoitukseen sitd ollaan
rakentamassa (Noy & McGuinness, 2000). Ontologioiden muodostamisen
avuksi on kuitenkin esitetty yleisid suunnitteluperiaatteita, jotka voidaan ottaa
huomioon valitusta ontologian muodostustavasta riippumatta. Gémez—Pérezin
(1998) on esittanyt kuusi suunnitteluperiaatetta, jotka ovat selkeys ja
objektiivisuus (clarity and objectivity), tdydellisyys (completeness), yhtendisyys
(coherence),  maksimaalinen  laajennettavuus  (maximal = monotonic
extendibility), minimaalinen ontologinen sitoutuneisuus (minimal ontological
commitment) ja ontologinen erottaminen (ontological distinction)

(Goémez—Pérez, 1998, 2).

* Selkeys ja objektiivisuus: Ontologian sisdltima informaatio taytyy
olla tasmadllisesti ja objektiivisesti ilmaistu.

+ Taydellisyys: Ontologian tdytyy sisdltdd kaikki tarvittava tieto sen
sisdltdmédn informaation ymmartamiseksi.

* Yhtendisyys: Ontologian sisdltimdstd informaatiosta tdytyy pystyd
tekemddn johdonmukaisia paattelyja.
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* Maksimaalinen laajennettavuus: Ontologiaan tdytyy pystyd
lisddmdan uusia késitteitd ilman, ettd sielld jo oleviin tdytyy tehda
muutoksia.

* Minimaalinen ontologinen sitoutuneisuus: Ontologia taytyy
muodostaa niin pienelld joukolla aksioomia kuin mahdollista.

* Ontologinen erottaminen: Kaikki ontologian sisaltamat kasitteet, jotka
voidaan erottaa toisistaan, taytyy erottaa omiksi kasitteiksi.

Fernandez-Lopez  (1999) on esittinyt sovellettavaksi ontologioiden
muodostuksessa  IEEE:n  standardia IEEE  1074-1995  ohjelmistojen
kehitysprosessista (IEEE, 1996). Han erottaa ontologian muodostusprosessiin
liittyvistd toiminnoista projektinhallintaan liittyvadt toiminnot, varsinaiseen
ontologian muodostukseen liittyvdat toiminnot sekd kiintedt apu- ja

tukitoiminnot (KUVIO 3). (Fernandez-Loépez, 1999)

Ontologioiden muodostusprosessi

Projektinhallinta - Muodostus toiminnot Kiinteit toiminnot
toiminnot
Esimuodostus . .
! Tietamyksen hankinta
Suunnittelu Kartoitus Arviointi
Kontrollointi L.
Dokumentointi
Laadunvarmistus Muodostus . . .
Konfiguraationhallinta
Vaatimukset
Suunnittelu
Toteutus
Jilkimuodostus
Yllapito

KUVIO 3 Ontologioiden muodostusprosessiin liittyvit toiminnot (Fernandez-Lopez, 1999).

Fernandez-Lépezin mukaan projektinhallintatoiminnot sisdltdvat ontologian
muodostusprosessin  ldpivientiin  liittyvat  projektitoiminnot:  projektin
suunnittelu, etenemisen seuranta ja kontrollointi sekd laadunvarmistus. Héanen

mukaansa projektitoimintojen tarkoitus on luoda ontologian muodostukselle
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riittdavd hallinnointi sen onnistuneen ldpiviennin takaamiseksi. (Fernandez-

Lopez, 1999)

Fernandez-Lopez jakaa muodostustoiminnot edelleen kolmeen osaan,
esimuodostusvaiheeseen, muodostusvaiheeseen ja jalkimuodostusvaiheeseen.
Esimuodostusvaiheessa kartoitetaan muodostettavan ontologian toteutettavuus
ja ympadristo. Muodostusvaiheessa laaditaan vaatimusmaéarittely ja sen pohjalta
tarvittavat suunnitelmat ontologian toteuttamiseksi, ja vaiheen lopuksi
toteutetaan ontologia valitulla ontologian esityskielelld. Muodostusvaiheen
jdlkeen on jalkimuodostusvaihe, joka sisdltdd ontologian asennuksen, kdyton ja

yllapidon. (Fernandez-Lopez, 1999)

Fernandez-Lépezin mukaan kiintedt toiminnot sisdltdavdt muodostuksen
etenemiseen kiintedsti liittyvat apu- ja tukitoiminnot, jotka ovat mukana koko
ontologian muodostusprosessin ajan. Hanen mukaansa kiinteisiin toimintoihin
kuuluu tietimyksen hankinta, ontologian arviointi, dokumentointi ja

ontologian konfiguraationhallinta. (Fernandez-Loépez, 1999)

Fernandez-Lopezin ndkokulmasta poiketen Noy ja McGuinness késittavit
ontologioiden muodostusprosessin hiukan suppeammin ja jakavat sen
seitsemddn osaan, jotka kattavat edelld esitetyn Ferndndez-Lopezin
muodostusprosessin esimuodostusosan sekd muodostusosan. Namé seitseman
osaa ovat: ontologian aihealueen ja laajuuden selvittiminen, olemassa olevien
ontologioiden  hyddyntdmismahdollisuuden selvittdminen, ontologiassa
kaytettavien kasitteiden listaus, taksonomian muodostus, késitteisiin liittyvien
ominaisuuksien maéaérittely, ominaisuuksiin liittyvien rajoitteiden madérittely ja
ilmentymien = muodostaminen. Noyn ja  McGuinnessin  ontologian
muodostusprosessi etenee iteratiivisesti aloittaen karkeasta ontologian
hahmotelmasta, jota tarkennetaan ja laajennetaan prosessin edetessd, kunnes

ontologia on valmis. (Noy & McGuinness, 2000)
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Noyn ja McGuinnessin menetelmédssd ontologian muodostus aloitetaan
kartoittamalla ontologian aihealue ja laajuus, jotka saadaan selville vastaamalla
Mihin ontologiaa tullaan kéyttamdan? Minkd tyyppisiin kysymyksiin
ontologian sisdltamén informaation tdytyy pystyd antamaan vastaus? Kuka tai
ketkd ovat ontologian kayttdjat ja yllapitdjat? Heiddn mukaansa vastaukset
ndihin kysymyksiin voivat muuttua ontologian muodostusprosessin aikana,
mutta ovat silti merkittdvd apu ontologian laajuuden rajaamisessa. (Noy &

McGuinness, 2000)

Kun ontologian aihealue ja laajuus on tiedossa, Noyn ja McGuinnessin mukaan
on jarkevad selvittdd, millaisia ontologioita on jo olemassa ja voidaanko jotakin
niistd jatkokehittdd tai laajentaa kattamaan aihealueen, johon ontologiaa ollaan
muodostamassa. Heiddn mukaansa olemassa olevien ontologioiden
hyddyntaminen voi olla valttamatontd, jos jarjestelmén, johon ontologiaa ollaan
muodostamassa, tdytyy kyetd toimimaan yhdessd muiden jadrjestelmien kanssa,
jotka kayttavat jo valmiiksi jotakin tiettyd ontologiaa. (Noy & McGuinness,
2000)

Noyn ja McGuinnessin ontologian muodostusprosessin seuraava vaihe on
ontologiassa kdytettdvien kasitteiden listaus. Tavoitteena on luoda kattava lista
késitteistd, joita ontologian halutaan kasittelevan valittamattd vield tdssa
vaiheessa kaisitteiden vilisistd pddllekkdisyyksistd, taksonomiasta tai
relaatioista. Noyn ja McGuinnessin mukaan listaa voi ldhted luomaan
esittdamalld seuraavat kysymykset: Mistd kisitteistd ontologiassa halutaan
kertoa? Mitd ominaisuuksia ndilld késitteilld on? Mitd nédistd késitteistd halutaan

kertoa? (Noy & McGuinness, 2000)

Késitteiden listauksen jdlkeen Noyn ja McGuinnessin (2000) menetelméassa
maddritellddn luokkien vilinen taksonomia. Taksonomian luontia ja luokkien

valintaa késitteiden joukosta on vaikea erottaa toisistaan, vaan ne etenevit



22

rintarinnan toisiaan tukien. Taksonomian luonti on yksi keskeisimmista
ontologian muodostusprosessin vaiheista ja sen toteuttamiseen on kolme
erilaista ldhestymistapaa, osittava (top-down), kokoava (bottom-up) ja ndiden
kahden yhdistelmd (middle-out). Osittavassa taksonomian muodostustavassa
ensimmadiseksi tarkasteluun otetaan kaikkein yleisin luokka, jonka alle aletaan
liittdd sen alaluokkia kohti tdsmillisempid luokkia. Kokoavassa
muodostustavassa ldhdetddn kaikkein tdsmallisimmistd luokista kokoamalla
niitd yleisemmiksi luokiksi. Nditd kahta yhdistdvassda menetelméssa valitaan
ontologian kannalta kaikkein keskeisimmit luokat, joita ldhdetddn seka
tarkentamaan ettd yleistimddn. Noyn ja McGuinnessin mukaan eri
muodostustavoilla ei ole eroa lopputuloksen suhteen, vaan ontologian kehittaja
voi valita omaa ajattelutapaansa parhaiten vastaavan muodostustavan. (Noy &

McGuinness, 2000)

Luokkien ja taksonomian muodostamisen jilkeen luodaan luokkien sisdinen
hierarkia maédrittelemdlld kuhunkin luokkaan liittyvdt ominaisuudet. Noyn ja
McGuinnessin mukaan ominaisuus liittyy aina johonkin luokkaan ja periytyy
kaikille sen aliluokille. Sen vuoksi ominaisuus tdytyy madritelld yleisimmassa
luokassa, jolla kyseinen ominaisuus voi olla. (Noy & McGuinness, 2000)
Esimerkiksi luokka ”Auto” voisi sisdltdd ominaisuudet “merkki”, “malli”,

V4 . *J7 * V4 . /4
vuosimalli” ja ”vari”.

Kun luokkien ominaisuudet on maédritelty, maddritellaan Noyn ja McGuinnessin
menetelmdssd ominaisuuksille rajoitteet. Jokaisella ominaisuudella on tyyppi
(type), sallitut arvot (range) ja kardinaalisuus (cardinality). Tyyppi mddras,
minkd tyyppisid arvoja ominaisuus voi saada. (Noy & McGuinness, 2000)
Esimerkiksi edellisen kohdan ”vuosimalli” voi saada arvokseen ainoastaan
kokonaislukuja. Sallitut arvot rajoittavat arvoalueen, jolta ominaisuus voi saada
arvoja. Esimerkiksi “vuosimalli” -ominaisuuden arvoalue voidaan rajata vélille
0000-9999, jossa 0000 on pienin sallittu arvo ja 9999 suurin sallittu arvo.

Kardinaalisuus rajoittaa yhden luokan johonkin ominaisuuteen liittyvien arvojen
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lukumddran (Noy & McGuinness, 2000). Esimerkiksi auto voi olla ainoastaan
yhtd vuosimallia kerrallaan, joten ”vuosimalli” ominaisuuden kardinaalisuus

voidaan rajoittaa yhteen.

Noyn ja McGuinnessin menetelmdn viimeisessd vaiheessa luodaan luokkien
yksittdiset ilmentymét. Ilmentymdn mdérittely koostuu kolmesta vaiheesta.
Ensin valitaan luokka, josta ilmentymd halutaan luoda, luodaan ilmentyma ja
syotetddn arvot ilmentymdn ominaisuuskenttiin. Ontologian ilmentymien

luontia kutsutaan usein myos ontologian populoinniksi. (Noy & McGuinness,

2000)
2.5 Ontologioiden esityskielet

Koska ontologiat ovat luonteeltaan formaaleja ja hyvin maériteltyjd, Corchon ja
Goémez—Pérezin (2000) mukaan vaaditaan nditd ominaisuuksia myos
ontologioiden esityskieliltd. Antoniou ja van Harmelen (2003) méérittelevat viisi
merkittdvintd vaatimusta ontologioiden esityskielille. Ne ovat: hyvin madritelty
syntaksi, hyvin maddritelty semantiikka, tuki tehokkaalle paittelylle, riittava
ilmaisuvoima ja ilmausten vakuuttavuus (Antoniou & van Harmelen, 2003).
Ontologioiden toteuttamisessa on kaytetty laajaa joukkoa paradigmaltaan ja
ominaisuuksiltaan hyvin erilaisia ontologioiden esityskielid. Corcho ja
Gomez—-Pérez (2000) jakavat ne karkeasti kahteen p&ddjoukkoon, joista toinen
sisdltdd niin sanotut perinteiset ontologioiden esityskielet ja toinen

webpohjaiset esityskielet. Nditd kahta késitellddn seuraavissa alakohdissa.

2.5.1 Perinteiset esityskielet

Corchon ja Gomez—Pérezin (2000) mukaan perinteisiin ontologioiden
esityskieliin voidaan lukea sekalainen joukko erilaisia kielid, jotka voivat
perustua muun muassa kehyksiin (frame-based), kuvauslogiikkaan (description

logic) tai laajennettuun ensimmadisen kertaluvun predikaattilogiikka (first-order
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predicate calculus). Heiddn mukaansa perinteisid kielid yhdistdd se, ettd ne on

kehitetty ennen Internetin valtakautta ja nykyisid webteknologioita.

Corchon ja Goémez-Pérezin (2000) mukaan olemassa olevista kielista
kehyspohjaisiin kieliin voidaan laskea F-Logic (Kifer ym., 1990) ja Ontolingua
(Gruber, 1992), kuvauslogiikkakieliin LOOM (Brill, 1993) ja laajennettuihin
ensimmadisen kertaluvun predikaattilogiikkakieliin CycL (Cycorp Inc., 2002) ja
KIF (Genesereth & Fikes, 1992). Heiddn mukaansa ndiden mainittujen kielien
lisdksi on olemassa vield useita muita perinteisiksi ontologioiden esityskieliksi
laskettavia kielid. Esittelen seuraavaksi hiukan tarkemmin CycL-kielen. (Corcho

& Gomez—Pérez, 2000)

Cycorp Inc.:n (2002) mukaan CycL on formaali deklaratiivinen ontologioiden
esityskieli, joka pohjautuu predikaattilogiikkaan ja Lisp-
logiikkaohjelmointikieleen. CycL:n syntaksi on johdettu ensimmadisen
kertaluvun predikaattilogiikasta, jota se laajentaa toisen kertaluvun
predikaattilogiikan késitteilld. CycL-kielen sanasto voidaan jakaa vakioihin
(constants), muuttujiin (variables), relaatioihin (predicates), funktioihin
(functions) ja muutamiin muihin objekteihin. Objekteja voidaan yhdistdd

ilmauksiksi, jotka yhdessd muodostavat tietimyskannan sisdllon. (Cycorp Inc.,

2002)

Luokkien nimet alkavat #$ merkkiyhdistelmalld, eikd tietamyskannassa voi olla
kahta samannimistd luokkaa. Yksittdinen luokka voi siis olla nimeltdan
esimerkiksi #$Gasoline , #$Finland tai #$Flower . Totuusfunktioiden nimet
alkavat aina pienelld kirjaimella, eli ovat muotoa #$isSmall . Funktioiden nimet
alkavat isoilla kirjaimilla ja pddttyvat kirjain yhdistelmdan “Fn”, esimerkiksi

#$FruitFn . (Cycorp Inc., 2002)

CycL-kielen tarkeimmiit relaatiot ovat #$isa ja #$genls . #$isa kertoo, kuuluuko
jokin asia johonkin luokkaan, ja #$genls, onko joku luokka jonkun toisen

luokan aliluokka. Informaation kuvaamiseen kaytetddn CycL-lauseita.
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Lauseissa relaatio on aina ensimmadisend. Esimerkiksi (#$isa #$Finland
#$Country)\; “Suomi kuuluu luokkaan Maa” ja (#$genls #S$Flowers

#$Plants)\;  “Kaikki kukat ovat kasveja”. (Cycorp Inc., 2002)

Lauseissa voi olla my6s muuttujia. Muuttujat alkavat ”?”-merkilld. Kayttamalla

muuttujia saadaan luotua aksioomia. Esimerkiksi seuraava koodi:

(#$implies
(#$and

(#S$isa 20BJ ?SUBSET)

(#$genls ?SUBSET ?SUPERSET))
(#$isa 20BJ ?SUPERSET))

tarkoittaa aksioomaa: "Jos muuttuja OBJ kuuluu kokoelmaan SUBSET ja
SUBSET on SUPERSEM alikokoelma, niin OBJ kuuluu myos kokoelmaan
SUPERSET. (Cycorp Inc., 2002)

Matuszekin ym. (2006) mukaan CycL-kieltd kéaytetddn pddasiassa Cyc-
projektissa, jonka tavoitteena on kehittdd yleisen arkitietimyksen (common
sense) sisdltdvad ontologia. Cyc-projektin tietdmyskannassa on ollut Matuszekin
ym. artikkelin kirjoitushetkelld vuonna 2006 yli 250 000 késitettd ja yli 2.2
miljoonaa niiden avulla formaalisti ja aksiomaattisesti muodostettua ja
jarjestettyd vditettd. Cyc-projekti on vield titd tutkielmaa kirjoittaessa kdynnissa

ja tietdmyskannan koko kasvussa. (Matuszek ym., 2006)

2.5.2 Web-pohjaiset esityskielet

Corchon ym. (2003) mukaan internetin yleistyminen on johtanut web-
pohjaisten ontologioiden esityskielten kehitykseen. Heiddn mukaansa web-
pohjaiset ontologioiden esityskielet eroavat perinteisistd ontologioiden
esityskielistd siind, ettd ne yhdistdviat perinteisten esityskielten ominaisuuksia
web-kieliin. Ontologioiden esityksen kannalta keskeisimmét web-kielet ovat
XML (eXtensible Markup Language) (kts. Bray ym., 2006) ja RDF (Resource

Description Framework) (kts. Manola ym., 2004) sekd niiden laajennukset XML-
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Schema (kts. Fallside & Walmsley, 2004) ja RDF-Schema (kts. Brickley & Guha,
2004).

Kuviossa 4 on esitetty ontologioiden esityskielid ja niiden vilisid suhteita
kronologisesti vasemmalta oikealle ja alhaalta ylos. Corchon ym. mukaan XML-
kielelld ei itsellddn varsinaisesti pystytd esittdméadn ontologioita, vaan se toimii
perustana useille ontologioiden esityskielille. Heiddn mukaansa suurin osa
web-pohjaisista ontologioiden esityskielistd pohjautuu syntaksiltaan XML-

kieleen. (Corcho ym., 2003)

OIL | DAML+OIL OWL

SHOE OML XOL RDF(S)
(XML) RDF

XML

KUVIO 4 XML-pohjaiset ontologioiden esityskielet (Mukaillen Gémez-Pérez & Corcho, 2002, 55
ja Corcho ym., 2003, 55).

Corchon ym. mukaan SHOE-kieltd (Simple HTML Ontology Extension) (kts.
Luke & Heflin, 2000) voidaan pitdd yhtend ensimmadisistd web-pohjaisista
ontologioiden esityskielistd. Se on laajennus HTML-kieleen, jonka avulla
HTML-dokumentteihin voidaan lisdtd koneluettavaa semanttista informaatiota.
Viimeisin versio SHOE-kielestd on yhteensopiva myds XML:n kanssa. OML
(Ontology Markup Language) pohjautuu osittain SHOE-kieleen. (Corcho ym.,
2003)

Corchon ym. (2003) mukaan XOL (XML-based Ontology Exchange Language)
(kts. Karp ym., 1999) pohjautuu OML- ja Ontolingua-kieliin ja sen syntaktinen
perusta on XML-kieless4. Heid&n mukaansa XOL-kielen
suunnitteluldhtokohtana on ollut pyrkimys kehittdd yleispateva ontologioiden
kuvauskieli, mutta se kehitettiin kuitenkin alun perin bioinformatiikan

tarpeisiin.
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Corchon ym. mukaan RDF on kehitetty WWW-sivujen metatiedon
kuvaamiseen. Sen laajennus RDEF-Schema lisdd kieleen kehyspohjaisia
ominaisuuksia, jotka mahdollistavat kasitteiden vilisten suhteiden kuvaamisen.
RDF- ja RDF-Schema kielten yhdistelméd tunnetaan nimelld RDF(S). Corchon
ym. mukaan RDF(S) on melko suppea kieli ja sisdltdd ominaisuudet ainoastaan
kasitteiden, niiden vdlisten binddristen relaatioiden ja taksonomian

muodostamiseksi. (Corcho ym., 2003)

Corchon ym. mukaan OIL (Ontology Inference Layer) (kts. Horrocks ym., 2000)
laajentaa RDF(S) kieltd kehyspohjaisella ldhestymistavalla ja kuvauslogiikalla,
joiden avulla kieleen saadaan kayttoon kuvauslogiikan tarjoama formaali
semantiikka ja pddttelyominaisuudet sekd kehyspohjaisen ldhestymistavan
tarjoamat suunnittelumallit. DAML+OIL (kts. van Harmelen ym., 2001) on
Euroopassa kehitetyn OIL-kielen ja Yhdysvalloissa kehitetyn DAML-ONT -
kielen (DARPA Agent Markup Language) (kts. Stein ym., 2000) yhdistelmg,
joka eroaa OlL-kielestd ldhinnd RDF(S) syntaksin kaytossd. Kielessd on
ominaisuudet kisitteiden, niiden vilisten bindaristen relaatioiden, taksonomian

ja funktioiden kuvaamiseksi. (Corcho ym., 2003)

Heflinin (2007) mukaan OWL (Web Ontology Language) (kts. Dean &
Schreiber, 2004) on W3C:n Web ontologia -tyoryhmén (Web Ontology Working
Group) kehittama DAML+OIL -kieleen pohjautuva ontologioiden esityskieli.
OWL on ollut W3C:n suositus web-pohjaiseksi ontologioiden mallinnuskieleksi
vuodesta 2004 asti. Syntaktisesti OWL-kielelld kuvattu ontologia on validi RDF-
dokumentti ja siten myos validi XML-dokumentti. Kielen semanttinen perusta

on kuvauslogiikassa. (Heflin, 2007)

Heflinin (2007) mukaan OWL:sta on olemassa kolme versiota. Ensimmdinen on
OWL Full, joka siséltdd kielen kaikki ominaisuudet. Toisena vaihtoehtona OWL
DL, joka sisdltdd myos kaikki kielen rakenteet, mutta joka on rajoitettu

mahdollisimman hyvien pddttelyominaisuuksien saavuttamiseksi.
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Rajoittaminen aiheuttaa kuitenkin sen, etti OWL DL ei ole tdysin yhteensopiva
RDEF-kielen kanssa. Kolmas kielen versio on OWL Lite, joka on kielen versioista
kaikkein rajoitetuin. Se sisdltdad lahinnd taksonomiaominaisuuden ja muutamia
yksinkertaisia rajoitusominaisuuksia. Heflinin mukaan rajoittuneisuutensa
takia se on kaikista helpoimmin ymmarrettdvissd ja toteutettavissa oleva versio,

mutta samalla silld on kaikkein suppein ilmaisuvoima. (Heflin, 2007)

2.6 Tyokalut

Dennyn (2004) tekemdn tutkimuksen mukaan ontologioiden muodostamisen ja
muokkaamisen helpottamiseksi on kehitetty yli yhdeksdankymmentd erilaista
tyokalua tutkimusalan nuoruudesta huolimatta. Ontologioiden kehitt&jdlld on
valittavanaan erilaisia kaupallisia, avoimen ldhdekoodin alaisia ja tdysin
vapaasti jaettavia ja muokattavia tyokaluja vastaamaan kunkin omia tarpeita.
(Denny, 2004) Tassd kohdassa esitellddn niistd kaksi, Ontolingua ja Protégé.
Ontolingua valittiin esiteltdavaksi, koska se on vanha, edelleen toiminnassa
oleva tyokalukokoelma, jossa on kattava tuki perinteisille ontologioiden
esityskielille. Ontolinguan vastapainoksi valittiin Protégé, koska se on laajassa
kaytossd oleva, liitanndisid ja web-pohjaisia ontologioiden esityskielid tukeva,

pitkdlle kehitetty ontologioiden kehitystyokalu.
Ontolingua

Ontolingua on Stanfordin Yliopiston tietdmysjdrjestelmalaboratoriossa
(Knowledge System Laboratory, KSL) kehitetty ensimmdinen ontologioiden
kasittelyyn tarkoitettu tyokalu. Ontolingua on tyokalu- ja palvelukokoelma,
joka auttaa ontologian  kehittdjad muodostamaan jaettavissa ja
uudelleenkdytettdvissdi olevia ontologioita. Ontolinguan tyokalu- ja
palvelukokoelmaan kuuluu Ontolingua-kieli, joka pohjautuu KIF-kieleen ja
Frame Ontology -tekniikkaan, Webster -yhtdlon ratkaisin, OKBC -palvelin, joka
mahdollistaa ontologioiden etdkdyton ja muokkauksen, Chimaera -tyokalu,

joka mahdollistaa ontologioiden yhdistelyn, sekd paljon muita tyokaluja ja
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palveluja. Ontolinguassa on web-pohjainen kayttoliittymd, jonka kautta
kayttgjallda on pddsy uudelleenkdytettdvien ontologioiden kirjastoon. Lisdksi
Ontolingua sisdltdd editorin ontologioiden muodostamista, muokkausta ja
selaamista varten sekd useita kaddntdjia ontologioiden kadntamiseksi eri
esityskielille. Tuettuja kielid ovat muun muassa KIF, Prolog, LOOM, COBRA,
IDL ja Epikit. Ontolingua on kehitetty ldhinnd tieteellisistd ldhtokohdista
tutkimustarkoitukseen, ja silldi on hyvin vahva suhde sen kayttamé&an

samannimiseen kieleen. (Gruber, 1992; Farquhar ym., 1996; Corcho ym., 2003)
Protége

Protégé on kehitetty Stanfordin Yliopistossa lddketieteellisen informatiikan
osastolla  (Stanford Medical Informatics, SMI). Protégé on Java-
ohjelmointikielelld toteutettu, itsendinen avoimen Ildhdekoodin ohjelma.
Ontolinguasta poiketen se ei ole sidottu mihink&dédn tiettyyn ontologioiden
esityskieleen, ja se on kehitetty helposti laajennettavaksi. Lisdksi se on OKBC -
yhteensopiva. Protégén ydin koostuu graafisesta ja interaktiivisesta
ontologioiden suunnittelu- ja muokkaustyokalusta. Liitanndisten (plug-in)
avulla Protégé:een saa liitettyd helposti lisdd ominaisuuksia. Liitannaisilla
Protégé saadaan tukemaan muun muassa seuraavia kielid: XML, RDE(S), F-
Logic, CLIPS, Java, OIL ja Prolog. Protégé on saavuttanut suosiota
ontologioiden kehittdjien keskuudessa helppokdyttoisen kayttoliittymansd,
mukautuvuutensa ja laajennettavuutensa ansiosta. (Corcho ym., 2003;

Fernandez-Lopez & Gémez-Pérez, 2002)
2.7 Yhteenveto

Téssd luvussa tehtiin yleiskatsaus ontologioihin. Alussa maéadriteltiin ontologia
formaaliksi, tdsmalliseksi  maddrittelyksi, jonkin aihealueen jaetusta
kasitteellistyksestd. Lisdksi maddriteltiin ontologioihin liittyvd sanasto, sekd

esitettiin sovellusaloja, joissa ontologioita on onnistuneesti hyodynnetty.
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Tutkimuksen tulevien lukujen kannalta luvun merkittdvin sisdlto oli ontologian
rakenteen madrittely. Luvussa esitettiin kaksi erilaista ndkemystd ontologioiden
rakenteesta, jossa toisessa ndkemyksessd ontologiassa kdytettdvd sanasto ja
ontologian varsinainen rakenne oli irrotettu toisistaan. Molemmissa ontologian
keskeisimmiksi elementeiksi luettiin késitteet, kisitteiden viliset taksonomiset

relaatiot, funktiot sekd aksioomat.

Lisdksi  luvussa tarkasteltiin  kahta erilaista tapaa ontologioiden
luokittelemiseksi ja muodostamiseksi. Luvun loppupuolella jaettiin
ontologioiden esityskielet perinteisiin ja web-pohjaisiin kieliin sekd esiteltiin
lyhyesti kielid molemmista ryhmistd. Lopuksi esiteltiin kaksi ontologioiden

muodostustyokalua.
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3 ONTOLOGIOIDEN MUODOSTUSPROSESSIN
AUTOMATISOINTI

Vaikka ontologioiden muodostamisen avuksi on kehitetty suuri méaéra erilaisia
tyokaluja, on Zhoun (2007) mukaan ontologioiden muodostaminen silti
riippuvaista ontologia- ja aihealueasiantuntijoiden manuaalisesta tyostd. Hanen
mukaansa asiantuntijoiden osallistumista tarvitaan muun muassa tietimyksen
kerdamisessd. Zhoun mukaan ontologioiden manuaalinen muodostaminen on
hyvin aikaa vievéda ja tyovoimasidonnaista. Lisédksi se on altista virheille, koska
asiantuntijoiden tietdmys voi olla puutteellista, subjektiivista tai jopa

vanhentunutta. (Zhou, 2007)

Ratkaisuksi ndihin ongelmiin on kehitetty erilaisia koneoppimista ja
luonnollisen kielen késittelyd hyodyntdvid menetelmid ontologioiden
muodostamisen eri vaiheiden automatisoimiseksi. N&diden menetelmien
tutkimiseen ja kehittimiseen erikoistunutta tutkimusalaa kutsutaan
ontologioiden oppimiseksi. Ontologioiden oppimiselle ei ole kuitenkaan olemassa
vakiintunutta mddritelmad. Maedche ja Staab (2001) mé&éaritelevat ontologioiden
oppimisen useiden tieteenalojen, pddasiassa koneoppimisen ja luonnollisen
kielen  késittelyn,  yhteenliittymédksi ~ ontologioiden = muodostamisen
helpottamiseksi. Zhou (2007) m&drittelee ontologioiden oppimisen ontologisen
tietimyksen automaattiseksi etsimiseksi ja muodostamiseksi

koneoppimismenetelmid hyddyntamalla.

Tdssd tyossd ontologioiden oppiminen rajataan kattamaan ontologioiden
muodostamiseen, arviointiin ja ylldpitoon liittyvdt automaattiset ja
puoliautomaattiset menetelmidt. Tyon painotus on tekstistd tapahtuvassa
ontologioiden oppimisessa. Tdssd luvussa esitellddn ensin erilaisia
ldhestymistapoja ja menetelmid ontologioiden oppimiseen. Tutkitaan, mita

etuyja ja ongelmia ontologioiden oppimismenetelmien hyodyntdmiseen
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ontologioiden muodostusprosessin yhteydessa liittyy ja esitellddn kolme

pddamaaraltadn erilaista ontologioiden oppimistyokalua.
3.1 Lihestymistapoja ontologioiden oppimiseen

Zhoun (2007) mukaan ontologioiden oppimista voidaan ldhestyd opittavan
yksikon, oppimisen kohteen, tietoldhteen, oppimisstrategian, oppimistekniikan
tai tarvittavan ulkopuolisen tietimyksen kautta. Opittava yksikko voi olla joko

yksittdinen sana tai useamman sanan sisdltava kokonaisuus, esimerkiksi virke.

Oppimisen kohteella tarkoitetaan ontologian osaa, johon liittyvdd tietdamystd
ontologioiden oppimismenetelmilld pyritddn oppimaan. Oppimisen kohteena
voivat olla kisitteet, taksonomiset relaatiot, funktiot, kisitteiden ominaisuudet,

ilmentymat tai aksioomat. (Zhou, 2007)

Tietoldhteelld tarkoitetaan ldhdettd, jossa olevaan tietdimykseen ontologioiden
oppimismenetelmid sovelletaan. Maedchen (2002) mukaan ontologioiden
oppimiseen soveltuvia staattisia tietoldhteitdi ovat muun muassa olemassa
olevat ontologiat, mallit, ilmentymait, osittaisrakenteinen aineisto ja
tekstidokumentit (Maedche, 2002). Zhou lisdd tdhdn listaan dynaamiset
weblokeista saatavan tiedon (Zhou, 2007). Ontologioiden oppimiseen

soveltuvia tietoldhteitd on tarkasteltu lihemmin kohdassa 3.2.

Oppimisstrategialla tarkoitetaan strategiaa, jolla ontologiaa kehitetddn. Eri
strategioita ovat osittava, kokoava ja ndiden kahden yhdistelma.
Oppimistekniikalla tarkoitetaan tekniikkaa, jota sovelletaan ontologioiden
oppimiseksi. Oppimistekniikat voidaan jakaa karkeasti tilastopohjaisiin ja
sdantopohjaisiin menetelmiin sekd ndiden kahden yhdistelmiin. (Zhou, 2007)

Ontologioiden oppimistekniikoita on tarkasteltu tarkemmin kohdassa 3.3.
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Viimeisend ulkopuolisen tietimyksen tarpeella tarkoitetaan sitd, pystyyko
ontologian oppimismenetelmd toimimaan ilman menetelmdn ulkopuolelta

syotettyd, oppimista tukevaa tietdimysta. (Zhou, 2007)

Kaytdannossa erilaisten ldhestymistapojen viliset erot ovat kuitenkin hiilyvia.
Esimerkiksi kéaytettdvad tietoldhde, oppimisen kohde ja oppimistekniikka
rajoittavat aina toisiaan jollain tasolla. Lisdksi oppimistekniikat voidaan
luokitella myds monella eri tavalla esimerkiksi kielellisiin, tilastollisiin ja
koneoppimisldhtoisiin tekniikoihin. Ontologioiden oppimisen tuottamien
tulosten laatu riippuu hyvin paljon siitd, kuinka valittu ldhestymistapa sopii
aihealueeseen, johon ontologiaa ollaan muodostamassa. Zhou (2007) on
esittdinyt nelja erilaista ndkokulmaa aihealueen tarkastelemiseksi seké
ehdotukset mitkd ldhestymistavat sopivat parhaiten kunkin tyyppiseen
aihealueeseen. Nakokulmat ovat aihealueen kehittyneisyys, vakiintuneisuus,

teknologiakeskeisyys ja monialaisuus. (Zhou, 2007)
3.2 Ontologioiden oppimiseen soveltuvat tietoldhteet

Maedchen (2002) mukaan tietimyksen kerdyksessd kaytettdvit tietoldhteet
voidaan jakaa karkeasti olemassa oleviin ontologioihin, malleihin (schemata),

ilmentymiin, osittaisrakenteiseen aineistoon ja tekstidokumentteihin. (Maedche,

2002)
Ontologiat

Maedchen (2002) mukaan olemassa olevat ontologiat ovat yksi merkittava
tietoldhde uusien ontologioiden muodostamisessa. Luotavan ontologian
pohjaksi tai osaksi voidaan ottaa joku valmis uudelleenkdytettdva ontologia
esimerkiksi saatavilla olevista ontologiakirjastoista. Hdnen mukaansa myos
suuria terminologisia ontologioita, esimerkiksi WordNet:id, voidaan
hyodyntdd, kuten myods huomattavasti pienempid ontologioita, kuten

tesauruksia. (Maedche, 2002)
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Téssd tyossd ontologioiden hyodyntaminen uusien ontologioiden tietoldhteena
sivuutetaan, koska esimerkiksi joidenkin Ildhteiden (esim. Shamsfard &
Barforoush, 2003) mukaan olemassa olevien ontologioiden yhdistaminen,
limittdminen ja kartoitus eivdt kuulu ontologioiden oppimisen alueelle.
Olemassa olevien ontologioiden ylldpitoa ontologioiden oppimismenetelmien

avulla on kuitenkin késitelty tdssa tyossa kohdassa 4.2.
Skeemat

Maedche (2002) tarkoittaa skeemoilla (schema) tietojdrjestelmid kuvaavia ja
maédrittelevid, jollakin mallinnustekniikalla luotuja malleja. Hanen mukaansa
tallaiset skeemat ovat yleensd luotuja hyvin sovelluskohtaisten alueiden
kuvaamiseksi ja sopivat siksi hyvin ontologioiden muodostuksessa
kaytettaviksi tietoldhteiksi. Maedche jakaa ndmé skeemat tietokantaskeemoihin
ja webskeemoihin. Yksi tunnetuimmista tietokantamallinnustekniikoista on ER-
malli (entity-relationship model, ER), josta relaatiotietokannan taulumaéarittelyt
voidaan generoida. Tietokantojen koon ja kompleksisuuden kasvaessa on
syntynyt tarve kehittdd semanttisesti monipuolisempia tietokantamalleja, kuten
oliotietokantamallit (object-oriented database model, OO). Samalla on tutkittu
ja kehitetty tekniikoita olemassa olevien tietokantojen uudelleenmallintamiseksi
uusien monipuolisempien skeemojen mukaisiksi. Tdtd tutkimusaluetta

kutsutaan tietokantojen takaisinmallinnukseksi (database reverse engineering).

Maedche kutsuu webskeemoiksi webissad kaytettdvillda tekniikoilla kuten XML
rakennemadadrittelyilld (data type definition, DTD) ja XML-Schema kielelld
esitettyd aineistoa, jonka rakenne ei ole tarkasti mddritelty, mutta jolla on
kuitenkin olemassa taustalla epdsuorasti selvitettdvissd oleva rakenne. Nadiden
skeemojen hyodyntdmistd ontologioiden muodostamisessa on tutkittu
suhteellisen vdhdn ja niiden késittely sivuutetaan myos tdssa tyossd. (Maedche,

2002)
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Ilmentymait

[Imentymilla Maedche tarkoittaa kaisitteiden ekstensioita (extensionally
defined). Tieto- ja tietdmyskantojen sisdltimdt ilmentymdkokoelmat
muodostavat ekstensio kuvauksen (extensional description) koko tieto- tai
tietimyskannan sisdltimdn aihealueen kasitteistd. Tamad tarkoittaa sitd, ettd
pelkdn késiteluettelon lisdksi ilmentymdkokoelmat sisdltavét tietoa kasitteiden
vilisestd hierarkiasta. Tdstd johtuen tieto- ja tietdmyskantojen ilmentymdt ovat
ontologioiden muodostamiseen sopivaa aineistoa. [Imentymistd oppimiselle on
kehitetty omia menetelmid ja tekniikoita koneoppimisen alueella, jotka

kuitenkin jatetddn kasittelemaéttd tassa tyossd. (Maedche, 2002)
Osittaisrakenteinen aineisto

Osittaisrakenteisiksi tietoldhteiksi Maedche luettelee kaikki tietoldhteet, jotka
eivdt noudata mitddn tarkasti madriteltyd mallia, mutta joissa olevalla tiedolla
on kuitenkin jonkinlainen implisiittinen rakenne. Hanen mukaansa téllaisen
osittaisrakenteisen tiedon irrottaminen on suhteellisen helppoa. Vaikeudet
tulevat kuitenkin vastaan osittaisrakenteisen tiedon esittimisessa ja pddttelyjen
tekemisessd siitd. Maedchen mukaan tarvitaan uusia menetelmid tiedossa
implisiittisesti olevan rakenteen selvittimiseksi ja tiedon uudelleen
muokkaamiseksi selvitetyn rakenteen pohjalta. Myos ontologioiden oppiminen

osittaisrakenteisesta aineistosta jdtetdan kasittelemdttd tdssd tyossd. (Maedche,

2002)
Tekstidokumentit

Tekstidokumentteja on saatavilla vapaasti suuria mddrid ldhes jokaisesta
aihealueesta, myos sdhkoisessé muodossa internetissd. Sen vuoksi
tekstidokumentit ovat Maedchen (2002) mukaan ontologioiden oppimisen
kannalta kaikkein keskeisin tietoldhde. Han jakaa tekstidokumentit tdysin

vapaaseen tekstiin ja  osittaisrakenteisuudella  rikastettuun tekstiin.



36

Luonnollisella kielelld kirjoitettu teksti koostuu morfologisista, syntaktisista,
semanttisista, pragmaattisista ja késitteellisistd rajoitteista, jotka yhdessd
muodostavat lukijalle kuvan tekstin sisdllostdi. Maedchen mukaan ndma
kielelliset rajoitteet mahdollistavat luonnollisen kielen kisittelymenetelmien ja

tekniikoiden kehittdmisen ja kdyton myos ontologioiden oppimisen yhteydessa.

Maedchen mukaan osittaisrakenteisuudella rikastettuihin tekstidokumentteihin
voidaan lukea kaikki tekstidokumentit, joissa on pelkén tekstin lisédksi joitakin
semantiikkaa tai rakenteisuutta lisddvid elementtejd. Esimerkiksi internetissa on
valtavasti HTML-merkkauksella merkattua tekstid. Lisdksi erilaiset taulukot,
listat, sanastot ja sanakirjat kuuluvat tdhdan ryhmaan. Tédssd tyossd keskitytdan
kasittelemddn tekstiaineiston pohjalta tapahtuvaa ontologioiden oppimista ja

siihen liittyvid menetelmid. (Maedche, 2002)
3.3 Ontologioiden oppimistekniikoita

Ontologioiden oppimistekniikoille ei ole olemassa yleisesti kadytettyd
luokittelutapaa. Zhou (2007) luokittelee ontologioiden oppimistekniikat
karkeasti tilastopohjaisiin, sddntopohjaisiin ja sekamuotoisiin tekniikoihin, jotka
yhdistavat kahteen ensimmdiseen ryhmddn kuuluvia tekniikoita. Maedche
(2002) puolestaan luokittelee tekniikat tilastollisiin tai koneoppimiskeskeisiin ja
hahmonsovituspohjaisiin (pattern-matching based) tekniikoihin (Maedche,
2002). Shamsfardin ja Barforoushin (2003) luokittelun mukaan oppimistekniikat
voidaan jakaa tilastollisiin ja symbolisiin tekniikoihin, sekd ndiden kahden
yhdistelmiin. Ndistd symboliset tekniikat pitdvéat sisdllidn muun muassa
loogiset ja kielelliset menetelmét. Shamsfardin ja Barforoushin mukaan seké
tilastollisten ettd symbolisten tekniikoiden apuna kaytetddn usein heuristisia
menetelmid. Heuristiset menetelmét tarkoittavat helposti saatavilla olevan
informaation pohjalta muodostettua strategiaa ongelman ratkaisemiseksi ja
ovat yleensd hyvin yleisluontoisia ja loyhésti sovellettavissa. Shamsfardin ja

Barforoushin mukaan heuristitkat eividt itsestddn ole riittdvid, eivatkd
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kokonaisia menetelmid ontologioiden oppimiseksi, mutta niitd voidaan kayttaa
muiden menetelmien apuna (Shamsfard & Barforoush, 2003). Alakohdissa

3.3.1-3.3.4 on kaésitelty tarkemmin nditd menetelmisd.

3.3.1 Tilastopohjaiset tekniikat

Shamsfardin ja Barforoushin (2003) mukaan tilastolliset menetelmét ovat paljon
kaytettyjd ontologioiden oppimisessa. Tilastollinen malli on yleensd esitetty
todenndkoisyysverkkona  tai  matriisina, joka kuvaa @ sitd, milld
todenndkoisyydelld sattumanvaraiset muuttujat ovat toisistaan riippuvia.
Termien esiintymistiheyden ja yhteisjakauman (joint distribution) pohjalta
laskettua tilastollista informaatiota kaytetddn késitteiden ja relaatioiden
oppimisessa. Eri tilastolliset menetelmit poikkeavat toisistaan muun muassa
todenndkoisyysverkon muodostamistavassa, siind mitd menetelmid yksittdisten
termien jakaumien yhdistamiseen kaytetddn ja kaytetddnko tilastollisessa
analyysissd yksittdisid sanoja vai useamman sanan joukkoja. (Shamsfard &

Barforoush, 2003)

Shamsfardin ja Barforoushin mukaan yksittdisid sanoja kdyttdavat tilastolliset
menetelmat eivdat huomioi sanajdrjestystd, vaan olettavat naiivisti, ettd jokainen
dokumentissa esiintyvd sana on ehdollisesti riippumaton muista dokumentin
sanoista. Esimerkiksi Naive Bayes -tekniikka yhdistdd yksittdisen sanan
ldhestymistavan Bayes -sddntoon (bayes rule). Heiddn mukaansa useamman
sanan joukkoja kayttdvissd tilastollisissa menetelmissd keskeisend ideana on,
ettd sanan semanttinen identiteetti on ndhtdvissa sen eri yhteyksien jakaumasta.
Sanan merkitys on siis ndhtdvissd sen yhteydessa esiintyvistd sanoista ja ndiden
sanojen esiintymistiheydestd tutkittavan sanan yhteydessd. Kahden tai
useamman sanan esiintymistd hyvin maédritellyssd informaationpalasessa,
esimerkiksi lauseessa, kutsutaan kollokaatioksi. Shamsfardin ja Barforoushin

mukaan kollokaatioiden ja sanojen vilisten yhteyksien oppiminen on kaikkein
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kaytetyin tilastollinen ontologioiden oppimistekniikka. (Shamsfard &
Barforoush, 2003)

Tdssd tyossd myohemmin tarkemmin esiteltdvid tilastollisia menetelmid ovat
sanastoalkion esiintymistiheys - kédédnteinen esiintymistiheys dokumenteissa
(term frequency - inverted document frequency, TF-IDF) ja Kklusterointi
(clustering). Lisdksi Zhou (2007) listaa muiksi ontologioiden oppimisessa
kaytettaviksi  tilastollisiksi ~menetelmiksi muun muassa keskindisen
informaation (mutual information), suurimman uskottavuuden arvioinnin
(maximum likelihood estimation, MLE), Bayesialaiset mallinnusmenetelmat
(Bayesian modeling), minimaalisten kuvauspituuksien menetelmédn (minimal
description length, MDL), simuloidun jddhdytyksen (simulated annealing),
kasitekartoituksen (concept mapping) ja korrelaatioanalyysin (correlation

analysis). (Zhou, 2007)

3.3.2 Symboliset tekniikat

Shamsfard ja Barforoush (2003) jakavat symboliset tekniikat logiikkapohjaisiin,
kielellisiin ja hahmopohjaisiin tekniikoihin. Logiikkapohjaiset tekniikat pyrkivét
loytdmadan uutta tietdmystd deduktiivisen tai induktiivisen paittelyn avulla.
Tietdimyksenesitys tapahtuu ensimmadisen kertaluvun, korkeamman kertaluvun
tai propositiologiikan avulla. Deduktiopohjaiset menetelmédt hyodyntavit
loogista deduktiota ja pdittelysdaantojd, kuten esimerkiksi resoluutiota, uuden
tietimyksen johtamiseksi olemassa olevasta tietimyksestd. Induktiopohjaiset
menetelmdt  pyrkivit muodostamaan yleistyksid saatavilla olevan
esimerkkiaineiston pohjalta ja luomaan sitd kautta wuutta tietdamysta.
Shamsfardin ja Barforoushin mukaan logiikkapohjaisiin tekniikoihin kuuluvat
muun muassa induktiivinen logiikkaohjelmointi (inductive logic programming,
ILP), ensimmadisen kertaluvun logiikkaan pohjautuva klusterointi (first order

logic based clustering), ensimmdisen kertaluvun logiikkapohjainen sddnttjen
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oppiminen (first order logic rule learning), propositio-oppiminen (propositional

learning) ja paatospuut (decision trees). (Shamsfard & Barforoush, 2003)

Shamsfardin ja Barforoushin mukaan kielellisillda tekniikoilla pyritddn
irrottamaan ontologista tietdimystd tekstidokumenteista. Heiddn mukaansa ne
ovat yleensd Kkieliriippuvaisia ja niilld toteutetaan syoOtteend saatavien
tekstidokumenttien esikésittely. Esikasittelyn tarkoituksena on saada irrotettua
tekstistd ontologian muodostamisen kannalta olennainen informaatio.
Shamsfard ja Barforoush listaavat kielellisiksi menetelmiksi muun muassa
syntaktisen analysoinnin (syntactic analysis), morfo-syntaktisen analysoinnin
(morpho-syntactic analysis), sanasto-syntaktisten hahmojen jdsennyksen
(lexico-syntactic pattern parsing), semanttisen késittelyn (semantic processing)

ja tekstin ymmartdmisen (text understanding). (Shamsfard & Barforoush, 2003)

Shamsfardin ja Barforoushin mukaan hahmopohjaisten tekniikoitten ideana on
etsid syoOtteend saadusta aineistosta (yleensd tekstidokumenteista) ennalta
maédradttyjd avainsanoja tai hahmoja, jotka viittaavat joihinkin relaatioihin. Eri
ontologisten elementtien irrottamisessa kdytetddn erilaisia hahmoja, syntaktisia
tai semanttisia ja yleisluontoisia tai tdsmadllisid. He madrittelevét yleisluontoiset
hahmot sovellus- ja aihealueneutraaleiksi ja tdsmaélliset hahmot sovellus- tai
aihealuekohtaisiksi. Heiddn mukaansa hahmoja voidaan muodostaa joko
manuaalisesti tai (puoli)automaattisesti. Hahmopohjaisten menetelmien
ldhtokohtana ovat perinteiset hahmontunnistusmenetelmit, joita kdytetdan
laajasti informaation hankinnan (information extraction) alueella, josta ne ovat
periytyneet myos ontologioiden muodostuksen avuksi. (Shamsfard &

Barforoush, 2003)

3.3.3 Sekamuotoiset tekniikat

Shamsfardin ja Barforoushin (2003) mukaan sekamuotoisten tekniikoiden

tarkoituksena on yhdistda molempien, tilastollisten ja symbolisten, tekniikoiden
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vahvuuksia. Jokaisen aikaisemmin esitellyn menetelmédn tuottamien tulosten
laatu riippuu korpuksen sisdllostd. Toiset menetelmédt toimivat paremmin
toisissa tilanteissa kuin toiset. Heiddn mukaansa yhdistelemélld menetelmia
pystytddn kompensoimaan eri menetelmien heikkouksia ja siten saavuttamaan
parempia tuloksia. Maedche (2002) esittdd, ettd menetelmien yhdistamisen
onnistumisen takaamiseksi tdytyy menetelmien syotteet ja tulosteet
standardoida yhteensopiviksi toistensa kanssa (Maedche, 2002). Shamsfardin ja
Barforoushin mukaan sekamuotoiset tekniikat ovat oikea valinta myos, jos
tarkoituksena on oppia useampia ontologisia elementtejd samanaikaisesti.

(Shamsfard & Barforoush, 2003)

3.4 Ontologian elementtien oppiminen

Kohdassa 2.2 esitettiin ontologian koostuvan késitteistd, kasitteiden vélisista
relaatioista ja aksioomista. Kaisitteet voitiin jakaa luokkiin, ilmentymiin ja
ndiden ominaisuuksiin, ja relaatiot taksonomisiin relaatioihin ja funktioihin.
Néaiden ontologian osien oppimiseen liittyy tietty jarjestys (KUVIO 5). Buitelaar
ym. (2005b) jakavat ontologioiden oppimisen seitsemddn vaiheeseen.
Ensimmdinen vaihe on sanastoalkioiden irrottaminen ldhdeaineistosta.
Sanastoalkiot ovat ehdokkaita muodostettaviksi luokiksi ja luokkien
ominaisuuksiksi. Luonnollisessa kielessd esiintyy kuitenkin paljon samoihin
kasitteisiin viittaavia sanastoalkioita eli synonyymejd. Késite-ehdokas joukon
pienentdmiseksi sanastoalkiot synonyymeineen tdytyy yhdistdd omiksi
Joukoikseen.  Sanastoalkioiden  irrottamisen ja  synonyymijoukkojen
muodostamisen jdlkeen voidaan aloittaa luokkien ja niiden ominaisuuksien
muodostaminen. Luokkien maéaérittelemisen jdlkeen voidaan aloittaa luokkien
vilisten taksonomisten relaatioiden oppiminen. Kun taksonomia on
muodostettu, on vuorossa funktioiden oppiminen. Maedchen (2002) mukaan
myo6s funktiot voivat muodostaa keskenddn taksonomian (Maedche, 2002).

Aksioomia voidaan alkaa oppimaan vasta, kun muut ontologian osat on jo
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opittu. Tdssd luvussa esitetddn, milld menetelmilld ontologian eri osia voidaan

oppia. (Buitelaar ym., 2005b)

V¥ x, y ruoka(x)Aliha(y)A—part_of(x,y))=>kasvisruoka(x) Aksioomat ja saannot
subFunktion(sydKasvisruokaa, syo) Funktiohierarkia
syd(dom:IHMINEN, range:RUOKA) Funktiot
is_a(LIHAPULLAT, RUOKA) Luokkahierarkia

RUOKA:=<nimi, ainekset, energia>

Luokat ja ominaisuudet

{ruoka, ravinto} .
Synonyymit

ruoka, maku, lihapullat Sanastoalkiot

KUVIO 5 Ontologisen tietimyksen oppimisen vaiheet (Mukaillen Buitelaar ym., 2005b, 3)

3.4.1 Kaisitteiden oppiminen

Buitelaarin ym. (2005a) mukaan késitteiden oppiminen tekstistd pohjautuu
sanastoalkioiden (lexical entry) irrottamiseen. Sanastoalkiolla tarkoitetaan sanoja
ja termejd, jotka viittaavat késitteisiin. Sanastoalkioiden irrotuksen
tarkoituksena on siis muodostaa joukko sanoja ja termejd, jotka ovat
potentiaalisia ehdokkaita ontologian Kkaisitteiksi. Buitelaarin ym. mukaan
sanastoalkioiden irrotuksessa kdytetddn sekd kielellisida ettd tilastollisia
menetelmid. Lisdksi nditd menetelmid voidaan yhdistelld. Esimerkiksi
kielellisilla ~ menetelmilld  késitellystd  tekstistd =~ voidaan  suodattaa
muodostettavan ontologian kannalta merkityksetontd tietoa tilastollisia

menetelmid hyddyntamallad. (Buitelaar ym., 2005a)

Buitelaarin ym. mukaan kielellisten menetelmien ajatuksena on esikasitelld
korpuksen sisdltamdt dokumentit siten, ettd potentiaalisesti hyddyllisten
sanastoalkioiden irrottaminen olisi helpompaa ja tarkempaa. Korpuksella he

tarkoittavat tdssd yhteydessd tietosisdlloltdan koko aihealueen kattavaa
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koneluettavien dokumenttien kokoelmaa. Buitelaar ym. listaavat dokumenttien
kielelliseen esikésittelyyn liittyvid menetelmid (TAULUKKO 2), joihin kuuluvat
muun muassa tekstin saneistus (tokenization), sanaluokkajdsennys (part-of-
speech tagging, POS tagging), semanttinen merkkaus (semantic tagging),
morfologinen analysointi (morphological analysis, stemming), lausekkeiden
tunnistus (phrase recognition), lausekkeiden riippuvuusrakenteen muodostus
(phrase dependency structure), lauseiden riippuvuusrakenteen muodostus
(sentence dependency structure) ja diskurssianalyysi (discourse analysis).

(Buitelaar ym., 2005a)

TAULUKKO 2 Esimerkki kielellisistd menetelmistd (Mukaillen Buitelaar ym., 2005a, 56)

Syote Menetelmi Tulos
hién sy6 ruokaa saneistus [hdn] [syo] [ruokaa]
kokki tekee ruokaa sanaluokkajdsennys [kokki S][tekee V] [ruokaa S]
mies ajaa Volvolla semanttinen merkkaus | [mies S:thenkilo_1] [ajaa
V:toiminta_1] [Volvolla S:auto_1]
ravintolakokki tekee ruokaa morfologinen [ravintola~kokki S] [tekee V]
analysointi [ruoka~a S]
nurkassa on iso poytd lauseenosien tunnistus | [[nurkassa] [on] VL] [[iso] [poytd]
SL]
iso poyta lauseenosien [[iso ATT] [poyta OBJ] SL]
riippuvuusrakenne
hén laittoi poyddan nurkkaan lauseiden [[hdn SUB]J] [laittoi PRED] [[poyd&dn
riippuvuusrakenne OBJ] [nurkkaan ADV] SL:OBJ] L]
hén laittoi poydan nurkkaan... diskurssianalyysi [[hdn SUB]J] [laittoi PRED] [[poyd&n
...se oli raskas. OB]J] [nurkkaan ADV] SL:OBJ:X1]
L]... ... [se SUBJ:X1] [oli PRED]
[raskas ATT]
Taulukossa kdytetyt lyhenteet | ADV=adverbi, ATT=attribuutti, L=lause, OB]J=objekti,
PRED=predikaatti, S=substantiivi, SL=substantiivilauseenosa,
SUB=subjekti, V=verbi, VL=verbilauseenosa

Maedchen  (2002) mukaan  yksinkertaisin tilastollinen = menetelma
sanastoalkioiden relevanssin médarittelemiseksi, eli painottamiseksi, on laskea
korpuksessa  esiintyvien sanastoalkioiden  esiintymistiheyksid. = Tama
ldhestymistapa perustuu oletukseen, ettd korpuksessa tihedsti esiintyvét
sanastoalkiot ovat aihealueen kannalta merkittdvid ja potentiaalisia ehdokkaita

kéasitteiksi.  Sanastoalkioiden painottamiseksi on kuitenkin olemassa
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huomattavasti tehokkaampia ja parempia tuloksia tuottavia menetelmid kuin
pelkkd esiintymistiheyksien laskeminen. Esimerkiksi keskindinen informaatio,
X2-jakauma (chi-square), huomioijan pituus (considers length, c-value), termien
konteksti (context of terms, nc-value), huomioijan termijakauma korpuksen
sisdlld ja korpusten vililld, sekd sanastoalkion esiintymistiheys - k&ddnteinen
esiintymistiheys dokumenteissa (term frequency - inverted document
frequency, TF-IDF) (Salton & Buckley, 1988), joista viimeiseksi mainittu on
kaikkein kédytetyin menetelma. (Maedche, 2002)

Maedchen mukaan TF-IDF on tiedonhaussa (information retrieval, IR) yleisesti
kaytetty painotus, joka pohjautuu kolmeen  tekijadn, sanastoalkion
esiintymistiheyteen yksittdisessda dokumentissa, sanastoalkion siséltdvien
dokumenttien =~ maddrddn  koko  korpuksessa  sekd  sanastoalkion
esiintymistiheyteen koko korpuksessa. Seuraava esitys TF-IDF-arvon
laskemisesta sanastoalkioille pohjautuu Maedchen kirjaan. Sanastoalkion s,

TF - IDF, , paino dokumentille d lasketaan seuraavasti: (Maedche, 2002)

TF—IDF,, =s&4 % Iog[%]

jossa s, tarkoittaa sanastoalkion < esiintymistiheyttd dokumentissa d, de,

sanastoalkion s sisdltdmien dokumenttien mddrdan koko korpuksessa ja S

koko korpuksen dokumenttien lukumaaraa. Kun TF - IDF,, arvo on laskettu,

listataan kaikki yhdessd korpuksen dokumentissa esiintyvit sanastoalkiot
ilman pysiytyssanoja (stopword). Pysdytyssanat ovat sanoja, jotka esiintyvat
tihedsti kaikissa teksteissd aihealueesta riippumatta, eivdtkd siksi ole hyvid
kasite-ehdokkaita. Suomenkielisessd aineistossa pysdytyssanoiksi sopivat siis
esimerkiksi partikkelit. Yhden sanastoalkion paino koko korpuksessa,

TF - IDF, saadaan laskemalla yhteen sanastoalkion saamat painot yksittdisissa

korpuksen dokumenteissa seuraavan kaavan mukaisesti: (Maedche, 2002)
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TF - IDF, =) TF - IDF,
s

Kayttdja voi halutessaan madritelld kynnysarvon kOR*, jonka TF — IDF_-arvon

on ylitettdvs, jotta sanastoalkio huomioidaan késite-ehdokkaana. TF —IDF
painottaa sanastoalkion esiintymistiheyden siten, ettd liian usein tai liian
harvoin esiintyvit sanastoalkiot saavat pienemman painon kuin alkiot, joiden

esiintyminen on tasaista kaikissa korpuksen dokumenteissa.

Maedchen = mukaan  kisite-ehdokaslistaan  pddtyy  todenndkoisesti
sanastoalkioita, jotka viittaavat samaan kaisitteeseen. Téllaiset sanastoalkiot
taytyy pystyd tunnistamaan ja yhdistdimaan toisiinsa. Hinen mukaansa tehtava
ei ole kuitenkaan triviaali, koska tdydellisid synonyymeja ei ole olemassa vaan
ennemminkin tarkoitukseltaan samankaltaisia termeji. Sama pdtee myos
kielten vilisiin termeihin, koska tdydellisid kielten vélisid kddannoksid ei ole

olemassa. (Maedche, 2002)

Maedchen mukaan synonyymien tunnistuksessa voidaan hyodyntaa
esimerkiksi luokittelua tai klusterointia. Luokittelun ajatuksena on hyodyntaa
jotakin  ulkopuolista informaatiota sanojen luokittelusta, esimerkiksi
WordNet:id tai EuroWordNet2id ja niiden sisdltdimid synonyymijoukkoja
(SynSet).  Klusteroinnin  ideana on luokitella sanastoalkiot niiden
esiintymisjakaumien perusteella, eli selvittdmalld mitkd sanat esiintyvit usein
yhdessd laskemalla sanojen yhteisid esiintymistiheyksid. Maedchen mukaan
monikielisten, samaa tarkoittavien sanojen tunnistaminen tapahtuu ldhes
samalla tavalla kuin yhden kielen sisdllikin. Hé&nen mukaansa
ldhestymistapaan vaikuttaa kuitenkin kaytettdvan korpuksen rakenne.

Monikielinen korpus voi koostua joko joukosta dokumentteja, joista on myos

2 http:/ /www.illc.uva.nl/EuroWordNet/
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toisenkieliset versiot tai samaa aihealuetta kisittelevistd erikielisistd

dokumenteista. (Maedche, 2002)

Maedchen mukaan ei ole olemassa mitddn tdysin luotettavaa menetelméa
kéasite-ehdokaslistan muuttamiseksi suoraan ontologian luokiksi ja niiden
ominaisuuksiksi. Hdnen mukaansa varmin ja yleisin tapa on muodostaa
ontologian luokat ja niiden ominaisuudet manuaalisesti kédsite-ehdokaslistaa
apuna kédyttden. Sanastoalkio voi kuvata kisitettd, jos sille voidaan antaa
sisdinen sekd ulkoinen maééritelmd. Sisdinen maddritelmd tarkoittaa formaalia
maédritelmad niistd asioista, joita kyseinen sanastoalkio kuvaa, eli sanastoalkion
kuvaaman késitteen maddritelmdd. Ulkoinen maédritelmd tarkoittaa joukkoa
niistd asioista, joita kyseinen sanastoalkio kuvaa, eli listaa sanastoalkion

kuvaaman késitteen ilmentymistd. (Maedche, 2002)

3.4.2 Relaatioiden oppiminen

Maedchen (2002) mukaan relaatioiden oppiminen voidaan jakaa kahteen osaan,
taksonomisten relaatioiden oppimiseen ja funktioiden oppimiseen. Molempien
relaatiotyyppien oppimiseksi on esitetty useita erilaisia (puoli)automaattisia
menetelmid. Naistd kadytetyimpid ovat klusterointi ja hahmonsovitus. Erilaiset
kéasitteiden véliset relaatiot ja niiden nimitykset on esitetty taulukossa 3.

(Maedche, 2002)

TAULUKKO 3 Kisitteiden véliset semanttiset relaatiot (Maedche, 2002)

Relaatio Merkitys
Synonyymi X on Y:n synonyymi, jos Xja Y viittaavat samaan késitteeseen.
Hyperonyymi X on Y:n hyperonyymi, jos Y on X:n kaltainen.

(Yldkasite)

Hyponyymi Xon Y hyponyymi, jos X on Y:n kaltainen.
(Alakdasite)

Holonyymi Xon Y:n holonyymi, jos Y on X:n osa.

(Kokonaiskisite)

Meronyymi X on Y:n meronyymi, jos X on Y:n osa.
(Osakdsite)

Antonyymi X on Y:n antonyymi, jos X on Y:n vastakohta.

(Vastakohta)
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Klusterointi

Morinin ja Jacqueminin (2004) mukaan klusteroinnilla tarkoitetaan yleisesti
alkioiden jakamista ryhmiin (klustereihin) siten, ettd samaan ryhméaéan kuuluvat
alkiot ovat mahdollisimman samankaltaisia ja eri ryhmissd olevat alkiot
mahdollisimman erilaisia. Heiddn mukaansa luonnollisen kielen késittelyssa
luokittelu tapahtuu yleensd sen mukaan mitkd sanat esiintyvédt toistensa
vélittomédssd ldheisyydessd, tai sen mukaan, mitkd sanat esiintyvét

samankaltaisessa semanttisessa kontekstissa. (Morin & Jacquemin, 2004)

Morinin ja Jacqueminin mukaan Kklusterointimenetelmit voidaan jakaa
hierarkkisiin ja osittaviin menetelmiin. Heiddn mukaansa hierarkkiset
klusterointimenetelmdt soveltuvat paremmin relaatioiden oppimiseen, koska
niiden relaatioiden oppimisen kannalta tuottama informaatiosisdlté on

suurempi. (Morin & Jacquemin, 2004)

Klusteroinnissa yksi merkittivimmistd asioista on samankaltaisuusmitan
valinta. Maedchen mukaan luonnollisen kielen Kkésittelyyn parhaiten
soveltuviksi samankaltaisuusmitoiksi ovat osoittautuneet kosinimitta ja
Kullback-Leibler -divergenssi (KL-divergenssi). Kosinimitta lasketaan kahden
vektorin vdlillda. Maedche tarkoittaa tdssd vektorilla vektorimallin (vector space
model, VSM) mukaisia vektoreita, eli vektoreita, jotka sisadltavat
sanastoalkioiden asiayhteystietoa (TAULUKKO 4). Asiayhteystieto on usein
esitetty muodossa, jossa on listattu sanastoalkion esiintymiskertojen lukumaara
kunkin muun korpuksessa esiintyvdn sanastoalkion yhteydessa (kts. Salton

ym., 1975). Hanen mukaansa kosinimitta vektoreiden X ja y valilld saadaan

laskettua kaavalla (Maedche, 2002):

ZxDX,yDY Xy
\/mex XZZyDY y2

cos,y) =



47

Maedchen mukaan kosinimittaa kutsutaan my6s normalisoiduksi
korrelaatiokertoimeksi. Mitalla voidaan laskea, kuinka hyvin tietyn
sanastoalkion esiintyma korreloi vektoreissa X ja y ja skaalata tulos sen jdlkeen
vektoreiden X ja Yy pituuksien perusteella. Siis jakaa vektoreiden X ja Yy
korrelaatiokerroin niiden euklidisilla pituuksilla, eli normeilla. Mitd suurempi

saatu arvo on, sitd samankaltaisemmiksi sanastoalkiot luokitellaan (Maedche,

2002)

TAULUKKO 4 Kaksi sanastoalkiota ja niiden asiayhteysvektorit

makea | kirped | raikas | pehmed
sitruuna 2 11 7 4
mansikka 10 3 5 9

Esimerkiksi taulukon 4 vektoreille laskettaisiin samankaltaisuus kosinimitalla

seuraavasti:

cos(itruung mansikka = 2x10+11x3+ 7x5+4x9 = 0,614

@ +17 + 72 +4%)x (10> + 3% +5% +9?)

Maedchen  mukaan  Kullback-Leibler — -divergenssi  tarkoittaa  kahden
pistetodenndkoisyysfunktion, p(x) ja q(x), suhteellista entropiaa. Entropialla
tarkoitetaan epdavarmuutta, joka liittyy tarkasteltavaan tapahtumaan. T&ssd
yhteydessa tapahtuma on kahden sanastoalkion esiintyminen yhdessd ja p(X)
ja q(x) ovat kahden eri sanastoalkion todenndkoisyydet sille, ettd jos toinen
sanastoalkio esiintyy aineistossa, niin myo6s toinen esiintyy sen yhteydessa.

Kullback-Leibler -divergenssi saadaan laskettua kaavalla (Maedche, 2002):

D = X | &]
(pllg) ng p(X) og( _

Kullback-Leibler -divergenssi kertoo, kuinka paljon kaksi saman tapahtuma-
avaruuden todenndkoisyysjakaumaa eroaa toisistaan. Kullback-Leibler -

divergenssi ei ole symmetrinen vaan on péatettdva, kumpi sanastoalkio valitaan
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referenssiksi, johon toista verrataan. Lisdksi Kullback-Leibler -divergenssi ei saa
koskaan negatiivisia arvoja ja D(p||g)=0, jos ja vain jos p=q. Koska
Kullback-Leibler -divergenssi ei ole maddritelty (ddreton), kun p(x)>0 ja
g(x) =0, yhdistivd klusterointi muodostuu lihes mahdottomaksi, jos
todenndkoisyysjakaumissa esiintyy paljon nollia. Siksi Maedchen mielesta
Kullback-Leibler -divergenssin kdyttaminen jakavassa klusteroinnissa on
luonnollisempi valinta. Hanen mukaansa Kullback-Leibler -divergenssi on
osoittanut vahvuutensa tilastollisessa luonnollisen kielen Kkaisittelyssd

huolimatta siitd, ettd se ei ole symmetrinen menetelmd. (Maedche, 2002)

Maedchen (2002) mukaan yksi hierarkkisen klusteroinnin ongelmista on
klusterien nimedminen. Hinen mukaansa muodostetut klusterit on perinteisesti
esitetty sanastoalkiojoukkona, joka on mydhemmin nimetty manuaalisesti
(Maedche, 2002). Caraballo (1999) on kuitenkin esittinyt menetelméan
klustereiden nimedmiseksi. Hadnen esittdméssdan menetelmédssd kaytetdan
myochemmin esiteltdvid Hearstin hahmoja klusterin sisdltdvien sanastoalkioiden
hyperonyymien etsimiseksi korpuksesta. Kunkin sanastoalkion hyperonyymit
kirjataan vektoriin siten, ettd jos sanastoalkio on esiintynyt tekstissd toisen
sanastoalkion hyperonyymind, merkataan se ykkoselld ja muissa kohdissa
nollalla. Caraballon menetelmédssa klusterien nimedminen aloitetaan
klusterihierarkian lehdistd, eli yksittdisistd sanastoalkioista ja edetddn
hierarkiassa ylospdin siten, ettd ylemmdn Kklusterin vektori on sen
aliklustereiden vektoreiden summa. Klusterin nimeksi asetetaan se
sanastoalkio, jolla on suurin arvo vektorissa. Ndin jatketaan hierarkian huipulle

hyperonyymid ei 16ytynyt korpuksesta, ne voidaan poistaa hierarkiasta.

(Caraballo, 1999)

Cimianon ja Staabin (2005) mukaan toinen klusterointiin liittyvd ongelma on
vadristynyt samankaltaisuus. Heidan mukaansa kaytettava

samankaltaisuusmitta voi virheellisesti laskea kaksi sanastoalkiota
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samankaltaisemmiksi, mitd ne todellisuudessa ovat, esimerkiksi puuttuvan tai
virheellisen korpuksessa olevan tiedon takia. He ovat esittineet tdmin
ongelman ratkaisuksi ohjatun klusteroinnin kayttdmisen. Cimianon ja Staabin
menetelmdn perusajatuksena on, ettd kaksi sanastoalkiota laitetaan samaan
klusteriin ainoastaan, jos mniilli on yhteinen hyperonyymi. Yhteisten
hyperonyymien tarkastuksessa kdytetddn oraakkelia, joka on muodostettu
ennen klusteroinnin aloittamista klusteroinnissa kaytettdvastda korpuksesta
riippumattomasti. Oraakkelin muodostuksessa  kdytetddan useita eri
tietoldhteits, esimerkiksi WordNet:ia. Sanastoalkioiden viliset
hyperonyymisuhteet irrotetaan ldhdeaineistosta Hearstin hahmojen avulla.

Lahdeaineistona kaytetddn korpusta ja internetid. (Cimiano & Staab, 2005)

Samankaltaisuuksiin perustuvien klusterointimenetelmien lisdksi on olemassa
vield esimerkiksi joukko-oppiin pohjautuvia menetelmid, kuten formaali
kéasiteanalyysi (formal concept analysis, FCA) (kts. Ganter ym., 2005),
todenndkoisyyksiin pohjautuvia menetelmid kuten COBWEB (kts. Fisher, 1987)
ja niin sanottuja pehmeitd klusterointimenetelmid, kuten komiteaklusterointi
(clustering by committee, CBC) (kts. Pantel & Lin, 2002). Klusterointia

tiedonlouhinnassa on késitelty tarkemmin kohdassa 5.3.
Hahmonsovitus

Morinin ja Jacqueminin (2004) mukaan hahmonsovituksen perusajatuksena on
muodostaa joukko sddnnollisia lauseita, joihin tdsméddvida rakenteita
korpuksesta pyritddn loytamdan. Heiddn mukaansa hahmonsovituksella
pystytddan oppimaan ldhdeaineistosta sekd taksonomisia relaatioita ettd
funktioita. Morinin ja Jacqueminin mukaan hahmonsovituksessa kaytettavat
hahmot voidaan jakaa predikatiivisiin ja diskursiivisiin hahmoihin.
Predikatiivisilla hahmoilla voi oppia predikatiivisia relaatioita, kuten syy tai
seuraus. Diskursiivisilla hahmoilla voidaan oppia diskursiivisia relaatioita

kuten hyperonyymi-, meronyymi- ja synonyymirelaatioita. Maedchen mukaan
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menetelmd soveltuu erityisen hyvin sanakirjoihin ja muihin esikésiteltyihin
aineistoihin, joissa oleva teksti noudattaa tiettyd mallia (Maedche, 2002). Alla on
esimerkki hahmojen kaytostda taksonomisten relaatioiden oppimisessa

(mukaillen Hearst, 1992).

Lause: Peipot, kuten punatulkku, omaavat korkean, lyhyen ja
voimakkaan siemensydjien nokan.

Hahmao: NP, kute{ NP, NP,...(Ja | tai)} NP,

ONP1<i<n
hyponyym(NP, NF,)

Tulos: hyponyymi(”Punatulkku”, “Peipot”)

Esimerkin lauseesta sopivaa hahmoa kayttdmélld saadaan irrotettua

taksonominen relaatio peippojen ja punatulkun valill&.

Hearst (1992) esittelee joukon vastaavankaltaisia sanasto-syntaktisia hahmoja,
joilla késitteiden viélisid hyponyymirelaatioita voidaan oppia tekstistd. Hanen
mukaansa niiden teho perustuu siihen, ettd tekstin aihealueesta ja tyylista
riippumatta késitteiden vilisid yhteyksid ilmaistaan yleensd samankaltaisilla
lauserakenteilla. Hearst esittdd myos, ettd mitd enemmadn erilaisia hahmoja
etsitddn korpuksesta, sitdi enemmadn erilaisia kasitteiden vélisid yhteyksid
saadaan opittua ja sitd parempiin ja tarkempiin tuloksiin padstdan. Morinin ja
Jacqueminin (2004) mukaan vaikka hahmot tuottavatkin yleisesti hyvid ja
tarkkoja tuloksia, hyviin tuloksiin p&ddsemiseksi sisdlloltdaan monipuolisella
korpuksella tarvitaan suuri méddrd erilaisia hahmoja. Heiddan mukaansa
hahmojen muodostaminen manuaalisesti osoittautuu kuitenkin ongelmalliseksi
olemalla hidasta ja tyoldstd. Maedchen (2002) mukaan suuri osa hahmoista on
kuitenkin  uudelleenkédytettdvid, mikd mahdollistaa hahmokirjastojen

rakentamisen ja kdyttamisen. Lisdksi muun muassa Downey ym. (2004) ja Snow
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ym. (2004) ovat esittdineet menetelmid hahmojen muodostamisen

automatisoimiseksi.
Funktioiden oppiminen ja assosiaatiosdannot

Maedchen (2002) mukaan funktioiden oppiminen on yksi ontologioiden
oppimisen haastavimpia vaiheita. Hinen mukaansa ei ole itsestddn selvad,
kuinka paljon ja minkélaisia funktiota muodostettavaan ontologiaan tulisi
sisdllyttdd. Maedchen mukaan yksi vaihtoehto funktioiden oppimiseksi on
assosiaatiosddnttjen irrottaminen tietokannasta. Assosiaatiosddnnot ovat
vakiintuneet tiedonlouhinnan alueella mielenkiintoisten assosiaatiosuhteiden
etsimiseksi suurista tietomddristd. Tyyppiesimerkki assosiaatiosddnttjen
louhinnasta on ostoskorianalyysi (market basket analysis), jonka tarkoituksena
on loytdd assosiaatioita kuluttajien ostamien tuotteiden vililld, ja sitd kautta

auttaa kauppiasta esimerkiksi tuotteiden sijoittelussa tai tarjousten laatimisessa.

(Maedche, 2002)

Maedchen mukaan perusajatuksena on kdyttdd sopivaa assosiaatiosddntojen
louhimisalgoritmia korpuksessa esiintyvien sanastoalkioiden esiintymistd ja
yhteyksid = kuvaavaan  tilastotietoon. = Hdnen = mukaansa  yleensa
louhimisalgoritmin syotteend kdytetddn tilastotietoa heuristisesti yhdistetyistd
sanastoalkio- tai késitepareista, jotka on esitetty tapahtumien joukkona

T:={t;|i.n}, jossa jokainen tapahtuma t; koostuu tietoalkioista (item).
Alkeellinen assosiaatiosddntdjen louhimisalgoritmi laskee assosiaatiosddannot
X, - Y, sanastoalkioille tai kisitteille siten, ettd X, Y, Ol ja X, NY, =0,
missd | on kaikki tapahtumajoukon sisdltamaét tietoalkiot sisdltdméd joukko
L:={i;|i.n} ja X, ja Y, sen osajoukkoja. Algoritmin laskemien
assosiaatiosddnttjen tuki- (support) ja luottamusmittojen (confidence) on
ylitettava kayttdjan madrittelemét kynnysarvot, jotta ne huomioidaan. Siannon

X - Y, tuki on sellaisten tapahtumien osuus kaikista tapahtumista, joilla on

X, UY, osajoukkona ja siannon X, - Y, luottamus on sellaisten tapahtumien



52
osuus X, :n sisdltdvistd tapahtumista, joilla on X, UY, osajoukkona. (Maedche,
2002)

wki(x, - v,) = IXk|LTJ|Yk Ot}

luottamug X, ~ Y,) = Hti|{|tX|kaYDk tD }Iti}|
i K i

Taulukossa 5 on esitetty esimerkki tapahtumatietokannasta, joka kuvaa neljan
sanastoalkion yhteystietoa tekstikorpuksessa. Luku 1 tarkoittaa, ettd yhteys on
esiintynyt yhdessd tapahtumassa, ja luku 0, ettd yhteyttd sanastoalkioiden
viélilld ei ole kyseisessd tapahtumassa. Yksi tapahtuma voi olla esimerkiksi yksi
korpuksessa esiintyva lause. Taulukon 5 tapahtuma-aineistosta voidaan oppia

esimerkiksi assosiaatiosdanto {Leipa} - {Voi}, jolle

tuki{Leipgd - {Voli}) :§ = 05 ja luottamug{ Leipgd - {Voi}) = % = 0,667

TAULUKKO 5 Esimerkki tapahtumatietokannasta

Tapahtuma | Maito | Leipd | Voi | Jogurtti
1 1 1 1 0
2 0 1 0 1
3 0 1 1 0
4 1 0 0 1

Maedchen mukaan assosiaatiosddntdjen oppiminen sopii funktioiden
oppimiseen pienillda muutoksilla. Hinen mukaansa muutoksista merkittdvin on
assosiaatiosddntojen louhimisalgoritmille syotettdvda tapahtuma-aineiston
muoto. Perustilanteessa jokainen sanastoalkio- tai késitepari muodostaa oman
tapahtuman, mutta kaikkein sopivimman tapahtuma-aineiston muoto riippuu
ldhdeaineistosta. Joissakin tilanteissa funktiot, joista ollaan kiinnostuneita,

saattavat jaddd sanastoalkioiden tai késitteiden vililtd 16ytyneitten yhteyksien
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varjoon, eivdtkd sen vuoksi paljastu. Maedchen mukaan tillaisissa tilanteissa
kannattaa harkita tapahtuma-aineiston yhdeksi tapahtumaksi esimerkiksi
yhden lauseen, tekstikappaleen, luvun tai yhden ldhdeaineiston dokumentin
asettamista parempien tulosten saavuttamiseksi. Maedchen mukaan toinen
tarvittava muutos on {Henkilo, Henkilo} kaltaisten tapahtumien salliminen,
koska ontologian muodostamisen kannalta voi olla tarpeellista pystya
muodostamaan funktioita kuten tyoskenteleeYhdessd(Henkils, Henkilo).
Hanen mukaansa késite Henkilo voidaan esimerkiksi jakaa assosiaatiosddnttjen
muodostamisen ajaksi kahdeksi keinotekoiseksi kasitteeksi, kuten Henkils-1 ja
Henkilo-2, ja yhdistdd myohemmin takaisin tarkoittamaan samaa késitetta

Henkilo. (Maedche, 2002)

Maedchen mukaan assosiaatiosddntdjen ongelmana on, ettd niiden tuottamat
relaatiot rajoittuvat taksonomian alimmalle tasolle. Hinen mukaansa
hyodyntdmalld taustatietona aiemmin kerdttyd tietoa kasitteiden valisistad
taksonomisista relaatioista, pystytddn “nostamaan” havaittu funktio
taksonomiassa yleisimpddn mahdolliseen késitteeseen, jolla kyseessd oleva
funktio esiintyy. Koska alaluokat perivit yldluokkien funktiot, pystytdan
aikaisemmin alaluokissa havaitut funktiot karsimaan pois ja korvaamaan ne

yladluokilta perityilld funktioilla. (Maedche, 2002)

3.4.3 Aksioomien oppiminen

Aksioomien oppiminen on ontologioiden oppimisen ndkokulmasta kaikkein
vahiten tutkittu alue, ja (puoli)automaattisia menetelmid aksioomien
oppimiseksi ei juuri ole olemassa. Lin ja Pantel (2001) ovat kuitenkin esittdneet
automaattisen menetelmdn yleisten pd&dttelysddantjen muodostamiseksi
vapaasta tekstistd. Heiddn menetelmdnsd pohjautuu samaan, jo aikaisemmin
esiteltyyn oletukseen, jonka mukaan samassa kontekstissa esiintyvit
sanastoalkiot tarkoittavat yleensd samaa asiaa. Sanastoalkioiden sijasta he

soveltavat oletusta sanastoalkioiden riippuvuussuhteista muodostetun



54

riippuvuuspuun (dependency tree) polkuihin. Jos kaksi polkua ndyttda
yhdistivdan saman sanastoalkiojoukon, oletetaan niiden tarkoittavan
samankaltaista asiaa. Koska puun polut ovat binddrisid relaatioita, voidaan
muodostaa pdittelysddantd kutakin samankaltaista polkuparia kohden. (Lin &

Pantel 2001)

Linin ja Pantelin menetelmédssd riippuvuussuhteet ovat epdsymmetrisid
binddrisid relaatioita kahden sanastoalkion, pddn (head) ja madritteen (modifier)
valilla. Lauseen rakenne voidaan esittdd puun muodostavana
riippuvuusrelaatioiden joukkona. Lauseessa olevalla sanastoalkiolla voi olla
useita maddritteitd, mutta yksi sanastoalkio voi mddrittdd vain yhtd toista
sanastoalkiota. Riippuvuuspuun juuri ei maaritd mitdan lauseen sanastoalkiota
ja sitd kutsutaan lauseen pddksi. Lin ja Pantel ovat kadyttdneet omassa
menetelmassdadn riippuvuuspuun muodostamiseen Minipar-

riippuvuusjdsennintd’. (Lin & Pantel 2001)

Kuviossa 6 on esitetty yksinkertainen esimerkki lauseen muuttamisesta
riippuvuuspuuksi. Nuolen suunta on pddstd maddritteeseen. Jokainen
sanastoalkioiden vilissd oleva nuoli kuvaa semanttista relaatioita ndiden
sanastoalkioiden vililld. Polut on nimetty ketjuttamalla polulla esiintyvét
sanastoalkiot ja riippuvuusrelaatiot. Polku “John” ja  ”problem”
sanastoalkioiden vélilldi on siis nimeltddan N:subj:V € find = V:objN ->
solution = N:to:N, ja se tarkoittaa ”X finds solution to Y”, jossa N viittaa
substantiiviin (noun) ja V verbiin. Polku alkaa ja pddttyy riippuvuusrelaatioon.
Lin ja Pantel kutsuvat vasemmanpuoleista riippuvuusrelaatiota nimelld slotX ja
oikeanpuoleista nimelld slotY (tdssd tyossd myohemmin lokerot).
Esimerkkitapauksessa “John” tdyttdd lokeron slotX ja “problem” lokeron slotY.

(Lin & Pantel 2001)

3 www.cs.ualberta.ca/~lindek/minipar.htm
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John found a solution to the problem

found
suby. / \:bj.
Joht solution
det. / \&D
a problem
del. /
the

KUVIO 6 Esimerkki lauseesta muodostetusta riippuvuuspuusta (Lin & Pantel 2001, 325)

Linin ja Pantelin mukaan polkujen ja puiden muodostamiselle on jarkevaa
asettaa tiettyjd rajoitteita. Heiddn mukaansa silld tavalla pystytddan
pienentdmddn paddttelysddantdjen muodostamisen kannalta epamielenkiintoisten
polkujen méé&rdd sekd lyhentdmaan mielenkiintoisten polkujen pituutta, ja sitd
kautta lyhentdmddn laskentaan kuluvaa aikaa. Esimerkiksi Lin ja Pantel
ehdottavat, ettd lokeroihin sijoitettavat sanastoalkiot kannattaa rajoittaa
substantiiveihin ja poluille kannattaa ottaa mukaan ainoastaan sellaiset
riippuvuusrelaatiot, jotka yhdistdvat merkityksellisid sanastoalkioita, kuten

substantiiveja, verbejd, adjektiivejd ja adverbejd. (Lin & Pantel 2001)

Linin ja Pantelin menetelmédssd polkujen samankaltaisuuden laskemiseksi
taytyy selvittdd korpuksessa esiintyvien eri polkujen esiintymistiheydet seka
lokeroiden tdytteend esiintyvdt sanat. Jokainen polun ilmentym&d p, joka
yhdistdd sanastoalkiot s ja s,, kasvattaa kahden kolmikon esiintymistiheytta.
Kolmikot ovat muotoa (p,slotX,s)) ja (p,slotY,s,). Kaksikkoja (slotX,s)) ja
(slotY,s,) kutsutaan polun p piirteiksi. Mitd enemmdn yhteisid piirteitd
kahdella polulla on, sitd samankaltaisemmat ne ovat. Linin ja Pantelin
menetelmdssd kaikkien korpuksesta irrotettujen polkujen ja niiden
ominaisuuksien tallentamisessa kdytetddn hajautustaulua, jota he kutsuvat
kolmikko-tietokannaksi (triple database). Tietokanta sisdltdd kunkin polun
lokeroissa esiintyvdt sanat (kummankin lokeron sanat erikseen), sanojen

esiintymislukumaaréat lahdeaineistossa sekd lokerossa esiintyvan sanastoalkion
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ja lokeron vilisen assosiaation vahvuutta kuvaavan keskindinen
informaatioarvon. Linin ja Pantelin menetelmédssddn kdyttimd keskindinen

informaatioarvo ki saadaan laskettua seuraavasti (Lin & Pantel 2001):

ki(p, slot,s) = log |p, slot,§ x|Jslot,
| P, SlOt,[l]X |D slot, q

jossa p on polku, slot lokero (slotX tai slotY), s sanastoalkio ja kaavassa

kéytetty merkintd |p,slot,§ tarkoittaa kolmikon (p,slot,s) esiintymistiheyttd ja
merkinta |p,SIOt,E]] tarkoittaa samaa kuin Zs|p’5|0t’s|' Keskindisen

informaation avulla saadaan edelleen samankaltaisuus lokeroparin

slot, = (p,,slot) ja slot, = (p,,slot) vililld kaavasta (Lin & Pantel 2001):

stT(pl,slot)UT(pz,slot) ki( p,,slot,s) + ki(p,,slot,s)

san{slot,, slot,) = : :
zﬂ(plyslm) ki(p,,slot,s) + Zg]T(pz,slot) ki(p,,slot,s)

jossa p, ja p, ovat polkuja, slot lokero, s sanastoalkio ja T(p;,slot) on polulla
p, lokeron slot tdyttdvien sanastoalkioiden joukko. Lokeroparin
samankaltaisuuden avulla saadaan laskettua polkujen p; ja p, vdlinen

samankaltaisuus S, niiden lokeroiden slotX ja slotY, geometrisend

keskiarvona (Lin & Pantel 2001):

S(p,, P,) = \/san(slotxl, slotX,) x san{slotY,, slotY,)
jossa slotX; ja slotY ovat vastaavan polun i lokerot slotXja slotY.

Linin ja Pantelin menetelmdlld saadaan muodostettua lista korpuksessa
esiintyvistd potentiaalisesti hyodyllisistd pddttelysdannoistd. Heiddn mukaansa
sddntolista ei kuitenkaan sellaisenaan sovi ontologian aksioomajoukoksi, vaan
on ennemminkin joukko potentiaalisia ehdokkaita ontologian aksioomiksi.

Ontologian kehittdja voi siten kadyttdd tdtd automaattisesti muodostettua
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pdédttelysdantdjoukkoa apuna ontologian aksioomien suunnittelussa ja

toteutuksessa. (Lin & Pantel 2001)

Volker ym. (2007) ovat esittdineet menetelmdén OWL DL -aksioomien
muodostamiseksi vapaasta tekstistd. Periaate on sama kuin ylld esitetyssd Lin ja
Pantelin menetelmédssd riippuvuuspuun muodostamiseen asti. Myos
riippuvuuspuun muodostamisessa kdytetty tyokalu on sama. Volkerin ym.
menetelmdssd kdytetddn Linin ja Pantelin kédyttdmdstd riippuvuuspuusta
hieman muokattua versiota, joka ensin muutetaan XML-muotoon ja jonka
pohjalta OWL DL -aksioomat generoidaan hyodyntdmaélld manuaalisesti
muodostettuja  muuntosddntdjd. Heiddn  menetelmédssddan  muokatun
riippuvuuspuun jokainen solmu siséltdd sanastoalkion perusmuodon, sen
sanaluokan ja sijainnin lauseessa, sekd sen mikéd lauseenjdsen se on. Muokattu
riippuvuuspuu  muunnetaan XML-muotoon OWL DL  -aksioomiksi
muunnoksen helpottamiseksi. Esimerkiksi lauseen “A number is an abstract
entity that represents a count or measurement” muokkaamaton Minipar -
tuloste riippuvuuspuusta on esitetty kuviossa 7. (Volker ym., 2007)

> (

E1 (0 finC*)

1 (A ~ Det 2 det (gov humber))

2 (number ~ N 3 s (gov be))

3 (is be VBE E1i (gov fin))

E3 (() number N 6 subj (gov entity) (antecedent 2))

4 (an ~ Det 6 det (gov entity))

5 (abstract ~ A 6 mod (gov entity))

6 (entity ~ N 3 pred (gov be))

EO (() fin C 6 rel (gov entity))

7 (that ~ THAT EO whn (gov fin) (antecedent 6))

8 (represents represent V EOQ i (gov fin))

E4 (() that THAT 8 subj (gov represent) (antecedent 6))

9 (a ~ Det 10 det (gov count))

10 (count ~ N 8 obj (gov represent))

11 (or ~ U 10 punc (gov count))

12 (measurement ~ N 10 conj (gov count))
) >

KUVIO 7 Minipar -tuloste (Volker ym., 2007, 673)

Volkerin ym. menetelmdssda XML-muotoillusta riippuvuuspuusta OWL DL -

aksioomien irrotukseen kdytetddn sddntdjoukkoa, joka koostuu XPath -
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ilmauksista (kts. Clark & DeRose, 1999). Kuviossa 7 esitetyn esimerkkilauseen
Minipar-tuloste muutettuna XML-muotoon on esitetty kuviossa 8. XML-
muotoillussa Minipar -tulosteessa jokainen sana on jonkin elementin sisalla.
Elementtien nimet kuvaavat lauseen sanojen sanaluokkia (esimerkiksi <N />
viittaa substantiiviin). Elementeilld voi olla attribuutteina Minipar:in generoima
tunnus (id), sijainti lauseessa (pos), sanan rooli lauseessa eli lauseenjdsen (role),
itse sana (phrase) sekd sen perusmuoto (base). Lisdksi attribuuttina voi olla

viittaus sanaa edeltdvddn sanaan (antecedent). (Volker ym., 2007)

<?xml version="1.0" encoding="UTF-8"?>
<root>
<C id="E1” pos="0">
<VBE id="3" pos="3" role="i" phrase="is" base="be" >
<N id="2" pos="2" role="s" phrase="number">
<Det id="1" pos="1" role="det” phrase="A"/>

</N >
<N id="6" pos="7" role="pred” phrase="entity">
<N id="E3" pos="4" role="subj” base="number” ant ecedent="2"/>

<Det id="4" pos="5" role="det” phrase="an"/>
<A id="5" pos="6" role="mod" phrase="abstract"/>
<C id="EQ” pos="8" role="rel">

<THAT id="7" pos="9" role="whn” phrase="that” a ntecedent="6"/>
<V id="8" pos="10" role="i" phrase="represents” base="represent”>
<THAT id="E4” pos="11" role="subj" base="that " antecedent="6"/>
<N id="10" pos="13" role ="obhj" phrase="count ">
<Det id="9" pos="12" role="det” phrase="a"/>
<U id="11" pos="14" role="punc” phrase="or"/ >
<N id="12" pos="15" role="con]” phrase="meas urement’/>

</N ></V ></C ></N ></VBE ></C ></root>

KUVIO 8 XML-muotoiltu riippuvuuspuu (Volker ym., 2007, 674)

Volkerin ym. menetelmdssdan kayttamat sdannot (KUVIO 9) koostuvat
muutamista argumenteista (arg_1). Argumentit koostuvat etuliitteistd, eli
viitteistd aikaisemmin esiteltyihin argumentteihin (arg_0), ja XPath-ilmauksista
(/Cl[@role="rel’]), joiden suhde etuliitteisiin arvioidaan. Jokaisen sdannon
viimeiset rivit mddrittelevat malleja OWL -aksioomille (subObjectPropertyOf) .
Jokainen OWL -aksioomamalli sisédltdd muuttujan, joka korvataan argumenttien
arvoilla. Ilmauksilla, kuten 0-1, voidaan karsia riippuvuuspuusta haluttuja

alipuita. (Volker ym., 2007)
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rule : relative clause {
arg_0: //N
arg_1: arg_0O /C[@role="rel']
arg_2:arg_1/V
result: [equivalent O [and 0-1 2]]

}
rule : verb and object {
arg_0: /IV
arg_1: arg_O /N[@role="0bj’]
result: [equivalent O [some 0-1 1]]
result: [subObjectPropertyOf 0 0—1]
}

KUVIO 9 Kaksi XPath-muutoss&dantod (Volker ym., 2007, 674)

Muunnoksen tuloksena saadaan aksioomajoukko, joka voidaan sieventdd
yhdeksi luokkakuvaukseksi ja lopuksi kirjoittaa OWL DL -lauseena.
Aksioomajoukon esitysmuoto on KAON24 ontologioiden
hallintainfrastruktuurin sisdinen syntaksi. KAON2 on my6s se tyokalu, jonka
avulla aksioomajoukon sievennys OWL DL -aksioomaksi Volkerin ym.
menetelmadssa tapahtuu (KUVIO 10). (Volker ym., 2007)

[equivalent lexo: a_number lexo:

an_abstract_entity _that _represents_a_count_or_measu rement]

[equivalent lexo: an_abstract_entity that_represent S_a_count_or_measurement

[and lexo: an_abstract_entity lexo:
represents_a_count_or_measurement]]

[equivalent lexo: represents_a_count_or_measurement [some lexo: represents
lexo: a_count_or_measurement]]
[equivalent lexo: a_count_or_measurement [or lexo: a_count lexo:
measurement]]
[equivalent lexo: abstract_entity [and lexo: entity lexo: abstract]]
[equivalent lexo: a_number [and [and lexo: entity | exo: abstract]

[so me lexo: represents [or lexo: a_count lexo: measure ment]]]]
A number = ((Entity m Abstract) m A represents.(A_ count U Measurement))

KUVIO 10 Aksioomajoukon muokkaus OWL DL aksioomaksi (Volker ym., 2007, 674)

Kuviossa 10 ensimmdisessé muunnoksessa tapahtuu aksioomien sievennys.
Sievennyksessd tehtdvdt operaatiot vastaavat samankaltaisten pdittelyjen

tekemistd kuin esimerkiksi lausekkeiden A=[B ja C= ALD sievennyksessd

¢ http:/ /kaon2.semanticweb.org/
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yhdeksi lausekkeeksi C=[CBLD. Toisessa muunnoksessa ensimmdisessd
sievennysvaiheessa syntyneelle aksioomalle ei tehdd muuta kuin sen

esitysmuoto muutetaan KAON2:n sisdisestd syntaksista OWL DL lauseeksi.

Volkerin ym. (2007) aksioomien oppimisprosessi ei siis ole tdysin automaattinen
vaan vaatii huomattavan maaran manuaalista tyotd. Iso osa tydstd on sopivien
muuntosddntdjen muodostamista. Tarvittavat muuntosdannot ja niiden muoto
riippuvat muodostettavan ontologian aihe- tai sovellusalueen tarpeista.
Volkerin  ym. mukaan manuaalista tyotd tarvitaan, koska kaytettdava
riippuvuuspuun muodostaja, Minipar, ei tuota aina oikeaa riippuvuuspuuta.
Heiddn mukaansa virheellisid rakenteita saattavat tuottaa huonosti muotoillut
tai semanttisesti monimutkaiset lauseet ja sanastoalkioiden syntaktinen

moniselitteisyys. (Volker ym., 2007)

Lisdksi Volkerin ym. menetelmédssda muuntosddntdjen esityksessd kaytetty
XPath-kieli ei pysty kasittelemddn deiktisid ilmaisuja, riippuvuussuhteita eri
lauseissa esiintyvien sanojen vélilld eikd viittauksia samankaan lauseen sisalla.
Deiktiselld ilmauksella tarkoitetaan muualla kuin esiintymiskontekstissaan
esiintyvdd ilmausta, joka on liitetty esiintymiskontekstiinsa esimerkiksi
demonstratiivipronominilla tai tempuksella eli aikaluokalla. Siis esimerkiksi
lauseita “viime viikon maanantaina”, “haluan hénet tdnne” ja “apina kuori
banaanin ja soi sen” ei pystytd kdsittelemddn, koska ensimmdinen lause on
deiktinen ilmaisu, toisen lauseen sisdlté riippuu siitd, kuka sen sanoo, ja
jalkimmdisessd “banaanin” ja “sen” sanan vilistd yhteyttd ei pystytd
selvittimadan kaytettdvilla menetelmilld. My6s adjektiivit, adverbit ja verbien
aikamuodot tuottavat ongelmia. Volkerin ym. mukaan osa ndistd ongelmista
saataisiin ratkaistua ilmaisuvoimaisemmalla sddntokielelld ja paremmilla
tekstin analysointityokaluilla. Heiddn mukaansa nykyisessd muodossaan

menetelmd toimii hyvin ainoastaan sanastojen ja tietosanakirjojen kaltaiseen

aineistoon. (Volker ym., 2007)
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3.5 Ontologioiden oppimisymparistot ja -tyokalut

Ontologioiden oppimisen avuksi on kehitetty useita tyckaluja. Osa tyokaluista
on itsendisid, koko ontologian muodostusprosessin kattavia ohjelmistoja ja osa
lisdosia olemassa oleviin ontologioiden muodostustydkaluihin. Gémez-Pérezin
ja Manzano-Machon (2003) mukaan tyokalut voidaan jakaa kolmeen ryhmaan
kayttotarkoituksensa perusteella. Heiddn mukaansa ensimmdinen ryhma
koostuu tyokaluista, jotka auttavat kayttdjda kasitteiden etsimisessa ja luokkien
muodostamisessa. Tdhdn ryhmddn kuuluvia tyokaluja ovat muun muassa
Mo’K workbench ja TERMINAE. Toinen ryhméd koostuu ontologioiden
oppimistyokaluista, joiden tarkoituksena on auttaa kayttdjad relaatioiden
muodostamisessa. Tdahdn ryhmé&an kuuluvia tyokaluja ovat muun muassa
ASIUM, OntoLT ja Text20nto. Kolmas ryhma koostuu tyokaluista, joiden
tarkoituksena on auttaa kdyttdjad olemassa olevan ontologian rikastamisessa.
Tdhdan ryhmééan kuuluvia tyokaluja ovat muun muassa OntoLearn ja Welkin.

(Goémez-Pérez & Manzano-Macho, 2003)

Téassa kohdassa esiteltdvien oppimistyokalujen valintaan vaikutti niiden
saatavuus ja kehitystyon jatkuvuus. Esiteltavat tyokalut ovat OntoLT,
Text20nto ja JATKE, jotka kaikki ovat vapaasti saatavilla internetisté ja joiden

viimeisin pdivitys on tehty kahden vuoden sisélla.
3.6 OntoLT

OntoLT on lisdosa luvussa 2.5 esiteltyyn Protégé ontologioiden
muodostusympadristoon. OntoLT mahdollistaa automaattisen késitteiden ja
relaatioiden irrottamisen kielellisesti annotoidusta (linguistically annotated)

tekstikorpuksesta. (Buitelaar ym., 2004a; Buitelaar ym., 2004b)

OntoLT ei itsessddn sisdlld toimintoja tekstikorpuksen annotoinniksi, mutta
annotointityokaluun pddstdan kasiksi XML-pohjaisen viestinvilitysformaatin

kautta. Kielellisend annotointitydkaluna toimii SCHUG, joka on saksaa ja
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englantia tukeva sddntopohjainen kielenosientunnistin. Se  sisdltdd
ominaisuudet sanaluokkajasennykseen (part-of-speech, POS), morfologiseen
taivutukseen ja hajottamiseen (morphological inflection and decomposition) ja
lausekkeiden ja riippuvuuksien rakenteen selvittamiseen. SCHUG muuntaa
tekstikorpuksen XML-pohjaiseen kielellisesti ja semanttisesti annotoituun

muotoon, joka kelpaa OntoLT:n sy&tteeksi. (Buitelaar ym., 2004a; Buitelaar ym.,

2004b)

Késitteiden ja relaatioiden irrotus tapahtuu XPath-ilmauksina kuvattujen
kielellisten ja semanttisten sddntojen avulla, joiden lisdksi kdyttdjd voi madritelld
omia sddntdjadn joko manuaalisesti tai koneoppimisprosessin kautta. Saannot
kuvaavat, kuinka kielellisesti annotoidussa korpuksessa olevat sanastoalkiot
muutetaan ontologian eri elementeiksi. Kielellisesti annotoitu korpus ja XPath-
ilmaukset mahdollistavat esimerkiksi tiettyyn sanaluokkaan tai tiettynd
lauseenosana toimivien sanojen kasittelyn. Tama helpottaa esimerkiksi luokiksi,
luokkien ominaisuuksiksi ja relaatioiksi sopivien sanastoalkioiden erottamista
toisistaan. Korpuksesta irrotettavia sanastoalkioita voidaan lisdksi rajoittaa
analysoimalla sanastoalkioiden esiintymistiheyksid tilastollisesti. Analysointi
tapahtuu  vertaamalla  aihealuekohtaisessa  korpuksessa  esiintyvien
sanastoalkioiden esiintymistiheyksid niiden esiintymistiheyksiin
aihealueneutraalissa korpuksessa. Automaattisen késitteiden ja relaatioiden

ehdokaskaésitteistd ja -relaatioista lisdtddn ontologiaan. (Buitelaar ym., 2004a;

Buitelaar ym., 2004b)

3.6.1 Text20nto

Text20nto on ontologioiden oppimiseen tekstistd kehitetyn TextToOnto
tyokalun seuraaja. Text20nto on KAON2 (Karlsruhe ontology management
infrastructure) ontologioiden hallintainfrastruktuuriin pohjautuva

ontologioiden oppimistydkalu. Text20nto:n kaksi keskeisintd, muista
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ontologioiden oppimistytkaluista poikkeavaa ominaisuutta ovat sen kayttama
todenndkoisyyspohjainen ontologiamalli (probabilistic ontology model, POM)
ja aineistoldhtoinen muutoksen etsintd (data-driven change discovery).

(Cimiano & Volker, 2005)

Todenndkoisyyspohjaisen ontologiamallin avulla Text2Onto esittdd kayttdjalle
oppimiensa rakenteiden yhteydessd todenndkoisyyden, joka kuvaa jarjestelman
arviota opitun rakenteen hyodyllisyydestd. Todenndkoisyyspohjainen
ontologiamalli sdilyttdda myos tiedon kunkin opitun rakenteen ja sitd vastaavien
tekstikorpuksen osien vililld, mikd helpottaa opittujen ontologian osien ldhteen
selvittdmistd. Lisdksi todenndkoisyyspohjainen ontologiamalli mahdollistaa
usean, myds keskenddn ristiriitaisen, ontologian rinnakkaisen ylldpidon.
Tietoldhtoinen muutoksen etsintd havaitsee muutokset korpuksessa, jolloin
ontologian ylldpito helpottuu. Ontologiaa ei tarvitse rakentaa kokonaan
uudelleen, jos korpuksessa tapahtuu muutoksia, vaan olemassa olevan
ontologian pdivitys voidaan rajata vain niihin osiin, mihin korpuksessa

tapahtunut muutos vaikuttaa. (Cimiano & Volker, 2005)

Todennidkoisyyspohjaisen ontologiamallin ja tietoldhtdisen muutoksen etsinnédn
lisdksi Text20nto sisdltdd mallinnusprimitiivikirjaston (modeling primitive
library, MLP), luonnollisen kielen Kkésittelijan ja algoritmikirjaston.
Todenndkoisyyspohjainen ontologiamalli koostuu mallinnusprimitiivikirjaston
sisdltdmistd primitiiveistd. Primitiivit on kuvattu ontologioiden esityskielista
riippumattomasti, joten ontologiaa kuvaava todenndkéisyyspohjainen
ontologiamalli voidaan kdantdd mille tahansa ontologioiden esityskielelle.
Lisdksi erillinen primitiivikirjasto mahdollistaa uusien primitiivien lisidmisen
ilman muutostarpeita muualla jdrjestelmassd. Text20Onto tyokalun luonnollisen

kielen kasittely pohjautuu GATE (General Architecture for Text Engineering)?

5 http:/ /www.gate.ac.uk/
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-jarjestelmddan, joka sallii hyvin joustavasti luonnollisen kielen eri
kasittelymenetelmien kayton. Text20nto kayttdd sekd kielelliseen analysointiin
ettd koneoppimistekniikoihin pohjautuvia menetelmid, kuten lemmaus
(lemmatizing), saneistus (tokenization), lauseen paloittelu (sentence splitting) ja
kevyt jdsennys (shallow parsing, chunking). Algoritmikirjasto sisdltdd
Text20nto -tyokalun kadyttaméat algoritmit kéasitteiden painottamiseen ja

erilaisten relaatioiden oppimiseen. (Cimiano & Volker, 2005)

3.6.2 JATKE

JATKE on OntoLT:n tapaan Protégé -tyokalun liitinndinen. Se eroaa muista
tyokaluista tarjoamalla alustan useiden erilaisten ja eri tilanteisiin sopivien
ontologioiden oppimismenetelmien yhdistdmiseksi. JATKE:n tavoite on
mahdollistaa nykyisten ontologioiden oppimismenetelmien helppo ja
mielivaltainen =~ moduulipohjainen  yhdisteleminen.  Yhdistelemillda eri
menetelmid luotavan ontologian kannalta parhaaksi mahdolliseksi
kokonaisuudeksi  pystytddn  kiertdamddn  yksittdisissd =~ menetelmissa
mahdollisesti olevia heikkouksia. Kayttdjda voi esimerkiksi kdyttdd yhtd aikaa
useaa eri tietoldhdettd ottamalla kdyttoonsa kunkin tietoldhteen kéasittelemiseen

tarkoitetun moduulin. (Endres, 2005)

JATKE ei siis ole jdrjestelmd, joka kokoaa kaikki aikaisemmat menetelmaét
yhteen wuuteen algoritmiin, vaan alusta, joka mahdollistaa useiden eri
algoritmien toimimisen yhdessi. Tadmd mahdollistaa my6s tulevien
menetelmien suoran kayttoonoton ilman muutoksia olemassa olevaan
jarjestelmddn, jolloin esimerkiksi niiden vertaaminen olemassa oleviin

algoritmeihin helpottuu. (Endres, 2005)

JATKE:n suunnitteluperiaatteina ovat sitoutumattomuus (containedness),
integroitavuus ja kadyttdjan vuorovaikutus. Sitoutumattomuus on jdrjestelméan

kannalta keskeistd, koska toisilleen ennalta vieraitten algoritmien taytyy kyetd
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toimimaan jdrjestelméssd sujuvasti yhdessd. Jarjestelmd on tdysin itsendinen ja
sen pohjana on oma ontologia. Jarjestelmdd kuvaava ontologia on piilotettu
muodostettavan ontologian alipuuksi. Kaikki jdrjestelmdtieto talletetaan tdhan
sisdiseen ontologiaan, joka mahdollistaa eri moduuleitten toimimisen yhdessa.

(Endres, 2005)

Integroitavuudella tarkoitetaan sitd, ettd kaikki jdrjestelmdssda kaytettavat
moduulit tdytyy olla mahdollista integroida keskenddn. Tamad tarkoittaa sitd,
ettd jdrjestelmédn tdytyy huolehtia moduuleiden vilisestd viestinvilityksesta.
Myo6s viestinvélitys on hoidettu sisdisen ontologian avulla, joka maédérittelee
kaiken viestinndn moduuleiden valilld. Kdytdannossd tdmé tarkoittaa sitd, ettd
moduuleilla on kiytettdvissddn rajattu joukko komentoja, joiden avulla ne
voivat viestid keskenddn. Moduuleilla on kuitenkin mahdollisuus laajentaa
sisdistd ontologiaa uusilla komennoilla erikoistamalla JATKE -jarjestelman
sisdisid luokkia. T&lloin laajennetun moduulin ldhettdmit viestit ovat myos
sellaisten moduulien kdytossd, jotka eivit jaa kyseistd laajennusta. (Endres,

2005)

Kayttdjan vuorovaikutus tarkoittaa JATKE:ssa sitd, ettd ontologioiden
oppiminen on puoliautomaattista. Kayttdjaltd pyydetddn vahvistus jokaiseen
ontologiaan tehtdvddn muutokseen, jolloin kéayttdja voi valvoa ontologian

laatua koko muodostusprosessin ajan. (Endres, 2005)
3.7 Yhteenveto

Tassda luvussa kasiteltiin ontologioiden muodostusprosessin vaiheiden
automatisointia. Luvun alussa esitettiin (puoli)automaattisten menetelmien
hyodyntdmistda ontologioiden muodostamisessa kutsuttavan yleisesti nimella
ontologioiden oppiminen. Ontologioiden oppiminen mdiriteltiin ontologioiden
muodostamiseksi koneoppimismenetelmid hyodyntamalld, minkd lisdksi
luvussa tarkasteltavat menetelmdt rajattiin tekstiaineistosta tapahtuvassa

oppimisessa kdytettdviin menetelmiin.
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Luku keskittyi ontologioiden muodostusvaiheeseen, josta kaytiin Ildpi
kasitteiden oppimisessa kadytettdvid kielellisida ja tilastollisia menetelmid,
taksonomisten relaatioiden oppimisessa kaytettavia
hahmonsovitusmenetelmid, funktioiden oppimisessa kaytettavia
assosiaatiosddnttjen etsimismenetelmid sekd kaksi samankaltaista menetelméa
aksioomien oppimiseksi. Luvun lopussa esiteltiin kolme erilaista ontologioiden

oppimistyokalua.
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4 ONTOLOGIOIDEN ARVIONTI- JA YLLAPITOVAIHEEN
AUTOMATISOINTI

Zhoun (2007) mukaan ontologioiden muodostusprosessin lisdksi ontologioiden
oppimismenetelmid voidaan hyodyntdd myos ontologioiden arvioinnissa ja
yllapidossa. Tamd luku jakautuu kolmeen osaan, joista ensimmadisessa
esitellddn ontologioiden sisdllon ja oppimismenetelmien arviointia, toisessa
ontologioiden ylldpitoa ja kolmannessa tehdddn yhteenveto tdssd luvussa

esitellyistd asioista.
4.1 Ontologioiden arviointi

Ontologioiden muodostuksessa yksi keskeisimmistd asioista on ontologioiden
asianmukainen arviointi. Ontologioiden arvioinnin tarkoituksena on varmistaa,
ettd ontologia tdyttdd sille asetetut vaatimukset. Suren ym. (2004) mukaan
yleisia ontologioiden laatuvaatimuksia ovat yhtendisyys, kokonaisuus,
oikeellisuus, tarkkuus ja laajennettavuus. He jakavat ontologioiden arvioinnin
kahteen = kokonaisuuteen,  ontologioiden  sisédllonarviointiin ~ niiden
muodostusvaiheen yhteydessd ja ontologioiden muodostustydkalujen
arviointiin. (Sure ym., 2004) Dellschaft ja Staab (2008) esittavat, ettd
ontologioiden oppiminen tuo lisdksi vield kolmannen ndkokulman
ontologioiden arviointiin, ontologioiden oppimismenetelmien arvioinnin
(Dellschaft & Staab, 2008). Ontologioiden muodostustytkalujen arviointi ei ole
tamédn tutkielman kannalta mielenkiintoinen, joten sen kasittely sivuutetaan.

(Sure ym., 2004; Dellschaft & Staab, 2008)

4.1.1 Ontologioiden sisdllonarviointi

Dellschaftin ja Staabin (2008) mukaan ontologioiden sisdllonarviointi voidaan
jakaa kolmeen ulottuvuuteen, ontologian rakenteen, toiminnallisuuden ja
kaytettavyysprofiilin arviointiin. Rakenteen arvioinnissa varmistetaan, etta

ontologia tdyttdd kohdassa 2.4 hyville ontologialle asetetut suunnittelukriteerit.
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Toiminnallisuuden arvioinnissa varmistetaan, ettd ontologia kattaa halutun
aihealueen riittavélld laajuudella ja tarkkuudella tdyttddkseen sille asetetut
toiminnalliset vaatimukset. Kaytettdvyysprofiilin arvioinnissa ontologian
sisdltamdn metatiedon maéérd ja laatu arvioidaan. Metatieto viittaa ontologian
pragmatiikkaan. Dellschaft ja Staab jakavat ontologioiden
sisdllonarviointimenetelmét edelleen kolmeen erilaiseen ldhestymistapaan,
tehtdvapohjaiseen, korpuspohjaiseen ja kriteeripohjaiseen ldhestymistapaan.

(Dellschaft & Staab, 2008)

Tehtdvdpohjaisessa ldhestymistavassa pyritddn selvittamdan, milld tavoin
ontologia auttaa kyseisen tehtdvan tulosten saavuttamisessa. Dellschaftin ja
Staabin mukaan tehtdvapohjaiset Ildhestymistavat keskittyvidt yleensa
ontologian toiminnallisuuden arviointiin, mutta myos rakenteelliset seikat
voivat vaikuttaa ontologian kykyyn toimia tehtdvdn suorittamisen apuna.
Heiddn mukaansa tehtdvdpohjaiseen arviointiin liittyy yleensd paljon
muuttujia, ja on tdrkedd pystyd pitamdan muuttujat vakioina koko arvioinnin
ajan, jotta ontologiaan tehdyt muutokset saadaan erottumaan selvasti
arviointituloksista. Dellschaftin ja Staabin mukaan tehtdvapohjaiseen arviointiin
ei ole olemassa valmista hyvien mittausmenetelmien joukkoa, koska
mittausmenetelmien valinta riippuu aina tehtdvéastd, johon ontologia on
suunniteltu. Heiddn mukaansa yleinen periaate on kuitenkin se, ettd pelkka
tieto siitd onko arvioitava ontologia huonompi tai parempi kuin joku toinen, ei
pelkédstddn riitd, vaan mielenkiintoisempaa on saada selville sen mahdolliset
puutteet mallinnettavan aihealueen késitteellistyksend. Esimerkiksi tunnistaa
ontologian mahdollisesti sisdltamat turhat, puuttuvat ja virheelliset késitteet ja

relaatiot. (Dellschaft & Staab, 2008)

Dellschaftin ja Staabin esittdimén korpuspohjaisen ldhestymistavan perusajatus
on selvittdd, kuinka hyvin muodostettu ontologia kattaa aihealueen, johon se on
suunniteltu. ~ Korpuspohjaiset ldhestymistavat késittelevdat ontologian

toiminnallisuutta. Korpuspohjaisissa ldhestymistavoissa ontologian sisdltamid
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sanastoalkioita verrataan ontologian aihealueen kattavasta tekstikorpuksesta
irrotettuihin  sanastoalkioihin. Sanastoalkiot irrotetaan tekstikorpuksesta
hyodyntamalld luonnollisen kielen késittelymenetelmid, esimerkiksi laskemalla
sanastoalkioiden esiintymistiheyksid korpuksessa tai klusteroimalla. Kaikille
korpuspohjaisille ldhestymistavoille on yhteistd informaation irrotus ja
ontologioiden oppimismenetelmien hyodyntdminen ontologioiden
arvioinnissa. Dellschaftin ja Staabin mukaan tdma ldhestymistapa ei kuitenkaan
sovi ontologioiden oppimismenetelmilld muodostettuihin ontologioihin kuin
osittain, koska ontologian muodostusvaiheessa on jo kédytetty samoja tai ainakin
samankaltaisia menetelmid, joten ontologioiden oppimismenetelmien
hyodyntdmisessé tdllaisten ontologioiden arvioinnissa ei vélttamaéttd saavuteta
toivottuja  etuja. Heiddn mukaansa manuaalisesti ~muodostettuihin
ontologioihin tamadn ldhestymistavan mukaiset menetelmidt sopivat hyvin.
Arvioinnin tuloksena syntyy kattavuusarvion lisdksi lista ontologian

laajentamiseen sopivista sanastoalkioista. (Dellschaft & Staab, 2008)

Dellschaftin ja Staabin esittdimén kriteeripohjaisen ldhestymistavan mukaisille
arviointimenetelmille on yhteistd selvittdd, kuinka hyvin ontologia tai sen
taksonomia noudattaa tiettyd ennalta madrattyd kriteerid. Heiddn mukaansa
kriteeripohjaiset menetelmit voidaan siis jakaa kahteen ryhmadan sen mukaan,
arvioivatko ne koko ontologian rakennetta vai ontologian sisdltamaa
taksonomiaa. Koska ontologian rakenne voidaan ajatella verkoksi, Dellschaftin
ja Staabin mukaan rakenteen arviointimenetelmdt ovat yleensd verkkoteoriassa
verkkojen késittelyyn kaytettyja menetelmid. He mainitsevat esimerkkeind
kdytossd olevista menetelmistda muun muassa ontologian rakenteessa olevien
polkujen pituuksien laskemisen juurisolmusta lehtisolmuihin, moniperivien
solmujen maddrdn laskemisen ja syklien etsimisen ontologian rakenteesta.
Dellschaftin ja Staabin mukaan my6s logiikkapohjaisille ontologioille voidaan

maédritelld rakennetta arvioivia menetelmid. He esittdvat yhtend esimerkkina
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ontologian taksonomian ositukseen liittyvien epdjohdonmukaisuuksien

arvioinnin. (Dellschaft & Staab, 2008)

Dellschaftin ja Staabin mukaan rakenteen arviointimenetelmét on yleensd
helppo automatisoida, mutta poikkeuksiakin on. Esimerkkind he mainitsevat
monimutkaisemmat arviointimenetelmit, kuten  OntoCleant, jonka
taksonomioiden arviointi pohjautuu filosofisiin késitteisiin olemus (essence),
samuus (identity) ja yhtendisyys (unity), jotka pitdisi ottaa huomioon jo
ontologian suunnitteluvaiheessa. Heiddn mukaansa esimerkiksi ontologiassa
olevan luokan ominaisuuksien keskeisyyden arviointi, eli mitkd luokan
ominaisuudet ovat luokalle valttdiméattomid, on OntoClean menetelmassa jatetty

ontologian arvioijan manuaalisesti arvioitavaksi. (Dellschaft & Staab, 2008)

4.1.2 Ontologioiden oppimismenetelmien arviointi

Dellschaftin ja Staabin (2008) mukaan ontologioiden oppimismenetelmien
arvioinnin ldhtokohtana on verrata oppimismenetelmid keskenddn. Tavoitteena
on saada arvio oppimismenetelmdn laadusta. Heiddn mukaansa
ideaalitilanteessa arviointi tapahtuu tarkastelemalla algoritmin saamia syotteitd
sen tuottamiin tuloksiin eli ontologioihin. Dellschaft ja Staab jakavat
ontologioiden oppimismenetelmien arviointimenetelmdt nidkokulmaltaan
kahteen ryhmé&dédn, manuaaliseen asiantuntijan suorittamaan arviointiin ja
kultaiseen standardiin (gold-standard) pohjautuvaan arviointiin, jossa

standardikriteeri kattaa algoritmin syotteend saaman korpuksen sisdllon.

(Dellschaft & Staab, 2008)

Dellschaftin ja Staabin mukaan ontologioiden oppimismenetelmien
arviointimenetelmien tdytyy tdyttdd seuraavat kolme kriteerid. Arvioinnin

taytyy olla tehtdvd ja aihealueneutraalia, jotta algoritmin edut ja heikkoudet

¢ http:/ /www.ontoclean.org/
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saadaan selkedsti osoitettua. Kaikki arvioinnin tulokseen vaikuttavat tekijat
taytyy selvittdd ja kuvata tarkasti, jotta arviointi voidaan suorittaa uudelleen
ajasta ja paikasta riippumatta. Menetelmédn tdytyy olla sellainen, ettd sen
toistuva suorittaminen on mahdollista. Dellschaftin ja Staabin mukaan muita
erityisesti kultaiseen standardiin pohjautuvien arviointimenetelmien hyvyyttd
mittaavia asioita ovat muun muassa eri ulottuvuuksien arviointi, eli jokaiselle
ontologian ulottuvuudelle pitdisi olla oma, toisista ulottuvuuksista riippumaton
arviointimenetelmi. Virheen suuruuden suhde virheen vaikutukseen, eli
esimerkiksi taksonomiassa ldhelld juurta oleva virhe pitdisi merkita
suuremmaksi kuin ldhelld lehtid oleva. Lisdksi virheiden méadran suhde arvioon
eli asteittainen kasvu virheiden mddrdssa pitdisi ndkyd asteittaisena laskuna
saadussa arviossa siten, ettd arvion laskun suuruus on suhteessa virheen

suuruuteen. (Dellschaft & Staab, 2008)

Manuaalisessa arvioinnissa yksi tai useampi asiantuntija arvioi ontologioiden
oppimismenetelman tarkkuuden (precision), eli onko menetelmén oppima tieto
kuinka paikkansa pitdavdd. Dellschaftin ja Staabin mukaan manuaaliseen
arviointiin  liittyy ~ kuitenkin muutamia huonoja puolia. Ensinndkin
oppimismenetelmdn oppimaa tietoa ei verrata korpuksesta loytyvddn tietoon
vaan asiantuntijan tietimykseen. Tdm&d menetelmd ei tuota ongelmia
tarkkuuden arvioinnissa, mutta saannin (recall) arviointi on ldhes mahdotonta.
Toiseksi arviointi on subjektiivista ja asiantuntijan valinnasta riippuvaa, joten
arviointia ei voida toisintaa ajasta ja paikasta riippumatta. Subjektiivisuus
voidaan pyrkid hdivyttdm&dan kdayttamailld suurta asiantuntijajoukkoa, mutta
silloin arvioinnin toistuva suorittaminen kay kalliiksi tai jopa mahdottomaksi.

(Dellschaft & Staab, 2008)

Kultaisen standardin kdyton ideana ontologioiden oppimismenetelmien
arvioinnissa on verrata oppimismenetelmdn tuottamaa ontologiaa kultaiseen
standardiin, eli ~ oppimismenetelmédn  ideaaliseen  lopputulokseen.

Oppimismenetelma arvioidaan sitd paremmaksi, mitd ldhempand sen tuottamat
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tulokset ovat kultaista standardia. Dellschaftin ja Staabin mukaan menetelma
tayttdd kaikki edelld esitetyt ehdot hyville arviointimenetelmdlle. Heiddn

mukaansa kultaisen standardinkaan kayttdo ei kuitenkaan ole tédysin

ongelmatonta. (Dellschaft & Staab, 2008)

Dellschaftin ja Staabin mukaan suurin ongelma on kultaisen standardin
hankinta tai muodostus. Kultaisen standardin muodostus voidaan antaa
asiantuntijan  tehtdvdksi, jolloin kultainen standardi ~muodostetaan
manuaalisesti kdytettdvdd korpusta vastaavaksi. Tarvittavan manuaalisen tyon
madrd riippuu tdlloin korpuksen koosta. Toisen ldhestymistavan mukaan
kultaiseksi standardiksi voidaan valita jo joku olemassa oleva ontologia ja valita
sitd hyvin vastaava korpus arvioitavan ontologian syotteeksi. Dellschaftin ja
Staabin mukaan kultaisen standardin kayttoon liittyy kuitenkin sama ongelma
kun asiantuntija-arvioon, eli ei ole olemassa yhteistd nikemystd, mika olisi
paras kultainen standardi mihinkin tilanteeseen. Heiddn mukaansa kultaisen
standardin yhteydessd ndkemyserojen haittavaikutus on kuitenkin pieni, koska
kultaista standardia kdytettdessd sama kultainen standardi on kaytettdvissa

kuitenkin myds myshemmin. (Dellschaft & Staab, 2008)

Dellschaftin ja Staabin mukaan kultaista standardia hyodyntavat
arviointimenetelmit voidaan jaotella sen mukaan, mihin ontologian osaan ne
kohdistuvat. Heiddn mukaansa sanastoalkioiden, taksonomian ja funktioiden
arviointiin on olemassa omat arviointimenetelméansd. Dellschaftin ja Staabin
mukaan sanastoalkioiden arviointi perustuu korpuksessa esiintyvien
sanastoalkioiden ja ontologiassa esiintyvien sanastoalkioiden vertailuun.
Kéaytettavid menetelmid ovat muun muassa tarkkuuden ja saannin arviointi,
joissa arviointi perustuu tdsmilleen samojen sanastoalkioiden laskemiseen ja
merkkijonojen tdsmdys (string matching), jossa arviointi perustuu
sanastoalkioiden muokkausetdisyyden (edit distance) laskemiseen. Dellschaftin

ja Staabin mukaan jdlkimmd&dinen menetelméd suoriutuu paremmin esimerkiksi
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kirjoitusasultaan hiukan erilaisten sanojen tunnistamisesta. (Dellschaft & Staab,

2008)

Tarkkuus on mitta, joka kertoo, kuinka suuri osa algoritmin oppimista
elementeistd on samoja kultaisen standardin kanssa. Vastaavasti saanti mittaa,
kuinka suuren osan kultaisen standardin elementeistd algoritmi oppi.
Dellschaftin ja Staabin mukaan tdssd elementiksi voidaan valita arvioitava
ontologian osa, esimerkiksi sanastoalkiot, kasitteet, taksonomiset relaatiot tai
funktiot. Yhteenveto tarkkuus- ja saantimitoista saadaan F-mitalla (F-measure),
joka laskee mittojen tasapainotetun keskiarvon. Dellschaftin ja Staabin mukaan
tarkkuus T, saanti S ja F-mitta F saadaan laskettua kaavoilla (Dellschaft &
Staab, 2008, 263):

T(Ref,Comp= M
|Comp
S(Ref,Comp= M
|Ref]
F(Ref,Comp= 2xT(Ref,Compx S(Ref,Comjp

T(Ref,Comp+ S(Ref,Comp

missd Ref tarkoittaa arvioitavaa ontologian elementtien joukkoa ja Comp

verrokkiontologian elementtien joukkoa. (Dellschaft & Staab, 2008)

Merkkijonojen tdsmdys mittaa pienimmédn maddrdn tarvittavia merkkien
lisdayksid, poistoja tai korvauksia merkkijonon muuttamiseksi toiseksi
merkkijonoksi. Maedchen (2002) mukaan merkkijonojen tdsmdys MT kahdelle

sanastoalkiolle § ja S; saadaan laskettua kaavasta (Maedche, 2002):

MT(S.S,) = ma){o, meSrLl:(]QI \2,6\()8 s) 0[od]
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missa me(SI Y ) tarkoittaa  sanastoalkioiden § ja S,  vilistd

muokkausetdisyytta. Esimerkiksi me (MatematiikanLaitos,

Matematiikan_Laitos)=1 ja MT (MatematiikanLaitos, Matematiikan_Laitos)

= i—; (Maedche, 2002)

Dellschaftin  ja  Staabin mukaan taksonomian arviointi  poikkeaa
sanastoalkioiden arvioinnista. Koska taksonomia koostuu hierarkkisesti
jarjestetyistd késitteistd, heidan mukaansa késitteiden sijainnilla hierarkiassa on
merkitystd verrattaessa kahta taksonomiaa toisiinsa. Sen vuoksi tarvitaan
menetelmd kahden eri taksonomian késitteen piirteiden vertaamiseksi toisiinsa.
Dellschaft ja Staab maddrittelevit siihen tarkoitukseen kehitetyn paikallisen
taksonomisen tarkkuuden seuraavasti (Dellschaft & Staab, 2008, 264):

loe(c;, O ) Nee(c,, Og)
tt_(c,,c,,0.,0;) =
ce( 11221 ~C R) |Ce(C1,OC)|

missd C, ja C, ovat toisiinsa verrattavat késitteet, O; ja Oy ontologiat, joissa

késitteet sijaitsevat, ja ce€ on piirrefunktio késitteen piirteiden irrottamiseksi.
Késitteen piirteet voivat olla mitd tahansa ominaisuuksia, jotka kertovat sen
sijainnista ontologiassa, ja siksi myo6s piirrefunktio voidaan valita hyvin
monella eri tavalla. Dellschaft ja Staab esittelevit tihdan tarkoitukseen niin
sanotun semanttisen kotopian (semantic cotopy, SC), joka liittdd késitteeseen
sen sijainnin taksonomiassa késitteen yld- ja alakdsitteiden avulla. Heiddn
mukaansa kéasitteen semanttinen kotopia on sen kaikkien yla- ja alakasitteiden
muodostama joukko, ja he maddrittelevit sen seuraavasti (Dellschaft & Staab,

2008, 264):
SC(c,0) ={c, |[c, OCL(c, =sclc=c)}

missd O tarkoittaa ontologiaa, C tarkasteltavaa késitettd ja C kaikkien

ontologian sisdltamien késitteiden joukkoa. Merkinnidlld ¢ <ctarkoitetaan
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kaikkia kasitteen c alikédsitteitd ja merkinndlld c<c kaikkia kasitteen c

ylakasitteitd. Dellschaftin ja Staabin mukaan semanttista kotopiaa ei pitdisi
kayttad sanastoalkioiden tarkkuuden ja saannin arvioinnin yhteydessd, koska se
johtaa riippuvuussuhteeseen taksonomian ja sanastoalkioiden oppimisen
vélille. Heiddn mukaansa ontologian osia pitdd pystyd arvioimaan toisistaan
riippumatta. Siksi heiddn mukaansa taksonomioiden arvioinnissa kannattaa
kayttdd yleistd semanttista kotopiaa (common semantic cotopy, CSC), joka
sulkee pois sellaiset kisitteet, jotka eivit esiinny molemmissa verrattavissa
ontologioissa. Dellschaft ja Staab mddrittelevit yleisen semanttisen kotopian

seuraavasti (Dellschaft & Staab, 2008, 264):

Csdc,0,,0,) ={c |c OC,NC, O(c <cUc<c)}

Maddritelméssa ctarkoittaa tarkasteltavaa késitettd, O, verrattavia ontologioita ja
C, niiden késitejoukkoja. Merkinndlld c; <ctarkoitetaan kaikkia kasitteen c
alikasitteitd ja merkinndlld ¢ <c; kaikkia kasitteen ¢ yldkasitteitd. (Dellschaft &

Staab, 2008)

Dellschaft ja Staab muodostavat paikallisten tarkkuusmitan sekd yleisen
semanttisen kotopian avulla tarkkuus- (TT.sc) ja saantimitat (TS.o.) sekd nama

yhdistdavan F-mitan (TF) koko opitun ontologian taksonomialle (Dellschaft &
Staab, 2008, 267):

1
TTCSC(OC ’OR) = T x Zttcsc(cu Oc 'OR)

|Cc R| cdC:UCg
TS.sc(Oc,0g) = TTesc(Or, O )

2xTT(Oc,0x) xTHOg, Or)

TF(Oc,0Or) =
TT(Oc,0r) +THOc, Og)

Maddritelmissda O, tarkoittaa arvioitavaa ontologiaa, Ogverrokki ontologiaa ja

C. ja Cg vastaavien ontologioiden késitteiden joukkoa. Tarkkuuden
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maddritelmdssd tt.o. tarkoittaa paikallista taksonomista tarkkuutta, joka

lasketaan jokaiselle molempiin ontologioihin kuuluvalle késitteelle ja saadut
arvot summataan yhteen. Paikallinen taksonominen tarkkuus lasketaan
vertaamalla saman kaisitteen sijaintia opitun ontologian taksonomiassa, sen
sijaintiin verrokkiontologian taksonomiassa yleisen semanttisen kotopian
avulla. Mééritelméssa taksonomian saannin lauseke on ilmaistu tarkkuuden
avulla. Jos ontologioiden sanastoalkiot eivit vaikuta taksonomian F -mittaan,
voidaan Dellschaftin ja Staabin mukaan vaihtoehtoisesti laskea taksonomialle
F'-mitta (TF'), joka on sanastoalkioiden saannin S ja taksonomian F -mitan

TF tasapainotettu keskiarvo (Dellschaft & Staab, 2008, 267):

2% 5(Og,0¢) *TF(O, Og)
S(Oc,0Og) +TF (O, Or)

TF'(O¢,0g) =

Maedche (2002) on esittanyt vield yhden mitan taksonomioiden arvioimiseksi.
Se on nimeltddn taksonominen padllekkdisyys (taxonomic overlap). Dellschaftin
ja Staabin mukaan taksonomisen péadllekkdisyyden TP -arvo saadaan laskettua
aiemmin esitetyn taksonomian F -mitan TF avulla seuraavasti (Dellschaft &

Staab, 2008, 267):

TF(O¢,0k)
2-TF(O,,0,)

TP(O.,0g) =

4.2 Ontologioiden yllipito

Kéasityksemme todellisuudesta ei ole pysyvd. Uutta informaatiota syntyy
jatkuvasti esimerkiksi tutkimustyon tuloksena. Uusi informaatio joko
tdydentdd, muuttaa tai korvaa vanhaa informaatiota. Sen vuoksi Maedchen ja
Volzin (2001) mukaan todellisuutta kuvaavat ontologiatkaan eivét ole pysyvid
vaan tarvitsevat ylldpitoa. He jakavat ontologioiden ylldpidon kahteen osaan,

karsimiseen (pruning) ja jalostamiseen (refinement). (Maedche & Volz, 2001)
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4.21 Ontologioiden karsiminen

Maedchen (2002) mukaan ontologioiden karsimisella tarkoitetaan sellaisten
ontologian sisdltimien elementtien poistamista, jotka eivit ole endd relevantteja
ontologian kuvaaman aihealueen kannalta. Hdnen mukaansa téllainen tilanne
voi syntyd esimerkiksi jonkun ontologian mallintamaan aihealueeseen liittyvan
tiedon vanhenemisesta tai toisen, vain osittain aihealueeseen kuuluvan,
ontologian liittdmisestd ontologian osaksi. Maedchen mukaan ontologioiden
karsimiseen liittyy kaksi ongelmaa. Ensimmdiseksi kuinka tietyn elementin
karsiminen vaikuttaa muihin ontologian sisédltimiin elementteihin, ja toiseksi
kuinka poistettavaksi sopivat elementit tunnistetaan. H&nen mukaansa
ontologian karsimiseksi on esitetty kaksi eri strategiaa, takarajakarsinta ja

suhteellinen karsinta. (Maedche, 2002)

Takarajakarsinta perustuu samaan ajatukseen kuin sanastoalkioiden irrotus, eli
korpuksessa tihedsti esiintyvét sanastoalkiot ovat potentiaalisia ehdokkaita
kasitteiksi. Hdnen mukaansa takarajakarsinnassa tdma ajatus ajatellaan
kadnteisesti, eli sellaiset sanastoalkiot, jotka esiintyvdt korpuksessa harvoin,
voidaan poistaa ontologiasta. Kdytannossa muodostetaan korpus, jonka sisdlto
vastaa aihealuetta, jota ontologian pitdisi mallintaa. Tdmén jdlkeen poimitaan
ontologiasta sen Kkisitteitd vastaavat sanastoalkiot ja lasketaan ndiden
sanastoalkioiden esiintymistiheydet aihealuekohtaisessa korpuksessa siten, ettd
kunkin  Kkésitteen  esiintymistiheyteen  lisdtdan  sen  alikésitteiden
esiintymistiheyksien summa. Maedchen mukaan summaamisella saadaan
sdilytettyd paremmin ontologian rakenteen muodostavat korkean tason
késitteet. Sanastoalkioiden tiheyksien laskemisessa voi kayttdd esimerkiksi
aikaisemmin esitettyd TF-IDF -menetelm&dd. Lopuksi kaikki korpuksessa
harvoin esiintyvat kasitteet, eli sellaiset joita vastaavan sanastoalkion
esiintymistiheys oli pienempi kuin kayttdjan maarittelemd kynnysarvo, voidaan

poistaa alakdsitteineen ontologiasta. (Maedche, 2002)
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Kietzin ym. (2000) mukaan suhteellinen karsinta perustuu myos késitteitd
vastaavien sanastoalkioiden esiintymistiheyksien laskentaan, mutta tdssa
menetelmdssd sanastoalkioiden esiintymistiheydet lasketaan aihealuekohtaisen
korpuksen lisdksi my0s yleisestd, aihealueneutraalista korpuksesta. Heiddn
mukaansa aihealueneutraaliksi korpukseksi voi valita esimerkiksi jonkun
sdhkoisessd muodossa olevan sanomalehtiarkiston. Tiheyksien laskentaperiaate
on sama kuin edelld, eli késitteen esiintymistiheys on sitd vastaavan
sanastoalkion esiintymistiheyden ja sen alakisitteiden esiintymistiheyksien
summa. Kaikki kasitteet, jotka esiintyvdt useammin aihealuekohtaisessa
korpuksessa kuin aihealue neutraalissa korpuksessa, sdilytetddn ontologiassa.
Jos ontologia sisdltdd sellaisia késitteitd, jotka eivdt esiinny kummassakaan
korpuksessa, jad kayttdjan pddtettdaviaksi, sdilytetdadnko ne ontologiassa vai ei.
Kietzin ym. mukaan menetelmdn etuna takarajakarsintaan verrattuna on se,
ettd ontologian kannalta mielenkiintoiset, mutta muuten tekstissd harvinaiset

késitteet eivit tule poistetuiksi ontologiasta niin helposti. (Kietz ym., 2000)

Jos ontologia sisdltdd kasitteistd erillisen sanaston, taytyy Kietzin ym. mukaan
késitteitd poistettaessa pdivittdd my0Os sanastoalkioiden ja kasitteiden vaélisid
yhteyksid. Heiddn mukaansa yleisesti, kun késite poistetaan, sitd vastaavan
sanastoalkion viite siirretddn kisitettd ldhinnd olevaan yldkdsitteeseen. Jos
kasitteellda on wuseita yldkdsitteitd, viite poistetaan kokonaan, koska

automaattisesti ei ole mahdollista valita oikeaa yldkésitettd. (Kietz ym., 2000)

4.2.2 Ontologioiden jalostaminen

Maedchen (2002) mukaan ontologioiden jalostaminen tarkoittaa ontologian
hienosddtamistd ja pdivittdamistda uusilla késitteilld ja relaatioilla. Hénen
mukaansa ero ontologian elementtien oppimisessa kdytettdvien ja
jalostamisessa kdytettdvien menetelmien vélilldi on hdilyvd ja samoja
menetelmid voidaan hyddyntdd molemmissa tapauksissa. Maedchen mukaan

ontologian elementtien oppiminen keskittyy uuden ontologian luomiseen
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“tyhjastd”, kun ontologioiden jalostaminen keskittyy olemassa olevien

ontologioiden paranteluun ja laajentamiseen. (Maedche, 2002)

Maedchen (2002) esittdimd ontologioiden jalostusmenetelmd perustuu
oletukseen, ettd toistaiseksi tuntemattomien sanastoalkioiden késitteellinen
kayttaytyminen on samankaltaista kuin jo tunnettujen sanastoalkioiden ja
nithin  liitettyjen  késitteiden  vélinen  kdyttdytyminen. Menetelman
ensimmdisessd vaiheessa mielenkiintoiset tuntemattomat sanastoalkiot
havaitaan laskemalla sanastoalkion esiintymistiheys kunkin ontologiassa
olevan kdisitteen yhteydessd ja laskemalla ndin saadut esiintymistiheydet
yhteen. Jos esiintymistiheyksien summa ylittdd kadyttdjan asettaman
yhteydessd esiintyvit kasitteet. Jos tuntemattoman sanastoalkion merkitys
liittyy johonkin ontologiassa jo olevaan késitteeseen, niin sanastoalkion ja
késitteen vilille luodaan uusi yhteys. Mikdli ontologiasta ei 16ydy sanastoalkion
tarkoittamaa kasitettd, niin luodaan ontologiaan uusi sanastoalkiota vastaava

késite. (Maedche, 2002)

4.3 Nykyisten ontologioiden oppimismenetelmien haasteita

Huolimatta ontologioiden oppimisen nopeasta kehityksestd omaksi
tutkimusalakseen, tdysin kehittynyt, laadukkaita ontologioita tuottava
ontologioiden oppimistydkalujoukko on vield toistaiseksi saavuttamattomissa.
Ennen kuin tdhédn tilanteeseen p&dstddn, on ratkaistava vield suuri joukko
erilaisia ontologioiden oppimiseen liittyvid ongelmia. Zhou (2007) on listannut

suurimmat nykyiset haasteet ontologioiden oppimisen alueella. (Zhou, 2007)

Zhoun mukaan ensimmdinen haaste on ontologioiden ihmisymmarrettdavyys
vastaan koneymmidrrettdvyys. Yksi ontologioiden tehtdvistd on helpottaa
tietimyksen jakamista ihmisten ja koneiden vélilld. Talld hetkelld ontologioiden
esityskielet vaihtelevat abstraktiotason mukaan ihmisten ymmaértamista

luonnollisista kielistd koneiden ymmaértdmiin formaaleihin kieliin. Zhoun



80

mukaan timdn kuilun pienentdmiseksi olisi tutkittava luonnollisten kielten
sanojen kartoittamista formaalien kielten kaisitteiksi, jolloin ihmiset paddsisivat
késiksi ontologioihin luonnollisen kielen avulla, mutta varsinaisen ontologian

abstraktiotaso pysyisi matalana. (Zhou, 2007)

Toinen Zhoun esittdimd haaste ontologioiden oppimisessa on tiettyjen
relaatioiden oppiminen. Tdhdnastinen tutkimus on keskittynyt p&dasiallisesti
kasitteiden vilisten yleisten yhteyksien ja assosiaatioiden oppimiseen tiettyjen
relaatioiden oppimisen sijasta. Zhoun mukaan pienid ponnisteluja on jo tehty
esimerkiksi “part-whole” -tyyppisten relaatioiden oppimisen tutkimisessa,

mutta lisdtutkimusta kaivataan. (Zhou, 2007)

Kolmas haaste ontologioiden oppimisessa, jonka Zhou nostaa esille on
korkeamman asteen relaatioiden oppiminen. Téhdn mennessd kaikki tutkitut
relaatiot ovat olleet bindirisid, eli kahden kisitteen vilisia. Zhoun mukaan
joillakin aihealueilla korkeamman asteen, eli useampia kuin kahta késitettd
yhdistdvien, relaatioiden kdyttdiminen on vilttaméatontd, joten tutkimusta

tamankin kaltaisten relaatioiden oppimiseksi tarvitaan lisdd. (Zhou, 2007)

Zhoun mukaan neljds ontologioiden oppimisen tutkimusalueella oleva haaste
on maddritelmien oppiminen. Koska kisitteiden tulkintaan liittyy usein
semanttista moniselitteisyyttd, késitteisiin liitettdvien maéédritelmien avulla
voidaan helpottaa ontologioiden johdonmukaista tulkintaa ja kdyttod. Zhoun
mukaan Mddritelmien oppiminen voisi kdsittdd uusien méaédritelmien etsimisen
ja  tunnistamisen, sopivimman maddritelmdn valinnan vaihtoehtoisten
méadritelmien joukosta sekd maddritelmien kokoamisen jo kerdttyjen
informaation palasten avulla. Hinen mukaansa joitain rohkaisevia tuloksia on
jo saatu uusien késitteiden tulkitsemiseksi olemassa olevien maédritelmien
avulla, joten mdadritelmien oppiminen on yksi potentiaalinen tutkimuskohde

ontologioiden oppimisen alueella. (Zhou, 2007)



81

Viides Zhoun mainitsema haaste on sanastoalkioiden suodatus. Opittaessa
ontologioita tekstistd aihealueelle ominaisten sanastoalkioiden liséksi opituksi
tulee paljon turhia sanastoalkioita. Ndmé& turhat sanastoalkiot vaikuttavat
ontologian oppimisen mychempiin vaiheisiin esimerkiksi synnyttamalld turhia
assosiaatioita ja kasvattamalla laskenta-aikaa. Siksi on tdrkedd pystyd
suodattamaan turhat sanastoalkiot pois mahdollisimman aikaisessa vaiheessa.
Erilaisilla sanastoalkioiden painotusmenetelmilld on pyritty ratkaisemaan taita
ongelmaa. Toinen tutkittu menetelmd on  kontrastianalyysi, eli
aihealuekeskeisen ontologian vertaaminen Kkontrasti ontologiaan, jolloin
molemmissa esiintyvid késitteitd voidaan karsia. Ongelmana on kuitenkin
kontrastiaihealueen valinta. Talldkin alueella tarvitaan vield merkittavasti lisaa
tutkimusta ontologioiden oppimismenetelmien tuottamien ontologioiden

laadun parantamiseksi. (Zhou, 2007)

Zhoun mukaan kuudes haaste on oppimistulosten kartoitus korkean tason
ontologioihin. Hénen mukaansa tehokkaan ontologioiden organisoinnin
kannalta on erittdin tdrkedd selvittdd, kuinka kartoittaa ontologioiden
oppimistulokset korkean tason ontologioihin tai kuinka rakentaa korkean tason
ontologioita ontologioiden oppimistulosten pohjalta. Vaikka ontologioiden
integroinnin ja yhdistelyn alueilla on jo tehty useita tutkimuksia, ne pysyvit
silti yksind ontologioiden oppimisen haastavimmista ongelmista ja tarvitsevat

lisdd tutkimustyotd. (Zhou, 2007)

Seitsemds haaste ontologioiden oppimisessa on Zhoun mukaan
arviointikriteerit. IThmisen suorittama arviointi on vield toistaiseksi
vélttamatontd opittujen ontologioiden yhteydessd. Yleensd arvioinnin suorittaa
aihealueasiantuntija, ja koska asiantuntijoita on saatavilla rajallisesti ja arviointi
vaatii merkittdvin mddrdn tyotd, on perusteltua pyrkia kehittdmé&an
automaattisia menetelmid opittujen ontologioiden arvioimiseksi. Siksi arviointi
kriteerit ovat yksi tdrkeimmistd tutkimusaiheista ontologioiden oppimisen

alueella. (Zhou, 2007)
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Zhou ndkee kahdeksantena haasteena jatkuvan ontologioiden oppimisen.
Koska aihealueet kehittyvit ajan myotd, myos ontologiat tarvitsevat jatkuvaa
pdivitystd. Zhoun mukaan olisi jirkevampdd hyodyntdd vanhaa jo olemassa
olevaa ontologiaa kokonaan uuden ontologian oppimisen sijasta. Tama
ontologioiden ylldpitoon liittyvd ongelma on yksi lisdtutkimusta vaativista

asioista. (Zhou, 2007)

Yhdeksds Zhoun esittdméd haaste on ontologioiden oppimisen taso. Kysymys
on, pitdisiko ontologioiden pysyd korkealla tasolla vai pitdisiko niiden olla
tasmallisid. Toinen kysymys on pitdisikd oppia ennemmin késitteitd vai
kasitteiden — ilmentymid. Ndmd molemmat vaikuttavat merkittdavasti
ontologioiden oppimiseen ja ontologioiden oppimisessa tutkittaviin
menetelmiin. Né&diden kysymysten selvittdminen on yksi ontologioiden

oppimisen tulevaisuuden haasteista. (Zhou, 2007)

Zhoun mukaan kymmenes haaste ontologioiden oppimisessa on muun kuin
tekstiaineiston hyoddyntdminen. Ontologioiden oppimismenetelmdt voisivat
tulevaisuudessa hyddyntdd myos &dni-, kuva- ja videomateriaalia, joiden

hyodyntdmistd on tutkittu toistaiseksi hyvin vahan. (Zhou, 2007)

44 Yhteenveto

Luku jakautui kahteen kokonaisuuteen, joista ensimmdisessd esiteltiin
ontologioiden arviointivaiheessa kdytettdvid menetelmid ja toisessa
ontologioiden ylldpitovaiheessa kaytettdvia menetelmid. Ontologioiden
arviointimenetelmistd esiteltiin ontologioiden sisdllon arviointiin liittyvien
menetelmien lisdksi, ontologioiden oppimismenetelmien hyvyyttd arvioivia
menetelmid. Keskeisin asia ontologioiden oppimismenetelmien arvioinnissa oli

niin sanotun kultaisen standardin, eli verrokki ontologian kaytto.

Ontologioiden ylldpitovaiheesta kaytiin ldpi ontologioiden karsiminen ja

jalostaminen. Yksi keskeisimmistd ontologioiden ylldpitoon liittyvistd
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menetelmistd oli ontologian karsiminen vertaamalla siind esiintyvid késitteitd
aihealueneutraalista tekstikorpuksesta opittuihin késitteisiin ja karsimalla
molemmissa tihedsti esiintyvéat késitteet pois. Lisdksi luvun lopussa listattiin

kymmenen nykyisiin ontologioiden oppimismenetelmiin liittyvaa haastetta.
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5 TIEDONLOUHINTA

Chenin ym. (1996) mukaan kykymme kerdtd ja tallettaa tietoa kehittyy
jatkuvasti nopealla tahdilla. Liiketoiminnan ja hallinnon tietokoneistuminen
yhdistettynd tiedonkerdystyokalujen kehittymiseen on saanut aikaan
tietokantojen mddrdn ja koon nopean kasvun. Jatkuvasti lisddntyvéan valtavan
tietomddran kasittelemiseksi tarvitaan tehokkaita menetelmid ja tyokaluja
tiedon muuttamiseksi hyodylliseksi tietdimykseksi. Heiddn mukaansa
tiedonlouhinta on noussut juuri sen vuoksi merkittdvaksi tutkimusalueeksi

tietojenkasittelytieteessd. (Chen ym., 1996)

Chenin ym. (1996) mukaan tiedonlouhinta késitetddn osaksi tietdmyksen
muodostamista  tietokannoista, = joka  kattaa = koko  tietimyksen
muodostusprosessin. Heiddn mukaansa tiedonlouhinta rajautuu tédssa
prosessissa menetelmiin ja algoritmeihin, joilla sddnnonmukaisuuksia eli
hahmoja etsitddan jo valmiiksi esikdsitellystd aineistosta. Fayyad (1997)
maddrittelee  tietimyksen muodostamisen tietokannoista epétavalliseksi
prosessiksi paikkansapitdvien, uusien, potentiaalisesti hyddyllisten ja viime
kiddessd ymmarrettdvien hahmojen tunnistamiseksi aineistosta (Fayyad, 1997).
Chen ym. (1996) maadrittelevdat tiedonlouhinnan olevan implisiittisten,
aikaisemmin tuntemattomien mutta potentiaalisesti hyodyllisten, ei helposti
ndhtdvissd olevien, hahmojen etsimistd suuren mddran tietoa sisdltdavasta

aineistosta.

Fayyadin ym. (1996) mukaan kirjallisuudessa on kaytetty useita eri termeja
kuvaamaan hyodyllisten hahmojen etsimistd aineistosta. Heiddn mukaansa
ndihin termeihin lukeutuvat tiedonlouhinnan ja tietimyksen muodostamisen
lisdksi muun muassa tietimyksen irrotus, informaation etsintd, informaation
kerdys (information harvesting) ja tietoarkeologia. Muita, erityisesti
tilastotieteessd, kdytossd olevia termejd ovat tiedon kalastelu (data fishing) ja

tiedon kaivaminen (data dredging), jotka ~molemmat viittaavat
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tiedonlouhintamenetelmien sokeaan soveltamiseen ilman ennalta suunniteltua
hypoteesia. Fayyadin ym. mukaan tdllainen tiedonlouhinta johtaa helposti

merkityksettomien ja virheellisten hahmojen 16ytdmiseen. (Fayyad ym., 1996)

Fayyadin ym. (1996) mukaan tiedonlouhinta yhdistdd ontologioiden oppimisen
tapaan useita tutkimusaloja kuten koneoppiminen, tietokannat, tekodly,
tilastotiede, tietamyksen muodostus ja tiedon visualisointi. Demirizin (2005)
mukaan myds tiedonlouhinnan sovelluskohteiden mddrd on suuri ja ne
jakautuvat pddasiassa tieteen, liiketoiminnan ja hallinnon sovellusalueille.
Héanen mukaansa tieteessd tiedonlouhinnan merkittdvimmait sovelluskohteet
ovat astronomia, bioinformatiikka ja lddkekehitys (drug discovery).
Liiketoiminnan alueella sovelluskohteita on paljon, muun muassa mainonta,
asiakkuudenhallinta (customer relationship management, CRM), elektroninen
kaupankdynti, petosten havaitseminen (fraud detection), sijoittaminen,
riskienhallinta,  kohdistettu = markkinointi,  p&ddtoksenteon  tukeminen,
tuotekehitys ja tietoliikenne. Hallinnossa keskeisin sovelluskohde on
lainvalvonta, jossa tiedonlouhintaa on sovellettu muun muassa veropetoksien
paljastamisessa ja terrorismin vastaisessa toiminnassa. Demirizin mukaan
tiedonlouhinnan sovelluskohteiksi sopivia alueita kuvaavat seuraavat

ominaispiirteet (Demiriz, 2005, 5):
* vaatii tietimyspohjaista padtoksentekoa
*  muuttuva ympaéristod
* vapaasti saatavilla olevaa, riittdvéaa ja relevanttia aineistoa

* oikeitten padatosten tekeminen on merkittdvaa hyvien tulosten kannalta
* alueella nykyisin kdytdssd olevat menetelmadt eivét ole tehokkaita
Tdmdn luvun tarkoitus on antaa riittdva yleiskuva tiedonlouhinnasta, siten ettd

sen pohjalta pystytdidn muodostamaan manuaalisesti tiedonlouhinnan

perustietamyksen sisdltdva ontologia.
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51 Tiedonlouhinta osana tietimyksen muodostamista

Fayyadin ym. (1996) mukaan késite tietimyksen muodostus tietokannoista on
saavuttanut suosionsa erityisesti tekodlyn ja koneoppimisen alueella, kun taas
tiedonlouhinta on liiketoiminnassa ja tiedotusvilineissd paljon kédytetty termi.
Kuten jo aiemmin on mainittu, heiddn mukaansa tietimyksen muodostus
tietokannoista késitetddn kattavan koko tietimyksen muodostusprosessin, jossa

tiedonlouhinta on vain yksi, joskin keskeinen vaihe. (Fayyad ym., 1996)

Fayyadin ym. mukaan tietimyksen muodostaminen tietokannoista on
interaktiivinen ja iteratiivinen prosessi, joka koostuu seitsemdstd vaiheesta
(KUVIO 11). Vaiheiden avulla matalan tason tiedosta muodostetaan korkean
tason tietdmystd. Vaiheet ovat: tarkasteltavan suunnittelu, aineiston valinta,
aineiston esikdsittely, esikésitellyn aineiston muuntaminen, tiedonlouhinta,
louhittujen hahmojen tulkinta ja arviointi sekd tietimyksen hyodyntaminen.

(Fayyad ym., 1996)

Tietamvs
A
Hahmot )
7Y tulkinta/
Muunnettu arviointi

aineisto

Esikasitelty A
aineisto
muunnos

Kohde- X 4

aineisto esikasittely
|

- 4 | E
W valinta<......,.......;.......,.......y

KUVIO 11 Vaiheet tietimyksen muodostamisessa tietokannoista (Fayyad ym., 1996, 41)

tiedonlouhinta =

IIIIII*

Tietdmyksen muodostuksen ensimmdinen vaihe on aihealueen kartoitus ja
rajaaminen ja sithen kuuluvan keskeisen tietimyksen ymmaértdminen seka
tietimyksen muodostusprosessin tavoitteiden madrittely. Toinen vaihe on

kohdeaineiston valinta, eli sen aineiston muodostus, johon
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tiedonlouhintamenetelmid myShemméssa vaiheessa sovelletaan. Kohdeaineisto
voi koostua esimerkiksi tietyistd muuttujista joihin halutaan keskittyd, tai koko
aineistosta valitusta otoksesta. Kolmas vaihe sisdltdd esikasittelytoiminnot.
Ndihin toimintoihin kuuluvat aineiston puhdistus, eli aineistossa mahdollisesti
esiintyvan hdirion tunnistus ja poistaminen, sekd puuttuvien arvojen késittely.
Neljas vaihe, muuntaminen, kasittdd aineiston tiivistamisen. Tiivistimisen
tarkoituksena on valita aineistosta ensimmdisessd vaiheessa maddritellyn
tavoitteen  perusteella  késiteltdavat  attribuutit. Tavoitteen  kannalta
epamielenkiintoiset attribuutit voidaan karsia pois aineistosta. Viidennessa
vaiheessa valitaan ja sovelletaan tavoitteen kannalta sopivimpia
tiedonlouhintamenetelmid esikédsiteltyyn ja tiivistettyyn aineistoon. Tata
vaihetta késitellidn tarkemmin kohdissa 5.2-5.4. Kuudes vaihe sisdltda
louhittujen hahmojen tulkinnan, arvioinnin ja visualisoinnin. Tédstd vaiheesta
voidaan tarvittaessa palata takaisin mihin tahansa edelliseen vaiheeseen
iteratiivisesti. Viimeinen vaihe on saadun tietimyksen hytdyntaminen.
Tietimys voidaan hyodyntdd suoraan, sisdllyttdd johonkin muuhun
jarjestelmddn jatkokasiteltdvaksi tai vain raportoida kiinnostuneille osapuolille.

(Fayyad ym., 1996)

Fayyadin ym. mukaan koko prosessi matalan tason tiedosta korkean tason
tietdmykseksi voi vaatia huomattavan maédran iteraatioita. Kuviossa 11 on
esitetty ainoastaan alustava korkeantason etenemismalli tietdmyksen
muodostamisesta. Heiddn mukaansa kdytdnnossd eteneminen ei ole ndin
suoraviivaista ja selkedd. Kaikki tietaimyksen muodostamisen vaiheet ovat
lopputuloksen kannalta tdrkeitd, mutta tdmédn tutkielman kannalta
tiedonlouhintavaihe on kaikkein mielenkiintoisin. Sitd kisitellddn tarkemmin

seuraavassa kohdassa. (Fayyad ym., 1996)

Dzeroskin (2001) mukaan tiedonlouhinta-algoritmien tuloksena syntyy
tyypillisesti tutkittavassa aineistossa esiintyvd hahmo tai hahmojoukko. Héanen

mukaansa hahmo on médritelty jonkun kielen ilmauksena, joka kuvailee jonkun



88

aineiston alijoukon tosiasiat tai niiden viliset suhteet ja on jossain mielessa
yksinkertaisempi kuin kaikkien aineiston alijoukon tosiasioiden luettelo.
Hahmon kuvaamisessa kdytettdvan kielen valinta riippuu kyseessd olevasta
tiedonlouhintatehtdvastd. Dzeroskin mukaan hahmot on yleensd kuvattu
yhtdloind, luokittelu- ja regressiopuina tai assosiaatio-, luokittelu- ja

regressiosddntoind. (Dzeroski, 2001)

Dzeroskin mukaan suurin osa tiedonlouhinta-algoritmeista on perdisin
koneoppimisen ja tilastotieteen alueilta. Koneoppimisalgoritmit suorittavat
haun aineistoa kuvaavasta hypoteesiavaruudesta. Haku on yleensd heuristinen
ja hypoteesit hahmoja. Hédnen mukaansa tiedonlouhinnassa kaytettdvat
algoritmit toimivat samankaltaisesti. Kdymallda ldpi hahmoavaruus joko
perusteellisesti tai heuristisesti ohjattuna, pyritddn 1oytamé&an mielenkiintoisia

aineistossa esiintyvid hahmoja. (Dzeroski, 2001)
5.2 Luokittelu

Wun ym. (2008) mukaan luokittelumenetelmien perusajatuksena on luokitella
tietojoukot niiden attribuuttien arvojen perusteella. Heiddn mukaansa
luokittelu tapahtuu opetusaineiston avulla muodostetun luokittelijan avulla,
joka jakaa aineiston alkiot ennalta mddrattyihin luokkiin. Luokittelussa
kaytettdvida menetelmid ovat k-ldhinaapurin menetelmd, pdatospuut, bayes-
verkot, neuroverkot ja geneettiset algoritmit. Luokittelua voidaan tehostaa

bagging ja boosting -menetelmien avulla. (Wu ym. 2008)
K-ldhinaapurin menetelma

Wun ym. (2008) mukaan k-ldhinaapurin menetelmdn (k-nearest neighbor,
kNN) perusajatus on loytdd opetusjoukosta luokittelematonta esiintymaa
ldhinnd muistuttavien kin esiintymdn luokiteltu joukko. Menetelmé&dn kuuluu
kolme keskeistd elementtid, luokiteltujen esiintymien joukko, menetelma

esiintymien vilisen etdisyyden mittaamiseksi ja ldhinaapureiden lukumédran
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ilmaiseva arvo k. Luokittelematon esiintymd luokitellaan laskemalla sen
etdisyys luokiteltuun esiintymddn, tunnistamalla sen k-ldhinaapuria ja
madrittelemalld luokittelemattoman esiintymén luokan nimi sen ldhinaapurien

luokkien nimien perusteella. (Wu ym. 2008)

Wun ym. mukaan k-ldhinaapurimenetelmdn keskeisimmét edut ovat sen
yksinkertaisuus, mika tekee siitd helposti omaksuttavan ja toteutettavan
luokittelumenetelman. Lisdksi huolimatta yksinkertaisuudestaan se suoriutuu

mainiosti hyvin erilaisista luokittelutehtavistd. (Wu ym. 2008)

Wun ym. mukaan k-ldhinaapurin menetelmédn liittyy muutama keskeinen
ongelma. Ensimmdinen ongelma on arvon k valinta. Liian pieni k:n arvo altistaa
hdiriville, ja toisaalta lilan suuri kin arvo saattaa aiheuttaa sen, ettd
ldhinaapurien joukossa on esiintymid useista eri luokista. Toinen ongelma on,
kuinka ldhinaapurien luokista maédritetddn luokittelemattoman esiintyman
luokka. Wun ym. mukaan laskemalla pelkdstddn ldhinaapurien yleisin luokka
ei vdlttamattd saada parasta tulosta, mutta esimerkiksi painottamalla kunkin
ldhinaapurin luokan nimi ldhinaapurin etdisyydelld k-arvon valinnan
merkitystd saadaan pienennettyd. Kolmas merkittdvd ongelma ratkaistavaksi
on etdisyysmitan valinta. Heiddn mukaansa etédisyysmitta tulisi valita siten, etta
lyhyempi etdisyys osoittaa suurempaa todenndkoisyyttd kuulua samaan
luokkaan. Keskeisin mitan valintaan vaikuttava tekija on mitattavan aineiston
luonne. Yleisesti kdytettyjd mittoja ovat muun muassa kosinimitta ja euklidinen

etdisyys. (Wu ym. 2008)
Paatospuut

Tiedonlouhinnassa kédytettavat pddtospuut (decision trees) ovat yksi
koneoppimismenetelmistd. Wu ym. (2008) mukaan sen perusideana on jakaa
aineisto osiin ennalta maddrdttyjen sddntdjen (ehtolauseitten) perusteella.
Syntyneet osat voidaan joko jakaa edelleen osiin kédyttden joitain muita saantojd,

tai jattdd jakamatta. Aineiston osat muodostavat paatospuun solmut ja saannot
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pddtospuun solmujen vélit. Jakamattomat aineiston osat muodostavat
pddtospuun lehdet. Jotta p&dtospuu olisi hyodyllinen, Wu ym. mukaan
lehtisolmujen taytyy olla sisélloltdaan tutkittavan asian kannalta samankaltaisia
siten, ettd pddtospuu esittdd sekalaisen aineiston luokittelua selviin erillisiin

ryhmiin. (Wu ym. 2008)

Wun ym. mukaan p&adtdospuiden vahvuutena on, ettd niiden avulla voidaan
mallintaa sekd numeerisia ettd kategorisia piirteitd omaavaa aineistoa. Liséksi
pddtospuusta ndhdddan yleensd suoraan, mitkd aineiston piirteet ovat sen
luokittelun kannalta tdrkeimpid. Vaikka pddtospuiden yksinkertaisuus on
niiden vahvuus, Wun ym. mukaan se on myos heikkous. Padtospuut ovat liian
yksinkertaisia kuvaamaan sellaisia tilanteita, joissa aineiston ja selvitettivan

asian suhde ei ole yksinkertainen. (Wu ym. 2008)

Tunnetuimpia padatospuualgoritmeja ovat muun muassa CHAID (Chi-Squared
Automatic Interaction Detection) (kts. Kass, 1980), CART (Classification and
Regression Trees) (kts. Breiman ym., 1984), ID3 (Iterative Dichotomizer 3d) (kts.
Quinlan, 1986), C4.5 (kts. Quinlan, 1993) ja sen kaupallinen seuraaja C5.0, OC1
(Oblique Classifier 1) (kts. Murthy ym., 1993) sekd QUEST (kts. Loh & Shih,
1997).

Bayes-verkot

Heckermanin (1997) mukaan Bayes-verkot (Bayesian network) ovat
attribuuttien syy-seuraus -suhteiden todenndkéisyyksilld —painotettuja,
suunnattuja ja syklittomid, paattelyverkkoja. Bayes-verkoista kdy tasmallisesti
ilmi attribuuttien viliset riippuvuus- ja riippumattomuussuhteet. (Heckerman,
1997) Bayes-verkoista kdytetddn joissain yhteyksissé my6s nimitysta

uskomusverkot (belief networks) (esim. Pearl, 1986).

Bayes-verkko muodostetaan opetusaineiston avulla. Friedmanin ym. (1997)

mukaan tavoitteena on muodostaa verkko, joka kuvaa parhaiten
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opetusaineiston muuttujien todenndkoisyysjakaumaa. Parhaan verkon etsinta
testiaineistosta toteutetaan jonkin pisteytysfunktion avulla. Friedmanin ym.
mukaan kdytetyimpid pisteytysfunktioita ovat bayesilainen pisteytysfunktio ja
minimaalisten kuvauspituuksien menetelmd. Heiddn mukaansa luokittelu
tapahtuu siten, ettd luokittelijana toimivan opetusaineiston pohjalta
muodostettu Bayes-verkko B, joka kuvaa opetusaineiston attribuuttien valista

todenndkoisyysjakaumaa P, (A, A,,...,A,,C) palauttaa sydtteend saamalleen

attribuuttien arvojoukolle a,,...,.a, luokan ¢, jolla on maksimaalinen

posterioritodenndkoisyys P;(c|a,,...,a,). (Friedman ym., 1997)

Bayes-verkkojen avulla voidaan siis luokitella aineiston sisdltamié tietoalkioita
luokkiin niiden sisdltdmien attribuuttien perusteella. Esimerkiksi jos louhittava
aineisto sisdltdd tietoa esimerkiksi potilaan oireista, voidaan hyodyntééa oireiden
ja sairauksien vdélisid todenndkoisyyksid kuvaavaa Bayes-verkkoa potilasta

vaivaavan sairauden diagnosoimiseksi. (Friedman ym., 1997)

Friedmanin ym. mukaan Bayes-verkkojen vahvuudet ovat niiden
yksinkertaisuus, vakiintuneisuus ja tehokkuus. Lisdksi vahvuuksina mainitaan
kyky kasitelld epatdydellisid aineistoja, oppia kausaalisia suhteita, helpottaa
tietimyksen ja aineiston yhteensovittamista sekd kyky valttdd ylisovittumista
(overfitting). Toisaalta Friedmanin ym. mukaan Bayes-verkkojen heikkous on
niiden joustamattomuus. Merkittdvin Bayes-verkkoja hyodyntdvda menetelma

tiedonlouhinnassa on naiivi Bayes -luokittelija. (Friedman ym., 1997)
Neuroverkot

Cernyn (2001) mukaan neuroverkko (neural network) on painotettu verkko,
joka koostuu solmuista ja niitd yhdistdvistd vileistd. Neuroverkkojen esikuva
on biologiassa ja siksi solmut voidaan ajatella keinotekoisiksi hermosoluiksi ja
vilit keinotekoisiksi synapseiksi. Cernyn mukaan oikea biologinen, esimerkiksi

ihmisen aivojen hermosolujen ja synapsien muodostama neuroverkko on
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kuitenkin =~ mielivaltaisen =~ kompleksinen = verrattuna  keinotekoisiin
neuroverkkoihin. Neuroverkon perusajatuksena on ennustaa syo6tteend
saamiensa muuttujien perusteella niistd seuraava tulos. Yksinkertainen
neuroverkko, kuten myotakytkentdinen neuroverkko (feedforward neural
network, FFNN) kédyttdd apuna opetusaineistoa, jonka avulla neuroverkko
opetetaan  ennustamaan syote muuttujista seuraavia tuloksia.
Myotakytkentdinen neuroverkko koostuu kolmesta tai useammasta
kerroksesta, jotka ovat syotekerros, yksi tai useampi vélikerros ja tuloskerros.
Jokaisella kerroksella on joukko kasittelyelementtejd (processing elements, PEs),
eli solmuja. Jokainen késittelyelementti saa syotteensd joko ulkopuolisesta
aineistosta tai edellisen kerroksen kasittelyelementiltd. Eri kerroksissa sijaitsevia
kasittelyelementtejd yhdistdvat vilit on painotettu. Vilien painot maardytyvat
neuroverkon opettamisprosessin aikana. Neuroverkon opetuksessa on

perinteisesti kédytetty vastavirta (backpropagation) - algoritmia. (Cerny, 2001)

Cernyn mukaan neuroverkkojen etuna on niiden tarkkuus ja kyky arvioida
myo6s hyvin kompleksisia ja epdlineaarisia kuvauksia. Lisdksi niilld on hyva
toleranssi epdtdydelliselle ja kohinaa siséltdvélle aineistolle. Neuroverkot ovat
myds riippumattomia esimerkiksi aineiston jakautumiseen liittyvistd

oletuksista, ja ne ovat myos helppoja yllapitad. (Cerny, 2001)

Vastaavasti Cernyn mukaan neuroverkkojen heikkoutena on niiden
lapindkymattomyys. Ainoastaan syotteet ja tulosteet ovat kdyttdjan nahtavissa.
Toisaalta neuroverkon opettaminen pohjautuu yritys ja erehdys -tyyppisiin
heuristisiin menetelmiin ja vaatii suuria aineistomaaria. Lisdksi ei ole olemassa

sdantojd, joiden perusteella voitaisiin valita kuhunkin tilanteeseen sopivin

neuroverkkoalgoritmi. (Cerny, 2001)

Tiedonlouhinnassa kéytettyjd neuroverkkoja ovat muun muassa jo aikaisemmin
mainitut myotakytkentdiset neuroverkot (feedforward neural network, FFNN),

sddeperustaiset funktiot (Radial Basis Function, RBF), itseorganisoituvat kartat
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(Self-Organized Maps, SOM) (kts. Kohonen, 1995), uusiutuvat neuroverkot
(Recurrent Neural Networks, RNs), Hopfieldin verkot (kts. Hopfield, 1982) ja
tukivektorikone (Support Vector Machine, SVM) (kts. Cortes & Vapnik, 1995).
(Cerny, 2001)

Geneettiset algoritmit

Minaei-Bidgolin ja Punchin (2003) mukaan geneettiset algoritmit (genetic
algorithms, GA) ovat joukko laskennallisia malleja, jotka ovat saaneet
vaikutteita evoluutiosta. Heiddn mukaansa geneettisid algoritmeja on kaytetty
menestyksellisesti erilaisissa haku- ja optimointiongelmissa.
Optimointiongelman yksittdiset ratkaisut ajatellaan kromosomeiksi, jotka
yhdessd muodostavat populaation. Populaatio kehittyy asteittain kohti
parempia ratkaisuja hyodyntamaélld geneettisid operaatioita, kuten valintaa,

risteytystd ja mutaatiota. (Minaei-Bidgoli & Punch, 2003)

Minaei-Bidgolin ja Punchin (2003) mukaan geneettisid algoritmeja voidaan
hyodyntdd aineiston sisdltamien tietoalkioiden luokittelussa kahdella tavalla,
joko suoraan luokittelijana tai muiden luokittelijoiden antamien tulosten
optimoijana. Suoraan luokittelijana kaytettdessd ensimmdinen populaatio
muodostetaan valitsemalla luokittelun ratkaisuavaruudesta haluttu maééra
erilaisia luokitteluja. Luokittelut voidaan valita joko tasaisesti koko
ratkaisuavaruuden alueelta tai jonkin ennalta mé&drdtyn jakauman tai
heuristiikan avulla painottaen. Luokittelut voidaan esittdd esimerkiksi
ykkosistd ja nollista koostuvina bittivektoreina tai jonain muina merkkijonoina.
Populaatiosta muodostetaan seuraava sukupolvi geneettisten operaatioiden
avulla. Ensin jokaiselle populaation luokittelulle lasketaan sopivuusarvo
(fitness value), joka kuvaa luokittelun hyvyyttd. Mitd suurempi sopivuusarvo
on, sitd suuremmalla todenndkdisyydelld kyseinen luokittelu valitaan
muodostamaan uutta sukupolvea. Uusi sukupolvi muodostetaan risteyttamalla

valittuja luokitteluja, siis vaihtamalla osa niiden ominaisuuksista edellisen
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sukupolven kahden edustajan kesken. Erilaisia risteytyksid muodostetaan,
kunnes seuraavan sukupolven populaatio on halutun kokoinen. Risteytyksen
yhteydessd voidaan kdyttdd myos mutaatiota, jolloin sattumanvaraisesti valitun
luokittelun sattumanvarainen ominaisuus (tietoalkion luokka) vaihdetaan
toiseksi ominaisuudeksi (luokaksi). Uusien sukupolvien muodostamista
jatketaan, kunnes ennalta maddrdtty lopetusehto toteutuu. Sukupolvien
muodostaminen voidaan lopettaa esimerkiksi, kun seuraava sukupolvi ei enda
merkittavasti muuta nykyistd. Kun geneettisid algoritmeja kédytetddn
optimoimaan muiden luokittelijoiden tuloksia, optimoinnin kulku on
vastaavanlainen, mutta alkupopulaationa toimii muiden luokittelijoiden

antamat tulokset. (Minaei-Bidgoli & Punch, 2003)

Tiedonlouhinnassa kaytettyjd geneettisid algoritmeja ovat muun muassa GABIL
(kts. Spears & Gordon, 1991), GIL (kts. Janikow, 1993), HDPDCS (kts. Pei ym.,
1997), COGIN (kts. Greene & Smith, 1993) ja REGAL (kts. Giordana & Neri,
1995).

Bagging -menetelmai ja Boosting -menetelma

Quinlanin (1996) mukaan bagging (bootstrap aggregating) ja boosting -
menetelmien perusajatuksena on yhdistdd eri opetusaineistolla muodostettuja
luokittelijoita yhdeksi tehokkaammaksi ja tarkemmaksi luokittelijaksi. Kukin eri
opetusaineisto on otos alkuperdisestd opetusaineistosta. Lopullinen tulos
valitaan ddnestdmalld eri luokittelijoiden antamista tuloksista paras. (Quinlan,

1996)

Bagging -menetelméssd testiaineistosta luodaan osajoukkoja, jotka ovat
kooltaan koko alkuperdisen testiaineiston kokoisia. Osajoukot eivit valttamatta
sisdlld kaikkia aineistoalkioita jotka esiintyvét alkuperdisessd aineistossa, mutta
toisaalta osajoukossa voi esiintyd sama aineistoalkio useammin kuin kerran.
Kunkin testiaineiston osajoukon avulla opetetaan yksi luokittelija. Lopullinen

luokittelija koostuu kaikista osajoukkojen pohjalta opetetuista luokittelijoista.
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Yleisimmin bagging -menetelmédssd lopulliseksi tulokseksi valitaan sen
sisdltdmien luokittelijoiden tuloksista yleisin, eli useimmin esiintyva tulos.

(Breiman, 1996)

Bagging -menetelmilld saadaan tarkennettua luokittelua ja védhennettya
vaihtelua, jos sitd kdytetddn sellaisen menetelmédn kanssa, jossa pieni muutos
opetusaineistossa saa aikaan suuren vaihtelun lopullisessa luokittelussa.
Téllaisia menetelmid ovat muun muassa pddtdspuut ja neuroverkot. Toisaalta
pdinvastaisessa tilanteessa bagging -menetelmd voi jopa laskea luokittelun

tarkkuutta. (Breiman, 1996)

Boosting -menetelméssé jokaiselle aineistoalkiolle pidetddn ylld painoarvoa,
joka kuvaa Kkyseisen aineistoalkion vaikutusta opittavaan luokittelijaan.
Luokittelijan opetusaineistoksi valitaan aineistoalkiot, joiden painoarvot ovat
suurimmat. Kunkin luokittelijan painovektori koostuu sen opetuksessa
kaytettyjen aineistoalkioiden painoista. Painovektoria pdivitetddn siten, ettd se
kuvaa mahdollisimman tarkasti kyseisen luokittelijan tarkkuutta. Kdytannossa
tama tarkoittaa sitd, ettd véddrin luokiteltujen aineistoalkioiden painoa
kasvatetaan painovektorissa ja vastaavasti hyvien luokittelujen lasketaan.
Lopullinen luokittelun tulos valitaan usein kuten bagging -menetelmissd,
mutta kunkin luokittelijan tulos painotetaan kyseisen luokittelijan tarkkuudella.

Tunnetuin boosting -algoritmi on AdaBoost. (Freund & Schapire, 1997)
5.3 Klusterointi

Klusterointia késiteltiin lyhyesti alakohdassa 3.4.2 ontologian sisdisen
taksonomian muodostamisen yhteydessd. Jain ym. (1999) mukaan klusterointi
on yksi tiedonlouhinnan keskeisimmistd menetelmistd. Perusajatuksena on
luokitella tietojoukot ryhmiin niiden samankaltaisuuden perusteella.
Klusterointi eroaa aiemmin esitellystd luokittelusta siind, ettd klusteroinnissa
luokittelu tapahtuu ilman ennalta madrdttyja luokkia, joihin aineistoalkiot

pyritdadn sijoittamaan. (Jain ym., 1999)
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Jain . ym.  mukaan  klusteroinnissa = keskeistd @ on = kdytettdvan
samankaltaisuusmitan valinta. Heiddn mukaansa samankaltaisuusmitan
valintaan  vaikuttaa erityisesti  klusteroitavan aineiston sisdltimien
tietoalkioiden tyyppi. Klusteroinnissa kaytettavaksi soveltuvia
samankaltaisuusmittoja on olemassa laaja joukko, ja niihin sisdltyy muun
muassa Jaccardin kerroin, suhteellinen entropia ja keskindinen informaatio. Jain
ym. mukaan kéytetyin samankaltaisuusmitta on euklidinen etdisyys. (Jain ym.,

1999)

Maedchen (2002) mukaan klusterointimenetelmdt voidaan jakaa kahteen
ryhmaéén, hierarkkisiin ja osittaviin klusterointimenetelmiin. Hanen mukaansa
osittavissa menetelmissd aineistolle tuotetaan ainoastaan yksi klusterointi, jossa
jokainen aineiston alkio voi olla vain yhden klusterin osana. Hierarkkisessa
klusteroinnissa tuotetaan haluttu maééra eritasoisia klusterointeja hierarkkisesti

jdrjestettynd. (Maedche, 2002)
Hierarkkinen klusterointi

Jain ym. mukaan hierarkkiset klusterointimenetelmit voidaan jakaa edelleen
jakaviin (divisive) ja yhdistaviin (agglomerative) menetelmiin. Jakavissa
menetelmissd kaikki aineiston esiintymaét ovat aluksi samassa klusterissa, jonka
jilkeen klustereita jaetaan kahteen osaan, kunnes haluttu méaara klustereita on
saavutettu tai kun jokaisella esiintymélld on oma klusteri. Yhdistdvissa
menetelmissd aloitetaan tilanteesta, jossa jokainen aineiston esiintymd on
omana klusterinaan. Klustereita yhdistetddan, kunnes haluttu maéara klustereita
on saavutettu tai kun kaikki aineiston esiintymaét ovat samassa klusterissa. (Jain

ym., 1999)

Maedchen mukaan hierarkkisessa klusteroinnissa samankaltaisuusmitan liséksi
taytyy valita strategia kahden eri klusterin samankaltaisuuden selvittamiseksi.
Kaytettdvid samankaltaisuudenlaskentastrategioita ovat yhden linkin (single-

link) strategia, tdydellisen linkityksen (complete link) strategia ja ryhméan
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keskiarvo (group-average) -strategia. Yhden linkin strategiassa kahden
klusterin samankaltaisuus on klustereiden kahden, ldhinnid toisiaan olevan
esiintymdn samankaltaisuus. Tadydellisen linkityksen strategiassa kahden
klusterin samankaltaisuus on klustereiden kahden kauimpana toisiaan olevan
esiintymdn samankaltaisuus. Ryhmén keskiarvo - strategian voidaan ajatella
olevan yhdistelmd molempia aikaisemmin esiteltyjd. Siind kahden klusterin
vdlinen samankaltaisuus on niiden kaikkien alkioiden vilisten

samankaltaisuuksien keskiarvo. (Maedche, 2002)

Berkhin (2002) mukaan hierarkkisten klusterointimenetelmien keskeisimmiit
edut ovat niiden luontainen joustavuus klusteroinnin tarkkuustasossa ja kyky
hallita samankaltaisuuksien ja etdisyyksien eri muotoja, sekd edellisten
seurauksena sovellettavuus mille tahansa tietoalkiotyypeille. Toisaalta hdnen
mukaansa hierarkkisten klusterointimenetelmien heikkoutena on klusteroinnin
lopetuskriteerien epamaddrdisyys sekd se, ettd muodostettuja klusterointeja ei

myShemmin paranneta. (Berkhin, 2002)

Hierarkkista klusterointia hyodyntédvid algoritmeja ovat muun muassa CURE
(Clustering Using REpresentatives) (kts. Guha ym., 1998), CHAMELEON
(Clustering Using Dynamic Model) (kts. Karypis ym., 1999), ROCK (kts. Guha
ym., 2000), BIRCH (Balanced Iterative Reducing and Clustering using
Hierarchies) (kts. Zhang ym., 1996) ja PDDP (Principal Direction Divisive
Partitioning) (kts. Boley, 1998). (Berkhin, 2002)

Osittava klusterointi

Berkhinin mukaan osittavat klusterointimenetelmit voidaan jakaa karkeasti
optimointimenetelmiin, tiheyspohjaisiin  menetelmiin, ristikkopohjaisiin
menetelmiin, hahmopohjaisiin  menetelmiin  sekd  verkkoteoreettisiin
menetelmiin. Optimointimenetelmien perusajatuksena on jakaa aineisto
haluttuun maéaardaan klustereita joko maksimoimalla tai minimoimalla annettu

tavoitefunktio (criterion function). Berkhinin mukaan tavoitefunktiona
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kaytetddn  yleisesti  keskineliovirhettd (mean square error, MSE).
Optimointimenetelmissd klustereiden madra taytyy olla tiedossa tai se taytyy
pystyd arvioimaan hyvin. Kdytossd olevia menetelmid ovat muun muassa k:in

medoidin menetelmd, kin keskiarvon menetelmé ja todenndkoisyyspohjainen

klusterointi. (Berkhin, 2002)

Kin medoidin menetelmédssd klusteri kuvataan yhden sen sisdltamédn
esiintymdn, medoidin, avulla. Klusteri on medoidin ja sen valittomassa
laheisyydessé olevien alkioiden joukko. K:n medoidin menetelmada hyodyntavia
klusterointi algoritmeja ovat muun muassa CLARA (kts. Kaufman &
Rousseeuw, 1990), CLARANS (kts. Ng & Han, 1994) ja PAM (kts. Kaufman &
Rousseeuw, 1990). (Berkhin, 2002)

Kin keskiarvo -menetelmdssa klusteri esitetddn sen sisdltdimien alkioiden
keskiarvon avulla. Berkhinin mukaan se on yksi kdytetyimmistd
klusterointimenetelmistd. K:in keskiarvoa hyodyntdvid klusterointialgoritmeja
ovat muun muassa ISODATA (Iterative Self-Organizing Data Analysis
Techniques) (kts. Ball & Hall, 1967) ja X-means (kts. Pelleg & Moore, 2000).
(Berkhin, 2002)

Tiheyspohjaiset menetelmét pohjautuvat aineiston jaotteluun alkiokeskittymien
perusteella. Tarkoituksena on havaita aineistossa harvoihin alueisiin rajautuvia
tiheitd alueita. Berkhinin mukaan tiheyspohjaisten menetelmien avulla
pystytddn havaitsemaan epdsddnnollisen muotoisia klustereita, mikd ei ole
mahdollista muilla menetelmilld. Tiheyspohjaisia klusterointialgoritmeja ovat
muun muassa DBSCAN (kts. Ester ym., 1996), OPTICS (Ordering Points To
Identify the Clustering Structure) (kts. Ankerst ym., 1999) ja DENCLUE (kts.
Hinneburg & Keim, 1998). (Berkhin, 2002)

Ristikkopohjaisissa menetelmissad aineisto jaetaan &arelliseen joukkoon nelititd,
jotka yhdessa muodostavat ristikkorakenteen. Ristikkopohjaisia

klusterointialgoritmeja ovat muun muassa CLIQUE (kts. Agrawal ym., 1998),
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MAFIA (kts. Nagesh ym., 1999) ja STING (STatistical INformation Grid-based
method) (kts. Wang ym., 1997). (Berkhin, 2002)

Hahmopohjaisissa klusterointimenetelmissd aineisto pyritddn jakamaan
klustereihin jonkun matemaattisen hahmon perusteella. Hahmoksi soveltuu
esimerkiksi itseorganisoituva kartta, jolloin hahmona on neuroverkko. (Berkhin,

2002)

Verkkoteoreettiset menetelmédt muodostavat aineistosta verkon, jonka avulla
klusterointi suoritetaan. Yksi kéytettdva verkkoteoreettinen menetelmd on
pienimmadn virittdvan puun (minimum spanning tree, MST) etsiminen, jolloin
aineiston alkiot ovat verkon solmuja ja solmuja yhdistdvat vilit on painotettu
aineiston alkioiden etdisyyksilld. Poistamalla verkosta valittua arvoa

suuremmat vilit saadaan muodostettua erilaisia klusterointeja. (Berkhin, 2002)

5.4 Assosiaatiosiinnot

Assosiaatiosddntojd késiteltiin lyhyesti alakohdassa 3.4.2 ontologian funktioiden
oppimisen yhteydessd, ja ne ovat yksi keskeisistd tiedonlouhinnassa
kaytettdvistd menetelmistd. Kotsiantisin ja Kanellopoulosin (2006) mukaan
assosiaatiosddntojd etsitddn yleensd tapahtumatietoaineistosta, joka on kuvattu
tapahtumien (transaction) joukkona, jossa jokainen tapahtuma koostuu
tietoalkioista (item). Heiddn mukaansa assosiaatiosdannot ovat yleisesti muotoa
A= B olevia implikaatioita, jossa A ja B ovat jotakin tietoalkioita, esimerkiksi
asiakkaan tekemid ostoksia. Sddnnossé A on edeltdjd (antecedent)
tietoalkiojoukko (itemset) ja B seuraus (consequent) tietoalkiojoukko.

(Kotsiantis & Kanellopoulos, 2006)

Kotsiantisin ja Kanellopoulosin mukaan yleisesti assosiaatiosddnttjen
louhimisalgoritmi koostuu kolmesta vaiheesta, joita toistetaan, kunnes
lopetusehto ~ tdyttyy. Ensin  muodostetaan  k  alkiota  sisdltdvat

kandidaattitietoalkiojoukot. Sen jdlkeen laajennetaan edellisessd iteraatiossa
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muodostettuja kandidaattitietoalkiojoukkoja yhdella tietoalkiolla
(ensimmadiselld kierroksella k =1, seuraavalla 2 ja niin edelleen). Sen jilkeen
jokaiselle kandidaattitietoalkiojoukolle lasketaan tuki kdymadlld koko aineisto
lapi. Jos tietoalkiojoukon tuki ei ylitd tuelle asetettua kynnysarvoa, se
poistetaan. Jdljelle jdadneet kandidaattitietoalkiojoukot ovat niin sanottuja
kattavia tietoalkiojoukkoja (frequent itemsets), jotka otetaan seuraavan
iteraation syotteiksi. Néaitd kolmea vaihetta toistetaan, kunnes uusia kattavia
tietoalkiojoukkoja ei endd 16ydy. Toisin sanoen, aineistossa tihedsti esiintyvét
tietoalkiot jaetaan tietoalkiojoukkoihin niiden yhteisten esiintymistiheyksien
perusteella. Tietoalkiojoukoista muodostetaan assosiaatiosddntojd siirtamalld
ensimmadinen tietoalkio edeltdjdjoukosta seurausjoukkoon, jonka jdlkeen ndin
syntyneen sddnnon mielenkiintoisuus testataan laskemalla sen tuki. Né&in

jatketaan, kunnes edeltdjdjoukko on tyhjad. (Kotsiantis & Kanellopoulos, 2006)

Kotsiantisin ja Kanellopoulosin mukaan assosiaatiosddntdjen louhimisessa
kandidaattijoukkojen mddrd ja koko kasvaa helposti todella suureksi, jolloin
aineiston lapikdyntejd joudutaan tekemddn valtava madrd. Heiddn mukaansa
assosiaatiosddntojen louhimiseen on kehitetty useita algoritmeja, joilla
kéasiteltdavan aineiston koko ja siten ldapikdyntien maddrd saataisiin puristettua
mahdollisimman vahdiseksi. Algoritmeista merkittdvin on Apriori -algoritmi.

(Kotsiantis & Kanellopoulos, 2006)

Kotsiantisin ja Kanellopoulosin mukaan Apriori (kts. Agrawal & Srikant, 1994)
on yksi  tunnetuimmista ja  suosituimmista  assosiaatiosddntojen
louhimisalgoritmeista. Se kehitettiin ratkaisemaan kandidaattijoukkojen
valitsemisen  ongelma. Apriori-algoritmi  kdyttdd karsintamenetelmaa
karsiakseen pois sellaiset tietoalkiojoukot, jotka eivit tule ylittdmé&an tuelle
asetettua kynnysarvoa. Karsinta perustuu oletukseen, ettd jos tietoalkiojoukko
ei ole kattava, niin mikddn sen ylijoukkokaan ei ole kattava. Télld tavalla
kandidaattitietoalkiojoukkojen = médrdaa saadaan karsittua —merkittavasti.

Kotsiantisin ja Kanellopoulosin mukaan Apriori-algoritmin ongelma on silti
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kandidaattitietoalkiojoukkojen laskemisessa. Heiddn mukaansa jos tuelle
asetettu kynnysarvo on pieni, aineistossa on paljon kattavia tietoalkiojoukkoja
tai  tietoalkiojoukkojen = koko kasvaa suureksi, myos tarvittavien
kandidaattitietoalkiojoukkojen maddrda kasvaa suureksi, ja siten myos
tarvittavien aineiston ldpikdyntien méadrd, mikd syd paljon aikaa ja muistia.
AIS (kts. Agrawal ym., 1993) sekd hajautustauluihin pohjautuva DHP (Direct
Hashing and Pruning) (kts. Park ym., 1995). (Kotsiantis & Kanellopoulos, 2006)

Kotsiantisin ja Kanellopoulosin mukaan suurin osa uudemmista ja
tehokkaammista algoritmeista pohjautuu  Apriori-algoritmiin. Heidéan
mukaansa uudet menetelmét voidaan jakaa neljaan ryhmédéan niiden toiminnan
perusteella. Ensimmadiseen ryhmddn kuuluvat algoritmit, jotka pyrkivit
vdhentdmddn aineiston ldpikdyntien mddrdan mahdollisimman véahdiseksi.
Tdhan ryhmddn kuuluvat muun muassa TreeProjection (kts. Agarwal ym.,
2001), FP-Growth (Frequent Pattern Growth) (kts. Han ym., 2000), PRICES (kts.
Wang & Tjortjis, 2004) ja Matrix (kts. Yuan, 2005), joista esimerkiksi PRICES ja
Matrix kdyvit aineiston ldpi ainoastaan kerran. (Kotsiantis & Kanellopoulos,

2006)

Toisessa ryhmdssd ovat algoritmit, jotka pohjautuvat otoksiin (sample).
Kotsiantisin ja Kanellopoulosin mukaan otoksella tarkoitetaan koko aineistosta
otettua, sitd mahdollisimman hyvin kuvaavaa, tietoalkioidenjoukkoa.
Otospohjaisten menetelmien keskeiset kysymykset ovat, kuinka otos valitaan ja
mikd on sopiva otoksen koko. Kotsiantisin ja Kanellopoulosin mukaan huonot
valinnat johtavat otosvirheeseen (sampling error), joka tarkoittaa sitd, ettd
otoksesta lasketut tietoalkioiden tuki-arvot poikkeavat koko aineistosta
lasketuista arvoista. Kotsiantisin ja Kanellopoulosin mukaan otosmenetelmit
sopivat erityisen hyvin assosiaatioiden louhimiseen virtausaineistosta (stream
data). Otoksiin pohjautuvia assosiaatiosddntdjen louhimisalgoritmeja ovat

esittdineet muun muassa Toivonen (kts. Toivonen, 1996), Parthasarathy (kts.
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Parthasarathy, 2001) sekd Chuang ym. (Sampling Error Estimation, SEE -
algoritmi) (kts. Chuang ym., 2005). (Kotsiantis & Kanellopoulos, 2006)

Kolmanteen ryhmddn kuuluvat rinnakkaiset (parallel) algoritmit, jotka pyrkivét
hyodyntdmaan rinnakkaisten jarjestelmien mahdollistamaa rinnakkaislaskentaa
ja hajautettua muistia nopeuttaakseen assosiaatiosddntdjen louhimista.
Kotsiantisin ja Kanellopoulosin mukaan rinnakkaisten algoritmien taytyy
ratkaista ~kuinka aineisto jaetaan eri prosessorien késiteltdvaksi.
Assosiaatiosddntojen louhimiseen tarkoitettuja rinnakkaisia algoritmeja ovat
muun muassa CD (kts. Agrawal & Shafer, 1996), FDM (kts. Cheung ym., 1996),
FPM (Fast Parallel Mining) (kts. Cheung & Xiao, 1998), DDM (Distributed
Decision Miner) (kts. Schuster & Wolff, 2001) ja DAA (Data Allocation
Algorithm) (kts. Manning & Keane, 2001). (Kotsiantis & Kanellopoulos, 2006)

Neljanteen ryhmddn kuuluvat rajoitteita hyodyntdvat algoritmit. Yleensa
assosiaatiosddnttjen louhimisalgoritmit louhivat aineistosta kaikki assosiaatiot,
joiden esiintymistiheys ylittdd kdyttdjan asettaman kynnysarvon. Kotsiantisin ja
Kanellopoulosin mukaan usein on kuitenkin kayttdjan edun mukaista, ettd
kynnysarvon lisiksi on mahdollista maddritelli myos muita rajoitteita
louhittaville assosiaatiosddnnoéille. Heiddn mukaansa rajoitteilla louhittavan
aineiston mddrd saadaan pienemmaéksi, ja siten louhinta tehokkaammaksi ja
toisaalta kadyttdja saa aineistosta ndkyviin ainoastaan itsensd kannalta
mielenkiintoiset assosiaatiosdannot. Rajoitteita hyddyntdvid algoritmeja ovat
esittdneet muun muassa Das ym. (Rapid Association Rule Mining, RARM) (kts.
Das ym., 2001), Wojciechowski ja Zakrzewicz (kts. Wojciechowski &
Zakrzewicz, 2002) ja Do ym. (Category-Based Apriori algorithm, Apriori©B) (kts.
Do ym., 2003). (Kotsiantis & Kanellopoulos, 2006)

5.5 Yhteenveto

Tamédn luvun tarkoitus oli antaa lukijalle yleiskuva tiedonlouhinnasta ja

tiedonlouhintaan liittyvistd menetelmistd tiedonlouhinta-alueen ontologian
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muodostamista silmdlld pitden. Luvun alussa médriteltiin tiedonlouhinta ja
rajattiin se osaksi laajempaa prosessia nimeltd tietimyksen muodostaminen

tietokannoista.

Luvun loppuosa keskittyi tiedonlouhintaan liittyvien menetelmien luokitteluun
ja esittelyyn yleiselld tasolla. Jokaisesta esitellystd tiedonlouhintamenetelmasta
annettiin yleiskuvan lisdksi menetelmdn vahvuudet ja heikkoudet, sekéd lista
tunnetuimmista kyseistd menetelmdd kayttdvistd algoritmeista. Seuraavassa
luvussa syvennytddn tarkemmin tiedonlouhinta-alueen ontologioihin ja niiden

muodostamiseen.
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6 TIEDONLOUHINTA-ALUEEN ONTOLOGIAT

Nigron ym. (2007) mukaan ontologioiden ja tiedonlouhinnan suhde voidaan
erottaa kahteen eri ryhmé&dn sen mukaan kuinka ontologiat ovat osallisena
tiedonlouhintaprosessissa. Niistd ensimmdisessd ontologioita kéaytetdan
suoraan tiedonlouhinnan syo6teaineistona tai tiedonlouhinnan tuloksena
saadaan ontologia (vrt. ontologioiden oppiminen). Tdtd ldhestymistapaa on
sovellettu erityisesti lddketieteen ja biologian alueella muun muassa
geeniaineiston louhimisessa ja esittamisessd. Toisessa ldhestymistavassa itse
tiedonlouhintaprosessiin liitetdédn tietdmystda ontologioiden avulla siitd, kuinka
asiantuntijat ymmartavit ja vievét tiedonlouhintaprosessin ldpi. Jalkimmadista
ldhestymistapaa on sovellettu muun muassa tiedonlouhinnan &lykk&dssa
avustuksessa ja tiedonlouhinnan tuloksena saadun informaation tulkinnassa ja

validoinnissa. (Nigro ym., 2007)

Tamidn luvun tarkoitus on selvittdd, minkélaisia tiedonlouhinta-alueen
ontologioita tdlld hetkelld on olemassa. Sen vuoksi tdssd luvussa jdtetdan
ensimmdisend esitetty ontologioiden hyddyntdmistapa kasitteleméttd ja
keskitytddn jalkimmadiseen esittelemdlld kaksi tiedonlouhinta-alueen ontologiaa,
joista toinen on DAMON ja toinen on IDA -konseptin kdyttdima tiedonlouhinta-

alueen ontologia.

6.1 Ontologiat tiedonlouhintaprosessin tukena

Lin ym. (2006) mukaan tiedonlouhinta on monimutkainen prosessi, jossa on
kaytettdvissd useita algoritmeja  vaihtelevien tiedonlouhintaongelmien
ratkaisemiseksi erityyppisille aineistoille. Heidéan mukaansa

tiedonlouhintaongelman ratkaisemiseksi tarvitaan yleensd molempien, seka

(Lin ym., 2006)
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Linin ym. mukaan aihealueasiantuntijalla on yleensa merkittdvad taustatietoa
louhittavasta aineistosta ja siitd, minkaélaisia tuloksia hdn tiedonlouhinnalta
odottaa. Esimerkiksi k:n keskiarvo -klusterointialgoritmi tarvitsee syotteend
klustereiden lukumaddran eli parametrin k, jonka tiedon aihealueasiantuntija
yleensd pystyy kertomaan aineistoon liittyvéan taustatietonsa avulla. Toisaalta
aihealueasiantuntija pystyy hyodyntamé&an taustatietoaan louhitun tiedon
arvioinnissa. Esimerkiksi jos louhitut assosiaatiosddnnot ovat ristiriidassa
aihealueen muiden sddntdjen kanssa, aihealueasiantuntija voi kdyttdd omaa
tietdmystddn ja harkintakykyddn pddttdessddn, hyviaksytdaanko sdaannot vai ei.
Linin ym. mukaan aihealueasiantuntijalla on kuitenkin hyvin harvoin tarkkaa
tietoa tiedonlouhintamenetelmistd ja -algoritmeista. Heiddn mukaansa
tiedonlouhinta-asiantuntijan tietdmystd tarvitaan esimerkiksi sopivimman
tiedonlouhinta-algoritmin valitsemiseksi. Tiedonlouhintaprosessissa tdytyy siis
yhdistdd molempien osapuolten tietdimystd haluttujen tulosten saavuttamiseksi.

(Lin ym., 2006)

Linin ym. mukaan tiedonlouhintaprosessi voidaan jakaa viiteen osaan.
Ensimmdisend aihealueasiantuntija tunnistaa tulokset, jotka hdn haluaa
saavuttaa. Haluttu tulos voi olla esimerkiksi ennuste huomisen
porssikursseista. Kun halutut tulokset on tunnistettu, aihealueasiantuntija tutkii
saatavilla olevaa aineistoa selvittddkseen itse tai tiedonlouhinta-asiantuntijan
avustuksella, kuinka ongelma voidaan formalisoida tiedonlouhintaongelmaksi.
Esimerkiksi porssikurssien tapauksessa aineisto voisi olla historiatietoa
porssikursseista aikasarjoina esitettynd, joten ongelma voitaisiin formalisoida
aikasarjojen  ennustusongelmaksi. Kun ongelma on formalisoituy,
tiedonlouhinta-asiantuntija kayttdd tietimystddn ehdottaakseen ongelmaan
parhaiten sopivaa tiedonlouhinta-algoritmia. Esimerkiksi porssikurssien
tapauksessa tiedonlouhinta-asiantuntija ehdottaisi aikasarjojen ennustukseen
sopivaa algoritmia. Kun kéaytettdva algoritmi on selvilld, aihealueasiantuntija

soveltaa algoritmia aineistoon ja arvioi tulokset. Mikéli aihealueasiantuntija ei
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ole tyytyvdinen tuloksiin, hdn voi kysyd tiedonlouhinta-asiantuntijalta uutta

algoritmiehdotusta. (Lin ym., 2006)

Jos aihealueasiantuntijalla on kaytossdan joukko tiedonlouhinta-algoritmeja,
niin hdn tarvitsee tiedonlouhinta-asiantuntijan apua ainoastaan oikean
algoritmin valinnassa. Linin ym. mukaan jos aihealueasiantuntijalla olisi
jarjestelmd, joka sisdltdisi kaiken tarvittavan tiedon tiedonlouhinta-
algoritmeista ~ valinnan  tekemiseksi, aihealueasiantuntija ~ pystyisi
tyoskentelemddn aineiston kanssa ilman tiedonlouhinta-asiantuntijan apua.
Toisaalta ei pelkdstddan aihealueasiantuntija, mutta my6s koneet ja ohjelmistot
pystyisivdt suorittamaan tiedonlouhintatehtdvid automaattisesti. (Lin ym.,

2006)

Linin ym. mukaan sopivimman tiedonlouhinta-algoritmin valinta ei kuitenkaan
ole helppoa ja itsestddn selvdd edes tiedonlouhinta-asiantuntijalle.
Tiedonlouhinta on nopeasti muuttuva tutkimusala ja joka vuosi julkaistaan
suuri joukko uusia tiedonlouhinta-algoritmeja. Kaikkien uusien algoritmien
ominaisuuksien ja toiminnan ymmdrtdminen ei ole helppoa. Toisaalta
tiedonlouhinta-algoritmeihin pé&tee niin sanottu “ei ilmaista lounasta” -
teoreema (no free lunch theorem), jonka mukaan yksikaan algoritmi ei ole aina
muita algoritmeja parempi kaikissa tilanteissa. Yksi algoritmi voi siis suoriutua
hyvin joistain tilanteista mutta toimia huonosti joissain muissa tilanteissa.
Lisédksi useat oppimisalgoritmit ovat riippuvaisia valituista sydteparametreista.
Algoritmi, joka toimii erittdin hyvin huolellisesti valituilla parametreilla, voi

toimia erittdin heikosti toisenlaisessa tilanteessa. (Lin ym., 2006)

Jotta tiedonlouhintaprosessia saataisiin helpotettua, Linin ym. mukaan
tarvitaan tietdmysta tiedonlouhinnasta. Tallentamalla tama tietdmys ontologian
muotoon, heiddn mukaansa my6s koneet pystyvit hyodyntamaan sitd. (Lin
ym., 2006) Kirjallisuudessa on esitelty kaksi tiedonlouhinta-alueen ontologiaa,

joista toinen on Cannataron ja Comiton (2003) kehittdmaé tiedonlouhinta-alueen
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ontologia DAMON ja toinen Bernsteinin ym. (2005) kehittdmadn IDA -konsepti
(Intelligent Discovery Assistant), jonka yhtend keskeisend osana on
tiedonlouhinta tekniikoista koostuva ontologia. Molemmat ndistd ontologioista

esitellddn omissa kohdissaan 5.2 ja 5.3
6.2 DAMON (Data Mining ONtology)

DAMON on Cannataron ja Comiton (2003) kehittamd, DAML+OIL -kielelld
toteutettu tiedonlouhinta-alueen ontologia. Se on kehitetty ristikko-
ohjelmoinnin (grid programming) tarpeita silmilld pitden. Ristikko on
hajautettujen jdrjestelmien infrastruktuuri, jonka tehtdva on ylldpitdd ja jakaa
resursseja ongelmien ratkaisemiseksi hajautetusti. Cannataron ja Comiton
mukaan DAMON on  kehitetty  yksinkertaistamaan  hajautettujen
tietdimyksenetsintdsovellusten kehitystd ristikossa. Heiddn mukaansa DAMON
tarjoaa aihealueasiantuntijoille viitemallin erilaisiin tiedonlouhintatehtadviin, -
menetelmiin ja -ohjelmistoihin, jotka ovat saatavilla kyseessdi olevan
tiedonlouhintaongelman ratkaisun etsimiseksi. Lisdksi DAMON  auttaa

aihealueen asiantuntijaa sopivimman ratkaisun l6ytdmisessd. (Cannataro &

Comito, 2003)

Cannataron ja Comiton mukaan DAMON on suunniteltu ldhtokohtana
tiedonlouhintasovellus siten, ettd se mahdollistaa tiedonlouhintasovellusten ja
muiden tiedonlouhintaresurssien semanttisen etsimisen tietamysristikosta
(knowledge  grid).  Toisaalta se  tukee  kédyttdjada  sopivimman
tiedonlouhintasovelluksen valinnassa kyseessé olevan tiedonlouhintaongelman
pohjalta. Tiedonlouhintasovellukset on luokiteltu DAMON-ontologiassa
kdayttdaen luokitteluparametreina tiedonlouhintasovelluksen  suorittamaa
tiedonlouhintatehtdvdd, menetelmid joita tiedonlouhintasovellus kayttaa

tiedonlouhintaprosessin aikana, sovelluksen kayttamid tietoldhteitd ja

(Cannataro & Comito, 2003)
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Edelld esitettyjen parametrien pohjalta muodostetut DAMON-ontologian
keskeisimmadt kasitteet ja niiden merkitykset ovat (Cannataro & Comito, 2003,

119):

* Tehtdava (Task): esittdd tiedonlouhintaongelmaa ja maddrittelee samalla
tiedonlouhinnan tavoitteen.

* Menetelmd (Method): esittdd kdytettdvad tiedonlouhintamenetelmaa.
* Algoritmi: esittdd tapaa tiedonlouhintatehtdvan suorittamiseksi.

* Sovellus:  esittdd  tiedonlouhinta-algoritmin  ohjelmointikielista
toteutusta.

* Kokoelma (Suite): esittdd eri tiedonlouhinta-algoritmien kokoelmaa.

* Tietoldihde: esittdd tietoldhdettd, josta algoritmi kykenee louhimaan
tietoa.

* Kiyttijain  vuorovaikutus: esittdd, kuinka paljon kédyttdjan
vuorovaikutusta tarvitaan tiedonlouhintaprosessin aikana tai kuinka
paljon kdyttdjd voi vaikuttaa tiedonlouhinnan etenemiseen.

Kunkin késitteen sisdinen rakenne on maddritelty ominaisuuksien avulla.
DAMON-ontologian kasitteet sisdltdvat kolmea eri tyyppid olevia
ominaisuuksia. Ensimmdinen ominaisuusryhmd on ulkoiset (extrinsic)
ominaisuudet, johon kuuluu esimerkiksi algoritmin aikavaativuus. Toinen
ominaisuusryhmd on osa (part) -ominaisuudet, johon kuuluu esimerkiksi
algoritmin ominaisuus, joka méaéarittelee, mihin algoritmikokoelmiin se kuuluu.
Kolmas ominaisuusryhmd on yhteys (relationship) -ominaisuudet, johon
kuuluvat ominaisuudet méérittelevat kdsitteiden valisid yhteyksid. Esimerkiksi
suorittaa tehtdvdn -ominaisuus yhdistdd tiedonlouhintatehtivan ja sen

suorittavan algoritmin toisiinsa. (Cannataro & Comito, 2003)

DAMON-ontologiassa kasitteet on jdrjestetty taksonomioiksi kayttden
kahdentyyppisid taksonomisia relaatioita. Niistd ensimmdisen tyyppinen
relaatio on “is-a”, jota kédytetddn kasitteiden yleistamiseksi ja erikoistamiseksi, ja

toisen tyyppisid relaatioita ovat “part-of” ja “has-part”, joita kadytetddn
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koostamissuhteiden = maddrittelyssda. =~ Esimerkiksi =~ kokoelma  koostuu
algoritmeista, mutta kokoelma itse ei ole algoritmi, joten kédytetdan
jalkimmadisen tyyppisid relaatioita, kun taas sekd klusterointi ettd luokittelu
ovat tiedonlouhinnan aliluokkia, jolloin kdytetddn ensimmadisen tyyppistd
relaatiota. DAMON:-ontologian lahtokohtana taksonomioiden
muodostamisessa ja organisoinnissa on ollut muodostaa suuri joukko pienid
lokaaleja taksonomioita, jotka sitten yhdistetddn toisiinsa relaatioiden ja

aksioomien avulla. (Cannataro & Comito, 2003)

Kuviossa 12 on esitetty (tiedonlouhinta)tehtdvdluokan ja sen alaluokkien
muodostama taksonomia. DAMON-ontologiassa tiedonlouhintatehtdviin
kuuluvat luokittelu, klusterointi, regressio, yhteenveto, visuaalinen

tiedonlouhinta, linkkianalyysi ja poikkeamien tunnistus.

Tehtivi
| | | |
Luokittelu Klusterointi Regressio Yhteenveto
Visuaalinen Linkki Poikkeamien
tiedonlouhinta analyysi tunnistus

KUVIO 12 DAMON:-ontologian tehtdvi taksonomia (Cannataro & Comito, 2003, 120)

Kuviossa 13 on kuvattu osittain menetelmédluokan ja sen alaluokkien
muodostama  taksonomia. = Kuviossa ei  ole  esitetty  kaikkien
tiedonlouhintamenetelmien alimenetelmii, mutta ne noudattavat kuviossa
esitetyn luokittelumenetelméiluokan ja sen aliluokkien noudattamaa mallia.
Luokittelumenetelmdluokalla on DAMON-ontologiassa aliluokkinaan Bayes-
verkko, pddtospuu, k-ldhinaapuri, neuroverkko, sumeajoukko ldhestymistapa,

geneettinen algoritmi ja sdé@ntopohjainen menetelma.

Kuviossa 14 on kuvattu osittain algoritmiluokan ja sen alaluokkien
muodostama taksonomia. Se on rakenteeltaan lihes wvastaavanlainen kuin

kuviossa 13 esitetty menetelméataksonomia. Kuten kuviosta 14 voi huomata,
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Menetelmi
| [ [ |
Luokitteln- Elusterointi- Regressio- Thieenveto-
menetelmé metetelm d menetelmi menetelmé
Vizsuaalinen Linkki Foikkeamien
tiedonlouhinta- analyysi- tunmistus-
menetelmd menetelma menetelmd
| ]
Baves-verkko | F_lihinasnis Neuroverkko
Sumeajoukko Feneettitien Sadntopobyainen
lahe styrmistapa alzoritmi menetelmi

KUVIO 13 DAMON-ontologian menetelmé taksonomia (Cannataro & Comito, 2003, 120)

luokittelualgoritmiluokalla on DAMON-ontologiassa aliluokkinaan CHAID-,
ID3-, C4.5-, Gini-, SLIQ-, RBF- ja SPRINT-algoritmit. Muilla kaaviossa esitetyilld
algoritmiluokilla on vastaavasti allaan kyseiseen luokkaan kuuluvia

algoritmeja, vaikka niitd ei ole kuvassa esitettykaan.

Algoritmi
| | [ |
Luokittelu- Klusterointi- Regressio- Yhteenveto-
algoritmi algoritmi algoritmi algoritmi
Visuaalinen Linkki Poikkeamien
tiedonlouhinta- analyysi- tunnistus-
algoritmi algoritmi algoritmi
| | | | | |
CHAID ID3 C4.5 Gini SLIO RBF SPRINT

KUVIO 14 DAMON:-ontologian algoritmi taksonomia (Cannataro & Comito, 2003, 121)

Kuviossa 15 on kuvattu kuvioita 13 ja 14 vastaavasti osittain DAMON-
ontologian sovellusluokan ja sen alaluokkien muodostama taksonomia. Kuten
kuvioissa 13 ja 14, myos tdssd kuviossa ainoastaan yhden sovellusluokan

aliluokat on esitetty. DAMON-ontologiassa luokittelusovellusluokan
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1.0-sovellukset. (Cannataro & Comito, 2003)

sovellus
[ | | |
Luokitteln- Elusterointi- Regressio- Yhteetrreto-
aovellns govellns govellus govellus
Visuaalinen Linklki Poikkeamien
tiedonlovhinta- analyysi- tunristue-
sovellus sovellus govellus
| | | | |
(] LVO-PAK Atree 3.0 & TIMEL 2.0 Ba¥YDA 10
ATN

KUVIO 15 DAMON:-ontologian sovellus taksonomia (Cannataro & Comito, 2003, 121)

DAMON:-ontologiassa aksioomia kaytetddn rajoitteina kolmella eri tavalla.
Niistd ensimmadinen tapa on yhden késitteen eri ominaisuuksien keskindinen
rajoittaminen. Esimerkiksi luokittelualgoritmikéasitteen “kayttdd menetelmad”
(UsesMethod) -ominaisuuden arvona tdytyy olla jokin luokittelumenetelms ja
“suorittaa tehtdavan” (PerformsTask) -ominaisuuden arvona taytyy olla jokin
luokittelutehtdva. Toinen aksioomien kayttotapa DAMON-ontologiassa on
kasitteiden vdlisten relaatioiden rajoittaminen. Esimerkiksi jokainen sovellus
toteuttaa jonkun algoritmin. Kolmannessa tavassa aksioomia kéaytetdan
rajoittamaan toisiinsa liittyvien késitteiden ominaisuuksien arvoja. Esimerkiksi

sovellus- ja algoritmi-kédsitteet liittyvadt toisiinsa “toteuttaa algoritmin”

(ImplementsAlgorithm) -ominaisuuden kautta. Tdmd yhteys rajoittaa

“toteuttaa algoritmin” -ominaisuuden arvon algoritmiksi, joka viittaa samaan

tiedonlouhintatehtdvaan kuin siihen liittyva sovellus.

Kuviossa 16 on esitetty pieni osa DAMON-ontologiasta  C5-

luokittelusovelluksen kasitteellistyksen avulla. Kuviossa on néhtdvissa

taksonomioiden lisdksi myo6s ei-taksonomiset relaatiot. FEi-taksonomiset

relaatiot on kuvattu vaakatasossa olevilla katkoviivoilla, joissa nuolen suunta
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taksonomiset relaatiot on kuvattu

pystysuunnassa olevilla yhtendisillad viivoilla. C5-sovellus on luokittelusovellus,

joka toteuttaa Cb-algoritmin. C5 on luokittelualgoritmi, joka kayttda
luokittelumenetelmédnd  pddtospuuta.  Kaytettdvd  luokittelumenetelma
maddrittelee lopulta tiedonlouhintatehtdvan. (Cannataro & Comito, 2003)
Tehtava Menetelma Algoritmi Sovellus
Méarittelee [oteuttaa
Luokittelu | tehtivin | Luokittelum Kayttaa Luokittelu algoritmin | Luokittelu
............ enetelma sssssssssssnsns _algoritmi S EERRRELETETE _sovellus
A Suorittaa tehtdvin
Toteuttaa
et Kayttaa (@S algoritmin C5
Padtospuu  |q---ooooeeoeeen S CITT T T ITIIT T
algoritmi sovellus

KUVIO 16 Pieni osa DAMON-ontologiasta, C5-sovellus (Cannataro & Comito, 2003, 122)

6.3 IDA (Intelligent Discovery Assistant)

IDA on Bersteinin ym. (2005) kehittdimd konsepti dlykk&ddstd tiedonlouhinta

avustajasta, jonka tarkoituksena on helpottaa tiedonlouhintaprosessia
muodostamalla luettelo kaikista kyseessd olevan tiedonlouhintaongelman
ratkaisuksi sopivista tiedonlouhintamenetelmistd ja toisaalta mahdollistaa
tahdan luetteloon valittujen menetelmien arviointi ja jdrjestiminen valitun
kriteerin perusteella. Luettelointi auttaa tiedonlouhijaa kaikkien ongelmaan
sopivien menetelmien huomioon ottamisessa, niiden keskindisessd arvioinnissa

ja lopullisen valinnan tekemisessa. (Bernstein ym., 2005)

IDA:n keskeinen osa on tiedonlouhinta-alueen ontologia. Bernstein ym.
maédrittelevat luvussa viisi esitetystd poiketen tiedonlouhinnan sisdltdméaan
tiedonlouhinta-algoritmien lisdksi myo6s aineiston esi- ja jdlkikéasittelyyn

liittyvét toiminnot. (Bernstein ym., 2005)
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IDA kéayttdd tiedonlouhintaontologiaa kahdessa vaiheessa (KUVIO 17).
Ensimmdisend tiedonlouhintaontologiaa kaytetddn ongelman ratkaisuksi
sopivista tiedonlouhintamenetelmistd koostuvan kokoelman muodostamiseen
kayttdjan syottaman aineiston ja itse tiedonlouhintaontologian sisdltdmien
rajoitteiden pohjalta. Kadyttdjan syote koostuu louhittavasta aineistosta, siithen
liittyvdstd metatiedosta, tiedonlouhinnalle asetetuista tavoitteista ja
jarjestysperusteista. Toisessa vaiheessa ensimmdisen vaiheen tuloksena
syntyneen tiedonlouhintamenetelmien kokoelman sisdltamat
tiedonlouhintamenetelmat jarjestetdaan kayttdjan syottamien
jarjestysperusteiden perusteella. Bernstein ym. mukaan jarjestysperusteina voi
olla esimerkiksi suoritusaika, tarkkuus, kustannusherkkyys, ymmarrettiavyys
tai jokin muu kayttdjdlle tdrked asia. Jdrjestysperuste voi my6s koostua

useammasta kuin yhdestd perusteesta. (Bernstein ym., 2005)

Tiedonlouhintaontologia
"

Tehtavin
médrittely » Tiedonlouhinta- > Heuristinen > Tiedonlouhinta-
(kasittelematon prosessin jdrjestely algoritmin
aineisto) suunnittelu suoritus
Sopivien Jarjestetty sopivien
tiedonlouhinta- tiedonlouhinta-
menetelmien menetelmien
kokoelma kokoelma

KUVIO 17 IDA:n toiminta (Bernstein ym., 2005, 6)

Kuviossa 18 on kuvattu IDAmn kdyttamad tiedonlouhintaontologiaa korkealla
tasolla. IDA:n tiedonlouhinta-alueen ontologia jakautuu kolmeen osaan,
esikdsittelyyn, louhinta-algoritmeihin ja jalkikasittelyyn. Jokainen néistd osista
jakautuu edelleen alaosioihin. Ontologiaa kuvaavan puun lehtind ovat

varsinaiset tiedonlouhinta-algoritmit (eivat ndy kuviossa).

Kukin IDA:n kdyttdimdn tiedonlouhinta-alueen ontologian lehtend oleva

tiedonlouhinta-algoritmi tai -menetelma sisdltdd madrittelyt siitd, mitd ehtoja
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Tiedonlouhinta-

operaatiot
Louhinta-
Esikasittely algoritmit Jalkikasittely
H Tietueiden otanta Luokkien H Karsinta
M todenn&koi-
svvksien arvioiia
H Piirteiden valinta H Kynnystys
H Regressoija
Kategorinen || Loogisen mallin
M attribuuttien muuntaminen
muuntaminen 1 Luokittelija
Jatkuva
- attribuuttien
muuntaminen

KUVIO 18 Korkeantason kuvaus IDA-tiedonlouhintaontologiasta. (Mukaillen Bernstein ym.,
2005, 8)

kyseisen tiedonlouhintamenetelmdn kayttimiseen liittyy, miten kyseinen
tiedonlouhintamenetelma sijoittuu ja vaikuttaa koko tiedonlouhintaprosessiin
ja louhittavaan aineistoon sekd arvion kyseisen tiedonlouhintamenetelméan

ominaisuuksista, kuten nopeudesta ja tarkkuudesta.

6.4 Yhteenveto

Tdamdn luvun alussa esiteltiin lyhyesti, kuinka ontologioita voi hyodyntdd
tiedonlouhinnassa. Sen jilkeen esiteltiin kaksi olemassa olevaa tiedonlouhinta-
alueen ontologiaa, joista toinen on ristikko-ohjelmointia varten kehitetty

DAMON ja toinen IDA-konseptin kdyttdma tiedonlouhinta-alueen ontologia.

Luvun tarkoitus oli pohjustaa seuraavaa lukua, jossa esitetddn tiedonlouhinta-
alueen ontologian muodostaminen valittuja ontologioiden oppimismenetelmia
hyodyntamalld. Lisdksi tdssd luvussa esitetyt olemassa olevat tiedonlouhinta-

alueen ontologiat antavat vertailukohdan opittavalle ontologialle.
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7 ONTOLOGIOIDEN OPPIMISMENETELMIEN
SOVELTAMINEN TIEDONLOUHINTA-ALUEEN
ONTOLOGIAN MUODOSTAMISESSA

Tassa luvussa sovelletaan valittuja aikaisemmissa luvuissa esiteltyja
ontologioiden = oppimismenetelmid  tiedonlouhinta-alueen  ontologian
muodostamisessa. Tavoitteena on selvittdd kuinka valitut ontologioiden
oppimismenetelmit suoriutuvat kdytannossa tiedonlouhinta-alueen ontologian
esitetddn tiedonlouhinta-alueen ontologian oppimista varten luodun
tekstikorpuksen muodostaminen. Toisessa kohdassa esitellddn tiedonlouhinta-
alueen ontologian elementtien oppiminen kdyttden Text20Onto -ontologioiden
oppimistyokalua. Kolmannessa kohdassa verrataan valituilla ontologioiden
oppimismenetelmilld muodostunutta ontologiaa olemassa oleviin DAMON-
ontologiaan ja IDA-konseptin sisdiseen tiedonlouhinta-alueen ontologiaan.
Lopuksi tehdddn yhteenveto ontologioiden oppimismenetelmien soveltamisesta
tiedonlouhinta-alueen ontologian muodostamiseen ja raportoidaan tehdyt

havainnot ja saadut tulokset.

71 Tekstikorpuksen muodostaminen

Tekstikorpuksen taytyy kattaa késiteltdvd aihealue mahdollisimman kattavasti.
Ontologian oppimisen ndkokulmasta korpuksessa tdytyy esiintyd vahvasti
aihealueen keskeisimmadt kisitteet ja niiden viliset suhteet. Ndiden

ominaisuuksien lisdksi tekstikorpus taytyy olla koneellisesti kidsiteltdavissa.

Tekstikorpuksen ldhteend kaytettiin KDD (Knowledge Discovery and Data
Mining) -konferenssisarjan julkaisuissa vuosien 2001 ja 2007 valilld julkaistujen
artikkeleiden abstrakteja. Koska abstrakteissa ja abstraktien avainsanalistoissa
esiintyy tihedsti tiedonlouhinta-alueen keskeisimpid Kkaisitteitd ja ne ovat
vapaasti saatavilla internetissd sdhkoisessé muodossa, ne soveltuvat hyvin

tekstikorpuksen ldhteeksi tiedonlouhinta-alueen ontologian oppimisen
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ndkokulmasta. Lahdeaineistoksi valittiin englanninkielinen materiaali, koska
tuoretta suomenkielistd aineistoa tiedonlouhinnasta on hyvin niukasti saatavilla
sdhkoisessd muodossa. Lisdksi koska vertailuontologiana kaytettdvit ontologiat
ovat esitetty englanninkielisten kasitteiden avulla, on vertailun helpottamiseksi
jarkevad kayttdd muodostettavan ontologian ldhdeaineistona englanninkielista

materiaalia.

Tekstikorpuksen muodostusprosessi oli puoliautomaattinen. Abstraktit
sisdltdavat HTML-tiedostot ladattiin automaattisesti kiintolevylle ACM
(Association for Computing Machinery) -portaalista’, jonka jdlkeen ndma
ladatut HTML-tiedostot esikésiteltiin poistamalla HTML-merkkaukset ja muu
ontologian oppimisen kannalta hyodyton informaatio. Muuksi ontologian
oppimisen kannalta hyddyttomédksi informaatioksi laskettiin kaikissa HTML-
tiedostoissa samanlaisina toistuvat, ACM-portaaliin liittyviat yld- ja
alatunnistetiedot. HTML-tiedostoista poistettiin lisdksi muun muassa yleiset,
kuhunkin artikkeliin liittyvit tiedot, kuten julkaisuvuosi, sivumaard, kirjoittajat,
artikkelin ldhdeluettelo ja kaikki muu informaatio, joka ei suoraan liity
tiedonlouhintaan.  Esikésittelyn jdlkeen kunkin artikkelin  abstraktin
sisdltamassa tekstitiedostossa oli jdljelld artikkelin otsikko, abstraktin teksti sekd
avainsanalista. Esikdsittely oli puoliautomaattinen prosessi, joka toteutettiin
Editpad Pro® -ohjelmistolla sddnnollisten lauseiden avulla. Korpuksesta
poistettiin lopuksi vield kunkin konferenssijulkaisun johdantoluvun abstraktit,
joiden sisdltdimd informaatio liittyi lahemmin kyseiseen konferenssiin kuin
tiedonlouhintaan. Valmis korpus sisdltdd yhteensa 709 abstraktia ja korpuksen

koko on yhteensa 875 kilotavua. Korpus on vapaasti saatavilla internetissa®.

7 http:/ / portal.acm.org/ toc.cfm?id=SERIES939
8 http:/ /www.editpadpro.com/

9 http:/ / users.jyu.fi/ ~nisaruot/ progradu/dm_corpus.zip
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7.2 Tiedonlouhinta-alueen ontologian elementtien oppiminen

Ympadriston asennus

Tiedonlouhinta-alueen ontologian oppimiseen valitun ympdriston valinta ja
asennus eividt kumpikaan olleet aivan suoraviivaisia toimenpiteitd. Ajantasaista
tietoa kdytossd olevista ontologioiden oppimistydkaluista oli hyvin niukasti
saatavilla, joten valinta tapahtui kdymadlld 1dpi internetistd vapaasti saatavilla
olevia ontologioiden oppimistytkaluja ja valitsemalla niistd parhaiten ennalta
asetetut valintakriteerit tayttava tyokalu. Valintakriteerejd oli seitsemdn, joista
ensimmadisend oli vapaa saatavuus, eli tyokalun tdytyi olla ilmainen ja vapaasti
saatavilla internetistd. Toinen valintakriteeri oli, ettd tyokalun tadytyi olla
pdivitetty viimeisen kahden vuoden sisdllda. Kolmantena valintakriteerind oli
tuki tekstistd tapahtuvalle ontologioiden oppimiselle. Neljds valintakriteeri oli
tuki mahdollisimman monen ontologian elementin oppimiselle. Viides
valintakriteeri oli automaatioaste, eli mahdollisimman vahdinen kayttdjan ja
ontologioiden oppimistytkalun vélinen vuorovaikutuksen tarve. Viimeisend
valintakriteerind oli kdyttoonoton helppous, eli valitun ontologioiden
oppimistyokalun kdyttoonoton tuli olla suhteellisen vaivatonta. Esimerkiksi

tarvittavien tyokalun ulkopuolisten liitdnndisten mddran piti pysyéd pienend.

Parhaiten ndmd kriteerit taytti Text20nto -ontologioiden oppimistyokalu.
Text20nto valittiin kédyttoon, koska se on vapaasti saatavilla internetistd, sen
viimeisin pdivitys on tehty tamén vuoden aikana, se tukee tekstistd tapahtuvaa
ontologioiden oppimista ja OWL-ontologioiden kasittelyd, se kattaa aksioomia
lukuun ottamatta kaikki ontologian elementit ja sen automatisointiaste on
korkea. Text20nto -ontologioiden oppimistyokalun kayttoonotto ei kuitenkaan
onnistunut tdysin ongelmitta. Text2Onto-tyokalusta on olemassa kaksi versiota:

NeOn toolkit!? -kehitysympadriston liitdinndinen ja itsendinen versio. Aluksi

10 http:/ /www.neon-toolkit.org/



118

kayttoon yritettiin ottaa itsendinen versio, joka tarvitsi toimiakseen lisdksi
GATE -luonnollisen kielen kasittelyjdarjestelmén.  Text2Onto-tyokalun
asentaminen vaati kahden kokoonpanotiedoston asetusten manuaalisen
muuttamisen kadytettdvdd ympdristod vastaavaksi. Kokoonpanotiedostojen
késittely ei kuitenkaan itsessddn riittdnyt ohjelman kdynnistamiseksi, koska
Text20nto-tyokalussa oli lisdksi yhteensopivuusongelmia sen kayttdman
luonnollisen kielen kasittely- ja KAON2 -ontologioiden
hallintainfrastruktuurikirjastojen kanssa. Ongelmat hévisivdt paivittamalla
kyseiset kirjastot uusimpiin versioihinsa. Nditd yhteensopivuusongelmia ei
kuitenkaan ole dokumentoitu mitenkddn, joten niiden paikantaminen ja
korjaaminen vaati suuren méddran tyotd. Text20nton itsendisessd versiossa oli
kayttoonoton lisdksi muitakin ongelmia, kuten epdvakautta, joiden vuoksi

itsendinen versio vaihdettiin NeOn toolkit -kehitysympadriston liitdanndiseen.

Text20nton ajantasaisin versio on saatavilla ainoastaan NeOn toolkit
-liitdnndisend, joten NeOn toolkit -ontologioiden kehitysympariston
asentaminen oli valttimatontd. NeOn toolkit tarjoaa ontologioiden
kehitysympdriston, jonka perustoimintoina ovat ontologioiden muodostus ja
muokkaus, ontologioiden selaus ja visualisointi, sekd F-Logic, RDF(S) ja OWL
muotoisten ontologioiden avaaminen ja tallennus. Lisdksi NeOn toolkit -
kehitysymparistoon on mahdollista liittdd muita ontologioiden muodostamista
helpottavia tyokaluja liitinndisten avulla. Text2Onto-liitdanndisen liittdiminen
NeOn toolkit -kehitysympaéristoon onnistui helposti pdivitystoiminnon avulla,
jolla Text20nto saatiin ladattua ja asennettua NeOn toolkit:in osaksi
automaattisesti. Text20Onton lisdksi NeOn toolkit -kehitysymparistoon ladattiin

ja asennettiin tuki OWL-ontologioiden késittelylle.
Kisitteiden oppiminen

Text20nto-tyokalu sisédltdd kolme eri menetelmad kéasitteiden oppimiseksi, jotka

ovat TF-IDF, suhteellinen termien esiintymistiheys (relative term frequency,
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RTF) ja entropia. Menetelmistd voi ottaa kdyttoon yhden tai useamman, jolloin
usealla eri menetelmilld opitut késitelistat voi yhdistdd kunkin késitteen

saaman todenndkdisyysarvon maksimin, minimin tai keskiarvon mukaan.

Taulukossa 6 on esitetty kymmenen ensimmadistd. kunkin Text2Onto-tyokalun
tukeman késitteiden oppimismenetelmdn oppimaa késitettd niiden saamine
arvoineen. Sekd RTF ettd Entropia -menetelmien oppimien késitteiden
kymmenen kirki on tdsmilleen samanlainen. Ainoastaan kunkin kasitteen
saamat arvot eroavat ndiden menetelmien vililld. TF-IDF -menetelmdn oppima
késitelista sen sijaan eroaa RTF ja Entropia -menetelmien tuottamista listoista
jattamalla  kasitteet “paper”, “result” ja “number” kymmenen Kkirjen
ulkopuolelle ja tuomalla tilalle kasitteet “network”, “rule” ja ”cluster”. Kaikkien
menetelmien kisite-ehdokaslistan karki koostuu hyvin yleisistdi monille
aihealueille yhteisistd kasitteistd. TF-IDF-menetelmd eroaa kuitenkin hiukan
edukseen jdttdmédlla muun muassa selvdsti tiedonlouhinta-alueelle
kuulumattoman késitteen “paper” pois kasite-ehdokaslistan kymmenen

kérjesta.

TAULUKKO 6 Kymmenen ensimmadistd TF-IDF, RTF ja Entropia -menetelmien oppimaa

kasitetta
TF-IDF RTF Entropia
kasite arvo kasite arvo kasite arvo
1 model 0.1804 data 0.0263 data 0.5148
2 data 0.1773 algorithm 0.0197 algorithm 0.4167
3 algorithm | 0.1577 method 0.0159 method 0.3535
4 pattern 0.1504 model 0.0140 model 0.3202
5 method 0.1465 paper 0.0138 paper 0.3169
6 network 0.1361 problem 0.0119 problem 0.2826
7 rule 0.1234 approach 0.0113 approach 0.2717
8 problem 0.1220 result 0.0105 result 0.2561
9 cluster 0.1173 number 0.0084 number 0.2151
10 approach 0.1169 pattern 0.0080 pattern 0.2069

Tiedonlouhinta-alueen ontologian muodostamisessa kaytettdvaksi kasitteiden

oppimismenetelméksi valittiin TF-IDF. TF-IDF-menetelmdlld opittu kisitelista
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on hyvin laaja ja sisdltdd paljon késitteitd, jotka eivat liity tiedonlouhinta-
alueeseen ollenkaan tai hyvin kaukaisesti, kuten “toy” tai ”golfer”. Késitelistaan
on opittu mukaan mydos tdysin virheellisid késitteitd, kuten yksittdisida merkkejd

ja kirjaimia, sekd verbejd, kuten “use”.

Kynnysarvoa nostamalla opittujen késitteiden méadrdad saadaan pienennettyd,
mutta korkeatasoisen ontologian muodostamiseksi ontologian kehittdjan taytyy
kdayda lapi koko késitelista ja valita manuaalisesti, mitkd kasitteet sisallyttda
lopulliseen ontologiaan. Manuaalinen ldpikdyminen on erittdin tyolds prosessi
késitteiden maééarasta johtuen. Lisdksi se vaatii ontologian kehittégjdlta vahvaa
aihealueen tuntemusta ja selvdd késitystd siitd, mihin tarkoitukseen ja milla

abstraktiotasolla olevaa ontologiaa hdn on muodostamassa.

Téssa tyossd TE-IDF -menetelmalld opitusta késitelistasta poistettiin ainoastaan
rdikedsti virheelliset ja hyodyttomaét késitteet, kuten erikoismerkit tai niitd
sisdltavat kasitteet, sekd lyhyet, yhden tai kaksi merkkid sisaltdavit, selvasti

merkityksettomdt kasitteet, ennen kasitelistan lisddmistd ontologiaan.
Taksonomian oppiminen

Text20nto-tyokalussa yld- ja alakdsitteiden véliset suhteet on kuvattu
“SubclassOf ” -relaation avulla. Ndiden taksonomisten relaatioiden oppimiseksi
kdytettdvissd on viisi eri menetelmdd, joista kaksi on erikoistunut
espanjankieliseen tekstiin ja yksi kdyttdd apuna WordNetid. Kahdesta
viimeisestd toinen oppii taksonomisia relaatioita Hearstin hahmojen avulla ja
toinen kielellisida heuristiikkoja hyodyntamallda. Tassd tyossd keskityttiin
tarkastelemaan kahta viimeisend mainittua menetelmidsd, koska WordNetid
apuna  kdyttdvd menetelmd oli  toistaiseksi  kdytossd  ainoastaan

espanjankieliselle tekstille.

Text20nton kielellisid heuristiikkoja hyddyntdva taksonomisten relaatioiden

oppimismenetelméd asetti jokaiselle oppimalleen relaatiolle luottamusarvoksi
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yksi ja Hearstin hahmoja hyodyntdva menetelmédkin suurimmalle osalle, joten
kynnysarvoa nostamalla saatu hytty ehdokaslistan pienentdmisessd jai
olemattoman pieneksi. Samasta syystd kymmenen kérjen erottaminen opittujen
taksonomisten relaatioiden joukosta oli mahdotonta. Taulukossa 7 on
esimerkkejd molempien kédytettyjen, Text20nton tukemien taksonomisten

relaatioiden oppimismenetelmien oppimista relaatioista.

TAULUKKO 7 Esimerkkejda taksonomisten relaatioiden oppimismenetelmien oppimista

relaatioista
Hearstin hahmot Kielelliset heuristiikat
Potentiaalisesti SubclassOf(credit card fraud SubclassOf(kmean algorithm,
hyodyllinen detection, application) algorithm)
SubclassOf(face recognition, SubclassOf(classification task, task)
classification task) SubclassOf(forecasting approach,
SubclassOf(outlier detection, data approach)
mining task)
Tiedonlouhinta- | SubclassOf(video clip, multimedia SubclassOf(research papers,
alueelle object) papers)
kuulumaton SubclassOf(internet, network) SubclassOf(online advertising,
SubclassOf(statement, opinion) advertising)
SubclassOf(lung cancer, cancer)
Epétosi tai SubclassOf(system, ability) SubclassOf(user cannot, cannot)
epdmddrdinen SubclassOf(portal, message) SubclassOf(analyze clickstream,
SubclassOf(search engine, lack) clickstream)
SubclassOf (help desk, desk)
Téaysin SubclassOf(*, optimal) SubclassOf(tag <, <)
virheellinen SubclassOf(r, outlier) SubclassOf(<i <k, k)
SubclassOf(w, size) SubclassOf(+ 4, &)

Hearstin hahmoihin pohjautuva taksonomisten relaatioiden oppimismenetelma
tuotti paljon paikkansapitiméttomid taksonomisia relaatioita, mutta toisaalta
taysin virheellisten relaatioiden maddrd pysyi pienend. Text20nton kielellisiin
heuristiikkoihin =~ pohjautuvalla menetelmdlld opittujen  taksonomisten
relaatioiden joukossa oli suhteellisen paljon tdysin virheellisid relaatioita.
Toisaalta listassa oli paljon potentiaalisesti hyddyllisid taksonomisia relaatioita.
Kuten késitteidenkin oppimisen yhteydessd opittiin paljon hyvin yleisid
késitteitd, myos Text20nton taksonomisten relaatioiden oppimismenetelmat

oppivat paljon hyvin yleisida taksonomisia relaatioita, mikd vaikeuttaa
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potentiaalisesti hyodyllisten taksonomisten relaatioiden tunnistamista

ehdokaslistasta.

Vaikka kielellisiin heuristiikkoihin pohjautuva taksonomisten relaatioiden
oppimismenetelmd oppi sekd maddrédllisesti ettd suhteellisesti suuremman
méadrdn potentiaalisesti hyodyllisida relaatioita kuin Hearstin hahmoihin
pohjautuva menetelmd, valittiin molemmat kaytettdvdksi varsinaisen
ontologian oppimisessa. Molempia menetelmid pddtettiin kdyttdd rinnakkain,
koska menetelmdt onnistuivat oppimaan potentiaalisesti hyodyllisid
taksonomisia relaatioita ja niiden oppimat relaatiot erosivat toisistaan tyyliltaan
siind maddrin, ettd niitd voi pitdd toisiaan tukevina tai tdydentdvina

menetelmini.

Téssd tyossd Hearstin hahmoihin ja kielellisiin heuristiikkoihin pohjautuvilla
menetelmilld opituista taksonomisista relaatioista poistettiin ainoastaan
taulukossa 7 esitettyjen tdysin virheellisten taksonomisten relaatioiden kaltaiset
relaatiot. Parempiin tuloksiin pddsemiseksi ontologian muodostajan tdytyy
kdyda koko ehdokaslista manuaalisesti ldpi ja valita haluamansa taksonomiset
relaatiot liitettdvaksi lopulliseen ontologiaan. Vaikka taksonomisten
relaatioiden ehdokaslista on Kkésitelistaa pienempi, on sen manuaalinen

lapikdyminen kuitenkin edelleen ty6léds ja aikaa vieva toimenpide.
Funktioiden oppiminen

Text20nto-tyokalussa on  kdytettdvissda yksi menetelmd funktioiden
oppimiseksi. Menetelmd soveltaa kevyttd jdsennystd tekstikorpuksen
sisdltdmien  sanastoalkioiden  vilisten  epédtaksonomisten  yhteyksien
loytamiseksi. Kuten taksonomisten relaatioiden oppimisen yhteydessd, myos
Text20nton funktioiden oppimismenetelmd asettaa suurimmalle osalle
oppimistaan funktiosta luottamusarvoksi yksi, minkd vuoksi kynnysarvon
kayttamiselld saatu hyoty funktioehdokaslistan pienentdmisessé jad vahdiseksi,

samoin kuin kymmenen kérjen erottaminen on mahdotonta. Taulukossa 8 on
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esimerkkeji = Text20nton  kevyttd jdsentdjada  kadyttavan  funktioiden

oppimismenetelmé&n oppimista funktiosta.

TAULUKKO 8 Esimerkkejd Text20Onton funktioiden oppimismenetelmén oppimista funktioista

Funktio
Potentiaalisesti run_in(algorithm, time)
hyodyllinen cost_of(misclassification, error)
use(algorithm, method)
Tiedonlouhinta- begin_with(paper, introduction)
alueelle kuulumaton ease(programming, desing)
possess_inside(news, information)
Epétosi tai derive(article, connection)
Epdmaérdinen offer_of (algorithm, wealth)
work_with(approach, family)
Téysin virheellinen assume_that(], enterprise)
make(space, h)
Text20nton kevyeen jasennykseen pohjautuvan funktioiden

oppimismenetelmédn tuottama funktioehdokaslista koostui pddasiassa hyvin
epamaddrdisistd tai epdtosista relaatioista ja potentiaalisesti hyodyllisten
funktioiden madrd jdi vain muutamaan. Toisaalta tdysin virheellisid, eli
erikoismerkkejd tai yhden tai kaksi kirjainta sisdltavid, funktioita ei opittu kuin
kaksi kappaletta. Opittujen funktioiden méaard tdssda tyossd kaytetystd
aineistosta on kuitenkin merkittdvdsti pienempi kuin aiemmin opittujen
késitteiden ja taksonomisten relaatioiden, joten niiden manuaalinen lapikdynti
ja haluttujen funktioiden valitseminen lopulliseen ontologiaan ei ole suuri
urakka. Tassd tyossd lopullisesta ontologiasta poistettiin ainoastaan selvisti

virheelliset funktiot.

7.3 Opitun tiedonlouhinta-alueen ontologian analysointi ja vertailu

Aikaisemmin esitellyt DAMON-ontologia ja IDA-konseptin kayttama
tiedonlouhinta-alueen ontologia ovat molemmat rakenteeltaan selkeitd, tiukasti
tiedonlouhinta-alueeseen rajoittuvia, eivatkd sisdlld turhia késitteitd tai
relaatioita. Tassd tydssd Text20nto -ontologioiden oppimistydkalulla opittu

tiedonlouhinta-alueen ontologia on rakenteeltaan erittdin laaja ja sisdltdd paljon
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hyvin yleisid korkeantason késitteitd kuten “number” ja “time”, sekd niiden
lisdksi hyvin tdsmallisid, ilmentymien Kkaltaisia késitteitd kuten ”protein
interaction dataset” ja “online voice recognition system”. Lisdksi tdssd tyossd
opittu ontologia sisdltdd paljon tiedonlouhinta-alueelle kuulumattomia

késitteitd kuten “paper” ja “tin”.

Téassd tyossd opittu tiedonlouhinta-alueen ontologia eroaa olemassa olevista
tiedonlouhinta-alueen ontologioista my6s taksonomisissa relaatioissa ja
funktioissa. Opittu ontologia sisdltdd molempia huomattavasti enemman kuin
DAMON tai IDA. Suureen relaatiojoukkoon sisdltyy kuitenkin suuri méaara
turhia relaatioita, jotka yhdistdvit aikaisemmin mainittuja turhia késitteita.
Toisaalta opitussa ontologiassa relaatioita ei kuitenkaan ole riittdvasti
yhdistimdan kaikkia opittuun ontologiaan sisdltyvid kisitteitd, vaan tdssa
tyossd opitussa tiedonlouhinta-alueen ontologiassa jdd suuri joukko késitteitd
irralleen, ilman yhtédédn relaatiota mihinkddan muuhun ontologian sisdltamé&an
késitteeseen. Kummassakaan olemassa olevassa ontologiassa ei ole irrallaan

olevia késitteitd vaan kaikki kasitteet on yhdistetty ontologian osaksi.

Keskeisimmédt ongelmat tiedonlouhinta-alueen ontologian oppimisessa
Text20nto -ontologioiden oppimistyokalun tarjoamilla menetelmilld olivat
kohdassa 4.3 mainitut haasteet viisi ja yhdeksdn. Zhoun (2007) mainitsema
haaste viisi oli sanastoalkioiden suodatus. Jotta kiytetyilld ontologioiden
oppimismenetelmilld saataisiin aikaiseksi korkealaatuisempia tuloksia, turhia ja
tarkasteltavaan aihealueeseen kuulumattomia késitteitd pitdisi pystyd
karsimaan pois tehokkaammin. Tdssd tydssd opitussa tiedonlouhinta-alueen
ontologiassa ne edustavat enemmistod. Toinen vaihtoehto olisi kayttaa
kohdassa 4.21 mainittuja ontologioiden karsimismenetelmid turhien
kasitteiden ja relaatioiden karsimiseksi opitusta ontologiasta. Tdssd tyOssa
kaytetyissda Text20nto -ontologioiden oppimistytkalussa eikda NeOn
-ontologioiden kehitysympaéristossd kummassakaan ollut tukea ontologioiden

karsimiseksi. Zhoun mainitsema haaste yhdeksan oli ontologioiden oppimisen
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taso. Tdssd tydssd opittu ontologia sisédltdd sekd hyvin yleisid ettd hyvin
tasmallisia kasitteitd, eikd kaytetty Text20nto-tyokalu antanut tukea halutun
oppimistason madrittimiseksi. Toisaalta oppimistasoon vaikuttaa merkittavasti
mihin tarkoitukseen ontologiaa ollaan kehittdmé&ssda. Tassd  tyOssd
tiedonlouhinta-alueen ontologian oppimisen motiivina oli tutkimustyo, jossa

haluttua opitun ontologian tasoa ei oltu médritelty tai rajattu mitenk&an.
74 Yhteenveto

Tdssd luvussa esitettiin Text2Onto -ontologioiden oppimistydkalun tarjoamien
ontologioiden oppimismenetelmien soveltaminen tiedonlouhinta-alueen
ontologian muodostamisessa ja muodostamisen yhteydessd tehdyt havainnot.
Tarkoituksena oli kokeilla kdytdnnossd, kuinka hyvddn tulokseen valituilla

taysin automaattisilla menetelmilla talla hetkelld paastaan.

Luvun alussa esitettiin tiedonlouhinta-alueen tekstikorpuksen muodostaminen,
jota seurasi tiedonlouhinta-alueen ontologian oppimisessa kdytetyn ympariston
esittely ja sen pystytyksessd lapikdydyt vaiheet. Ympériston esittelyn jdlkeen
esitettiin varsinainen tiedonlouhinta-alueen ontologian elementtien oppiminen,
jonka tuloksena syntynyt tiedonlouhinta-alueen ontologia koostuu kasitteistd,
taksonomisista relaatioista ja funktioista. Luvun lopuksi opittua tiedonlouhinta-
alueen ontologiaa analysoitiin vertaamalla siti DAMON-ontologiaan ja IDA-
konseptin  kdyttdimddn tiedonlouhinta-alueen ontologiaan. Text2Onto
-ontologioiden oppimistydkalun tarjoamilla ontologioiden
oppimismenetelmilld opittu tiedonlouhinta-alueen ontologia on vapaasti

saatavilla internetistall.

1 http:/ / users.jyu.fi/ ~nisaruot/ progradu/ dm_ontology.owl
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8 YHTEENVETO

Tutkimuksen tavoitteena oli selvittdd kattavasti mitd ontologioiden oppiminen
on yleisesti ja mikd on ontologioiden oppimisen tutkimusalueen nykytila.
Lisdksi tapaustutkimusosuuden tavoitteena oli selvittdd, mihin valitut
ontologioiden oppimismenetelmit pystyvat kdytdnnossd kohteeksi valitulla

tiedonlouhinta-alueella.

Tutkimuksen pddongelmana oli, mitd tarkoitetaan ontologioiden oppimisella.
Pddongelma jakautui seitsemddn osaongelmaan, joista ensimmadinen
osaongelma oli, mitd ovat ontologiat ja mihin niitd on kaytetty. Tutkimuksessa
selvisi, ettd ontologiat ovat jonkun aihealueen kaisitteellistyksid eli erddnlaisia
koneluettavia tietdimysvarastoja, jotka mahdollistavat tietimyksen jakamisen
koneiden ja ihmisten kesken, automaattisten padittelyjen tekemisen

tietdmyksestd sekd tietdmyksen esittdmisen ja uudelleenkayton.

Pddongelman toisena osaongelmana oli, mitd tapoja on esitetty ontologioiden
muodostamiseksi. Kirjallisuuden perusteella ontologioiden manuaalinen
muodostusprosessi muistuttaa ohjelmistotuotantoprosessia. Muun muassa
Fernandez-Lopez (1999) on esittdinyt sovellettavaksi ontologioiden
muodostuksessa IEEE:n standardia IEEE 1074-1995 (IEEE, 1996) ohjelmistojen
kehitysprosessista, = jossa ~ ontologian =~ muodostusprosessi  jakautuu
projektinhallintaan, varsinaiseen ontologian elementtien muodostamiseen ja

apu- ja tukitoimintoihin.

Kolmantena osaongelmana oli, millaisia ovat ontologioiden esityskielet.
Tutkimuksen perusteella ontologioiden esityskielet voidaan jakaa kahteen
ryhméédn, joista ensimmdiseen kuuluvat niin sanotut perinteiset, yleensa
logiikkaan tai kehyksiin pohjautuvat, ontologioiden esityskielet. Toiseen
ryhmddn lukeutuvat XML-kieleen pohjautuvat ontologioiden esityskielet.

Ontologioiden esityskielet sisdltavét késitteiden ja niiden vilisten relaatioiden
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esittdmisen lisdksi yleensd my6s mahdollisuuden aksioomien ja sddnttjen

esittamiseksi.

Pdadongelman  neljintend  osaongelmana oli, mihin  ontologioiden
oppimismenetelmid on kaytetty. Kirjallisuuden mukaan ontologioiden
oppimismenetelmida on kédytetty muun muassa eri ontologian osien
muodostamisen  automatisoinnissa, = ontologioiden  arvioinnissa  sekd
ontologioiden ylldpidossa. Jokaisen ontologian osan muodostamisen
helpottamiseksi on kehitetty ainakin yksi ontologioiden oppimismenetelméksi

luokiteltava menetelmai.

Viidentend osaongelmana oli, mitkd ovat ontologioiden oppimisen vaiheet.
Kirjallisuudesta selvisi, ettd ontologioiden oppiminen jakautuu vaiheisiin
opittavan ontologisen tietimyksen perusteella. Tekstistd tapahtuvan
ontologioiden oppimisen ensimmdinen vaihe on sanastoalkioiden oppiminen,
jonka jdlkeen opitut sanastoalkiot voidaan ryhmitelld synonyymijoukoiksi.
Synonyymijoukkoja voidaan kadyttdada kasitteiden oppimisen syotteend.
Késitteiden oppimisen jdlkeen voidaan oppia kisitteiden vélinen taksonomia,
jonka jdlkeen taksonomiaksi jarjestettyjen késitteiden vilille voidaan oppia ei-
taksonomisia relaatioita eli funktioita. Ndiden lisdksi myods ontologian
rakennetta rajoittavien ja pddttelyjen tekemisen mahdollistavien aksioomien

oppimiseksi on kehitetty menetelmis.

Padongelman  kuudentena  osaongelmana oli, mitd ontologioiden
oppimismenetelmid on tdhdn mennessd kehitetty. Tutkimuksessa selvisi, etta
ontologioiden oppimismenetelmédt voidaan jakaa tilastollisiin menetelmiin,
symbolisiin menetelmiin sekd ndiden yhdistelmiin. Tilastolliset menetelmat
pohjautuvat tilastollisen tiedon kerddmiseen oppimisessa kaytettdvastd
aineistosta. ~Esimerkiksi sanojen esiintymistiheyksien laskeminen on
tilastollinen menetelméd. Symboliset menetelmat yrittavét saada selville sanojen

merkityksid hyodyntamalld erilaisia kielellisida menetelmid, kuten syntaksin
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analysointia. Toisaalta symbolisiin menetelmiin lasketaan my6s ennalta
maddrattyihin sdantdihin tai malleihin sopivien sanojen tai sanojen vilisten
yhteyksien etsiminen. Keskeisimpid ontologioiden oppimisessa kaytettavid
menetelmid ovat erilaiset sanastoalkioiden painotusmenetelmdt, kuten TF-IDF,
klusterointimenetelmadt, erilaiset hahmopohjaiset menetelmédt kuten Hearstin
hahmojen hytdyntaminen sekd assosiaatiosddntdjen louhimisalgoritmien
hyodyntdminen. Kirjallisuuden perusteella tdhdn mennessd kehitetyista
menetelmistd ei kuitenkaan yksikddn kykene toimimaan tdysin itsendisesti,
joten koko ontologioiden oppimisprosessin tdysi automatisointi on vield

saavuttamatta.

Padongelman seitsemédntend ja viimeisend osaongelmana oli, mitd tyokaluja
ontologioiden oppimisen avuksi on kehitetty. Kirjallisuuden perusteella
ontologioiden oppimisen avuksi on kehitetty todella suuri médrd erilaisia
tyokaluja, jotka vaihtelevat yksittdisen ontologian elementin oppimiseen
kehitetyistd tyokaluista kattaviin, useista eri tyokaluista ja menetelmista
koostuviin, ontologioiden oppimisympadristoihin. Kéaytdnnossa hyodyllisid,
aktiivisesti pdivitettdvid ontologioiden oppimistyokaluja on kuitenkin vain
muutamia. Tapaustutkimusosuudessa tehdyn tyon perusteella tdlld hetkelld
suositeltaviksi ontologioiden oppimistyokaluiksi voi nostaa muun muassa

Text20nto, OntoGen!? ja OntoLT -tyokalut.

Tutkimuksen toissijaisena ongelmana oli millainen tiedonlouhinta-alueen
ontologia muodostuu ontologioiden oppimismenetelmid  kayttamalla.
Toissijainen ongelma jakautui edelleen kolmeen osaongelmaan, joista
ensimmadinen osaongelma oli, mitéd tarkoitetaan tiedonlouhinnalla ja mihin sita
kaytetdan. Tutkimuksen perusteella tiedonlouhinnalla tarkoitetaan ei suoraan

ndhtdvissd olevien, potentiaalisesti hyodyllisten sddannonmukaisuuksien

12 http:/ /ontogen.ijs.si/
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etsimistd aineistosta. Tiedonlouhinta menetelmit voidaan jakaa kolmeen
pddaryhmaéén, jotka ovat luokittelu, klusterointi ja assosiaatiosddntdjen etsintd.
Jokaiseen ndistd ryhmistd jakautuu muutamaan aliryhméén, joihin jokaiseen on
kehitetty valtava mddré erilaisia algoritmeja ja menetelmid. Tiedonlouhintaa on
sovellettu hyvin erilaisilla aloilla erityisesti tieteen, liiketoiminnan ja hallinnon

alueilla. Merkittdavimpid aloja ovat astronomia, mainonta ja lainvalvonta.

Toinen toissijaisen ongelman osaongelma oli, millaisia tiedonlouhinta-alueen
ontologioita on tdhdn mennessd muodostettu. Tutkimuksen perusteella tdhan
mennessd on kehitetty ainakin kaksi tiedonlouhinta-alueen ontologiaa, joista
toinen on ristikko-ohjelmoinnin tarpeisiin kehitetty DAMON ja toinen
sopivimman tiedonlouhintamenetelmén valintaa helpottamaan kehitetty IDA-
ontologia. DAMON-ontologia koostuu useista pienemmistd taksonomioista,
jotka on yhdistetty toisiinsa eri taksonomioissa sijaitsevien késitteiden viilille
muodostettujen funktioiden avulla. DAMON-ontologiasta poiketen IDA-
ontologia kattaa varsinaisen tiedonlouhintavaiheen lisdksi myds aineiston esi- ja

jalkikéasittelyvaiheet.

Kolmas toissijaisen ongelman osaongelma oli millainen tiedonlouhinta-alueen
ontologia muodostuu valittuja oppimismenetelmia kayttamalld. Tutkimuksen
tapaustutkimusosuudessa  valittiin  kdytettavaksi Text2Onto-ontologioiden
oppimistyokalua ja sen tarjoamia menetelmid. Valituilla menetelmilld opittu
tiedonlouhinta-alueen ontologia on hyvin laaja ja epdyhtendinen kokonaisuus.
Se sisdltdad hyvin tdsmallisten tiedonlouhinta-alueelle kuuluvien kisitteiden
lisdksi paljon hyvin yleisid, useilla aihealueilla esiintyvid kasitteitd. Lisdksi
ontologiassa on paljon yksindisid muista késitteistd irrallaan olevia kasitteitd,

joihin ei ole opittu yhtddn relaatiota.

Néiden tutkimustulosten saavuttamiseksi tutkimuksen yhteydessd tehtiin
kattava kirjallisuuskatsaus ontologioiden oppimisen tutkimusalueella tehtyihin

julkaisuihin.  Kirjallisuuskatsauksessa esiintyvdat selventdvat esimerkit
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muodostettiin pddasiassa itse. Tapaustutkimuksessa saavutettuja tuloksia
varten muodostettiin tiedonlouhinta-alueen kattava tekstikorpus, jota kaytettiin
valittujen ontologioiden oppimismenetelmien syotteend. Menetelmid valittaessa
kaytiin ldapi suuri joukko erilaisia ontologioiden oppimistydkaluja. Valitulla
Text20nto -ontologioiden oppimistytkalulla opittu ontologia analysoitiin ja

tulokset raportoitiin.

Tapaustutkimusosuudessa saadut tutkimustulokset ovat linjassa aikaisempien
tutkimustulosten kanssa. Valituilla ontologioiden oppimismenetelmilla
pystyttiin  onnistuneesti tuottamaan ehdokaslistoja tiedonlouhinta-alueen
ontologian kasitteiksi ja relaatioiksi, eikd niilld pystytty muodostamaan
laadukasta ontologiaa tdysin automaattisesti. Kuten aikaisemmissakin
tutkimuksissa on todettu, nykyiset ontologioiden oppimismenetelmit ovat
toistaiseksi puoliautomaattisia ja vaativat lisdksi manuaalista tyotd. Myos tdssa
tyossd muodostettu tiedonlouhinta-alueen ontologia vaatisi vield merkittdvan
méadrdan manuaalista jatkokdsittelytyotd, jotta siitd tulisi laadukas, yhtendinen

kokonaisuus.

Koska tutkimuksen kirjallisuuskatsausosuus pohjautuu tdysin valittuun
ldhdeaineistoon, lahdevalinnoilla on merkittavdd vaikutusta saatuihin tuloksiin
ja niiden pohjalta tehtyihin valintoihin. Ontologioiden oppimisen tutkimusalue
on kuitenkin suhteellisen nuori ja siltdi on saatavissa suhteellisen védhan
julkaistua materiaalia. Sen vuoksi tutkimusta tehdessd oli mahdollista kdyda

kattavasti ldpi saatavilla oleva materiaali ja valita kdytetyt ldhteet perustellusti.

Tapaustutkimusosuudessa kdytetyt menetelmit tidllaisenaankin saattavat tuoda
helpotusta ontologian muodostajan tyohon, mutta tehokkaammalla turhien ja
aihealueeseen kuulumattomien késitteiden ja relaatioiden suodattamisella
pddstdisiin merkittdvasti parempiin tuloksiin. Juuri turhien ja aihealueeseen
kuulumattomien kasitteiden ja relaatioiden suuri méadra kaikista opituista

ontologian elementeistd nousi esille merkittdvimpand ongelmana ja
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tulevaisuuden haasteena tekstid hyodyntéavien ontologioiden

oppimismenetelmien kehittdmisessa.

Muita syitd, jotka mahdollisesti ovat voineet vaikuttaa saatujen tulosten
laatuun, voivat olla kaytetty tekstikorpus ja kdyttoon valitut ontologioiden
oppimismenetelmét. Tdssd tutkimuksessa kdytettiin itse muodostettua, KDD
-konferenssijulkaisujen sisdltdimien artikkeleiden abstrakteista koostuvaa,
tekstikorpusta. Korpus oli kooltaan suhteellisen pieni eikéd sen tiedonlouhinta-
alueen kattavuutta ole arvioitu. Suuremmalla ja laadukkaammalla
tekstikorpuksella olisi mahdollisesti voitu pddstd muunlaisiin tuloksiin.
Tutkimuksessa kédytetyn Text20nto -ontologioiden oppimistytkalun yhtend
valintaperusteena oli sen korkea automaatioaste. Saatavilla on kuitenkin paljon
puoliautomaattisiakin tyokaluja, kuten OntoGen, joissa kayttdja péddsee
aktiivisesti ohjaamaan oppimisprosessia. Puoliautomaattisilla tyokaluilla

saatettaisiin saavuttaa tdysin erilaisia tuloksia kuin tdssa tutkimuksessa.

Jatkotutkimuksena nykyisten ontologioiden oppimismenetelmien
perusteellisemmaksi analysoimiseksi voisi toteuttaa vertailututkimuksen
kayttamalld useita erilaisia ontologioiden oppimismenetelmid, erityyppisille,
erikokoisille ja eri aihealueita kasitteleville tekstikorpuksille. Kattavamman ja
objektiivisemman kuvan saamiseksi tulosten vertailussa voisi hydodyntda tdssa

tyossd kohdassa 4.1 esitettyjd ontologioiden arviointimenetelmid.

Toisena jatkotutkimuskohteena voisi olla tdssd tydssd muodostetun
tiedonlouhinta-alueen ontologian jatkokehittaminen kohdassa 4.2 esitettyjen

menetelmien avulla ja kdytettyjen menetelmien arvioiminen.
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