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Tutkielmassa tarkastellaan teoreettisesti diskreettien osiovastausten analyysia
yleistetylld Raschin mallilla, johon sisdltyen tutkitaan yleistetyn Raschin osio-
analyysimallin rakennetta, erilaisten osioanalyysimallien spesifiointia yleistetysti
Raschin mallista sekéd mallin parametrien estimointia. Lisdksi keskeisind tarkastelun
kohteena ovat mallin oppilasparametrien ennustamismenetelma4 ja yleistetyn Raschin
mallin osioparametrien yhteensopivuustestit.

Tutkielman alussa kdydain yleistettyyn Raschin malliin johdattaen 14pi paljon
koulutustutkimuksessa kaytettévin osioanalyysin peruskisitteistd, Raschin malli,
mallin parametrien estimointimenetelmit, seki iteratiiviset algoritmit ja Raschin
mallin lisdparametriset vaihtoehdot.

Perinteisten osioanalyysimallien, kuten Raschin mallin, ongelmana on kuiten-
kin niiden vaatima dikotominen mitta-asteikko ja oletus osiokokeella oppilailta
mitattavan latentin piirteen yksiulotteisuudesta. Ratkaisuesitys néihin osioanalyysin
ongelmallisuuksiin on yleistetty Raschin malli, jota tutkielmassa keskeisimmin
tarkastellaan. Yleistetyn Raschin mallin yhteydessi kisitelldsin mallin rakenne, seka
havainnollistetaan mallin asetelmamatriisin ja pisteytysmatriisin kdyttoa erilaisten
osioanalyysimallien spesifioinnissa. Keskeiseni tarkastelun kohteena on myos
yleistetyn Raschin mallin parametrien estimointi suurimman uskottavuauden menetel-
millid, joka yleistetyn Raschin mallin tilanteessa edellyttdd myos EM-algoritmin
modifikaation ja numeeristen integrointimenetelmien tarkastelua. Liséksi estimoin-
nin yhteydessé kiydéain 1épi odotettujen aposteriori estimaattien laskeminen oppilas-
parametreille ja edelliselle vaihtoehtoisena tekniikkana rajoitettu suurimman uskot-
tavuuden estimointi mallin oppilasparametreille. Tutkielman lopussa on esitelty
yleistetyn Raschin mallin osioparametrien yhteensopivuuden tutkiminen.

Tutkielman keskeisend tarkoituksena on selvittdd osioanalyysin, Raschin
mallin ja erityisesti yleistetyn Raschin mallin parissa kdytettdvid késitteitd, sekd
niihin liittyvien tilastollisten tekniikkojen ja erilaisten numeeristen menetelmien
teoriaa.

Avainsanat: osioanalyysi, Raschin malli, yleistetty Raschin malli, suurimman
uskottavuuden menetelmé, marginaaliposteriori, numeerinen integrointi, EM-
algoritmi
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Luku 1

Johdanto

Tutkielmassa tarkastellaan yleistettyyn Raschin osioanalyysimalliin sisidltyvdd
teoriaa. Keskeisimpini tutkimusongelmina ovat yleistetyn Raschin mallin raken-
ne, erilaisten mallivaihtoehtojen spesifiointi yleistetystd Raschin mallista ja
mallin parametrien estimointi, jossa tarvittavat tekniikat ovat suurimman uskotta-
vuuden menetelmé, EM-algoritmi, numeerinen integrointi ja iteratiiviset laskenta-
algoritmit. Tutkielman alussa tarkastellaan myos perinteistd Raschin mallia ja sen
lisdparametrisia vaihtoehtoja, joiden tarkastelu helpottaa yleistetyn Raschin
mallin teoreettista ymmaértimista.

Erilaisia osioanalyysimalleja kéytetdin yleisesti koulutustutkimuksissa,
joissa tutkimusaineisto kerétéin testaamalla oppilaiden kognitiivista suoritusky-
kyai tai osaamista monivalintatehtivin eli osioin. Traditionaalisemmat osio-
analyysimallit kuten yksi-, kaksi- ja kolmiparametriset logistiset mallit (Rasch,
1960; Andersen, 1980) ovat soveltuvia dikotomisesti koodattuun tutkimusaineis-
toon ja niilld voidaan mitata yhtd latenttia eli ei-havaittavissa olevaa piirretta
koehenkil6iltd. Téten ne ovat yksiulotteisia latentin piirteen osioanalyysimalleja.
Kyseisilld osioanalyysimalleilla voidaan mallintaa osioiden vaikeustaso ja
oppilaiden kykytaso dikotomisen mitta-asteikon tilanteessa, jolloin mitattava
latentti piirre oletetaan yksiulotteiseksi.



Osioanalyysimallien ongelmana on, ettd niiden vaatima dikotominen
mitta-asteikko voi joissain tilanteissa olla suhteellisen epédinformatiivinen.
Lisiksi tutkimusaineistosta mallinnettava latentti struktuuri ei vilttimittd ole
yksiulotteinen, vaan todellisuudessa osiot voivat mitata oppilailta useita ominai-
suuksia, joita traditionaalisilla osioanalyysin malleilla ei ole mahdollista mallin-
taa.

Ratkaisuesitys kompleksisemman latentin struktuurin mallintamiseen on
yleistetyn Raschin mallin sovittaminen aineistoon, jolloin osiovastaukset voivat
olla my6s polytomisesti koodattuja moniulotteisen latentin struktuurin lisiksi.
Kiytdnnossd yleistetylld Raschin mallilla oppilaiden osiovastauksista on mahdol-
lista mallintaa useita eri mitattavia ominaisuuksia. Mitta-asteikon ollessa polyto-
minen, ominaisuuksien mittaukseen saadaan lisd4 tarkkuutta.

Yleistetyn Raschin mallin keskeiset komponentit ovat mallin asetelma-
matriisi ja vastausten pisteytysmatriisi, joiden sopivilla valinnoilla on mahdollista
spesifioida lukuisia jo latentin piirteen teorian parissa tunnettuja malleja. Yk-
siulotteisista malleista saadaan esimerkiksi Raschin osioanalyysimalli (Rasch,
1960), moniulotteinen Raschin malli (Kelderman & Rijkes, 1994) ja polytomi-
sesti koodattujen vastausten osioanalyysimalli (Masters, 1982). Mallin lisdomi-
naisuutena on siihen yhdistettdvi populaatiomalli eli latentin muuttujan tiheys-
funktio. Populaatiomallin avulla malli voidaan johtaa ei-ehdolliseksi marginaa-
liosioanalyysimalliksi, josta johdetaan marginaaliuskottavuusfunktio. Marginaa-
liuskottavuusfunktiosta johdetaan suurimman uskottavuuden menetelmin para-
metrien estimaattorit. Parametrien numeeriset estimaatit lasketaan kaksivaiheisen
EM-algoritmin (Dempster, Laird & Rubin, 1977) modifikaatiolla ( Bock &
Aitkin, 1981), jolloin estimoinnin tuloksina ovat osioita kuvaavien parametrien
sekd populaatiomallin parametrien estimaatit. Populaatiomallin eli latentin
muuttujan jakauman keskiarvo voidaan myos korvata lineaarisella regressiomal-
lilla osioanalyysiaineistosta, joka mahdollistaa esimerkiksi sukupuolten vilisten
kognitiivisten tasoerojen suoran mallintamisen osioaineistosta.

Marginaaliosioanalyysimalli ei kuitenkaan sisélld oppilaskohtaisia kykyd
kuvaavia parametreja, silld ne integroidaan marginaaliosioanalyysimallin johta-
misen yhteydessi siitd pois. T4ll6in oppilaskohtaiset parametrit ennustetaan
oppilaan posteriorikeskiarvosta tai ratkaistaan SU-menetelmélld osioparametrien
ollessa tunnetut.



Tutkielman luvussa 2 esitellddn latentin piirteen teoriassa jo hyvin
tunnettu Raschin malli, kuvataan mallin osioparametrien tarkentuva estimointi
ehdollisen suurimman uskottavuuden menetelmélli ja oppilasparametrien tarken-
tuva estimointi marginaaliuskottavuusmenetelmilli. Lisiksi luvussa 2 kuvataan
iteratiiviset algoritmit parametrien numeeriseksi ratkaisemiseksi, joita ovat
Newton-Raphson laskenta-algoritmi ja Fisherin Scoring menetelmi. Luvun 2
lopussa kuvataan lyhyesti lisdparametrisia vaihtoehtoja Raschin mallille, joita
ovat kaksi- ja kolmiparametrinen osioanalyysimalli. Luvussa 3 on esitellédéin
yleistetty Raschin malli. Malli esitelldin aluksi yleisessd muodossa, jonka jélkeen
mallin asetelmamatriisin ja pisteytysmatriisin kiytto4 havainnollistetaan spesifi-
oimalla erilaisia malleja mallin yleisestd muodosta. Niiden yhteydessi on kuvattu
tilanteita, missd kunkin spesifioidun mallin kiytt6 on aiheellista oppilaiden
osiovastausten mallintamiseksi. Luvussa 3 esitelldén my6s populaatiomalli ja sen
kayttotarkoitus yleistetyssd Raschin mallissa. Luvun 3 lopussa esitetiéin yleiste-
tyn Raschin mallin identifioituvuusehdot. Luvussa 4 on kuvattu parametrien
estimointi. Luvussa tarkastellaan SU-menetelméi mallin parametrien estimaatto-
rien johtamiseksi, seké niiden numeeristen estimaattien laskemista EM-algorit-
milla. Luvussa 4 on kuvattu my6s parametrien keskivirhetarkastelut ja latentti
ennustaminen oppilaiden kykyparametrien arvioimiseksi oppilaan posteriorikes-
kiarvosta. Luvussa 5 on kuvattu mallin osioparametrien yhteensopivuustarkaste-
lut. Tutkielman luvussa 6 on yhteenvedon merkeissé pohdittu tutkielmaa.

Yleisesti tutkielman ldhestymistapa on tdysin teoreettinen ja tutkielman
tavoitteena on havainnollistaa osioanalyysin, Raschin mallin ja erityisesti yleiste-
tyn Raschin mallin teoriaa.



Luku 2

Raschin malli osioanalyysiaineistolle

Georg Raschin (1960) ehdottama yksiparametrinen logistinen osioanalyysimalli on
yksinkertaisin kaikista osioanalyysimalleista ja sitd kiytetddn yhé koulutuksen ja
kéyttaytymistieteiden tutkimuksessa. Raschin mallilla saadaan estimoiduksi dikoto-
misesti koodatuista osiovastauksista osiokohtaiset parametrit, jotka kuvaavat osion
vaikeustasoa, seki oppilasparametrit (yleisemmin henkiloparametrit), jotka kuvaavat
oppilaiden osaamista tai yleisemmin sitd, kuinka paljon kullakin oppilaalla on
mitattavaa latenttia piirrettd. Raschin mallissa suurimman uskottavuuden estimaatit
eivit ole tarkentuvia eli aineiston kasvattaminen ei johda estimaattien tarkkuuden
paranemiseen. Téll6in mallin osioparametrit ratkaistaan ehdollisen suurimman
uskottavuuden menetelmélli ja oppilasparametrit marginaaliuskottavuusmenetelmal-
14.

Tédssd luvussa on havainnollistettu yhden latentin piirteen esiin saamista
Raschin mallilla, joka edellyttdd kolmen oletuksen tekemisti. Lisdksi luvussa
kuvataan ehdollisen suurimman uskottavuuden menetelmés parametrien estimoimi-
seksi sekd iteratiivisia algoritmeja estimaattien numeerisen ratkaisun tuottamiseksi.
Luvun lopussa on esitetty Raschin mallin liséparametrisia vaihtoehtoja, joita ovat
kaksi- ja kolmiparametrinen osioanalyysimalli. Yleisesti luvussa kdyddin lidpi
latentin piirteen teorian peruskésitteistod ja osioanalyysin perusperiaatteita, jotka on

......



2.1 Latentin piirteen esiinsaaminen Raschin mallilla

Osiovastauksien analysointi eli oppilaiden osaamistason ja osion ominaisuuksien
esiin saaminen ei ole mahdollista aivan suoraan, vaan osioaineistosta tarvitaan
joitakin tilannetta selventévid ja yksinkertaistavia oletuksia (ks. esim. Gustafsson,
1977; Gustafsson, 1979; Gustafsson, 1981).

Raschin malliin, kuten myos muihin perinteisiin osioanalyysimalleihin
liittyy kolme kaikille malleille yhteistd oletusta, jotka ne toteuttavat. Nami ovat
Hambletonin & Swaminathanin (1985) mukaan seuraavat:

1) Oletus latentin piirteen yksiulotteisuudesta eli oletetaan, ettd osiovastauksilla
mitataan ainoastaan yhti latenttia piirrettd, joka on oppilaan kyvykkyys osiokokeella
mitattavassa asiassa, esimerkiksi matematiikassa.

2) Malliperusteisesta lihestymistavasta johtuva oletus osioiden ominaiskdyrien
muodosta.

3) Oletus osioiden riippumattomuudesta. Niin ollen tietyn henkilon vastaukset eri
osiokokeen eri osioihin oletetaan riippumattomiksi toisistaan.

2.1.1 Oletus latentin piirteen yksiulotteisuudesta

Dikotomisen mitta-asteikon (0, jos vastaus viirin; 1, jos vastaus oikein) ohella
logististen osioanalyysimallien ehki tirkein oletus on, etté oppilaiden osiovastausten
oletetaan riippuvan systemaattisesti vain ja ainoastaan yhdesti tekijéstd, eli heidédn
kyvystéin tuottaa oikeita osiovastauksia osiokokeella mitattavassa asiassa.



Latenttia ominaisuutta tai piirrettd vastaavaa muuttujaa nimitetdén
piilomuuttujaksi ja sen vastaavia arvoja piirrearvoiksi, jotka kertovat, kuinka paljon
oppilaalla on kyky4 tuottaa oikeita vastauksia eri osioihin. Merkitéén téité piirrearvoa
eli oppilasparametria thetalla (). Piirre oletetaan jatkuvaksi ja vahintéin vilimatka-
asteikolliseksi, mutta jakaumaoletusta siiti ei sen sijaan Raschin mallissa tehdi
(Gustafsson, 1977).

Osioanalyysimallit saavat todennékoisyyslaskennallisen luonteensa siité,
miten osiovastausten oletetaan riippuvan latentista piirteesti. Jonkin piirteen arvon
omaavat oppilaat voivat tosin tuottaa erilaisia osiovastauksia, mutta jokaisen erilai-
sen osiovastauksen todennékoisyyden oletetaan riippuvan kyseisestd piirrearvosta eli
oppilasparametrin arvosta. Néin malli méirittelee todennékoisyyden vastata tiettyyn
osioon oikein jokaisella eri oppilaan piirrearvolla.

2.1.2 Oletus osioiden ominaisk:iyristi

Malliperusteisesta ldhestymistavasta johtuen osiovastausten todennékdisyyksien
oletetaan riippuvan latentista piirteestd funktionaalisesti osion ominaisfunktion
olettamalla tavalla. Raschin mallissa formaalisti

P(X = x10,x), 2.12.1)

missd 8 kuvaa henkilon piirrearvoa ja & osiota, osion ja henkildn ollessa kiinteitd.
Osion ominaisfunktion kuvaa oikean osiovastauksen todennidkoisyyttd oppilaspara-
metrin funktiona. Sen kuvaaja on osion ominaisksyri ja sité merkitéin g(8 - a):1la,
missé o on tiettyi osiota eli osion vaikeustasoa kuvaava parametri ja @ oppilaspara-
metri. Osion ominaiskéyrin sijaintiin vaikuttaa suoraan osion vaikeustasoparametrin
a arvo, joka siirtda kédyrid origon suhteen. Seuraavalla sivulla on havainnollistettu
osion ominaiskéyrin kuvaajaa yhden osion tilanteessa.
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Oppilasparametri (6)

Kuva 2.1. Osion ominaiskdyré

Yksiparametrinen logistinen osioanalyysimalli on dikotominen malli, joka
mallintaa todennikoisyydet vastata osioon oikein (1) tai viérin (0). Néin ollen niiden
on oltava suurempia tai yhtdsuuria kuin O (ks. esim. Holland, 1990), formaalisti

P(X=10,0)=0 ja P(X=010,0)=0.

Tissé kontekstissa ei tarkastella testikysymyksid, joihin oppilaat eiviit mahdollisesti
ole vastanneet, joten oletuksena on, ettd oppilas tuottaa varmasti oikean tai véérin

vastauksen, jolloin seuraa, ettid

P(X=16,a)+ P(X=00,a)=1



Raschin mallissa kiinnostus kohdistuu ainoastaan oikeisiin vastauksiin (X = 11 6,a)
eli piirrettd tai ominaisuutta indikoiviin osiovastauksiin, jolloin osion ominaisfunk-
tio voidaan formaalisti kirjoittaa kuten (2.1.2.1). Osion ominaisfunktio kuvaa
suoraan, miten oppilaan todennikdisyys ratkaista osio riippuu latentista muuttujasta.
Riippuvuus on funktionaalista eli jokaista eri oppilasparametrin @ arvoa vastaa tietty
todenn#koisyyden arvo. Osion ominaisfunktio oletetaan myos samaksi kaikilla
samaa latenttia piirrettd mittaavilla osioilla (Gustafsson, 1977).

Meneteltidessd edelld esitellyn rajauksen mukaisesti voidaan valita mikd
tahansa jatkuva funktio, jonka arvot vaihtelevat vililld [0,1]. Oppimistulosten
mittaus on erédéinlainen “kykytesti”, joten tdsséd kontekstissa on syyti olettaa funktio
kasvavaksi ja monotoniseksi. T#llaisen funktion valinnasta riippuen on mahdollista
muodostaa erilaisia osioanalyysimalleja, joita voi periaatteessa kehittédd rajattomasti
(Hambleton & Swaminathan, 1985, 52). Mallien rajattomasta kehittdmismahdolli-
suudesta myos hyvi esimerkki on tdssi tutkielmassa havainnollistettava yleistetty
Raschin malli. Hyvin usein koulutustutkimuksessa mallin valinnassa on kuitenkin
rajoituttu joko standardoidun normaalijakauman kertyméfunktioon

x _2
¢ (x) = J;—” Jeru (2.12.5)

tai logistisen jakauman kertyméfunktioon, joka on muotoa

X

y(x)= —e—;- 2.12.6)
1+e

Nidissd on yleisimmin on yhdestd kolmeen osiokohtaista parametria (Hambleton &
Swaminathan, 1985). Raschin mallihan on johdettu logistisesta kertyméfunktiosta ja
siind on ainoastaan yksi osiota kuvaava parametri (Gustafsson, 1977).



2.1.3 Oletus osioiden riippumattomuudesta

Oletetaan, etti @ on kiinted ja osiokokeen osioita on k kappaletta, j = 1,...,k. Télloin

osiovastaukset ovat toisistaan ehdollisesti riippumattomia, ehdolla, ettd @ ja a
tunnetaan, jos

P(X1=x,X2=x:,..,. Xk = xl0,a)

213.1
= P(X1- x10,0) P(X2- x10.,)... P(Xi - x16.00). @13D

Tilloin marginaalitodennédkoisyydet madraavit yksikasitteisesti koko osiokokeen
todennikoisyyden. Néin esimerkiksi todennékéisyys, ettd vastaaja saa kaksi osiota
oikein on sama, kuin yksittdisten osioiden ratkaisutodennédkoisyyksien tulo.

Edelld esitetystd myds seuraa, etti osioilla ei oleteta myoskiin olevan
mitdidn jirjestystd eli kontekstiefektid. Ndin osiovastausten oletetaan pysyvin
samoina riippumatta siitd, missé jarjestyksessi tai misséd yhteydessé ne esitetédén.
Osioiden vaihdannaisuus on kuitenkin riippumattomuutta lievempi oletus.

Tamin tutkielman kontekstissa on kuitenkin syytd muistaa, ettd edellad
esitetyt kolme oletusta koskevat nimenomaan Raschin mallia ja sen téssd luvussa
esiteltdvid lisdparametrisia vaihtoehtoja. Oletukset ovat tdysin siis samat myos
Raschin mallin lisdparametrisissa vaihtoehdoissa, ainoana erona on, ettd nédissi
lisdehtona on, ettd myos mallien ominaiskidyrien muut osiota kuvaavat parametrit
tunnetaan.

Yleistetyssd Raschin mallissa oletusta latentin piirteen yksiulotteisuudes-
ta ei tarvitse tehdd. Ominaiskéyrdn muotokaan ei ole ilmaistavissa x-y-tasona, jos
kykyi kuvaava parametri & oletetaan moniulotteiseksi, jolloin se on vektoriarvoinen.
Tall6in osiovastauksista mallinnetaan useata eri piirretts, esimerkiksi matematiikan
ja kemian osaamista, jolloin kykyd kuvaava parametri & olisi kaksiulotteinen.
Téllaisessa tilanteessa osion ominaiskédyré on pinta (kutsumme jatkossa moniulot-
teista mallia myos k#yréksi, vaikka se olisi piirteiden lukumééridn dimensioita
vastaava pinta). Jos latentin piirteen ulottuvuuksia on paljon, niin sen hahmottami-
nen ja piirtdiminen on hankalaa. Matemaattisesti osion ominaiskéyrdd moniulottei-
sessa tilanteessa voidaan kuvata piirreavaruudessa kulkevana vektorina.



2.2 Raschin ominaisfunktio

Indeksoidaan nyt oppilasta i:ll4, i = 1,...N ja osiota j:1l4, j = 1,...,k. T4ll6in Raschin
mallissa todennikoisyys

P( Xy = x4lO:,00) (2.2.1)

oletetaan erotuksen (8i - @) funktioksi, jossa @i on oppilasparametri ja &j on
osiokohtainen parametri (ks. Andersen, 1980). Tédma4 kyseisen erotuksen funktio on
osion ominaisfunktio, jonka arvot vaihtelevat nollan ja ykkosen vililld, koska
ominaisfunktion arvot ovat todenniké6isyyksid. Ominaisfunktion oletetaan saavan
arvon O kun oppilasparametrin arvo ldhestyy - o:td ja vastaavasti arvon 1 kun

oppilasparametrin arvo lidhestyy + co:td. Yksinkertaisin muoto téllaisesta funktiosta
on yksiparametrinen logistinen osioanalyysimalli, joka on Raschin malli.

Ominaisfunktio on mahdollista johtaa itse tai se voidaan valita erilaisista
valmiiksi kehitetyistd ominaisfunktioista. Tdsséd kontekstissa havainnollistettava
malli on Raschin (1960) kehittdmi. Perusteet, joilla Rasch johti mallinsa on kuvattu
hinen tunnetuksi tulleessa artikkelissaan (1960).

Raschin mallissa kiinnostus suuntautuu yleensi ainoastaan oikeisiin vastauk-
siin (Xij = 1). Tillsin Andersenin (1980) mukaisesti logistisen kertyméfunktion
kaavasta (2.1.2.6) voidaan kirjoittaa logistinen jakaumamalli (logistic ogive model),
joka osiovastauksen ollessa oikea on formaalisti muotoa

P(Xs=1)=v (60— ). (2.2.2)

Talloin Raschin mallin ominaisfunktio eli Raschin malli kirjoitetaan eksplisiittisesti
muodossa
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e( 6i—05) 1

+ e(é’i—oﬁ) 1+ e(Oﬁ—&') )

P( Xy =110:.a5) = 1 (2.2.3)

Téllaisen ominaisfunktioiden kuvaajat eli osion ominaiskéyrit ovat samanmuotoiset
ja ainoastaan niiden sijainti vaihtelee. Sijaintiin vaikuttaa osion vaikeustaso eli
osiokohtainen parametri 0. Seuraavassa on esitetty osioiden ominaisfunktioista
esimerkkikuva Gustafssonin (1977) mukaisesti.

Kuva 2.2: Esimerkki kolmen eri osion ominaiskiyristi Raschin mallissa

Niin Raschin mallissa, jossa osiota kuvataan yhdelli parametrilla, jokaisen osion
ominaiskdyrin jyrkkyys on sama. Ainoastaan niiden sijainti vaihtelee
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origon suhteen. Ominaiskéyrén siirtymiin origon suhteen vaikuttaa ainoastaan

osiokohtainen parametri gy, joka kuvaa siis osion vaikeustasoa.

Nyt kuvasta 2.2 voidaan havaita, ettd osion 1 saa oikein todennikoisyydelld
0.5 piirrearvon 0.5 omaava oppilas. Sen sijaan osion 3 ratkaisemiseksi todennékoi-
syydelld 0.5 vaaditaan jo piirrearvoa 1.5. Niin siis osio 3 on vaikeampi, kuin osio 1

tai osio 2. Tistd syystd oy - parametria nimitetédén osion vaikeustasoparametriksi.

Vaikeustasoparametri kertoo sen oppilasparametrin arvon, jota pienemmillé arvoilla
oppilas ei todennikoisesti ratkaise osiota, jolloin ratkaisutodennékoisyys P < 0.5. Ja

vastaavasti osion vaikeustasoparametria suuremmilla 8i:n arvoilla oppilas ratkaisee

monivalintatehtévin oikein, koska ratkaisutodennikoisyys P > 0.5. Raschin ominais-
funktiosta eli Raschin mallista voidaan laskea my0s eri osioiden vaikeustasot tietyn

@i:n kohdalla.
Raschin ominaisfunktiossa, joka on siis muotoa

e(9i—09')

P(Xy=10:,05) = PG 2.2.4)

a; osoittaa myos funktion kdznnepisteen 6 arvon. Kisnnepisteen ympiristossi Gi:n

muutos vaikuttaa suhteellisesti eniten ratkaisutodennikdisyyden Pij arvoon. Tistd
johtuen tietty osio erottelee oppilaita, kun oppilasparametri ja osion vaikeustasopara-

metri ovat yhti suuria, 6i = aj (Andersen, 1973a).
Raschin ominaisfunktio eli Raschin malli on kéytinnollisesti katsoen kahden
tekijan logit-malli, jossa tekijoind ovat oppilaat ja osiot eli osiovastauksia selitetédfin

oppilailla ja osioilla. Timé voidaan osoittaa seuraavasti:

Yleisesti tunnetusti logistinen regressiomalli on muotoa

logit]] (x) =& + fx, 2.2.5)
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missi

H (x) = P(Y = 1lx), y on dikotominen havaittu muuttuja ja x voi olla mik

tahansa reaaliluku. Jos nyt tehdédin logistinen muunnos Raschin mallille, jolloin

P(Xi = 116, o5) P(Xi =16, a)

1-P(Xij=16i,0) ~ In P - 0160 s (2.2.6)

logit P(Xy = 116;,05) = In

missi todennikoisyyksien suhde kuvaa vedonlyontisuhdetta (odds ratio) parametrin

ollessa 6i. Kun tihén sijoitetaan (2.2.3), saadaan
logit P( Xy =110:,05) = 6 — ¢, (2.2.7)

jossa i:114 on indeksoitu oppilaita ja j:114 osioita. Ilmaisemalla Raschin malli lineaa-
risena lausekkeena selittdvistd muuttujista edelld kuvatulla tavalla, havaitaan, ettd
Raschin malli on kahden tekijén logit-malli. Malli yhtyy logistiseen regressiomalliin
tilanteessa, jolloin fj on parametrisoitu ykkoseksi (Andersen, 1980). Néin Raschin
mallissa osioiden erottelukyvyt oletetaan vakioksi. Kaksiparametrisessa logistisessa
osioanalyysimallissa, josta keskustellaan myohemmin téissd luvussa, f:té ei kiinnite-
td ykkoseksi, vaan se vaihtelee osioittain. Kaksiparametrinen malli siis olettaa
osioiden erottelukyvyn heterogeeniseksi, kun taas Raschin mallissa erottelukyky
oletetaan homogeeniseksi. Tétd homogeenisuusoletusta kutsutaan Raschin homo-
geenisuudeksi.

Edelld kuvattu Raschin mallin yhteys logit-malliin verrantaa Raschin
mallin ristiintaulukkomenetelmien eli loglineaaristen mallien kanssa, joita mm.
Holland (1990) havainnollistaa artikkelissaan osioanalyysimalleista.
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2.3 Mallin identifioituvuus

Mallin epididentifioituvuudessa on kyse yliparametrisoinnista, joka tyypillisesti
johtaa parametrien estimaattoreiden keskindiseen korrelaatioon tai siihen, ettid
estimointiyhtiloilld ei ole ratkaisua lainkaan. Tama tarkoittaa sitd, ettd ainakin yhden
parametrin estimaattori voidaan esittid muiden parametrien estimaattorien funktio-
na. Heuristisesti ajatellen mallin kompleksisuus on suurempi kuin aineisto sallii.

Raschin mallissa identifioituvuusongelma on seuraavanlainen: Raschin
en muodostamista marginaaleista eli rivi- ja sarakepistemiiristd, koska ne ovat
tyhjentédvii tunnuslukuja mallin parametreille. Nyt koska kiinnostus suuntautuu
havaintomatriisin marginaaleihin, niin mallille ja4 parametreja n + k£ kappaletta eli
yhtd monta kuin osioita ja oppilaita on yhteensi. Kuitenkin havaintomatriisista
yhteenlasketut rivi- ja sarakepistemairit ovat yhtésuuret, joten malli ei ole ndin
identifioituva, silld siind on yksi ulottuvuus liikaa ja malli ei ole tillaisenaan identifi-
oituva.

Yleisesti ottaen téllainen identifioituvuusongelma voidaan ratkaista kiinnit-
tamilld yksi parametreista nollaksi. Yleensd Raschin mallissa on ollut tapana

kiinnittdd yksi osioparametreista nollaksi, esim. &z = 0, jolloin malli saadaan identi-

......

1980; Gustafsson, 1978).
Kaksiparametrisessa logistisessa osioanalyysimallissa mallista estimoitavien

parametrien lukuméiri on n + 2k-2 ja kolmiparametrisessa mallissa n+ 3k-2, jolloin
malleista saadaan identifioituvat.
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2.4 Osioparametrien tarkentuva estimointi

Aiemmin 60- ja 70- luvulla Raschin mallia sovellettaessa psykologian ja kasvatus-
tieteen tutkimuksissa on kiytetty suurimman uskottavuuden menetelméas, jossa
o0sio- ja oppilasparametrit estimoidaan samanaikaisesti. Menetelmailla on kuitenkin

vakava puute, silld osioparametrien 0., ... , 0k ei-ehdolliset suurimman uskottavuu-

den estimaatit eivit ole tarkentuvia ja ne ovat asymptoottisesti harhaisia, jolloin
harhan approksimatiivinen suuruusluokka on k / (k-1). (Andersen, 1980)

Osioparametrien tarkentumattomuus on vakava ongelma, koska aineiston
kasvattaminen johtaa erheellisiin estimaatteihin. Ongelma voidaan kuitenkin ratkais-
ta ehdollistamalla uskottavuusfunktio, jolloin saadaan tarkentuvia kelvollisia
osioparametrien estimaatteja. Ehtona on, ettd &i:t tunnetaan. Ehdollisen suurimman
uskottavuuden estimointimenetelmin (conditional maximum likelihood estimation)
perusajatuksena on estimoida osioparametrit @; erikseen olettaen, ettd oppilaspara-
metrit @i tunnetaan. Tdmé on mahdollista, koska oppilaan saama testin kokonaispis-
temidri eli oppilassummapistemiiri, merkitadn siti 17 = Xi.= #, on tyhjentivi
tunnusluku &:lle ja ndin ollen se on riippumaton Gi:sta. Seuraavassa on havainnollis-

tettu osioparametrien ¢ ehdollisen suurimman uskottavuuden estimointia Anderse-
nin (1973a,1980) mukaisesti.

Johdetaan ehdollinen tiheysfunktio ehdolla Xi. = #i, jolloin se saadaan

esitetyksi ilman @:aa. Kirjoitetaan aluksi tiheysfunktio, joka on muotoa

k
(6iti-Y, ogxiy)
e
f(xn,...,x,-k) =7 . 24.1)

[1a+e%)
j=1
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Huomataan my®s, ettd Raschin mallin otantamalli kuuluu eksponenttiseen jakauma-
perheeseen, jolloin timin perheen teoreettiset ominaisuudet ovat kiytettidvissi.
Nyt tiheysfunktiosta saadaan oppilassummapistemiirin jakauma, joka on

k eeiti
ft)= P 2 Xij=tip = . (2.4.2)
= 0; n - z ajxij
1‘[ 1+ %)Y e
j=1 Xi.=ti
Jos nyt merkitéén
n - X oxi
y(t,on,....a0) = Y, e (243)
Xi.=ti

niin ehdollinen tiheysfunktio voidaan esittii ilman parametria @ ja ehdollinen
tiheysfunktio ehdollistettuna oppilassummapistemédrilld voidaan nyt kirjoittaa
muotoon

k
- Y, ajxij
e
f(xit,...,xiklti) = . (2.4.4)
Y (ti,an,...,ak)

Tiheysfunktio (2.4.4) on riippumaton @i:sta, joten nyt uskottavuusfunktio voidaan
kirjoittaa muotoon

- 2 ajx.j
n e I
Le=[] f(en,....xulti) = — , 2.4.5)
i=1 H [7 (ti,al,...,ak)]nr

r=0
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jossa nr on oppilassummapisteméérien lukumiérd, & = r.

Nyt voidaan havaita, ettd uskottavuusfunktio (2.4.5) kuuluu ehdollistami-
sen jilkeenkin eksponentiaaliseen malliperheeseen. Koska oppilaiden saamat
kokonaispistemaérit 71, £2, ... tunnetaan, Ho, K1, ..., Nk tiedetdin ja liséksi ainoat
uskottavuusfunktion 2.4.5 parametrit ovat sen nimittéjéssé, niin uskottavuusfunktio
voidaan kirjoittaa muotoon

k-1
Y aj(-x.j+x.k)

Le=can,...,ak - ne’™ , 2.4.6)

jossa @j:n minimaalisti tyhjentévind tunnuslukuina ovat
J{i = x.k - x.j,j = 1,..r’k - 1-

Niin eksponenttisen perheen ominaisuuksia kiyttden uskottavuusyhtéloryhmaksi
saadaan

x.j - X.k = E[x.j- x#Wo,..k], j = 1,....k - 1 (2.4.7)

Ratkaisemalla edelld kuvattu yhtiloryhmi (2.4.7), saadaan osioparametreille
al,..., aklle tarkentuvat estimaatit. Uskottavuusyhtidléryhmi ei kuitenkaan ratkea
suljetussa muodossa, vaan se ratkaistaan numeerisesti kdyttiden jotain iteratiivista
laskenta-algoritmia. Kyseisen yhtéloryhmin ratkaisemiseksi voidaan kayttas
Newton-Rapson-laskenta-algoritmia tai Fisherin scoring-algoritmia, joita tarkastel-
laan kappaleessa 2.6.

Andersenin (1980) mukaisesti ehdollisen suurimman uskottavuuden mene-
telmékiin ei ole aivan aukoton, silli siini teoreettisessa tilanteessa, jossa otoksen
otoskoko n kasvaisi dérettomyyteen, myos parametrien lukumééré kasvaisi ddretto-
myyteen. Tdhinkin ongelmaan on kehitetty ratkaisu, osioanalyysi tehdéin latentin
luokan malleilla (latent class models). Tl16in oletetaan, ettd oppilasparametrien 6
maéird on rajallinen, jolloin niilld oletetaan olevan m eri mahdollista arvoa. Tillai-
sessa tilanteessa populaatio jaetaan m:éin eri luokkaan ja nditd kyseisid luokkia
kiytetddn apuna parametrien estimoinnissa. Latentin luokan malleista on enemmién
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kerrottu mm. Andersenin (1980) ja Bartholomevin (1987) teoksissa. Toisena vaih-
toehtona on ajatella riviefektit satunnaisina, jolloin mallista saadaan muodostettua
ehdollinen Poisson-malli. T#ll6in henkilopisteméirille johdetaan jakauma, jolloin
riviefektit oletetaan satunnaisiksi ja titd jakaumaa hyviksikiyttiden esitetdidn Raschin
malli ei-ehdollisena. Ehdollisessa Raschin mallissahan riviefektit ovat kiinteiti.
Raschin mallin esittdmiseen ehdollisena Poisson-mallina voi tutustua mm. Tjurin
(1980) artikkelin avulla.

2.5 Oppilasparametrien tarkentuva estimointi

Andersenin (1973a, 1980) mukaisesti oppilasparametrien tarkentuva estimointi
voidaan tehdé kahdella eri tavalla. Mahdollisuutena on estimoida oppilasparametrit
oppilaan vastauksista k:hon eri osioon. Talloin kéytettivd menetelmi on marginaali-
uskottavuus menetelmi, jota téssid aliluvussa havainnollistetaan.

Vaihtoehtoisena tapana on tavallinen suurimman uskottavuuden esti-
mointi, jolloin tarvitaan oletus fi:den jakaumasta, y(&):sta. Andersen (1980, 264-
268) on tarkastellut téitd estimointimenetelmii johtamalla osion ominaisfunktiolle
uudenlaisen esityksen kriittisen pisteen késitteen avulla. T#4td estimointimenetelméaa
ei tissd kontekstissa kuitenkaan tarkemmin késitelld, vaan oppilasparametrien
estimoimiseksi kéytetiin marginaaliuskottavuus menetelmié, jota seuraavassa
havainnollistetaan.

Estimointi perustuu oppilaan i marginaaliuskottavuusfunktion
L(6:i) = P{xi.= ti}, (2.5.1)

maksimointiin. Néin ollen oppilaan i marginaaliuskottavuus, kun osioparametrit
tunnetaan kirjoitetaan muotoon
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Qiti
e ti,
L(6i) = 7, ) 2.52)

H (1+ " “f))

j=1

jonka logaritmin derivaatta £i:n suhteen asetetaan nollaksi eli

k
. (Oi-aj)
dinL@Gy F-ze "

96 1ee@ o 2
jonka ratkaisuksi tulee yhtaléryhmi
k
2 bi-aj)
J:
ti= 1+ 01 ) 2.54)

Nyt yhtéloryhmistd (2.5.4) oppilasparametrit i voidaan ratkaista suoraan jos
osioparametrit &J,. . .,k tunnetaan.

Jos osioparametrit ovat tuntemattomia, niin t#lléin oy:t korvataan niiden
ehdollisen suurimman uskottavuuden estimaateilla, jolloin ratkaistava yhtilosté on
muotoa

k R
z )
== 2.55)
1

Yhtdloryhmén (2.5.5) tuntemattomat parametrit voidaan ratkaista Newton-Raphson-
algoritmilla (ks. aliluku 2.6).
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Nyt jos osioparametrien estimaattien keskivirheet ovat pieni, niin oppilaspa-
rametreille &; saadaan ominaisuuksiltaan samanlaisia estimaattoreita yhtiloryhmasta

(2.5.5), kuin yhtéiloryhmasti (2.5.4), jolloin osioparametrit oy olivat tunnetut (Ander-
sen, 1980).

Kappaleissa 2.4 ja 2.5 kuvatulla tavalla Raschin mallista voidaan estimoida
oikeelliset osio- ja oppilasparametrien estimaatit. Estimaattorien keskivirhetarkaste-
luja ei tdssd asiayhteydessé tarkemmin esitetd. Estimaattorien asymptoottiset va-
rianssit lasketaan informaatiomatriisin kééinteismatriisin diagonaalialkioista, joiden
nelidjuuret ovat parametrien estimaattorien asymptoottisia keskivirheit.

Keskivirhetarkasteluihin voi tutustua Wrightin (1977) avulla, joka on kehitti-
nyt “nyrkkisdinndn” parametrien estimaattien keskivirheiden arvioimiseksi. Tar-
kemmista keskivirhetarkasteluista kiinnostuneille Andersen (1980) ja Hambleton &
Swaminathan (1985) tarjoavat tyhjentdvin esityksen yksiparametrisen logistisen
osioanalyysimallin keskivirhetarkasteluista ja mallin informaation mitoista.

2.6 Iteratiiviset laskenta-algoritmit

Yleisestikin suurin osa SU-estimoinnissa tai sen modifikaatioissa, kuten esimerki-
ksi ehdollisessa SU-estimoinnissa saaduista yhtdléryhmisti ratkeaa jollakin iteratii-
visella laskenta-algoritmilla. Iteratiivisella yhtiléryhmien ratkaisutekniikalla tarkoi-
tetaan kdytannossa sitd, ettd laskenta-algoritmilla tuotetaan jono estimaatteja, alkaen
ennalta kiinnitetysté alkuestimaatista. Estimaatteja piivitetiin, kunnes estimaattijo-
no saavuttaa konvergenssin, eli se ei endd muutu edellisestéd estimaatista annettua
rajaa enemmén. Seuraavassa on havainnollistettu kahta yleisimmin kiytettyi iteratii-
vista laskenta-algoritmia, jotka ovat Newton-Raphson-algoritmi ja Fisherin scoring-
menetelmi. Yleisesti algoritmeilla ratkaistaan yhtiloa

V;x)=0 (2.6.1)
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O'n suhteen, missi X = X1,X2,...,X» on otos.

2.6.1 Newton-Raphson

Raschin mallissa yleisimmin kiytetiéin Newton-Raphson algoritmia osio- ja oppilas-
parametrien ratkaisemiseksi (Andersen, 1980). Seuraavassa on Searlen, Casellan ja
McCullochin (1992) mukaisesti havainnollistettu lyhyesti algoritmin toimintaa.

Vaihe 1: Asetetaan alkuarvo & ©

Vaihe 2: Piivitetdin kaavalla, joka on muotoa

-1
6 =g [%(@”)] 4CED) 2.6.1.1)
jossa
V(é 3 X) = dlnL(6 ;E). (2.6.1.2)

d0

A

Vaihe 3: Lopetetaan iterointi, kunnes 160 “D — @ PI< £, missi € kiyttdjan

ennalta médrittimé algoritmin pyséytystarkkuus.
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Yleisesti ottaen algoritmin konvergointinopeus riippuu alkuarvon valin-
nasta. Matemaattisesti ajatellen on mahdollista, ettd algoritmi ei konvergoi ollen-
kaan, jos se on todella huonosti valittu. Jos alkuarvo valitaan “laheltid” oikeaa
ratkaisua, niin algoritmi toimii hyvin ja konvergoi oikeaan kohtaan. Useissa nykyoh-
jelmistoissa on oma tekniikkansa juuri alkuarvojen valintaan (Hambleton & Swa-
minathan, 1985). T4hin seikkaan ei kuitenkaan tissi tutkimuksessa keskityti
enempda.

2.6.2 Fisherin scoring-menetelmi

Fisherin scoring-menetelmé on Newton-Raphson-algoritmin kaltainen, mutta siini
vaiheessa 2, péivitysaskeleen (2.6.1.1) termi, score-matriisin derivaatta

IV (6;x)
0

korvataan sen odotusarvolla. Téll6in vaiheen 2 péivityskaava saa Fisherin scoringis-
sa muodon

@]

G = 6+
d6

4CA) 2.62.1)

jossa

. 2 .
E[M]=—E _3 In L(6; x) . (2.6.2.2)

20 262

22



Kiytidnnossa siis Fisherin scoringin algoritmi hakee ratkaisua uskottavuusfunktion
odotetun tangentin suunnassa, jolloin k#4nnettidvini oleva matriisi riippuu edellisen
askeleen estimaatin arvosta, mutta ei havainnosta. Newton-Raphson-algoritmihan
hakee ratkaisua havaitun tangentin suunnassa.

Yleensé Fisherin scoringing-menetelméssi konvergointi on hitaampaa eli
siind iterointikierroksia tulee enemmain kuin Newton-Raphson-algoritmissa, mutta
sen yhden péivitysaskeleen laskeminen on nopeampaa, silld Fisherin scoring on
havainnoista riippumaton, eiké niité tarvitse huomioida jokaisella péivitysaskeleella.
Kiinteismatriisi riippuu siis ainoastaan edellisen parametrin arvosta, ei suoraan
aineistosta.

Lisédksi on hyvé huomata, ettd (2.6.2.2):n kéinteismatriisi lihestyy infor-
maatiomatriisin kédédnteismatriisia. Sen diagonaalialkiot antavat parametrien esti-
maattorien asymptoottiset varianssit. Vastaavasti my6s havaitun informaatiomatrii-
sin kédédnteismatriisi on yhtépitdvi (2.6.2.2):n kanssa suurilla otoksilla. Siten sekd
Newton-Raphson, etti Fisherin scoring antavat sivutuotteina estimaattorien asymp-
toottiset varianssit.

2.7 Lisdparametrisia vaihtoehtoja Raschin mallille

Kuten jo kappaleessa 2.1 mainittiin, niin usein koulutusta tutkittaessa on kiytetty
logistisia jakaumamalleja, joissa on yhdestid kolmeen osiota kuvaavaa parametria
latentin avaruuden ollessa yksiulotteinen. Onhan toki olemassa paljon muitakin
mallivaihtoehtoja kuten nominaalimalli ja intervalliasteikollisen latentin piirteen
mallit, joissa osion oletetaan mittaavan latenttia piirretti vilimatka-asteikon tasolla.
Niiden kaltaisiin malleihin palataan yleistetyn Raschin mallin parissa. Seuraavassa
on lyhyesti esitetty koulutuksen tutkimuksessa yleisimmin kiytetyt kaksi- ja kolmi-

parametriset osioanalyysimallit.
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Hieman Raschin mallia kompleksisemman mallit kuten kaksiparametriset
osioanalyysimallit ovat kehittyneet logistisesta mallista. Malliin lisidtdsn tilldin

toinen osiokohtainen parametri f3, jota kutsutaan osion erottelukykyparametriksi.
Tillaista mallia kutsutaan Birnbaumin (1968) malliksi. Malli on muotoa

oh(6—a)
+ edﬁj(gi_aj) ) 2.7.1)

P( Xy = 16,05, /) = "

jossa o on osion vaikeustasoparametri ja fj osion erottelukykyparametri. Malli on
logistinen silloin, kun d = 1 ja approksimatiivisesti normaalijakaumamalli, jos
d = 1,7. Tilla tarkoitetaan, ettd malli approksimoi kaavan (2.1.2.5) mukaista mallia

parametrein i, @j, fj, jos d = 1,7.

Erottelukykyparametri fj on suoraan verrannollinen Pj:n tangentin kulmaker-
toimeen eli kuvaajan jyrkkyyteen kun i = aj. Miti suurempi erottelukykyparametrin
arvo on, sitd paremmin osio erottelee. Tosin on todettava, ettd vaikka erottelukyky-
parametrin arvo olisikin suuri, se ei vilttimiitti erottele hyvin kaikilla &i:n arvoilla.
Erottelukykyparametri kertoo sen, kuinka hyvin osio erottelee parhaiten erottelevalla
alueella, jolloin osio- ja kykyparametrien arvot ovat ldhelld toisiaan. Voidaan myos
todeta, ettd mitd suurempi fj:n arvo on, siti varmemmin ja johdonmukaisemmin
vaikeustasoparametrin arvot rajataan vilille [0,2], vaikka se voisi saada arvoja
adrettomyyteenkin saakka.

Mallin parametrit voidaan estimoida maksimoimalla marginaaliuskottavuus-
funktio tai tehdid estimointi Bayesilaisittain. N&itid molempia estimointitapoja on
havainnollistettu esim. Hambletonin & Swaminathanin (1985) teoksessa.

Jos kyseesséd on monivalintaosio, niin silloin on mahdollista, ettd oppilas voi
vastata osioon oikein myds arvaamalla, vaikka oppilasparametrin arvo olisi pienem-
pi kuin osioparametrin arvo, @ < gj. Titi varten on kehitetty kolmiparametrinen
osioanalyysimalli, jossa vastaamistodennékdisyydet esitetiin arvauskomponentin ja
kaksiparametrisen logistisen kéyrin sekoituksena. Arvauskomponentti on kolmas
osiosta toiseen vaihteleva parametri, joka kuvastaa oppilaan mahdollisuuksia saada
osio oikein arvamalla.
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Kolmiparametrisessa mallissa oletetaan, ettid henkil® tietidi, milloin hiin osaa
ratkaista osion oikein. Jos hin arvelee ratkaisevansa osion, hiinen todennikéisyyten-
sd ratkaista osio noudattaa kaksiparametrista mallia. Jos hin puolestaan arvaa, hinen
mahdollisuutensa saada osio oikein riippuu todennikoisyyttd kuvastavasta paramet-

rista . Niin ollen kolmiparametrinen osioanalyysimalli on muotoa

dpi(6—a5)

P( Xy = 16,05, 81,7) =%+ (1= %) 272)

1+ edﬁ(a_W) ’

missé pj on osion nk. pseudoarvoparametri ( = sekoitusparametri).

Pseudoarvoparametri on osion ominaiskiyrin ala-asymptootti, jota pienem-
miksi ei osion lipdisemistodennikoisyys voi tulla. Huomataan my®s, ettd fj-
parametri riippuu aj:n kohdalla erotuksesta (1-);) eli osio erottelee sitd paremmin,
mitd pienemmit mahdollisuudet henkil51l4 on saada osio oikein, silloin kun hén ei
sitd osaa. Mallin kéyttd edellyttid isoja aineistoja ja kehittyneitd estimointialgoritme-
ja, esim. Bayesilaista estimointia (ks. Hambleton & Swaminathan, 1985; Mislevy,
1991).

2.8 Yhteenveto Raschin mallista

Raschin mallia ja sen liséparametrisia vaihtoehtoja, kiytetdin monivalintakokeiden
analysointimenetelméni testin mitta-asteikon ollessa dikotominen. Raschin mallissa
ja myos kaksi- ja kolmiparametrisessa mallissa latentti piirre oletetaan yksidimen-
sionaaliseksi. Mallien puutteina on, etti ne olettavat latentin struktuurin
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yksidimensionaaliseksi, vaikka todellisuudessa se voi olla kompleksisempi. Toisena
ongelmana on dikotomisen mitta-asteikon epéinformatiivisuus. Traditionaalisempien
osioanalyysimallien etuna on, ettd parametrit ovat tulkittavia, joka helpottaa tutki-
mustulosten raportointia ja johtop#étosten tekemista.

Raschin mallissa osioparametrien estimointi tapahtuu ehdollisen suurim-
man uskottavuuden menetelmii kiyttden ja oppilasparametrien estimointi puo-
lestaan marginaaliuskottavuusmenetelmilld.(Andersen, 1973a). Osioparametrien
estimointiin on myds ehdotettu marginaaliuskottavuumenetelméi (Thissen, 1982).
Mallin yleistd yhteensopivuustestis eli mallin homogeenisuustestid ja parametrien
keskivirhetarkasteluja ei tarkasteltu tissé asiayhteydessi, silld yhteensopivuustes-
tausta ja keskivirhetarkasteluja havainnollistetaan yleistetyn Raschin mallin parissa.
Kyseinen mallin yhteensopivuustesti soveltuu myos Raschin mallille. Yleisistid
yhteensopivuustesteisti kiinnostuneille suosittelen tutustumista niihin Andersenin
(1973b tai 1980) teosten tai Gustafssonin (1977) julkaisun avulla, joista 16ytyy my6s
parametrien keskivirhetarkastelut.

Raschin malli eli yksiparametrisen logistisen osioanalyysimalliln rinnalle

on kehitetty my0s lisdparametrisia vaihtoehtoja, joista kiytetyimpis ovat kaksi- ja
kolmiparametrinen osioanalyysimalli.
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Luku 3

Yleistetty Raschin malli

Yleistetty Raschin malli on kehitetty tilanteisiin, joissa mahdollisesti polytomisesti
koodatusta aineistosta voidaan mallintaa yht4aikaisesti useita eri latentteja piirteitd.
Koulutustutkimuksessa tima tarkoittaa, ettd oppilaiden osaamista on mahdollista
mallintaa usealta eri osa-alueelta, esimerkiksi algebran, analyysin ja geometrian osa-
alueelta. Raschin mallilla rajoituttaisiin tdllaisessa tilanteessa mallintamaan oppi-
lailta ainoastaan esimerkiksi yleistd matemaatiikan osaamista.

Mallin yleisestd muodosta, jota kutsutaan yleistetyksi Raschin malliksi, on
mahdollista spesifioida lukuisia erilaisia osioanalyysimalleja, mukaan lukien Ra-
schin malli. Mallin valinta riippuu siitd, kuinka kayttdja méirittdsd mallin komponen-
tit, jotka ovat sen asetelmamatriisi A ja pisteytysmatriisi B, joista jalkimmaéinen
supistuu pisteytysvektoriksi b, jos latentti piirre oletetaan yksiulotteiseksi. Asetelma-
matriisilla A mééritetidén osiokohtaiset parametrit osioparametrivektorista &, Pistey-
tysvektorilla b pisteytetién eri osioiden vastauskategoriat siten, kuinka niiden

oletetaan heijastavan yhti spesifid latenttia piirrettd 6. Pisteytysmatriisilla B pis-
teytetddn eri osioiden vastauskategoriat siten, kuinka niiden oletetaan heijastavan
kutakin latenttia piirrettd eli osaamistasoa eri osiokokeen osa-alueilla. Tillaisessa
moniulotteisessa tilanteessa piilomuuttuja ei ole enii skalaari, vaan se laajenee
vektoriksi,

07 =(61,....6p).
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Yleistetty Raschin malli yhden osion tilanteessa kuvaa todennikoisyytti
tuottaa tietty osiovastaus ja mallin yleinen muoto kuvaa vastaavasti todennakoisyytti
tuottaa koko testin eli osiokokeen T kattava vastausvektori ehdolla, etté piillomuut-
tujan tai piillomuuttujavektorin arvot tunnetaan. Niin ollen malli on ehdollinen
osioanalyysimalli, kuten luvussa 2 esitelty Raschin malli ja sen lisdparametriset
vaihtoehdot. Malli voidaan kuitenkin méiritelld ei-ehdolliseksi eli marginaa-
liosioanalyysiymalliksi, jolloin piilomuuttujat oletetaan olevan jostain jakaumasta.
Piilomuuttujan tai piillomuuttujavektorin jakaumaa kutsutaan populaatiomalliksi.

Populaatiomallin mukaan ottamisella osiovastauksista voidaan suoraan
osioanalyysin yhteydessi estimoida erilaisten kiinteiden oppilastason muuttujien
vaikutuksia osiovastauksiin. Tdméa mahdollistaa esimerkiksi sukupuolten vilisten
erojen mittaamisen suoraan osioaineistosta.

Tidsséd luvussa esitetéién aluksi yleistetty Raschin malli, jonka jdlkeen sen
asetelmamatriisin A ja pisteytysmatriisin B formulointia on havainnollistettu
esimerkkitilantein spesifioimalla Raschin mallista tavanomaisia osioanalyysimalleja.
Luvun lopussa on esitetty populaatiomalli ja yleistetyn Raschin mallin identifioitu-
vuusehdot. Luvun kuvaukset on pidpiirteittiin tehty tulkitsemalla Wu:n, Adamsin ja
Wilsonin (1998) kirjoitusta, johon erillisti viittausta ei yleisesti ole tehty.

3.1 Yleistetyn Raschin mallin ominaisfunktio

Kdéydéain seuraavassa lyhyesti lépi yleistetyssd Raschin mallissa kiytettdvd perusno-
taatio ja sen komponentit. Aikaisemmin tutkimuksessa oppilasta indeksoitiin i:114.
Yleistetyssd Raschin mallissa osioita indeksoidaan i:114, i = 1,...,1. Niissi kussakin
i:ssd osiossa oletetaan olevan Ki + 1 vastausvaihtoehtoa, k = 0,...,Ki. Ki:n arvo
riippuu siitd, kuinka monen eri vastausvaihtoehdon oletetaan indikoivan jotain
latenttia piirrettd. Raschin mallissahan Ki = 1 jokaiselle osiolle, silli siin4 kategori-
oita on vain kaksi eli télldin on mahdollista antaa joko oikea tai vididra vastaus.
Polytomisesti pisteytetyssi osioaineistossa mallissa on vastauskategorioita useam-

pia.
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Yleistetyssd Raschin mallissa vektoriarvoisella satunnaismuuttujalla
X' = (X", X", Xu"),

missi

1 jos vastaus osioon i on kategoriassa j
Xy = { (3.1.1)

0 muulloin,

mitataan kaikkia tietyn osion i vastauksia eri vastauskategorioihin. Osiovastauksia
mittaavat satunnaismuuttujan arvot kaikille testin T osioille, voidaan kirjoittaa koko

testin T kattavaksi vektoriksi
X=X X" 3.12)

Vektoria (3.1.2) kutsutaan vastausvektoriksi. Tall6in mahdollisia vastausvektoreita

X koko testissid T on yhteensd

I
[1(Ki+D). (3.1.3)

i=1
Mabhdollisten vastausvektorien lukumééri riippuu niin ollen aineiston pisteytysta-
vasta ja testin T osioiden lukumiiristd. Testin T kaikkia vastausvektoreita ei ole
mahdollista empiirisesti havaita, jos osioiden lukumiiré on suuri ja otoskoko n
pieni, silld mahdollisten vastausvektoreiden miiri kasvaa hetkessi suuremmaksi,
kuin otoskoko n. Tietyltd yksiloltd havaittua vastausvektoria merkitdéin tutkiclmassa
Xn:1l4.

Seuraavassa on esitetty yleistetyn Raschin mallin ominaisfunktio aluksi
rajaten se yksiulotteiseksi. Siitéd tehdédin suora laajennus moniulotteiseksi malliksi,
jota kutsutaan yleistetyksi Raschin malliksi. Mallilla voidaan analysoida
polytomisesti koodatuista osiovastauksista useita eri latentteja piirteiti.

Oletetaan, ettd oppilaille on tehty osiokoe T, jossa osiota on indeksoitu i:114, i =
1,...,I. Niissd oletetaan kussakin olevan j eri vastauskategoriaa, j = 1,...,k. Till6in
yksiulotteiseksi rajatussa yleistetyssd Raschin mallissa asetelmamatriisilla A méri-

telldéin jokainen osiokohtainen parametri kullekin testin T osiolle osioparametrivek-

toristal” = (£1,....&p).
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Pisteytysvektorilla b puolestaan miiritelldin, kuinka voimakkaasti vastaukset
oletetaan heijastavan latenttia piirretti 6. Nythéin @ on skalaari, koska malli oletetaan
yksiulotteiseksi (ks. luku 2).

Yleistetyn Raschin mallin ominaisfunktio kuvaa todennikdisyytti, ettd tietty
osiovastaus yhteen osioon i on vastauskategoriassa j ehdolla, ettd piilomuuttujan
arvo tunnetaan. Se kirjoitetaan muodossa

e(by'0+ay'T€)

P(Xi=1,4,b,¢10)= : (3.1.4)
Z (bikb+ain &)
e
k=1

ja téstd seuraten tietylle vastausvektorille X, ominaisfunktio kirjoitetaan muodossa

[(xT (bO+48)]

zef)

(3.1.5)

jossa €2 on kaikkien mahdollisten testin T vastausvektoreiden arvot. Nyt malli
(3.1.5) kuvaa todennékdisyytté tuottaa tietty vastausvektori testissd T ehdolla, etti

piilomuuttujan & arvo tunnetaan.

Yksiulotteinen yleistetty Raschin malli laajenee suoraviivaisesti moniulot-
teiseksi, jolloin piilomuuttuja on vektoriarvoinen, 87 =(61,....0p) .T#llsin

oletetaan, ettd osiovastauksista mallinnetaan D:té eri latenttia piirrettd. Tdlloin
mallin asetelmamatriisi A on kuten yksiulotteisessa mallissa, silld vastauksista
estimoitavien osioparametrien lukumi#rs ei muutu vaikka piilomuuttuja 6 mééritel-
ldadn vektoriarvoiseksi. Pisteytysvektori muuntuu pisteytysmatriisiksi B, jolla
pisteytetéddn eri osioiden vastauskategoriat siten, kuinka ne heijastavat kutakin

latenttia piirrettd piillomuuttujavektorista 67 = (01.....0p) . Tillsin todennzksi-
syys sille, ettd osiovastaus osioon i on vastauskategoriassa j ehdolla, ettd piilomuut-

tujavektorin @7 = (01.....0p) arvot tunnetaan, voidaan Kirjoittaa muotoon
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570 +ay7 &)

e
P(Xs=1;4,B,E10)= = . (3.1.6)
z e(bikTe-l-aikT.f)
k=1

Vastaavasti saadaan ominaisfunktio, ts. todennikoisyys, etti vastaaja tuottaa tietyn

vastausvektorin X testissd T , ehdolla, ettd piillomuuttujavektorin

67 = (#1.....0p) arvot tunnetaan. Se kirjoitetaan muotoon

e[xT(39+A§)]

- :
Z ol (BO+48)

ze)

(3.1.7)

f(x;610) =

Mallia (3.1.7) sanotaan yleistetyksi Raschin malliksi ja siihen ei liity miti4n rajauk-

sia. Mallissa (3.1.7) € on kaikkien mahdollisten testin T vastausvektoreiden arvot.

Ainoa ero yksiulotteisella ja moniulotteisella esitykselld eli yleistetylld Raschin
mallilla on, ettd yksiulotteisessa mallissa kykyd kuvaava latentti muuttuja 8 on

skalaari ja tdydellisessd yleistetyssd mallissa se on vektoriarvoinen eli D - ulotteinen
vektori, jolloin pisteytysvektori b laajenee pisteytysmatriisiksi B.

3.2 Mallin asetelmamatriisin ja pisteytysmatriisin kiytto
erilaisten mallien spesifioinnissa

Yleistetyn Raschin mallin kéyttd osioaineiston mallintamiseksi edellyttdd sen
keskeisten komponenttien eli asetelmamatriisin A ja pisteytysmatriisin B méritté-
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mistd. Ndiden kaytén havainnollistaminen jaé kuitenkin hyvin abstraktiksi ilman
kaytannollisid esimerkkejd. Tdssd alaluvussa on esitelty tavallisen Raschin mallin,
polytomisesti pisteytettyjen vastausten osioanalyysimallin (partial credit model) ja
moniulotteisen Raschin mallin spesifioiminen yleistetystd Raschin mallista (3.1.7).
Lis#ksi mallien spesifioinnin yhteydessi on esitetty esimerkkitilanteita, joissa
mallien sovittaminen aineistoon on mahdollisesti aiheellista.

3.2.1 Raschin mallin spesifioiminen yleistetysti Raschin mallista

Ajatellaan esimerkkitilannetta, ettd on tehty testi, jossa matematiikan osaamista
mitataan neljilléd osiolla, jolloin i = 1,...,4. Jos aineistoon sovitetaan tavallinen

Raschin malli (ks. Luku 2), niin koko neljin osion testille T, asetelmamatriisi A ja
pisteytysvektori b Kirjoitetaan seuraavasti:

N
v

0 0 0 O] (0
1 0 0O 1
O 00O 0
A=JO Lo 0> ja b=<1> (2.1.1)
0 0 0O 0
0 010 1
O 00O 0
00 0 1 1)

Kun testissd on 4 osiota ja vastaukset ovat dikotomisesti koodatut, niin osiota
eli osion vaikeustasoa kuvaavia parametreja on neljd, yksi jokaista osiota kohden.

32



tdsn osioparametrivektorista ¢ osion 1 vaikeustasoa kuvaava parametri. Vastaavasti

asetelmamatriisin A toisella sarakkeella miiritellddn osioparametrivektorista &
vaikeustasoparametri osiolle 2 ja edelleen osioille 3 ja 4 vastaavalla tavalla.

Vastauskategorioita on osiokohtaisesti kaksi eli henkilo voi vastata joko
oikein tai véirin, jonka mukaan vastaukset pisteytetiin. T#lloin pisteytysvektorissa
b on kahdeksan rivié ja luonnollisesti yksi sarake. Nyt esimerkiksi pisteytysvektorin
b ensimméisen rivin alkio pisteytetdéin nollaksi, joka indikoi, ettd vastaus ensim-
maéiseen osioon on véiri ja vastauksen ei oleteta heijastavan latenttia piirretti, jota
testilld T mitataan. Pisteytysvektorin b toisen rivin alkio puolestaan pisteytetién
ykkoseksi, jolloin se Raschin mallissa kuvaa, ettd tihin kategoriaan sijoittuva
vastaus osioon 1 on oikein , jolloin sen oletetaan heijastavan latenttia piirretti 6.
Pisteytysvektorin b kolmannen ja neljénnen rivin alkiot puolestaan kuvaavat vastaa-
vaa osiolle 2 ja loput alkiot vastaavalla tavalla osioille 3 ja 4.

Ennen kuin malli kirjoitetaan eksplisiittisesti, on syytd palauttaa mieleen
vastaustodennékdoisyyden kaava (3.1.4), joka on siis muotoa

(biyf+ai"€)

P(Xi=1,4,b,¢10)= ¢ , (32.12)
2 e(bik0+aikT§)
k=1

josta tavallinen Raschin malli yhdelle osiolle voidaan spesifioida. Nyt esimerkiksi
todennikoisyys, ettd tietty osiovastaus esimerkkitilanteen ensimméiiseen osioon on
oikein ehdolla, ettd piilomuuttujan arvo tunnetaan on

e(1-0+1.§) e(0+§)

(080D | [(6+1d T 1 0+D)°

P(X12=1;4,b,£10) = (32.1.3)

joka on luvussa 2 kuvattu Raschin malli (vrt. kaava 2.2.3). Ainoa erohan on, etti
mallista estimoitava osioparametrin arvo kuvaa suoraan osion vaikeustasoa eli se saa
suuria negatiivia arvoja, jos osio on vaikea ja vastaavasti positiivisia, jos osio on
helppo.
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EsimerkKkitilanteessa tietylle vastausvektorille X', ominaisfunktion kirjoitta-
minen eksplisiittisesti ei ole jarkevai kaavasta (3.1.4), silld kaikkia mahdollisia
vastausvektoreita on jo neljin osion osiokokeessa T yhteensi 16, joten kaavaan
sijoitettavat matriisit kasvavat jo ndinkin pienen osioaineiston tilanteessa suuriksi.

3.2.2 Polytomisesti pisteytettyjen osiovastausten mallintaminen
yleistetylld Raschin mallilla

Kuten jo aikaisemmin mainittiin, niin dikotominen mitta-asteikko on joissain
tilanteissa epdinformatiivinen, silld tdlloin ajatellaan, ettd ainoastaan tiysin oikeat
vastaukset indikoivat osiokokeella mitattavaa latenttia piirrettd. Seuraavassa on
Mastersin (1982) esimerkin avulla havainnollistettu informatiivisempaa osioiden
pisteytystapaa. Esimerkissa kasitelldsin matematiikan osaamista mittaavaa osiota ,
jonka pisteytystapa on hierarkkinen.

Esimerkki:

Osiokysymys: 75/03="7
Pisteytys: Tdysin vddrdvastaus . ................ 0

75/03=25 ... ... L 1
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Edellisessd esimerkissi oppilaan osiovastaus pisteytetddn sen mukaisesti, kuinka
paljon hiinen vastauksensa oletetaan indikoivan latenttia piirretti. Pisteytystapa
etenee vaiheittain. Tehtdvin ratkaiseminen edellyttdd ensin jakolaskutoimituksen
tekemisté, jonka jilkeen nelidjuuren ottamista jakolaskutoimituksen tuloksesta.
Ideana on, ettd oppilaan vastaus pisteytetdsin sen mukaisesti, kuinka paljon hin on
osannut tehtivii ratkaistessaan. Jos vastaus olisi dikotomisesti koodattu, niin kaikki
muut vastaukset olisivat koodattu nollaksi, paitsi viimeinen eli tiysin oikea vastaus.
Niin ollen dikotominen pisteytystapa olisi yksipuolisen “tiukkalinjainen” ja jéttéisi
huomiotta vastaukset, jotka on tehty tiettyyn vaiheeseen asti oikein.

Jatketaan edelleen esimerkilld asetelmamatriisin A ja pisteytysvektorin b
konstruoinnista polytomisesti koodattujen osiovastausten tilanteessa, jossa piilo-
muuttuja oletetaan edelleen yksidimensionaaliseksi. Osioita on nyt kolme kappaletta,
joiden vastausvaihtoehdot oletetaan olevan pisteytetyt 0,1,2 sen mukaisesti, kuinka
voimakkaasti niiden oletetaan indikoivan latenttia piirrettd, jota testilld T mitataan.
T4lloin asetelmamatriisi A ja pisteytysvektori b muodostetaan seuraavasti:

(0 0 0 0 0 O (0]
1 000 0O 1
110000 2
O 00 O0O0O 0
A=<0 0 1 0 O O; b=<1; (3.2.2.1)
O 01 100O0 2
0O 000 O0O 0
O 00O01PO0 1
00001 1 2)

Asetelmamatriisissa A on 6 saraketta, koska osioita on kolme ja nyt kutakin osiota
kuvataan kahdella osioparametrilla, silld kussakin osiossa on kaksi vastauskategori-
aa, joiden oletetaan indikoivan latenttia piirrettd. Matriisin A rivit 1- 3 médrittelevét
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osion 1 parametrit osioparametrivektorista &, rivit 4-6 puolestaan osion 2 parametrit

jarivit 7-9 puolestaan osion 3 parametrit.

Pisteytysvektorin b kolmen ensimmaisen rivin alkiot méairittivit voimak-
kuuden, jolla tietty osiovastaus osioon 1 heijastaa latenttia piirretti. Rivit 4 - 6
puolestaan osiolle 2 ja rivit 7-9 osiolle 3 vastaavasti.

Kirjoitetaan mallista (3.1.3) todennikéisyys, ettd vastaus osioon 1 on on
tdysin viirin eli saa arvon 0. T#lloin todennékoisyys ehdolla, ettd @ tunnetaan

voidaan kirjoittaa muotoon

p(06+0¢10)

P(Xu=1,4,b,516)= o00H0F0) | _(A6+tEm | e(2-9+1-§f2)
(3.2.2.2)

1
= 1+ @D | J@bn)

Vastaavasti ehdollinen todennikdisyys, ettd vastaus osioon 1 on ratkaistu osittain
oikein voidaan kirjoittaa kaavasta (3.1.3) muotoon

e(0+§11)

P(Xi2= 1,A,b,§|9) = 1+ e(9+§11) + e(20+§12) ' (32.2.3)

Edelleen todennikdisyys, ettd osio 1 on ratkaistu tdysin oikein, saadaan muotoon

e(20+§12)

. (3.2.2.4)
+e(0+§11) +e(20+.fu)

P(X13=1;4,b,£10) = n
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3.2.3 Moniulotteisen Raschin mallin konstruointi yleistetysti Raschin
mallista

Tédhén asti tdssd aliluvussa kisitellyt mallit ovat olleet yksiulotteisia osio-
analyysimalleja. Sekéd Raschin malli, ettid polytomisesti koodattujen osiovastausten
malli voidaan laajentaa tilanteeseen, jossa oletetaan, ettid osiokokeen osiot mittaavat
eri latentteja piirteitd. Tédssd kontekstissa esitelldéin ainoastaan moniulotteisen
Raschin mallin johtaminen tilanteeseen, jossa vastaukset ovat siis koodattu dikoto-
misesti.

Jos osiokokeessa on paljon osioita ja osiokokeella halutaan testata
erilaisia kognitiivisia kykyja oppilailta, on melko rohkeaa olettaa, ettd osiot mittaa-
vat kaikki samaa latenttia piirrettd. Esimerkinomaisesti voidaan ajatella tilannetta,
jossa osiolla 1 mitataan oppilailta kykya ratkaista matemaattisia yht#loit4, osiolla 2
puolestaan mitataan tilastotieteen osaamista ja osiolla 3 puolestaan jotain, jossa
oikean vastauksen tuottaminen edellyttdi kummankin osiossa 1 ja 2 tarvittavan
taidon hallitsemista. T#ll6in asetelmamatriisi A ja pisteytysmatriisi B konstruoidaan
seuraavasti:

(0 0 O (0 O]
1 0 0 1 0
O 00 0 0
A= > ja B = > (3.2.3.1)
010 0 1
0 0 O 0 0
0 0 1] 1 1

Nyt asetelmamatriisi A on samanlainen kuin tavallisessakin Raschin mallissa eli
silld mégritelldidn osioparametrivektorista ¢ parametri kuvaamaan kunkin kolmen

osion vaikeustasoa.
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Edellisessi esimerkkitilanteessa erona tavalliseen Raschin malliin on, etti
pisteytysvektori b on monidimensionaalisessa Raschin mallissa pisteytysmatriisi B.
Nyt pisteytysmatriisin kaksi ensimmaisté rivid koskevat osiota 1, rivit 3 ja 4 osiota

2 jarivit 5 ja 6 osiota 3. Nyt osio 1 pisteytetdin heijastamaan latenttia piirrettsi 61,
jos vastaus on oikein. Osio 2 puolestaan pisteytetiiin siten, ettd oikean osiovastauk-
sen oletetaan heijastavan latenttia piirrettd 82. Oikea vastaus osioon 3 puolestaan

pisteytetdin heijastamaan molempia latentteja piirteiti, sekd 61:ti, ettd G2:ta.

Esimerkkitilanteessa oikean vastauksen tuottamisen todennékdisyys osioon

1 ehdolla, etti @7 = (61,62) tunnetaan kirjoitetaan kaavasta (3.1.5) muotoon

(1 0][3;]“-51)

P(X12=1,4,B,£16) =

61

(o 0][92]+0-¢1)

1 o][z;]ﬂ.fl)

e +e

(3.23.2)
e(01+§1)

= 1+ o@D

ja vastaavasti osiolle 2 todennikdisyys, ettd oppilas tuottaa oikean osiovastauksen

ehdolla, ettd 87 = (01,62) tunnetaan, kirjoitetaan muotoon

(o 1]{2]“-52)
P(X2=1,4,B,¢10) =

(1 61
e([O 0][92]+062) . e([o 1][ 02:’+l~§2)

3.2.3.3)
e(62+§2)

= 1_|_ e(92+§2) *
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Edelleen osiolle 3 todennékdisyys, ettd oppilas tuottaa oikean osiovastauksen

ehdolla, ettd @7 = (61,02) tunnetaan, kirjoitetaan muotoon

1 1][z;]+1.§3)
e

(o 0][3;]+0-é3)

P(X3= 1;A,B,§|9)= o1
1 1][ ez]ﬂfs)

e +e

(3.2.34)
e((01+02)+§3)

Clte

(01+682)+&3) °

3.3 Populaatiomalli

T#hin mennessi on tarkasteltu osiovastausten todennakoéisyysmallia olettaen latentin
piirteen olevan vakio. Kuitenkin populaatiossa se vaihtelee. Tdmin vaihtelun
mallintaminen voidaan tehdi kahdella eri tavalla, kiinteilld efekteilld ( kuten Ra-
schin mallissa) tai satunnaisefekteilld. Jilkimmdiisen vaihtoehdon etuna on, etti
parametrien méairi ei kasva rajattomiin aineiston kasvaessa. Kisiteltdessé piillomuut-
tujaa O satunnaisena, siitd tiytyy tehdi jakaumaoletus, jota kutsutaan populaatiomal-
liksi. Se on piillomuuttujan tai piilomuuttujavektorin tiheysfunktio. Populaatiomallin
médrittiminen on myds vélttiméattomyys, jotta malli voidaan kirjoittaa ei-ehdollisek-
si marginaalitodennékdisyyttd kuvaavaksi marginaaliosioanalyysimalliksi.
Seuraavassa on esitetty erilaisia populaatiomalleja.

Yksidimensionaalisisssa malleissa, kuten Raschin mallissakin, kykyi kuvaa-

van latentin muuttujan @ tiheysfunktio oletetaan usein olevan normaalijakauma
(Masters, 1982; Thissen, 1982; Holland, 1990), jolloin
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1 _(0—/”)2
fo(B:10,0°) = ——e 297 | (33.1)
2

ja télloin edellisté (3.3.1) vastaavasti

0=u+E, (332)

jossa E~ N (0, 0’2) .

Vastaavasti, jos vastauksista halutaan mallintaa useita eri latentteja piirteita,
jolloin piilomuuttuja on vektoriarvoinen. Téll6in (3.3.1):n sijasta populaatiomallina
on moniulotteinen normaalijakauma eli formaalisti

_d. .1 Ty -1
fo(O,1,Y) = 2m) 2|Z[ 27 VG- L (6] (333)

Nythén keskiarvoja kuvaava parametri # on vektori ja ), on thetojen eli piilomuuttu-
jien kovarianssimatriisi.

Nyt, jos osiovastauksista halutaan tutkia vaikkapa sukupuolien vilisii

eroja, sosiaaliluokan tai iéin yms. yksilotason kiinteiden muuttujien vaikutusta
osiovastauksiin, niin yksiulotteisessa tilanteessa populaatiomallin (3.3.1) keskiarvo

M voidaan korvata lineaarisella regressiomallilla. T4ll6in populaatiomalli tietylle
oppilaalle » on muotoa

1 T T T
_1y ~—5(6h=Yn" )" (6h—Yn" f3)
(O Yn, ,6%) = 2mo*) Ve 20 . (334)

joka voidaan havainnollistavammin ilmaista muodossa

=Y. B+ En, (33.5)
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jossa jazinnokset oletetaan riippumattomiksi N (O, o) ) - jakautuneiksi satunnais-

muuttujiksi kuten regressiomallissa yleensa..

Nyt mallissa (3.3.5) vektori Y sisiltdd tunnettujen, kiinteiden muuttujien

u arvot oppilaalle n. Kuten tavallisessa regressiomallissakin, £ on niiti vastaavien
regressiokertoimien vektori.

Malli (3.3.4) laajenee suoraan tilanteeseen, jolloin osiovastauksien oletetaan

mittaavan useita eri latentteja piirteité, jolloin moniulotteiseen tilanteeseen yleistet-
tynd, malli (3.3.4) voidaan kirjoittaa muotoon

_ L@ Y (G- -
fo(OWn,y,3) = (2m) 2[5 [V2e 2@ P L@ a4,

jossa y on regressiokerrointen matriisi, kokoa # X d , missi d on mallinnettavien
latenttien piirteiden lukuméirid. Wn on kiinteiden muuttujien # vektori, kokoa

uX1jaY on dXd -kovarianssimatriisi.

3.4 Yleistetyn Raschin mallin identifioituvuusehdot

Jotta mallista (3.2.2.2) eli yleistetystd Raschin mallista saadaan identifioituva, sen
asetelmamatriisille A ja pisteytysmatriisille B on asetettava tiettyji rajoitteita.
Seuraavien kolmen rajoitteen voimassaolo on identifioituvuudelle vilttidmitonta.
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1. Jos mallissa oletetaan olevan D latenttia piirretti ja osioita kuvaavan parametri-
vektorin ¢ pituuden ollessa P. Lisiksi osiossa i oletetaan mahdollisten vastauskate-

ra on
K=Y Ki,
iel
niin mallinnettaessa osiovastauksia testistd T, jossa on [ osiota, yleistetty Raschin

malli on identifioituva vain, jos

P+D<K.

Niin siis osioita kuvaavien parametrien ja mallinnettavien latenttien piirteiden
summa ei voi olla isompi, kuin latenttia piirrettd indikoivien vastauskategorioiden
lukum&éard.

2. Jos edelleen D on oletettujen latenttien piirteiden lukumaéiri, joita osioaineistosta
mallinnetaan ja P osioparametrivektorin ¢ pituus, niin malli on identifioituva
ainoastaan, jos seuraavat matriisien A ja B asteita koskevat ehdot ovat voimassa:

rank(A) =P , rank(B) =D ja rank([B A]l)=P+ D.

3. Jos yhi D on latenttien dimensioiden lukuméiri ja P osioparametrivektorin &
pituus, seki osiossa i oletetaan mahdollisten vastauskategorioiden lukumiirin
olevan Ki + 1 ja

K=Y K,

iel
niin mallinnettagssa osiovastauksia testistd T, jossa on / osiota, niin malli on identifi-
oituva vain, jos rank([B A]l)= P+ D<K .
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3.5 Yhteenveto yleistetysti Raschin mallista

Yleistetyn Raschin mallin keskeiset komponentit ovat mallin asetelmamatriisi A ja
pisteytysmatriisi B, joiden erilaisilla formuloinneilla voidaan kirjoittaa useita
erilaisia osioanalyysin malleja, joista tidssd luvussa esiteltiin esimerkkien valossa
Raschin malli, polytomisesti pisteytettyjen osiovastausten malli ja moniulotteinen
Raschin malli. Kédytinndsséd mallin yleisestd muodosta voidaan kirjoittaa erilaisia
kéyttdjan madrittimid osioanalyysimalleja ldhes rajattomasti.

Yleistetty Raschin malli kuvaa todenniikGisyytti tuottaa tietty osiovastaus
ehdolla, ettid mallista riippuen latentti muuttuja tai muuttuja vektori tunnetaan. Jotta
malli voidaan ilmaista ei-ehdollisena mallina, niin kykyi kuvaavasta parametris-
ta/parametrivektorivektorista tarvitaan jakaumaoletus. Té4t4 jakaumaa kutsutaan
populaatiomalliksi, joka yleistetyssd Raschin mallissa mahdollistaa myos yksilo-
tason kiinteiden muuttujien vaikutusten mittaamisen suoraan osioanalyysin yh-
teydessi. Populaatiomallin mééritys on vilttimétontd mySs parametrien estimoinnis-
sa, jota kisitellddn seuraavassa luvussa (ks. Luku 4).
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Luku 4

Yleistetyn Raschin mallin parametrien es-
timointi ja kykyparametrien ennustami-
nen

Yleistetyn Raschin mallin parametrien estimaattorit ratkaistaan suurimman uskotta-
vuuden menetelmilld. SU-menetelmissd malli johdetaan ei-ehdolliseksi marginaa-
liosioanalyysimalliksi, konstruoidaan téstd uskottavuusfunktio ja ratkaistaan para-
metrien estimaattorit. Estimaattien numeeriset ratkaisut saadaan EM-algoritmin
(Dempster, Laird & Rubin, 1977) modifikaatiolla (Bock & Aitken, 1981). Lisiksi
mallin parametrien SU-estimaattorien lausekkeihin jéivit integraalit approksimoi-
daan. Integraalit approksimoidaan jakamalla integrointivili kiinteisiin osavileihin ja
suorittamalla integrointi approksimatiivisesti tai kiyttamalli Monte-Carlo-integroin-
tia.

Parametrien keskivirheet estimoidaan SU-menetelmisti tuttuun tapaan
laskemalla Fisherin empiirinen informaatiomatriisi, jonka kdénteismatriisin dia-
gonaalialkioiden nelijuuret ovat parametrien estimaattorien keskivirheiti. Paramet-
rien estimaattorien keskivirheet saadaan laskettua myos approksimatiivisesti jatté-
miélld huomioimatta estimaattorien kovarianssit, jolloin keskivirheiden laskeminen
helpottuu.



Ei-ehdollinen marginaaliosioanalyysimalli ei sisélld oppilaskohtaisia kykypa-
rametreja, joten estimointialgoritmi ei tuota estimaatteja latentille muuttujalle 6.
Talloin parametrin arvo/arvot ennustetaan. Optimaaliset ennusteet oppilaiden

kykyparametreille saadaan laskemalla odotetut aposteriori estimaatit (ks.esim. Bock
& Aitken, 1981; Holland, 1990)

Tissd luvussa on aluksi esitetty mallin johtaminen marginaaliosioanalyysimal-
liksi, josta seuraten on esitetty estimaattorien lausekkeiden johtaminen SU - mene-
telmin. Tdmén jidlkeen kuvataan SU-estimaattorien lausekkeiden integraalien
numeerisia approksimointimenetelmii. Luvussa on myos esitetty parametrien
estimaattien numeeristen ratkaisujen tuottaminen EM - algoritmilla, jonka jidlkeen on
kuvattu parametrien keskivirhetarkastelut. Luvun lopussa on esitetty oppilasparamet-
rien ennustamismenetelma.

4.1 Suurimman uskottavuuden menetelmi

Palautetaan aluksi mieleen ehdollinen yleistetty Raschin malli, joka ilmaisee ehdolli-
sen todennékoisyyden tuottaa tietty vastausvektori testissd T . Kiinteélle latentille

piirteelle O se oli muotoa

[xT (BO+ 48)]

fi(x;80) =

5 1T B 4D @.1.1)

zeQ

Palautetaan mieleen my6s populaatiossa olevaa vaihtelua mallintava populaatiomalli
(3.3.6) , joka on muotoa

Jl BTy, 8) = () 2[B[7 O IO g9
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Yleistetty Raschin mallihan kuvaa ehdollista todenndkdisyytté saada tietty vastaus-
vektori testissi T, ehdolla, etti & tunnetaan. Malli voidaan johtaa aluksi muotoon,

jossa @ ei ole enii ehtona. Tdmi tehdézn todennikoisyyslaskennan ketjusiantod

kayttden kombinoimalla yleistetty Raschin malli ja populaatiomalli, jolloin lauseke
saadaan muotoon

f(x,0,8,7,2) = £(x;£19) fo(6;7 , ). (4.13)

Nyt malli johdetaan ei-ehdolliseksi marginaaliosioanalyysimalliksi edellisesti,
integroimalla saatu lauseke (4.1.3) yli koko jatkuvan &:n jakauman, jolloin se

saadaan esitettyd ilman 6:aa. Marginaalijakauma on

FE,7,2) = [ £(x;60) £:(8;7.%)do. @.1.4)

0

Marginaaliosioanalyysimalli kuvaa nyt todennikoisyyttd havaita tietty vastausvektori
X, jonka argumentteina ovat osioparametrivektori, populaatiomallien regressiopara-
metrivektori ja niiden kovarianssimatriisi. Lausekkeesta (4.1.4) johdetaan uskotta-
vuusfunktio, joka saadaan SU-menetelmisté tutulla tavalla. Olettaen oppilaat
riippumattomiksi uskottavuusfunktio on muotoa

A= ﬁ f(xnE,y,2). (4.1.5)

n=1

missd N on otoskoko.

Miiritellidsin ennen estimaattorien johtamista @n:n marginaaliposteriori,
joka siséltid kaiken empiirisen informaation @n:sta eli oppilaskohtaisesta piilomuut-
tujasta, joka kuvaa kykyi. Toisin sanoen marginaaliposteriori on &n:n empiirinen

jakauma ehdolla, ettd oppilaan vastausvektori Xn tunnetaan. Marginaaliposteriori
midritetddn Bayesin kaavasta
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P(Bi4) = i (A;JZ]: (B) 4.16)

soveltaen sité jatkuvalle vektoriarvoiselle muuttujalle &n. T#lloin oppilaan # mar-
ginaaliposteriori on muotoa

ﬁ(Xn; ‘fle”)ﬁ(a’; Wn, 4 ,Z)
ﬁ(JCn; Wn,g,}/,Z)

he(On, W, &,y , 2| xn) = , 4.1.7)

jonka osoittajassa on Bayesin kaavaa seuraten ehdollinen yleistetty Raschin malli ja
priorijakaumana populaatiomalli. Lausekkeen (4.1.7) nimitt4jdssi on uskottavuus-
funktio, joka saatiin johtamalla yleistetty Raschin malli ei-ehdolliseksi marginaa-
liosioanalyysimalliksi yhdistden siihen siihen populaatiomalli ja integroimalla
kombinaatio yli koko populaation.

Nyt mallin estimaattorien lausekkeet saadaan derivoimalla uskottavuus-
funktion logaritmia

N
logA =) log fi(xn&,7,Y) @.18)

n=1

kunkin mallin parametrin suhteen eli osioparametrivektorin ¢, regressiokerroinvek-

torin y ja regressiokerrointen kovarianssimatriisin X suhteen ja asettamalla derivaat-
ta nollaksi, josta kunkin parametrin estimaattori voidaan ratkaista. Seuraavassa on
esitetty SU - menetelmélld tuotetut estimaattorit ja lyhyesti kiyty ldpi SU - menetel-
min periaate, jolla ne on johdettu.

Kun lauseketta (4.1.8) derivoidaan osioparametrivektorin & suhteen ja
asetetaan derivaatta nollaksi, eli formaalisti

dlogA _
23

niin Wu, Adams ja Wilson (1998) ovat osoittaneet, etti edellisen ratkaisu tuottaa

0, (4.1.9)

osioparametrivektorin estimaattien laskemiseksi seuraavan yhtaléryhmin
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N
ATY | x0— [ E(210n) o Yo E,7 2 1Xn)dBn | = O, 4.1.10)
6

n=1

jossa
[zT(bGn+A§)]
Zze
— zeQ
E:(z16n) = e[zT(baz+A§)] . @.1.11)
zefd

Edellisessd yhtdlostossid (4.1.10) asetetaan havaitusta vastausvektorista Xr saatu

informaatio vastausvektorin ehdollista odotusarvoa vasten, ehdolla, etti On tunne-
taan. Tédhén asiaan palataan EM-algoritmin yhteydessi.

Wu, Adams ja Wilson (1998) ovat niinikéin osoittaneet, ettid derivoimalla
uskottavuusfunktion logaritmi (4.1.8) regressiokerroinvektorin suhteen ja asettamal-
la timi nollaksi, formaalisti

dlogA _
dy

jaratkaisemalla edellinen, tuottaa estimaattorin regressiokerroinvektorin lausekkeen

0, 4112

N _ N -1
¥ = (ZHanT)(EWanT) , 4.1.13)
n=1

n=1

jossa
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0n= fenho(en; Y&y, X1xn)dBn, (4.1.14)
6n

joka on Br:n posteriorikeskiarvo.

Populaatiomallin regressiokerroinvektorin kovarianssimatriisin estimaattori
saadaan edelleen Wu:n, Adamsin ja Wilsonin (1998) mukaisesti derivoimalla
uskottavuusfunktion logaritmia (4.1.8) ja asettamalla timi nollaksi eli formaalisti

dlogA _

0, (4.1.15)
iy

jonka ratkaisu tuottaa regressiokerrointen kovarianssimatriisille estimaattorin, joka
on muotoa

n N
Y = %2 J'(Hn— YWn)(On— YWn)" ho(On; Yn,E. 7. X 1Xn)dbn. 4.1.16)
n=l1g,

Lauseke (4.1.16) on toisin sanoen posteriorikovarianssien keskiarvo yli populaation.

Edelld esitetyt lausekkeet (4.1.10), (4.1.13) ja (4.1.16) muodostavat implisiitti-
sen “yhtélostosysteemin”, josta parametrien estimaatit ratkaistaan iteratiivisesti EM-
algoritmilla (Bock & Aitken, 1981). Ennen EM-algoritmin kuvausta kdydain
lyhyesti 14pi yhtéiloissd olevien integraalien numeeriset approksimointimenetelmiit,
silld kéytinnOssi niiden suora ratkaisu on usein mahdotonta (Mislevy, 1984).
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4.2 Integraalien approksimointi

Uskottavuusyhtéliden integraalien numeerinen approksimointi voidaan tehdi
esimerkiksi kahdella menetelmilld (Mislevy, 1984), jotka tissi kontekstissa esite-
tadn. Namé ovat numeerinen integrointi jakamalla integraali kiinteisiin osaviileihin
(vrt. Simpsonin integroimiskaava, Gaussin integroimismenetelmit, ks. Haataja,
Kipyaho & Rahola, 1993) ja Monte Carlo-approksimointi. Seuraavassa on esitetty
lyhyesti molemmat approksimointimenetelmit sovellettuna yleistettyyn Raschin
malliin. Tdll6in menetelmilld approksimoidaan lausekketta (4.1.4).

Jaettaessa integrointivili kiinteisiin osavileihin, integraalit &:n suhteen yli koko

jatkuvan @:n jakauman korvataan seuraavin vaihein:

1) Méiritellddn @:n jatkuvasta jakaumasta azrelliseltd vililts, direllinen ja kiinted

méiri pisteitd, g = 1,...,0 jokaista jakauman D:ti ulottuvuutta kohden. Koko &:n
moniulotteisesta jakaumasta pisteet méadritellddn vektorina, jota merkitdin

Or = (011,02;,...,0Dp), 4.2.1)

jossa

Ji=1..,0:j2=1,...,0;..; jp=1,...,0.

Yhdessi ulottuvuudessa eli ulottuvuuden pysyessé vakiona néité pisteitd merkitidin
nelidmuodossa vektorilla

(©d1,042,...,Oup). (4.2.2)

Ja vastaavasti jos moniulotteisessa jakaumassa piste g vakioidaan, niin téll6in
muodostuvaa vektoria merkitdin

Op = (041,0,2,...,040) . (4.2.3)
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ssee

sree

joka on muotoa
- = - r— n Ty-1 r— n
W, = K(2r) g V2 l2Or=n X @rpit) 424)

jossa K on skaalaustekijd, joka méirittad painojen summan ykkoseksi. Niin ja-
kauman hénnissé olevat pisteet saavat pienemmin painon, kun taas jakauman
tihedssid kohdassa painot ovat suurempia. Esimerkkejd integraalien painotaulukoista
on annettu yleisesti Haatajan ym. (1993) teoksessa ja yleisestd painojenlaskuperiaat-
teesta on kerrottu Mislevyn (1984) ja Bockin& Aitkenin (1981) artikkeleissa.

3) Approksimoidaan ei-ehdolliseksi eli marginaaliosioanalyysimalliksi johdettua
mallia (4.1.4) seuraavasti

0
fi(x;€,y,2) = 2_ S (x:E10)Wu(y,X) (4.2.5)

ja vastaavasti marginaaliposterioria

ho(© ;W E,7, 3 1xn) = Qﬁ(x%fl@q)Wq(}’,Z) .
. (e §10,)Wi(y 1)

426)

Monte-Carlo-menetelmissi integraalia (4.1.4) approksimoidaan seuraavasti:

M

=1 » Standardoidusta

1) Simuloidaan M vektoriarvoista funktionarvoa, {(Dmn}

moniulotteisesta normaalijakaumasta jokaiselle oppilaalle ».

2) Approksimoidaan integraalia (4.1.4), joka esiintyy myos marginaaliposteriorin
nimittéjéissi seuraavasta kaavasta:
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[ £(x;£10) £u8,7,2)d0 = —Al?f £ Elgm) = S. 427

m=1

Ero Monte Carlo-menetelmissi ja kiinteiden osavilien avulla approksimoinnissa
on, ettd jalkimmaiisessd pisteet ja vektorit/painot, joita edellisessi kuvattiin ovat
kiinteésti méritettyjd, mutta Monte Carlo approksimoinnissa vastaavat vektorit ovat
aluksi satunnaisotos standardoidusta moniulotteisesta normaalijakaumasta ja paino
on kaikilla vakio, 1/M. Monte Carlo approksimointi on iteratiivinen menetelmé, joka
tuottaa lopuksi setin vektoreita, jotka ovat satunnaisotos monimuuttujaisesta nor-
maalijakaumasta keskiarvolla yWn ja varianssilla X. Yleisesti ottaen korkeaulottei-
sempiin integraaleihin kéytetéidn Monte Carlo-menetelméi (ks. haataja, ym., 1993).

Asiasta enemmin kiinnostuneille, numeerisista menetelmisti on saatavilla
tilastotiteellisté kirjallisuutta (ks. esim. Haataja ym., 1993) ja niiden sovelluksia on
nihtivilld useihin eri konteksteihin. Tdmén tutkimuksen yhteydessi asioita ei
kuitenkaan enempéi kisitella.

4.3 EM-algoritmi

EM-algoritmin (E = expectation, M = maximization) ehdottivat eksponenttisen
jakaumaperheen tapauksessa Dempster, Laird ja Rubin (1977). EM-algoritmia
kéytetddn SU-estimaattien laskemiseksi, jos aineistossa on puuttuvia, aggregoituja,
katkaistuja (sensuroituja) havaintoja tai yleisemmin havaitsemattomia muuttujia.
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EM-algoritmin keskeisend ideana on palauttaa SU-yhtiloiden ratkaisu iteratiiviseksi
jonoksi “yksinkertaisia” optimointitehtivii. EM-algoritmi on kaksivaiheinen.
Algoritmi sisdltdd E-askeleen (Expectation step) ja M-askeleen (Maximization step).
Seuraavassa on lyhyesti kuvattu EM-algortimin toimintaa yleiselli tasolla.
EM-algoritmi on iteratiivinen proseduuri ja toimii yleisesti ottaen seuraavasti:

A

1) Asetetaan/lasketaan alkuarvo parametrille, jota estimoidaan. Merkitién titi /1k .

2) E-askel: lasketaan parametrin tyhjentévin tunnusluvun # arvo jakaumasta, jossa

A arvo on ﬂk , jolloin

t,=E i T. @43.1)

3) M-askel: Asetetaan havaittu ja odotettu informaatio vastakkain ja maksimoidaan

tdma eli ratkaistaan SU-estimaatit /'lk +1 yhtélostd

E,T=2, (4.3.2)

4) palataan askeleeseen 1, kunnes saavutetaan konvergenssi eli

A A

Ak — Ak +1

< &€, jossa £on kiyttdjian ennalta médrittelemi pysdytystarkkuus.

EM-algoritmin etuina on, ettd se on helppo rakentaa. E-askel ohjelmoidaan ja M-
askel tehdidén rutiininomaisesti optimoimalla pyrkien kiyttdmaiin standardiohjelmaa.
EM-algoritmin ongelmina on, etti se yleisesti ottaen konvergoi hitaasti vaatien
paljon iteraatiokierroksia.

Bock ja Aitken (1981) kehittivit EM-algoritmin modifikaation osioparametri-
en ja populaatiomallin parametrien numeeristen estimaattien tuottamiseksi. Menetel-
mi ei ole aivan sama kuin EM-algoritmi, mutta siind on hyvin saman kaltaisia
piirteitd. Yleistetyssd Raschin mallissa se toimii seuraavasti:
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Askel 1)

Approksimoidaan 6n jakaumaa vektoreilla ja niitd vastaavilla painoilla, jotka
vere e oo _ts (E)y pse ® z(t), v s . . v
madritellaéin riippuen /" 7:stéd ja  std, jotka ovat y:n ja X:n estimaatit iteraa-

tiokierroksella #. (vrt.alkuarvot EM-algoritmissa)

Askel 2)

Lasketaan diskreetti, numeerinen approksimaatio On:n marginaaliposteriorista
iteraatiokierroksella 7 kiyttden marginaaliposteriorin approksimaatiota

Ho(@ g Wy £9, 0 3 Oy = L 1O (y 7,3 )

Q 2
Y, (s £y, 1)
p=1

4.3.3)

jossa f @ Y o ja Z(t) ovat estimaatteja iteraatiokierroksella ¢ (vrt. EM-algortimin

E-askel).
Askel 3)

Lasketaan Newton-Raphson-menetelmilli (ks. Luku 2) lausekkeesta

N Y
ATZ !:Xn - z Ez(Zl@r)he(@r; Wn,f(t),y(t),z(t)IXn):' =0 @349

n=1 r=1

uudet estimaatit osioparametrivektorille eli f (r+1) (vrt. EM-algoritmin M-askel).

Askel 4) Estimoidaan populaatiomallin regressioparametrivektorille estimaatit

}7 “*D kaavasta (EM-algoritmin M-askel jatkuu...)
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N __ N -1
j}(ﬁ-l) = (ZGanT)(ZWanT) 4.3.5)
n=1 n=1

. . . o (14
ja edelleen regressiokerrointen kovarianssimatriisille Z( )kavaasta

R 1X 2
Y @b = FZ 2 ©:- )/(’“)Wn)(@r - }/(’“)Wn)The(G)r;Kz,f('),7('),2(')Ixn)_
n=1r=1
43.6)
Huomataan my®s, ettd kaavassa (4.3.5)
rey g t t
On=Y 0:he(0rWn, &, 7", % Vlxn). 43.7)
r=1
Askel 5) Palataan askeleeseen 1, kunnes
y —yOl<e ja |Z(’“) -Y®¥l<e 38)

eli kunnes algoritmi konvergoi, jolloin saadut estimaatit ovat lopullisia. Kaavassa
(4.3.8) €on kayttdjin ennalta médrittelema pysiytystarkkuus.
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4.4 Parametrien estimaattien keskivirhetarkastelut

Parametrien estimaattien asymptoottiset keskivirheet lasketaan havaitusta Fisherin
informaatiomatriisista, jonka ké#énteismatriisin diagonaalialkioiden nelijuuret ovat
parametrien estimaattorien asymptoottiset keskivirheet. Seuraavassa on esitetty
Wu:n, Adamsin ja Wilsonin (1998) esittdmit Fisherin havaitun informaatiomatriisin
komponentit, jotka ovat uskottavuusfunktion toisia derivaattoja kunkin parametrin
suhteen.

Yksiulotteisessa tilanteessa, jossa populaatiomalli on kuten kaava (3.3.4),
havaittu informaatiomatriisi on muotoa

I L& L%
1= I:pT Iﬂ,aT Iaz,aT ) ‘ 4.4.1)

Igaz Iﬁaz (02 )2

Matriisin (4.4.1) komponentit ovat muotoa (ks. Wu, Adams & Wilson 1998):

N A A
L' = - A" Y[ | E(2z"160)ho(6r; Yn,& , B, 61 x0) A0

n=l @,

— 2| E(2160) E-(27160)hel0n; Yo & , .G *1 )6
o

o 442)
+ [ (2102 1o(0; Yo, & , B, 6 13n) -
G
[ E-(2"10) (05,0, € , f,G21x0)d60) 4,
On
N V. YT | Eo(62) - Eo(8)
| P -1}, 443
P n2=1 2 5 443)
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22 N
A4

(¢ ) = —

Asz[ [ (8n= X B)* 1o Yo, & , B,G 1) A6

2 n=1l g,

( [ (6.~ X7 B)* ol 0 Y€ B ,6 |xn)d9n) 1

444

I’ =

T
—ATZ( j OnEx(210n) o0 Y, £, B, 521 x0) 60 — Ea[Ez(zlan)Eg(on)])Y

AD b
n=1\_ g,

44.5)

Iazﬂr =

(Zlen)(en KzTﬁ) he(Hn,Yn,f ﬂ IXn)den

n—l o

- j Ez(zm,,)he(en,yn,f §,621x)d6n j (0n = YT B2 ho(6; Y, &, B, *15r)d64]

(4.4.6)
ja
122 =
2A6n21[£” Yu(On— Y B2 ho(6r; Yo, & , B,621n) A0
~ [ Yu(On = YT B0 Y, €, .67 60) 6 @47
s

J (Hn YnTﬂ) he(en, Yu 5 ﬂ IXn)dHn]
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Parametrien estimaattoreiden asymptoottiset varianssit saadaan matriisin (4.4.1)
kéznteismatriisista, jonka diagonaalialkiot ovat parametrien estimaattorien varianssit
ja varianssien neliojuuret ovat puolestaan estimaattien keskivirheet. Kuitenkin
kdytdnnossd asymptoottisten keskivirheiden laskeminen havaitusta informaatiosta on
hyvin aikaa vievii ja hankalaa, silld matriisi (4.4.1)on (p+r +2)x (p+r+2) -
nelibmatriisi, jossa p on osioparametrien lukumééré ja r on regressioparametrien
lukumaédrid. Lisdksi jokaisen elementin (4.4.2) - (4.4.7) laskeminen edellyttii
integrointia yli posteriorijakauman.

Helpompi ja kdytéinnollisempi ratkaisu on approksimoida estimaattorien
asymptoottisia variansseja, joista keskivirheet lasketaan. Approksimaatiot ovat
johdettu siten, ettd ne eivit ota huomioon estimaattorien asymptoottisia kovariansse-
ja. Seuraavassa on esitetty Wu:n, Adamsin ja Wilsonin (1998) johtamat parametrien
estimaattorien varianssien approksimaatiot:

var(&) =

N A A
Y, {diag[ A7 (| Ex(zz"18)ho(6:; Yo, &, B, 57 | 3n)d 6 4.4.8)
n=1 O
~ [ EA216) E-(z"18) ho( 61, Yo, €, B, 87 1xm)d ) A1}

6n

A N
var(f) = 6° Q. YY", (4.4.9)

n=1

ja

ayy  206°

62) = . 4.4.10
var( N ( )
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Osioparametrien asymptoottiset, tdssd kontekstissa approksimatiiviset keskivirheet
saadaan seuraavasti kaavasta (4.4.8):

S.e.(éi) = \/ var(«ff) . (4.4.11)

Regressioparametrien estimaattoreille vastaavasti kaavasta (4.4.9), jolloin

s.e. (,Bi) = w/ var(,&) (4.4.12)

ja niin ik#4n niiden variansseille kaavan (4.4.10) nelijuuresta eli

s.e.(6%)=+var(6?). (4.4.13)

Kuten aikaisemmin mainittiin, niin edelld esitetyt approksimaatiot eivit ota
huomioon ollenkaan estimaattien kovariansseja. Niiti tulkittaessa ja raportoitaessa
on pidettdvi mielessd seuraavat asiat. Kaavasta (4.4.8) lasketut osioparametrien
varianssit yleisesti ottaen aliestimoivat otantavirhetti etenkin intervalliasteikollisissa
malleissa, joissa pisteytettdvid vastauskategorioita on useita. Kaavojen (4.4.9) ja
(4.4.10) tarkkuus riippuu mittausvirheen suuruudesta, koska se vaikuttaa yksildiden
posteriorijakaumien variansseihin.

Moniulotteisessa tilanteessa, jolloin piilomuuttuja 0 on vektoriarvoinen,
varianssien ja keskivirheiden laskeminen on todella hankalaa ja ty6léstd. Niiden
késittely ja johtaminen sivuutetaan téssd tutkimuksessa.
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4.5 Henkilon kykyparametrin estimointi ja ennustaminen

Muistutetaan mieliin, ettd marginaaliosioanalyysimalli (4.1.4) ei sisilld parametreja
latentille muuttujalle On, koska se integroidaan siitd pois, jotta mallin parametrit
saadaan toisistaan riippumattomiksi. Néin ollen arvot latentille muuttujalle eli
oppilasparametrille tidytyy ennustaa tai estimoida rajoitetulla SU-menelmilli
(REML) , kun osioparametrit ovat tunnetut.

Seuraavassa on esitetty oppilasparametrien ennustamismenetelmi. Menetel-

missé lasketaan jokaiselle oppilaalle odotettu aposteriori (EAP, Expected Aposte-
rior) estimaatti posteriorikeskiarvon approksimaatiosta

0 A A
6:"" =Y Orho(Or, Wn,&, 7,21 xn), @5.1)
r=1

joka tuottaa yksilolliset kykyéd kuvaavat arvot. Ennusteiden varianssi saadaan
kaavasta

var(8." %) =

2 A oA 4.5.2)
Y (©r = B )(Or — 6.5 ho(Or; W, £, 7, S)x)
r=1

josta ennusteen keskivirhe lasketaan kaavasta

5.e.(6:."") = /var(&™") . 4.5.3)
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Oppilasparametrien rajoitetut SU-estimaatit (REML-estimates) ratkaistaan maksi-
moimalla yleistetty Raschin malli

e[xT(Be+A¢)]

f(x;816)= S 5 oD (4.5.4)

zeQ)

On:n suhteen olettaen osioparametrit tunnetuiksi. TAma tuottaa seuraavan uskotta-
vuusyhtidloryhmin (Wu, Adams, Wilson, 1998):

; by yTE
Ki bije( jbht+ay” &)

3| biwn - : =0, 4.55)

Ki rs
ieQ j=t 2 e(biken+aik &)
k=1

jossa f on osioparametrien estimaattien vektori. Yhtiloryhma ratkeaa jo tutkielmas-

sa kuvatulla iteratiivisella Newton-Raphson menetelmailld. Yhtilosti (4.5.5) ei
kuitenkaan saada suoraan direllisid estimaatteja tapauksissa, joissa oppilas on
vastannut kaikkiin osioihin tiysin oikein tai tdysin védrin. T#ssé tilanteessa vastaava
parametrin arvo on parametriavaruuden reunapiste ja tilloin SU-estimaattori ei ole
olemassa tai se ei ole yksikésitteinen. Tillaisissa tapauksissa kéytetidin seuraavaa
menettelyd: Oppilaiden, jotka ovat vastanneet testissi kaikkiin osioihin véérin,
pisteisiin lisdtdén pieni vakio & ja vastaavasti kaikki tdysin oikein saaneilta oppilail-
ta, heidén pisteistddn vihennetadn pieni vakio £, jolloin estimaateille saadaan
adrelliset arvot.
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4.6 Yhteenveto estimoinnista

Yleistetyn Raschin mallin parametrit estimoidaan SU-menetelmill4, jonka tuottamat
ratkaisut palautetaan iteratiiviseksi jonoksi yksinkertaisempia optimointitehtivis,
joista numeeriset estimaatit parametreille on helpompi tuottaa (EM-algoritmi).
Uskottavuusyhtiloiden muodostaminen ja johtaminen edellyttid kuitenkin marginaa-
liposteriorin médrittimistd Bayesin teoriasta, seki yleistetyn Raschin mallin johta-
mista marginaaliosioanalyysimalliksi.

Parametrien keskivirheet lasketaan Fisherin havaitusta informaatiosta, mutta
kédytannon tilanteissa ne usein joudutaan approksimoimaan.

Marginaaliosioanalyysimalli ei sisélld parametreja piilomuuttujalle, joka

kuvaa oppilaan kykyi, silld ne integroidaan siiti pois, jotta muut parametrit saadaan
riippumattomaksi toisistaan. Niin ollen ne ennustetaan posteriorikeskiarvosta (EAP-
menetelmi) tai ratkaistaan SU-menetelmilld, jos osioparametrien estimaatit ovat
tunnetut.

Yleisesti ottaen yleistetyn Raschin mallin parametrien estimointi on suhteel-
lisen kompleksinen, silléd se edellyttdd tuntemusta osioanalyysimalleista, todenni-
koisyyslaskennasta, approksimatiivisista integrointimenetelmisti ja EM-algoritmista,
mutta ndistd on saatavilla paljon tilastotieteellisté kirjallisuutta asiasta kiinnostuneil-
le.
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Luku 5

Mallin osioparametrien yhteensopivuus

Yleistetyssd Raschin mallissa tutkitaan yhteensopivuus jokaiselle osioparametrille,
joka estimoidaan. Niin ollen yleistetyssda Raschin mallissa tutkitaan erikseen
jokaisen osioparametrin yhteensopivuus.

Seuraavassa on esitetty yleistetyn Raschin mallin osioparametrien yhteensopivuuden
tutkiminen yksiulotteisessa tilanteessa Wu:n, Adamsin ja Wilsonin (1998) mukaises-
ti. Moniulotteisessa tilanteessa yhteensopivuustarkasteluja ei keskivirhetarkastelu-
jen tapaan esitetd niiden laskennallisen hankaluuden ja kompleksoituneen johtami-
sen vuoksi.

Ensinnékin, mallin yhteensopivuus perustuu standardoituun residuaaliin
an(en) = (ApTJCn - Enp) / A/ Vi, 4.1

jossa Ap on asetelmamatriisin p:s sarake. Ap" X» on p:nnen osioparametrin tyhjen-

tévi tunnusluku oppilaalle 7 ja Enp on sen ehdollinen odotusarvo ja Vup vastaavasti

sen varianssi.
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Painottamaton mallin yhteensopivuustesti (F17) konstruoidaan edellisten residuaali-

en nelididen keskiarvosta yli N:n ja integroimalla yli posteriorijakaumien, formaalis-
ti

FIT, =
[] j[—l—ﬁf 2(9)] 5.2
9102...61 N& np (Un 5.2)

N A A
H he(On; Yn,& ,ﬁ,(j'\zIXn)deNdeN ~1...d0
n=1

Vastaavasti painotettu yhteensopivuus (F/7w) lasketaan painottamalla residuaalia
(5.1) latentin muuttujan varianssilla, jolloin se lasketaan kaavasta

FITw,p=

S (en)Vnp(en)_
j jj 2=l : (5.3)

N
0162 ov z Vnp(ﬁn)
n=1

N A A
H he(en;Yn,g ,ﬂ,d\len)deNdeN ~1...do0L
n=1

Testisuureet yhtaloisté (5.2) ja (5.3) ovat osoitettu olevan approksimatiivisesti } -

jakautuneita vapausastein 1.

Yhtiloiden (5.2) ja (5.3) integraalit approksimoidaan Monte Carlo menetelmélli
(ks. aliluku 4.2). T4ll6in testisuure (5.2) muunnetaan muotoon

1/2
t,=(FIT", -1+ 2 / 2 ), (5.4)
9rN) \(9rN)
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jossa r on Monte Carlo integroinnin yhteydessé jakaumasta tehtyjen satunnaisten

......

to.o=|FIT"..,~ 1] X >,
Var(FIT..,)
(5.5
\Var(FIT..,)
3 b
jossa
Var(FIT...) =
2
1 T 4 2 (5-6)
‘2““1‘/; ;E((Ap Xn— Enp )_ Vnp )

Edelld esitetyt testisuureet ovat approksimatiivisesti t-jakautuneita vapausastein 1.

Laskemalla edelld esitetyt testisuureet voidaan arvioida osiokokeen osioi-
den osiokohtaista sopivuutta, jolloin huonosti malliin sopivat osiot voidaan jattid
analyysista pois, koska ne eivit todennikoisesti mittaa hyvin oppilailta mitattavaa
latenttia piirrettd. Téllaisessa tilanteessa osiot ovat usein joko liian vaikeita tai liian
helppoja.

Populaatiomallin regressioparametrien yhteensopivuutta ei yleistetyssi
Raschin mallissa yleensi erikseen lasketa (ks. Wu, Adams & Wilson, 1998). Regres-
sioparametrien suhteen ollaan usein kiinnostuneita siitd, eroavatko ne toisistaan
tilastollisesti merkitsevésti. Esimerkiksi halutaan tietdd ovatko tytot menestyneet
osiokokeessa paremmin kuin pojat. Témén tutkimiseksi kdytetddn Wu:n, Adamsin

ja Wilsonin (1998) johtamaa } ™ — jakautunutta testii, jolloin saadaan tietdd

eroavatko populaatiomallin regressioparametrien arvot toisistaan tilastollisesti
merkitsevisti. Testin teoriasta kiinnostuneille, sen johtaminen on esitetty Wu:n,
Adamsin ja Wilsonin (1998) kirjoituksessa. Tissé tutkielmassa sen kisittely sivuute-
taan.
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Luku 6

Pohdinta

Tutkielmassa tarkasteltiin Raschin osioanalyysimallia, sen parametrien estimointi-
menetelmid, iteratiivisia algoritmeja ja Raschin mallin lisdparametrisia vaihtoehtoja,
jotka johdattelivat tutkimuksen pédasialliseen aiheeseen eli yleistettyyn Raschin
malliin.

Yleistetystd Raschin mallista on mahdollista spesifioida lukuisia erilaisia
osioanalyysimalleja mallin asetelmamatriisin ja pisteytysmatriisin sopivilla valin-
noilla, joita ovat esimerkiksi tdssd tutkielmassa havainnollistetut Raschin malli,
polytomisesti pisteytettyjen osiovastausten osioanalyysimalli ja moniulotteinen
Raschin malli. Yleistetyn Raschin mallin osioparametrien ja populaatiomalilin
parametrien estimaattorit johdetaan SU-menetelmin ja niihin jéavit integraalit
approksimoidaan numeerisin integrointimenetelmin. Lopulliset estimaattien numee-
riset ratkaisut saadaan EM-algoritmin modifikaatiolla (Bock & Aitkin, 1981).
Oppilaskohtaiset parametrit ennustetaan laskemalla niille odotetut aposterioriesti-
maatit tai ne voidaan estimoida rajoitetulla SU-menetelmaéllad. Tutkielmassa kiinni-
tettiin lisithuomio myos mallin osioparametrien yhteensopivuuden tutkimiseen.

Tavallista Raschin mallia on kiytetty koulutustutkimuksessa, kuten myos

muiden ihmistieteiden tutkimuksessa jo 60-luvulta 1dhtien. Tavallisella Raschin
mallilla voidaan mitata/mallintaa oppilailta heidin kognitiivinen osaamistaso esti-
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moimalla heille oppilaskohtaiset parametrit. Mallilla voidaan my®6s tutkia osioiden
vaikeustaso, jolloin mallin sovittamisen yhteydessi voidaan testata itse osiokoetta,
jonka oppilaat ovat suorittaneet. Raschin mallissa yleensi liian hankalat tai liian
helpot osiot sopivat huonosti mittaamaan osiokokeella mitattavaa latenttia ominai-
suutta oppilailta, eiké ne sovi hyvin malliin. T#ll6in ne voidaan jéttdd osioanalyysis-
ta pois ja tutkia oppilaiden osaamistasoa ilman kyseisia osioita. Raschin malli, sen
parametrien estimointi ja yhteensopivuuden tutkiminen voidaan suorittaa empiirises-
ti usealla eri valmisohjelmistolla, joita ovat esimerkiksi SAS, PLM, GLIM ja S+.
Aineisto tulee olla koodattu dikotomisesti siten, ettid oppilaat ovat havaintomatriisin
vaakariveilld ja eri osiot havaintomatriisin sarakkeissa. Ohjelmistoista ja mallien
parametrien tulkinnoista on suhteellisen tyhjentivisti kerrottu esimerkiksi Gustafs-
sonin (1977) julkaisussa ja Hambletonin & Swaminathanin (1985) teoksessa.

Yleistetyn Raschin mallin sovittaminen aineistoon, seké sen parametrien
estimointi ja oppilasparametrien ennustaminen voidaan tehdi toistaiseksi ainoastaan
ConQuest-ohjelmistolla, joka on vield “prototyyppiasteella”. Ohjelmiston kdytdnnon
toimivuus on toistaiseksi huono ja ohjelmisto on hidas vaatien lukuisia EM-algorit-
min iterointikierroksia. Ndin ollen tdmén tutkielman p#dasialliseksi tarkoitukseksi
jéd osioanalyysiin, Raschin malliin ja yleistettyyn Raschin malliin liittyvin teorian
suhteellisen tyhjentédvi tarkastelu, valitettavasti ilman empiirisia tarkasteluja.
ConQuest-ohjelmistolla empiirisesti mallien sovittamisesta ja parametrein tulkin-
noista kiinnostuneille kehotan tutustumaan Wu:n, Adamsin ja Wilsonin (1998)
kirjoitukseen, vaikkakin ohjelmisto vaatii vield kehittdmisti ja kéyttdjien palautetta
sen kehittiimiseksi. Polytomisesti koodattujen vastausten analyysiin toistaiseksi
toimiva toimiva ohjelma on BIGSTEP ja moniulotteisen Raschin mallin sovittami-
seen pienilld aineistoilla soveltuu LOGIMO (ks. Kelderman & Rijkes, 1994).
Kyseiset ohjelmistot eiviit kiytd kuitenkaan tidssi tutkielmassa havainnollistettua
yleistettyd Raschin mallia, vaan valmiiksi kyseisid spesifejd malleja ja erilaisia
estimointitekniikoita ja mallin parametrien yhteensopivuusindekseja.

Yleistetty Raschin malli on kokonaisuudessaan kuitenkin hyvin monipuo-
linen, idealtaan ja teorialtaan toimiva kokonaisuus. Sen asetelmamatriisi ja pisteytys-
matriisi, jotka kéyttdjd voi itse médrittds, avaavat tien lukuisten erilaisten latentin
piirteen teoriassa tunnettuihin osioanalyysimalleihin. Diskreettien osiovastausten
monipiirreanalyysi tarjoaa myos jatkotutkimusongelmia ja kehitysaiheita.

Ensimméisené kehitys- ja jatkotutkimusaiheena olisi parametrien estimoin-
ti Bayesilaisittain. Toisena varsin relevanttina kehitysaiheena on esimerkiksi tissd
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tutkielmassa esitetyn populaatiomallin (3.3.4) korvaaminen lineaarisella sekamallilla
(koulutustutkimuksessa monitasomalli, ks. esim. Goldstein, 1987, Goldstein, 1995),
jolloin osiovastauksista voitaisiin koulutustutkimuksessa mallintaa oppilastason
lisdksi luokkatason tai koulutason muuttujien vaikutuksia osiovastauksiin.
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Luku 7

Kiitosmaininnat

Erityiset kiitokset tétd pro gradu-tutkielmaa ohjanneelle FT Antti Penttiselle arvok-
kaista vinkeistd ja kommenteista, jotka mahdollistivat tutkielman valmistumisen
hyvissa aikataulussa. Liséksi kiitokset Jyvéskylédn yliopiston koulutuksen tutkimus
laitoksen henkilokunnasta Pekka Kuparille, Antero Malinille ja Kari Toérmékankaal-
le kiinnostavan tutkimusaiheen “virittdmisestd”, tutkielmassa kiytetyn materiaalin
kayttoon antamisesta ja yhteistyosta.
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