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Tiivistelmä: Tekoälyn ja koneoppimisen, erityisesti transformer-pohjaisten kielimallien, ke-

hitys on mullistanut kieltenkäsittelyn. Tässä tutkielmassa tarkastelemme näiden mallien ky-

kyä tuottaa ja ymmärtää kieltä, keskittyen niiden oppimisprosesseihin ja kielen rakentei-

den sisäistämiseen. Tutkimme kuinka transformer-mallien ’self-attention-mekanismi’ edis-

tää tekstin syvällistä ymmärrystä ja kuinka nämä mallit kehittävät kykyä ennustaa tulevia

sanoja ja lauseita, mikä auttaa hahmottamaan kieliopillisia ja semanttisia rakenteita parem-

min.

Tutkielmassa käsitellään myös, missä määrin näiden mallien kielen ymmärtäminen on aitoa

ja missä määrin se perustuu vaikutelman luomiseen. Vaikka mallit ovat kehittyneitä, niiden

kyky ymmärtää kieltä ei ole yhtä syvällinen kuin ihmisen kyky ymmärtää kieltä. Tutkiel-

massa korostetaan, että näiden mallien todellinen ymmärryskyky jää rajoitetuksi, vaikka ne

ovatkin kehittyneet tuottamaan tekstiä, joka vaikuttaa ymmärtävän kieltä.

Avainsanat: Tekoäly, LLM, NLP, Transformer-arkkitehtuuri

Abstract: The development of artificial intelligence and machine learning, especially transformer-

based language models, has revolutionized language processing. In this study, we examine

the ability of these models to generate and understand language, focusing on their learning

processes and the internalization of language structures. We explore how the ’self-attention

mechanism’ of transformer models contributes to a deep understanding of text and how the-
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se models develop the ability to predict future words and sentences, which helps in grasping

grammatical and semantic structures better.

The study also addresses the extent to which the language understanding of these models is

genuine and the extent to which it is based on creating an impression. Although the models

are advanced, their ability to understand language is not as profound as the human ability to

understand language. The study emphasizes that the real comprehension capability of these

models remains limited, even though they have developed to produce text that appears to

understand language.

Keywords: Artificial intelligence, LLM, NLP, Transformer architecture
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1 Johdanto

Tietojenkäsittelyn ala on kokenut merkittäviä muutoksia viime vuosina. Aikaisemmin ala

keskittyi pääasiassa yksinkertaisiin laskentaoperaatioihin, mutta nyt se on siirtynyt näistä

eksplisiittisesti ohjelmoiduista toiminnoista kohti aineistosta oppivia malleja ja sääntöjä. Tä-

mä siirtyminen on mahdollistanut tekoälyn ja koneoppimisen sovellusten edistyneiden omi-

naisuuksien kehittymisen. Tämä muutos on vaikuttanut syvästi moniin teollisuudenaloihin,

muokaten sekä työtapojamme että käsityksiämme datan merkityksestä ja potentiaalista.

Koneoppiminen ja erityisesti luonnollisen kielen käsittely (NLP) ovat saavuttaneet huomat-

tavia edistysaskelia viime vuosina. Kehittyneet suuret kielimallit edustavat luonnollisen kie-

lenkäsittelyn nykyistä huippua, osoittaen merkittävää kehitystä yksinkertaisista järjestelmistä

monimutkaisiin malleihin. Nämä mallit eivät ainoastaan tuota yhtenäistä tekstiä vaan kyke-

nevät myös vastaamaan kysymyksiin ja luomaan luovaa sisältöä. Herää kuitenkin kysymys:

ymmärtävätkö nämä mallit todella kieltä ja kontekstia, vai luovatko ne vain vaikutelman ym-

märtämisestä?

Tämä viimeinen kysymys on keskiössä tässä tutkielmassa. Mitkä ovat keskeiset mekanis-

mit ja rakenteet, jotka mahdollistavat kielen tuottamisen ja ymmärtämisen näissä malleissa?

Vaikutelma kielen ja kontekstin ymmärtämisestä on vahva, mutta mihin se perustuu? Miltä

osin se on pelkkää vaikutelmaa ja miltä osin sitä voidaan kutsua ”aidoksi” ymmärtämiseksi?

Tämän tutkielman tavoitteena on syventyä näihin kysymyksiin ja ymmärtää paremmin suur-

ten kielimallien oppimisprosesseja sekä niitä mekanismeja ja rakenteita, jotka tekevät tämän

mahdolliseksi.

Tässä tutkielmassa tarkastellaan tekoälyn ja kielimallien alueiden neljää keskeistä aihetta.

Toinen luku tutkii tekoälyn perusteita, syventyen erityisesti syväoppimisen merkitykseen ja

sen vaikutuksiin tekoälyn kehityksessä. Kolmannessa luvussa tutkitaan kielimallien kehitys-

tä, alkaen historiallisista malleista ja edeten kohti nykypäivän monimutkaisia neuroverkko-

ja ja transformer-arkkitehtuureja. Neljäs luku pureutuu kielimallien oppimisprosesseihin ja

kielenkäsittelyn haasteisiin, tarkastellen näiden mallien kyvykkyyksiä ja rajoitteita kielen si-

muloinnissa. Viides luku keskittyy ”aidon ymmärryksen” konseptiin tekoälyssä, vertaillen
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sitä inhimilliseen kognitioon ja pohtien, miten tilastollinen analyysi vaikuttaa näiden mallien

toimintaan.
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2 Tekoäly

Tämä luku syventyy tekoälyn keskeisiin käsitteisiin ja sovelluksiin, tarkastellen sen teoreet-

tisia perusteita sekä käytännön toteutuksia. Aloitamme määrittelemällä, mitä tekoäly itse

asiassa on, ja miten se vaikuttaa nykypäivän teknologiaan. Keskitymme erityisesti koneop-

pimiseen, joka on tekoälyn ydinalue, ja käymme läpi sen päämuodot: valvotun ja valvo-

mattoman oppimisen. Käsittelyssä korostuu myös syväoppimisen merkitys, jossa uusimmat

innovaatiot, kuten GPT (Generative Pre-training Transformer), näyttelevät keskeistä roolia.

2.1 Mikä on tekoäly?

Russellin ja Norvigin (2020) mukaan tekoäly on tietokone tai tietokoneohjelma, joka on

suunniteltu jäljittelemään ja suorittamaan tehtäviä, jotka yleensä vaativat ihmisen älykkyyt-

tä. Tämän määritelmän keskeisenä piirteenä on tekoälyn kyky suorittaa tehtäviä, jotka vaati-

vat päätöksentekoa ja oppimista ilman yksityiskohtaista ihmisen ohjausta, sisältäen tehtäviä

kuten puheen tunnistamisen, pelien pelaamisen, kuvioiden tunnistamisen ja autolla ajami-

sen. Tekoäly oppii näitä tehtäviä prosessoimalla suuria määriä dataa, etsimällä malleja ja

soveltamalla niitä omassa päätöksenteossaan. Vaikka tekoälyjärjestelmiä usein ohjataan ja

valvotaan ihmisten toimesta, jotkin tekoälyjärjestelmät kykenevät oppimaan itsenäisesti il-

man ihmisen aktiivista ohjausta, esimerkiksi pelaamalla videopeliä toistuvasti ja oppimalla

pelin säännöt ja strategiat. Tämä itsenäinen oppimiskyky on keskeinen osa tekoälyn kehi-

tystä ja sen soveltamista eri alueilla (Russell ja Norvig 2020). Lisäksi, tekoälyjärjestelmien

kyky prosessoida suuria datamääriä ja tunnistaa malleja on merkittävä edistysaskel niiden

suorituskyvyssä, erityisesti monimutkaisten ongelmien ratkaisemisessa ja päätöksenteossa

(Mitchell 1997).
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Inhimillinen ajattelu Rationaalinen ajattelu

”Jännittävä uusi yritys saada tietokoneet

ajattelemaan... machines with minds, täy-

dessä ja kirjaimellisessa merkityksessä.”

(Haugeland 1985)

”Mentaalisten kykyjen tutkiminen las-

kennallisten mallien avulla.” (Charniak ja

McDermott 1985)

”[Automatisoidut] toiminnot, jotka yh-

distämme ihmisen ajatteluun, toiminnot

kuten päätöksenteko, ongelmanratkaisu,

oppiminen...” (Bellman 1978)

”Tutkimus laskelmista, jotka mahdollis-

tavat havaitsemisen, päättelyn ja toimin-

nan.” (Winston 1992)

Inhimillinen toiminta Rationaalinen toiminta

”Taidetta luoda koneita, jotka suorittavat

toimintoja, jotka vaativat älykkyyttä, kun

ihmiset käyttävät niitä.” (Kurzweil 1990)

”Laskennallinen älykkyys on tutkimus

älykkäiden agenttien suunnittelusta.”

(Poole, Mackworth ja Goebel 1998)

”Tutkimus siitä, miten saada tietokoneet

tekemään asioita, joissa ihmiset ovat tällä

hetkellä parempia.” (Rich ja Knight 1991)

”AI ... on huolissaan artefaktien älykkääs-

tä käyttäytymisestä.” (Nilsson 1998)

Taulukko 1. Tekoälyn määritelmiä, järjestettynä neljään kategoriaan. Taulukko on suomen-

nettu alkuperäisestä lähteestä: Russell ja Norvig, ’Artificial Intelligence: A Modern Ap-

proach’ (2020).

2.2 Koneoppiminen

Koneoppiminen on tekoälyn dynaaminen ja välttämätön alue, joka muuttaa tapaa, jolla tie-

tokonejärjestelmät omaksuvat ja soveltavat tietoa ilman eksplisiittistä ohjelmointia. Tämän

alueen keskiössä on tilastollisten menetelmien ja algoritmien soveltaminen, mikä antaa ko-

neille mahdollisuuden oppia aikaisemmista kokemuksista ja datan käsittelystä. Tässä yhtey-

dessä on verrattava koneoppimista perinteisiin asiantuntijajärjestelmiin, jotka taas päinvas-

toin hyödyntävät ekspliittisesti syötettyä tietoa (Aniba ym. 2008). Koneoppiminen mahdol-

listaa suurten tietomäärien tulkinnan sekä vaativien tehtävien ratkaisemisen, kuten lääketie-

teellisen datan käsittely (Murphy 2012, s. 29).
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Koneoppiminen jakautuu kahteen päähaaraan: valvottuun ja valvomattomaan oppimiseen

(Kapitanova ja Son 2012, s. 5). Valvotussa oppimisessa mallit rakennetaan käyttäen etukä-

teen määriteltyjä, merkittyjä tietoaineistoja, jotka opettavat koneille haluttuja malleja ja en-

nustuskykyä. Esimerkiksi, roskapostin tunnistamisessa käytetään valvottua oppimista opet-

taakseen järjestelmiä erottamaan hyödylliset sähköpostit ei-toivotuista (Goldberg 2017, s. 35).

Valvomattomassa oppimisessa, toisaalta, koneet työskentelevät merkitsemättömien datajouk-

kojen kanssa, pyrkien löytämään itsestään piileviä rakenteita ja yhteyksiä. Tällaisia sovelluk-

sia nähdään esimerkiksi markkinatutkimuksessa, jossa yritykset ryhmittelevät asiakkaita hei-

dän käyttäytymisensä perusteella ilman ennalta määriteltyjä luokkia. Nämä koneoppimisen

metodit ovat keskeisiä tekoälyn edistymisessä, tarjoten tietokoneille mahdollisuuden itsenäi-

seen sopeutumiseen ja oppimiseen. Erityisesti syväoppimisen alueella, jossa käytetään mo-

nimutkaisia neuroverkkoja, koneoppimisen merkitys korostuu entisestään. Neuroverkkojen

avulla koneoppiminen ei ainoastaan käsittele suuria datamääriä, vaan myös oppii tunnista-

maan ja toistamaan monimutkaisia kuvioita ja suhteita datassa (Murphy 2012). Neuroverk-

koja käsitellään tarkemmin luvussa 2.3.

2.3 Neuroverkkojen perusteet ja toimintaperiaatteet

Neuroverkot ovat koneoppimisen ja tekoälyn keskeinen osa-alue, joka jäljittelee ihmisen ai-

vojen toimintaa informaation prosessoinnissa. Perusyksikkönä neuroverkoissa toimii neuro-

ni, joka vastaanottaa syötteitä, prosessoi niitä ja tuottaa tulosteita. Nämä keinotekoiset neuro-

nit on järjestetty kerroksiin, joista jokainen suorittaa tietynlaisen datan muunnoksen (Good-

fellow, Bengio ja Courville 2016).

Neuroverkon perusrakenne koostuu kolmesta päätyyppisestä kerroksesta: syöttökerros (in-

put layer), piilokerrokset (hidden layers) ja ulostulokerros (output layer). Syöttökerros vas-

taanottaa raakadatan, piilokerrokset suorittavat monimutkaisia laskentoja datan attribuuttien

oppimiseksi ja ulostulokerros tuottaa lopullisen tuloksen, esimerkiksi luokittelun tai ennus-

teen (LeCun, Bengio ja Hinton 2015).

Neuroverkkojen oppimiskyky perustuu siihen, että ne voivat säätää neuronien välisiä yhteyk-

siä, jotka tunnetaan painoina (weights). Oppimisprosessi neuroverkoissa tapahtuu virheen
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takaisinvirtauksen (backpropagation) ja gradientin laskun (gradient descent) avulla. Tämä

prosessi sisältää virheen laskemisen ennusteen ja todellisen tuloksen välillä sekä painojen

päivittämisen virheen minimoimiseksi (Rumelhart, Hinton ja Williams 1986).

Neuroverkot ovat osoittautuneet tehokkaiksi monilla alueilla, kuten kuvan- ja puheentunnis-

tuksessa, luonnollisen kielenkäsittelyssä sekä monimutkaisten ennustemallien luomisessa.

Niiden monipuolisuus ja kyky oppia monenlaisista dataformaateista tekevät niistä yhden tär-

keimmistä työkaluista nykyaikaisessa tekoälyssä.

Kuvio 1. Yksinkertainen esitys kolmikerroksisesta neuroverkosta. Neuroverkossa on syöt-

tökerros, jossa on kolme solmua, yksi piilokerros, jossa on kaksi solmua, ja ulostulokerros,

jossa on yksi solmu.

2.4 Syväoppiminen

Syväoppiminen, yhtenä koneoppimisen innovatiivisimmista ja kiehtovimmista ala-alueista,

hyödyntää neuroverkkoarkkitehtuureja, jotka ovat saaneet innoituksensa ihmisaivojen toi-

minnasta. Tässä kontekstissa neuroverkot, monikerroksisina rakenteina, tarjoavat syvällisen

lähestymistavan datan käsittelyyn (Goodfellow, Bengio ja Courville 2016). Tämän proses-

sin ydin on neuroverkkojen kyvyssä oppia itse, havaita malleja ja tehdä päätelmiä suurista ja

monimuotoisista datamääristä. Tämä ominaisuus on ratkaisevan tärkeä, kun käsitellään mo-

nimutkaisia kielillisiä ja visuaalisia tehtäviä, kuten kielenkäsittelyä tai kuvien analysointia.

Syväoppimisen todelliset sovellukset ovat monipuolisia ja vaikuttavia. Esimerkiksi konvo-

luutioneuroverkkojen käyttö kuvantunnistuksessa on mullistanut, kuinka koneet näkevät ja

tulkitsevat visuaalista tietoa, tuoden uusia ulottuvuuksia lääketieteelliseen diagnostiikkaan
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ja digitaaliseen kuvankäsittelyyn. Puheentunnistuksessa ja chatbot-teknologioissa syväoppi-

minen mahdollistaa koneiden ja ihmisten välisen sujuvan ja luonnollisen kommunikaation,

mukaillen ihmisen puhetapaa ja ymmärrystä (Goodfellow, Bengio ja Courville 2016).

Kuvio 2. Kuvassa on konvoluutioneuroverkon perusrakenne, joka koostuu syöttökerroksesta,

konvoluutio- ja koontikerroksista piirteiden erottelemiseksi, täysin yhdistetystä kerroksesta

päättelyyn ja ulostulokerroksesta lopputuloksen näyttämiseen.

Luonnollisen kielenkäsittelyn alueella syväoppiminen on avannut ovet ennennäkemättömäl-

le tekstigeneraation kyvylle, jossa koneet pystyvät tuottamaan tekstiä, joka on niin sulavaa

ja yhtenäistä, että se muistuttaa ihmisen kirjoittamaa (Brown ym. 2020). Tämä monitasoinen

oppimisprosessi, joka jäljittelee ihmisaivojen toimintatapaa, on syväoppimisen keskiössä.

Neuroverkkojen kerrostunut rakenne mahdollistaa datan käsittelyn ja oppimisen useilla eri

tasoilla, mikä johtaa tarkempaan analyysiin ja suorituskykyyn monimutkaisten tehtävien pa-

rissa. Tämän alueen tärkeys ja tehokkuus koneoppimisessa on selkeästi dokumentoitu teok-

sessa ”Deep Learning” (Goodfellow, Bengio ja Courville 2016).
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3 Kielimallinnus ja sen kehitys

Tässä luvussa perehdytään luonnollisten kielimallien evoluutioon ja niiden merkitykseen te-

koälyssä. Alkaen perusteista, tämä luku selventää, kuinka nämä mallit ovat siirtyneet al-

kuaikojen yksinkertaisista algoritmeista nykypäivän edistyneisiin järjestelmiin, jotka hallit-

sevat ihmiskielen monimuotoisuutta. Tarkastelemme ensin, miten n-grammimallit loivat pe-

rustan kielelliselle analyysille, mutta törmäsivät rajoituksiinsa kielen syvällisemmässä kä-

sittelyssä. Luvussa perehdytään myös luonnollisten kielimallien laajaan soveltuvuuteen ja

niiden rooliin teknologian eri alueilla, aina chatboteista ääniassistentteihin. Erikoistarkaste-

lussa ovat myös neuroverkot ja niiden keskeinen asema kielellisissä tehtävissä, erityisesti

transformer-arkkitehtuurin innovaatiot ja niiden vaikutukset kielimallinnukseen. Lopuksi lu-

ku pohtii suurten kielimallien, kuten GPT:n (Generative pre-training transformer), vaikutusta

ja esittelee niiden sovelluksia sekä tärkeitä eettisiä pohdintoja niiden käytössä.

3.1 Luonnollisten kielimallien perusteet

Luonnolliset kielimallit ovat algoritmeja tai ohjelmia, jotka on kehitetty tunnistamaan, ym-

märtämään, käsittelemään ja tuottamaan ihmiskieltä. Nämä kyseiset kielimallit ovat keskei-

siä tekoälyssä ja koneoppimisessa, sillä ne mahdollistavat ihmisen ja koneen välisen mahdol-

lisimman luontaisen kommunikaation (Jurafsky ja Martin 2019). Näiden kielimallien kehit-

täminen on ollut yksi koneoppimisen ja tekoälyn tutkimuksen keskeisistä tavoitteista. Nyky-

aikaiset kielimallit perustuvat neuroverkkoihin, jotka mahdollistavat oppimisen ja mukautu-

misen erilaisiin kielenkäsittelyn tilanteisiin. Tällaiset mallit käyttävät monimutkaisia mate-

maattisia ja tilastollisia menetelmiä, kuten self-attention-mekanismeja ja sijaintikoodauksia,

kielen syvällisempään ymmärtämiseen ja tuottamiseen (Naveed ym. 2023).

Luonnolliset kielimallit voivat olla yksinkertaisia, perustuen selkeisiin sääntöihin ja mal-

leihin, tai monimutkaisempia, kuten nykyaikaiset neuroverkkoihin pohjautuvat mallit, jot-

ka kykenevät oppimaan ja mukautumaan uusiin kielenkäyttötilanteisiin. Varhaiset mallit

keskittyivät yksinkertaisiin tekstianalyysin muotoihin, kun taas nykyaikaiset mallit, kuten

transformer-arkkitehtuuria hyödyntävät järjestelmät, ovat kyenneet luomaan monimutkaisia
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ja yhtenäisiä tekstejä sekä ymmärtämään kieltä syvällisemmällä tasolla (Jurafsky ja Martin

2019). Transformer-arkkitehtuurin yksityiskohtaisempi tarkastelu ja sen vallankumoukselli-

set vaikutukset kielimallinnuksen alalla esitetään tarkemmin luvussa 3.4.

3.2 Ensimmäiset luonnolliset kielimallit ja niiden rajoitukset

Kun katsomme taaksepäin luonnollisten kielimallien historiassa, n-grammimallit nousevat

esiin ensimmäisinä merkittävinä askelina kielen prosessoinnin ja ymmärtämisen automati-

soinnissa (Jurafsky ja Martin 2019, s. 56). Näiden mallien juuret ovat tilastollisessa analyy-

sissä, ja ne kehitettiin alun perin tehtäviin, kuten automaattiseen tekstinkäsittelyyn ja kielen

rakenteen mallintamiseen. N-grammimalli käyttää yksinkertaista lähestymistapaa, jossa tar-

kastellaan sanojen sekvenssejä (esimerkiksi kolmen sanan trigrammeja) ennustaakseen seu-

raavan sanan todennäköisyyksiä. Otetaan esimerkiksi lause "Kissat nukkuvat päivisin kyl-

mällä lattialla". Tässä trigrammimalli voi jakaa lauseen osiin kuten "Kissat nukkuvat päivi-

sin", "nukkuvat päivisin kylmällä"ja "päivisin kylmällä lattialla", joista malli oppii näiden

yhdistelmien yleisyyttä ja käyttöä kielidatassa (Jurafsky ja Martin 2019, s. 32).

Kuvio 3. Kuvassa on yksinkertainen esimerkki n-grammimallien toiminnasta, jossa 1-

grammimalli, 2-grammimalli ja 3-grammimalli ennustavat seuraavia sanoja lauseessa ’Kis-

sat nukkuvat päivisin kylmällä lattialla’.

Kuten (Jurafsky ja Martin 2019) totesivat, vaikka nämä mallit olivat hyödyllisiä sanojen

esiintymisen ja peruskielirakenteiden ennustamisessa, niillä oli olennaisia puutteita. Erityi-

sesti ne eivät kyenneet käsittelemään kielen pitkän aikavälin riippuvuuksia ja monimutkai-
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sempia rakenteita. Tämä johtui siitä, että n-grammimallit rajoittuvat tarkastelemaan vain pie-

niä, rajattuja sanojen ketjuja, jolloin laajempi konteksti jäi huomiotta. Tämä rajoitus heijas-

tui mallien kyvyssä ymmärtää ja tuottaa kieltä, joka muistuttaa aitoa ihmisen käyttämää kiel-

tä. Vaikka n-grammimallit eivät ole yhtä monimutkaisia kuin viimeisimmät neuroverkkojen

avulla toteutetut kielimallit, kuten rekurrentit neuroverkot (RNN:t) ja transformer-mallit –

joita käsitellään tarkemmin luvussa 3.4 – ne ovat silti keskeisiä peruskäsitteiden ymmärtä-

misen kannalta kielen mallintamisessa (Jurafsky ja Martin 2019).

3.3 Luonnollisten kielimallien merkitys teknologiassa

Luonnolliset kielimallit ovat kehittyneet olemaan yksi koneoppimisen ja tekoälyn keskei-

simmistä työkaluista, joita hyödynnetään laajasti monissa sovellusalueissa. Ne ovat olen-

naisia monimutkaisten kielellisten tehtävien, kuten käännöspalveluiden, chatbottien, äänias-

sistenttien, ja automaattisen tekstianalyysin toteuttamisessa. Luonnolliset kielimallit edistä-

vät kielitieteen tutkimusta tarjoamalla syvällistä ymmärrystä kielen rakenteesta ja käytöstä

(Jurafsky ja Martin 2019). Teollisuudessa ne auttavat parantamaan asiakaskokemusta ja te-

hostamaan liiketoiminnan prosesseja, esimerkiksi automatisoimalla asiakaspalvelua ja ana-

lysoimalla asiakaspalautetta (Hirschberg ja Manning 2015). Tämän lisäksi, luonnolliset kie-

limallit tukevat myös kognitiotieteitä ja kieliteknologiaa, tarjoten uusia näkökulmia ihmisen

kielenkäytön ymmärtämiseen ja simulointiin (Goodfellow, Bengio ja Courville 2016).

3.4 Transformer-pohjaiset mallit ja niiden vallankumouksellisuus

Transformer-arkkitehtuuri, esitelty ensimmäisen kerran vuonna 2017 merkittävässä tutki-

musartikkelissa ”Attention Is All You Need” (Vaswani ym. 2017), on edustanut merkittä-

vää edistysaskelta kielimallinnuksen saralla. Keskeinen osa tätä arkkitehtuuria on sen ”self-

attention-mekanismi”, joka erottuu kyvyllään vertailla ja yhdistellä input-sarjan kaikkia osia

keskenään. Tämä on huomattava ero verrattuna perinteisiin sekvenssimallinnusmenetelmiin,

kuten rekurrentteihin neuroverkkoihin (RNN) ja pitkän aikavälin muistiin (LSTM), jotka

prosessoivat tietoa sekvensseissä peräkkäisesti (Bengio, Simard ja Frasconi 1994). Toisin

kuin transformerit, rekurrentit neuroverkot käsittelevät tietoa lineaarisesti, mikä voi aiheut-
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taa ongelmia pitkien riippuvuuksien ymmärtämisessä. Pitkän aikavälin muistit parantavat tä-

tä prosessointia ”porttien” avulla, jotka säilyttävät ja unohtavat tietoa tehokkaammin, mutta

nekin kohtaavat haasteita erittäin pitkissä sekvensseissä (LeCun, Bengio ja Hinton 2015).

Kuvio 4. Rekurrentin neuroverkon (RNN) malli, jossa on syöttökerros, piilokerros ja ulostu-

lokerros. Lisäksi piilotila, joka säilyttää ja hyödyntää aikaisempien syötteiden tietoja myö-

hempää prosessointia varten.

Self-attention-mekanismi mahdollistaa mallille keskittymisen olennaisiin tietoihin ja suh-

teisiin, parantaen kielen ymmärtämistä ja kontekstin hallintaa. Self-attention-mekanismi on

keskeinen osa transformer-arkkitehtuuria, joka erottuu perinteisistä sekvenssimallinnusme-

netelmistä, kuten n-grammeista. Toisin kuin n-grammit, jotka rajoittuvat käsittelemään kie-

len rakenneosia rajatussa aikavälissä ja ovat siten haavoittuvaisia pitkien riippuvuuksien ym-

märtämisessä, self-attention mahdollistaa transformer-mallien, kuten BERT (Bidirectional

Encoder Representations from Transformers) ja GPT (Generative Pre-trained Transformer),

keskittyä kielellisten ja monimutkaisten yhteyksien ymmärtämiseen. BERTin läpimurto, ku-

ten Devlin et al. (2018) ovat kuvailleet, on sen kyky analysoida tekstiä kaksisuuntaisesti,

tarjoten parannettua ymmärrystä kielellisistä malleista. Tämä kaksisuuntainen analyysi tar-

koittaa, että BERT tutkii sekä sanoja, jotka tulevat ennen käsiteltävää sanaa että sanoja, jotka

tulevat sen jälkeen. Näin se saa kokonaiskuvan siitä, miten sana liittyy ympäröivään tekstiin,

auttaen ymmärtämään sen merkitystä paremmin. Radford et al. (2019) tutkimuksessa esitel-

lään GPT-mallit, jotka hyödyntävät puolestaan syväoppimista generoidakseen yhtenäisiä ja

luovia tekstejä, mikä on avannut uusia sovellusmahdollisuuksia luovassa kirjoittamisessa ja

dialogijärjestelmissä.

Näiden innovaatioiden myötä tekoäly ja koneoppiminen ovat astuneet uudelle tasolle luon-
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nollisen kielenkäsittelyssä. Tämän teknologian avulla tutkijat ja kehittäjät voivat tutkia kieltä

ja sen ilmiöitä aikaisempaa syvällisemmin, avaten uusia ovia kielen tutkimukselle ja sovel-

luksille. Transformer-arkkitehtuurin esittely on ollut merkittävä virstanpylväs, joka on muo-

kannut käsitystämme siitä, mihin koneoppiminen ja tekoäly voivat venyttää rajojaan kielel-

listen tehtävien parissa.

Kuvio 5. Tämä kuva esittää transformer-arkkitehtuurin rakennetta, joka sisältää syöte- ja

kohdejonot, asemoivan koodauksen sekä monipäisen tarkkaavaisuuden komponentit. Pro-

sessin lopussa Softmax- ja lineaariset kerrokset tuottavat lopputuloksen todennäköisyydet.
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4 Kielimallit ja kielenkäsittelyn haasteet

Tässä luvussa syvennymme kielimallien ja transformer-arkkitehtuurien, oppimisprosessei-

hin sekä kielenkäsittelyn haasteisiin. Tarkastelemme huolellisesti näiden mallien oppimis-

menetelmiä ja niihin liittyviä teknologisia innovaatioita. Käsittelemme myös kielimallien

koulutusprosessia, korostaen datan monimuotoisuuden ja koulutusaineiston valinnan mer-

kittävää roolia. Lopuksi analysoimme kielimallien kykyjä ja rajoituksia simuloida ihmisen

kielen ymmärrystä, tuoden esille sekä niiden potentiaalin että kohtaamamme haasteet.

4.1 Suuret kielimallit

Suuret kielimallit (engl. Large language model), kuten GPT ja BERT, ovat vallankumouksel-

linen näyttö siitä, miten pitkälle tekoäly on edennyt kielen ymmärtämisessä ja tuottamisessa.

Nämä mallit hyödyntävät syväoppimisen menetelmiä, kuten transformer-arkkitehtuuria, jo-

ka mahdollistaa kontekstin tehokkaan hyödyntämisen ja pitkien riippuvuuksien käsittelyn

kielenkäsittelyssä (Vaswani ym. 2017). Esimerkiksi GPT-mallien toiminta perustuu genera-

tiiviseen koulutukseen, jossa malli oppii ennustamaan tekstiä suuresta, monipuolisesta data-

määrästä. Tämä tekee niistä erityisen vahvoja luomaan tekstiä, joka heijastaa syvällistä kon-

tekstuaalista ymmärrystä ja kielen vivahteita (Brown ym. 2020). Suurten kielimallien kyky

käsittää ja soveltaa tietoa monipuolisissa ympäristöissä – kuten vastata kysymyksiin, luo-

da tarinoita ja jopa generoida koodia – avaa uusia mahdollisuuksia tekoälyn soveltamiseen

(Brown ym. 2020).

Suurten kielimallien kehitys on myös mahdollistanut niiden käytön opetuksessa ja oppimi-

sessa. Koneet voivat nyt toimia virtuaalisina opettajina, jotka tarjoavat räätälöityä sisältöä ja

auttavat kielen oppimisessa, tarjoten esimerkkejä, selityksiä ja harjoituksia reaaliaikaisesti

(Bommasani ym. 2021). Lisäksi, nämä mallit ovat osoittaneet kykynsä toimia kieliteknolo-

gian tutkimuksen apuvälineinä, antaen tutkijoille mahdollisuuden testata kieliteorian hypo-

teeseja tai arvioida kielen eri ilmiöitä mittavien datamassojen avulla.

Samalla, suurten kielimallien eettinen käyttö on kuitenkin herättänyt keskustelua, sillä niiden

kyky generoida vakuuttavaa tekstiä voi johtaa väärinkäyttöön, kuten disinformaation levittä-
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miseen. Tämä korostaa tarvetta vastuulliseen käytäntöön ja menetelmiin, jotka varmistavat

generoidun tiedon luotettavuuden ja tarkkuuden (Weidinger ym. 2021).

Suurten kielimallien kehitys merkitsee merkittävää edistysaskelta koneoppimisen ja tekoä-

lyn kentällä. Niiden tarjoamat mahdollisuudet ja haasteet muokkaavat jatkuvasti tieteen ja

teknologian rajoja, avaten uusia näköaloja soveltamisen ja tutkimuksen maailmassa.

4.2 Miten suuret kielimallit oppivat ymmärtämään kieltä?

Suurten kielimallien ymmärrys kielen rakenteista ja merkityksistä juontaa juurensa niiden

kyvystä analysoida laajoja tekstiaineistoja. Nämä mallit, hyödyntäen syväoppimista ja erito-

ten transformer-arkkitehtuuria, tunnistavat ja mallintavat kielen moninaisuutta tilastollisten

menetelmien kautta. Bengio ja hänen kollegansa (Bengio ja Rejan Ducharme 2003) ovat ko-

rostaneet, miten koneoppimismenetelmät, varsinkin syväoppiminen, oppivat hahmottamaan

ja tulkitsemaan monimutkaisia tietoaineistoja. Tämä luo perustan, jolla kielimallit voivat te-

hostaa kielellistä prosessointiaan.

Transformer-arkkitehtuurin keskiössä on sen kyky korostaa tärkeimpiä osia tekstistä ”self-

attention-mekanismin” avulla. Tämä erottaa transformerit aiemmista malleista, kuten rekur-

renteista neuroverkoista, jotka käsittelevät tietoa lineaarisesti. Vaswani ja työryhmä (Vaswani

ym. 2017) kuvailevat, kuinka tämä mekanismi mahdollistaa tekstikokonaisuuksien syvälli-

semmän ymmärtämisen.

Toisaalta, ennakoivat mallit kuten GPT oppivat ennustamaan seuraavia sanoja tai lauseita

suurista tekstikokoelmista. Radford ja hänen tiiminsä (Radford ym. 2019) ovat osoittaneet,

kuinka tällainen ennustava mallintaminen syventää käsitystämme kieliopillisista ja semant-

tisista rakenteista.

Suurten kielimallien oppimisprosessi perustuu myös suurten datamäärien hyödyntämiseen.

Niin kutsuttu ”unsupervised learning” eli valvomaton oppiminen, jossa mallit prosessoivat

valtavia määriä merkitsemätöntä tekstiä, on osoittautunut tehokkaaksi tavaksi kehittää mal-

leja, jotka ymmärtävät ja tuottavat ihmiskieltä autenttisesti (Devlin ym. 2018). Tämä mene-

telmä mahdollistaa mallien kehittämisen, jotka eivät vain toista sanoja ja fraaseja, vaan myös
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ymmärtävät niiden merkityksen laajemmassa kontekstissa.

4.3 Kielimallien tehokas koulutus ja koulutusdatan laadun tärkeys

Kielimallien tehokkuus kielen prosessoinnissa ja tuottamisessa pohjautuu niiden koulutuk-

seen, joka tapahtuu laajojen ja monimuotoisten tekstiaineistojen avulla. Mallien jatkuva al-

tistuminen erilaisille datamassoille mahdollistaa niiden sopeutumisen kielellisiin rakentei-

siin ja niiden sisältämiin merkityksiin. Tämä oppimisprosessi on erittäin tärkeä, kun tavoit-

teena on kehittää malleja, jotka kykenevät hallitsemaan kielen moninaisuutta ja monimut-

kaisuutta. Viimeaikaisissa tutkimuksissa, kuten Xie et al. (2023) on todettu, että tarkoin va-

littu koulutusdata on avainasemassa sekä yleiskäyttöisten että erikoistuneiden kielimallien,

kuten GPT:n, tehokkuudessa. Heidän tutkimuksensa korostaa painotetun uudelleenotannan

(importance resampling) merkitystä datan valinnassa, mikä on osoittautunut hyödylliseksi

lähestymistavaksi tekstidatan monimuotoisen tilan hallinnassa (Xie ym. 2023). Painotettu

uudelleenotanta tarkoittaa tilastollista menetelmää, jossa datan osia arvostetaan eri tavoin

näytteenoton yhteydessä, antaen lisäpainoarvoa tietyille datan osille niiden merkityksen tai

harvinaisuuden perusteella, mikä edistää kielimallin kykyä oppia ja sopeutua kielellisiin eri-

tyispiirteisiin ja monimuotoisuuteen.

Koulutusdatan laadun ja monimuotoisuuden rooli on erityisen merkittävä. Tutkijat kuten Ho-

vy ja Spruit ovat painottaneet monipuolisen datan merkitystä ennakkoluulojen vähentämises-

sä ja mallien yleistettävyyden parantamisessa. Heidän mukaansa on tärkeää sisällyttää kou-

lutusaineistoon eri kielimuotoja ja -variantteja, jotta voidaan edustaa kielen moninaisuutta ja

vähentää kulttuurista vinoutumista (Hovy ja Spruit 2016).

Lisäksi, kielimallien eettinen ja vastuullinen käyttö on noussut keskeiseksi huolenaiheek-

si. Tutkijat Bender ja kollegat ovat ehdottaneet, että kielimallien koulutuksessa tulisi ottaa

huomioon eri kulttuurien ja kielten erityispiirteet, sekä kehittää eettisiä ohjeistuksia mallien

käyttöön. Tällaiset toimet ovat välttämättömiä, jotta voidaan varmistaa mallien tuottaman

tiedon oikeudenmukaisuus ja luotettavuus (Bender ym. 2021).

Kokonaisuudessaan kielimallien koulutus ja koulutusdatan monimuotoisuus ovat olennaisia

tekijöitä mallien tehokkuudessa ja oikeudenmukaisuudessa. Jatkuvasti kehittyvät menetel-
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mät ja eettiset puitteet muovaavat tekoälyn tulevaisuutta, mikä avaa uusia mahdollisuuksia ja

haasteita kielenkäsittelyn saralla.

4.4 Ymmärryksen rajallisuus ja haasteet

Vaikka kielimallit ovat kehittyneet huomattavasti viime vuosina, niiden ymmärryksen rajal-

lisuus on edelleen merkittävä haaste. Mallit voivat simuloida ymmärrystä tuottamalla ko-

herenttia ja kontekstuaalisesti sopivaa tekstiä, mutta ne eivät kykene ihmisen kaltaiseen ab-

straktiin ajatteluun, tunteiden ymmärtämiseen tai syvälliseen kontekstuaaliseen analyysiin.

Linzen (2022) tuo esiin, että vaikka nykyaikaiset kielimallit pystyvät suoriutumaan moni-

mutkaisista kieliopillisista tehtävistä, ne eivät vielä kykene täysin ymmärtämään kielen sy-

vällisempiä merkityksiä ja monimutkaisia ihmisen kommunikaation muotoja (Linzen 2020).

Kielimallit ja ihmisaivot toimivat eri tavoin. Kielimallit voivat käsitellä paljon tietoa saman-

aikaisesti, mutta ihmisten keskittyminen on rajallisempaa ja valikoivampaa. Tämä ero vai-

kuttaa siihen, miten hyvin kielimallit pystyvät jäljittelemään ihmisen kielenkäsittelyä. Tutki-

mukset ovat myös paljastaneet, että kielenkäsittely ihmisaivoissa riippuu tietyistä kieliopilli-

sista rakenteista. Tämän tiedon hyödyntäminen voi auttaa meitä kehittämään tehokkaampia

kielimalleja (Kuribayashi ym. 2022).
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5 Ymmärryksen määrittely tekoälyssä

Tässä osiossa syvennytään ”aitoon ymmärtämiseen” tekoälyssä ja siihen, kuinka tämä käsite

eroaa ihmisen kognitiivisesta prosessista. Tarkastelun kohteena ovat Turingin testin ja Drey-

fusin veljesten näkemykset tekoälyn rajoituksista ymmärryksessä. Keskitymme myös ny-

kyaikaisten kielimallien kykyyn prosessoida kieltä, vertaillen tätä ihmisen kielelliseen ym-

märrykseen ja pohtien, miten tilastollinen analyysi vaikuttaa näiden mallien toimintaan ja

rajoituksiin.

5.1 Mitä on ”aito ymmärtäminen”?

”Aito ymmärtäminen” tekoälyn yhteydessä herättää laajaa keskustelua ja pohdintaa. Tämä

käsite, joka ihmisille luontaisesti sisältää kyvyn reflektoida ja olla tietoinen oppimastaan,

muodostuu tekoälyn kohdalla moniulotteisemmaksi haasteeksi. Alan Turingin esittelemä

Turingin testi on klassinen esimerkki yrityksestä arvioida tekoälyn kykyä jäljitellä ihmisen

älykkyyttä niin taidokkaasti, että ihmisen on vaikea erottaa sitä toisesta ihmisestä. Tämä testi

avaa merkittäviä näkökulmia tekoälyn kykyihin, mutta se ei kuitenkaan ota kantaa koneiden

todelliseen tietoisuuteen tai syvempään ymmärrykseen (Turing 1950). Täydentäen tätä aja-

tusta, Dreyfus ja Dreyfus (1987) ovat esittäneet näkemyksen, että aito ymmärtäminen sisältää

elementtejä, kuten intuitiota ja kokemuspohjaista tietämystä, jotka ovat tekoälylle saavutta-

mattomia ominaisuuksia. Heidän mukaansa tekoäly, vaikka se kykenee prosessoimaan tietoa

ja suorittamaan monimutkaisia tehtäviä, ei voi saavuttaa ihmismielen tasoista ymmärrystä

ilman subjektiivista kokemusta ja tietoisuutta (Dreyfus ja Dreyfus 1987).

Tekoälyn tutkimuksessa on keskeistä ymmärtää ihmisen kognition moninaisuus. Teokset

(Kahneman 2011) ja (Kahneman, Sibony ja Sunstein 2021), tarjoavat arvokkaita näkökul-

mia tähän monimuotoisuuteen. Kahneman erottaa ihmisen ajattelun kahteen järjestelmään:

nopeaan, intuitiiviseen ajatteluun ja hitaaseen, loogiseen päättelyyn. Tämä jaottelu auttaa

ymmärtämään tekoälyn rajoituksia ja mahdollisuuksia. Esimerkiksi neuroverkkomallit, jot-

ka tuottavat nopeasti todennäköisiä vastauksia, vastaavat jossain määrin ihmisen intuitiivista

ajattelua. Kuten ihmiset, myös nämä mallit voivat tuottaa virheellisiä tuloksia ja ovat alttiita
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kognitiivisille vinoumille. Tämä korostaa, että tekoälyn kyky matkia ihmisen ajattelua ei ai-

na merkitse samanlaista tiedon prosessointia tai ymmärrystä. Ihmisen kyky syvälliseen poh-

dintaan ja kokonaisvaltaiseen ymmärrykseen on monimuotoinen ja vaikeasti saavutettavissa

oleva ominaisuus tekoälylle.

Lisäksi on tärkeää huomioida, että ihmisen kognitio ei ole täysin ymmärretty eikä helpos-

ti mallinnettavissa. Tämä monimutkaisuus luo haasteita tekoälyn kehittämiselle pyrittäessä

saavuttamaan syvempi ja aito ymmärryksen taso.

5.2 Miten tekoäly ymmärtää kieltä?

Kun keskustelemme tekoälyn kyvystä ymmärtää kieltä, on ensiarvoisen tärkeää tunnistaa,

että tässä yhteydessä käytetty ”ymmärtäminen” poikkeaa huomattavasti siitä, miten me ih-

miset ymmärrämme kieltä. Syväoppimisen merkitys kielimallinnuksessa on ollut keskeinen

aiemmissa keskusteluissani, mutta on tärkeää muistaa, että ennen syväoppimisen aikakautta

tekoälyn kehityksessä olivat vahvasti läsnä semanttiset verkot ja symboliset lähestymistavat.

Russell ja Norvig (2020) ovat nostaneet esille, kuinka nämä varhaisemmat mallit pyrkivät

matkimaan inhimillisen kielen ymmärtämisen logiikkaa ja rakenteita, vaikka ne eivät pääs-

seetkään käsiksi syväoppimisen myötä saavutettavaan monimutkaisuuden ja kielirakenteiden

syvälliseen hahmottamiseen.

Lisäksi, vaikka nykyajan kielimallit kykenevät tuottamaan tekstiä, joka vaikuttaa vaikuttaval-

ta ja vastaamaan moniin monimutkaisiin kysymyksiin, ne perustuvat pääasiassa tilastolliseen

analyysiin ja eivät todellisuudessa ”ymmärrä” kieltä samalla tavoin kuin ihmiset. Nämä mal-

lit ovat alttiita virheille ja voivat antaa harhaanjohtavia vastauksia, erityisesti kohdatessaan

epätavallisia tai uusia tilanteita. Marcus (2018) on korostanut, että vaikka tekoälyn kyky kie-

lenkäsittelyssä on edennyt pitkälle, sen ymmärrys kielen ja kontekstin suhteen on edelleen

varsin rajallista. Tämä ymmärrys nojaa suurilta osin käytettävissä olevan datan määrään ja

siihen, miten tämä data on tilastollisesti prosessoitu.
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6 Yhteenveto

Tutkielmassa käsitellään suurten kielimallien, kuten GPT:n, kielen ymmärtämisen kykyä se-

kä niiden kielen tuottamisen ja ymmärtämisen mahdollistavia mekanismeja ja rakenteita.

Tässä yhteenvedossa analysoidaan, onko näiden mallien kielen ymmärtäminen todellista vai

ainoastaan vaikutelman luomista, ja tarkastellaan niiden keskeisiä toimintaperiaatteita.

Tutkielmassa tarkastellaan suurten kielimallien kielen tuottamisen ja ymmärtämisen keskei-

siä mekanismeja ja rakenteita. Keskeisenä elementtinä tässä on syväoppimisen ja erityisesti

transformer-arkkitehtuurin rooli. Transformer-mallien ”self-attention-mekanismi” korostuu,

sillä se mahdollistaa olennaisten tekstielementtien erottelun ja syvällisen ymmärtämisen. Li-

säksi ennakoivat mallit, kuten GPT-sarjan mallit, oppivat ennustamaan seuraavia sanoja tai

lauseita laajoista tekstiaineistoista, syventäen ymmärrystämme kieliopillisista ja semanttisis-

ta rakenteista.

Lopuksi tutkielmassa käsitellään, missä määrin suurten kielimallien ymmärrys on vain vai-

kutelman luomista ja missä määrin sitä voidaan pitää ”aitona” ymmärtämisenä. Vaikka nämä

mallit pystyvät tuottamaan koherenttia ja kontekstuaalisesti relevanttia tekstiä, niiden kyvyt

eivät ole verrattavissa ihmismielen syvälliseen kielen ymmärtämiseen ja abstraktiin pohdin-

taan. Mallien tuottama ”ymmärrys” perustuu pääasiassa datan tilastolliseen analyysiin ja pro-

sessointiin, eikä niin paljon syvälliseen kontekstuaaliseen analyysiin. Tämän vuoksi, vaikka

suuret kielimallit kykenevät luomaan vakuuttavan vaikutelman kielen ymmärtämisestä, nii-

den todellinen ymmärryskyky on rajoitettu. Ne eivät kykene ihmisen kaltaiseen abstraktiin

ajatteluun tai tunteiden ymmärtämiseen. Vaikka suuret kielimallit ovat kehittyneet tuotta-

maan tekstiä, joka antaa vaikutuksen ymmärtämisestä, niiden kyky ymmärtää kieltä ”aidos-

ti” on edelleen rajoittunutta.
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