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Tiivistelmä:

Tutkimuksen taustalla on pyrkimys selvittää selitettävän tekoälyn (XAI) vaikutusta laadun-

valvontaan ja tuotannon suunnitteluun valmistavassa teollisuudessa. Tutkimus tunnisti teki-

jöitä, jotka vaikuttavat XAI:n toteutuksen tehokkuuteen ja sen mahdollisiin hyötyihin. Nämä

tekijät puoltavat sitä, että XAI-menetelmien käyttöönotto teollisuudessa voi parantaa laatua

ja tuotannon suunnitteluprosesseja tarjoamalla reaaliaikaista data-analyysiä ja päätöksente-

koa.

Erityisesti XAI:n on osoitettu lisäävän tehokkuutta, vähentävän virheitä ja epäjohdonmukai-

suuksia, parantavan tuotteiden laatua ja tehostavan toimitusketjun hallintaa, mikä vähentää

tuotantokustannuksia ja lisää yleistä tehokkuutta. XAI:n tehokkuuteen vaikuttavia tekijöi-

tä valmistavan teollisuuden laadunvalvonta- ja tuotannonsuunnitteluprosesseissa ovat tiedon

saatavuus, valmistusprosessin monimutkaisuus, tehokkuus ja automaatiotaso.

Näiden havaintojen perusteella voidaan päätellä, että XAI:n käyttöönotto valmistavassa teol-

lisuudessa voi tuottaa merkittäviä etuja, jotka ylittävät siihen liittyvät riskit, mikäli riskit

tunnistetaan ja niitä hallitaan tehokkaasti. Käyttötarkoitukseen optimoidut ratkaisut voivat

helpottaa XAI:n onnistunutta käyttöönottoa valmistavan teollisuuden prosesseissa.
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Avainsanat: Selitettävä tekoäly (XAI), valmistava teollisuus, systemaattinen kirjallisuuskat-

saus, hyödyt, riskit, parhaat käytännöt, tapaustutkimukset, koneoppiminen, syväoppiminen,

optimointi, päätöksenteko

Abstract: This research aims to investigate the impact of explainable artificial intelligence

(XAI) on quality control and production planning in the manufacturing industry. Through a

systematic literature review, the study identified the factors that affect the efficiency of XAI

implementation and its potential benefits. The literature review suggests that introducing

XAI methods in the manufacturing industry can improve quality and production planning

processes by providing real-time data analysis and decision support. Specifically, XAI has

been shown to increase efficiency, reduce errors and inconsistencies, improve product quali-

ty, and enhance supply chain management, thereby reducing production costs and increasing

overall efficiency. Factors affecting the effectiveness of XAI in manufacturing industry qua-

lity control and production planning processes include the availability of information, the

complexities of the manufacturing process, efficiency, and level of automation.

Based on these findings, it can be concluded that XAI implementation in the manufacturing

industry can result in significant benefits that exceed the associated risks, provided that the

risks are identified and managed effectively. Solutions optimized for the intended use can

facilitate the successful implementation of XAI in manufacturing industry processes.

Keywords: Explainable artificial intelligence (XAI), manufacturing industry, systematic lit-

erature review, benefits, risks, best practises, case studies, machine learning, deep learning,

optimization, decision making
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Termiluettelo

Black-box mallit Musta-laatikko malli, (Black-box model) on koneoppimismal-

lin tyyppi, jossa sisäiset työskentely- ja päätöksentekoprosessit

eivät ole käyttäjän käytettävissä tai näkyvissä. Tämä tarkoittaa,

että mallin käyttäytymistä ei voida helposti ymmärtää tai tul-

kita, jolloin on vaikea tunnistaa mahdollisia virhepäätelmiä tai

selittää näiden päätösten taustalla olevia syitä. Black-box mal-

lien läpinäkyvyyden puute voi asettaa haasteita niiden käytölle

tietyissä sovelluksissa, kuten sellaisissa, jotka edellyttävät vas-

tuullisuutta tai tulkintaa (Bishop 2006).

Glass-box mallit Lasi-laatikko malli (Glass-box model) koneoppimismallin tyyp-

pi, jonka sisäiset työskentely- ja päätöksentekoprosessit ovat

läpinäkyviä, mikä helpottaa mallin käyttäytymisen ymmärtä-

mistä sekä mahdollisten mallin käyttäytymisen vääristymien

tunnistamista (Bishop 2006).

Ihminen silmukassa Ihminen silmukassa (Human-In-The-Loop, HITL) liittyy las-

kentamalliin, jossa ihmiset ja tekoälyjärjestelmät työskentele-

vät yhdessä jonkin tietyn tehtävän suorittamiseksi. Yleensä ih-

misen ohjaa prosessia, antaa palautetta ja hallitsee tilannetta

tarvittaessa. Silmukassa kone oppii ihmisen palautteesta ja ih-

minen koneen tuottamista tuloksista (Veleso, Nanni ja Lippiel-

lo 2017).

Konenäkö Konenäkö (Machine Vision), myös tietokonenäkö, tarkoittaa

tietokonelähtöistä kykyä tulkita, analysoida ja ymmärtää visu-

aalista tietoa ympäröivästä maailmasta. Tämä sisältää kuvien

ja videoiden käsittelyn ja analysoinnin sekä päätösten tai en-

nusteiden tekemisen tuotetun analyysin perusteella (Forsyth ja

Ponce 2003).

Koneoppiminen Koneoppiminen (Machine learning, ML) on tekoälyn alasuun-

ta, joka keskittyy rakentamaan algoritmejä ja tilastollisia mal-
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leja, jotka voivat parantaa tarkkuuttaan suorittaessaan tiettyä

tehtävää kokemusperäisen oppimisen kautta, ilman asiaan eri-

koistunutta ohjelmointia (Bishop 2006).

Laadunvalvonta Laadunvalvonta on prosessi, jota organisaatiot käyttävät var-

mistaakseen, että tuotetut tuotteet tai palvelut täyttävät halu-

tut laatustandardit. Siihen kuuluu mm. raaka-aineiden laadun,

tuotantoprosessin ja valmiin tuotteen tarkastus (Juran ja Gryna

1988).

Läpinäkyvä tekoäly Läpinäkyvä tekoäly (Transparent AI) on tekoälyjärjestelmän

tyyppi, missä päätöksentekoprosessit ja niihin liittyvöt algorit-

mit ovat helposti ihmisten tulkittavissa (Mitchell 2019).

Neuroverkot Neuroverkot (Neural Networks) ovat algoritmien luokka, jo-

ka ovat saaneet vaikutteita ihmisaivojen rakenteesta ja toimin-

nasta. Ne koostuvat useista kerroksista toisiinsa kytkettyjä sol-

muja, jotka prosessoivat ja muuntavat syöttötiedot tuottamaan

saantitietoa. Jokainen solmu suorittaa syötteelleen yksinkertai-

sen laskutoimituksen ja tulos välitetään seuraavan kerroksen

solmuille. Neuroverkkoja voidaan käyttää sekä ohjattuihin et-

tä ohjaamattomiin oppimistehtäviin (LeCun, Bengio ja Hinton

2015).

Post-hoc selitteet Post-hoc-selitteet (post-hoc-explanations) viittaa prosessiin, jos-

sa selitetään koneoppimismallin tuloksia tai päätöksiä sen jäl-

keen, kun malli on jo koulutettu ja sovellettu. Post-hoc-selitteet

voivat antaa käsityksen mallin sisäisestä toiminnasta, mukaan

lukien sen, mitkä ominaisuudet ovat tärkeimmässä asemassa

tietyn ennusteen tekemisessä tai miksi tietty päätös tehtiin (C.

Molnar 2019).

Päätöspuut Päätöspuu (decision tree) on puurakenteinen päätöksien malli,

jossa jokainen puun sisäinen solmu esittää attribuutille suori-

tettua testiä ja jokainen haara testin lopputulosta. Lehtisolmu

taas esittää kaikkien attribuuttien laskennan jälkeistä päätöstä
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(class label) (Duda ja Hart 2000).

Reaaliaikainen data-analyysi Reaaliaikainen data-analyysi tarkoittaa prosessia, jossa dataa

analysoidaan sitä mukaan, kun sitä tuotetaan. Tämän tyyppisiä

analyysejä käytetään tilanteissa, joissa täytyy tehdä välittömiä,

dataan perustuvia päätöksiä (Sallam ym. 2019).

Satunnaiset metsät Satunnainen metsät (Random Forests) ovat valvottuja oppimi-

salgoritmeja, jotka yhdistävät useita päätöspuita tarkemman ja

kestävämmän mallin luomiseksi. Algoritmit valitsevat satun-

naisesti datan ja ominaisuuksien osajoukot kunkin päätöspuun

kouluttamiseksi ja kokoavat sitten ennusteet kaikista puista lo-

pullisen ennusteen luomiseksi (Breiman 2001).

SHAP SHAP (SHapley Additive ExPlanations) on menetelmä koneop-

pimismallien yksittäisten ennusteiden selittämiseen. Koneop-

pimisen yhteydessä SHAP-arvot tarjoavat tavan kvantifioida

kunkin syöteominaisuuden merkityksen mallin saantotietoon,

tietyssä ennusteessa (Lundberg ja Lee 2017).

Tukivektorikoneet Tukivektorikoneet (Support Vector Machines, SVMs) ovat val-

vottuja oppimisalgoritmeja, joita voidaan käyttää luokittelu-

tai regressiotehtäviin. Tukivektorikoneet yrittävät löytää par-

haan hypertason, joka erottaa datapisteet eri luokkiin ja mak-

simoi samalla luokkien välisen marginaalin. Algoritmi käyt-

tää ydinfunktiota datan muuntamiseen korkeampiulotteiseen

tilaan, jossa hypertaso on helppo tunnistaa. (Cortes ja Vapnik

1995).

Tulkittavuus Tulkittavuus tarkoittaa tasoa, jolla ihminen on kykenevä ym-

märtämään syitä tekoälyjärjestelmän päätöksen takana (Doshi-

Velez ja Kim 2017a).

Tulkittavuus malli-tasolla Tulkittavuus malli-tasolla viittaa kykyyn ymmärtää, kuinka mal-

li toimii kokonaisuudessaan, sen sijaan, että ymmerrättäisiin

vain päätökset, joita malli tuottaa liittyen yksittäisiin ilmenty-

miin (instances). Mallin oletettavuus vastaa tasoa, jolla ihmi-
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nen ymmärtää mallin tuottamia syyseuraussuhteita ja päätök-

siä (Ribeiro, Singh ja Guestrin 2016).

Vastuullinen tekoäly Vastuullinen tekoäly (accountable AI) viittaa tekoälyn muo-

toon, joka on vastuullinen ja läpinäkyvä päätöksenteossaan, ja

joka kantaa vastuun päätöstensä seurauksista. Sen avulla voi-

daan edistää eettistä ja vastuullista käyttöä tekoälyjärjestelmis-

sä (Løken ja Bültmann 2021).

XAI XAI (Explainable Artificial Intelligence) on tekoälyn osa-alue,

jonka tavoitteena on luoda malleja, jotka ovat läpinäkyviä ja

ihmisen tulkittavissa. Sen avulla voidaan edistää luottamusta

ja parantaa päätöksentekoa (Molnar 2019).
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1 Johdanto

Tekoäly (AI) ja koneoppiminen (ML) muuttavat monia toimialoja, kuten valmistavaa teol-

lisuutta, tarjoamalla tarkkoja päätöksiä ja ennusteita päätöksiä vaativille prosesseille. Mo-

nien tekoälyjärjestelmien kohdalla käyttäjän voi olla kuitenkin vaikea ymmärtää järjestel-

män tuottamien päätösten ja ennusteiden taustalla olevia perusteluja. Tästä seuraten monet

tekoälyjärjestelmät mielletään "mustiksi laatikoiksi". Tämä läpinäkyvyyden ja tulkittavuu-

den puute on johtanut kasvavaan huoleen älykkäiden järjestelmien vastuullisuudesta. Erityi-

sesti tilanteissa, joissa niiden päätöksillä on merkittävä vaikutus yksilöihin tai yhteisöihin.

Näiden ongelmien ratkaisemiseksi Explainable Artificial Intelligence (XAI) pyrkii kehittä-

mään tekoälyjärjestelmiä, jotka eivät ainoastaan tee tarkkoja ennusteita, vaan tarjoavat myös

ymmärrettäviä, läpinäkyviä selityksiä tärkeille päätöksille ja ennustuksille.

Sovellusalueen kirjallisuudesta on löydettävissä kattavasti tietoa XAI-sovellusten tapaustut-

kimuksista. Näihin esimerkkeihin tukeutuen, tässä työssä käydään systemaattisesti läpi, mil-

lä tavoin järjestelmien läpinäkyvyys vaikuttaa valmistavan teollisuuden laadunvalvontaan ja

tuotannon suunnitteluun. Pyrkimyksenä tuottaa perusteellinen käsitys riskeistä, rajoituksista

ja onnistuneen käyttöönoton mahdollistamista suotuisista kehitykuluista.

Tämän saavuttamiseksi tarkastellaan selitettävyyden tärkeyttä teollisessa tuotannossa ja pe-

rinteisten "black-box"AI -järjestelmien asettamia haasteita. Ajatuksesta pääsemme etsimään

ratkaisuja, tutkimalla XAI:n kykyjä tarjota tulkittavia selityksiä ja parantaa valmistavan teol-

lisuuden päätöksentekoprosesseja. Lopuksi, luodaan katsaus XAI:n käyttöönoton rajoituk-

sista ja käytännön haasteista todellisissa tuotantoympäristöissä.
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2 Black-box AI:n haasteet valmistusprosesseissa

Jotta voitaisiin pohtia AI:n ja sen alakentän XAI:n roolia valmistavassa teollisuudessa, luo-

daan ensin hahmotelma siihen liittyvän toiminnaohjauksen pääsuunnista, joita XAI:n avulla

pyritään parantamaan. Tässä luvussa käsittelemme black-box AI:n haasteita valmistavassa

teollisuudessa. Aluksi annamme yleiskuvan tekoälyn käytöstä toiminnanohjauksessa. Tä-

män jälkeen tarkastelemme black-box tekoälyn käsitettä ja sen haasteita. Esittelemme myös

useita esimerkkejä sen epäonnistumisista valmistavassa teollisuudessa. Lopuksi pohdimme

mahdollisia ratkaisuja näihin haasteisiin.

2.1 Valmistavan teollisuuden toiminnanohjauksesta

Ennakoiva ylläpito ja prosessien optimointi ovat kaksi valmistavan teollisuuden kriittistä toi-

minnanohjauksen näkökantaa (Y. Li ym. 2020). Ennakoiva huoltaminen, joka on ennakoivan

ylläpidon muoto, käyttää sensoreista ja muista lähteistä saatuja tietoja ennustaakseen, milloin

laite todennäköisesti vikaantuu.

Saatujen tietojen perusteella voidaan ryhtyä ennaltaehkäiseviin toimenpiteisiin tuotannon

keskeytysten ehkäisemiseksi tai minimoimiseksi. Koneoppimiseen perustuvia lähestymis-

tapoja on ehdotettu valmistavan teollisuuden ennakoivaan ylläpitoon (X. Liu ym. 2021).

Prosessin optimointi puolestaan sisältää tuotantoprosessien analysoinnin tehottomuuden, "pul-

lonkaulojen"ja parannusmahdollisuuksien tunnistamiseksi. Koneoppimistekniikoiden avulla

voidaan tunnistaa tällaiset tehottomuudet ja pullonkaulat (X. Liu ym. 2021; Guo, Wang ja

Dong 2021). Prosessin optimointi voi auttaa parantamaan tuotannon tehokkuutta ja alenta-

maan kustannuksia tunnistamalla ja ratkaisemalla tällaiset ongelmat.

2.2 Yleiskatsaus tekoälyyn valmistavassa teollisuudessa

Tekoälyn käyttö teollisuudessa on kasvanut merkittävästi viime vuosina. Grand View Re-

searchin raportin (Research 2021) mukaan maailmanlaajuisen tekoälyn teollisuuden markki-

noiden koon arvoksi arvioitiin 1,18 miljardia dollaria vuonna 2020. Sen ennustetaan kasva-
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van 31,2 prosentin yhdistetyllä vuosikasvulla ja saavuttavan 18,82 miljardia dollaria vuoteen

2028 mennessä.

Yksi merkittävimmistä tekoälyn sovelluksista valmistusprosesseissa on ennakoiva ylläpito.

Ennakoiva ylläpito käyttää koneoppimisalgoritmeja laitetietojen analysointiin ja huollon tar-

peiden ennustamiseen. Tämä lähestymistapa voi vähentää tuotantokatkoksia, sekä huolto-

kustannuksia ja lisätä laitteiden luotettavuutta ja tehokkuutta. Kuitenkin, koska koneoppimi-

salgoritmit usein toimivat monimutkaisesti ja käyttävät suurta määrää dataa, on mahdollista,

että koneoppimisalgoritmin lopullinen toiminta voi olla vaikeaa tai mahdotonta ennustaa ja

ymmärtää. Tekoäly siis toimii Black-box-mallin mukaisesti (Zhao ym. 2021). AI:n läpynäky-

vyyden puute ilmenee myös yleiseksikin miellettävällä tasolla, mm. prosessin valvonnassa.

Kun tekoäly alkaa tunnistaa poikkeamia, sen toiminta voi olla myös silloin monimutkaista ja

vaikeaa ymmärtää, varsinkin jos se käyttää syvällisiä oppimismenetelmiä (García-Sánchez

ym. 2021).

Konenäkö on toinen AI-tekniikka, jota käytetään laajalti valmistuksessa. Sen avulla valmis-

tajat voivat tarkastaa tuotteet ja havaita viat suurella tarkkuudella, mikä vähentää ihmisläh-

töisten tarkastustoimien tarvetta. Tämä tekniikka on erityisen hyödyllinen aloilla, kuten auto-

ja elektroniikkateollisuudessa, joilla laadunvalvonta on kriittistä (Z. Li ym. 2020).

Kuitenkin, on tärkeää huomata, että tekoäly koostuu monista eri tekniikoista, kuten jo maini-

tuista koneoppimisesta ja konenäöstä, mutta myös esimerkiksi luonnollisen kielen käsittelys-

tä ja äänentunnistuksesta. Tekoälyn käyttö valmistavassa teollisuudessa voi tarkoittaa hyvien

erilaisiakin yhdistelmien ja ratkaisujen kokonaisuuksia, eikä siten ole aina yksiselitteistä.
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2.3 Mikä on "Black-box"AI ja mitkä ovat sen haasteet valmistavassa

teollisuudessa?

Black-box AI viittaa tekoälyjärjestelmän tyyppiin, jossa sisäiset toiminnot eivät ole läpinä-

kyviä tai tulkittavissa ihmisille. Toisin sanoen järjestelmä tekee päätöksiä monimutkaisten

algoritmien perusteella, joita on vaikea tai mahdoton ymmärtää ilman erikoisosaamista tai

työkaluja. Tämä läpinäkyvyyden puute asettaa useita haasteita valmistusteollisuudessa, jos-

sa tekoälyä käytetään yhä enemmän tuotantoprosessien, laadunvalvonnan ja toimitusketjun

hallinnan optimointiin (Y. Liu ym. 2021; Arif ym. 2021).

Yksi Black-box tekoälyn suurimmista haasteista on vaikeus selittää, miten tietty päätös teh-

tiin. Tämä tulkittavuuden puute voi olla ongelmallista tilanteissa, joissa ihmisten on ymmär-

rettävä tekoälyjärjestelmän tekemän päätöksen perustelut. Jos tekoälyjärjestelmä esimerkik-

si havaitsee vian tuotteessa, ihmisen voi olla vaikea ymmärtää, miksi järjestelmä merkitsi

kyseisen vian ongelmalliseksi (Yang ja Kim 2020).

Asiaa voidaan havainnollistaa tekolymallien selitettävyyteen pyrkivien SHAP-kuvaajien kaut-

ta. Menetelmän toimintaa osoitetaan soveltamalla sitä scikit-learn-kirjaston (Cournapeau ja

contributors 2021) Black-box AI:n mukaisiin päätöspuu ja satunnainen-metsä malleihin, jot-

ka ovat koulutettu teräslevyjen valmistukseen liittyvien vikojen osajoukolla (Lichman 2013).

Koulutetut mallit esitetään SHAP-kuvaajiksi hyödyntäen Matplotlib-piirtokirjaston (Lund-

berg ja Erion 2021) SHAP-työkalua.

SHAP-kaavioiden pisteet, ts. jokainen tietopiste kuvaa tietojoukon yksittäistä instanssia, jon-

ka sijainti horisontaalisesti akseliin nähden osoittaa, kuinka paljon kyseiseen pisteeseen liit-

tyvä arvo poikkeaa tietojoukon ominaisuuden keskiarvosta. Piste, joka on pystyakselin oi-

kealla puolella, vaikuttaa positiivisesti mallin ennusteeseen, kun taas tietopiste akselin va-

semmalla puolella, vaikuttaa negatiivisesti. Pisteiden sijainti vertikaalisesti taas edustaa koh-

teen vaikutuksen suuruutta, magnitudia.

Tietojoukon ominaisuudet, kuten "X perimeter", on järjestetty tärkeysjärjestykseen siten,

että tärkein ominaisuus on vasemmalla ja vähiten tärkeä oikealla. Pisteiden värin merki-

tys puolestaan on kuvastaa vastaavan ominaisuuden arvoa kyseiselle testijoukon esiintymäl-
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le. Sininen edustaa kohteen alhaisia arvoja ja punainen korkeita arvoja, esimerkiksi "Pixel

Areas"ominaisuuden kohdalla sininen piste osoittaisi pientä pikselialuetta vastaavassa testi-

joukon esiintymässä, kun taas punainen piste osoittaisi suurta pikselialuetta.

Kuvio 1. Black-box tekoälyn päätöspuu-malli, esitettynä SHAP-yhteenvetokaaviona.

Kuvio 2. Black-box tekoälyn satunnaisen metsän malli SHAP-yhteenvetokaaviona.

5



Kuviot osaltaan todentavat läpinäkyvyyden ja tulkittavuuden merkitystä. Huomataan, että

suurella tietojoukolla, yksinkertaisempikin päätöspuu-malli voi tuottaa monimutkaisia enti-

teettejä, joissa syötetietojen merkitys korostuu. Verrattaessa keskenään satunnaisen metsän-

ja päätöspuu-mallin pistejoukkojen vaakasuuntaisia etäisyyksiä niitä vastaavien ominaisuuk-

sien pysty-akseleihin, nähdään, että satunnaisen metsän mallin pistejoukot ovat tiiviimpiä.

Lisäksi, on tärkeää havaita, että myös vaihteluvälin osoittava asteikko on lyhyempi satunnai-

sen metsän kohdalla.

Tämä tarkoittaa, että samalla tietojoukolla se tuottaa tarkemman mallin, mutta niin tehdes-

sään toteuttaa huomattavasti monimutkaisempia algoritmeja ja käyttää satunnaisuutta. Lop-

putuloksen kannalta olennaisten laskutoimituksien ja tehtävien päätöksien määrä siis kasvaa.

Näin ollen käyttäjällä ei ole suotuisia lähtökohtia käsittää, kuinka malli toimii, tai miten se

tekee päätöksiä.

Toinen "mustan laatikon"tekoälyn haaste on mahdollisuus erehdyksiin tai virheisiin päätök-

sentekoprosessissa. Koska ihmiset eivät voi helposti ymmärtää järjestelmän käyttämiä al-

goritmeja, voi olla vaikeaa havaita ja korjata mahdollisia erheitä tai virheitä. Tämä voi olla

erityisen ongelmallista tuotannonaloilla, joissa pienillä virheillä tai harhoilla voi olla merkit-

täviä seurauksia laadunvalvontaan ja tuotannon tehokkuuteen (Arif ym. 2021).

Lisäksi black-box AI voi vaikeuttaa valmistajien säännösten ja standardien noudattamista.

Esimerkiksi aloilla, joilla jäljitettävyys on kriittistä, kuten elintarvike- ja lääketeollisuudessa,

black-box AI voi vaikeuttaa tuotteiden alkuperän jäljittämistä ja mahdollisten turvallisuuson-

gelmien tunnistamista. Tämä läpinäkyvyyden puute voi myös vaikeuttaa sen varmistamista,

että tekoälyjärjestelmät noudattavat eettisiä ohjeita ja periaatteita, kuten oikeudenmukaisuut-

ta ja syrjimättömyyttä (Van Wynsberghe, Robbins ja Sullins 2020).

Kaiken kaikkiaan vaikka black box AI voi tarjota merkittäviä etuja tehokkuuden paranta-

misessa ja valmistusprosessien optimoinnissa, sen läpinäkyvyyden ja tulkittavuuden puu-

te asettaa alalle merkittäviä haasteita. Näihin haasteisiin vastaamiseksi tarvitaan enemmän

avoimuutta ja selitettävyyttä tekoälyjärjestelmissä sekä kehittää uusia standardeja ja mää-

räyksiä, joilla voidaan varmistaa, että tekoälyä käytetään eettisesti ja vastuullisesti.
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2.4 Esimerkkejä black-box tekoälyn epäonnistumisista

Vaikka tekoäly tarjoaa monia potentiaalisia hyötyjä, black-box mallien läpinäkymättömyys

on johtanut useisiin suuriin epäonnistumisiin eri aloilla (Kirkpatrick ym. 2018). Valmistavas-

sa teollisuudessa Black-box AI:n virheillä voi olla vakavia seurauksia, kuten turvallisuusris-

kejä, laatuvirheitä ja tuotantokatkoksia (IEEE Global Initiative for Ethical Considerations in

Artificial Intelligence and Autonomous Systems 2016).

Eräs esimerkki Black-box AI:n epäonnistumisesta valmistavassa teollisuudessa liittyy Boein-

gin 737 MAX lentokoneen tapaukseen. Vuosina 2018 ja 2019 mainitulle lentokonetyypille

tapahtui kaksi kohtalokasta lento-onnettomuutta. Syynä oli viallinen lennonohjausjärjestel-

mä, nimeltään "Maneuvering Characteristics Augmentation System", MCAS (IEEE Glo-

bal Initiative for Ethical Considerations in Artificial Intelligence and Autonomous Systems

2016). MCAS-järjestelmä luotti sensoridataan ja black-box algoritmi hallitsi lentokoneen

nousua tämän datan perusteella. MCAS-järjestelmästä löydettiin kuitenkin suunnitteluvir-

he, joka aiheutti järjestelmän vastaanottaa virheellistä dataa, vain yhdeltä sensorilta mikä

aiheutti lentoturmat. Tapaus nostatti huolta liittyen black-box AI:n käyttöön osana korkean

merkityksen järjestelmiä, ilman asianmukaista läpinäkyvyyttä.

Toisena esimerkkinä mainiten tapaus liittyen Teslan valmistamaan Model S -sedaniin. Vuon-

na 2016 Model S:n kuolettava kolari johtui ajoneuvon Autopilot-järjestelmästä, joka käytti

black-box-algoritmia ajoneuvon ohjaukseen. Algoritmi hallitsi ohjauksen osa-alueita, kuten

renkaiden kääntämistä, ajoneuvon kiihtyvyyttä ja jarrutusta (IEEE Global Initiative for Et-

hical Considerations in Artificial Intelligence and Autonomous Systems 2016). Kolari tapah-

tui, kun Autopilot ei havainnut valkoista kuorma-autoa, joka oli ajoneuvoon nähden asemoi-

tuna kirkkasta taivasta vasten. Models S törmäsi kuorma-autoon, tappaen kuljettajan. Tapaus

korosti black-box AI:n rajoituksia monimutkaisten ja odottamattomien tilanteiden havaitse-

misessa, sekä autonomisten järjestelmien vastuullisuuteen liittyviä eettisiä ja juridisia kysy-

myksiä.

Nämä esimerkit havainnollistavat potentiaalisia riskejä, jotka voivat aiheutua liiasta luot-

tamisesta black-box tekoälyyn. Erityisesti korostuu black-box AI:n oikeellisen toiminnan

syvä riippuvuus relaatiossa oleviin järjestelmiin, päteviin syötetietoihin ja muihin vaikutta-
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viin tekijöihin. Tapausten kohdalla, ei siis ole oikein määrittää päävastuuta yksiomaan AI-

järjestelmille, mutta järjestelmät epäonnistuivat tulkitsemaan virheellistä tietoa. Toisaalta,

asia voidaan nähdä myös algoritmien koulutuksen puutteena, mikä on asia, jonka tunnista-

mista black-box-mallin mukainen toiminta ei mahdollista. Esimerkit korostavat myös synty-

nyttä tarvetta entistä läpinäkyvämmille ja tulkittavammille AI-malleille (Wachter, Mittelstadt

ja Russell 2019).
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3 XAI:n edut tuotannon suunnittelussa ja

laadunvalvonnassa

Tässä luvussa käsitellään selitettävää tekoälyä ja sen etuja tuotannon suunnittelussa ja laa-

dunvalvonnassa. Aluksi määritellään selitettävää tekoälyä, seuraten, tulkitsemme sen etu-

ja verrattuna perinteiseen tekoälyyn, kuten parantunutta läpinäkyvyyttä, luotettavuutta sekä

säännösten ja standardien mukaisuutta. Luvun lopussa käydään läpi XAI:n sisällyttämistä

tuotannon prosesseihin ja esitetään tapaustutkimuksia onnistuneen sisällytyksen tueksi.

3.1 Mitä on selitettävä tekoäly?

Explainable Artificial Intelligence (XAI) on tekoälyn (AI) haara, jonka tavoitteena on teh-

dä tekoälymalleista ja päätöksentekoprosesseista läpinäkyvämpiä ja ymmärrettävämpiä ih-

misille. XAI on erityisen tärkeä aloilla, kuten terveydenhuolto, rahoitus ja valmistus, joissa

tekoälymallien tarkkuus ja tulkittavuus ovat ratkaisevan tärkeitä (Miller 2018).

XAI:n tarve johtuu monien tekoälymallien "mustan laatikon"ongelmasta, mikä tekee vai-

keaksi ymmärtää, miten tietty päätös tehtiin, tai havaita ja korjata mallissa olevia virheitä tai

harhoja. XAI-tekniikat pyrkivät ratkaisemaan tämän ongelman tarjoamalla selityksiä tekoä-

lypäätöksille, mikä voi auttaa rakentamaan luottamusta ja vastuullisuutta, parantamaan pää-

töksentekoa ja helpottamaan ihmisen ja tekoälyn yhteistyötä (Doshi-Velez ja Kim 2017b).

XAI kattaa laajan valikoiman tekniikoita, mukaan lukien malliagnostiset menetelmät, kuten

LIME (Local Interpretable Model-Agnostic Explanations) ja SHAP. Tarkemmin kuvaten,

nämä ovat koneoppimisen tulkintatekniikoita, jotka luovat paikallisesti tarkkoja, sekä yksin-

kertaisia malleja selittämään monimutkaisten tekoälyjärjetelmien ennusteita. Lisäksi yleisiä

ovat mallikohtaiset menetelmät, kuten päätöspuut ja sääntöpohjaiset järjestelmät (Samek,

Wiegand ja Muller 2017). Näitä tekniikoita voidaan käyttää selitysten luomiseen eri tark-

kuustasoilla yksittäisistä ennusteista globaaliin mallin käyttäytymiseen.

Vaikka XAI on vielä suhteellisen uusi ala, kiinnostus XAI-tekniikoita kohtaan on kasvanut

viime vuosina, mistä on osoituksena XAI:hen liittyvien tutkimuspapereiden ja konferenssien
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kasvava määrä (Arrieta ym. 2020). XAI:lla on potentiaalia alentaa tekoälyn käyttöönoton

kynnystä ja tehdä tekoälystä luotettavampi monissa sovelluksissa, mukaan lukien valmistava

teollisuus, missä se voi parantaa laadunvalvontaa, vian havaitsemista ja ennakoivaa ylläpitoa

(Yang ym. 2020).

3.2 XAI:n edut perinteiseen tekoälyyn verrattuna

Yksi XAI:n tärkeimmistä eduista on parantunut läpinäkyvyys ja tulkittavuus. Toisin kuin pe-

rinteinen tekoäly, joka toimii "mustana laatikkona"eikä anna tietoa päätöksentekoprosesseis-

ta, XAI tuottaa malleja, jotka ovat läpinäkyviä ja tulkittavia, jolloin ihmiset voivat ymmär-

tää, kuinka malli tekee päätöksiään (Hofmann ja Tichy 2020). Huomataan, että XAI toteuttaa

läpinäkyvämpää glass-box toimintamallia, minkä ansiosta valmistajat voivat tunnistaa mah-

dolliset vääristymät tiedoissa ja algoritmeissa ja tehdä tarvittavat muutokset päätöksenteko-

prosessien oikeudenmukaisuuden ja tarkkuuden varmistamiseksi.

Toinen XAI:n etu on lisääntynyt luottamus. Kyky ymmärtää ja tulkita tekoälyn päätöksen-

tekoprosesseja lisää luottamusta teknologiaan, mikä on välttämätöntä sen laajalle käyttöö-

notolle valmistuksessa. Kun valmistajat voivat luottaa tekoälymalleihin, he voivat tehdä var-

mempia päätöksiä, parantaa tuotteiden laatua ja alentaa kustannuksia (B. Liu ym. 2021).

XAI voi myös auttaa valmistajia toimimaan määräyksien ja standardien mukaisesti. Tervey-

denhuollon ja rahoituksen kaltaisilla aloilla, joilla tekoälyn päätöksillä voi olla merkittäviä

seurauksia, säädökset edellyttävät, että päätöksentekoprosessit ovat läpinäkyviä ja tulkittavia

(Molnar 2019). XAI voi auttaa valmistajia noudattamaan näitä säännöksiä ja standardeja ja

välttämään mahdollisia oikeudellisia ja eettisiä ongelmia.

3.3 XAI:n sisällyttämisestä tuotannon prosesseihin

Selitettävän tekoälyn (XAI) käyttöönotto valmistusprosesseissa sisältää joukon vaiheita sen

tehokkuuden ja tarkkuuden varmistamiseksi. Yleensä ensimmäisenä toteutetaan on tiedon-

keruu ja valmistelevat toimet, joihin kuuluu olennaisten tietolähteiden tunnistaminen ja tie-

tojen kerääminen analysoitavaksi sopivassa muodossa. Tiedot on esikäsiteltävä epäjohdon-
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mukaisuuksien, virheiden tai puuttuvien arvojen poistamiseksi, sekä tietojen laadun varmis-

tamiseksi. Tämä on ratkaisevan tärkeää, koska XAI-mallin tarkkuus ja tehokkuus riippuvat

tietojen laadusta (Chui, Manyika ja Miremadi 2018).

Seuraava vaihe on valita sopiva XAI-malli ja harjoitella sitä käyttämällä valmisteltujen tie-

tojen osajoukkoa. Saatavilla on useita XAI-malleja, mukaan lukien päätöspuut, satunnaiset

metsät, tukivektorikoneet ja neuroverkot. Mallin valinta riippuu valmistusprosessin erityis-

vaatimuksista ja saatavilla olevan tiedon tyypistä. Malli tulee validoida käyttämällä toista

tietojen osajoukkoa sen varmistamiseksi, että se yleistyy hyvin uusiin tietoihin (Gunning

2017).

Kun XAI-malli on kehitetty ja varmennettu, se voidaan integroida valmistusprosessiin kehit-

tämällä käyttöliittymä, joka näyttää mallin tulokset ja selitykset reaaliajassa, tai integroimal-

la malli olemassa oleviin ohjausjärjestelmiin (Doshi-Velez ja Kim 2017b). Viimeinen vaihe

on arvioida XAI-mallin suorituskykyä ja seurata sen suorituskykyä ajan myötä. Tämä voi

sisältää XAI-mallin suorituskyvyn vertaamisen olemassa oleviin malleihin tai käyttäjätutki-

musten suorittamiseen mallin antamien selitysten tehokkuuden arvioimiseksi. Suorituskyky-

mittareita, kuten tarkkuus ja muistaminen, tulee seurata säännöllisesti sen varmistamiseksi,

että XAI-malli toimii odotetulla tavalla (Carvalho, Souza ja Gomes 2019).
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4 XAI:n käyttöönoton rajoitukset ja käytännön haasteet

tuotannon prosesseissa

Tämä luku käsittelee XAI:n käyttöönoton rajoituksia ja käytännön haasteita tuotannon pro-

sesseissa. Luvussa tarkastellaan erityyppisiä prosesseja, joissa XAI:n käyttöönotolle voi il-

metä merkittäviä vaikeuksia.

4.1 Laajan vaihtelun prosessit

XAI-järjestelmät luottavat suuriin tietokokonaisuuksiin tehdäkseen tarkkoja ennusteita ja

päätöksiä. Hyvin vaihtelevat prosessit, kuten kemian- ja lääketeollisuuden prosessit, voivat

olla XAI-järjestelmille haastavia oppia, mikä johtaa epätarkkoihin ennusteisiin (Zhou, Liu ja

Yu 2020). Tällaisissa tapauksissa perinteiset tilastolliset menetelmät voivat olla sopivampia

kuin XAI.

4.2 Erittäin monimutkaiset, suuren tieto -ja työmäärän prosessit

Myös XAI-järjestelmillä voi olla vaikeuksia ymmärtää monimutkaisia prosesseja, joissa on

useita vuorovaikutuksessa olevia tekijöitä. Esimerkiksi ilmailuteollisuudessa lentokoneen

useiden komponenttien ja järjestelmien välinen monimutkainen vuorovaikutus voi olla vai-

kea toteuttaa XAI-mallissa (Chen, Zhou ja Li 2021). Tällaisissa tapauksissa tarkkojen en-

nusteiden ja päätösten tekemiseen voidaan tarvita alan tietoa ja ihmisten asiantuntemusta.

4.3 Prosessit, joihin liittyy kriittisiä turvallisuustekijöitä

Valmistusprosesseissa, joihin liittyy kriittisiä turvallisuustekijöitä, kuten ydin- tai kemian-

teollisuudessa, virheiden tai epäonnistumisten seuraukset voivat olla vakavia. Näin ollen,

yksi keskeisistä haasteista on tarve varmistaa, että XAI-järjestelmät ovat tarkkoja ja luotetta-

via. Tämä edellyttää XAI-mallien huolellista validointia ja todentamista, mikä voi olla aikaa

ja resursseja vievää (Lee ja Kwon 2020). Tällaisissa tapauksissa perinteiset, avoimemmat
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sääntöpohjaiset järjestelmät voivat olla tarkoituksenmukaisempia.

4.4 Eettisten näkökohtien prosessit

Joissakin valmistusprosesseissa eettiset näkökohdat voivat olla ensiarvoisen tärkeitä. Esi-

merkiksi elintarvike- ja maatalousteollisuudessa XAI:n käyttö eläinten hoitoon tai torjunta-

aineiden käyttöön liittyvän päätöksenteon automatisoimiseen saattaa herättää eettisiä huole-

naiheita (Han ja Taylor 2020). Tällaisissa tapauksissa saattaa olla perusteltua luottaa ihmisen

harkintaan ja asiantuntemukseen eettisten periaatteiden ja ohjeiden ohjaamana.

4.5 Prosessit, joissa tietojen saatavuus on rajoitettu

XAI-järjestelmät vaativat suuria määriä korkealaatuista dataa tarkkojen ennusteiden ja pää-

tösten tekemiseen. Valmistusprosesseissa, joissa tietoa on niukasti tai vaikea saada, kuten

kehittyvillä tai erikoistuneilla teollisuudenaloilla, XAI ei ehkä ole paras lähestymistapa (Wei

ym. 2020). Vastaavissa tapauksissa perinteiset tilastomenetelmät tai sääntöihin perustuvat

järjestelmät voivat olla sopivampia.
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5 Näkemyksiä ja parhaita käytäntöjä valmistavan

teollisuuden XAI-sovellusten tapaustutkimuksista

Tapaustutkimuksista on tullut yhä suositumpi työkalu XAI:n sovellusten tutkimiseen valmis-

tavassa teollisuudessa. Tutkimalla todellisia esimerkkejä XAI:n toteutuksista, tutkijat voivat

saada arvokkaita näkemyksiä tämän kehittyvän teknologian eduista, haasteista ja parhais-

ta käytännöistä. Tässä luvussa keskustelemme tapaustutkimusten arvosta XAI:n tukemissa

valmistusprosesseissa ja tutkimme joitain aiemmista tutkimuksista nousseita avainteemoja.

5.1 Johdatus tapaustutkimuksiin ja niiden arvo XAI:n tukemissa val-

mistusprosesseissa

Yksi tapaustutkimusten tärkeimmistä eduista on niiden kyky tarjota yksityiskohtainen ja ku-

vaava käsitys ympäristöstä, jossa XAI:ta toteutetaan (Gandomi ja Haider 2015). Tarkastele-

malla konkreettisia käyttötapauksia, tutkijat ja alan ammattilaiset voivat saada tietoa erilai-

siin valmistusprosesseihin liittyvistä ainutlaatuisista haasteista ja mahdollisuuksista (Kusiak

ja Verma 2018). Esimerkiksi tapaustutkimus XAI:n toteutuksesta puolijohdevalmistuslaitok-

sessa saattaa paljastaa, että tekniikka on erityisen tehokas optimoimaan koneiden huoltoai-

katauluja, kun taas tapaustutkimus elintarviketeollisuudessa saattaa korostaa selitettävyyden

ja läpinäkyvyyden merkitystä päätöksenteossa.

Sen lisäksi, että tapaustutkimukset antavat oivalluksia XAI-toteutuksen erityiseen konteks-

tiin, ne voivat myös auttaa tunnistamaan laajempia malleja ja teemoja, jotka ulottuvat usei-

siin käyttötapauksiin (Yadav ja Srinivasan 2021). Esimerkiksi useiden tapaustutkimusten tar-

kastelu saattaa paljastaa, että onnistunut XAI-käyttöönotto edellyttää vahvaa yhteistyötä da-

tatieteilijöiden, toimialueen asiantuntijoiden ja loppukäyttäjien välillä, tai sen, että tehokas

viestintä ja koulutus ovat ratkaisevan tärkeitä käyttäjien omaksumisen ja sisäänoston varmis-

tamiseksi (Kusiak ja Verma 2018).

Taustutkimukset voivat myös toimia inspiraation ja motivaation lähteenä organisaatioille,

jotka harkitsevat XAI:n käyttöönottoa. Antamalla konkreettisia esimerkkejä XAI:han liit-

14



tyvistä eduista ja sijoitetun pääoman tuottoprosentista, tapaustutkimukset voivat edesauttaa

rakentamaan liiketoimintaa (Gandomi ja Haider 2015).

5.2 Katsaus tunnettuihin tapaustutkimuksiin, ongelmien kuvauksiaa,

toteutettuja ratkaisuja ja saavutettuja tuloksia

Viime vuosina on tehty lukuisia tapaustutkimuksia XAI:n soveltamisesta valmistusteolli-

suudessa. Nämä tutkimukset tarjoavat arvokasta tietoa valmistajien kohtaamista erityison-

gelmista, XAI:n avulla toteutetuista ratkaisuista ja saavutetuista tuloksista. Tässä alaluvussa

käymme läpi joitakin merkittävimmistä tapaustutkimuksista, korostaen ongelman kuvauksia,

toteutettuja ratkaisuja ja niistä saatavia etuja.

5.2.1 Ennakoiva ylläpito

Yksi lupaavimmista XAI:n sovelluksista valmistusteollisuudessa on ennakoiva ylläpito, jos-

sa käytetään dataa ja koneoppimisalgoritmeja laitteiden vikojen ennustamiseen ennen niiden

ilmenemistä (Wang ym. 2020). General Electricin tekemässä tapaustutkimuksessa XAI:ta

käytettiin ennustamaan kaasuturbiinien jäljellä oleva käyttöikä, sensoreista kerättyjen reaa-

liaikaisten tietojen perusteella (Rodr’ıguez ym. 2018). XAI-järjestelmä pystyi havaitsemaan

poikkeamat tiedoissa ja ennustamaan vikoja jopa 30 päivää etukäteen, mikä mahdollisti huol-

lon ennakoivan ajoituksen ja lyhensi tuotantokatkoja jopa 20 prosenttia.

5.2.2 Laadunvalvonta

XAI:ta voidaan käyttää myös valmistusprosessin laadunvalvontaan. Siemensin tekemässä ta-

paustutkimuksessa XAI:ta käytettiin parantamaan yhtiön Saksan tehtaalla tuotetun teräksen

laatua (Wunderlich ym. 2019). XAI-järjestelmä analysoi sensoreista ja kameroista saatu-

ja tietoja teräksen vikojen havaitsemiseksi, ja tulokset näytettiin kojelautaan, jonka avulla

käyttäjät saattoivat ryhtyä korjaaviin toimiin reaaliajassa. Tämän seurauksena vikojen määrä

väheni 20 prosenttia ja tuotantonopeus nousi 5 prosenttia.
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5.2.3 Prosessin optimointi

AI on osoittautunut arvokkaaksi työkaluksi valmistusprosessien optimoinnissa. Esimerkiksi

Zhengin uutta selitettävissä olevaa tekoälymallia käytettiin älykkään valmistuksen tuotan-

non ajoituksen optimointiin. Malli analysoi reaaliajassa sensoreista ja koneista saatuja tieto-

ja optimaalisten asetusten määrittämiseksi tuotantoparametreille, kuten tuotantonopeudelle,

koneiden asennusajoille ja huoltoaikatauluille. XAI-järjestelmä pystyi antamaan suosituksia

tuotannon ajoittamisesta, mikä paransi tuotannon yleistä tehokkuutta ja lyhensi seisokkeja

(Zheng ym. 2021). Tämä tapaustutkimus osoittaa XAI:n mahdollisuudet optimoida valmis-

tusprosesseja ja parantaa yleistä tuottavuutta.

5.2.4 Toimitusketjun hallinta

XAI:ta voidaan käyttää myös valmistusteollisuuden toimitusketjun hallintaan. Boschin te-

kemässä tapaustutkimuksessa XAI:ta käytettiin optimoimaan tavaroiden toimitus varastojen

ja tuotantolaitosten välillä (Hentze, Wieker ja Rettkowski 2020). XAI-järjestelmä analysoi

GPS-seurantalaitteiden ja liikenneantureiden tiedot ennakoidakseen toimitusajat ja tunnis-

taakseen optimaaliset reitit. Tämän seurauksena toimitusajat lyhenivät 15 prosenttia ja kul-

jetuskustannukset 10 prosenttia.

Nämä tapaustutkimukset osoittavat XAI:n potentiaalin valmistusteollisuudessa ja hyödyt,

joita voidaan saavuttaa XAI-ratkaisujen käyttöönotolla. Ennakoimalla laitevikoja, paranta-

malla laadunvalvontaa, optimoimalla prosesseja ja hallitsemalla toimitusketjuja, XAI voi

auttaa valmistajia vähentämään tuotantokatkoja, parantamaan tehokkuutta ja lisäämään kan-

nattavuutta.

5.3 Keskustelua parhaista käytännöistä ja tapaustutkimuksista saaduis-

ta kokemuksista

Tapaustutkimusten tarkastelun kautta voimme tunnistaa joitain parhaita käytäntöjä ja op-

peja XAI:n soveltamisesta valmistusteollisuudessa. Yksi tärkeimmistä XAI:n menestyksen

tekijöistä valmistavassa teollisuudessa on tiedon laatu ja saatavuus. Kuten tapaustutkimuk-
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set ovat osoittaneet, XAI luottaa suuresti tietoihin ennakoidakseen laitevikoja, parantaakseen

laadunvalvontaa, optimoidakseen prosesseja, sekä hallitakseen toimitusketjuja. Siksi on erit-

täin tärkeää varmistaa, että tiedot ovat tarkkoja, jopa täydellisiä ja helposti saatavilla (L. Liu

ym. 2019). Tämä edellyttää vankkaa tiedonkeruu- ja hallintajärjestelmää sekä työympäristön

kulttuuria, joka arvostaa datalähtöistä päätöksentekoa.

Toinen kriittinen tekijä XAI:n menestykselle valmistavassa teollisuudessa on läpinäkyvyys

ja tulkittavuus. XAI-järjestelmät tulee suunnitella antamaan selkeät selitykset päätöksistään,

erityisesti tapauksissa, joissa näillä päätöksillä voi olla merkittäviä vaikutuksia valmistuspro-

sessiin (Patel ym. 2019). Tämä ei ainoastaan auta rakentamaan luottamusta järjestelmään,

vaan myös antaa käyttäjien ymmärtää ongelmien perimmäiset syyt ja ryhtyä korjaaviin toi-

miin.

XAI:n onnistunut käyttöönotto valmistusteollisuudessa edellyttää myös yhteistyötä ja inte-

graatiota eri tiimien ja osastojen välillä. Esimerkiksi ennakoivien ylläpitojärjestelmien käyt-

töönotto saattaa edellyttää tiivistä yhteistyötä ylläpitotiimin, käyttötiimin ja data-analytiikkatiimin

välillä (Gondzio ja Małachowski 2018). Vastaavasti toimitusketjun hallintajärjestelmien käyt-

töönotto saattaa edellyttää yhteistyötä logistiikkatiimin, hankintatiimin ja data-analytiikkatiimin

välillä.

Lopuksi, XAI osana valmistavaa teollisuutta tulisi nähdä jatkuvan kehityskulun prosessina.

XAI-järjestelmien käyttöönoton yhteydessä olisi hyödyllistä toteuttaa säännöllistä seurantaa

ja arviointia, parannettavien alueiden tunnistamiseksi (Gandomi ja Haider 2015). Tämä edel-

lyttää jatkuvan oppimisen ja parantamisen kulttuuria, sekä halukkuutta mukauttaa ja kehittää

XAI-järjestelmiä tarpeen mukaan.
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6 Tulevaisuuden suunnat ja vaikutukset XAI:lle

valmistavassa teollisuudessa

Tässä luvussa tarkastellaan XAI:n tulevia suuntauksia ja vaikutuksia valmistavassa teollisuu-

dessa. Näiksi luetaan XAI-teknologioiden kehitysaskeleet ja niiden mahdolliset vaikutukset,

eettiset näkökohdat ja laajalle levinneen käyttöönoton sosiaaliset vaikutukset. Lisäksi kä-

sitellään organisaation valmiudet ja muutoksenhallintastrategiat, sekä mahdolliset riskit ja

ideat riskien vähentämiseksi.

6.1 Kehitysaskelia XAI-teknologioissa ja niiden mahdolliset vaikutuk-

set

Valmistusteollisuudessa on käynnissä merkittävä muutos XAI-teknologioiden kehityksen

myötä, ja on tärkeää ymmärtää niiden mahdolliset vaikutukset toimialaan. Yksi merkittä-

vistä XAI-teknologioiden kehityksestä on syväoppimisalgoritmien lisääntyvä käyttö. Syvä-

oppiminen on koneoppimisen tyyppi, joka mallintaa ja ratkaisee monimutkaisia ongelmia

keinotekoisten hermoverkkojen avulla (Goodfellow, Bengio ja Courville 2016). Syväoppi-

misen käyttö XAI:ssa voi parantaa ennakoivaa ylläpitoa ja laadunvalvontaa, optimoida tuo-

tantoprosesseja ja virtaviivaistaa toimitusketjun hallintaa (Xin Liu ym. 2019).

Toinen tärkeä kehitys XAI:ssa on luonnollisen kielen käsittelyn (Natural Language Proces-

sing, NLP) ja ihmisen ja tietokoneen välisen vuorovaikutuksen (Human-Computer Interac-

tion, HCI) tekniikoiden integrointi. Näiden tekniikoiden avulla käyttäjät voivat olla vuoro-

vaikutuksessa XAI-järjestelmien kanssa luonnollisella kielellä, mikä helpottaa koneoppimi-

salgoritmien tulosten ymmärtämistä ja tulkitsemista (Patel ja Mohapatra 2019).

Kasvava riippuvuus XAI-teknologioista herättää kuitenkin myös huolta mahdollisista vaiku-

tuksista työllisyyteen. Kun koneet pystyvät paremmin suorittamaan monimutkaisia tehtäviä,

on olemassa vaara, että jotkut työnkuvat voivat vanhentua tai tulla tarpeettomiksi (Brynjolfs-

son ja McAfee 2014). Siksi on ratkaisevan tärkeää pohtia, kuinka XAI-teknologiat voidaan

integroida olemassa oleviin valmistusprosesseihin samalla, kun varmistetaan, että työntekijät
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eivät jää jälkeen.

Tämän huolen ratkaisemiseksi jotkut tutkijat ehdottavat, että XAI-teknologioiden kehittämi-

sessä tulisi keskittyä ihmisten kykyjen lisäämiseen sen sijaan, että niitä korvattaisiin. Tämä

lähestymistapa, joka tunnetaan nimellä ihmiskeskeinen tekoäly, korostaa ihmisten ja konei-

den välistä yhteistyötä parempien tulosten saavuttamiseksi (Horvitz ym. 2019). Yhdistämällä

inhimillinen osaaminen XAI-teknologioihin, valmistusyritykset voivat luoda uusia työtehtä-

viä ja taitovaatimuksia, jotka parantavat heidän työvoimansa kykyjä.

6.2 XAI:n laajan käyttöönoton eettiset näkökohdat ja yhteiskunnalliset

vaikutukset valmistavassa teollisuudessa

XAI-teknologioiden laaja omaksuminen valmistusteollisuudessa tuo mukanaan useita eet-

tisiä näkökohtia ja mahdollisia sosiaalisia vaikutuksia. Tekoälyjärjestelmien kehittyessä on

tärkeää ottaa huomioon niiden käytön vaikutukset ja varmistaa, että niitä kehitetään ja toteu-

tetaan eettisesti ja vastuullisesti.

Eräs olennainen näkökanta liittyy puolueellisuuden ehkäisemiseen. Koneoppimisalgoritmit

käyttävät suuria tietojoukkoja malliensa kouluttamisessa ja jos nämä tietojoukot ovat jol-

lain tavalla vinoutuneet, myös tuloksena olevat mallit ovat puolueellisia (Barocas, Hardt ja

Narayanan 2018). XAI:n etu black-box tekoälyyn on tarjota mahdollisuus puolueellisen toi-

minnan havaitsemiseen. Ihmislähtöisestä ajattelumallista puolueellisuus voisi tarkoittaa esi-

merkiksi mallin kouluttamista perustuen tietyn tasakoosteisen ihmisryhmän piirteisiin, joten

mallin uudelleenkäyttö yleisesti jollekin toisella ihmisjoukolle voisi olla kyseenalaista.

XAI:n laajalla käyttöönotolla valmistavassa teollisuudessa voi myös olla merkittäviä sosiaa-

lisia vaikutuksia. Esimerkiksi robottien ja muiden automatisoitujen järjestelmien lisääntyvä

käyttö voi johtaa työpaikkojen menetykseen tietyillä teollisuuden aloilla (Brynjolfsson ja

McAfee 2014). Tällä voi olla erityisen merkittävä vaikutus matalaa ammattitaitoa vaativien

virkojen työntekijöihin, joille kouluttautuminen uudelleen korkeampaa ammattitaitoa vaati-

viin tehtäviin voi olla haasteellista. Samalla XAI-teknologioiden avulla saavutettava tehok-

kuuden ja tuottavuuden kasvu voi luoda uusia työmahdollisuuksia myös muilla teollisuuden

aloilla.
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Sidosryhmien, kuten työntekijöiden, yritysten ja yhteiskunnan, on selviydyttävä mahdolli-

sista haasteista ja mahdollisuuksista, joita XAI:n laaja käyttöönotto valmistavassa teollisuu-

dessa aiheuttaa. Työntekijöille tämä voi tarkoittaa uusien taitojen kehittämistä ja sopeutu-

mista työpaikan muutoksiin. Yritysten on pohdittava, miten XAI-teknologiaa voidaan par-

haiten integroida olemassa oleviin prosesseihinsa ja varmistaa, että niitä käytetään eettisesti

ja vastuullisesti. Yhteiskunnan on pohdittava XAI:n mahdollisia vaikutuksia työllisyyteen,

eriarvoisuuteen ja muihin sosiaalisiin kysymyksiin.

6.3 Organisaatioiden valmius ja muutoksenhallintastrategiat XAI:n käyt-

töönottamiseksi

Kun valmistusteollisuus jatkaa XAI:n käyttöönottoa, organisaatioiden valmiudet ja muutos-

ten hallinta tulevat yhä tärkeämmiksi onnistuneen toteutuksen varmistamiseksi. Organisaa-

tion valmiudella tarkoitetaan organisaation kykyä mukautua ja ottaa käyttöön uusia teknolo-

gioita, kuten XAI, minimoiden samalla toimintahäiriöt (Coghlan ym. 2021). Muutoshallin-

taan sisältyy systemaattinen lähestymistapa, jolla valmistetaan, tuetaan ja autetaan yksilöitä,

ryhmiä ja organisaatioita siirtymään onnistuneesti nykyisestä tilasta halutunlaiseen, tulevaan

tilaan (Hiatt 2018). Tässä osiossa tutkimme organisaation valmiuden ja muutoksenhallinnan

periaatteita XAI:n käyttöönoton yhteydessä valmistavassa teollisuudessa.

Organisaation valmius XAI:n käyttöönottamiseksi tuotannossa riippuu useista tekijöistä, ku-

ten organisaation kulttuurista, johtajuudesta, teknologiainfrastruktuurista ja työvoiman tai-

doista (Chauhan, Khurana ja Jain 2020). Sen varmistamiseksi, että organisaatio on valmis

XAI:n käyttöönottoon, on erittäin tärkeää ymmärtää nämä tekijät selkeästi ja korjata mah-

dolliset aukot organisaation valmiudessa (Coghlan ym. 2021).

Muutoksenhallintastrategiat voivat auttaa tuotanto-organisaatioita valmistautumaan XAI:n

käyttöönottoon lisäämällä tietoisuutta, luomalla kiireellisyyden tunnetta, kehittämällä visio-

ta ja viestimällä siitä, vahvistamalla muita ja luomalla lyhyen aikavälin tavoitteita (Hiatt

2018). Näillä strategioilla pyritään helpottamaan organisaation muutosta ottamalla sidosryh-

mät mukaan muutosprosessiin, tarjoamalla heille tarvittavat tiedot ja resurssit sekä vahvista-

malla heidän sitoutumistaan muutokseen (Coghlan ym. 2021).
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Muutoksenhallintastrategioita voidaan käyttää helpottamaan XAI:n käyttöönottoa kehittä-

mällä kattava toteutussuunnitelma, joka sisältää tavoitteet, aikataulut ja virstanpylväät (Hiatt

2018). Suunnitelman tulee sisältää myös riskienhallintastrategia mahdollisten riskien tunnis-

tamiseksi ja lieventämisstrategioiden kehittämiseksi niiden käsittelemiseksi (Coghlan ym. 2021).

Toimivan muutoksenhallintastrategian edellytyksenä on usein työvoiman uudelleenkoulutus

ja osaamisen parantaminen sen varmistamiseksi, että työntekijöillä on tarvittavat taidot työs-

kennellä XAI-tekniikoiden kanssa (Chauhan, Khurana ja Jain 2020). Tämä vaatii merkittä-

viä investointeja työntekijöiden koulutus- ja kehitysohjelmiin, mikä voi olla kallista ja aikaa

vievää.
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7 Johtopäätös ja yhteenveto

Tämä tutkielma keskittyi black-box AI:n toteuttamisen haasteisiin ja mahdollisuuksiin val-

mistavassa teollisuudessa. Työssä tutkittiin erityisesti selitettävän tekoälyn etuja tuotannon

suunnittelussa ja laadunvalvonnassa sekä XAI:n toteutuksen rajoituksia ja käytännön haas-

teita valmistusprosesseissa.

Tulokset viittaavat siihen, että vaikka black-box AI voi tuoda merkittäviä etuja valmistuk-

seen, se asettaa myös useita haasteita, joihin on puututtava. Näitä haasteita ovat muun muas-

sa avoimuuden ja tulkittavuuden puute, ennakkoluulojen ja syrjinnän riski, eettiset huolenai-

heet sekä tietojen saatavuuden ja laadun rajoitukset.

Näiden haasteiden voittamiseksi tutkielmassa ehdotettiin XAI:n käyttöönottoa, joka tarjo-

aa enemmän läpinäkyvyyttä, tulkittavuutta ja vastuullisuutta tekoälyjärjestelmissä. Tutkiel-

ma sisälsi myös tapaustutkimuksia onnistuneesta XAI:n toteutuksesta valmistusprosesseissa,

jotka osoittivat XAI:n arvon ennakoivassa kunnossapidossa, laadunhallinnassa, prosessien

optimoinnissa ja toimitusketjun hallinnassa.

Pohdittaessa XAI:n soveltuvuutta johonkin tiettyyn prosessiin, puoltaa tutkielma kaikkiaan

kokonaisvaltaista lähestymistapaa. Tämä malli huomioi tiedon laadun ja saatavuuden, läpi-

näkyvyyden ja tulkittavuuden, sekä yhteistyön, integraation sekä jatkuvan kehityksen merki-

tyksen. Edesauttaen varmentamaan tekoälyn täyden potentiaalin ymmärtämisen ja minimo-

maan samalla black-box AI:n riskit ja haasteet.
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