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1 Johdanto

Informaation ja valintojen mééré internetissd on valtava. Internetissi kéyttdjit kohtaavat jat-
kuvasti paitoksii siitd, minkilaista sisdltdod kulutetaan tai tuotteita ostetaan. Tdma valintojen
madrd kasvaa jatkuvasti kiithtyvilld tahdilla, mutta kdyttdjien kyky seuloa ja 10ytdd etsimédén-
sd informaatiota ei kasva samalla tahdilla. Internetin kiyttéjit ovatkin usein tilanteessa, jossa
informaation médridn kédsitteleminen on vaikeaa. On kehitetty erilaisia haku- ja suosittelu-
jarjestelmid auttamaan tdmén informaation seulonnassa. Suosittelujirjestelmat kéyttavit hy-
vikseen kdyttdjdn mieltymyksid ja vuorovaikutushistoriaa muodostaakseen sisédltoehdotuk-
sia. Ndiden jdrjestelmien tarkoituksena on esimerkiksi personoida sisdltod kayttdjille. Niilla
ehdotuksilla paatoksentekoa helpotetaan ja kdyttdjid suojellaan liialliselta valinnan maérél-
td. Ndiden jdrjestelmien toiminnassa on kuitenkin eroja. Huomaamatta suosittelujarjestelmét

voivatkin ohjata kiyttdjid valintojen tekemisessé ja tehdd ne jopa heidén puolestaan.

Kirjallisuuden perusteella suosittelujirjestelmit jaotellaan kolmeen ryhmédn. Nimi ovat
sisdltoperustainen menetelmi, yhteistoiminnallinen suodattaminen seki hybridimenetelma,
jossa ndma kaksi metodia yhdistetidin. Sisdltoperustaisessa menetelmissi ideana on muodos-
taa kdyttdjastd profiili, jonka perusteella tuotteita suositellaan. Yhteistoiminnallinen suodat-
taminen kerdd kiyttdjdjoukosta ominaisuuksia ja muodostaa ryhmid, joiden mukaan suosi-
tuksia luodaan. Kolmannessa menetelmissi yhdistetdin molempien menetelmien hyviid puo-

lia, jotta saataisiin luotua tarkempia suosituksia.

Tissi tekstissd suosittelujirjestelmilld tarkoitetaan sellaisia jirjestelmid, jotka kéyttdjan toi-
minnan tai aiemman toiminnan perusteella muodostavat personoituja suosituksia. Suosituk-
set voivat olla esimerkiksi mediasisiltod, uutisia tai tuotteita. Suosittelujirjestelmid yleensa
arvioidaan sen mukaan kuinka tarkkoja niiden tuottamat suositukset ovat. Kirjallisuuden pe-
rusteella vahemmélle huomiolle jdid kuinka suosittelujirjestelmit vaikuttavat kédyttdjan paa-
toksentekoprosessiin. Ensimmaisessid kappaleessa tarkastellaan suosittelujirjestelmid ylei-
selld tasolla, jonka jilkeen katsotaan tarkemmin minkilaisia menetelmié suosittelujirjestel-
mit kdyttivat. Lopuksi selvitetdédn, onko niilli jarjestelmilld vaikutusta kdyttdjan mieltymys-

ten muodostumiseen tai valintoihin.



2 Suosittelujirjestelmit sovelluksissa ja internetissa

Nykyéin ei voi olla tormédamittd suosituksiin. Suosituksia tulee kiyttédjille vastaan verkko-
kaupassa asioidessa esimerkiksi tuotteista, joita muut saman tuotteen ostajat ovat ostaneet
yhdessd kiyttdjin tarkasteleman tuotteen kanssa. Suosittelujdrjestelmin avulla kayttdjille
voidaan luoda tdsmillisempid mainoksia ja ehdotuksia. Kirjoittajien Pazzanin ja Billsuk-
sen (2007) mukaan tyypillinen skenaario suosittelujirjestelmélle onkin websovellus, joka
esittdd yhteenvedon tuotteista, joista kdyttdjd sitten valitsee haluamansa. Esimerkiksi uutissi-
vustot esittivit etusivulistauksen uutisotsikoista tai verkkokaupat esittivit yhteenvedon tuot-

teista tal mainoksista.

Siitd huolimatta, ettd verkkosivut ldhettivit tiedot HTML-kuvauskielelld, kiyttdjélle ndytet-
tavd verkkosivu on tyypillisesti luotu dynaamisesti (Pazzani ja Billsus [2007)). Taustalla on
yleisesti tietokanta, jonka avulla verkkosivuja luotaessa kayttdjille luodaan ja ndytetdén lista
tuotteista. Naytettdavii tietoa on enemmaén kuin verkkosivulle mahtuu ja tuotteista on valitta-
va vain osa. Suosittelujdrjestelmin avulla oleellinen tieto saadaan esille ja jarkevédn jérjes-
tykseen. J. Chenin ym. (2020) mukaan suosittelujdrjestelmét ovatkin tehokkain tapa lievittda

tiedon ylikuormitusta.

Seuraavaksi tarkastellaan tarkemmin suosittelujédrjestelmien kehitystd ja ominaispiirteitd. Ta-
min jidlkeen katsotaan minkélaisissa tilanteissa suosittelujirjestelmid kiytetiin, ja mitkd ovat

niiden tyypillisid kdyttokohteita.

2.1 Jarjestelmien kehitys ja tulevaisuus

Calero Valdezin, Zieflen ja Verbertin (2016) mukaan ensimmadinen suosittelujirjestelmi on
Tapestry. Tamai jarjestelmi kdytti hyvikseen yhteistoiminnallista suodattamista suositusten
antamiseen ja suodatti suuren madrin sahkoposteja. Tapestry sisilsi jarjestelmén, joka perus-
tui sdhkopostien merkitsemiseen ja myohemmin sidhkopostien suodattamiseen ndiden mu-

kaan. Suositusmenetelmii tarkastellaan tarkemmin luvussa 3l

Termid suosittelujirjestelmd (engl. recommender system) kéytettiin ensimméisen kerran 1997



kun Resnick ja Varian kirjoittivat artikkelin, jossa he kuvailivat suosittelujirjestelmien ole-
van enemmankin padtoksenteon tydkaluja kuin tiedonhaun tyokaluja (Calero Valdez, Ziefle
ja Verbert|2016). Tadmaén jéalkeen suosittelujirjestelmien kiytto ja tutkiminen on kiihtynyt ja

onkin tidnd pdivani kiinnostava aihe (Afsar, Crump ja Far|[2021).

Kuinka hakujirjestelmé sitten eroaa suosittelujirjestelmésti? Keyvanin ja Huangin (2022
mukaan hakujirjestelmin tehtdvi on ymmaértdd monimutkaisia luonnollisen kielen malleja
ja palauttaa paras vastaus sekunnin murto-osassa. He kertovat tiedonhaun olevan prosessi,
jossa haetaan ja palautetaan asianmukaisin tulos kdyttdjan antaman tiedon perusteella. Pe-
rinteiset suosittelujirjestelmit sen sijaan pyrkivit tarjoamaan palautetta kdyttdjin ja jirjes-
telmén vélisen vuorovaikutuksen perustella (Keyvan ja Huang 2022)). Hakujirjestelmén an-
tamat tulokset ovat aina tuotettu kiyttdjan syotteen perusteella, mutta suosittelujirjestelmén

tulokset muodostetaan erilaisten menetelmien kautta ja voivat olla alttiita virheille.

Verkkosivujen aikakaudella sisédltopohjaista suosittelujdrjestelmid kiytettiin menestyksek-
kddsti suosittelemaan verkkosivuja (Lops ym. 2019). Pian huomattiin, ettd pelkistddn si-
sdltoon perustuvalla suodattamisella on heikkouksia, kun tdmi jirjestelmi ei ota huomioon
tuotteiden laatua suositusprosessin aikana. Lops ym. (2019) esittidvit, ettd yhteistoiminnal-
linen suodattaminen yleisesti ottaen ottaa timén asian huomioon eksplisiittisen tuotearvion
avulla. Heiddn mukaansa sisaltoon perustuva jirjestelmé sen sijaan ottaa epdsuorasti huo-

mioon tuotteiden suosion implisiittiselld palauteskenaariolla.

Vuosikymmenten ajan on yritetty 10ytdd ennustustarkkuudessaan parasta suosittelumallia.
Ennusteen tarkkuuden vuoksi puhtaasti sisdltéon perustuvat menetelmét vaikuttivat jo van-
hentuneilta (Lops ym. 2019)). Niitd kéytettiinkin toisten jéarjestelmien tukemiseen niin sano-
tuissa kylmékiynnistdmistilanteissa. Viimevuosina onkin yleistyneet niin sanotut hybridijér-
jestelmit, jotka kykenevit kerddmaéén tietoa erilaisista uusista tietolidhteistd, kuten kdyttdjan
tuottamasta siséallostd. Namai jdrjestelmét pystyvit kerdaamiddn tietoa kdyttdjan tuottamasta
jatkuvasta virrasta ja tekeméén parempia suosituksia. Lopsin ym. (2019)) mukaan tulevaisuu-
dessa tullaan nidkemiin tutkimussuuntia metatietojen ja sivutietojen roolin selvittimiseksi

suositusjérjestelmissa.

Lopsin ym. (2019) mukaan sisédltéon perustuvia suosittelujarjestelmid on viime aikoina kay-



tetty my0s luonnollisten kielten késittelyssd (engl. natural language processing, NLP). Esi-
merkiksi sanaupotukset on koettu hyodyllisiksi ja ne ovat saaneet viime aikoina laajempaa
kiyttod sen jdlkeen, kun niiden huomattiin toimivan hyvin monessa luonnollisen kielen ki-
sittelyd vaativassa tehtdvissd. Zhangin, Lun ja Jinin (2021) mukaan suosittelujirjestelmat

ovat suuressa roolissa my0s digitaalisessa ddnijirjestelmissd kuten Siri ja Google home.

Viime vuosina on néhty kiinnostuksen kohdistuvan selitettivdin tekodlyyn (engl. explainable
artificial intelligence) monimutkaisen koneoppimisen kehityksen myotd (Lops ym. [2019).
Tami kiinnostus nikyy erityisesti terveydenhuollon osa-alueella, jossa vastuullisuus ja seli-

tettdvyys ovat tirkeitd ominaisuuksia.

Useita muitakin tekoédlyn sovelluksia on viimevuosina sovitettu suosittelujédrjestelmiin. Ta-
méin vuoksi suosittelujdrjestelmit ovat saaneet uuden aikakauden, kun voidaan luoda parem-
pia suhteita kéyttdjien ja tuotteiden vilille. Tekodlyyn perustuvat suositukset ovatkin osoit-
tautuneet paremmiksi kuin tavalliset suositusjirjestelmét (Zhang, Lu ja Jin 2021). Tdmén
lisidksi se mahdollistaa myds monimutkaisempien tietojen esittdmisen viestostd, rakenteesta

seki virtuaalisesta ja kontekstuaalisesta tiedosta.

Seuraavassa luvussa tarkastellaan, minkélaisia kidyttokohteita suosittelujirjestelmilld on.

2.2 Erilaisia kdayttokohteita

Suosittelujdrjestelmid kiytetddn laajasti verkkoalustoilla, jotta saataisiin kerdttyd kéyttdjan
mieltymykset ja kiinnostuksen kohteet. Nditd puolestaan kidytetddn luomaan tuote- ja pal-
velusuosituksia. Ndmi suositukset ovat tirkeitd tuomaan hyotyéd ja tuottoa pienelld riskilld
(Calero Valdez, Ziefle ja Verbert |2016). Sdhkoisen kaupankdynnin alalla suosittelujérjes-
telmét ovatkin osoittautuneet erittdin suosituiksi juuri hakemaan ja suosittelemaan kaikista

olennaisinta informaatiota tavaroista, tuotteista ja palveluista (Sharma, Shaikh ja Li[2021).

Yksi suuri kdyttokohde suosittelujdrjestelmille on verkossa sijaitseva sidhkoinen kaupan-
kédynti ja vdhittdismyynti (Sharma, Shaikh ja Li2021). Tallaisessa yhteydessd ndma jarjestel-
mit ovat tuomassa lisdarvoa yritykselle ja lisdtdkseen myyntid. Adomaviciuksen ym. 2013

mukaan 10-30 prosenttia verkkokaupan myynnistid voi olla suosittelujirjestelmén ansiota.



Hyvi suosittelujirjestelma voi lisdtd myos asiakkaiden luottamusta ja néin olla suuri etu kil-
pailijoihin verrattuna (Cosley ym. 2003). Lisdarvoa suosittelujirjestelmisti tulee, kun alustat
kuten Netflix tai YouTube voivat kerdtd suuren médrin tietoa kdyttdjien kaupankdynnisté ja
kayttdytymisestd ja luoda ndiden pohjalta assosiaatioita. Tdtd tietoa hyodyntamailld ne voivat
tarjota raatdloityja ohjelmia tai ostosuosituksia katsojille sekd asiakkaille. Sharman, Shaik-
hin ja Lin (2021) mukaan nimi ominaisuudet tuovat hyvén tilaisuuden kaupallistamiselle
sekd auttavat sdhkoistd kaupankidyntid lisddmiin ristimyyntid. Zhangin ym. (2021)) mukaan
motivaatio suosittelujirjestelmien tutkimustydlle tuleekin liiketoiminnan puolelta, jotta po-

tentiaalista voittoa voidaan kasvattaa.

Suosittelujdrjestelmid kiytetddn laajasti myOs suoratoistopalveluissa, kun kiyttdjille laadi-
taan siséltolistauksia. Weidhaasin ym. (2021) mukaan laadukkaalla suosittelujirjestelmalla
on tirked rooli sovelluksen kiyttokokemuksessa. Hinen havaintojensa mukaan suoratois-
topalveluissa on liian paljon valinnanvaraa ja valinnan vaikeus johtaa tyytymittomyyteen.
Téamin lisdksi hin huomasi, ettd kayttdjat luottivat sovelluksen luomiin suosituksiin, jos ne
olivat aikaisemmin olleet onnistuneita. Sharman ym. (2021) mukaan suosittelujirjestelmilli

voidaan myos lyhentdi aikaa, jonka kiyttdjit kdyttavit etsiessddn haluamaansa sisdltod.

Tamén hetken suurin suoratoistopalvelu Netflix on kertonut, ettd se voisi menettdd jopa mil-
jardin Yhdysvaltain dollaria vuosittain menetettyind asiakkaina, jos se ei olisi ottanut suo-
situsjdrjestelmad kayttoon ja parantanut sitd (Sharma, Shaikh ja Li2021). Netflix onkin jar-
jestdanyt avoimia kilpailuja, joissa tarkoituksena on kehittdé paras suosittelujirjestelmi. Uu-
den jérjestelmin on tdytynyt olla 10 prosenttia parempi kuin sen timénhetkinen jirjestel-
mi ja palkintona on ollut miljoona Yhdysvaltain dollaria. Aggarwalin ym. (2016) mukaan
Netflixin palkintokilpailu on vaikuttanut merkittdvisti tutkimusyhteisdon ja suosittelujérjes-

telmien kehitykseen.

Tilaukseen perustuvat musiikinkuuntelualustat kuten Spotify ovat yleistyneet viime aikoina.
Schedlin, Kneesin ja Gouyon (2017) mukaan suosittelujirjestelmit ovat nykyéén keskeinen
osa nditd palveluita. Ennen suosituksia on tehty kertaluontoisesti ja suositeltu esimerkiksi
albumia tai yksittédistd kappaletta. Nididen uusien alustojen myo6téd suositukset tiaytyy tehdd
kokonaisista soittolistoista ja ehdotuksia tdytyy luoda myos uudesta sisillostd, josta kuunte-

lija voisi pitdd. Naméd muutokset tuovat uusia haasteita suosittelujdrjestelmille. Schedlin ym.



(2017) mukaan suosittelujdrjestelmien kehitysté pitiisi lisdtd musiikkialalla juuri sen erityis-

piirteiden vuoksi.

Niiden lisdksi suosittelujirjestelmid kidytetddn sosiaalisen median palveluissa ja uutisten
suosittelemiseen. Karimin, Jannachin ja Jugovacin (2018)) mukaan varsinkin uutissuosituk-
set ovat aktiivinen tutkimusaihe, ja viimevuosina on tapahtunut merkittdvai edistymisti eri
suuntiin. Yksi kidyttokohde on myds sosiaalisen median palvelut, jotka eroaakin tavanomai-
sesta suositusten tekemisestd, kun huomioon tdytyy ottaa myos sosiaaliset suhteet (Sperli

ym. 2018).



3 Suosittelumenetelmiit ja algoritmit

Téssi kappaleessa tarkastellaan erilaisia suositusmenetelmid ja -algoritmeja, joita suosittelu-
jarjestelmissd kiytetddn. Suosittelujdrjestelmid on pddasiassa kolmenlaisia, sisdltoperustai-
sia, yhteistoiminnallisia ja hybridimenetelmiéd (Zhang ym. |[2019)). Ensiksi tarkastellaan néitd
kahta menetelméd, jonka jilkeen katsotaan hybridimenetelmii, joka tyypillisesti yhdistidd
niitd kahta menetelmii. Lopuksi tarkastellaan uusia suosittelumenetelmii ja kuinka tekoi-

lya kéytetddn kyseisissi jirjestelmissi.

3.1 Sisiltoperustaiset menetelmiit

Sisdltoperustaiset menetelmait ovat suosittu suositusmenetelmi. Niiden menetelmissi on hie-
man eroja, mutta padidealtaan ne ovat kaikki samanlaisia. Pazzanin ym. (2007) mukaan niilld
jarjestelmilld on keino kuvailla suositeltavan tuotteen tietoja seki keino rakentaa kayttdjasti
profiili, joka siséltdd kuvaukset kdyttdjan mieltymyksistd. Profiili luodaan ja péivitetdan usein
automaattisesti kdyttdjin tuottaman toiminnan perustella (Pazzani ja Billsus [2007). Sisdlto-
perustainen menetelmai vertailee niitd kahta tietoa ja luo suositukset niiden pohjalta. Erilaisia
oppimisalgoritmeja on mukautettu oppimaan kéyttdjdprofiileja ja oppimisalgoritmin valinta
riippuu yleensi sisidllon esityksesté. Sisdltoperustaisen menetelmin kédyttokohteita ovat esi-
merkiksi nettisivujen, uutisten, ravintoloiden, ohjelmien sekd erilaisten myytivien tuotteiden

suositukset.

Sisdltoperustaisen menetelmédn péddidea on luokitella tuotteet avainsanoilla, selvittdd mistd
kayttdjd pitdd ja suositella samankaltaisia tuotteita. Ricci, Rokach ja Shapira (2011) esitti-
vit, ettd suositusten muodostaminen sisidltoperustaisella mallilla on arkkitehtuuriltaan kol-

miosainen, joista jokainen on erillinen komponentti.

Riccin ym. (2011) mukaan ensimmaéinen on sisdllonerittelykomponentti. Siind tietokohteet
analysoidaan ja niisti erotellaan niiden ominaispiirteet, esimerkiksi nettisivut voidaan muut-
taa avainsanavektoreiksi. Tamin vaiheen tarkoitus on muuttaa tuotteiden sisilto sellaiseen
muotoon, ettd sitd voidaan hyddyntidd seuraavissa vaiheissa. Seuraavaksi on profiilin oppi-

misvaihe. Tédssd vaiheessa kerdtddn ja yleistetddn kayttdja mieltymykset. Tdssd kdytetddn



yleensd apuna koneoppimisen malleja, joiden avulla voidaan pédtelld profiili kdyttdjian kiin-
nostuksen kohteista, joista hédn pitdi tai ei pidd. Lopuksi on suodatusvaihe. Tdmid kompo-
nentti kiyttdd hyvikseen kéyttdjin profiilia suositellakseen tuotteita. Tuloksena on joko bi-
nddrinen tai jatkuva relevanssiarvo (engl. relevance judgment), joka lasketaan kdyttdmalla

vektoreiden laskutoimituksia kuten pistetuloa.

Riccin ym. (2011) mukaan sisédltoperustaisissa menetelmissid on yhteisti piirteenirrotusme-
netelméd TF-IDF (term frequency—inverse document frequency), joka laskee olennaiset piir-
teet sanojen painokertoimien avulla. Yleinen tapa on avainsanapohjainen vektoriavaruusmal-
li. Kuvataan seuraavaksi Riccin ym. (2011)) esittdmén avainsanapohjaisen vektoriavaruus-

malli.

Vektoriavaruusmallissa (engl. vector space model) jokainen asiakirja esitetdén vektorilla n-
ulotteisessa avaruudessa. Jokainen ulottuvuus vastaa sanaa asiakirjan kokonaissanastosta,
toisin sanoen jokainen asiakirja esitetdin sanojen painoarvojen vektorina, jossa jokainen pai-

no ilmaisee assosiaatioasteen asiakirjan ja sanan vililld (Ricci, Rokach ja Shapira 2011).

Olkoon D = {dy,d,,...,dy} joukko asiakirjoja ja T = {11,12,...,¢x } sanakirja asiakirjan sa-
noista. T’ saadaan luonnollisen kielen prosessoinnin tyokaluilla. Jokainen asiakirja d; on ku-
vattuna vektorina n-ulotteisessa vektoriavaruudessa joten d; = {W;,W;, ...,d,;} missd Wj;

on painoarvo sanalle 7 asiakirjassa d;.

Sisiltoperustaisella menetelmilld on useita vahvuuksia, etenkin yhteistoiminnalliseen me-
netelmiin verrattuna. Riccin ym. (201 1) mukaan se pystyy tekemiin suositukset pelkéstddn
yhden kéyttdjdn toiminnan perusteella eiki tarvitse muita kéyttdjid. Se on myos tarvittaes-
sa lapindkyvi, silld suosituksen antamisen perusteet on helposti saatavilla. Se pystyy myos

suosittelemaan tuotteita, joita kukaan ei ole vield arvostellut (Sharma, Shaikh ja Li[2021)).

Siséltoperustainen suosittelumenetelma ei ole vailla heikkouksia. Mun (2018) mukaan yk-
sityisyydensuojan vahvistumisen myotd kdyttdjian profiilin luominen on vaikeutunut eiki se
pysty pelkistidin sisdllon perustella ottamaan huomioon seikkoja, joita tarkkaan suosituk-
seen tarvitaan. Se ei pysty myOskdin olemaan kovin intuitiivinen ja suositukset ovat usein
hyvin samankaltaisia(Ricci, Rokach ja Shapira 2011). Suositukset myds uusille kayttdjille

ovat huonot silld kéyttdjdprofiilissa ei ole riittdvisti tietoa hyvén suosituksen tekemiseen.



3.2 Yhteistoiminnallinen suodattaminen

Kollaboratiivinen eli yhteistoiminnallinen suodattaminen (engl. collaborative filtering) on
yksi kdytetyimmistd ja menestyneimmistéd suosittelujirjestelmistd (R. Chen ym. 2018). Se
kerdd ensiksi kéyttdjan mieltymyksistd tietoa esimerkiksi tuotteiden arvioinnin tai ostohisto-
rian perusteella ja sitten vertailee kayttdjid keskenddn muodostaakseen suositukset (Melville
ja Sindhwani [2010). Tdméd menetelmi kykenee tekemiiin laadukkaita suosituksia mutta sen
tehokkuus heikkenee datan ja kiyttdjien ddrdn kasvaessa. Melvillen ja Sindhwanin (2010)
mukaan yhteistoiminnallinen suodattaminen voidaan jakaa kahteen menetelmédn: tilastol-
lisia menetelmid kdyttdvd muistiin perustuva menetelmi (engl. memory-based method) ja

malliperustainen midirittely (engl. model-based).

Muistiin perustuvasta mallista kdytetdin myds nimitystd naapuruuspohjainen menetelméi
(engl. neighborhood-based). Tdssd mallissa aktiivisen kdyttdjin mieltymysten samankaltai-
suutta verrataan muihin kéyttdjiin ja ndin saadaan valittua muiden kiyttdjien osajoukko. Tas-
td joukosta tuotetaan suositukset kdyttden painotettua yhdistelmid muiden kiyttdjien tyk-

kayksistd.

Monet naapuruuspohjaiset menetelmét toimivat samalla idealla. Tarkastellaan seuraavaksi

Melvillen ym. (2010) esittelemid muistiin perustuvaa mallia.

Ensiksi médritetddn painoarvo kaikille kdyttdjille suhteessa aktiiviseen kdyttdjadan samankal-
taisuuden perusteella. Tédsséd painoarvo W, , on samankaltaisuuden mitta kdyttdjan u ja ak-
tiivisen kiyttdjidn a kanssa. Kirjallisuudessa on kiytetty useita samankaltaisuuden mittareita
kuten Spearmanin tai Kendallin jérjestyskorrelaatiokerrointa, mutta Pearsonin korrelaatio-
kertoimen on havaittu pirjddvin parhaiten (Melville ja Sindhwani 2010). Tdma on kuvattu

alla kaavassa 3.1.

Ziel(”a,i - 7(1) (ru,i - 7u)

- V¥ici(rai—Ta)?>Yicr(rui—Fu)?

I on joukko tuotteita joita molemmat kéyttdjit ovat suositelleet, r, ; on kiyttdjdn u arvoste-

(3.1)

a,u

lu tuotteelle 7 ja 7, on kiyttdjdn u antama keskiarvoluokitus. Vastaavasti r,; on kiyttdjin a

arvostelu tuotteelle i ja 7, on kéyttdjan a antama keskiarvoluokitus. Sitten valitaan K mai-
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rd kayttdjid, joilla on suurin samankaltaisuus aktiivisen kéyttdjan kanssa. Lopuksi ennusteet
lasketaan yleisesti poikkeamien painotettuna keskiarvona naapurin keskiarvosta. Kuvattu al-

la kaavassa 3.2.

—Tu) X W,
Pa i = ?a = ZMEK(ru’l r”) X a,u (32)

’ ZMEK Waau

Téssd P, ; on ennustus kdyttdjille a tuotteesta i. W, , on kéyttéjien a ja u samankaltaisuus ja

K kaikista samankaltaisten naapureiden joukko.

Malliperustaisessa menetelméssé kiytetdin koneoppimista sekd tiedonlouhintaa ennakoivien
ennustusten tuottamiseen (Aggarwal ym. 2016). Niissi tapauksissa, joissa malli on paramet-
risoitu, parametrit opitaan optimointimenetelmid kiyttden. Tallaisia mallipohjaisia menetel-
mid ovat esimerkiksi pddtdspuut ja Bayesin teoreema. Niilli menetelmilld voidaan luoda

kattavia ennustuksia, vaikka kiyttédjistd saadut tiedot ovat vihiiset.

Vaikka malliperustaista madrittelyd pidetddn arvossaan sen yksinkertaisuuden vuoksi, on se
kuitenkin luonteeltaan heuristinen ja siitd syysti se ei sovellu kaikkiin tilanteisiin. Aggarwa-
lin ym. (2016)) mukaan ero naapuruuspohjaisen ja malliperustaisen menetelmén ero on muu-
tenkin keinotekoinen, silld muistiin perustuvia menetelmié voidaan pitdd samankaltaisuuteen

perustuvina malleina vaikkakin heuristisina.

Yhteistoiminnallisen suodattamisen vahvuus on, etté se ei tarvitse tuotteiden tietoja tehdik-
seen suosituksia ja se on helppo toteuttaa (Aggarwal ym. 2016). Yhteistoiminnallisen mene-
telmén huono puoli on sen riippuvuus muista kayttdjistd. Jos toisten kdyttdjien mieltymyk-
sistd ei ole tietoa, suosituksen muodostaminen on vaikeaa (Ricci, Rokach ja Shapira 2011}
Mu 2018)). Siind missi sisédltoperustaisesta suosituksesta saadaan helposti tieto tuotteen omi-
naisuuksista, joiden perustella suositus on tehty, sisidltoperustainen on kuin musta laatikko.

Sen suositus perustuu vain siihen, ettd tuntematon kdyttdja pitdd samanlaisista asioista.
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3.3 Hybridimenetelmi

Hybridimenetelmi pyrkii saamaan aikaan parempia suosituksia yhdistimalld sisdltoperus-
taisen menetelmaén ja yhteistoiminnallisen suodattamisen (Melville ja Sindhwani 2010). Hy-
bridijédrjestelmid voidaan kiyttdd tehostamaan suosituksia, silld se voi hyddyntdd useaa tie-
toldhdettd samanaikaisesti. Sitd voidaan myos kdyttdd parantamaan jo olemassa olevaa suo-
situsjdrjestelmid. Edelld kéytiin 1dpi kahden erilaisen menetelmén hyvii ja huonoja puolia,
hybridimenetelméilld nditd huonoja puolia voidaan vihentdd (Batmaz ym. 2019). Toiset suo-
situsmenetelmit parjadavit huonosti kylmékdynnistystilanteessa, kun tietoa muista kéyttédjista
on niukasti. Toisaalta kun datan miird kasvaa, ongelmana voi olla my0s suositusten yksipuo-
lisuus. Hyodyntamailld useaa menetelméad yritetddn ratkaista tillaiset ongelmat ja saada ylei-
sesti ottaen paremmat suositukset. On havaittukin, ettd hybridimallilla saadaan paremmat
suositukset kuin pelkistidin yksittidiselld suosittelujarjestelmélld (R. Chen ym. 2018)). Siitd

syystd se onkin kédyttokelpoinen suosittelujdrjestelma.

Mun (2018) mukaan hybridimenetelmét voidaan jakaa kolmeen erilaiseen menetelméaén.
Monoliittiseen menetelmiidn (engl. monolithic method), rinnakkaiseen menetelméén (engl.
parallel method) ja liukuhihnamenetelmién (pipeline method). Monoliittisessa metodissa
yhdistetddn monta erilaista suosittelustrategiaa yhdeksi algoritmiksi. Kahdessa muussa me-
todissa tarvitaan véhintdidn kaksi erillistd suosittelumetodia. Rinnakkaisessa jarjestelmissi
useampi erillinen suosittelujirjestelméd tuottaa omat suosituslistaukset, jotka sitten lopussa
yhdistetdidn yhdeksi suositukseksi. Liukuhihnamallissa yhdistetiin kaksi tai useampi metodi

ketjussa, Tilloin edellisen menetelmiin tulosta kiytetiin ldhtdarvona seuraavalle metodille.

3.4 Uudet menetelmiit

Tekodlyd (engl. artificial intelligence) ja erityisesti koneoppimista kdytetdin Zhangin ym.
(2021)) mukaan suositusjérjestelmien ennusteiden parantamiseen ja kylmékédynnistysongel-
mien ratkaisemiseen. Se auttaa my®os tilanteissa, joissa tietoa on niukasti kdytettdvissid suo-
situsten muodostamiseen. Tekoilyn lisdiminen suositusjédrjestelmiin on parantanut kiyttd;ja-
kokemusta ja lisannyt kdyttdjdn tyytyvidisyyttd (Zhang, Lu ja Jin 2021). silld saadaan myos

aikaan paremmat suositukset kuin tavallisilla metodeilla. Tekodlyn kdyttiminen onkin aloit-
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tanut uuden ajan suositusten muodostamisessa, kun kiyttdjdn ja tuotteen vélisistd suhteis-
ta saadaan edistyneempdid tietoa. Zhang, Lu ja Jin (2021) esittivit, ettd kaikista tekoédlyn
metodeista suositusten muodostamisessa hyodyllisimpid ovat puheentunnistus (engl. speech

recognition) seki tietokonen@kd (engl. computer vision).

Kun muodostetaan suosituksia esimerkiksi elokuvista, on niitd voitu muodostaa tdhtiarvos-
telun pohjalta aikaisemmin mainituilla menetelmilld. Puheentunnistuksen kehityksen myoti
voidaan my0s hyodyntdd myos metadata, elokuvan kuvaus ja kéyttdjien kirjoittamat arvos-
telut (Zhang, Lu ja Jin 2021). Useita mielipiteen louhimista (engl. opinion mining) ja aihe-
mallinnusta (engl. topic modeling) kdyttavid metodia on jo kehitetty luonnollisen kielen ki-
sittelyyn. Suositusten muodostamisessa nditd metodeja on alettu kdyttdd enenevissd mairin
ja niiden on havaittu hyodyttdvan monia suosittelujirjestelmia etenkin tdyttiméén arvostelu-

matriiseja silloin kun arvosteluja on niukasti (Zhang, Lu ja Jin 2021)).

Vapaasti kirjoitetun tekstin informaatiosta on etua silloinkin, kun tietoa on riittdvéasti. Zhan-
gin ym. (2021)) mukaan kéyttdjien kirjoitettua tekstid hyddynnetdédn 16ytdméén piilevid omi-
naisuuksia kdyttdjdstd ja ndin saadaan tarkempia sekd ldpindkyvampid suosituksia. Heiddn
mukaansa arvostelutekstejd voidaan sisillyttdd verkkotunnusten vilisiin suositusmenetel-

miin, joissa kayttdjdvektorit kartoitetaan epélineaaristen funktioiden avulla.

Suositusjdrjestelmit ovat hyotyneet myos tietokonendon kehittymisestd etenkin muodin ja
korujen myynnissid. Zhangin ym. (2021) mukaan tietokonenddn ja syvdoppimisen yhdista-
miselld on saatu erinomaisia parannuksia suositustuloksiin. Tietokonendon avulla tuotteiden

kuvista saadaan eroteltua piirteitd, joita voidaan yhdistdd muihin suositusjirjestelmiin.

Syvédoppimisen (engl. deep learning) kehittymisen myoti sitd on alettu kdyttdméddn myos
suosittelujédrjestelmissd. Sen on havaittu parantavan huomattavasti suositusjérjestelmien suo-
rituskykyd (Covington, Adams ja Sargin 2016). Chenin ym. (2018 mukaan syvdoppimisen
hyodyntdminen suositusten muodostamisessa on hyodyllistd. Se pystyy 10ytdméin piilevid
assosiaatioita ja silld on kyky erottaa piirteitd kdyttdjin tuotearviosta ilman samankaltaisuus-
mittareita. Zhangin ym. (2021) mukaan syvdoppimisen saralla varsinkin usean kerroksen

neuroniverkkoa on hyddynnetty puheentunnistuksessa ja tietokonenidodssa.

12



4 Suosittelujirjestelmien vaikutukset paatoksentekoon

Edelld kisiteltiin suosittelujédrjestelmien kédyttokohteita ja tarkasteltu laajalti erilaisia mene-
telmid, joilla kéyttdjéille voidaan luoda suosituksia ja sisidltod. Huomattiin, ettd kyseisilla jér-
jestelmilld on paljon tietoa kiyttdjin mieltymyksistd sekd keinot vertailla kdyttdjid toisiinsa.
Téssd luvussa tarkastellaan mitéd kirjallisuudessa on kerrottu suosittelujédrjestelmien vaiku-
tuksesta mieltymysten muodostumiseen ja pddtdksentekoon sekd voiko suosittelujérjestel-

mit vaikuttaa kdyttdjin valintoihin.

Suosittelujdrjestelmilld on suuri vaikutus sithen, minkélaista sisdltod kdyttdjélle nidytetdin.
Jos tillaisiin jdrjestelmiin vaikutetaan ja suosituksia muutetaan pahantahtoisesti voi se vai-
kuttaa sithen, kuinka monelle kéyttdjille suosituksia esitetddan (Fang ym. 2018)). Esimerkki
tallaisesta on niin sanottu opetusdatan myrkyttdminen (engl. poisoning attack). Myos Ado-
mavicius ym. (2013) osoittavat, ettd puolueellisella suosittelujirjestelmilld voi olla merkit-
tavd vaikutus kuluttajien mieltymyksiin. Tdmin lisdksi Cosley ym. (2003)) esittidvét hieman
vanhemmassa julkaisussa seikkoja, joilla suosittelujdrjestelmét voivat vaikuttaa kiyttdjin
mieltyyksiin. Esimerkiksi tilanteessa, jossa tuotetta arvioidaan ja samaan aikaan ndytetddn
tuotteen jo annettu arvio, on mahdollista, ettd kdyttdjan antama arvio on erilainen kuin jos

tuotteen arvostelua ei ndytettdisi.

Suosittelujérjestelmét usein yhdistetddn myos informaatiokuplien (engl. filter bubble) muo-
dostumiseen (Nguyen ym. 2014). Moller ym. (2018)) selvittivit, kuinka paljon erilaisilla suo-
sittelujirjestelmilld on vaikutusta uutisten monimuotoisuuteen. Hdnen saamiensa tulosten
mukaan henkilokohtaiset suositukset eivit vihentineet uutisten monimuotoisuutta. Sen si-
jaan yhteistoiminnallisella menetelmilld saatiin monipuolisempia suosituksia erilaisista uu-
tisaiheista. Sen sijaan Helbergertin, Karppisen ja D’acunton (2018) mukaan suosittelujirjes-
telmit vaikuttavat informaatiokuplien muodostumiseen. Heiddn mukaansa suositukset muo-
dostuvat kéyttdjan aikaisempien valintojen sekd mieltymysten mukaan ja siitd syystéd suosit-
telujarjestelmat vaikuttavat kéyttdjien valintoihin enenevissd méaarin. Jiang ym. (2019) ovat
havainneet myds suositusten monimuotoisuuden kaventuvan suosittelujéarjestelmien vuoksi

mutta pitdd ilmiotd nykytietimyksen mukaan kuitenkin rajallisena ja kokeellisena.
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Suosittelujdrjestelmien on havaittu vaikuttavan myos tuotteiden katselukertoihin sekd myyn-
tiin. Lee ja Hosanagar (2021) osoittavat, ettd tillainen vaikutus on enemmin kéyttotavarois-
sa kuin mielihyvad tuottavissa tuotteissa. Heiddn mukaansa suositus toimiikin erdédnlaise-
na kéyttdjdarvioiden korvaajana ja téten lisdd tuotteen kiinnostavuutta. Fleder ja Hosanagar
(2009) ovat selvittidneet vaikuttavatko suosittelujéarjestelmét myynnin keskittymiseen. Hinen
mukaansa suositut ja hyvin nikyvit tuotesuositukset voivat korvata suositukset, jotka olisivat

kiayttdjille paremmat ja néin vaikuttaa myynnin keskittymiseen ja tuotteen valitsemiseen.

Weidhaasin ym. (2021) mukaan internetissé ja sosiaalisessa mediassa tapahtuvalla kuulopu-
heella (engl. word of mouth) on suuri vaikutus ihmisten tuote tai palveluvalintoihin. Hinen
mukaansa se voi kdynnistdi niin kutsuttua jaljittelykayttaytymistd, joka voi olla positiivista
kuin negatiivista. Hian on havainnut, ettd esimerkiksi elokuvan ennakkolevityksen Facebook-
tykkéyksilld ja myyntituloilla on selvé yhteys. Milano, Taddeo ja Floridi (2020) ovat havain-
neetkin, ettid suosittelujirjestelmit muokkaavat kiyttdjien mieltymyksid ja ohjaa valintoja
niin yksilollisesti kuin sosiaalisesti. Weidhaas ym. (2021) mukaan suosittelujirjestelmilld

kayttdjit saadaan kuluttamaan sisilto he eivit vilttimattd muuten kuluttaisi.
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5 Yhteenveto

Téssi tyossd tarkasteltiin yleisimpid suosittelujirjestelmid ja katsottiin niiden jirjestelmien
kayttokohteita. Lopussa selvitettiin suosittelujirjestelmien vaikutusta kédyttdjien mieltymyk-

siin ja valintoihin.

Suosittelujdrjestelmien kehitys on kiihtynyt viimeisten vuosikymmenten aikana, ja ne ovat
talld hetkelld suuren kiinnostuksen kohteena. Nama jirjestelmét ovatkin intuitiivinen tyokalu
selittdmédn suuri midrd informaatiota ja auttamaan kayttdjiad padtoksenteossa. Suosittelujir-
jestelmait ovat levinneet moneen paikkaan, ja niitd 10ytdd tani pédivind niin verkkokaupoista,

suoratoistopalveluista kuin uutispalveluistakin.

Erilaisia suosittelujéarjestelmid on paljon. Niistd suosituimpia ovat sisdltoperustainen mene-
telmé, yhteistoiminnallinen suodattaminen sekd hybridimenetelma. Viime aikoina tekoidlyid
ja koneoppimista on kdytetty parantamaan suositusten muodostamista. Néistd erityisesti tie-

tokonendon ja puheentunnistuksen on havaittu hyodyttivin suosittelujirjestelmid.

Kirjallisuuden perusteella sdhkoisessd kaupankdynnissi personoidut tuotesuositukset vaikut-
tavat ostopditokseen enemméin kuin personoimattomat suositukset. Erityisesti silloin kun
kyseessd on markkinat, joissa on suuri valinnanvara ja makuasioilla suuri merkitys. Tdmén
lisdksi suosittelujirjestelmien on havaittu vaikuttavan informaatiokuplien muodostamiseen,

mutta namai tulokset ovat vield rajalliset.

Suosittelujidrjestelmien on havaittu vaikuttavan suuresti sithen mité sisdltod kayttdja kuluttaa.
Tami avaa myds mahdolliset riskit suositusten pahantahtoiseen muuttamiseen. Nami jérjes-
telmét voivat lisdtd myos jaljittelykdyttdytymistd, kaventaa kdyttdjien kuluttaman sisallon

monimuotoisuutta seki saada kayttdjat kuluttamaan sisiltod, jota he eivit muuten kuluttaisi.
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