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1 Johdanto

Sydén- ja verisuonitaudit eli SVT:t ovat tilld hetkelld maailman yleisin kuolinsyy (THL
2020). Deaton ym. (201 1) mukaan seké kehittyvissi ettd kehittyneissd maissa sydéin- ja veri-
suonitautien riskitekijdt ovat esiintymismadriltddn nousussa. SVTt voivat atheutua geneetti-
sistd tekijoistd tai elintapoihin liittyvisti tekijoistd, kuten litkalihavuudesta, tupakan poltosta,

alkoholin kdytosti ja stressistd (Ahn ym. [2021)).

Koneoppiminen voidaan méiritelld tekodlyn ja tietotekniikan haaraksi, jossa pyritddn imi-
toimaan ihmisten oppimistapoja datan ja algoritmien avulla. Viime vuosien aikana Big Data
-teknologioiden kehittyminen on Duan, Edwards ja Dwivedi (2019) mukaan vienyt tekod-
lykehitysti eteenpdin, mikéd on osaltaan edistinyt ladketieteen alalla muun muassa kliinisen

paitoksenteon tukemista ja tautien ennaltaehkdisyé.

Tamin tutkielman tavoitteena on selvittdd koneoppimisen kidyttod sydén ja verisuonitautien
hoidon aikana seki pohtia koneoppimisen hyodyntdmisen optimaalista ajankohtaa sairauden

elinkaaren aikana. Tutkimuksessa pyritdin vastaamaan seuraaviin kysymyksiin:

1. Miten koneoppimista on sovellettu sydédn- ja verisuonitautien eri vaiheissa?
2. Missid vaiheessa syddn- ja verisuonitautien elinkaarta koneoppimisesta on eniten to-

dettua hyotya?

Tutkielma on toteutettu kirjallisuuskatsauksena. Katsauksessa haetaan vastauksia edelld mai-
nittuihin kysymyksiin kirjallisuushaun kautta 16ydetyistd tutkimusartikkeleista. Luvussa 2
késitellddn sydin- ja verisuonitautien teoriaa sekd lddketieteellisen diagnostiikan perustei-
ta ja menettelytapoja. Luvussa 3 taas kisitelldin koneoppimisen teoriataustaa, dataa ja sen
muotoja sekd koneoppimisen kiyttoon liittyvid haasteita. Luvussa 4 kdydédén ldpi miten ko-
neoppimista on kdytetty sydin- ja verisuonitautien elinkaaren eri vaiheissa. Luvussa 5 pyri-
tddn muodostamaan yhteenveto kirjallisuuskatsauksesta ja pohditaan koneoppimisen kaytol-

le optimaalista ajankohtaa SVT:n elinkaaren aikana.



2 Sydin- ja verisuonitautien diagnostiikka

Sydén ja verenkiertoelimistd mahdollistavat muiden elinten toiminnan, mutta ovat myds mo-
nin tavoin haavoittuvainen osa ihmisen elimistdd laaja-alaisuutensa vuoksi. Nithin kohdistu-
vat sairaudet, eli sydédn- ja verisuonitaudit, ovat sekd potilaalle ettd hoitavalle taholle usein
vaikeita tunnistaa ja diagnosoida lievien tai vihdisten oireiden takia (Ahn ym. 2021). Téssi
luvussa esitelldén tietoa sydin- ja verisuonitaudeista, niiden diagnostiikkaa seki informaa-

tioteknologian kiyttdd kliinisen pddtdoksenteon tukena.

2.1 Sydéan- ja verisuonitaudit

Sydén- ja verisuonitaudit ovat syddmen tai verenkierron heikkenemiseen tai héiriihin liitty-
vid sairauksia. Yleisimpid sydin- ja verisuonitauteja ovat sepelvaltimotauti, sydimen vajaa-
toiminta ja aivoverenkiertohdiriot (THL [2020). Enemmisto tavanomaisista sydén- ja verisuo-
nitaudeista on niin sanottuja monitekijdisii tauteja eli taudin syntyyn vaikuttavat perinnollis-
ten tekijoiden lisdksi elintavat ja muut ymparistotekijét (Airaksinen 2016, s.76). Esimerkiksi
sydininfarktin merkittdvimpii riskitekijoitd ovat INTERHEART-tutkimuksen mukaan ovat
tupakointi, dyslipidemia eli veren rasva-arvojen poikkeavuus, kohonnut verenpaine, diabe-
tes, keskivartalolihavuus, stressi, riittiméton kasvisten sydominen, sdénnollinen alkoholin ku-

lutus ja fyysinen inaktiivisuus (Yusuf ym. 2004).

WHO (2021) mukaan sydin- ja verisuonitaudit aiheuttavat noin kolmasosan kaikista maail-
man kuolemista, joista yli kolme neljdsosaa tapahtuu matalan ja keskitulotason maissa, joissa
usein ihmisilld ei ole mahdollisuutta perusterveydenhuoltoon. Tamaé estdd SVT:n riskitekijoi-
den ja taudin varhaisen tunnistamisen potilaalta, miki taas voisi ehkiistd tulevia suurempia
ja kalliimpia operaatioita (WHO [2021). My0s kehittyneissd maissa SVT:t aiheuttavat edel-
leen paljon kuolemia; Suomessa sydin- ja verisuonitaudit aiheuttavat noin puolet tyoikéisten

kuolemista (THL [2020).

Suuren kuolleisuuden lisdksi SVT:t aiheuttavat myos paljon hoito- ja lddkekuluja. Suoma-
laisten sydén- ja verisuonitauteihin liittyvit ladkekulut vuonna 2019 ylsivét 191 miljoonaan

euroon (THL 2020). Kulujen ja kuolleisuuden pienentamiseen voisi toimivalla ennaltaehkéi-



systrategialla olla merkittdavi vaikutus, kun tauti tunnistettaisiin ajoissa.

2.2 Laiketieteellinen diagnostiikka ja ennaltaehkiisymenetelmit

Airaksinen (2016, s.296) mukaan valtimosairauksien ennaltaehkiisy terveissd ihmisissé pe-
rustuu kahteen ldhestymistapaan: viestOstrategiaan ja riskialttiiden yksiloiden tunnistami-
seen ja hoitamiseen. Viestostrategiassa pyritddn vaikuttamaan koko populaatioon vihenti-
mailld vaaratekijoitd ja muokkaamalla elintapoja ja -ympiristod terveellisemmiksi. Tasté esi-
merkkind Airaksinen (2016} s.310) kertoo tyoikiisten sepelvaltimotaudin sairastavuuden ja
kuolleisuuden vihentyneen merkittdvisti viimeisten vuosikymmenien aikana. Kokonaisuu-
dessaan sairastavien médrd ja hoidon tarve ei ole kuitenkaan laskenut eli taudin luonne on

muuttunut tappavasta kroonisen ja vakaan tautimuodon suuntaan (Airaksinen 2016, s.310).

Airaksinen (2016, s.92) mukaan sydinsairauksien diagnostiikalle ja hoidon seurannalle luo-
daan vankka pohja kliiniselld tutkimuksella yhdessd anamneesin, eli haastattelemalla kera-
tyn potilashistorian, kanssa. Merkittdvd osa informaatiosta saadaan yksinkertaisin keinoin:
kyselemilld, katselemalla, kuuntelemalla ja tunnustelemalla. Kliiniset tutkimusmenetelmét
ovat my0s halpoja ja vilittomaésti saatavilla, minké lisidksi niiden avulla koneelliset jatko-
tutkimukset ja niiden kiireellisyys pystytidin kohdentamaan potilaisiin, joilla diagnoosin tar-
kentaminen ja sairauden vaikeusasteen méiérittiminen vaikuttavat jatkohoitoon (Airaksinen

2016, 5s.92).

Sydansairauden tarkka diagnostiikka vaatii anamneesin ja kliinisen tutkimuksen lisidksi usein
vihintddn EKG:n, joitakin laboratoriokokeita, keuhkokuvan ja usein syddmen kaikututki-
muksen (Airaksinen 2016, s.93). Ahn ym. (2021) mukaan yleisimmit sydédn- ja verisuoni-
tauteihin liittyvét kliiniset tutkimukset ovat syddmen kaikututkimus, SPECT-gammakuvaus,
EKG, holtertutkimus ja sepelvaltimon TT-kuvaus. Néistéd tutkimuksista EKG:ta kehutaan tir-
keiksi ja potilaalle harmittomaksi tavaksi ennustaa ja diagnosoida sydin- ja verisuonitauteja

(Liu ym. 2021)).



2.3 Informaatioteknologian kiytto kliinisessi paatoksenteossa

Kliinisessd ympéristdssd liikkkuu valtavasti tietoa, kuten potilaiden perustietoja, tutkimusku-
via ja -signaaleja sekd laboratoriotuloksia. Johnson ym. (2018) mukaan liddkéreiden ja mui-
den kliinikoiden on jo pitkéén tdytynyt osata tunnistaa, mitata ja tulkita erilaisten muuttujien
vilisid suhteita. Lidkédreiden kdyttoon tulvii koko ajan lisdd ammattitaitoa vaativaa tietoa ja

samalla heiltd odotetaan tehokkaampaa toimintaa (Johnson ym. 2018)).

Tietotulvaan ratkaisuna ovat toimineet tietotekniset ja automatisoidut menetelmat kliinikko-
jen apuna. Esimerkiksi Airaksinen (2016, s.131) mukaan EKG-laitteissa on jo vuosia ollut
automaattisia diagnostisia algoritmeja, jotka auttavat lddkérid diagnosoinnissa. Ndmai algo-
ritmit ovat ajan kuluessa parantuneet ja haastavat nykyisellddn jo kokeneemmankin EKG:n
tulkitsijan. Koneellisesti tulkittavan EKG-kéyrin tidytyy kuitenkin olla teknisesti laadukas,
jotta algoritmi pystyy diagnosoimaan tarkasti ja tunnistamaan kédyrin epinormaalisuudet oi-
kein. EKG-algoritmeilla on edelleen selvid heikkouksia, kuten rytmihdirididen tulkinta. Li-
sdksi algoritmeja on tietoisesti yliviritetty havaitsemaan mahdolliset sairauksista johtuvat

EKG-muutokset, mikd myos osaltaan lisdd ylidiagnostiikkaa (Airaksinen 2016, s.131).

Ahn ym. (2021) mukaan tekodlyteknologioiden viimeaikainen kehitys on mahdollistanut
useiden sairauksien varhaisen havaitsemisen ja osoittanut lddkéreitd parempaa kykyi diagno-
soida sairauksia. Johnson ym. (2018) uskoo koneoppimisen olevan ratkaisu kliinisen infor-
maation hyddyntidmiselle sen voidessa tehostaa jokaista hoitovaihetta, tutkimuksesta diag-
noosiin ja hoidon valintaan. Koneoppimisen siséllyttimisen tuloksena kliininen tydskentely

muuttuu tehokkaammaksi, kdtevimmaksi ja yksilollistetymmaiksi (Johnson ym. |[2018)).



3 Koneoppiminen Kkliinisessa kiytossi

Idea koneoppimisesta kehittyi jo varhain 1950-luvulla, ja IBM (2020) artikkelin mukaan
termi "koneoppiminen" on Arthur Samuelin kehittdima. Samuel julkaisi vuonna 1959 oman
tutkimuksensa koneoppimisen kiytostd Tammi-pelissd. Lidketieteellisessd analysoinnissa ja
tiedonlouhinnassa tekoélyteknologiat alkoivat nousta esiin 1980-luvulla (Hamet ja Tremblay
2017). Terveydenhuollossa koneoppimista ja tiedonlouhintaa on Oswald, Jaya Sathwika ja
Bhattacharya (2022) mukaan kéytetty sopivien hoitomenetelmien méérittelyyn, sairauden
riskitekijoiden ennakointiin ja kustannustehokkaiden hoitorakenteiden péittelemiseen. Tés-
sd luvussa esitellddn kliinisestd ndkokulmasta tarkasteltuna koneoppimisen perusteita ja al-

goritmeja, koneoppimismalleille syotettdvid dataa sekd mallien analyyttista tulkintaa.

3.1 Koneoppiminen

Tekodly on yleistermi, joka tarkoittaa dlykkddn kdyttdytymisen mallintamista tietokoneella
ilman ihmisen ohjausta (Hamet ja Tremblay 2017). Koneoppimista kuvaillaan seké tekoédlyn
merkittdviksi osa-alueeksi (Nakamura ja Sasano 2022) ettid joukoksi menetelmii, jotka mah-
dollistavat tekodlyn (Johnson ym. 2018)). IBM (2020) artikkelissa koneoppiminen méiiritel-
ldédn tekodlyn ja tietotekniikan haaraksi, joka perustuu ithmisten oppimistapojen imitointiin
datan ja algoritmien avulla. Koneoppiminen on siis termi joukolle algoritmeja ja menetel-
mid, joiden piitarkoituksena on aiempaa kokemusta ja uutta informaatiota yhdistelemalld
omaksua uutta tietoa. Titd tietoa voidaan hyodyntdd esimerkiksi erilaisten ennusteiden ja

toimintamallien kehittimisessa.

Koneoppimismallit ovat koneoppimismenetelmin koulutettuja matemaattisia malleja, joille
on luonteenomaista muovautua itsendisesti koulutusdatan mukaiseksi (Nakamura ja Sasa-
no [2022). Koneoppimismallin asetukset ja piirteet siis médrittyvit opetuksen aikana vastaa-
maan dataa, jolla mallia opetetaan. Monet koneoppimisalgoritmit pohjautuvat enimmékseen
tilastotieteellisiin menetelmiin kuten regressioon. Alpaydin (2014} s.3) kertoo koneoppimi-
sen kdyttivin tilastotieteen teoriaa matemaattisten mallien rakentamisen pohjana, silld kuten

tilastotieteessd, myods koneoppimisessa on tarkoitus on tehdd pédidtelmii otoksesta. Johnson



ym. (2018) mairitelmisséd klassista tilastotiedettd ja klassista koneoppimista ei madritelld
tarkasti toisistaan eroaviksi, vaan ne niahdidin samankaltaisina, joskin usein eri kysymyksiin
vastaavina. Tilastotieteessi keskitytddn johtamaan padtelmia otos- tai populaatioparametreis-
ta, kun taas koneoppimisessa pidpaino on havainnollistaa algoritmisesti datan rakennetta ja

tehda siitd ennusteita tai luokittelua (Johnson ym. [2018)).

Koneoppiminen voidaan kategorisoida ohjattuun ja ohjaamattomaan oppimiseen sekid vah-
vistusoppimiseen. Nakamura ja Sasano (2022) mukaan useimmat lddketieteessd kiytetyt te-
kodlymallit ovat ohjattua oppimista eli luokitteluun ja ennusteiden tekemiseen keskittyvid
koneoppimismalleja. Johnson ym. (2018) mukaan ohjatussa oppimisessa yritetdan mallintaa
riippumattomien muuttujien, esimerkiksi idn, sukupuolen ja ammatin, suhdetta riippuvaan
vastemuuttujaan, esimerkiksi sairauden riskiin. Ladketieteessd muuttujien suhteet saattavat
olla hyvinkin monimutkaisia, silld esimerkiksi jollain lddkkeellad saattaa olla merkityksellistid

vuorovaikutusta toisen ladkkeen kanssa vain tietyissd olosuhteissa (Johnson ym. 2018)).

Toisin kuin ohjatussa oppimisessa, ohjaamattomassa oppimisessa ei ole riippumatonta vaste-
muuttujaa, eikd muuttujien vilisistd suhteista tiedetd mitddn ja pyritadan vilttdmidin muuttu-
jiin liittyvid oletuksia (Alashwal ym. 2019). Ohjaamattoman oppimisen menetelmit keskitty-
vit 10ytaméidn datan mallista hahmoja ja muuttujien vilisid suhteita (Johnson ym. [2018; Ha-
met ja Tremblay 2017). Ohjaamattomassa oppimisessa pyritdédn siis tiedonlouhinnan tavoin
johtamaan algoritmisesti tietoa aineistosta, jota ei ole keritty tilastollista analyysia varten.
Yhti ohjaamattoman oppimisen algoritmia kutsutaan klusteroinniksi, jossa algoritmi yrittdd
havaita datasta samankaltaisista havainnoista koostuvia ryhmittymié eli klustereita. Alashwal
ym. (2019) mukaan liddketieteen alalla klusterointi on osoittautunut tehokkaaksi tyokaluksi

kuvioiden ja datan rakenteen tunnistamisessa.

Hamet ja Tremblay (2017) mukaan vahvistusoppiminen tuottaa toimintamalleja tai toiminta-
sekvenssejd. Oppimisprosessi perustuu toivotun kdytoksen palkitsemiseen ja/tai ei-toivotun
kdytoksen rankaisemiseen (Hamet ja Tremblay 2017). Téllaisen toimintamallin solmukohta
kertoo siis kiyttdjille tai sitd kdyttidvélle ohjelmalle, miki olisi paras tapa jatkaa tédstd vai-
heesta eteenpéin. Johnson ym. (2018) mukaan vahvistusoppimisen kiytto lddketieteessd on
ollut harvinaista. Potentiaalisia kdyttokohteita vahvistusoppimisalgoritmeille ovat potilaan

ominaisuuksien perusteella mukautuvat hoito-ohjelmat (Johnson ym. 2018).



3.2 Data ja sen muodot

Silverio ym. (2019) mukaan datan mééra kaksinkertaistuu joka toinen vuosi. Terveydenhuol-
lon kontekstissa tyypillinen suurikokoinen sairaala tuottaa noin 100 teratavua dataa vuodes-
sa, ja Silverio ym. (2019) esimerkin mukaan yksi gigatavu vastaa noin 6 miljoonaa kirjaa
(1Tb = 1000 Gb). Sdhkoiset terveystiedot sisdltdiviat monenlaista informaatiota, minka li-
siksi ne mahdollistavat tarkkojen tietojen kirjaamisen ja sdilyttimisen sairaalakdynnisti tai
saadusta hoidosta (Silverio ym. 2019). Sidhkdisten terveystietojen lisdksi Miotto ym. (2017)
mukaan modernissa lddketieteellisessd tutkimuksessa on noussut esiin muun muassa kuvan-
tamista, edistyksellistd analytiikkaa (esim. genomiikkaa), sensorien tuottamaa dataa seki
kompleksista tekstimuotoista dataa. Lidketieteellisen tekstimuotoisen datan keskidssid ovat
potilaskertomukset, jotka saattavat olla edelleen joissain maissa késin kirjoitetussa muodos-
sa. Jotta kisin kirjoitetusta tekstistd on saatu dataa tietokoneen ymméirtdméddan muotoon, on
Ahn ym. (2021) tutkimuksessa kiytetty luonnollisen kielen késittelyd (Natural Language

Processing), joka on koneoppimista hyodyntidvi tekodlyn muoto.

Data voidaan yleisesti kategorisoida strukturoituun ja strukturoimattomaan eli rakenteelli-
seen ja rakenteettomaan dataan. Silverio ym. (2019) kuvailee rakenteellista dataa erittdin jar-
jestelmilliseksi sekid helposti késiteltdaviksi ja tulkittavaksi tiedoksi. Esimerkkejd rakenteel-
lisesta datasta ovat muun muassa laboratoriotulokset ja sahkoiset terveystiedot. Rakenteetto-
massa datassa ei rakenteellisesta poiketen ole ennaltaméiritettyd mallia, minka lisiksi se voi
olla tekstimuodon sijaan my0s jossakin muussa muodossa, kuten kuvana. Rakenteettomas-
ta tiedosta voi kuitenkin olla hy6tyd kokonaiskuvan muodostamisessa, silld se saattaa tuoda
ilmi muun muassa potilaan terveyteen vaikuttavia ympiristotekijoitd (Silverio ym. [2019).
Lisdksi Ahn ym. (2021) mukaan rakenteettomien tietojen, kuten signaalidatan ja ladketie-
teellisten kuvien, analyysi syvidoppimisalgoritmeilla on tuottanut parempia tuloksia kuin ra-

kenteellisilla sdhkoisilld potilastiedoilla tehdyt mallit.

3.3 Koneoppimisen kiyton haasteet

Deo (2015) viittad ladketieteellisen alan vastuullisen luonteen olevan osasyy siihen, ettei

koneoppimisalgoritmeja vield kidytetd laajalti kliinisessd ympiristossd. Esimerkiksi hoitovir-



heiden korvausvelvollisuus ja vastuu hoidon kulusta seké tietamittomyys koneoppimisesta
ja siihen liittyvin ymmarryksen puute luovat tilanteen, jossa koneellinen apu tuntuu epimu-
kavalta. Ndiden syiden vuoksi siihen ei uskalleta luottaa, vaikka joissain tapauksissa olisi

selvdd koneoppimismenetelmin tuovan tarkempia tuloksia (Deo [2015).

Bi ja Ma (2021)) mukaan lddketieteessd kiytettivd koneoppimiselle relevantti data on tyypil-
lisesti epédtasapainoista eli terveiden ihmisten osuus datasta on suuri, kun taas sairaiden osuus
on pieni. Mitd vakavampi ja harvinaisempi tauti on kyseessi, sitd enemmin datan epétasapai-
noisuuden vaikutus korostuu. Tdma olisi tirkedd huomioida etenkin mallien validoinnissa ja
testaamisessa. Muuten mallien yleistymiskyvystid voidaan tehdd véérid johtopédétoksia. Esi-
merkiksi jos malli oppii luokittelemaan epitasapainoisesta datasta kaikki havainnot terveiksi,
niin mallin tarkkuus voi olla ldhes sata prosenttia, mutta taas sensitiivisyys, eli oikeiden po-
sitiivisten tulosten osuus kaikista tutkittavista, on ldhelld nollaa, joten mallista ei tule pitevaa

luokittelijaa.

Oswald, Jaya Sathwika ja Bhattacharya (2022) mukaan timéin hetkiset koneoppimismallit
kidrsivit datan ylisovittamisesta (Kuvio [I)) ja heikosta tarkkuudesta. Esimerkiksi Johnson
ym. (2018)) mukaan pidtospuut (Kuvio [2)) kirsivit ylisovittamisesta, silld ne ovat korkean
varianssin 'oppijoita’ eivitkd yleisty helposti muuhun dataan. Tétd ongelmaa vilttddkseen
padtospuissa kiytetddn bootstrap-menetelmid, joilla simuloidaan yhden tietojoukon pilkko-

mista osiin ja pyritdidn nédin helpottamaan yleistymisongelmaa.



Alisovitettu malli Optimaalinen malli Ylisovitettu malli

°°° °°°
o © oOO oOoo
[ ] o o © °
o ) L]
© K © o o °

LR
o

* o %

*°#
* R % x
Korkea koulutusvirhe Pieni koulutusvirhe Pieni koulutusvirhe
Korkea testivirhe Pieni testivirhe Korkea testivirhe

Kuvio 1. Kuviossa oikeanpuoleisin malli on ylisovittunut opetusdataan, eikd se yleisty endi

helposti uudelle datalle. Kuva mukailtu (IBM 2021)) teoksen mukaan.

R On riski

Kuvio 2. Péddtospuussa luokitellaan potilaiden sepelvaltimotautiriskiid. Kuva mukailtu (Sitar-
Taut ym. 2009) teoksen mukaan.



4 Koneoppimisen soveltaminen SVT:n eri vaiheissa

Johnson ym. (2018) mukaan sydin- ja verisuonitauteja tutkiva lddketiede voi hyotyd tekoi-
lystd ja etenkin koneoppimisesta enemmaén kuin aikaisemmista metodeista, kuten tilastotie-
teistd. Tilastollisissa malleissa joudutaan tekeméiin oletuksia ilmidistd ja havainnoista. Kun
nimdi oletukset eivit ole voimassa, voidaan koneoppimisella saada tarkempia malleja ja tu-

loksia (Johnson ym. |2018)).

Syvédoppiminen on koneoppimisen yksi menestyneimpii osa-alueita, jonka neuroverkkomal-
lit siséltidvat yhden piilokerroksen sijaan monia piilokerroksia. Erdstd syvioppimisalgorit-
mia, konvoluutioneuroverkkoa, kiytetdin esimerkiksi kuvien analysointiin (Farah ym. 2021},
joka vaatii grafiikkasuorittimelta paljon tehoa. Syvidoppimisen merkitys on kasvanut viime
vuosien aikana johtuen edistyksestd grafiikkasuorittimien rinnakkaislaskennassa (Johnson
ym. |2018)). Johnson ym. (2018) my®s toteavat, ettd syvdoppimismallit edustavat uusinta tek-

nologiaa ja ladkéreiden tulisi ymmartdi niiden mahdollisuudet kliinisessd kdytossa.

Sydin- ja verisuonitaudit vaativat aktiivista ja pitkdaikaista hoitoa. Téssi tutkielmassa sydéin-
ja verisuonitautien elinkaari jaetaan kolmeen tutkittavaan vaiheeseen. Ensimmaiinen vaihe si-
séltdd SVT:n varhaisen tunnistamisen. Toiseen vaiheeseen kuuluu sairauden diagnosointi, ja
kolmanteen vaiheeseen hoito ja kuntouttaminen. Jokaiselle vaiheelle on tehty oma aineisto-

haku, joista kirjallisuuskatsaukseen on valittu sopivimmat tutkimukset.

4.1 Koneoppiminen varhaisessa tunnistamisessa

Tissd alaluvussa kdydadn 1dpi kaksi tutkimusta, joissa on pyritty parantamaan koneoppimi-
sen avulla SVT-ennustemalleja. Tutkimuksissa perehdytédédn tarkkailemaan koneoppimismal-
leille sydtettidvdn datan, kuten EKG-muuttujien tai potilastietokantojen merkitystd mallien

suorituskykyyn.

Jayasudha ym. (2021) tutkimuksen piditavoitteena oli vertailla eri koneoppimismetodien
tarkkuutta ja rakentaa moniulotteinen tietokanta, joka on tarkempi ja monin tavoin hyédyn-

nettdvissd. Tarkkailun kohteena vertailuissa olivat suorituskykymittarit, kuten mallin tark-
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kuus (accuracy). Tutkimuksessa kerittiin dataa Framingham Risk Score-datan ja EKG-datan
muuttujilla, jonka jdlkeen kerétystd datasta luotiin yksi yhdistetty tietokanta. Yhdistetyn tie-
tokannan tarkoitus on Jayasudha ym. (2021) mukaan mahdollistaa paremmat ennustemallit
sydénsairauksille monipuolisella FRS-EKG-datalla. Tutkimuksen tuloksena kaikkien mene-

telmien virheiden miira tippui alle kymmenesosaan siirryttdessd yhdistetylld datalla koulut-

tamiseen.
Data Satunnaismetsd Logistinen regressio Naiivi Bayes Neuroverkko
FRS 64.47% 69.73% 72.3% 67%
EKG 83.18% 79.64% 74.33% 71%
Yhdistetty 96.98% 96.23% 91.95% 97%

Taulukko 1. Koneoppimisalgoritmien tarkkuus Framingham Risk Score-datalla, EKG-
datalla seki nédiden datojen yhdisteelld (Jayasudha ym. 2021)

Li, Hu ja Liu (2021) tutkimuksessa pédtavoitteena oli luoda koneoppimismalli SVT:n ennus-
tamiseen, perustuen EKG- ja FKG-signaaleihin (fonokardiogrammi). Tdménkin tutkimuk-
sen, kuten Jayasudha ym. (2021), tavoitteena oli 16ytdd tarkempi EKG-ennustemalli yhdista-
malld kaksi erilaista tietojoukkoa. Sydin- ja verisuonitautien monimuotoisuuden ja lukuisten
alalajien takia yhden tyokalun kéytté on Li, Hu ja Liu (2021) sanoin riittimatonta piilevien
sydin- ja verisuonitautien hahmottamiseen, jonka takia tutkijat kehittivit montaa koneop-
pimisalgoritmia eri kerroksissa hyodyntdvin sekd moniulotteista dataa hyddyntidvéan mallin.
Tutkimuksen tuloksena *multimodaalinen’ koneoppimismalli suoriutui paremmin kuin yh-
delld datalla koulutetut mallit. Varsinkin pelkilld fonokardiogramminauhotteilla koulutetut

mallit suoriutuivat merkittdavasti huonommin.

Yhteenvetona tutkimuksista voidaan todeta koneoppimismallien tuottavan parempia tulok-
sia, kun oppimisessa kdytetty data on monipuolista ja sen kdyttd on tarkkaan mietittyd.
SVT:n monimuotoisuuden takia laajempi nikokulma ongelmien tarkastelussa on hyodyl-

lista.
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4.2 Koneoppiminen diagnoosissa

Téssd alaluvussa seurataan kolmea tutkimusta ja niiden nikokulmia koneoppimisen hyo-
dyntdmiseen diagnosointivaiheessa. Tutkimuksissa perehdytdédn aikaleimattujen muuttujien
vaikutukseen koneoppimismalleissa, sepelvaltimon kudoskerrosten luokitteluun ja diagno-

sointia avustavaan AI-CDSS:dén.

E. Choi ym. (2016) tutkimuksen tavoitteena oli tutkia, vaikuttaako aikaleimattujen muuttu-
jien sisdllyttiminen mallin koulutukseen sen kykyyn ennustaa syddmen vajaatoiminnan ensi-
diagnoosia. Aikaleimattuja muuttujia tutkimuksessa olivat esimerkiksi reseptin médridyshet-
ki ja toimenpiteen aloitusaika. Tutkimuksessa myds vertailtiin eri koneoppimisalgoritmien
suorituskykyi aikaleimattujen muuttujien kanssa. Tutkimuksen yhteydessid kehitetty takai-
sinkytkentineuroverkko (Recurrent Neural Network, RNN) menestyi vain vihdn muita ko-
neoppimismalleja paremmin, kun mallin tarkkailu- ja ennustusikkuna oli pituudeltaan 12
kuukautta. Kun aikaikkunaa pidennettiin 18 kuukauteen, RNN suoriutui huomattavasti ver-
tailtavia algoritmeja paremmin. Vertailtavia koneoppimisalgoritmeja olivat regularisoitu lo-
gistinen regressio, monikerroksinen perseptroniverkko, tukivektorikone seké k-1dhin naapuri
-menetelmd. Tuloksena huomattiin aikaleimattujen muuttujien siséllyttimisen koulutukseen

parantavan mallien kykyi ennustaa syddmen vajaatoiminnan ensidiagnoosia.

Abdolmanafi ym. (2017) tutkimuksessa kehitettiin koneoppimismalli, joka oppi luokittele-
maan sepelvaltimon sisdisid kudoskerroksia optisista koherenssitomografiakuvista (OCT).
Koneoppimismallin tarkoituksena oli helpottaa erdin lasten sepelvaltimotaudin, Kawasakin
taudin, diagnosointi-, hoito- ja seurantaprosessia. Tutkijat huomasivat, ettd valmiiksi koulu-
tetun konvoluutioneuroverkon (CNN) kiytto piirteiden erottelijana ja satunnaismetsin kaytto
luokittelijana toi malliin tarkkuutta ja nopeutta, luokittelun tarkkuuden (accuracy) noustessa
96 prosenttia. Kiyttdessd konvoluutioneuroverkkoa seki piirteiden erotteluun ettd luokitte-
luun, saatiin tarkkuutta nostettua yhdelld prosenttiyksikolld, mutta mallin koulutusaika oli

huomattavasti pidempi.

D.-J. Choi ym. (2020) tutkimuksen tarkoituksena oli arvioida tekodlyllisen kliinisen paatok-
senteon tukijarjestelmin (AI-CDSS) tarkkuutta syddmen vajaatoiminnan diagnoosissa. Ko-

neoppimista kéytettiin AI-CDSSn luomisessa vertaillen viittid eri algoritmia, joista lopulta
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kiyttoon piaityi korkeinta tarkkuutta niyttinyt CART, eli luokittelu- ja regressiopuu (Clas-
sification And Regression Tree). Lidkédreiden luoma CDSS yhdistettiin koneoppimismalliin,
josta tehtiin hybridimalli AI-CDSS. Tutkimuksessa kdytettiin suorituskykymittarina konkor-
danssiastetta, eli tdssi tilanteessa yhdenmukaisuutta verrokkiparin diagnooseissa. Tutkimuk-
sessa AI-CDSS ja erikoisladkéri diagnosoivat 98 prosenttia ajasta yhdenmukaisesti, kun taas
erikoislddkdrin ja yleislddkirin diagnoosit olivat yhdenmukaisia 76 prosenttia ajasta. Tastd
johtuen tutkimustuloksena AI-CDSS:n todettiin olevan hyddyllinen silloin, kun paikalla e1

ole erikoistuneita lddkéreitd tekemissi lopullista diagnoosia.

Yhteenvetona ndisti tutkimuksista voidaan todeta niiden tarkastelevan SVT:n diagnosointia
eri nikokulmista hyvin tuloksin. Syddmen vajaatoiminnan ensidiagnoosi voidaan ennustaa
kayttden mallin koulutuksessa aikaleimattuja muuttujia ja varsinaisen diagnoosin avuksi on
kehitetty ldhes erikoislddkarin tasoinen kliinisen paitoksenteon tukijdrjestelma. Myos lasten
sepelvaltimoiden sisdisid kudoskerroksia osataan luokitella, miki auttaa Kawasakin taudin

diagnosoinnissa ja hoidon seurannassa.

4.3 Koneoppiminen hoidon aikana

Téssid alaluvussa seurataan neljdi tutkimusta ja niiden ndkokulmia koneoppimisen kdytosti
hoidon aikana ja hoidon seurantavaiheessa. Tutkimuksissa tutkittiin sairaalassa tai sairaalan
ulkopuolella tapahtunutta syddnpysdhdystd (IHCA—OHCA) sekd koneoppimisen kiyttod
ndissd tilanteissa. Tutkimuksissa yhtend potilaan toipumisen mittarina oli sydidnpysdhdyksen
jédlkeinen aivojen toiminnallinen tila, joka on jaettu viiteen CPC-luokkaan (Cerebral Perfor-

mance Category, Taulukko [2))

Mayampurath ym. (2022) tutkimuksessa vertailtiin eri koneoppimis- ja tilastomalleja, joilla
ennustetaan IHCA-potilaiden todennikoisyyttd kotiutua sairaalasta suotuisien neurologisten
oireiden kanssa (CPC-luokka yhtédsuuri tai pienempi kuin 2). Vertailussa oli mukana viisi
koneoppimisalgoritmia; logistinen regressio, tukivektorikone, satunnaismetsé, Extreme Gra-
dient Boosting sekd monikerroksinen perseptroniverkko, ja tilastollisin menetelmin luotu
CASPRI-malli (Cardiac Arrest Survival Post-Resuscitation In-hospital). Extreme Gradient

Boosting -malli oli kaikilla mittareilla tehokkaampi muihin malleihin verrattuna.
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CPC-luokka Tila

1 Tajuissaan, tdysin omatoiminen, ei viitettd aivovauriosta
Tajuissaan, tdysin omatoiminen,
2
lievi kognitiivinen hiirio tai neurologinen poikkeavuus
3 Tajuissaan, tarvitsee runsaasti apua piivittiisissd toimissaan
4 Pysyvisti tajuton
5 Kuollut

Taulukko 2. Tiainen ym. (2006) Suomennos Glasgow-Pittsburgh Cerebral Performance Ca-

tegory - luokituksesta

Cheng ym. (2021) tutkimuksessa vertailtiin kolmea erilaista koneoppimismallia kédytettavik-
si OHCA-potilaiden hoitoon liittyvien ennusteiden kanssa. Vertailtavina algoritmeina olivat
logistinen regressio, tukivektorikone ja Extreme Gradient Boosting. Tutkittavina tuloksina
olivat suotuisa neurologinen tila kotiutuessa, kuten Mayampurath ym. (2022)) tutkimuksessa,
sekd 30 piivin selviytymisaste ja todenndkoisyys selviytyd sairaalasta kotiuttamiseen asti.
Tutkimuksessa todettiin Extreme Gradient Boosting -algoritmin tuottavan parhaita tuloksia

kolmen vertailtavan algoritmin joukosta.

Chi ym. (2021)) tutkimuksessa kehitettiin syvdoppimismalli, jonka tarkoituksena oli ennustaa
IHCA-potilaan kuolintodennékoisyyttd sekid sairaalaan takaisinottamisen todennédkoisyytti
seuraavan 30 pdivin ajalle. Datan epitasapainoisuus aiheutti tutkimukselle haasteita, silla
vain noin kymmenesosa koulutusdataan valituista havainnoista olivat [HCA-potilaita. Epéta-
sapainoisuutta korjatakseen dataa painotettiin eli [HCA-potilaiden miirida korostettiin mallin
kehityksessd. Tutkijat saivat mallin ennustemaan yli 80 prosentin todennikoisyydelld IHCA-
kuolleisuuden ja yli 85 prosentin todennikoéisyydelld IHCA-potilaan takaisinoton. Tutkijat
uskovat ratkaisunsa datan epitasapainoisuuden kanssa olevan hyvi tapa kouluttaa parempia

malleja epitasapainoisesta datasta.

Harford ym. (2022) tutkimuksen tarkoituksena oli opettaa koneoppimismalleille sairaalan
kiyttamd paidtoksentekoprosessi méiritd CA-kuvaus OHCA-potilaille. Vertailtavia algorit-

meja oli 9 kappaletta, mukaan lukien Extreme Gradient Boosting-algoritmi, joka on Cheng
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ym. (2021) ja Mayampurath ym. (2022)) tutkimuksissa osoittautunut menestyksekkaaksi.
Harford ym. (2022) saivat parhaita tuloksia kehittamillddan EFCN-algoritmilla (Embedded
Fully Convolutional Network). Algoritmi kehitettiin kahdessa vaiheessa; ensimméisessi vai-
heessa verkon neuronit koulutettiin CA-datalla ja toisessa vaiheessa neuronien aloitusarvoik-
si annettiin ensimmdisen vaiheen koulutetut neuronit ja koulutusta jatkettiin CPC-datalla.
Tdama monivaiheinen konvoluutioneuroverkko toi tutkijoille parhaat tulokset mallin luokitel-
lessa 90 prosenttia potilaista oikein. Tutkijoiden kehittdmélld mallilla tehdyn analyysin mu-
kaan noin viidesosa potilaista olisi pitdnyt kuvata CA:lla, minké johdosta noin kolmasosalla

heistd selviytymismahdollisuudet olisivat parantuneet, mikili heidét oltaisiin kuvattu.

Tutkimukset rakentuivat samalle pohjalle, niiden tarkastellen IHCA- ja OHCA-potilaista
koostuvaa dataa. Tutkimuksissa 10ydettiin Extreme Gradient Boosting-algoritmin sopivan
potilaan neurologisen tilan ennustamiseen kotiutumishetkelld ja syvaoppimisalgoritmien toi-

mivan paddtoksenteon tukemiseen kehitettdvien mallien koulutuksessa.
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5 Yhteenveto

Tutkielman péitavoitteena oli vastata tutkimuskysymykseen "Miten koneoppimista on sovel-
lettu sydén- ja verisuonitautien eri vaiheissa?" seki pohtia kirjallisuuskatsauksen perusteella,

onko koneoppimisen kidytostd eniten hyotyd jossain sydin- ja verisuonitautien vaiheista.

Toisessa luvussa esiteltiin tietoa sydédn- ja verisuonitaudeista sekd niiden tuottamista ongel-
mista terveydenhuollossa. Toisessa luvussa my0s kiytiin ldpi lddketieteellistd diagnostiik-
kaa ja informaatioteknologian kdyttodd kliinisen pédidtdksenteon tukena. Kolmannessa luvussa
esiteltiin koneoppimista, koneoppimisalgoritmille syotettidvidd dataa ja sen muotoja seké ko-
neoppimisen kdyton haasteita ldiketieteessd. Aiheita tutkittiin sekd yleisestd ettd kliinisesti
nikokulmasta. Neljannessd luvussa kiytiin 1ipi aineistohaun tuottamaa kirjallisuutta jakaen
sydén- ja verisuonitautien elinkaari kolmeen vaiheeseen ja tutkien koneoppimisen kidyttdd

néissa vaiheissa.

Kirjallisuudesta ilmeni, ettd koneoppimista on kiytetty hyvin laajasti sydidn- ja verisuoni-
tautien hoidossa seké yleisluontoisemmalla potilastietokantadatalla ettd yksityiskohtaisem-
min tutkivalla kuvantamis- ja signaalidatalla. Esimerkiksi erilaisten tietojoukkojen, kuten
elektrokardiogrammista ja fonokardiogrammista saadun datan, yhdistiminen kuolutusdatak-
si paransi merkittdvisti koneoppimismallien suorituskykyé. Tutkimuksissa huomattiin datan
algoritmien monipuolisuuden ja moniulotteisuuden tuovan parempia tuloksia. Monet tutki-
muksissa kehitetyt koneoppimismallit luotiin my0s jossain méérin vaiheittain, hyddyntiden
algoritmien parhaita ominaisuuksia tietyissd vaiheissa. Tdstd esimerkkind konvoluutiover-
kon kiytto piirteiden erottelijana ja satunnaismetsin kéytto luokittelijana toi koulutukseltaan
nopean, mutta pitevdan mallin luokittelemaan sepelvaltimon sisiisid kudoskerroksia (Abdol-

manafi ym. |2017).

Koneoppimisella on suuret mahdollisuudet viedd lddketiedettd eteenpiin, silld maailma on
muuttumassa koko ajan teknologiaa hyviksyvimmiksi ja dataa seké tietotaitoa kehittid ko-
neoppimismenetelmid on paljon. Kirjallisuuskatsauksen perusteella on hankalaa sanoa, onko
sydén- ja verisuonitautien elinkaaressa koneoppimisen kdytolle eniten hyotyéa tuottavaa vai-

hetta, silld nikokulmia ja kdyttGtapauksia oli todella paljon. Kuitenkin eettisesti ja loogisesti
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mietittynd taudin varhaisen tunnistamisen vaihe on osaltaan kriittinen hetki, silld kun tau-
ti tunnistetaan ajoissa, voidaan elintapamuutoksilla ja lddkityksilld vaikuttaa merkittdvisti
suuntaan, johon tauti on kehittymissi. Lisdksi varhaisen tunnistamisen vaiheessa voitaisiin
hyotyd automatisoidummista menetelmistd, silld kohdeyleisoé on luonnollisesti suurempi sil-

loin, kun etsitdidn onko henkil6lli tai populaatiolla riski sairastaa sydédn- ja verisuonitauteja.
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