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Tiivistelmé: Tdssd kandidaattitutkielmassa kisitellddn koneoppimisen hyddyntdmistd vi-
deopeleissi kirjallisuuskatsauksen muodossa. Ensiksi perehdytédédn siithen, millainen ympa-
risto pelit ovat koneoppimisen soveltamiselle ja erityisesti mitd haasteita niihin liittyy. Seu-
raavaksi kdydaén lapi yleisimpid videopelien kontekstissa kéytettyjda koneoppimisen teknii-
koita, vertaillen niiden heikkouksia ja vahvuuksia. Lopuksi perehdytidin mitd kdytannon hyo-
tyjd ja sovelluksia tutkimusaineiston perusteella on jo kehitetty ja miké voisi olla tulevaisuu-

dessa mahdollista.
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Abstract: This Bachelors” Thesis covers the utilization of machine learning in the context
of video games in the form of a literary review. Games offer a complex environment for
applications of machine learning that require multiple different techniques and approaches
for the machine learning to be efficient and achieve its goals. This thesis explores these
challenges and the commonly used techniques to find out which approaches have yielded
successful results and what are the strengths and weaknesses of each, in addition to the
practical applications of how machine learning has been used in the context of videogames

and what possible applications might be possible in the future.
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1 Johdanto

Videopeleisti on tullut todella suosittu vithteen muoto ja niiden kulutus vaikuttaisi olevan ko-
ko ajan kasvavaa. Sitd mukaa kun tietokoneet ja pelikonsolit muuttuvat yhi tehokkaammiksi,
on myos peleistd mahdollista tehdd entistd vaikuttavampia niin visuaalisesti kuin muutenkin
teknisesti. Pelien fysiikanmallinnuksesta on mahdollista tehdi entisti realistisempaa ja sisil-
tod yleisesti voi olla enemmaén. Yksi suuri osa videopeleji ovat niiden sisdltimat tietokoneen
ohjaamat hahmot ja ympdéristét. Vaikka onkin olemassa pelejd, joissa pelataan vain muiden
ihmisten kanssa tdysin staattisissa ympéristdissd, on jonkinlainen tekodly osa ylivoimaisesti
suurinta osaa peleistd. Tekodlylli ja erityisesti sen ohjaamilla entiteeteilld peleissd on suuri
vaikutus pelikokemukseen ja sithen miten hyvénd itse peli koetaan. (Mozgovoy ja Umarov

2011)

Koneoppimisen soveltamisella pelien tekodlyyn on mahdollista saavuttaa useita sellaisia
ominaisuuksia, jotka tekevit peleistd pelaajan kannalta parempia. (Mozgovoy ja Umarov
2011) Yksi keskeinen vetovoimatekijd videopeleissid on niiden tarjoama haaste, tdhidn kyt-
keytyy keskeisesti pelin vaikeustaso ja sen sopivuus pelaajan taitoihin ndhden. Jos peli on
liian helppo tai itsedin toistava, ei pelaajat todennédkoisesti jaksa kovin kauaa motivoitua sen
voittamisesta. Samoin liian vaikea peli ei motivoi pelaamaan. Pelaaja voi kokea turhautumis-
ta sithen, ettd ei yrityksestd huolimatta koe saavuttavansa merkittavad edistymistd. (Mozgo-
voy ja Umarov 2011) Jos peli kykenee reagoimaan pelaajan toimiin ja mukauttamaan omaa
toimintaansa sen mukaan, on niin ainakin teoriassa mahdollista tuottaa vaikeustason osalta
parempi pelikokemus suurelle osalle pelaajista. Pelikokemuksesta on ndin mahdollista saada
myd6s huomattavasti haastavampi niille, jotka niin haluavat, kun tekoilyn toimintatapoja ei
pystykéédn endd oppimaan ulkoa vaan ne oppivat vastaamaan pelaajan tekemisiin. (Tan, Tan

ja Tay 2011)

Jokainen videopeli on tekoédlyn toimintaympéaristoné erilainen, vaikka samantyylisiin pelei-
hin tietenkin pystyy soveltamaan samantyylisid ratkaisuja. Erilaisia koneoppimiseen pysty-
vid algoritmeja ja jdrjestelmid on lukuisia ja niiden soveltuvuus peleihin vaihtelee myos suu-
resti. Osa uusimmista esimerkiksi neuroverkkoihin perustuvista toteutuksista pystyy kéytéan-

ndssd oppimaan melkein minki tahansa roolin missé pelisséd tahansa, kun taas toisten mene-



telmid toimivuus voi olla hyvinkin sidoksissa sithen millaiseen ympéristdon niitd yritetdin
soveltaa.(Hausknecht ym. 2014) Koneoppimiseen perustuvissa ratkaisuissa on myods mui-
ta ominaisuuksia ja tekijoitd jotka vaikuttavat niiden soveltuvuuteen peleissd, esimerkiksi
kuinka hyvin oppimista voidaan hallita, kuinka nopeasti ne pystyvit oppimaan ja kuinka ne

esimerkiksi reagoivat nopeasti tapahtuviin suuriin muutoksiin.

Pelit myos tarjoavat erinomaisia ympiristdjd koneoppimisen testaamiseen ja tutkimiseen ja
niitd on tdhin tarkoitukseen kiytettykin menestyksekkaisti jo kauan. (Lucas ja Kendall|2006)
Tamén tutkielman tarkoitus on luoda yleinen katsaus siihen, millaisia erilaisia koneoppimi-
seen perustuvia toteutuksia peleissd on jo kdytossd ja minkélaisia on hyvien testitulosten
perusteella mahdollisesti odotettavissa tulevaisuudessa. Liséksi tarkoitus on selvittii erilais-
ten toteutustapojen vahvuuksia ja heikkouksia ja pohtia minkélaisiin tilanteisiin ne parhaiten

soveltuvat.



2 Pelit ja niiden haasteet tekoilylle

Tarkasteltaessa koneoppimisen hyddyntdmisti videopeleissd on syytd ensin kdydi ldpi pe-
leja tekoidlyn toimintaympéristoni ja erityisesti niitd seikkoja, jotka tekevit peleistd toimin-
taympdristond haasteellisen. Tutkimuksissa tulee péddsiintoisesti esille kolme suurta luok-
kaa, joiden alle nimé toimintaympériston haasteet voidaan jakaa, tuntemattomat muuttujat,
ristiriitaiset ja muuttuvat tavoitteet sekd ithmismiisen toiminnan jiljitteleminen. (Galway,
Charles ja Black 2008) On tietenkin olemassa muitakin seikkoja, jotka vaikeuttavat tekoa-
lyjen soveltamista, mutta ne ovat padsdintoisesti tapauskohtaisempia, eivitkd niin yleisesti

sovellettavissa suuriin joukkoihin peleja.

Tissid tutkielmassa tekoily viittaa sellaiseen jirjestelméén tai sen osaan, joka kykenee toi-
mimaan itsendisesti ymparistostd saatavilla olevan informaation perusteella ja tekeméén jol-
lain tavalla perusteltuja valintoja. Koneoppimisella taas tarkoitetaan sellaisia algoritmeja tai
niiden muodostamia kokonaisuuksia jotka kykenevit muuttamaan omaa toimintaansa tavoit-
teenmukaisempaan suuntaan ympéristostd saadun informaation ja jonkun palautteen perus-
teella. Oppimismenetelmii sinédlldin on hyvin monia erilaisia ja jotkut niistd voivat perustua
erilaisten vaihtoehtojen kokeilemiseen, jolloin algoritmin suoriutuminen annetusta tehtivés-

td voi tilapdisesti jopa huonontua.

2.1 Tuntemattomat muuttujat

Tekodly on jo pitkddn soveltunut hyvin ja menestynyt peleissd, joissa pelaajilla on kdytos-
sadn kaikki peliin liittyva informaatio koko pelin kulun ajan. Esimerkkina téllaisesta pelista
on tammi, jossa tietokone on pérjinnyt ihmistd paremmin jo 60-luvulta asti. (Samuel [2000)
Sen sijaan pelit, joissa osa tiedosta on pelaajien ulottumattomissa ovat osoittautuneet hy-
vin hankaliksi ongelmiksi tekoédlyn kehittimisen ndkokulmasta, esimerkkind pokeri, jossa
neuroverkkoihin perustuva oppiva tekoily saavutti ihmispelaajien tason vasta dskettdin. (Ri-
ley [20177) Saavuttamattomissa olevan tiedon ongelma toistuu hyvin monessa videopelissd ja

monesti vield paljon monimutkaisemmassa ympéristossd, kuin mitd pokeri on.

Perinteisesti pelejd, joissa kaikki tieto on pelaajan saavutettavissa, on pyritty ratkaisemaan



esimerkiksi muodostamalla erilaisista pelitilavaihtoehdoista puita ja sitten tekemiin hakuja
niihin voittavan/parhaan pelitilan 16ytdmiseksi. Monimutkaisemmissa peleissd, joissa puut
tulevat liian isoiksi voidaan kiyttdi erilaisia heuristiikkoja ongelman vilttimiseksi. Puuttu-
va tieto on haaste tekodlylle, koska silloin parasta mahdollista ratkaisua ei voida arvioida
kdymalla 1dpi ja vertailemalla kaikkia mahdollisia potentiaalisia skenaarioita tai vaikka voi-
taisiin, olisi eri vaihtoehtoja niin paljon, ettd se ei ole vield nykyisten koneiden laskentaka-
pasiteetin tavoitettavissa. (Lucas ja Kendall [2006) Esimerkkejd tuntemattomista muuttujista
moderneissa videopeleisséd ovat esimerkiksi vastustajan kdyttdmaét strategiat peleissid kuten
Strarcraft, parjitikseen ihmispelaajalle tekoélyn pitiisi kyetd jollain tavalla ennakoimaan ja

vastaamaan toisen pelaajan tekemiin valintoihin.

Erityisesti lukuisten eri pelitilojen ja tuntemattomien muuttujien haasteet korostuvat moder-
neissa peleissd, jotka tulevat koko ajan monitasoisemmiksi ja laajemmiksi. Vaikka esimer-
kiksi pokeri voi saavuttaa todella suuren joukon erilaisia pelitiloja (game state), ei se ole vie-
14 1dhelldk&én sitd madrdd, mitd moderneissa videopeleissi voi olla. (Lucas ja Kendall 2006])
Yleisesti parhaiten tuntemattomia muuttujia siséltivissi peleissd menestyvit yleiskdyttoiset
(general purpose) tekoilyt, josta kykenevit oppimaan ja toimimaan jollain tavalla ympéris-
tostddn riippumatta. Tillaisten algoritmien ja tekodlyjen kehittdminen on hyoddyllistd myos
laajemmin, kuin vain pelien nikokulmasta. On arvioitu, ettd tekodly, joka pérjdd hyvin poke-
rissa voisi olla hyddyksi myos esimerkiksi neuvotteluissa tai muissa vastaavissa tilanteissa,

joissa “vastustajan kittd” ei pystytd nikemédn. (Lucas ja Kendall 2006)

2.2 Ristiriitaiset ja muuttuvat tavoitteet

Hyvi havainnollistava esimerkki, jossa muuttuvat ja ristiriitaiset tavoitteet tulevat esille haas-
teena tekodlylle, ovat reaaliaikaiset strategiapelit kuten StarCraft. Niissd pelaajat, ihmisten
tai tekodlyjen ohjaamat, voivat liikuttaa useita eri yksikoitd samanaikaisesti, yleenséd ilman
suuria rajoituksia, rakentaa yksikoitd, johon menee aikaa ja mahdollisesti muita resursseja ja
yleensd tehdid vield monia muitakin valintoja pelin aikana. Kun tdhdn lisdtiin se, ettd kaik-
ki tapahtuu reaaliajassa samaan aikaan, on tekoilylle todella suuri haaste toimia téllaises-
sa ympiristossd tehokkaasti.(Synnaeve ja Bessiere 2015) Normaali idea siitd, ettd pyritdin

oppimaan paras mahdollinen toimintapa toivotun lopputuloksen saavuttamiseksi ei endd pi-



de, koska jatkuvasti muuttuva ympiristo luo tilanteen, jossa tekodly yrittdd oppia koko ajan
muuttuvaa parasta tapaa toimia. Tillaisessa ympiristossd toimimiseksi paljon syvempi oppi-
minen pelin eri tasoista ja osa-alueista on vilttdmitonti, jotta toimintatapaa osataan mukaut-

taa ympdriston mukaan.(Bowling ja Veloso [2002)

Modernien tietokonepelien tavoitteet eivit ole myOskdidn yhti suoraviivaisesti médritettivis-
sd kuin esimerkiksi shakissa, joissa vastustajia on aina yksi ja sddnnot pelin voittamiseksi
ovat lopulta melko suoraviivaiset. Moderneissa tietokonepeleissi taas paamiird on mahdol-
lista jakaa tilanteesta riippuen hyvinkin moneen erilaiseen osatavoitteeseen, mutta kaikki
niistd eivit ole valttimattd ldheskddn yhti tirkeitd lopullisen pddméadrdn saavuttamisen kan-
nalta. (Hagelbdck|2015) Jos ajatellaan esimerkiksi jotakin reaaliaikaista strategiapelid, osata-
voitteita voisivat olla pelissi silld hetkelld kdynnissd olevan yksittdisen taistelun voittaminen,
mahdollisen tukikohdan kehittiminen tai toisen pelaajan kimppuun hyokkdaminen. Kaikki
ndistd ovat hyodyllisid koko pelin voittamisen kannalta, mutta kaikkiin ei pelissd kidytossi
olevien, rajallisten resurssien vuoksi todennikoisesti ole mahdollista panostaa. Tilloin te-
kodlyn on kyettiva tekeméin valintoja monen eri tavoitteen vililtd, jota kaikki ovat ainakin
osittain valttimittomid voiton kannalta, osatavoitteet myos vaihtuvat koko ajan pelin edetes-

sd.

2.3 Thmismaiisyys

Suuri osa moderneista videopeleistd sisédltdd hahmoja tai tahoja, jotka ainakin periaatteessa
pyrkivit jollain tavalla mallintamaan ihmisen toimintaa jossain tilanteessa. Tietokoneen oh-
jaamat tahot voivat toimia ihmispelaajan vastustajina, avustajina tai neutraaleina tahoina ja
uskottavan pelikokemuksen takaamiseksi niiden kaikkien pitiisi osata toimia “thmisméiises-
ti” ja tilanteeseen sopivalla tavalla. (Mozgovoy ja Umarov 2011)) Tédssd osiossa ei kiinnitetd
huomiota sosiaaliseen kanssakdymiseen, vaan pikemminkin siihen, ettd ihmiset tekevit pe-
leissd esimerkiksi virheitd ja voivat toimia hyvinkin odottamattomilla tavoilla. Tekoélylle
tdma on perinteisesti ollut vaikeaa. Erityisesti sellaisen tekoédlyn toteuttaminen, joka ihmis-
pelaajan tavoin kykenee muuttamaan jatkuvasti toimintaansa, mutta kykenee silti saavutta-
maan jatkuvasti sille asetetut tavoitteet on osoittautunut haastavaksi. (Mozgovoy ja Umarov

2011)



Voidaan ajatella, ettd tekoédlyn ohjaaman hahmon tapauksessa suurin prioriteetti ei valttaméit-
td ole se, kuinka tehokkaasti annettu tehtdvi suoritetaan tai kuinka hyvéén paiatoksentekoon
tekoily kykenee, vaan millaisen kokemuksen se tarjoaa ihmispelaajalle. (Tan, Tan ja Tay
2011) Kuvitellaan esimerkiksi jokin ammuntapeli, jossa tekodlyn ohjaama vastustaja toimii
taydelliselld nopeudella ja tarkkuudella, tdlloin ihmispelaaja on ldhes vdistimattd tuomittu
hidvidmaiin eikd pelikokemus voi olla kovin positiivinen. On kéytetty kisitettd tekotyhmyys
(Artificial stupidity) (Tan, Tan ja Tay 2011), viittaamaan siihen, etti tekoily ohjataan tarkoi-

tuksella tekemién virheitd ja hidastelemaan, ettd pelikokemus olisi ihmiselle miellyttdvampi.

Oppivien tekoilyjen nidkokulmasta timéd on mielenkiintoinen ongelma, koska yleensé oppi-
misalgoritmi pyrkii nimenomaan oppimaan, kuinka annettu piiméadri saavutetaan mahdol-
lisimman tehokkaasti. Mutta “ihmispelaajalla tiytyy olla mahdollisimman hauskaa” ei ole
ainakaan toistaiseksi sellainen tavoite, jonka tekodlylle voi antaa. Néin ollen tdytyy kiyt-
tdd jotain vilillisid tavoitteita, jotka tekoily voi oppia saavuttamaan, esimerkiksi ennakoida

thmispelaajan toimia, riittdvin haasteen tarjoamiseksi tai pelaajan avustamiseksi.



3 Koneoppimisen menetelmia

Téssi osiossa perehdytddn kidytinnon sovelluksiin ja toteutustekniikoihin joilla tekoédlyéd on
hyodynnetty pelien yhteydessd. Kuusi keskeisinti ja eniten kédytettyd koneoppimisen tyyppid
videopeleissid ovat evoluutiopohjaiset (evolutionary computation), vahvistusoppiminen (rein-
focement learning), ohjattu oppiminen (supervised learning), ohjaamaton oppiminen (unsu-
pervised learning), suunnitteluun perustuvat ja puurakenteisiin pohjautuva hakeminen. (Yan-
nakakis ja Togelius 2014) Kaikilla néilld tekniikoilla on omat vahvuutensa ja heikkoutensa,

joiden perusteella niitd voidaan valita sovellettaviksi eri tilanteissa.

3.1 Puurakenteisiin pohjautuva oppiminen

Koneoppiminen termin alkuperdiseni kehittdjdnd pidetdin Arthur Samuelia, joka tutki puu-
rakenteisiin pohjautuvan koneoppimisen soveltamista tammen pelaamiseen. (Weiss |1992)
Videopelejd ei vield nykymuodossaan ollut 1950-luvulla, jolloin Samuel kehitti koneoppi-
misen ensimmaisid muotoja, mutta samoja tekniikoita kdytetddn nykypdivina sahkoisten pe-
lien yhteydessi. Perusidea tdméntyyppisessid koneoppimisessa on, ettd pelin eri tiloista muo-
dostetaan puu siten ettd jokainen pelilaudan tila vastaa aina yhtd solmua. Solmuista lihte-
vit haarat vastaavat pelaajien tekemié valintoja kyseisessi pelitilassa, nidin jokainen polku
puun juurisolmusta johonkin lehtisolmuun vastaa siis yhtéd pelin kulkua alusta loppuun, nédin
muodostetusta puusta on teoriassa mahdollista valita aina se haara, jossa olevat pelitilat ovat

valinnan tekijdn kannalta mahdollisimman hyvit. (Samuel 2000)

Kéaytdnnossd missd tahansa pelissd on niin paljon mahdollisia erilaisia pelinkulkuja, ettd ko-
konaisia puita ei milldédn pystytd pitiméén tietokoneen muistissa, saati sitten kdsittelemiin.
Ratkaisuna tihén ongelmaan on méiérittdd kullekin pelitilalle jokin arvo perustuen siihen,
kuinka tavoiteltava kyseinen pelitila on voittamisen kannalta ja pelid toistuvasti pelaamal-
la tallentaa muistiin usein toistuvia pelitiloja ja niitd vastaavia arvoja. Mitd enemmén tietoa
usein esiintyvisti pelitiloista on opittuna, sitd enemméin puusta voi karsia pois haaroja, joiden
valitsemisesta seuraisi epdedullisia pelitiloja. (Samuel 2000) Nykyisin puurakenteisiin poh-

jautuvaa oppimista on helppoa my6s yhdistdd muihin koneoppimisen tapoihin, esimerkiksi



kayttimalld jotain muuta oppivaa menetelmaii pelitilaan sidottavan arvon médrittamiseen.

3.2 Toistosta oppivat menetelmiit

Yleisesti toistosta oppivia menetelmié (reinforcement-learning) kiytettdessi, oppiva algorit-
mi on yhteydessd toimintaympéristdonsd joidenkin havaintojen ja omien toimintojensa kaut-
ta. Jokaisella iteraation askeleella algoritmi saa ympéristoltiddn tietoa ympériston tilasta (ha-
vainto). Tdamin jidlkeen algoritmi valitsee jonkin toiminnon, joka muuttaa ympériston tilaa,
tilan muutos aiheuttaa algoritmille jonkinlaisen vahvistussignaalin (reinforcement signal).
Algoritmin tavoite on valita suoritettavat toiminnot siten, ettd vahvistussignaalien suuruus
pitkilld aikavililld on mahdollisimman suuri. Algoritmin toiminnan ydin on siis kidytinnos-
sd, ettd virheiden ja onnistumisten avulla siirrytdén jatkuvasti kohti optimaalista ratkaisua.
(Kaelbling, Littman ja Moore |1996) Téamin toiminnallisuuden eri lailla toteuttavia algorit-

meja on lukuisia erilaisia.

Toistossa oppivissa menetelmissid olennaista on, kuinka paljon eri vaihtoehtoja tarvitsee ko-
keilla, verraten sithen millaisia tuloksia oppiminen alkaa tuottaa. Yleisesti mitd suurempi
joukko erilaisia mahdollisia toimintoja voidaan kokeilla, sitd todennikéisemmin 18ytyy toi-
votunlaisia lopputulokisa antava strategia, mutta vihdnkdidn monimutkaisimmissa ympéris-
toissd kokeiltavien vaihtoehtojen médri kasvaa niin suureksi, ettd vain satunnaisesti kokeile-
minen ei ole endd riittdvin tehokasta. (Burnetas ja Katehakis [1997) Erot eri toistoon perus-
tuvien oppivien algoritmien vélilld on péddasiassa siind, kuinka ne etsivit uusia strategioita
ja miten ne painottavat uusien strategioiden kokeilua jo 16ytyneisiin jollain tavoin toimiviin

strategioihin verrattuna.

3.3 Evolutiiviset

Nimensd mukaisesti evolutiiviset oppivat menetelmit perustuvat optimaalisen ratkaisun et-
sintddn luonnollisen evoluution toimintaperiaatetta jéljittelemilld. Menetelméssd joukkoa
mahdollisia ratkaisuja ajatellaan ikd4n kuin populaationa, jotka ovat muodostettu ja joita ki-
sitellddn ja yllapidetddn luonnollista genetiikkaa muistuttavilla operaatioilla. Mahdollisten

ratkaisujen sisdlto on pakattu sellaiseen muotoon, ettd tima onnistuu. Eri ratkaisuvaihtoeh-



tojen soveltuvuutta vertailemalla voidaan iteratiivisesti pddstd ldhemmads parasta ratkaisua,
mikéli se on téllaisella menetelmallad 16ydettdvissd. (Goldberg ja Holland |1988) Evolutiiviset
algoritmit jakautuvat online- ja offline-tyyppisiin, sen mukaan pyrkiiko algoritmi iteroimaan
kohti parempaa ratkaisua, kun peli tai muu vastaava oppimisympéristd on kdynnissi (online),
vai ndiden suorituskertojen vilissa (offline). (Galway, Charles ja Black [2008) Kummassakin
ldhestymistavassa on omat vahvuutensa, mutta yleisesti offline-tyyppiset toteutukset sopivat
parhaiten sellaisiin ongelmiin, joissa suoritusaika on lyhyt ja suorituskertoja tulee paljon.
Offline-tyyppisille algoritmeille soveltuvuusvertailun tekeminen on yksinkertaisempaa, kos-
ka koko suorituksen lopputulosta voidaan kayttdd yhtend valintakriteerind. (Galway, Charles

ja Black 2008))

Jotta evolutiivisilla menetelmilld voidaan pééstd kohti optimaalista ratkaisua, tidytyy evo-
luutiota varten tarvittavat kandidaatit ensin tuottaa jollain keinoilla. Kandidaattien tuottami-
sessa voidaan kiyttdd apuna jotain muuta oppivaa menetelmaéad tai erilaisiin heuristiikkoihin
tai satunnaisuuteen perustuvia vaihtoehtoja. Se millainen tapa kandidaattien tuottamiseen
valitaan, riippuu tdysin mihin tarkoitukseen evolutiivista oppimismenetelméd ollaan sovel-
tamassa. Videopelien tekodlyvastustajien tuottamisessa on saatu hyvid tuloksia esimerkiksi
tuottamalla kandidaatit neuroverkkojen avulla ja sen jidlkeen soveltamalla niihin evolutiivista

menetelmii. (Zhen ja Watson 2013)

3.4 Neuroverkot

Vaikka keinotekoisiin neuroverkkoihin (artificial neural networks) pohjautuvat toteutukset
jakavatkin yleisesti saman biologista neuroverkkoa jollain tavalla jiljittelevin toimintaidean
on erilaisia toteutuksia todella suuri miird ja myos niiden ominaisuudet vaihtelevat paljon.
Keinotekoiset neuroverkot on ldhtokohtaisesti kehitetty hyvin yleiseksi (general purpose)
tyokaluksi, jotka kykenevit oppimaan ja mallintamaan laajasti erilaisia asioita. Sovelluskoh-
teissa, joissa mahdollisimman yleinen ja syvd oppiminen on eduksi ovat neuroverkot osoit-
tautuneet melko ylivoimaiseksi tyokaluksi verrattain muihin oppimismenetelmiin. (Justesen
ym. 2019) Huomioitava on myds, ettd neuroverkot ovat menetelménéd melko raskas ja mo-
nimutkainen ja yleensd niiden suorituskyky tietyssd tehtdvissi jdi jilkeen nimenomaan téti

kyseistd tehtdviid varten laaditusta algoritmista.



Kun keinotekoisia neuroverkkoja tarkastellaan videopelien viitekehyksesti, voidaan ne jakaa
kahteen kategoriaan sen mukaan, kuinka ne vastaanottavat syotteend tulevaa dataa. Feedforward-
tyyppiset neuroverkot ottavat vastaan yhden syotteen ja antavat sen perusteella jonkin tu-
loksen. (Justesen ym. 2019) Sydte voi olla esimerkiksi tdménhetkinen pelitila ja tuloksena
vaikka ennustuksia mahdollisten tulevien tapahtumien todennédkoisyyksistd tai mahdollisia
toimintoja, joita tekodly voi tehdd. Feedforward-tyyppiset neuroverkot voi jakaa vield kah-
teen alatyyppiin, direct encoding- ja indirect encoding-tyyppisiin, sen mukaan, kuinka ver-
kon opettaminen kédytdnndssi toimii. Direct encoding-tyyppisisséd verkkoa opetetaan suoraan
syotettdvin datan avulla, kun taas indirect encoding kiyttdd apuna toista verkkoa varsinai-
sen vastauksen tuottavan verkon opettamiseen. (Hausknecht ym. |2014) Direnct encoding-
tyyppiset algoritmit suoriutuvat indirect encoding-tyyppisid paremmin sellaisissa tilanteissa,
jossa syotteend on esikésiteltyd matalaulottuvuuksista dataa pelin sisidllostd, mutta indirect
encoding-tyyppiset esimerkiksi pystyvit oppimaan peleissd toimimisen pelkdstiddn pelkin
pikselidatan perusteella. Tdma perustuu siihen, ettd indirect encoding-ldhestymistavan neu-
roverkkoratkaisut pystyvit oppimaan paljon suurempia verkkoja tietoa, joka on vilttamitto-
myys silloin, kun syotteen perusteella pitdid muodostaa monimutkaisempia toimintamalleja.

(Hausknecht ym. 2014)

Toinen kategoria ovat recurrent-tyyppiset neuroverkot, jotka toimivat jirjestyksessid sarja-
na tulevalla syotteelld ja kayttiavit lisdksi syotteend verkon aiempaa tilaa, jolloin tilat ovat
aina kontekstissa aiempiin syotteisiin. (Justesen ym. 2019) Recurrent tyyppinen verkko on
hyodyllinen silloin, kun tdménhetkinen pelitilasta saatava data ei pelkéstiin riitd antamaan
tarpeeksi laajaa kuvaa piitoksentekoa varten. Kdytannossid suurimmassa osassa moderneja
videopelejd vaaditaan jotain tietoa aiemmista pelin tapahtumista, jotta pelaaja voi tehdi hy-
vid padtoksid ja onnistua pelissd. Kun neuroverkkoja sovelletaan videopeleihin, on yleisti,
ettd erityyppisid neuroverkkoja kédytetdaan yhdessd parhaiden oppimistulosten saavuttamisek-

si. (Justesen ym. 2019)

Jos neuroverkkopohjaiseen jirjestelméén lisdtdédn vield ominaisuuksia muista tekodlyistd, on
tillaisen yhdistelmén avulla mahdollista rakentaa hyvinkin monimutkaisissa peleissi ihmis-
td paremmin pelaava tekodly. Yhdistelemélld parhaita puolia eri menetelmisti voidaan saada

neuroverkkojen kyky ratkaista monimutkaisia ongelmia ja kohdennetumpien algoritmien te-
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hokkuus. Erityisen tehokasta on esikésitelld neuroverkon saamaa syotetietoa ja karsia siitd
eri menetelmilld ongelman kannalta epidolennaista dataa, timé tehostaa huomattavasti neu-

roverkon oppimiskykyi ja tehokkuutta. (Tesauro |[2002)
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4 Koneoppimisen sovellukset peleissi

Koneoppimista on mahdollista soveltaa videopelien yhteydessi niin pelien sisdisind kompo-
nentteina, ihmispelaajien korvaajina kuin apuna pelinkehityksessi. Tdssd luvussa késitellddn
sitd, miten koneoppimista on kdytinnossd hyddynnetty tdhin mennessi ja mitd mahdollisia
kédyttoalueita olisi tehdyn tutkimuksen mukaan olemassa tulevaisuudessa. Sekd videopelit,
ettd koneoppiminen ovat nopeasti kehittyvid tutkimusaloja, joissa uusia ratkaisuja ja mah-

dollisuuksia syntyy koko ajan.

4.1 Tekoily pelaajana

Perinteisten algoritmien kehittimiselle, jotka perustuivat puurakenteiden muodostamiseen
erilaisista pelitiloista ja hakujen tekemisestd niihin, ovat vanhat ja tunnetut lautapelit ol-
leet todella tarkeitd testausympadristojd. Tillaisia pelejd, kuten shakki ja tammi, tekodlyt ovat
osanneet pelata todella hyvin jo kauan (Lucas ja Kendall [2006), mutta monimutkaisemmat
pelit kuten Go ovat olleet ihmispelaajien hallitsemia aivan ldhiaikoihin asti, kunnes neuro-
verkkoihin ja erilaisten koneoppimistekniikoiden yhdistelmiin perustuvat ratkaisut ovat alka-
neet pdihittdd parhaitakin ihmispelaajia. Yksinkertaisemmat puurakenteisiin perustuvat teko-
dlyt ovat pérjanneet jo jonkin aikaa myos yksinkertaisimmissa videopeleissi, kuten Mariossa

ja Pac-Manissa.

Tekodlyn ohjaamat vastustajat ovat hyvin tiarked osa myos moderneja videopelejd, aivan niin
kuin shakissa tai tammessa voi ihmispelaaja pelata tekodlyd vastaan myos Starcraftissa. Pe-
rinteisesti tekodlyvastustajat eivit ole onnistuneet parjaidmaiin hyville ihmispelaajille vield
moderneissa strategiapeleissd, kuten Starcraftissa ilman, ettid niille annetaan keinotekoinen
etulyontiasema esimerkiksi resursseja tai kiytettdvissd olevaa tietoa lisddmélld. Erityisesti
neuroverkkojen kehittymisen myo6téd on kuitenkin saavutettu merkittavii edistymistéd tekoi-
lyvastustajissa my0Os ndissd vaativimmissa sovelluskohteissa. (Zhen ja Watson 2013) Deep-
Mindin kehittimi, neuroverkkoihin pohjautuva tekoédly on jopa viimevuosina pérjdnnyt par-

haille ihmispelaajille StarCraft II videopelissd. (Vinyals ym. 2019)

Vaikka tutkimuksessa onkin keskitytty paljon strategiapeleihin ja perinteisiin lautapeleihin
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koneoppimista kidyttidvien tietokonepelaajien testaus ja tutkimusympéristoni, on téllaisia tie-
tokonevastustajia tai pelaajia mahdollista soveltaa myds muun tyyppisissd peleissd. Suurin
vahvuus koneoppimista hyodyntivissa tekodlyisséd johonkin ei-oppivaan tekoédlymalliin ver-
raten on se, ettd kun tekodly muuttaa toimintaansa, muuttuvat myos sen heikkoudet ja vah-
vuudet. Ndin ollen ihmispelaaja ei voi helposti péihittdi tekodlyd joka kerta samalla tavalla
tuntemalla sen heikkoudet. (Lucas ja Kendall 2006)) Mikdli peli on riittdvdn monimutkainen,
el vélttimattd ole edes mahdollista toteuttaa siind hyvin toimivaa staattista tekoélyé, néin ol-
len koneoppiminen voisi mahdollistaa jopa kokonaan uudentyyppisii pelejd tai mahdollistaa
tietokonepelaajien luomisen peleihin, jotka ovat aiemmin vaatineet useamman ihmispelaa-

jan. (Yannakakis ja Togelius 2014)

Kehitys koneoppimisessa, erilaisten koneoppimistapojen yhdistely ja erityisesti neuroverk-
koihin pohjautuvien toteutusten muuttuminen paremmiksi on mahdollistanut entistd yleis-
kayttdisempien tekoilyjen syntymisen. (Yannakakis ja Togelius [2014) Téllaiset tekodlyt ky-
kenevit pelien sisélld vastaamaan pédédtoksenteosta ja valinnoista entisti laaja-alaisemmin sen
sijaan, ettd olisi lukuisia erillisid komponentteja hoitamassa eri osaratkaisuja. Neuroverkkoi-
hin perustuvilla ratkaisuilla on saatu todella hyvii tuloksia myos silloin, kun sama tekoi-
ly laitetaan pelaamaan useampaa erilaista pelid. (Yannakakis ja Togelius [2014) Tillaiselle
yleisemmille tekodlylle ei ole kovin mielekistd testata sitd jotain muun tyyppisti toteutus-
ta vastaan vain yhdessa pelissi, esimerkiksi shakkitietokone pérjda todennikoisesti yleiselle
oppivalle tekodlylle hyvin shakissa, mutta ei kykene mitenkéén toimivaan esimerkiksi Super
Marion kanssa. Niin ollen kriteerit hyvin toimivalle, tai tehokkaalle menetelmaille eivit ole

aina niin selkeita.

4.2 Tekodlyn ohjaamat hahmot

Yleisesti ensimmdiiseksi videopelien tekodlystd puhuttaessa tulee mieleen nimenomaan te-
kodlyn ohjaamat hahmot, eli NPC:t (Non-person characters), joista itsestddn kadytetddn tassi
kontekstissa joskus nimed tekodlyt. Tdssd tutkielmassa tekodly viittaa kuitenkin aina ylei-
sempidn mekanismiin, joka pystyy toimimaan itsendisesti ja tekeméén perusteltuja valintoja
jossain ympadristossd, eikd pelkéstidin sen ohjaamiin hahmoihin. Tdmé nimitys kuitenkin ku-

vaa hyvin sité, kuinka merkittavi sovellusalue NPC:t ovat tekodlyille.
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Kaksi tekoédlyn ohjaamille hahmoille annettavaa tirkedd laadun vaatimusta ovat uskottavuus
ja tehokkuus paitoksenteossa. Nykyisissd suurissa peleissd NPC:t toteutetaan kuitenkin vield
padsiintoisesti ddrellisilld automaateilla ja valmiisiin sdéntdihin pohjautuvilla jarjestelmilld,
vaikka niilld ei tutkimusten perusteella kyetdkiin tuottamaan niin hyvii lopputuloksia, kuin
mitd oppimiseen perustuvilla toteutuksilla olisi jo nyt mahdollista. (Mozgovoy ja Umarov
2011) Erityisesti koneoppimisen hyoddyt korostuvat moderneissa peleissd, joiden monimut-
kaisuus, monipuolisuus ja sisidllon laajuus kasvaa jatkuvasti ja staattisiin malleihin perustu-

vien toteutus muuttuu koko ajan suuritdisemmaksi.

Niiden algoritmien paidtoksentekokykyi koskevien vaatimusten kasvamisen lisdksi nykyisin
pelaajat myos odottavat NPC:iltd koko ajan ihmismédisempdd ja ’syvéllisempdd” kdyttiyty-
mistd. Syvilliselld tarkoitetaan, ettd hahmot noudattavat niiden edustamaa roolia yha yksi-
tyiskohtaisemmin ja monipuolisemmin, esimerkkini erilaiset keskustelut, joita niiden kans-
sa on mahdollista kdydi tai kuinka ne reagoivat pelaajan tekemiin valintoihin. (Mozgovoy
ja Umarov 2011)) Osa NPC:iden ihmismiisyyteen liittyvédd uskottavuutta on tietenkin my®os,
kuinka hyvin tekodly pystyy tarpeen vaatiessa suoriutumaan laajastakin joukosta eri tehti-
vid, pelisti riippuen tdma voi siséltdd esimerkiksi keskustelujen lisiksi, pelitilassa litkkumis-
ta, resurssien hallintaa tai jonkinlaisia taistelumekaniikkoja. (Yannakakis ja Togelius 2014)
Kuten aiemmin on todettu, koneoppimiseen perustuvalla yleiselld tekoilylld on hyvin suuria

vahvuuksia tillaisessa sovelluskohteissa.

Erityisesti sellaisten NPC:iden tuottamisessa, jotka toimivat ihmispelaajien vastustajina olisi
saavutettavissa paljon hyotyd koneoppimisen avulla. Yksi keskeinen uskottavuustekiji tal-
laisissa tilanteissa on se, ettd pelaajalle syntyy mielikuva reilusti pelaavasta vastustajasta.
(Synnaeve ja Bessiere |20135)) Téll4 tarkoitetaan sitd, ettd tekoédlyn ohjaamat hahmot eivit esi-
merkiksi toimi jonkun sellaisen tiedon perusteella, jota ihmispelaajalla ei olisi kiytettivis-
sddn samassa tilanteessa, tai, ettd niillid ei ole kiytettidvissddn loputtomia resursseja priori-
sointiongelmien kiertimiseksi. Muita téllaisia tekijoitd ovat esimerkiksi reagointinopeus ja

mekaaninen tarkkuus, joissa koneet tyypillisesti ovat aina parempia kuin ihmiset.

Koneoppimisen avulla voidaan NPC:td ohjaavalle tekodlylle opettaa oikean ihmispelaajan
toimintaa kyseisessi pelissd. Tdlloin ei synny tekodlyd, joka toimii mahdollisimman tehok-

kaasti vaan mallinnetun ihmispelaajan tavoin. Ongelmana tédssd kehitystavassa uskottavuu-
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den kannalta on se, ettd NPC:t toimivat ihmispelaajan, eivitkd vélttimattd ihmisen tavoin,
joissain tilanteissa néilld kahdella voi olla isokin ero. (Yannakakis ja Togelius 2014) Tama
menetelma itsessddn ei myoskadn tee tekodlystd vield oppivaa, vaan sithen on muiden omi-
naisuuksien saamiseksi lisattdva tarvittavat komponentit. Menetelmid voidaan myos kayttad
esiopettamaan oppivia tekoédlyn ohjaamia hahmoja. Mitkddn néistd menetelmistd eivit kui-

tenkaan ole vield kovin laajalti kiytossi peliteollisuudessa. (Galway, Charles ja Black 2008)

4.3 Oppiva peli

Téhin asti tekodlyn sovelluksista on puhuttu ldhinné pelien ulkopuolisena mekanismina tai
korkeintaan niiden sisélld toimivana véhintdin jollain tasolla itsendisenid osana. Koneop-
pimista on kuitenkin mahdollista kdyttdd my0Os pelissd itsessdédn, pddasiassa pelikokemuk-
sen parantamiseksi tai kehitys ja ylldpitoty0ssi tarvittavan datan kerd@misen tehostamiseksi.
(Tan, Tan ja Tay 2011) Néin peli saadaan reagoimaan pelaajan toimiin, tai johonkin muu-
hun ympdériston muutokseen ja muuttamaan pelikokemusta tai jotain muuta haluttua pelin

ominaisuutta toivottuun suuntaan.

Yksi hyvi kiytdnnon esimerkki on oppimisen avulla toteutettu dynaaminen vaikeustaso, jol-
loin peli mukautuu kiyttdjin taitojen kehittymiseen tai vaikka pelaajan vaihtumiseen niin,
ettd pelikokemus on jatkuvasti mahdollisimman viihdyttdva. (Tan, Tan ja Tay 2011) Koska
ithmispelaajat ovat hyvin erilaisia, on kaikille sopivan oppimiskédyrin 16ytdminen 1ihes mah-
doton tehtdvd. (Tan, Tan ja Tay [2011) Yleisesti videopelien vaikeustaso ja kompleksisuus
kasvavat pelin edetessd ja timd puolestaan nostaa pelin vaikeustasoa, oppimiskiyralla tar-
koitetaan tédssi sitd, kuinka nopeasti vaikeustaso nousee. Liséksi jos sama pelaaja pelaa pelin
ldapi useampaan kertaan, on varsinkin pelin alkuosa monesti hyvin helppo. Perinteisesti té-
td ongelmaa eritasoisista pelaajista on kierretty manuaalisesti vaihdettavilla vaikeustasoilla,
porrasteisuutensa ja pelaajan omaan arvioon perustuvana tima ei kuitenkaan aina ole paras

mahdollinen ratkaisu. (Tan, Tan ja Tay 2011)

Oppivilla algoritmeilla on mahdollista my0s tuottaa pelin sisdltoon variaatiota muuttamal-
la esimerkiksi NPC:iden toimintaa tai muokkaamalla pelimaailmaa sitd mukaa kun pelaaja

alkaa oppia aikaisemmat. (Yannakakis ja Togelius 2014) Ndiin pelistd saa uusia ja mielen-
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kiintoisia kokemuksia vaikka sen olisikin pelannut ldpi tai kdyttinyt sithen muuten paljon
aikaa. Tietenkin timéntyyppisid mekaniikkoja on mahdollista toteuttaa peleissid ilman op-
pivia menetelmidkin, mutta pelaajakohtaisesti yksiloity kokemus ei silloin ole mahdollinen.
(Tan, Tan ja Tay 2011) Erityisesti proseduraalinen sisdallon muodostaminen, joka on tullut to-
della suosituksi videopeleissd, voisi hyotya paljonkin koneoppimisen hyddyntimisesté, kos-
ka yleisesti ihmiset ovat hyvid erottamaan miki on satunnaisesti tuotettua sisdltod ja mika
tarkoituksenmukaisesti suunniteltua. Yksi esimerkki proseduraalista sisdllonmuodostamis-
ta hyodyntédvistd suositusta videopelistd on Minecraft, jossa ei kuitenkaan hyodynneti vield

koneoppimista.

Se kuinka hyvin koneoppimista saadaan tissd kontekstissa sovellettua, on myos suuresti kiin-
ni siitd, millaisilla mittareilla onnistumista esimerkiksi pelikokemuksen parantamisessa voi-
daan arvioida. (Tan, Tan ja Tay 2011) Esimerkiksi tdllaisista mittareista voivat olla prosen-
tuaalinen onnistumisten miird pelaajalle, keskimiiridiset saavutettavat pisteet tai joku muu
vastaavanlainen pelimekaniikasta riippuva seikka. Télloin on mahdollista myos saada kerit-
tyd dataa pelin vaikeustasoon ja pelaajan kiyttdytymiseen liittyen tarkastelemalla mink&lai-
set muutokset tekodlyn toiminnassa vaikuttavat esimerkiksi voittamisen todennikoisyyteen.

(Tan, Tan ja Tay [2011)
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5 Yhteenveto

Téamin tutkielman tarkoitus oli selvittidd, millaisia eri sovelluskohteita videopeleissid on ko-
neoppimiselle ja miti erilaisia koneoppimisen muotoja niissd on jo kdytossi ja millaisia tule-
vaisuuden mahdollisuuksia aiheen tutkimuksesta 16ytyy. Pddasiassa aiheen tutkimus ndyttdi
keskittyvin kahteen péddaiheeseen, pelejd pelaavien tekodlyjen tuottamiseen koneoppimisen
avulla sekd mahdollisuuksiin parantaa pelikokemusta koneoppimista hyddyntden. Lisiksi
tietyt pelityypit ja pelit nousivat esille tekodlytutkimuksen kohteina huomattavan usein, osit-
tain sopivien ominaisuuksiensa ja osittain my0s niille hyvin saatavilla olevien tydkalujen
mukaan. Erityisen suosittuja tutkimusalueita olivat strategiapelit StarCraft, StarCraft 2 sekid

PlanetWars.

Videopelit ovat haastava sovellus ja testausympdristd koneoppimista hyddyntéville sovelluk-
sille. Osa niistd haasteista on samoja, joita tekodlytutkijat ovat ratkoneet perinteisten lauta-
pelien parissa jo vuosikymmenid, kuten tuntemattomat muuttujat ja pelin edetessd muuttuvat
ja ristiriitaiset tavoitteet. Videopeleissd on myds omat uniikit haasteensa tekodlysovelluk-
sille, kuten ihmisméisen toiminnan mallintaminen ja hyvin monimutkaisissa ymparistdissa
toimiminen. Tekoilysovellukset ovat ottaneet merkittivia edistysaskeleita ndiden ongelmin
ratkaisemisessa, kun esimerkiksi Go-pelissd ja Pokerissa koneoppimiseen pohjautuvien te-
kodlyjen ohjaamat pelaajat ovat voittaneet parhaita ihmispelaajia. Myos videopelien alueella
StarCraft 2 pelisséd tekodly on pdrjannyt parhaille ihmispelaajille, joka lupaa hyvii aihea-
lueen kehitykselle, koska StarCraft 2 on monimutkaisena pidetty toimintaymparisto, niin

koneoppimista soveltamalla saadaan varmasti hyvia tuloksia muidenkin pelien kohdalla.

Koneoppiminen on aihealueena hyvin laaja, rajattuna niihin tekniikoihin ja menetelmiin,
joita on tutkimuksessa ja kdytdnnossd sovellettu videopeleihin erottuu muutamia ldhesty-
mistapoja, jotka toistuvat usein. Varhaisimmat tutkimukset ja sovellukset keskittyivét eri-
laisten puurakenteiden muodostamisiin mahdollisista pelitiloista, joihin hakuja tekemailld ja
eri vaihtoehtoja kokeilemalla on mahdollista oppia pddsemddn parhaisiin ratkaisuihin kusta-
kin pelitilasta. Tdhén liittyy my0s toinen varhaisimmista menetelmisté, eli toistosta oppimi-
nen, sitdkin on kéytetty yksinkertaisiin videopeleihin jo kauan ja erityisesti yhdessd muiden

menetelmii kanssa se on osoittautunut hyvéksi tyokaluksi.
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Muita tutkimuksessa usein esiintyvid menetelmid ovat biologisista prosesseista ideansa saa-
neet evolutiiviset- sekd keinotekoisiin neuroverkkoihin pohjautuvat oppimismenetelméit. Eri-
tyisesti neuroverkkojen hyddyntdminen on tuottanut erittdin hyvid tuloksia varsinkin sovel-
luskohteissa, jossa koneoppimista hyodyntavi tekodly toimii itse pelaajana. Lisédksi neuro-
verkot ovat osoittautuneet varsin ylivoimaiseksi tyokaluksi silloin, kun sama tekoély on tar-
koitus opettaa pelaamaan useaa erilaista pelid. Sekd evolutiivisia, ettd neuroverkkoratkaisuja

kdytetddn hyvin usein yhdistettynd johonkin muuhun koneoppimisen menetelméén.

Lapikdydyn aineiston perusteella vaikuttaa myos siltd, ettd koneoppimisen avulla olisi mah-
dollista saada paljon hyotyé pelien kehittdmiseen ja pelaajakokemuksen parantamiseen. Eri-
tyisen hyvii tuloksia on saatu tekodlyn ohjaamien vastustajien tuottamisessa ihmispelaajille.
Muita lupaavia sovelluskohteita ovat tekodlyn ohjaamat hahmot peleissé, sekéd peliymparis-
to itsessddn, esimerkiksi pelaajan toiminnan mukaan sdédtyvda dynaaminen vaikeustaso. Te-
kodlyn ohjaamien NPC hahmojen osalta erityisesti ihmismiisen toiminnan mallintamiseen
koneoppiminen on osoittautunut hyviksi tyokaluksi. Kaikkien ndiden sovellusten avulla on

mahdollista luoda entistd parempia ja moniulotteisempia videopelejé.
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