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Tiivistelmä: Pro gradu -tutkielma käsittelee Knowledge Discovery in Databases (KDD) -

prosessin soveltamista asiakkaan sitoutumisen tutkimiseen asiakkuuden elinkaaren eri vai-

heissa. Tavoitteena on selvittää, voidaanko suurista sivukyseludatoista ja sosiaalisen median

datoista saada tiedonlouhinnalla hyödyllistä tietoa asiakkaan sitoutumisesta KDD-prosessia

seuraten. Lisäksi tutkielmassa selvitetään, millaisia muita reaaliaikaisia datoja ja menetelmiä

on käytetty sitoutumisen analysointiin. Empiiristen tulosten perusteella klusteroinnilla saa-

daan muodostettua asiakasryhmiä sitoutumisasteittain asiakkuuden elinkaaren eri vaiheissa

tutkimalla reaaliaikaisten datojen erilaisia muunnoksia.

Avainsanat: Knowledge discovery, asiakkaan sitoutuminen, asiakkuuden elinkaari, kluste-

rointi

Abstract: In this master’s thesis the Knowledge Discovery in Databases (KDD) process

and its usage with customer engagement in different stages of the customer life cycle are

discussed. The aim is to find out, whether KDD process and data mining can help to discover

useful information from customer engagement by using large clickstream and social media

data. In addition, the thesis explains what kind of non-purchase data and methods are used for

analyzing the engagement. Based on empirical results, customers can be grouped according

to the state of engagement by different transformations of non-purchase data using clustering.
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Termiluettelo

AUC Area Under The (ROC) Curve (pitoisuus-aikakäyrän pinta-ala)

ROC-käyrän alle jäävä koko pinta-ala (“Classification: ROC

Curve and AUC” 2019).

Big Data Massadata

Data (koneluettava tieto), joka on monimuotoinen, kooltaan

suuri ja nopeasti kasvava (Finto 2019).

CEB Customer Engagement Behavior (Asiakkaan sitoutumiskäyt-

täytyminen)

Asiakkaan ja yrityksen välistä suhdetta tarkastellaan käyttäy-

tymisen näkökulmasta (ei ostokäyttäytymisen). CEB on muuta

kuin ostotapahtumia ja voidaan määritellä asiakkaan käyttäy-

tymisen ilmentymänä (customer’s behavioral manifestation),

jossa keskeisenä on yritys tai brändi ja tuloksena motivaatiol-

liset ajurit. (ks. Doorn ym. 2010, s. 254).

CLV Customer Lifetime Value (Asiakkaan elinkaaren arvo)

Kertoo, kuinka paljon asiakkuuden aikana asiakas tuottaa yri-

tykselle liikevaihtoa tai liikevoittoa (ks. Pyyhtiä ym. 2013, s.

200).

CRM Customer Relationship Management (Asiakkuudenhallinta)

Viittaa käytäntöihin, strategioihin ja teknologioihin, joita yri-

tykset käyttävät hallitsemaan ja analysoimaan asiakkaan vuo-

rovaikutusta ja tietoja asiakkaan elinkaaren aikana, tavoitteen

parantaa asiakassuhteita ja auttaa asiakkaiden säilyttämises-

sä sekä myynnin edistämisessä (“CRM (customer relationship

management)” 2018).

DBSCAN Density-Based Spatial Clustering of Applications with Noise

Tiheyspohjaisen klusteroinnin menetelmä

eWOM electronic Word-of-mouth (elektroninen suusanallinen viestin-

tä)
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Suusanallinen viestintä, joka tapahtuu sähköisessä muodossa,

yleensä Internetissä (“Termiharava” 2019).

KDD Knowledge Discovery in Databases (Tietämyksen muodostus,

tiedonlouhinta prosessi)

Prosessi hyödyllisen tiedon löytämiseen datasta. Prosessin yh-

tenä vaiheena on tiedonlouhinta. Ks. tarkemmin luvusta 5

MDS Multidimensional Scaling (Moniulotteinen skaalaus)

Monidimensioisen datan dimensioiden vähentämistekniikka.

PCA Principal Component Analysis (Pääkomponenttianalyysi)

Monidimensioisen datan dimensioiden vähentämistekniikka.

ROC Receiver Operating Characteristic Curve (ROC-käyrä, toimin-

taominaiskäyrä)

Graafi, joka esittää luokitusmallin suorituskyvyn kaikilla luo-

kituksen kynnysarvoilla (“Classification: ROC Curve and AUC”

2019).

SSE Sum of Squared Errors (Virheiden neliösumma)

Klusteroinnin algoritmien kriittisyyskriteeri.

TF-IDF Term Frequency—Inverse Document Frequency (Tilastome-

netelmä)

Määrittää, kuinka monta kertaa termi esiintyy datassa eli eni-

ten käytetyt sanat.

WOM Word-of-mouth (Suusanallinen viestintä)

Esimerkiksi suusanallinen markkinointi, hyvän asiakaskoke-

muksen kertominen toiselle.
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1 Johdanto

Asiakkaiden sitouttaminen on syvällisemmän yhteyden luomista asiakkaisiin (Venkatesan

2017). Sitoutuminen on asiakkaan mielentila, joka voi olla kognitiivista, emotionaalista ja

käyttäytymiseen liittyvää (Potdar ym. 2018). Käyttäytymisellä ei viitata asiakkaan ostokäyt-

täytymiseen, vaan se merkitsee asiakkaan osallistumista tai yhteyttä brändiin, yritykseen,

yrityksen verkkosivuihin ja sosiaalisiin verkostoihin (Doorn ym. 2010). Asiakas voi sitoutua

asiakkuutensa elinkaaren eri vaiheissa, jotka muodostuvat seuraavista vaiheista: asiakashan-

kinta, asiakkuuden kehittäminen, asiakkuuden säilyttäminen (Bijmolt ym. 2010).

Asiakkaan sitouttaminen on tärkeää nykypäivän monipuolisessa palvelutarjonnassa ja infor-

maatiomäärässä, sillä asiakkaan on mahdollista etsiä tietoa eri palveluista ja valita itselleen

sopiva palvelu tai mahdollisesti vaihtaa palvelun tarjoajaa. Näin ollen pysyvämmän suh-

teen luominen asiakkaaseen voi olla haastavaa. Berryn, Linoffin ja Berryn (2004) mukaan

pienen yrityksen on mahdollista rakentaa suhteensa asiakkaisiin ja parantaa palveluaan heitä

kohtaan henkilökohtaisessa vuorovaikutuksessa huomaamalla asiakkaidensa tarpeet, muista-

malla heidän mieltymyksensä ja oppimalla aikaisemmasta vuorovaikutuksesta. Suuremman

yrityksen ei ole mahdollista luoda yhtä henkilökohtaista suhdetta asiakkaisiin, mutta asiak-

kaista kerätyn datan ja teknologian soveltamisella yrityksen on mahdollista päästä lähelle

samanlaista tilannetta.

Yritysten keräämää dataa asiakkaista on paljon ja sen määrä kasvaa. Perinteisen historial-

lisen asiakasdatan, kuten ostotapahtumien lisäksi, ei perinteistä dataa pystytään keräämään

asiakkaan klikkauksista yrityksen verkkosivuilla, erilaisista arvioista yrityksen sosiaalisessa

mediassa sekä muusta suusanallisesta viestinnästä (Word-of-mouth, WOM). Kerätyllä datal-

la ei ole hyötyä yritykselle, jos sitä ei analysoida tai etsitä siitä uutta ja hyödyllistä tietoa.

Varsinkin ei perinteisen datan analysoinnilla on hyötyä asiakkaan sitouttamisessa. Bijmoltin

ym. (2010) mukaan suurimmaksi osaksi analyyttisiä malleja on muodostettu juuri datoista,

jotka sisältävät asiakkaiden ostotapahtumia. Tällöin asiakkaan sitoutumisessa jää huomioi-

matta asiakkaan käyttäytyminen (engl. behavioral manifestations), millä on epäsuora vaiku-

tus yrityksiin.
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Knowledge Discovery in Databases (KDD) -prosessilla tunnistetaan uutta ja hyödyllistä tie-

toa suurista data-aineistoista (Fayyad, Piatetsky-Shapiro ja Smyth 1996a). KDD-prosessin

erityinen vaihe on tiedonlouhinta, jolla analysoidaan data-aineistoja pyrkien löytämään odot-

tamattomia suhteita ja tiivistämään dataa (Hand, Mannila ja Smyth 2001). Yksi tiedonlou-

hinnan menetelmistä on klusterointi, joka on datan ohjaamatonta luokittelua samanlaisiin

ryhmiin (klustereihin) (Jain, Murty ja Flynn 1999).

Tässä tutkielmassa selvitetään, millaisia ei perinteisiä data-aineistoja ja metodeja on käytetty

asiakkaan sitoutumisen analysoinnissa asiakkuuden elinkaaren eri vaiheissa. Lisäksi tutkiel-

massa sovelletaan KDD-prosessia asiakkuuden elinkaaren kolmeen eri vaiheeseen ja selvi-

tetään, saadaanko kohdeaineistoista tiedonlouhinnan avulla hyödyllistä tietoa asiakkaan si-

toutumisesta. Kohdeaineistoina käytetään avoimista datalähteistä saatuja sivukyselydataa ja

sosiaalisen median dataa. Sivukyselydata (clickstream-data) on tallennettua online-toimintaa

internet-käyttäjästä (Su ja Chen 2015; Bucklin ja Sismeiro 2009). Se tallentaa kaikki käyt-

täjän toiminnot, kuten selauspolut, ostetut tuotteet ja klikatut mainosbannerit (Su ja Chen

2015).

Tiedonlouhinnan menetelmänä käytetään klusterointia, jonka avulla pyritään löytämään eri

tavoin sitoutuneita asiakas- tai käyttäjäryhmiä asiakkuuden elinkaaren eri vaiheissa. Kahdes-

sa ensimmäisessä asiakkuuden vaiheessa käytetään eri data-aineistoja ja asiakkaan säilyt-

tämisen vaiheessa analysoidaan asiakkuuden kehittämisessä esikäsiteltyä dataa tarkemmin.

Tutkimuskysymys on seuraava:

• Voidaanko tiedonlouhinnalla löytää hyödyllistä tietoa asiakkaan sitoutumisesta

asiakkuuden elinkaaren eri vaiheissa?

Tutkielma rakentuu siten, että toisessa luvussa kerrotaan asiakkaan sitoutumisesta asiakkuu-

den elinkaaren eri vaiheissa ja määritellään sitoutuminen tarkemmin. Kolmannessa luvussa

käydään läpi aikaisempia tutkimuksia, jotka liittyvät asiakkaan sitoutumiseen ja ei perin-

teisiin data-aineistoihin, asiakkuuden elinkaaren eri vaiheittain. Neljännessä luvussa kuva-

taan tarkemmin KDD-prosessi vaiheineen. Klusteroinnin menetelmistä ja vaiheista kerro-

taan tarkemmin luvussa viisi. Tutkielman empiirisen osan muodostaa luku kuusi, jossa data-

aineistojen käsittely, tulokset ja klusterien arviointi käsitellään asiakkuuden elinkaaren eri
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vaiheiden ja KDD-prosessin mukaisesti. Luvussa seitsemän pohditaan tarkemmin empiiri-

sen osan tuloksia peilaten aikaisempiin tutkimuksiin. Kahdeksannes ja viimeinen luku sisäl-

tää yhteenvedon tutkimuksesta sisältäen arvioinnin tutkielmasta ja mahdollisia tulevaisuuden

tutkimuskohteita.
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2 Asiakkaan sitoutuminen asiakkuuden elinkaaren

vaiheissa

Asiakkaan sitoutuminen voidaan määritellä eri tavoin ja ajatella sen muodostuvan prosessin

tai tasojen kautta. Venkatesan (ks. 2017, s. 289) määrittelee asiakkaan sitouttamisen lyhyesti

strategiaksi, jolla luodaan entistä syvempi yhteys asiakkaaseen. Perinteisemmät tavat, joilla

sitoutumista on selvitetty, ovat liittyneet historialliseen dataan kuten asiakkaan ostotapah-

tumiin. Teknologian kehittyminen ja sosiaalisen median tuleminen ovat mahdollistaneet re-

aaliaikaisen datan käytön asiakkaan sitoutumisen tutkimisessa. Sitoutumista voidaan myös

tarkastella asiakkuuden elinkaaren eri vaiheiden kautta. Eri vaiheissa voidaan käyttää perin-

teistä tai reaaliaikaista dataa asiakkaan sitoutumisesta.

2.1 Asiakkaan sitoutuminen

Asiakkaan sitoutumisen mittaaminen on lisääntynyt viimeisten kymmenen vuoden aikana

ja sitouttamisesta on tullut päätavoite yrityksille (Ryan 2017). Okazakin ym. (2015) mu-

kaan asiakkaan rooli on muuttunut 90-luvulta tiedon vastaanottajasta ja etsijästä sekä arvon

luojasta asiakkaaksi, jolla on vaikutusvaltaa. Internetin ja sosiaalisen median kehittyessä on

siirrytty asiakkaan uskollisuudesta suhdemarkkinoinnin kautta sosiaalisen median markki-

nointiin ja asiakkaan sitouttamiseen. Perinteisen ajatuksen mukaan asiakkaan sitoutumisella

maksimoidaan yrityksen asiakaskunnan arvoa, jolloin asiakkaan sitoutuminen on sidoksissa

asiakasarvon johtamiseen (Bijmolt ym. 2010; Verhoef, Doorn ja Dorotic 2007). Asiakasarvo

on asiakkaan näkemys yrityksen luomasta arvosta, kuten hinta. Asiakasarvon johtamisessa

asiakkaan arvoa katsotaan suoraan asiakkaan nykyisistä ja tulevaisuuden ostotapahtumista

(Bijmolt ym. 2010).

Yrityksien on kuitenkin otettava huomioon asiakkaiden epäsuorat vaikutukset esimerkik-

si brändiinsä ja tällöin asiakkaan sitoutumisessa on huomioitava asiakkaan käyttäytyminen

(Bijmolt ym. 2010). Asiakkaan käyttäytymistä voi tutkia esimerkiksi suusanallisen vies-

tinnän, asiakkaan ja yrityksen yhteistoiminnan, asiakkaan palvelun parantamisehdotuksien,

asiakkaan mielipiteiden, brändiyhteisöihin osallistumisen tai yritykselle haitallisten toimin-
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tojen kautta (Bijmolt ym. 2010). Brändi ei ole pelkästään logo tai nimi vaan summa siitä, mi-

tä yritys on ja mitä se edustaa (Roberts ja Alpert 2010). Nykyisessä massadata maailmassa

myös Kunz ym. (2017) ovat sitä mieltä, että asiakkaan sitoutuminen vaatii yrityksiä siirty-

mään ostotapahtumien johtamisesta asiakkaan ja heidän arvojen laajempaan ymmärtämiseen

ja johtamiseen. Pansarin ja Kumarin (2017) mukaan yritykset keskittyvätkin heidän ja asiak-

kaan välisen suhteen laatuun sekä muihin yrityksille hyödyllisiin asioihin eikä pelkästään

asiakkaan ostoihin.

2.1.1 Sitoutuminen ja sitouttaminen

Roberts ja Alpert (ks. 2010, s. 198) määrittelevät sitoutuneen asiakkaan seuraavasti: "Sitou-

tunut asiakas on lojaali brändille ja hän suosittelee aktiivisesti tuotteita ja palveluita toisille".

Heidän mielestään sitoutunut asiakas ei ole pelkästään lojaali, vaan hän on myös uskottava,

luotettava ja ennen kaikkea nykypäivän tehokas myynti- ja viestintäkanava. Keskeisiin asioi-

hin, joilla asiakas sitoutuu, kuuluu Robertsin ja Alpertin (2010) mukaan brändi ja asiakkaan

kokemus. Kokemus on heidän mukaan sitä, miten asiakas kokee vuorovaikutuksen fyysisesti

ja emotionaalisesti. Näiden lisäksi keskeisiä asioita ovat asiakasarvon esitys (engl. customer

value proposition) ja sisäiset kulttuurielementit. Asiakasarvo on syy, miksi asiakkaan pitäisi

ostaa yritykseltä eikä kilpailijalta. Kulttuuri on tapa, joka muodostuu yrityksen tavoitteista,

arvoista ja sisäisestä toiminnasta. Eniten asiakkaan suosittelua ja kannatusta seuraa loistavas-

ta asiakaskokemuksesta ja vahvasta asiakasarvosta, jolla on toiminnallisia ja emotionaalisia

ulottuvuuksia.

Asiakkaiden sitouttaminen on Sashin (2012) mukaan sitä, että keskitytään tyydyttämään

asiakas tarjoamalla kilpailijoihin verrattuna ylivertaisempaa palvelua, jotta voidaan rakentaa

luottamuksellinen suhde ja pitkäaikainen sitoutuminen. Sitoutuneesta asiakkaasta tulee yh-

teistyökumppani yritykselle, joka tekee yrityksen kanssa yhteistyötä, jotta yritys tyydyttäisi

paremmin asiakkaiden tarpeet. Sosiaalisen median kautta käytävä vuorovaikutus helpottaa

suuresti luotettavan ja sitoutuneen suhteen syntymisen. Asiakkaan sitouttamisen keskiössä

on asiakas ja emotionaalisen siteen luominen asiakkaisiin.

Lisäksi Sashin (2012) mukaan sitoutuneisuutta on kahdenlaista: laskelmoivaa ja tunnepoh-

5



jaista. Laskelmoiva on rationaalista ja sitä esiintyy tarjonnan puuttuessa. Esimerkiksi kiina-

laisesta ruuasta pitävät henkilöt joutuvat käymään kaupungin ainoassa kiinalaisessa ravin-

tolassa, jolloin he luovat pysyvämmän suhteen ravintolaan ja tulevat lojaaleiksi asiakkaiksi.

Tunnepohjaista sitoutumista muodostuu luottamuksesta ja vastavuoroisesta suhteesta. Esi-

merkiksi ravintolaan, missä asiakas käy mielellään paljon, voi muodostua läheinen suhde.

Kumpaakin sitoutuneisuutta voi olla yhtä aikaa, jolloin asiakas on lojaali ja haltioitunut. Lo-

jaalius ja haltioituneisuus ovat välttämätöntä asiakkaan sitoutumisessa. Haltioitunut asiakas

voi tukea yritystä jakamalla sosiaalisessa verkostossaan mielihyvänsä yritystä kohtaan, jol-

loin asiakas myös sitoutuu. Tällöin sitoutuminen vaatii sekä laskelmoivaa että tunteellista

sitoutuneisuutta tai luottamusta ja sitoutuneisuutta yrityksen ja asiakkaan välillä. Asiakas

on sitoutunut, kun asiakkaalla on vahva emotionaalinen side yritykseen. Sitoutunut asiakas

puolestaan muuttuu yrityksen ihailijaksi, joka pysyy suhteessa niin myötä kuin vastamäessä.

Doorn ym. (2010) huomioi käyttäytymisen asiakkaan sitoutumisessa, joka ei ole ostokäyt-

täytymistä, vaan sen keskiössä on brändi tai yritys. Asiakkaan sitoutumiskäyttäytymiseen

(Customer Engagement Behavior, CEB) liittyy muun muassa suusanallinen viestintä, suo-

sittelut ja arvostelujen kirjoittaminen. Doornin ym. (2010) mukaan asiakkaan sitoutumis-

käyttäytyminen voi olla positiivista, kuten positiivisen brändiviestin julkaiseminen blogissa,

tai negatiivista, kuten julkisen toiminnan organisointi yritystä vastaan. Lisäksi asiakkaan si-

toutumiskäyttäytyminen ei välttämättä kohdistu pelkästään yritykseen tai brändiin, vaan se

voi kohdistua myös laajempaan verkostoon, johon kuuluvat nykyiset ja potentiaaliset asiak-

kaat, toimittajat, yleisö, sääntelyviranomaiset sekä yrityksen työntekijät. Doornin ym. (2010)

mielestä sitoutumiseen liittyvää käyttäytymistä on myös yhteistyö, joka sisältää esimerkik-

si asiakkaiden tekemät ehdotukset kuluttajakokemuksien parantamiseksi, palveluntuottajien

auttamisen ja ohjaamisen sekä toisten asiakkaiden auttamisen kuluttamaan paremmin.

Ryan (2017) pitää myös käyttäytymisen seuraamista tärkeänä ja hänen mielestään ensisi-

jaisesti on seurattava sosiaalisen median mittareita, kuten sisällön jakamista, viipymisaikaa

sivustolla, palautteita ja yhteisön toimintaa. Rayanin (ks. 2017, s. 399) mukaan sitoutumi-

sen selvittämiseksi data voidaan pilkkoa osiin seuraavilla kysymyksillä: Who (kuka), Where

(missä), When (milloin), What (mitä) ja Why (miksi). Esimerkiksi pelkästään sisällön lu-

kemisen mittarilla ei voi sanoa, että pitääkö asiakas sisällöstä, vaan lisäksi tarvitaan muun
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muussa tunteiden analysointia. Verkkoyhteisöjen lisääntyessä Verhoefin, Reinartzin ja Kraff-

tin (2010) mielestä myös käyttäytymisen seuraaminen tulee tärkeämmäksi lähitulevaisuudes-

sa, sillä sosiaalisen verkoston ja muiden uusien medioiden kautta asiakkaat voivat helposti

olla vuorovaikutuksessa toisten asiakkaiden ja yrityksen kanssa.

Pansari ja Kumar (2017) huomioivat asiakkaan sitoutumisessa myös ostokäyttäytymisen.

Heidän mukaan asiakkaan sitoutuminen on mekanismiksi, joka lisää asiakkaan arvoa yrityk-

selle, joko suorien tai epäsuorien vaikutuksien kautta (ks. Pansari ja Kumar 2017, s. 295).

Suoria ovat asiakkaan ostotapahtumat ja epäsuoria ovat asiakkaan palkitseminen, vaikutus ja

tieto. Asiakas sitoutuu yritykseen, kun asiakkaan ja yrityksen välillä on emotionaalinen side

ja suhde perustuu luottamukseen sekä sitoutuminen tyydyttää asiakasta (Pansari ja Kumar

2017).

Yhteenvetona voidaan todeta, että asiakkaan roolin muuttumisen myötä sitoutumisessa ei

enää huomioida ostotapahtumia, vaan asiakkaan käyttäytyminen. Käyttäytymiseen liittyy

brändi, yhteistyö, asiakkaan ja yrityksen välinen suhde, emotionaalinen side sekä asiakkaan

kokemus, tyytyväisyys ja lojaalius. Varsinkin sosiaalinen media mahdollistaa asiakkaan si-

toutumisen selvittämisen käyttäytymisen kautta, sillä sitoutunut asiakas tuottaa aktiivisesti

sisältöä sosiaalisessa verkostossa. Sosiaalisen median myötä asiakkaan sitoutuminen määri-

telläänkin siten, että sitoutunut asiakas suosittelee yritystä muille ja tekee yrityksen kanssa

yhteistyötä. Sitoutuneella asiakkaalla on syvällinen ja pitkäaikainen yhteys yritykseen. Si-

touttaminen on puolestaan strategia, jolla kyseinen yhteys muodostetaan.

Kasvusuuntana asiakkaiden lähestymisessä on se, että oikea sisältö ilmestyy asiakkaalle oi-

keaan aikaan ja paikkaan. Tällöin sitoutuminen tullaan määrittelemään, siten kuinka paljon

asiakas on todella sitoutunut annetulle sisällölle oikeaan aikaan (Ryan 2017). Tässä tutkiel-

massa asiakkaan sitoutuminen määritellään käyttäytymisen, kuten suosittelujen ja yhteistyön

kautta.

2.1.2 Sitoutumistasot, -prosessit ja -mallit

Asiakkaan sitoutumista voidaan tarkastella sitoutumistasojen, -prosessien tai erilaisten mal-

lien kautta. Doorn ym. (2010) on luonut havainnemallin ymmärtämään asiakkaan sitoutu-
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miskäyttäytymistä. Havainnemallissa asiakaslähtöisyyden, yrityslähtöisyyden ja konteksti-

pohjaisuuden tekijät voivat vaikuttaa asiakkaan sitoutumiskäyttäytymiseen. Yhtenä asiakas-

lähtöisyyden tekijänä on asiakkaan tavoitteet, jotka voivat vaikuttaa brändiin. Tavoitteena

asiakkaalla voi olla maksimoida kuluttamisen tai asiakkaan ja yrityksen välisen suhteen hyö-

dyt. Doornin ym. (2010) mukaan sitoutumistasoon vaikuttaa myös asiakkaan luonteenpiir-

teet, taipumukset ja positiiviset tai negatiiviset kokemukset yrityksestä tai sen kilpailijoista.

Lisäksi myös asiakkaan aika, vaiva ja raha vaikuttavat asiakkaan sitoutumiskäyttäytymiseen.

Tärkein yrityslähtöisyyden tekijä on brändi ja sen todelliset sekä asiakkaan itse kokemat omi-

naisuudet, sillä arvostetun brändin epäonnistuminen voi aiheuttaa suurta pettymystä asiak-

kaissa (Doorn ym. 2010; Roehm ja Brady 2007). Muita tekijöitä Doornin ym. (2010) mukaan

ovat erilaiset alustat ja prosessit, joilla hoidetaan esimerkiksi valitukset ja ideat, erilaiset On-

line Chatit, kilpailut sekä erilaiset palkitsemisjärjestelmät. Kontekstipohjaisia tekijöitä ovat

poliittiset, lailliset, ekonomiset, ympäristölliset, sosiaaliset ja teknologiset näkökulmat, kil-

pailijat toiminnoillaan ja markkinoiden kilpailukyky.

Lisäksi Doorn ym. (2010) esittää havainnemallissaan sitoutuneen asiakkaan vaikutukset ja

seuraukset asiakkaisiin, yritykseen ja muihin. Yritykset voivat vaikuttaa asiakkaan sitoutu-

miskäyttäytymiseen esimerkiksi palkitsemisella. Käyttäytymisen näkökulmasta tällaiset on-

nistuneet toimet sitouttavat asiakkaita useammin ja syvällisemmin heidän sitoutumiskäyt-

täytymiseensä kuten suositteluun. Esimerkiksi sitoutunut asiakas tuottaa aktiivisesti sisältöä

asiakasyhteisölle. Asiakkaan sitoutumiskäyttäytymiseen liittyvät toiminnot (mm. suosittelut,

suusanallinen viestintä) vaikuttavat yrityksen talouteen ja maineeseen, sillä sitoutuminen vai-

kuttaa asiakkaan oman ostokäyttäytymisen lisäksi toisten asiakkaiden ostokäyttäytymiseen

ja brändin tunnettavuuden lisääntymiseen. Lisäksi Doornin ym. (2010) mukaan sitoutunut

asiakas voi auttaa yritystä muun muassa tuotteen ideoinnissa tai kehityksessä. Asiakkaiden

sitouttamisella voi olla myös tärkeä rooli yrityksen toiminnan seuraamisessa sekä lainsää-

dännön ja säännellyn ympäristön parantamisessa.

Sashin (2012) mukaan sitoutuminen rakentuu prosessina asiakkaan sitoutumisympyrän kaut-

ta, jonka vaiheita ovat: yhdistäminen, vuorovaikutus, tyytyväisyys, säilyttäminen, sitoutunei-

suus, kannattaminen ja sitoutuminen. Yhdistäminen voi tapahtua perinteisesti myyjän tai di-

gitaalisesti sosiaalisen verkoston kautta. Asiakas voi tyydyttää tarpeensa olemassa olevien
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yhteyksien tai uusien yhteyksien kautta. Lisäksi myyjä voi luoda yhteyksiä etsimällä uusia

asiakkaita. Kun yhteys on luotu, asiakas voi olla vuorovaikutuksessa viestien, sähköpostin,

blogien ja sosiaalisen verkoston kautta. Sitoutumisympyrässä edetään lähemmäksi sitoutu-

mista, jos vuorovaikutus on tyydyttänyt kumpaakin. Sashi (2012) painottaakin, että tyyty-

väisyys on välttämätön edellytys asiakkaan sitoutumisessa, mutta se ei yksin riitä sitoutta-

maan asiakasta. Tyytyväisyydestä voi seurata asiakkaan säilyminen, mutta säilyminen voi

olla seurausta myös muista erittäin positiivista tunteista. Uudelleen ostoa syntyy kuitenkin

tyytyväisyyden kautta ja se luo pitkäaikaisen suhteen asiakkaan ja yrityksen välille, mutta

siitä ei välttämättä synny emotionaalista sidettä asiakkaan ja yrityksen välille.

Potdar ym. (2018) ovat puolestaan muodostaneet asiakkaan sitoutumisprosessin sosiaalisessa

mediassa, joka huomioi neljä näkökulmaa: psykologisen, kognitiivisen, käyttäytymisen ja

sosiaalisen. Prosessi alkaa, kun asiakas huomaa yrityksen tarjonnan sosiaalisessa mediassa

ja päättyy, kun asiakkaasta on tullut yrityksen kannattaja. Prosessissa on seitsemän vaihetta

sisältäen kokemusvaiheen, jota ei ole muissa prosesseissa itsenäisenä vaiheena. "Kokemus

eroaa vuorovaikutuksesta, koska se luo käsityksen asiakkaan mielessä, johon liittyy käyttäjän

tunteita ja asenteita tietystä tuotteesta tai palvelusta."(ks. Potdar ym. 2018, s. 597). Prosessin

vaiheita ovat kommunikointi, vuorovaikutus, kokemus, tyytyväisyys, jatkuva osallistuminen,

läheisen suhteen luominen ja suositus.

Pääpiirteissään Potdarin ym. (2018) muodostama sitoutumisprosessi etenee niin, että yritys

kommunikoi asiakkaalle sosiaalisen median kautta, josta seuraa vuorovaikutus asiakkaan ja

yrityksen välillä kommenttien, tykkäyksien ja julkaisujen avulla. Jos vuorovaikutus on posi-

tiivista, siitä voi seurata positiivisia kokemuksia, jotka puolestaan voivat johtaa asiakkaan

tyytyväisyyteen ja sitä kautta jatkuvaan osallistumiseen. Jatkuva osallistuminen voi puo-

lestaan luoda emotionaalisen siteen, jolloin asiakas alkaa suositella yritystä toisille ja siten

asiakkaasta tulee yrityksen kannattaja. Kommunikoinnin tarkoituksena on yhdistää sosiaali-

sen median käyttäjät brändiin luomalla brändin näkyvyyttä ja tietoisuutta.

Tyytyväisyys on Potdarin ym. (2018) mukaan kokemuksen tulos eli se, miten asiakas ko-

kee tarjonnan. Jos asiakas on tyytyväinen, hän sitoutuu yritykseen sosiaalisen median kaut-

ta. Tämä puolestaan voi johtaa emotionaalisiin siteisiin ja asiakkaan uskollisuuteen yritystä

kohtaan. Jatkuva osallistuminen on prosessi, jossa pidetään asiakkaan kiinnostusta yllä, jotta
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asiakas pysyisi sitoutuneena. Asiakkaan tyytyväisyys, luottamus ja sitoutuneisuus johtaa lä-

heiseen suhteeseen asiakkaan ja brändin välillä. Myös Roberts ja Alpert (2010) painottavat

asiakkaan tyytyväisyyttä.

Sitoutuminen voidaan nähdä muodostuvan myös tasojen kautta. Roberts ja Alpert (2010)

erittelevät viisi eri sitoutumistasoa, joista käy myös selville suosittelu ja kannattaminen. Jo-

kainen taso rakentuu edellisestä tasosta seuraavasti:

1. asiakas ostaa tuotteen tai palvelun

2. asiakas on uskollinen tuotteelle tai palvelulle

3. asiakas ostaa mielellään toisen tuotteen tai palvelun

4. asiakas suosittelee tilaisuuden tullen tuotetta tai palvelua toisille

5. asiakas on kannattaja ja promoaa tuotetta tai palvelua kaikissa mahdollisissa tilanteis-

sa.

Robertsin ja Alpertin (2010) mukaan asiakas on sitoutunut jo silloin, kun hän ostaa mielel-

lään toisen tuotteen. Asiakkaan ollessa tasoilla 3-5, hän on sitoutunut.

Asiakkaan sitoutumista voidaan näin ollen selvittää erilaisten mallien, tasojen tai prosessien

kautta. Sitoutumisprosessi alkaa asiakkaan havaitsemisesta ja päättyy kokemuksen ja tyyty-

väisyyden kautta sitoutumiseen. Asiakkaan sitoutumistasoon vaikuttaa muun muassa asiak-

kaan omat tavoitteet ja yrityksen brändi. Tässä tutkielmassa asiakkaan sitoutumista tarkas-

tellaan sitoutumisasteittain heikosti sitoutuneesta vahvasti sitoutuneeseen, joihin vaikuttavat

asiakkaan käyttäytyminen.

2.2 Asiakkuuden elinkaari

Mäntyneva (2003, s. 126) määrittelee asiakkuuden elinkaaren (engl. customer lifecycle) seu-

raavasti: "Asiakkuuden elinkaari alkaa asiakkuuden alkaessa, ja sen pituus vaihtelee asiak-

kuuksittain. Teoreettisesti tarkasteltuna asiakkuuden elinkaari jakaantuu neljään vaiheeseen:

asiakkuuden alkaminen, haltuunotto, kehittäminen ja päättyminen". Kamakuran, Melan, An-

sarin ym. (2005, s. 281) mukaan: "Asiakkaan elinkaari merkitsee sitä, että jokaisella asiak-

kaalla on arvoa hänen toimikautensa aikana". Asiakkuuden elinkaari ja asiakkuudenhallinta
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(Customer Relationship Management, CRM) liittyvät yhteen, sillä asiakkuuden elinkaarta

voidaan käyttää kuvaamaan asiakkuudenhallinnan rakennetta (ks. Kamakura, Mela, Ansari

ym. 2005, s.281).

Asiakas voi sitoutua asiakkuutensa eri vaiheissa: asiakashankinta, asiakkuuden kehittäminen

ja asiakkaan säilyttäminen (Bijmolt ym. 2010). Venkatesanin (2017) mukaan asiakassuhteet

kehittyvät karkeasti hankinnan, kasvun, säilyttämisen ja takaisin voittamisen kautta. Näissä

jokaisessa vaiheessa asiakas sitoutuu toistuvien kokemuksien kautta yritykseen ja sosiaali-

seen verkostoon. Kokemukset auttavat asiakasta etenemään vaiheista toiseen, mikä johtaa eri

tasoiseen sitoutumiseen. Näin ollen asiakkaan sitoutumisstrategian kehys sisältää asiakkuu-

den vaiheiden kartoittamisen asiakkaan ostokaaren (ennen ostoa, osto ja oston jälkeen) ohel-

la, sillä näiden yhdistelmällä yritys voi tunnistaa ihanteelliset asiakkaat ja heille tarjottavat

kokemukset (Venkatesan 2017). Esimerkiksi jos yritykset tavoittelevat pitkäkestoisia asiak-

kaita, yrityksien pitäisi tarjota asiakkaille erilainen kokemus ennen ostoa kuin taas asiak-

kaille, joiden mahdollisesti odotetaan vaikuttavan muihin asiakkaisiin (ks. Venkatesan 2017,

s.290).

Malthouse ym. (2013) puolestaan huomioivat sosiaalisen median ja asiakkuuden vaiheiden

vaikutuksen sitoutumisessa. Heidän mukaan sosiaalinen media vaikuttaa asiakkaan sitoutu-

misasteeseen (heikko tai vahva), mutta selvää rajaa asteiden välillä ei ole. Sitoutumisaste

vaikuttaa siihen, miten yritys lähestyy asiakasta asiakkuuden vaiheissa. Myös yrityksen lä-

hestyminen vaikuttaa asiakkaan sitoutumisasteeseen.

Lehtinen (2004) kuvaa myös asiakkuuden vaiheet kolmen näkökohdan kautta: asiakkuuden

syntyminen, jalostaminen ja päättyminen. Pyyhtiä ym. (2013) puolestaan jakaa asiakkuuden

elinkaaren vaiheet asiakkaan roolien mukaisesti: potentiaalinen asiakas, ostava asiakas, pal-

veltava asiakas ja poistunut asiakas. Potentiaalinen ja ostava asiakas voidaan luokitella asiak-

kuuden alkamiseen ja haltuunottoon tai asiakashankintavaiheeseen. Palveltava asiakas liittyy

kehittämisvaiheeseen, koska käyttäessään yrityksen palveluita tai tuotteita asiakas tarvitsee

tukea (Pyyhtiä ym. 2013).

11



2.2.1 Asiakashankinta

Perinteisesti asiakashankintavaiheessa valitaan hankintakampanjaa varten asiakkaat, jotka

suurimmalla todennäköisyydellä sopivat kampanjaan tai tulevat ostamaan tuotteita. Asiak-

kuudenhallinnan periaatteiden mukaan asiakkaiksi voidaan valita ne, joille odotetaan suurta

asiakkaan elinkaaren arvoa (Customer Lifetime Value, CLV) (Bijmolt ym. 2010). Mäntyne-

van (2003) mukaan hankintavaiheen tavoitteena on potentiaalisten asiakkuuksien hankinta

ja haltuunottovaiheen tavoitteena on uusien asiakkuuksien kannattavuus muiden tuotteiden

lisämyynnillä. Lisäksi hänen mukaansa lähestymisperusteena näissä vaiheissa on demogra-

finen profiili ja aiemmat ostot. Myös Kamakuranin, Melanin, Ansarin ym. (2005) mukaan

asiakashankintavaiheen strategiana on saavuttaa enemmän tuottavia asiakkaita.

Asiakkaan sitoutumisen näkökulmasta asiakkaiden valinnassa voidaan Bijmoltin ym. (2010)

mukaan hyödyntää asiakkaan käyttäytymistä ja ennustaa esimerkiksi suusanallisen viestin-

nän määriä eikä asiakkaan ostoja. Asiakkaiden valinnan jälkeen on mietittävä, miten resurssit

kohdennetaan markkinointiin näiden asiakkaiden hankkimiseksi. Vaihe on olennainen kas-

vun aikaansaamisen ja kaikkien asiakaskantojen kierron vuoksi (Lehtinen 2004).

Malthousen ym. (2013) mukaan sosiaalisessa mediassa asiakkaan “tykkääminen” sisällöstä

tai sen jakaminen voi auttaa yrityksiä luomaan tietoisuus mahdollisesta asiakkaasta, mutta

tämä on heikon tason sitoutumista, sillä ne eivät aktiivisesti sitouta asiakasta tukemaan yri-

tyksen markkinointitoimia. Asiakkaan luodessa sisältöä brändille hän on vahvasti sitoutunut.

Sosiaalisessa mediassa vahvasti sitoutuneita asiakkaita ei voi eritellä heikosti sitoutuneista

asiakkaista, koska vahvasti sitoutunut asiakas saattaa jakaa tuotteen arvostelun tai paljastaa

promootiotarjoukset toisille heikosti sitoutuneille asiakkaille, jotka eivät yrityksen mukaan

kuulu samaan vahvasti sitoutuneiden kategoriaan (Malthouse ym. 2013).

2.2.2 Asiakkuuden kehittäminen

Asiakkuuden kehittämisen vaiheessa asiakkaan elinkaariarvoa stimuloidaan erilaisten mark-

kinointitoimintojen kautta (Bijmolt ym. 2010). Mäntynevan (2003) mukaan suunnitelmat ja

toimintamallit voidaan tehdä myös ryhmäkohtaisella tasolla, mutta niiden tarkoituksena on

kuitenkin syventää asiakkuuksia ja pyrkiä sitä kautta lisäämään yrityksen osuutta asiakkaan
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kokonaisostoksista. Lähestymistapana on potentiaalin realisointi todennäköisyyslaskennan

näkökulmasta.

Kehittämisvaiheeseen kuuluu myös olemassa olevien asiakkaiden tuottojen kasvattaminen

esimerkiksi ristiinmyynnillä, lisämyynnillä ja kanavanhallinnalla (Kamakura, Mela, Ansari

ym. 2005). Asiakkaan sitoutumisen kannalta kehittämisvaiheessa puolestaan keskitytään sii-

hen, miten suusanallinen viestintä, yhteistyötoiminta asiakkaan ja yrityksen välillä sekä vali-

tukset vaikuttavat asiakkaan elinkaaren arvoon (Bijmolt ym. 2010). Lehtisen (2004) mukaan

kehittämisvaiheessa keskeistä on ympäristön ja paradigman muutoksien analysointi makro-

ja mikrotasolla.

2.2.3 Asiakkaan säilyttäminen

Asiakkaan säilyttämisessä pyritään siihen, ettei asiakas poistuisi yrityksestä tai asiakassuhde

ei muuten vaurioituisi. Asiakkaan ja yrityksen välinen suhde voi perustua sopimukseen tai

voi olla, että suhteesta ei ole tehty mitään sopimusta, jolloin asiakkaan mahdollinen poistu-

minen on vaikeampaa havaita (Bijmolt ym. 2010). Mäntynevan (2003) mukaan vaihe sisäl-

tää asiakkaan syvällisen ymmärtämisen, sillä asiakkaat ja heidän todelliset tarpeensa on tun-

nettava, jotta pystytään mallintamaan asiakkaat, jotka ovat poistumasta yrityksestä. Lähes-

tymistapana on asiakkaan ostohistoria ja profiili, mutta myös asiakkaan tekemät valitukset

(Mäntyneva 2003).

Kamakuranin, Melanin, Ansarin ym. (2005) mukaan asiakkaan säilyttämisen kannalta on

tärkeää ymmärtää asiat, jotka vaikuttavat asiakkaan poistumiseen. On myös pystyttävä en-

nustamaan asiakkaat, joihin poistumistekijät vaikuttavat. Heidän mielestään säilyttämisvai-

he vaikuttaa merkitsevästi yrityksen kannattavuuteen. Myös Bijmoltin ym. (2010) mukaan

perinteinen tapa säilyttää asiakas on ollut ennustaa ketkä asiakkaat ovat todennäköisemmin

poistumasta yrityksestä. Hänen mielestään tapa ei kuitenkaan huomioi asiakkaan sitoutumis-

ta, joka pitäisi ottaa huomioon asiakkaan säilyttämisessä. Malthousen ym. (2013) mukaan

sosiaalisen median kautta yritys pystyy todentamaan asiakkaat, jotka kannattaa säilyttää,

vaikka muuten he eivät olisi säilytettäviä asiakkaita. Näillä asiakkailla voi olla on sellaisia

sosiaalisia kontakteja, joista yrityksen puolestaan kannattaa pitää kiinni.
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Yhteenvetona voidaan todeta, että asiakas voi sitoutua asiakkuuden elinkaaren eri vaiheis-

sa ja asiakkaan sitoutumisaste (heikko tai vahva) vaikuttaa siihen, miten yritys kannattaa

lähestyä asiakasta eri vaiheissa. Asiakashankintavaiheessa mahdollinen asiakas voidaan ha-

vaita käyttäytymisen kautta, esimerkiksi yrityksen sosiaalisen median sisällön tykkäämisellä

tai jakamisella. Asiakkuuden kehittämisen vaiheessa asiakkuuksia syvennetään suusanalli-

sen viestinnän, yhteistyön tai valituksien avulla. Esimerkiksi suusanallisen viestinnän ja yh-

teistyön avulla passiivisia asiakkaita voidaan saada aktiivisemmaksi. Säilyttämisvaiheessa

pyritään havaitsemaan poistuvat asiakkaat ja ehkäisemään niiden poistuminen esimerkiksi

sosiaalisen verkoston avulla. Tässä tutkielmassa sitoutumista tutkitaan asiakkuuden eri vai-

heittain ja sitoutumisasteen avulla määritellään asiakkaat, jotka ovat huomion arvoisia kysei-

sessä vaiheessa.
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3 Asiakkaan sitoutumisen tutkimukset asiakkuuden

elinkaaren vaiheessa

Aikaisemmasta luvusta käy ilmi, että asiakas voi sitoutua elinkaarensa eri vaiheissa: asia-

kashankinta, asiakkuuden kehittäminen ja asiakkuuden säilyttäminen. Suuremmaksi osaksi

tutkimukset ovat keskittyneet analysoimaan asiakkaan sitoutumista perinteisen datan, kuten

ostohistorian kautta. Tutkielmaa varten löydettiin tutkimuksia, joissa sitoutumista analysoi-

daan enemmän reaaliaikaisemman sosiaalisen median datan avulla. Aikaisemmat tutkimuk-

set on luokiteltu asiakkuuden elinkaaren vaiheisiin: asiakashankinta, asiakkuuden kehittämi-

nen ja asiakkuuden säilyttäminen. Jos artikkelista ei selvästi käynyt ilmi asiakkuuden elin-

kaaren vaihetta, artikkelit luokiteltiin siten, miten Bijmolt ym. (2010) olivat tutkimuksessaan

luokitelleet artikkelinsa (Taulukko 1). Tällöin artikkeli luokiteltiin siinä käytetyn aineiston

mukaan.

Taulukko 1: Luokittelukriteeri aikaisemmille tutkimusdatoille asiakkuuden elinkaaren vai-

heittain (Bijmolt ym. 2010)

Asiakashankinta Asiakkuuden kehittäminen Asiakkuuden säilyttäminen

Suusanallinen viestintä Brändiyhteisö ja verkkosi-

vuston data

Kanta-asiakasohjelman data

Sivukyselydata Suusanallinen viestintä Sosiaalisen verkoston data

Yhteistyön halukkuus Sosiaalisen verkoston kasvu Aikasarjadata

Yhteistyön toiminta

Valitukset

3.1 Asiakashankinnan tutkimukset

Perinteisesti asiakashankintavaiheessa on käytetty ostohistoriadataa sekä perinteisiä malle-

ja, joilla on ennustettu kontaktoivat henkilöt, jotka tulevat sopimaan kampanjaan tai vastaa-

maan tiettyä ostotasoa. Bijmoltin ym. (2010) mukaan asiakkaan sitoutumisen näkökulmasta

ostohistoriadata voidaan korvata asiakkaan käyttäytymisdatalla, johon puolestaan käytetään
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perinteisiä malleja. Jos oletetaan, että positiivinen suusanallinen viestintä vaikuttaa yrityk-

sen tuloihin, voidaan suusanallisen viestinnän määrää ennustaa tulevaisuuden ostojen sijasta.

Tällöin yritykset voivat kohdentaa toimiaan asiakkaisiin, joilla on taipumusta suusanalliseen

viestintään. Asiakkaan suusanallista viestintää voisi tutkia myös pitkältä ajalta, koska vies-

tinnän oletetaan muuttuvan asiakkuuden elinkaaren aikana.

Bijmoltin ym. (2010) mukaan asiakkaan halukkuutta ja mahdollisuutta yhteistyöhön voidaan

analysoida esimerkiksi scoring-mallilla. Internetissä tapahtuvaan yhteistyöhalukkuuteen sel-

vittämiseen voidaan käyttää perinteisiä malleja, joissa käytetään sivukyselydataa. Sivukyse-

lydata on hyödyllisin lähde yksilöiden käyttäytymisen ymmärtämiseksi (Su ja Chen 2015).

Myös yhteistyöhalukkuuden kohdalla yhteistyön kehittymistä ja sen vaikutusta asiakkaan

elinkaaren arvoon voisi tutkia pitkällä aikavälillä (Bijmolt ym. 2010).

3.1.1 Suusanallista viestintää hyödyntävät tutkimukset

Asiakashankintavaiheessa suusanallisen viestinnän selvittämiseen voidaan hyödyntää erilai-

sia asiakaskyselyitä. Bowman ja Narayandas (2001) analysoivat yli 60 amerikkalaisen brän-

din asiakkaita, jotka olivat ottaneet yhteyttä asiakaspalveluun. Asiakkailta kysyttiin puhelin-

kyselyllä, olivatko he kertoneet joillekin heidän brändikokemuksestaan, ja arviota, kuinka

monelle henkilölle he olivat kertoneet. Brändikokemuksen kertomiseen Bowman ja Naray-

andas (2001) käyttivät logistista regressiomallia ja negatiivista binomiaalista regressioana-

lyysia (engl. truncated-at-zero negative binomial regression, NBD) siihen, kuinka monelle

asiakas oli kertonut brändikokemuksestaan.

Wangenheim ja Bayon (2007) tutkivat myös suusanallista viestintää selvittämällä asiakkaan

tyytyväisyyden, suusanallisen viestinnän ja uuden asiakkaan hankinnan epälineaarista suh-

detta. He tutkivat logistisella regressiomallilla, millainen suusanallinen viestintä johtaa uu-

den asiakassuhteen syntymiseen. Tyytyväisyyden ja suusanallisen viestinnän yhteyttä mal-

lintamaan, he käyttivät zero-inflation Poison mallia (ZIP). Heidän datansa koostui puhelin-

kyselyistä saksalaisen energiayhtiön kahdelle asiakasryhmälle (vaihtajat ja pysyjät) sen jäl-

keen, kun energiamyynnin markkinat olivat vapautuneet. Vapautumisen myötä asiakkaiden

oli mahdollista vaihtaa energiayhtiötä, jolloin vaihtajat olivat luoneet uuden asiakassuhteen
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toisen energiayhtiön kanssa. Wangenheimin ja Bayonin (2007) tuloksien mukaan hiljattain

hankittu asiakas todennäköisesti kertoo kokemuksistaan muille riippumatta tyytyväisyysta-

sostaan, jolloin heidän suusanallisen viestintänsä lisäämiseen olisi panostettava.

Bijmoltin ym. (2010) mukaan yrityksien olisi myös ymmärrettävä, miten suusanallisen vies-

tinnän kautta hankitulla asiakkaalla on vaikutusta elinkaaren arvoon. Villanueva, Yoo ja

Hanssens (2008) vertasivat asiakashankinnassa yrityksen markkinoinnin vaikutusta suusa-

nalliseen viestintään asiakaspääoman kasvussa. He määrittelevät asiakaspääoman kaikkien

nykyisten ja tulevien asiakkaiden elinkaariarvojen summaksi. Asiakaspääoma kasvaa muun

muassa asiakkaan negatiivisen tai positiivisen suusanallisen viestinnän kautta. He käytti-

vät mittarina asiakashankinnan tehokkuutta suhteessa asiakaspääomaan. Mittarin mallinta-

miseen he käyttivät vektoriautoregressiiviä (VAR). Data oli kerätty Internet-yritykseltä, joka

tarjosi ilmaista Web hosting -palvelua 70 viikon ajaksi. Rekisteröinnin kohdalla asiakkailta

oli kysytty demografisia tietoja sekä sitä, miten he olivat kuulleet yrityksestä.

Asiakashankinnassa on myös mahdollista huomioida sosiaalinen verkosto, vaikka Bijmolt

ym. (2010) luokittelivat sosiaalisen verkoston asiakkuuden kehittämiseen ja säilyttämiseen.

Kazienkon, Brodkanin ja Rutanin (2009) mukaan asiakashankinnan näkökulmasta uudella

asiakkaalla voi olla merkittävä vaikutus sen lähipiirin suhteisiin, joihin asiakas liittyy. Näin

siksi, että uusi asiakas voi joko kasvattaa tai vähentää kommunikointia vanhojen asiakkai-

den välillä. Asiakashankinnan vaikutuksen lisäksi Kazienko, Brodka ja Ruta (2009) tutkivat

asiakkaan poistumisen (ks. luku 3.3.1) vaikutusta asiakkaiden lähipiiriin. He tutkivat, kuin-

ka paljon asiakkaiden käytös vaikuttaa muihin asiakkaisiin, ja voidaanko vaikutusta arvioida

datasta, joka kuvaa asiakkaiden keskinäisiä yhteyksiä.

Tutkimuksessa käytettiin kahden modernin televiestintäpalvelujen tarjoajan dataa, sillä hei-

dän asiakkaat luovat epäsuorasti vuorovaikutteisen sosiaalisen verkoston. Lisäksi puhelut si-

sältävät paljon tietoa asiakkaan toiminnasta. Kazienko, Brodka ja Ruta (2009) muodostivat

televiestinnän sosiaalisen verkoston niin, että asiakkaat ovat solmuja ja asiakkaiden välillä

on yhdistävä suhde. Asiakas liittyy yhteen puhelinnumeroon, joka on suhteessa sosiaaliseen

kokonaisuuteen eli ihmiseen, ihmisryhmään tai yritykseen. Asiakas ja sen lähipiiri voi kuu-

lua eri sosiaaliseen kokonaisuuteen. Analysointimittareina tutkimuksessa käytettiin soitet-

tujen puheluiden kokonaismäärää ja kestoa sekä vastaanotettujen ja soitettujen puheluiden
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kokonaismäärää ja kestoa. Näiden lisäksi käytettiin sosiaalisen aseman mittaria, asiakkaan

lähipiiriä ja lähipiirin sosiaalista arvoa (ks. Kazienko, Brodka ja Ruta 2009, s.492-493).

Kazienkon, Brodkan ja Rutan (2009) mukaan televiestintäpalveluyrityksissä kommunikoin-

nin muutokset näkyvät lähipiirin arvon yksilöllisissä muutoksissa ja sitä voidaan tarkastella

yhteiskunnallisen arvon dynamiikan puitteissa. Asiakas muodostaa lähipiirin niiden kanssa,

joille hän on soittanut, ja jotka ovat soittaneet hänelle ainakin kerran elämän aikana. Nä-

mä yhteydet muodostavat dynaamisen arvon. Jokainen yhteys eli asiakkaan sosiaalinen arvo

lisää verkoston arvoa.

Kazienkon, Brodkan ja Rutan (2009) sosiaalisen lähipiirin analysointiprosessi eteni vaiheit-

tain. Ensimmäisessä vaiheessa tunnistettiin yhteydet asiakkaiden välillä. Tämän jälkeen et-

sittiin analysoitavat asiakkaat, jotka oli hankittu keskivaiheessa analyysia tai asiakkaat, jotka

olivat jo poistuneet. Kun asiakkaiden väliset suhteet ja analysoitavat asiakkaat oli tunnis-

tettu, muodostetiin lähipiiri poistumista ennen olevista asiakkaista ja hankkimisen jälkei-

sistä asiakkaista. Tämän jälkeen mitattiin kokonaisliiketoiminta-arvo lähipiiristä aikasarjana

pisteestä ennen tapahtumaa (asiakashankinta/asiakkaan poistuminen) tapahtuman jälkeiseen

pisteeseen. Tutkimusdata oli kuukauden ajalta ja he olivat jakaneet datan kolmeen 10 päivän

osaan. Ensimmäistä dataosiota käytettiin lähipiirin tunnistamiseen sekä lähipiirin arvonlas-

kemiseen ennen asiakashankintaa tai asiakkaan poistumista. Datan toista osiota hyödynnet-

tiin hankitun asiakkaan tai poistuneen asiakkaan tunnistamiseen. Viimeisestä osiosta lasket-

tiin tapahtuman jälkeiset arvot ja niiden muutokset. Kuviossa 1 on esitetty hankitun sekä

poistuneen asiakkaan vaikutukset lähipiiriinsä ja lasketun liiketoiminta-arvon muutos.
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Kuvio 1: Vasemmalla on hankitun asiakkaan vaikutus lähipiiriin ja oikealla poistuneen asiak-

kaan vaikutus lähipiiriin (Kazienko, Brodka ja Ruta 2009)

Lähipiirin lisäksi asiakasvalituksia ja -palautteita voidaan hyödyntää asiakashankinnassa.

Faed, Hussain ja Chang (2014) rakensivat käsitteellisen viitekehyksen vastaamaan asiak-

kuudenhallintaan liittyvän teknologian puutteisiin ja ratkaisemaan kysymykset, jotka liitty-

vät lojaliteetin parantamiseen ja asiakashankintaan. Heidän mielestään valituksilla ja niiden

käsittelyllä on tärkeä rooli asiakassuhteissa, sillä jos valitukset käsitellään tehokkaasti, on to-

dennäköistä, että asiakas on tyytyväinen ja pysyy lojaalina. Tutkimuksellaan Faed, Hussain

ja Chang (2014) haluavat pienentää aikaa asiakkaan valituksen tekemisestä siihen, kun yritys

saa valituksen.

Bijmolt ym. (2010) luokittelevat valitukset asiakkuuden kehittämisvaiheeseen, mutta täs-

sä tutkielmassa kyseinen tutkimus luokitellaan asiakashankintaan, koska Faed, Hussain ja

Chang (2014) osoittavat tutkimuksessaan asiakkaan tyytyväisyyden suhteen lojaalisuuteen

ja asiakashankintaan. Heidän mukaansa asiakasvalituksia ei ole aikaisemmin tutkittu lojaa-

lisuuden ja asiakashankinnan näkökulmasta. Heidän mielestään asiakashankinnalla on suuri

vaikutus asiakkuudenhallintaan ja se luo tehokkaita asiakassuhteita. Lisäksi tutkimukses-

sa selvitetään vuorovaikutteisuuden ja havaitun arvon vaikutusta asiakkaan tyytyväisyyteen.

Luvussa 2.1 kerrottiin, että osana asiakkaan sitoutumista ovat asiakkaan lojaalius ja tyyty-

väisyys.

Faed, Hussain ja Chang (2014) arvioivat asiakkaan tyytyväisyyttä ja lojaaliuutta Länsi-Austra-

lian sataman asiakkaille ja työntekijöille tehdyn verkkokyselydatan sekä haastatteluiden pe-
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rusteella. Haastattelussa käytettiin tekstinlouhintaa, jolla tunnistettiin yhdeksän suurta on-

gelmaa: johtaminen, kirjanpidonjärjestelmä, terveys ja turvallisuus, kontin sisällön lajittelu,

kulut, lainkäyttövalta, ahtaajien suorituskyky ja ajanhallinta. Lisäksi Faed, Hussain ja Chang

(2014) käyttivät lineaarista optimointia yksinkertaistamaan päätöksentekomenettelyä. Pää-

töksentekomenettelyyn liittyy asiakkaiden useita valituksia, joille annettiin eri koodit tunnis-

tamaan ja käsittelemään niitä edelleen. Valituksien koodaamiseen käytettiin tekstilouhintaa.

Yksinkertaistamisen jälkeen Faed, Hussain ja Chang (2014) halusivat saada selville, onko

yhdeksällä ongelmalla yhteyttä lojaaliuteen ja asiakashankintaan.

Tutkimuksessa pääkomponenttianalyysia, klusterointia ja tietojenkeruuanalyysiä (engl. data

envelopment analysis, DEA) käytettiin tunnistamaan ja kategorioimaan asiakkaat tärkeisiin

ja erittäin tärkeisiin asiakkaisiin. Tunnistamisen ja kategorioinnin jälkeen Faed, Hussain ja

Chang (2014) analysoivat asiakkaiden suhteita lineaarisella mallilla. Suhteiden muodostami-

seen he käyttivät sumeaa logiikkaa (engl. fuzzy logic). Suhteiden lineaarisessa analyysissä

oli kaksi vaihetta: tekijöiden määritys ja lineaarisen mallin arviointi asiakkaan tyytyväisyy-

den, havaitun arvon ja vuorovaikutteisuuden välillä sekä lojaaliuuden, asiakashankinnan ja

asiakkaan tyytyväisyyden välillä. Tekijöiden määrityksessä kullekin asiakkaalle laskettiin

neljässä osassa (havaittu arvo, tyytyväisyys, asiakashankinta, lojaaliuus) pääkomponenttia-

nalyysilla yleinen sopimusaste (engl. overall degree of agreement, ODA). Sumealla logiikal-

la Faed, Hussain ja Chang (2014) todistivat suhteet ja tuottivat samalla sääntöjä, joita yrityk-

sen on otettava huomioon. Lineaarisen analyysin avulla asiakkaan tyytyväisyyttä yritykseen

ja asiakashankintaan ei voitu taata. Toisin oli sumean logiikan kohdalla, sillä se voi antaa

säännöt valitusten käsittelemiseksi ja kunkin sovelletun muuttujan tason nostamiseksi.

Asiakkaan tyytyväisyyttä voidaan selvittää myös sitoutumispisteytyksen kautta, johon hyö-

dynnetään suusanallista viestintää. Vanderveldin ym. (2016) tutkimus käsitteli suurelle glo-

baalille verkkokaupalle (Groupon) tehtyä asiakkaan elinkaaren arvon mallia, joka analysoi

ei-ostavia asiakkaita sitouttamispisteytyksellä, koska ostotietoja ei ole mahdollista käyttää

analysointiin. Sitoutumispisteytys ennustaa myös nopeammin muutoksia asiakkaan elinkaa-

ren arvossa kuin ostotietoihin perustuvat mallit, kuten asiakkaan tyytymättömyyden. Tutki-

muksessa sitouttamispisteytys muodostettiin sähköposteista ja Groupon Mobile App -mobii-

lisovelluksesta.
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Vanderveldin ym. (2016) malli hyödyntää kuitenkin käyttäjän yleistä ostokäyttäytymistie-

toa, sillä se jakaa käyttäjät ostotietojen perusteella kuuteen ryhmään. Jokainen ryhmä mal-

linnetaan erikseen, jotta muuttujien painotukset voidaan määrittää. Mallia opetetaan jokai-

sen kuuden käyttäjäryhmän ja kolmen aikaikkunan (lyhyt, keskikokoinen ja pitkä; neljännes-

vuosittaisesta vuoteen) yhdistelmällä. Mallissa käytetään satunnaista metsää (engl. random

forest) ja sen algortimia. Algoritmissa muuttujista muodostettaan satunnaisesti metsäehdok-

kaat. Tutkimuksen tarkoitusta vastasi parhaiten algoritmi, jossa muuttujia oli vähän ja luo-

tuja puita oli paljon. Mallin ensimmäisessä vaiheessa ennustetaan käyttäjän ostoaikomusta

aikaikkunassa kahden luokan luokittelulla (engl. binary classification) eli ennustetaan käyttä-

jän ostavan tai jättävän ostamatta. Toisessa vaiheessa käyttäjälle, jonka ennustetaan ostavan,

ennustetaan asiakkaan arvo dollareina.

Yhteensä Vanderveldin ym. (2016) malli käyttää yli 40 muuttujaa, kuten käyttäjän demo-

grafisia tietoja ja yleistä suhdetta Grouponiin. Sitouttamispisteytys on käytöksellä painotettu

summa jokaisesta yksittäisestä alustasta. Käyttäytymistä voidaan mitata esimerkiksi Grou-

ponin lähettämien sähköpostiviestien avaamisten ja klikkausten määrillä sekä mobiilisovel-

luksen näyttökerroilla ja haulla. Käyttäjäkokemusta mitataan asiakaspalvelun avulla, esimer-

kiksi palautuksien ja asiakaspalvelun tikettien määrällä, asiakaspalvelun puhelimen ja säh-

köpostin odotusajalla sekä sillä antaako asiakas positiivista vai negatiivista palautetta asia-

kaspalvelusta jälkikäteen tehdyssä kyselyssä.

3.1.2 Sivukyselydataa hyödyntävät tutkimukset

Asiakashankintavaiheessa asiakkaan kiinnostusta voidaan selvittää sivukyselydatan avulla.

Su ja Chen (2015) hyödynsivät sivukyselydataa ja muodostivat Kiinan suurimman verkko-

kaupan datasta toimintamalleja, jotka kuvaavat verkkokaupan käyttäjien kiinnostusta käyt-

täjien arvioita paremmin ja tarkemmin. Kehitetyn algoritmin avulla käyttäjät voidaan jakaa

ryhmiin käytöksen mukaan ja siten määrittää kiinnotuksen toimintamalli. Su ja Chen (2015)

huomioivat, että käyttäjillä on erilaisia kiinnostuksen kohteita ja he vierailevat verkkokau-

pan erilaisissa kategorioissa sekä useissa tuotteissa. Tällöin käyttäjien selailupolku, vierailu-

jen määrä ja sivustolla käytetty aika vaihtelee. He myös ottivat huomioon ajan kynnysarvona

(engl. threshold) sen, että käyttäjä voi avata sivun, mutta ei selaile sivua koko aikaa. Käyt-
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täytymisen mallintaminen auttaa asiakkaan personoinnissa ja siten esimerkiksi yhteistyöha-

luukkuuden tarkastelussa.

Sunin ja Chenin (2015) algoritmi pohjautuu klusterointiin ja koska yksi käyttäjä voi kuulua

erilaisten kiinnostuksiensa vuoksi moneen klusteriin, he integroivat algoritmiin myös rough

set teorian. Tutkimuksessa mitattiin kahden käyttäjän samanlaisuutta vierailujen määrän ja

keston suhteen. Tämän jälkeen polkujen samankaltaisuus määriteltiin kahden käyttäjän se-

kvenssinä. Näistä kolmesta samankaltaisuuksista muodostettiin yhteinen käyttäjäparin sa-

mankaltaisuus. Yleinen kynnysarvo kontrolloi käyttäjien samanlaisuutta jokaisessa ryhmäs-

sä ja rough kynnysarvo mahdollistaa käyttäjän olemisen monessa klusterissa. Lisäksi tut-

kimuksessa verrattiin kehitettyä algoritmia (engl. rough leader clustering algorithm), perin-

teistä klusteriointialgoritmia (engl. traditional leader clustering algorithm) ja k:n medoidin

klusterointimenetelmää. Sisäisten klustereiden validointi-indeksien mukaan kehitetty algo-

ritmi on parempi verrattuna perinteiseen klusterointialgoritmiin ja k:n medoidin klusteroin-

timenetelmään. Lisäksi se on paljon tehokkaampi kuin k:n medoidin klusterointimenetelmä.

Tutkimusessa datajoukko oli suuri (198 325 tietuetta) ja moniulotteinen.

Asiakkaan verkkokäyttäytymistä tutkivat myös Raphaeli, Goldstein ja Fink (2017) Israeli-

laisen verkkokaupan datan avulla. Tutkimuksessa vertailtiin, miten asiakkaiden käytös eroaa

PC- ja mobiililaitteiden välillä. Tutkimuksen kiinnostuksen kohteena olivat ostomotivaatio

ja tavoitteet, jotka Raphaelin, Goldsteinin ja Finkin (2017) mielestä perustuvat selailukäyt-

täytymiseen. Käytöstä he luonnehtivat sitoutumismittauksilla ja navigointimallien (engl. na-

vigation patterns) sarjana käyttäen lähestymistapaa, mikä yhdistää jalanjäljen visualisoinnin

sekä peräkkäisten assosiaatiosääntöjen louhinnan (engl. sequential association rule mining).

Jalanjäljen kuvaaja (engl. footstep graph) on yleinen visualisointi tekniikka kuvaamaan käyt-

täjän session aikaista selailupolkua, missä vaaka-akselilla on viipymisaika sivulla ja pysty-

akselilla on vierailtu sivu (Raphaeli, Goldstein ja Fink 2017). Tutkimuksessa sessioiden na-

vigointimallit muutettiin sarjaksi, joita visualisoitiin jalanjäljen kuvaajina.

Tutkimus oli kaksivaiheinen sisältäen käytöslouhinnan (engl. usage mining) ja mallin ana-

lysoinnin (engl. pattern analysis). Ensimmäinen vaihe keskittyi mobiili- ja PC-laitteiden se-

lailukäyttäytymisen eroavaisuuksien ilmentämiseen. Sitoutumismittareiden eroavaisuuksiin

käytettiin T-testiä. Sitoutumismittareita olivat session kesto, keskimääräinen sivun kesto ja
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vierailtujen sivujen määrää. Session korkeampi kesto ja alhaisempi vierailtujen sivujen mää-

rä viittasi vahvempaan sitoutumiseen. Peräkkäisten assosiaatiosääntöjen louhinnalla Raphae-

li, Goldstein ja Fink (2017) tutkivat navigointimallin sarjan toistuvuutta ja sitä kautta eroja.

Lift-arvolla he ennustivat ostamista. Mallin analysoinnissa he jakoivat datan neljään alaotok-

seen: mobiililaitteella ostaminen, PC-laitteella ostaminen, ei ostoa mobiililaitteilla ja ei ostoa

PC-laitteella. Jokaiselle alaotokselle suoritettiin erikseen peräkkäisten assosiaatiosääntöjen

louhinta, jotta pystyttiin tunnistamaan esimerkiksi, miten navigointisäännöt eroavat mobiili-

laitteiden ja PC-laitteiden sessioiden välillä.

Baumann ym. (2017) puolestaan tutkivat verkkokäyttäytymistä sivukyselydatan avulla vaih-

toehtoisesta näkökulmasta ja ei-perinteisten mittareiden avulla. Tutkimuksessa selvitettiin,

pystyykö verkkokäyttäytymistä ennustamaan hyödyntämällä käyttäjäverkkoja (engl. user graph).

Verkot ovat metodologinen lähestymistapa, joka perustuu verkkoteoriaan ja ne rakentuvat

solmuista ja kaarista (ks. Baumann ym. 2017, s.137). Verkon jokainen solmu on verkkosi-

vusto, jossa käyttäjä on vieraillut session aikana. Verkon kaari muodostuu verkkosivustojen

välille, jos käyttäjät ovat vierailleet niissä peräkkäin. Kaaret muodostuvat siinä järjestykses-

sä, missä käyttäjä vierailee sivustoilla. Verkko muodostuu inkrementaalisesti solmujen eli

verkkosivujen vierailujen lisääntyessä. Baumann ym. (2017) muodostivat verkon jokaisesta

käyttäjän sessiosta, jotta pystyivät johtamaan kovarianssit ennustamaan ostoja.

Baumannin ym. (ks. 2017, s.140) mukaan verkon rakenne kuvaa käyttäjän käyttäytymistä ja

sitä kautta verkon mittareilla voidaan ennustaa käyttäytymisen muutokset (ks. kuvio 2). Si-

vukyselydata kuvaa käyttäjän selailupolut, joka on suoraan verrattavissa käyttäjän vierailun

tarkoitukseen. Muutokset kuvaavat puolestaan käyttäjän aikomuksia. Esimerkiksi suora pol-

ku solmusta toiseen kuvaa vahvaa tavoitteellista käytöstä, koska polulla ei ole palattu takai-

sin (kuvion vasen verkko). Täten suora polku voidaan yhdistää ostoon liittyväksi. Verkosta

tulee polkua monimutkaisempi, jos käyttäjä etsii useaa tuotetta eri kategorioista eli asiak-

kaan verkkokäyttäytyminen on vertailevaa (kuvion keskimmäinen verkko). Selailukäytöstä

puolestaan kuvaa verkko, jossa on monta keskisolmua, esimerkiksi hakutulosten yleiskat-

saussivut, joihin käyttäjä palaa tarkasteltuaan tuotteita (kuvion oikeanpuoleinen verkko).
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Kuvio 2: Asiakkaan käytöstä kuvaavat sessioista muodostetut verkot (Baumann ym. 2017)

Tutkimuksessa muodostettiin verkosta rakenteellisia, keskeisiä ja välimatkallisia mittareita,

joita käytettiin ennustemalleissa (ks. Baumann ym. 2017, s.140). Jokaiselle sivuvierailulle

muodostettiin uusi kuvaaja, joista mittarit laskettiin inkrementaalisesti keskimääräisen as-

teen (average in-degree) avulla. Keskimääräinen aste on solmuihin yhteydessä olevien kaa-

rien määrä jaettuna solmujen määrällä (ks. kuvio 3). Rakenteellisilla mittareilla kuvataan

verkkoa, kuten kaikkien solmujen ja sivujen lukumäärää. Verkon kehät ja silmukat kuvaa-

vat siirtymiskäyttäytymistä nykyiseltä verkkosivulta edelliselle sivulle tai siirtymistä samalla

verkkosivulla. Transitiivisuus ilmaisee kolmiomuodostelman lukumäärää ja verkkokäyttäy-

tymisen näkökulmasta mittari ilmaisee sitä, että käyttäjä miettii ja vaihtelee kahden tuotteen

välillä. Käyttäjän tarkoituksen selvittämiseen voi käyttää myös tiheysmittaria. Pienet tihey-

sarvot viittaavat käyttäjän tavoitteelliseen toimintaan, sillä tällöin käyttäjä liikkuu sivuilta

sivuille ilman pyörimistä tai takaisin menemistä. Solmujen liitettävyyden arvo on keskimää-

räinen lukumäärä jokaisesta erillisestä solmuparista. Sen korkea arvo merkitsee sitä, että huo-

mattava määrä solmuja on yhteen punoutunut. Tämä puolestaan kuvastaa sitä, että käyttäjän

verkkokäyttäytyminen ei ole järjestelmällistä.

Kuvio 3: Asiakkaan session keskimääräinen aste sivuvierailuittain (Baumann ym. 2017)

Baumann ym. (ks. 2017, s. 140) kuvaavat välimatkamittareilla verkon laajuutta. Lyhyin pol-

kumittari on verkon kaikkien erillisten solmuparien lyhimmän reitin pituuden keskiarvo. Se
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liitettynä verkon epäkeskisyyteen (muuttuja eccentricity), koko verkon epäkeskisyyden mi-

nimiin ja maksimiin (muuttujat diameter ja radius), solmujen lukumäärään, joiden epäkes-

kisyyden arvo on sama kuin epäkeskisyyden minimi ja maksimi (muuttujat center ja perip-

hery) kertovat, miten monipuolisesti käyttäjä selailee verkkosivuja. Esimerkiksi korkea arvo

kertoo, että käyttäjä katselee peräkkäin verkkosivuja ilman taaksepäin selailua.

Baumann ym. (ks. 2017, s. 140) kuvaavat solmujen tärkeyttä keskeisyysmittareilla, sillä tie-

tyn solmun keskeisyyden aste voi kuvata sitä, miten monesti käyttäjä on palanut takaisin tie-

tylle sivulle muilta sivuilta. Läheisyysmittari kuvaa läheisyyden keskiarvon eli verkon kaik-

kien solmujen keskiosan. Vireysmittari kuvaa kaikkien solmujen läheisyyden muutoksen,

jos yksi solmu on poistettu verkosta. Näiden kahden mittarien arvo on korkea, jos jokin sol-

mu on keskellä verkkoa. Verkkokäyttäytymisen näkökulmasta korkea arvo kuvastaa sitä, että

käyttäjä on vierailut lukuisia kertoja tietyllä verkkosivustolla istunnon aikana.

Tutkimuksessaan Baumann ym. (2017) käyttivät kahden suuren verkkokaupan vaatteiden ja

kenkien myyntiä kuvaavaa dataa kahdelta kuukaudelta ja jakoivat datat kuukauden mukai-

sesti opetusjoukkoon ja testausjoukkoon. Tutkimuksessa käytettiin kolmea luokittelualgo-

ritmia ennustamaan johtaako käyttäjän sessio ostotapahtumaan: yleistettyä lineaarista logis-

tista regressiomallia (GLM), satunnaismetsää (RF) ja gradient boosting -menetelmää (GB).

Muuttujina malleissa käytettiin verkosta muodostettuja mittareita. Ennustemallin arvioimi-

seen käytettiin area-under-the-precision-recall-curves:ia (AUC-PR) ja lift-indeksiä.

Datan esikäsittelyssä Baumann ym. (2017) poistivat käyttäjän sessiot, joissa oli alle neljä

klikkausta sivuilla, koska vähintään neljä tarvitaan ostojen tekemiseen. Tämän jälkeen ver-

kon mittareista muodostettiin korrelaatiomatriisi ymmärtämään, mitkä muuttujat sisältävät

samanlaista tietoa käyttäjän selailun rakenteesta verkkosivustolla. Korrelaatiomatriisin tu-

loksena oli 13 verkon mittaria, joiden ennustettavuutta vertailtiin luokittelualgoritmilla muis-

sa tutkimuksissa käytettyihin perinteisiin mittareihin (mm. vierailtujen sivujen määrä, ses-

sion kokonaisaika jne.) Ostojen ennustamiseen tärkeimpiä muuttujia ovat vireys, silmukoi-

den lukumäärä, kehien lukumäärä ja koko verkon epäkeskisyyden minimi. Malleista GLM

ja RF keskeisillä ja välimatkamittareilla ovat tehokkaita ennustamaan ostokäyttäytymistä.
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3.1.3 Yhteistyöhalukkuuteen liitettävät tutkimukset

Sosiaalisen median kautta on mahdollista seurata tuotteista käyttävää keskustelua ja siten

havaita uusia asiakkaita. Du ym. (2013) ovat kehitelleet työkalun, jolla voidaan hyödyntää

twiittien sisältöä ja sosiaalisia suhteita, löytämään potentiaalisia asiakkaita erilaisille tuotteil-

le. Työkalu eroaa muista siinä, että siinä otetaan huomioon käyttäjän läheiset offline-ystävät,

joiden kautta on mahdolista huomata esimerkiksi henkilön aikomus ostaa lahja läheiselle

ystävälleen. Tällöin yritys voi reagoida lahjanostoaikeiseen kohdistetulla markkinoinnilla.

Työkalu muodostaa merkityksellisyyspisteen jokaiselle käyttäjälle sekä sosiaalisen verkos-

ton tekstitietojen että ihmissuhteiden avulla. Merkityksellisyyspiste kertoo käyttäjän mah-

dollisuudesta ostaa tuote, sillä se kuvaa käyttäjän keskustelun volyymiä tuotteesta. Lisäksi

pisteen avulla saa selville lojaalit asiakkaat, koska se perustuu käyttäjän kaikkiin twiitteihin.

Työkalun data koostuu Twitterin aikajanasta, käyttäjän profiilin tiedoista ja verkostosta. Mer-

kityksellisyyspisteen algoritmissa Du ym. (2013) käyttävät hyödyksi tiedonhakupalvelun pe-

rusideaa eli löytyykö termi dokumentista vai ei löydy. Jos termi löytyy useammin, niin sitä

korkeampi merkityksellisyyspiste. Offline ystäväverkoston algoritmi tuottaa lähimmäisyys-

pisteen käyttäjien välillä hyödyntäen strukturaalista verkostoa ja soveltaen iteratiivisesti sa-

tunnaista kävelyä. Visuaaliseen analyysiin työkalu käyttää esimerkiksi tutkakaaviota, joka

kertoo käyttäjän merkityksellisyyspisteestä eri ulottuvuuksissa.

Taulukoon 2 on koottu yhteenveto asiakashankintaan liittyvistä tutkimuksista. Taulukosta

näkee tutkimuksissa hyödynnetyt menetelmät ja datat. Tutkimukset hyödynsivät suusanal-

lisen viestinnän dataa, sivukyselydataa ja Twitter-dataa, joka liittyi yhteistyöhalukkuuden

selvittämiseen. Suusanallisen viestinnän datat muodostuivat asiakkaille tehdyistä erilaisista

kyselyistä, joista tutkittiin brändikokemusta, asiakkaiden keskinäisiä yhteyksiä, asiakasvali-

tuksien ja asiakassuhteiden välistä yhteyttä ja sitoutumispisteytyksellä asiakkaan tyytymät-

tömyyttä. Sivukyselydatojen kohdalla tutkittiin asiakkaiden kiinnostusta vierailujen määrällä

ja kestolla sekä asiakkaiden käytöstä esimerkiksi käyttäjäverkkojen avulla. Verkkokäyttäy-

tymisestä huomattiin, että session korkeampi kesto ja alhaisempi vierailtujen sivujen mää-

rä kuvastaan asiakkaan vahvempaa sitoutumista. Tässä tutkielmassa asiakkaan sitoutumista

tarkastellaan sivukyselydatasta session kestolla, sessiossa katsottujen eri tuotteiden määrällä

sekä ostoskoriin siirrettyjen eri tuotteiden ja ostojen määrällä.
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Taulukko 2: Yhteenveto asiakashankinnan tutkimuksista

Tutkimus Luokittelukriteeri Metodi Data

Bowman ja Narayandas (2001) Suusanallinen viestintä Katkaistu NBD-malli Puhelinkysely

Wangenheim ja Bayon (2007) Suusanallinen viestintä ZIP-malli Puhelinkysely

Villanueva, Yoo ja Hanssens (2008) Suusanallinen viestintä VAR-malli Internet-kysely

Kazienko, Brodka ja Ruta (2009) Suusanallinen viestintä Sosiaalisen verkoston analyysi Televiestintäpalveluyrityksen

data

Faed, Hussain ja Chang (2014) Suusanallinen viestintä Tekstinlouhinta, PCA, DEA, sumea logiikka Verkkokysely ja haastattelu

Vanderveld ym. (2016) Suusanallinen viestintä Random Forest ja kahden luokan luokittelu Eri sovellusalustojen data ja

asiakaspalveludata

Su ja Chen (2015) Sivukyselydata Rough pohjainen klusterointi Verkkokaupan data

Raphaeli, Goldstein ja Fink (2017) Sivukyselydata Käytöslouhinta ja peräkkäisten assosaatiosääntöjen louhinta Verkkokaupan data

Baumann ym. (2017) Sivukyselydata Käyttäjäverkot, yleistetty lineaarinen logistinen

regressiomalli, satunnainen metsä ja XGBoost

Verkkokaupan data

Du ym. (2013) Yhteistyö halukkuus Hakualgoritmi, struktuaalinen verkko ja satunnainen kävely Twitter-data

3.2 Asiakkuuden kehittämisen tutkimukset

Asiakkuuden kehittämisen mallit ovat perinteisesti keskittyneet asiakkaan elinkaaren arvon

sekä kuluttajien marginaalin ennustamiseen ja ristiinmyyntiin. Marginaalin ennustamiseen

on Bijmoltin ym. (2010) mukaan käytetty ekonometrisia menetelmiä ja ristiinmyyntiin logit-

mallia, erotteluanalyysiä (engl. discriminant analysis) ja neuroverkkoja. Datana malleissa on

käytetty suurimmaksi osaksi asiakkaan ostotietoja. Sitoutumisen näkökulmasta asiakkuuden

kehittäminen vaatii asiakkaan käytöksen ymmärtämistä ja analysointia, esimerkiksi suusa-

nallisen viestinnän ja yhteistyön vaikutusta asiakkaan elinkaaren arvoon. Lisäksi Bijmoltin

ym. (2010) mukaan yrityksille yhteistyön hallinnointi ja stimulointi ovat tärkeitä tehtäviä,

sillä brändiyhteisöt voivat luoda arvoa yritysmaailman verkottuneiden toimijoiden keskuu-

dessa.

Asiakkaan sitoutumisen ilmentymä, joka vaikuttaa asiakkaan elinkaaren arvoon, ovat asia-

kasvalitukset. Bijmoltin ym. (2010) mukaan yritykset tiedostavat, että valituksien kautta voi-

daan korjata tuotteisiin sekä palveluihin liittyviä ongelmia ja vaikuttaa siten positiivisesti

asiakkaiden käyttäytymiseen. Monet yritykset eivät kuitenkaan tiedosta, että valituksien te-

keminen ja varsinkin valitusten hallinta voi vaikuttaa asiakkaan elinkaaren arvoon. Bijmoltin

ym. (2010) mielestä valituksien mallintaminen ja yrityksen valituksien käsittely on hyödyl-

linen tulevaisuuden tutkimusalue asiakkaan sitoutumisessa.
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3.2.1 Suusanalliseen viestintään ja sosiaalisen verkoston kasvuun liittyvät tutkimuk-

set

Suusanallisen viestinnän vaikutusta yrityksen voittoon voidaan tutkia sosiaalisen verkoston

avulla. Goldenberg ym. (2007) tutkivat agenttipohjaisella mallilla (engl. agent-based model),

joka on the Small World mallin laajennus, miten yksilön ja verkoston negatiivinen suusanal-

linen viestintä vaikuttaa yrityksen voittoon. The Small World -mallin solmut kuvaavat po-

tentiaalisia asiakkaita neljässä vaiheessa: hyväksynyt tuotteen, ei hyväksynyt tuotetta, tyyty-

väinen tuotteeseen tai tyytymätön tuotteeseen. Siteillä kuvataan asiakkaan yhteyttä toiseen.

Side on vahva, jos toinen asiakas on liitettynä asiakkaan verkostoon ja heikko, kun yhteyk-

siä on verkon ulkopuolisiin. Malli muodostaa renkaan solmuista ja suorista siteistä (vahvat

ja heikot). Lisäksi mallissa on oikoteitä solmujen välillä renkaan lävitse, joita Goldenberg

ym. (2007) muuttivat siten, että ne vaihtelivat ajan ja sosiaalisen siteen vahvuuden mukaan.

Tutkimuksessa analysointiin sosiaalisen järjestelmän tietorakenteen muutoksia, voimakkai-

den ja heikkojen siteiden intensiteettiä, markkinoiden vaikutusta, negatiivisen suusanallisen

viestinnän vaikutusta verrattuna positiiviseen suusanalliseen viestintään ja pettyneiden asiak-

kaiden lukumäärän vaikutusta yrityksen myyntiin ja kassavirran nettonykyarvoon.

Mallissa käytetty data oli MBA-opiskelijoille järjestetystä kyselystä, jota kautta selvitettiin

sosiaalisen verkoston yhteyksiä ja keskinäistä viestintää. Verkoston vahvaa sidosta Golden-

berg ym. (2007) etsivät tiedustelemalla muun muassa henkilöiden osoitekirjassa olevien ih-

misten määrää. Heikon sidoksen tutkimiseksi opiskelijoita pyydettiin arvioimaan, kuinka

moneen he olivat viimeisen viikon aikana olleet satunnaisesti yhteydessä. Tutkimuksessa

saatiin selville, että negatiivinen suusanallinen viestintä vaikuttaa yrityksen nettonykyar-

voon merkittävästi, vaikka tyytymättömien asiakkaiden määrä olisikin pieni (Goldenberg

ym. 2007; Bijmolt ym. 2010).

Trusov, Bucklin ja Pauwels (2009) tutkivat suusanallisen viestinnän vaikutusta sosiaalisen

median verkoston kasvuun. He myös vertasivat sen vaikutusta perinteiseen markkinointiin.

Tutkimuksessa kehitettiin ja arvioitiin malli, joka ottaa huomioon dynaamiset suhteet asia-

kashankinnan, suusanallisen viestinnän ja perinteisten markkinointitoimien välillä. Asiakas-

hankintaa mitattiin uusilla kirjautumisilla sivustolle. Käytetty data oli yksi sosiaalisen ver-

koston tärkein sivusto, jonka nimeä tutkimuksessa ei tuotu julki.
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Ensimmäisenä Trusov, Bucklin ja Pauwels (2009) testasivat endogeenisuuden olemassa oloa

uusilla kirjautumisilla, tapahtumamarkkinoinnilla (maksettu markkinointi sosiaalisessa me-

diassa), median esiintymisillä (suhdetoiminnan aiheuttamia) ja suusanallisella viestinnällä.

Tämän jälkeen he hyödynsivät vektoriautoregressiivistä (VAR) mallia, joka kuvaa endogee-

nisuutta ja dynaamista vastausta sekä vuorovaikutusta markkinointimuuttujien ja tuloksien

välillä. Lisäksi tutkimuksessa verrattiin VAR-mallia vaihtoehtoisiin malleihin. Viimeiseksi

tutkimuksessa arvioitiin kirjautumisia lyhyeltä sekä pitkältä ajalta suusanalliseen viestintään

ja perinteiseen markkinointiin sekä laskettiin vastaava jousto ηarc (ks. kaava 3.1). Tutkimus

osoittaa, että suusanallisen viestinnän jousto on noin 20 kertaa korkeampi kuin tapahtuma-

markkinoinnin ja 10 kertaa korkeampi kuin median esiintymisen jousto (Bijmolt ym. 2010;

Trusov, Bucklin ja Pauwels 2009).

ηarc =
∆Y
σX
× X̄

Ȳ
(3.1)

missä X on suusanallinen viestintä ja Y on kirjautumiset.

Sosiaalisen verkoston kasvuun vaikuttaa myös tiedonleviäminen. Zadeh ja Sharda (2014)

tutkivat moniuloitteisen pisteprosessin (engl. multidimensional point process) avulla tiedon

leviämistä Twitterissä ja sitä kautta joukon sitoutumisaktiivisuutta sekä yhteyksiä. Tutki-

muksen päätarkoituksena oli analysoida yksittäisten brändijulkaisujen suosiota ja sitä, miten

käyttäjien vuorovaikutukset verkkoystävien kanssa edistää brändijulkaisujen suosiota. Jul-

kaisujen suosion tutkimiseen käyttivät ETAS-mallia (Epidemic Type Aftershock Sequences)

ja Hawkes-pisteprosessia sekä ajan ja seuraajien määrän yhdistettyä todennäköisyys -funktiota.

Tuloksien mukaan seuraajien määrä on yksi parhaimmista mittareista, jolla pystytään de-

monstroimaan vaikuttavien käyttäjien roolia sosiaalisissa verkostoissa. Seuraajien lisäksi on

huomioitava tapahtumien esiintymisaika sosiaalisen dynamiikan mallintamisessa.

Okazaki ym. (2015) käsittelivät verkoston kasvua elektronisen suusanallisen viestinnän (elect-

ronic Word-of-mouth, eWOM) kannalta. He tutkivat asiakkaan sitoutumista brändin sosi-

aaliseen verkostoon. Tutkimuksessa analysoitiin viestejä tiedonlouhinnan avulla, jotka oli

julkaistu Ikean Twitteriin tai twiitteihin. Tiedonlouhinnan avulla tunnistettiin elektronisen

suusanallisen viestinnän käyttäytymismallit, joilla pystyi selventämään, minkä tyyppistä elekt-
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roniseen suusanalliseen viestintään liittyvää käytöstä ilmenee, kun asiakas on sitoutunut

brändiin sosiaalisessa verkostossa. Okazakin ym. (2015) mielestä sosiaalisessa verkostossa

on kolme elektronisen suusanallisen viestinnän muotoa: objektiivisia ja subjektiivisia lausun-

toja sekä tiedon jakamista. Objektiivinen lausunto perustuu faktoihin, kuten tietoihin ja kysy-

myksiin. Subjektiiviset lausunnot ovat luonteeltaan tuomitsevia, kuten kritiikit tai ylistykset.

Tiedon jakamisessa viesti odotetaan jaettavan ja kierrätettävän julkisesti.

Lisäksi tutkimuksessa selvitettiin, miten tiedon jakaminen edistää kuluttajaverkostojen luo-

mista Internetissä ja miten asiakkaat osallistuvat tuottajakuluttajuuteen (engl. prosumption)

(Okazaki ym. 2015). Näin siksi, että viestien uudelleen twiittaaminen voidaan Okazakin ym.

(2015) mukaan liittää suoraan yhteisön muodostamiseen. Tuottajakuluttajuus on palvelu-

keskeisen arvonluonnin logiikan (engl. service-dominant logic) käyttäytymisen näkökulma,

minkä Okazaki ym. (2015, s. 417) määrittelevät “kuluttajan arvon luomistoiminnoiksi, jotka

johtavat tuotteiden tuottamiseen ja lopulta tuotteiden kuluttamiseen sekä kulutuskokemuksen

muodostumiseen”. Sosiaalisessa mediassa tuottajakuluttajilla (engl. prosumers) on taipumus

muodostaa monimutkaisempi sosiaalinen verkosto, mikä puolestaan heijastuu korkeampana

sitoutumisena yritykseen. Monimutkaisessa verkostossa he eivät välttämättä jaa tietoa, mut-

ta myös kritisoivat ja kyselevät toisiltaan, mistä muut ovat kiinnostuneita tai mistä yrityksen

pitäisi olla huolissaan.

Tutkimuksessa käytettiin datana Ikean 300 twiittiä, jotka esikäsiteltiin ja normalisoitiin. Li-

säksi data luokiteltiin kahteen luokkaan, jotka perustuivat asiakkaiden emotionaalisiin ti-

loihin (tyytyväisyys, tyytymättömyys, neutraali ja poissuljetut) ja vuoropuhelutoimintoihin

(jakaminen, tieto, mielipide, kysymys, vastaus ja poissuljetut). Poissuljettuja ovat esimer-

kiksi yrityksen tai kolmannen osapuolen turhat vitsit, huono viestintä tai kaupalliset viestit.

Okazaki ym. (2015) loivat mallin datasta löytääkseen hahmoja koneoppimisen menetelmillä:

naiivi Bayes (NB), k:n lähimmän naapurin menetelmä (KNN), päätöspuu C4.5, tukivektori-

kone (SVM), neuroverkko, The uRules luokittelija (R) ja The Forest luokittelu (F). Luokit-

telun arviointiin tutkimuksessa käytettiin täsmällisyysparametria (precision), takaisinkutsua

(recall) ja F-mittaa. Parhaan luokittelun antoi NB-luokittelija.

NB-luokittelija oli myös paras luokittelija 4 000 twiittiin, joita Okazaki ym. (2015) käyt-

tivät tutkimuksen lopussa muodostamaan sosiaalisen verkostoanalyysin vuoropuheluluokan
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perusteella. Sosiaalinen verkosto tuo esille käyttäjien elektronisen suusanallisen viestinnän

mallit. Analyysi keskittyi tunnistamaan vaikutusvaltaisia toimijoita, joita ovat käyttäjät, joi-

den mielipide leviää helposti verkoston kautta. Verkoston solmuja ovat käyttäjät ja suhteita

ovat uudelleen twiittaukset ja maininnat. Solmun väreillä kuvattiin asiakkaan emotionaalis-

ta tilaa ja kaarien kirjaimilla elektronisen suusanallisen viestinnän muotoa. Nuolella kuvattu

reuna osoittaa ne käyttäjät, jotka twiittasivat uudelleen tai mainitsivat toisen käyttäjän twiitin.

Verkoston analyysissä käytettiin PageRank-algoritmia, mitä Google Web -hakukone käyttää.

Tutkimuksessa sosiaalista verkostoa Okazaki ym. (2015) analysoivat siten, että esimerkiksi

verkoston keskiössä olevan tuottajakuluttajan, joka jakoi aktiivisesti tunteitaan tai ajatuk-

siaan (paljon jakamista vuoropuhelutoiminnan luokassa), he katsoivat tyytyväiseksi asiak-

kaaksi. Tuottajakuluttajan katsottiin tällä tavoin osallistuvan myös aktiivisesti arvoyhteistyö-

hön Ikean kanssa. Tällöin vuoropuhelun jakamistoiminta vastaa elektronisessa suusanalli-

sessa viestinnässä tiedon jakamista, joka voi johtaa tuottajakuluttajuuteen.

3.2.2 Brändiyhteisöön ja yhteistyön toimintaan liittyvät tutkimukset

Cvijikj ja Michahelles (2013) tutkivat asiakkaan sitoutumisen havaitsemista yrityksen Face-

book-sivuilta. He kehittivät mallin, joka selittää yrityksen Facebook-sivuilleen laittaman si-

sällön mediatyypin, sisällön tyypin, julkaisun ajankohdan ja asiakkaan sitoutumisen tason

suhdetta. Sitoutumista mitattiin tykkäyksien, kommenttien ja jakojen määrällä sekä vuoro-

vaikutuksen kestolla. Cvijikjin ja Michahellesin (2013) mielestä brändiyhteisöjen sitoutumi-

seen vaikuttavien tekijöiden ymmärtäminen on varteenotettavaa, koska se voi lisätä suusa-

nallista viestintää ja parantaa asenteita brändiä kohtaan ja sitä kautta mahdollisesti lisätä yri-

tyksen tuloja. Asiakkaat voivat sitoutua yrityksen Facebook-sivuille julkaisemalla sisältöä

seinälle, kommentoimalla, tykkäämällä tai jakamalla omalla seinällään yrityksen laittamaa

julkaisua. Näistä muodostuu suusanallinen viestintä, sillä jokainen toiminta näkyy asiakkaan

kavereille.

Tutkimuksen data koostui Top 100 -listalla olevien ruoka- ja juomayrityksien Facebook-

sivujen toiminnoista. Data oli kerätty muokatulla scriptillä Facebook Graph API:n avulla.

Sitoutumisen laskemiseen Cvijikj ja Michahelles (2013) muokkasivat Facebookin virallista
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asiakkaan sitoutumisen mittaria eli palautteen astetta. Riippuvia muuttujia olivat tykkäyk-

sien, kommenttien ja jakojen määrät sekä vuorovaikutuksen kesto. Datan kuvaamisessa käy-

tetty jakauma oli negatiivinen binomijakauma.

Cvijikjin ja Michahellesin (2013) tuloksien mukaan asiakkaat sitoutuvat useammin sisällön

tykkäyksellä, kuin kommentoimalla ja jakamalla. Lisäksi viihteellinen tai informatiivinen

sisältö lisää sitoutumisen tasoa. Asiakkaat reagoivat positiivisesti palkkiota sisältävään sisäl-

töön, mutta vain kommentoimalla. Eloisuus lisää sitoutumista ja vuorovaikutteisuus heiken-

tää sitoutumista. Eloisuudella ja vuorovaikutteisuudella tutkimuksessa viitattiin mediatyypin

asteisiin. Eloisuuden aste voi vaihdella tekstin ja videon välillä. Statuksella tai kuvalla ei ole

vuorovaikutteisuutta, koska niitä voidaan vain lukea tai katsoa. Linkeillä ja videoilla on puo-

lestaan korkea vuorovaikutteisuus, koska niitä on klikattava, jotta näkee koko sisällön. Arki-

päivinä tehdyt julkaisut lisäävät kommenttien määrää ja puolestaan käyttäjien aktiivisimpana

aikana tehdyt julkaisut vähentävät sitoutumista.

Schultz (2017) tutki myös kuluttajien sitoutumista brändijulkaisuissa ottamalla huomioon

julkaisun ominaisuuksia: elävyys (tiedon eri aistien aste), vuorovaikutteisuus (aste, missä

määrin julkaisu innostaa käyttäjää reagoimaan), sisällön tyyppi ja ajoitus (aika, jonka julkai-

su on ylimpänä), pituus, seuraajien määrä ja toimialaan osallistumisen aste. Elävyys ilmenee

eri mediatyypeistä, kuten teksti, kuva ja videot. Kuva on asteeltaan alhainen ja video korkea.

Vuorovaikutteisuutta mitattiin brändijulkaisun tykkäyksien, kommenttien ja jakojen määräl-

lä. Tutkimuksen tarkoituksena oli ymmärtää, miten brändijulkaisun piirteet lisäävät sitoutu-

mista sosiaalisiin verkostoihin. Toisin sanoen, mitkä ominaisuudet ja sisältö saa asiakkaan

tykkäämään, kommentoimaan ja jakamaan julkaisun.

Tutkimuksen data oli koottu kahdelta vaatteita ja elintarvikkeita myyvän brändin Facebookin

julkaisuista. Tutkimuksessa reaktion astetta kuvaavan mallin parametrit estimoitiin pienim-

män neliösumman menetelmän (PNS) avulla. Reaktion aste määrittää, kuinka eri julkaisun

ominaisuudet vaikuttavat julkaisujen reaktioihin. Riippuvia muuttujia olivat vuorovaikutuk-

sen ominaisuudet: tykkäyksien, kommenttien ja jakojen määrät. Schultzin (2017) tuloksien

mukaan vuorovaikutteisuuden ominaisuuksilla on suurimmaksi osaksi positiivisia vaikutuk-

sia sosiaaliseen vuorovaikutukseen. Elävyyden ominaisuuksilla on ristiriitaisia vaikutuksia,

kuten kuvat ja videot vaikuttavat positiivisesti tykkäyksiin ja jakoihin, kun taas kommenttei-
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hin ne vaikuttavat negatiivisesti.

He, Zha ja Li (2013) tutkivat asiakkaiden sitoutumista Facebook- ja Twitter-sivustoilla tyk-

käyksien, kommenttien ja jakojen määrillä. Tutkimuskohteena oli kolmen USA:n suurimman

pitsaketjun Facebook- ja Twitter-sivustot. Tutkimusta tehtiin kilpailija-analyysin muodossa.

Lisäksi he hyödynsivät tekstinlouhintaa analysoidakseen sivustojen sisältöä. Tutkimuksessa

huomattiin, että asiakkaiden sitoutuminen on vahvempaa Facebookissa.

Mostafa (2013) tutki tekstilouhintaa käyttäen asiakkaiden mielipiteitä ja tunteita viiden brän-

din (Nokia, T-Mobile, IBM, KLM ja DHL) twiiteistä. Tutkimus hyödynsi sentimenttiana-

lyysia, jossa laskettiin myös sentimentaalipisteet. Sanojen kategorisoimiseksi sentimenttia-

nalyysia varten tutkimuksessa käytettiin Lexiconia, jonka sanaston avulla twiitit luokitel-

tiin positiiviseksi tai negatiiviseksi. Lisäksi sanat koodattiin kvantitatiiviseksi, jolloin saatiin

laskettua eri sanojen lukumäärät ja analysoitua asiakkaiden tunteita brändiä kohtaan. Sen-

timentaalipisteiden laskennassa huomioitiin vain positiiviset (+1) ja negatiiviset (-1) sanat.

Twiittien trendit visualisointiin tarkastelujakson aikana kaikille brändeille. Mostafan (2013)

mukaan sentimenttianalyysejä voidaan käyttää esimerkiksi asiakkaiden palautteiden käsitte-

lyyn.

Moro ym. (2016) keskittyivät mallintamaan kosmetiikkayrityksen suorituskykymittareita Face-

booksivujen julkisista julkaisuista tiedonlouhinnan avulla. Tutkimuksen tavoitteena oli esi-

merkiksi ennustaa julkaisujen vaikutusta niiden ominaisuuksien kautta, saada selville, mitkä

syötteet (engl. input) vaikuttavat mittareihin ja miten nämä syötteet vaikuttavat jokaiseen jul-

kaisuun. Tutkimuksessa datana käytettiin maailmanlaajuisesti tunnetun kosmetiikkabrändin

Facebookin julkisia julkaisuja, joita oli 790.

Tutkimuksen data oli jaoteltu neljään muuttujaryhmään tietotyypin perusteella: tunnistami-

nen, sisältö, kategoria ja toiminta (ks. Moro ym. 2016, s.3342-3344), joita voi käyttää mit-

taamaan julkaisun suorituskykyä. Näistä muuttujaryhmistä seitsemän (mm. aikaan liittyvät)

toimivat syötteinä ja loput 12 toimintamuuttujaa olivat tulosteita (engl. output), jotka mal-

linnettiin. Toimintamuuttujat sisälsivät mittarit, joilla mitattiin julkaisun vaikutusta. Esimer-

kiksi kaikki näyttökerrat -muuttuja kertoi, kuinka monta kertaa julkaisu oli ladattu käyttäjän

selaimeen. Sitoutuneet käyttäjät -muuttuja huomioi kaikkien julkaisujen klikkauksien tyypit
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ja alkuperän. Muuttuja kertoi myös käyttäjien määrän, jotka klikkasivat julkaisua (yksittäiset

käyttäjät). Lisäksi oli muuttuja, joka huomioi henkilöt, jotka tykkäsivät sivustosta sekä klik-

kasivat julkaisua. Tutkimuksen käsitekartan mukaan sitoutumisia voidaan myös mitata muil-

la vuorovaikutuksilla, kuten kommenttien tykkäyksillä ja kommentoijan nimen klikkauksella

(ks. konseptuaalinen kartta Moro ym. 2016, s.3343).

Tutkimuksessa Moro ym. (2016) käyttivät tukivektorikonetta. Normaalijakautumisen arvioi-

miseksi he käyttivät Shapiro-Wilk-testiä. Jokaiselle 12 toimintamuuttujalle tuotettiin malli

ja mallin ennustamaa arvoa verrattiin kyseisen mittarin todelliseen arvoon. Malliltaan par-

haimman suorituskyvyn antoi muuttuja, joka kuvasi henkilöt, jotka tykkäsivät sivustosta se-

kä klikkasivat jossakin kohtaa julkaisua. Parhaimman suorituskyvyn antoi myös julkaisua

klikkanneet käyttäjät -muuttuja (engl. lifetime post consumer), joka kuvasi käyttäjien mää-

rää, jotka klikkasivat minne tahansa julkaisua. Lisäksi tutkimuksessa käytettiin datapohjaista

herkkyysanalyysia saamaan tietoa julkaisuista klikanneista käyttäjistä ja miten muuttujaryh-

män seitsemän syötettä vaikuttaa niihin. Julkaisun sisällön tyyppi oli mallin kannalta kaik-

kein tärkein syötemuuttuja.

3.2.3 Asiakasvalituksiin ja verkkosivuston dataan liittyvät tutkimukset

Bhatia ym. (2014) kuvailivat kehittämäänsä järjestelmää, jolla voi monitoroida ja analysoi-

da asiakkaiden sosiaalisen median palautetta. Järjestelmän avulla asiakas voidaan sitouttaa

ja ratkaista asiakkaiden kokemia ongelmia. He käyttivät crawler hakurobottia keräämään so-

siaalisesta mediasta julkaisut, jotka ovat relevantteja ja sen jälkeen käyttivät koneoppimi-

seen pohjautuvaa sentimentaalista luokittelijaa jakamaan julkaisut negatiivisiin, positiivisiin

ja neutraaleihin. Lisäksi he olivat kehitelleet reaaliaikaisen tai tietyn hetken event-havaitsijan

tilastollisten (mm. termien frekvenssejä historiallisesta datasta) ja poikkeavien tapahtumien

havaitsemisen metodeja hyödyntäen. Poikkeavia tapahtumia ovat tiettynä aikana äkillisesti

alkaneet tapahtumat, joita voi olla havaittu aikaisemminkin.

Tutkimuksessa hyödynnettiin Term Frequency—Inverse Document Frequency:ä (TF-IDF)

tärkeiden sanojen määrittämiseen, josta Bhatia ym. (2014) muokkasivat ajan normalisoi-

van version eli viimeaikaisia havaintoja painottavan version. Lisäksi järjestelmää testattiin
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kolmeen eri kaupalliseen brändiin. Järjestelmän avulla jokaisesta brändistä saatiin kerättyä

poikkeavia ja uusia tapahtumia, jotka kuvasivat brändin Twitterissä olevia trendejä. Luke-

malla tarkemmin näitä tapahtumia ja niihin liittyviä tweettejä brändit voivat nopeasti saada

selville, mistä valitukset tulevat.

Ordenes ym. (2014) analysoivat asiakkaan kokemuksia asiakaspalautteista lingvistispoh-

jaisella tekstinlouhinnalla. Heidän mielestään asiakaskokemuksen monimutkaisen luonteen

vuoksi asiakkaan kokeman palvelukokonaisuuden mittaaminen on haastavaa. Lisäksi haas-

teena on se, että nykyään teknologia mahdollistaa erilaisten asiakaspalautteiden keräämisen,

mutta data on yleensä strukturoimatonta tekstidataa (mm. puhelinkeskustelut, sähköpostit,

sosiaalisen median sisällöt), jota yrityksien on vaikeaa analysoida. Tutkimuksessaan Orde-

nes ym. (2014) loivat tähän parannetun viitekehyksen, joka sisältää tärkeitä elementtejä asia-

kaskokemuksesta, palvelumenetelmistä ja teorioista, kuten yhteistyöprosessista, vuorovai-

kutuksesta ja kontekstista. Näillä elementeillä asiakaspalautteista saa muodostettua syvälli-

semmän analyysin, joka kattaa kolme arvonmuodostuselementtiä: toimintaa kuvaavat verbit,

tekijät tai objektit (sekä asiakkaiden että yrityksien) ja kontekstit (henkilökohtaisen ja tilan-

teellisen).

Tutkimuksen datana käytettiin Iso-Britanian lentokentällä parkkipaikkoja ja kuljetuspalve-

luja tarjoavan yrityksen asiakaspalautteita. Yritys lähettää online-kyselyn asiakkaille kahden

päivän jälkeen palveluiden käytöstä. Kysely sisältää sekä strukturoitua että strukturoimaton-

ta dataa. Strukturoimaton data koostuu avoimesta kysymyksestä: “Mikä on tärkein asia, jossa

voisimme parantaa parkki- ja kuljetuspalvelujamme.” (Ordenes ym. 2014).

Tutkimuksen tekstinlouhinnan prosessin vaiheita olivat:

1. liiketoiminnan ja datan ymmärtäminen

2. mallin opettaminen tai kehittäminen

3. korpuksen (yritykseltä kerätty joukko asiakaspalautteita sisältäviä asiakirjoja) tuomi-

nen. Sisältää myös uusien käsitteiden, hahmojen ja tekstilouhinnan mallien määrittä-

misen ja arvioinnin.

4. testaus tai mallin arviointi.

Tekstilouhinta sisälsi kaksi iteraatiota: tekstinlouhintamallin viitekehyksen toteuttaminen ja
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mallin parantaminen. Ensimmäisessä iteraatiossa Ordenes ym. (2014) suorittivat prosessin

kaikki vaiheet satunnaisesti valitulle osadatalle, jonka jälkeen he esittivät ala- ja pääkate-

goriat asiakaspalvelujohtajalle, joka arvioi mallin pätevyyttä. Osadata oli luokiteltu manu-

aalisesti etukäteen. Iteraation testausvaiheessa käytettiin koko dataa tuottamaan ennusteita,

johon sisältyi asiakkaiden kommenttien automaattista luokittelua kohteliaisuuksiin ja vali-

tuksiin sekä palautteessa olevien tekijöiden, objektien ja toimintaa kuvaavien verbien tun-

nistaminen. Ordenes ym. (2014) arvioivat mallia tiedonkeräyksellä (engl. data capture) ja

luokitteluntarkkuudella. Tiedonkeräys kuvaa niiden asiakaspalautteiden lukumäärää, joista

malli löytää yhden tai useamman hahmon. Luokittelutarkkuus kuvaa kerätyistä hahmoista

mallin mukaisten oikeiden ennusteiden lukumäärää.

Toisessa iteraatiossa Ordenes ym. (2014) käyttivät deduktiivista lähestymistapaa yrityksen

aikaisempaan manuaaliseen luokitteluun ja kehittelivät lingvistiset mallit käytettäväksi teks-

tinlouhintamallin avulla. Iteraation päätteeksi he kehittelivät lopullisen joukkon luokkia uusien

lingvistisien mallien luomiseksi, joilla voidaan analysoida asiakaspalautteet. Toisen iteraa-

tion jälkeen käsitteet luokiteltiin ja kartoitettiin ehdotetun kehyksen pääluokkiin, mukaan

lukien synonyymit. Tutkimuksessa kehitetyn mallin tarkkuus oli korkeatasoista asiakkaiden

valituksien ja ehdotuksien sekä resurssien ja toimintojen ennustettavuudessa. Mallia voidaan

myös muokata eri liiketoimintoihin ja siihen voidaan lisätä uutta asiakassanastoa, kun palve-

lun resurssit (tekijät ja objektit), toiminnot ja asiakkaan konteksti muuttuvat.

Dasgupta, Dey ja Verma (2016) analysoivat ja luokittelivat intialaisen televiestintäyrityk-

sen asiakkaiden tekstimuotoisia valituksia liiketoiminta-alueisiin. Yhden asiakkaan valitus

voi kuulua moneen liiketoiminta-alueeseen, joten tutkimuksessa sovellettiin sumeaa moni-

tunnuksista luokittelua (engl. fuzzy multi-label classification). Liiketoiminta-alueen osaa-

ja oli luokitellut valitukset manuaalisesti, joka osoitti valituksen joko kuuluvan kyseiseen

liiketoiminta-alueeseen tai ei kuuluvan.

Tutkimuksessa käytettiin sumeaa k:n lähimmän naapurin (engl. Fuzzy K Nearest Neigh-

bor, FKNN) algoritmia, joka on perinteisen k:n lähimmän naapurin algoritmin sumea ver-

sio. FKNN ei suoraan luokittele testidataa tiettyihin luokkiin, vaan määrittää luokkaan kuu-

luvuuden arvot. Valituksen kuuluvuus tiettyyn liiketoiminta-alueeseen annettiin vektorina,

jossa jokainen liiketoiminta-alue sai arvon 0.1:stä 0.9:sään sen mukaan, että valituksella ei
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ollut yhteyttä tai oli korkea yhteys liiketoiminta-alueeseen. Tutkimuksessa datan monitun-

nuksen luonne määriteltiin kahdella mittarilla: tunnuksen tiheydellä (engl. label density) ja

tunnuksen mahtavuudella (engl. label cardinality) (ks. Dasgupta, Dey ja Verma 2016, s.380).

Datan suuren kohinaisuuden vuoksi Dasgupta, Dey ja Verma (2016) eivät pystyneet käyt-

tämään tavanomaisia NLP-työkaluja (natural language prosessing) valituksien merkityksel-

lisien ominaisuuksien tunnistamiseen ja poistamiseen, kuten luonnollisen kielen jäsennintä.

Tutkimuksessa puolestaan käytettiin seuraavanlaisia tilastollisia ominaisuuksia ja tekniikoi-

ta: unigram, bigram, TF-IDF, latent sematic analysis (LSA) ja point-wise mutual informa-

tion (PMI) suorittamaan monitunnusluokittelua (ks. Dasgupta, Dey ja Verma 2016, s.381).

Liiketoiminta-alueeseen kuuluvien ennustettujen arvojen arviointiin käytettiin muun muassa

ennustetun ja todellisen arvon välimatkan mittaamista. PMI ja unigram muuttujien yhdistel-

mä palautti parhaan mahdollisen tuloksen.

Riaz ym. (2017) tutkivat sentimenttianalyysillä tuotteiden asiakasarvioista, mitkä ovat posi-

tiivisia, negatiivisia ja neutraaleja arvioita. Tutkimuksen menetelmää voidaan käyttää analy-

soimaan tuotteista asiakkaiden mieltymyksiä, tarpeita ja käyttäytymisiä. Tutkimus eteni niin,

että ensin kerättiin tuotteiden arvosteluja eri verkkokaupan sivustoilta (mm. Amazon, eBay,

Alibaba). Arvosteluille tehtiin muunnos, jotta ne saatiin samaan muotoon. Tämän jälkeen tut-

kimuksessa hyödynnettiin sentimenttianalyysia sanakirjapohjaisella (Lexicon) lähestymista-

valla. Sanakirjapohjaisella lähestymistavalla määritetään asiakirjan sisältö käyttämällä asia-

kirjan sanojen ja lauseiden semanttista suuntaa. Ensimmäisenä analyysissa sanat merkittiin

positiiviseksi ja negatiiviseksi hyödyntämällä MPQA-korpusta ja sanat myös pakattiin. Tä-

män jälkeen vähennettiin datan kohinaa useilla esikäsittelytekniikoilla. Sanat, joita ei mer-

kattu negatiiviseksi tai positiiviseksi, tulkittiin neutraaleiksi.

Vaiheessa, jossa poimittiin avainsanoja datasta, Riaz ym. (2017) käyttivät avainsanojen poi-

mimisen tekniikkaa. Avainsanojen avulla laskettiin absoluuttinen TF, jossa hyödynnettiin

TF-IDF:ää. Viimeisessä vaiheessa laskettiin sentimentin polaarisuuden voimakkuus mittaa-

malla sentimentaalinen vahvuus hyödyntäen TF:ää. Lisäksi sovellettiin k:n keskipisteen klus-

terointimenetelmän algoritmia klusteroimaan data sentimentaalisen vahvuuden perusteella.

Näin tutkimuksella saatiin datasta yhteenveto ja parempi analyysi.

37



Tutkielmassa käsitellyt asiakkuuden kehittämisen tutkimukset on koottu taulukkoon 3, josta

näkee tutkimuksissa hyödynnetyt menetelmät ja datat. Tutkimukset keskittyivät tutkimaan

suusanallista viestintää, sosiaalisen verkoston kasvua, brändiyhteisöjä, yhteistyötoimintaa ja

asiakasvalituksia. Tutkittiin esimerkiksi negatiivisen suusanallisen viestinnän vaikutusta yri-

tyksen voittoon ja suusanallisen viestinnän vaikutusta sosiaalisen median verkostoon sekä

asiakkaan sitoutumista verkostoon. Brändiyhteisöjen tutkimuksissa asiakkaan sitoutumista

tutkittiin julkaisujen tykkäyksien, kommenttien ja jakojen määrällä sekä jossain määrin vuo-

rovaikutuksen kestolla. Suurin osa tutkimuksista keskittyivät tutkimaan sitoutumista yksit-

täisten julkaisujen näkökulmasta eikä yksittäisten asiakkaiden näkökulmasta. Lisäksi asia-

kasvalituksiin liittyvissä tutkimuksissa analysoitiin ja luokiteltiin asiakkaiden palautteita se-

kä valituksia. Tässä tutkielmassa asiakkuuden kehittämisen näkökulmana on brändiyhteisön

yksittäiset asiakkaat. Heidän sitoutumista selvitetään julkaisujen tykkäyksien ja komment-

tien määrällä sekä vuorovaikutuksen kestolla.

Taulukko 3: Yhteenveto asiakkuuden kehittämisen tutkimuksista

Tutkimus Luokittelukriteeri Metodi Data

Goldenberg ym. (2007) Suusanallinen viestintä Agent-pohjainen malli Kyselylomake

Trusov, Bucklin ja Pauwels (2009) Suusanallinen viestintä ja sosiaalisen

verkoston kasvu

VAR-malli Sosiaalinen verkosto

Zadeh ja Sharda (2014) Sosiaalisen verkoston kasvu Multiuloitteinen pisteprosessi Twitter-data

Okazaki ym. (2015) Suusanallinen viestintä ja sosiaalisen

verkoston kasvu

Eri koneoppimisen menetelmiä, naiivi

Bayes

Twitter-data

Cvijikj ja Michahelles (2013) Brändiyhteisö Negatiivinen binomiaalinen arviometodi Facebook-data

He, Zha ja Li (2013) Brändiyhteisö Tekstinlouhinta Facebook- ja Twitter-data

Mostafa (2013) Brändiyhteisö Tekstinlouhinta ja sentimentaalianalyysi Twitter-data

Moro ym. (2016) Brändiyhteisö Tukivektorikone Facebook-data

Schultz (2017) Brändiyhteisö PNS-menetelmä Facebook-data

Bhatia ym. (2014) Asiakasvalitukset Sentimentaalianalyysi Sosiaalisen median asiakaspalautteet

Ordenes ym. (2014) Asiakasvalitukset Lingvistispohjainen tekstinlouhinta Kyselylomake

Dasgupta, Dey ja Verma (2016) Asiakasvalitukset Suomea k:n lähin naapuri Tekstimuotoiset asiakasvalitukset

Riaz ym. (2017) Verkkosivuston data Sentimentaalianalyysi ja klusterointi Verkkokaupan tuotearvostelut

3.3 Asiakkuuden säilyttämisen tutkimukset

Perinteisesti asiakkuuden säilyttämisessä on haluttu mallintaa todennäköisyyttä sille, että

asiakas pysyy asiakkaana. Bijmoltin ym. (2010) mukaan malleina on käytetty todennäköi-

syysmalleja, kuten negatiivista binomijakaumaa (NBD). Asiakkaan poistumisen näkökul-

masta on puolestaan haluttu ennustaa, onko asiakas todennäköisesti poistumassa tai ei ole

poistumassa määrätyllä ajanjaksolla. Tätä on pidetty perinteisesti binäärisenä ongelmana ja
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hyödynnetty binäärisiä malleja, kuten logistista regressioanalyysia, päätöspuita ja erottelua-

nalyysia (engl. discriminant analysis, DA). Koneoppimisen menetelmiä, kuten neuroverk-

koja ja tukivektorikonetta, on myös käytetty parantamaan ennustamista perinteisten mallien

sijasta. Asiakassuhteen kestoa on myös mallinnettu todennäköisyyden näkökulmasta, jolloin

on arvioitu asiakkaiden siirtymien todennäköisyyttä, esimerkiksi Markov-mallilla. Perintei-

set lähestymistavat asiakkaiden säilyttämisessä ovat Bijmoltin ym. (2010) mukaan keskitty-

neet ennustamaan ketkä asiakkaat ovat todennäköisesti poistumassa ja sen jälkeen on yritetty

saada heidät jäämään. Lähestymistavoissa ei ole kuitenkaan huomioitu asiakkaan sitoutumis-

ta yritykseen.

Bijmoltin ym. (2010) mukaan sitoutumisen näkökulma tulee huomioitua, jos asiakkaan pois-

tumisen ennustemalleissa otetaan huomioon asiakkaiden vuorovaikutukset toisiinsa, sillä toi-

sen asiakkaan poistuminen voi johtaa myös toisen asiakkaan poistumiseen. Sosiaalisen ver-

koston tiedot voitaisiin huomioida mallinnettaessa asiakkaiden välisiä vaikutuksia, esimer-

kiksi televiestintäyrityksissä asiakkaiden väliset soitot. Lisäksi asiakkaat todennäköisesti si-

toutuvat eri tasolla yritykseen, jolloin olisi hyödyllistä ottaa huomioon asiakaskunnan he-

terogeenisuus asiakkaiden sitoutumisessa. Tulevaisuudessa asiakkaan poistumisen huomioi-

miseen olisi myös mahdollista liittää asiakkaan sitoutuminen ja asiakkaan arvo yritykselle.

Lisäksi Bijmoltin ym. (2010) mukaan olisi huomioitava se, että poistumisen aiheuttavat te-

kijät voivat muuttua dynaamisesti asiakkaan elinkaaren aikana. Tämä voitaisiin huomioida

esimerkiksi käyttämällä aikamuuttujakerrointa tai dynaamista lineaarista mallia. Käytettäes-

sä Markovin mallia, todennäköisyys asiakkaan poistumiseen voi riippua suhteesta tai sitou-

tumisen asteesta, jonka asiakas kokee tietyssä tilanteessa. Siirtyminen tilojen välillä voi riip-

pua ajan mukaan vaihtelevilla kovariansseilla (Bijmolt ym. 2010; Netzer, Lattin ja Srinivasan

2008). Tutkimusdatana Netzer, Lattin ja Srinivasan (2008) käyttivät tyypillisiä ostotietoja.

3.3.1 Sosiaaliseen verkostoon liittyvät tutkimukset

Backiel, Baesens ja Claeskens (2014) huomioivat perinteisissä asiakkaan säilyttämisen en-

nustemalleissa sosiaalisen verkoston, joilla he ennustivat asiakkaan poistumista sosiaalisen

verkoston kautta. Tutkimuksen mielenkiinto ei ollut mallissa vaan muuttujissa, jotka Backie-
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lin, Baesensin ja Claeskensin (2014) mukaan on otettava huomioon mallin sijasta. Esimer-

kiksi sosiaalisen verkoston puhelutiedoista voidaan erottaa verkoston muuttujia, joita voi-

daan puolestaan käyttää useissa perinteisissä ennustemalleissa. Tutkimuksessa erotettiin ja

hyödynnettiin kahta poistumisen ennustamismallia: perinteinen malli ja verkkomalli. Perin-

teisissä malleissa, joissa käytetään yksittäisen asiakkaan tietoja (sopimustyyppiä, maksuja

jne.) tai käytöstä, ennustavat tietyn asiakkaan lähtemisaikomusta. Verkostomallit ennustaes-

saan poistuvia asiakkaita ottavat puolestaan huomioon verkoston asiakkaat sekä niiden suh-

teet ja odottavat suhteessa olevien asiakkaiden käyttäytyvän samalla tavalla. Tutkimuksessa

käytettiin Belgialaisen Telco puhelinoperaattorin dataa. Asiakkaiden väliset soitot mallinnet-

tiin sosiaalisena verkostona, jossa jokainen solmu edusti asiakasta ja yksi ylimääräinen sol-

mu edusti niitä, jotka eivät olleet asiakkaita. Puheluiden kokonaiskestolla painotettu reuna

(suunnaton viiva) kuvasi asiakkaiden välisiä soittoja. Verkosta poimittiin kuusi mittarilink-

kiä muuttujiksi, kuten naapureiden määrä ja puhelujen kesto naapureiden kanssa. Asiakas

todettiin poistuneen, jos hän ei soittanut tai vastaanottanut puheluja 30 päivän aikana (Bac-

kiel, Baesens ja Claeskens 2014).

Sosiaalisesta verkostosta poimittuja muuttujia, asiakkaan omista tiedoista saatuja muuttujia

ja näiden yhdistelmiä Backiel, Baesens ja Claeskens (2014) testasivat logistisella regressiol-

la ja Cox-regressiolla (Cox PH). Malleja he opettivat 70 %:lla datasta ja loppuosaa käyt-

tivät arviointiin. Arviointia he tekivät muun muassa toimintaominaisuuskäyrällä (Receiver

Operating Characteristic Curve, ROC) ja pitoisuus-aikakäyrän pinta-alan (Area Under The

(ROC) Curve, AUC) arvoilla. Verkostosta poimitut muuttujat parantavat ennustamista ver-

rattuna yksilön muuttujiin, jolloin verkoston tiedot voivat olla dynaamisempia ja heijastavan

enemmän nykyhetken muutoksia asiakkaan käytöksessä. Lisäksi tutkimuksen käytännönlä-

heisempi tulos oli Java:lla muodostettu toteutus, joka prosessoi yrityksen yhden kuukauden

datan ja tekee ennustukset seuraaville viikoille tai kuukausille. Tällä toteutuksella yritykset

voivat identifioida asiakkaat, jotka ovat vaarassa poistua.

Guelman, Guillen ja Perez-Marin (2012) eivät keskittyneet tutkimuksessaan ennustamaan,

kuka asiakas on poistumassa, vaan tutkivat satunnaisen metsän ja uplift-mallin avulla, ketkä

vakuutusyhtiön asiakkaista reagoivat positiivisesti yrityksen asiakkuuden säilyttämisen stra-

tegiaan. Asiakkaan konkreettisen menetyksen lisäksi asiakkaan poistuma johtaa asiakkaan
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tuottaman voiton häviämiseen. Vakuutusyhtiöt voivat ennustaa asiakkaan elinkaaren arvon

vakuutustuotteille ja asiakkaan sitoutumista voidaan puolestaan kasvattaa myymällä enem-

män lisävakuutuksia.

Uplift-mallia Guelman, Guillen ja Perez-Marin (2012) käyttivät tutkimuksessa arvioimaan

jokaisen asiakkaan poistumisen pienentymistä, kun asiakkuuden säilyttämisen strategiaa so-

velletaan asiakkaaseen. Näin säilyttämisen strategiaa voidaan soveltaa niihin asiakkaisiin,

joihin strategia vaikuttaa positiivisesti. Uplift-mallin algoritmi pohjautui satunnaiseen met-

sään (ks. Guelman, Guillen ja Perez-Marin 2012, s.127-128). Tutkimuksessa algoritmia tes-

tattiin kanadalaisen vakuutusyhtiön asiakkaisiin.

Kazienko, Brodka ja Ruta (2009) tutkivat lähipiiri vaikutusta asiakkaan säilyttämiseen asia-

kashankinnan (ks. luku 3.1.1) lisäksi. Heidän mukaan lähtevällä asiakkaalla on vaikutusta

ainakin lähipiiriinsä, joihin hän on suoraan yhteydessä. Vaikutus voi vaihdella eri ääripäiden

välillä häipymisestä, uudelleen suunnatusta tai elvytetystä toiminnasta poistumisen seuran-

taan. Tutkimuksen mukaan asiakkaat, jotka ovat poistumassa, vähentävät toimintaansa lä-

hipiirissä ennen lähtöään. Toiminnan vähentämisen kautta voidaan ennustaa lähtevät asiak-

kaat, sillä tutkimuksessa poistuvan asiakkaan lähipiirissä havaittiin sosiaalisen aseman mitta-

rin merkittävää pienentymistä. Sosiaalisen aseman mittari voidaan arvioida puheluiden kes-

ton ja määrien osalta iteratiivisesti (ks. Kazienko, Brodka ja Ruta 2009, s.492). Sosiaalisen

aseman pienemmät arvot osoittavat poistuvat asiakkaat ennen kuin he poistuvat.

3.3.2 Kanta-asiakasohjelmaan liittyvät tutkimukset

Bahari ja Elayidom (2015) kehittivät tehokkaan tiedonlouhintaviitekehyksen asiakkuuden-

hallintaan ja tutkivat kahdella luokittelumallilla asiakkaan käytöksen ennustettavuutta asiak-

kuudenhallintasovelluksessa parantaakseen päätöksentekoa arvokkaiden asiakkaiden säilyt-

tämiseksi. Luokittelumalleina käytettiin monikerroksista perseptronineuroverkkoa (engl. Mul-

tilayer Perception Neural Network, MLPNN) ja naiivi Bayes:ia (NB). Lisäksi työkaluna oli

Weka (The Waikato Environment for Knowledge Analysis). Tutkimuksen datana oli UC Ir-

vine Machine Learning Repository -sivuston hyvin tunnetun portugalilaisen pankin markki-

nointidata. Data sisälsi 16 muuttujaa, joista kahdeksan liittyivät asiakkaaseen, neljä markki-
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nointikampanjan viimeiseen yhteydenottoon ja loput neljä kampanjaan. Tulosmuuttuja vas-

taa kampanjan tulosta, joka on binäärimuotoinen ja kuvaa, onko asiakas sitoutunut vai sitou-

tumaton talletusjärjestelmään.

Tutkimuksessa Bahari ja Elayidom (2015) jakoivat alkuperäisen datajoukon luomalla sa-

tunnaisesti kymmenen erillistä alijoukkoa. Opetusjoukko oli näiden yhdeksän alijoukon yh-

distelmä. Jäljelle jääneestä alijoukosta muodostettiin testausjoukko luokittelumallien suo-

rituskerroille. Tuloksena saatiin kaksi luokkaa: asiakkaiden positiivinen vastaus ja negatii-

vinen vastaus. Mallien suorituksen arviointiin käytettiin luokituksen tarkkuutta, herkkyyt-

tä ja spesifisyyttä. Tarkkuus kuvaa, millä prosenttimäärällä tapahtumat on luokiteltu oikein.

Herkkyys ilmaisee, millä prosenttimäärällä tapaukset on luokiteltu oikein positiiviseksi vas-

tauksiksi ja spesifisyys puolestaan oikein negatiiviseksi vastauksiksi luokiteltujen prosentti-

määrää. (ks. Bahari ja Elayidom 2015, s.730). Korkean ennustettavuuden suorituksen antoi

MLPNN-malli 88,63% tarkkuudella.

Parantaakseen olemassa olevan asiakkaan poistumismallia Vo ym. (2018) käyttivät koneop-

pimista analysoidakseen asiakkaan luonteenpiirteitä ja käytöstä strukturoimattomasta datasta

(äänipuheluista). Heidän mukaan koneoppimista on käytetty aikaisemminkin ennustamises-

sa, mutta datana on ollut vain strukturaalinen data, kuten demograafiset tiedot ja ostohistoria.

Lisäksi heidän mielestään tekstimuotoisessa datassa on tunnepisteitä (positiivisen ja negatii-

visen sanan ilmaiseva numero) enemmän tietoa, jolloin mielipiteenlouhinta ja sentimentaa-

lianalyysi eivät pelkästään riitä. Vonin ym. (2018) malli hyödynsi asiakkaiden puhelulokien

käännösskriptien tekstitietoja ja strukturaalista dataa (mm. asiakkaiden demografisia tietoja)

ennustaakseen, onko asiakas poistumassa vai ei ole poistumassa.

Tutkimuksessa Vo ym. (2018) sovelsivat eläkerahastoyrityksen dataan kolmea tekstinlou-

hintamenetelmää, joiden avulla saatiin kolme erilaista tekstin muuttujien sarjaa: semaattiset

tiedot (engl. sematic information), sanan merkitys (engl. word importance) ja sanan upotus

(engl. word emdedding). Semaattisten tietojen poimintaan käytettiin sentimenttianalyysia.

Sanan merkityksen selvittämiseen hyödynnettiin TF-IDF:ää. TF:ää käytettiin mittaamaan

puheluiden termien esiintymiskertoja ja IDF:ää selvittämään, onko termi yleinen vai harvoin

esiintyvä. TF-IDF pienentää myös muuttujien dimensiota poistamalla yleisiä ja ei tärkeitä

sanoja. Samanlaisten termien erilaisilla yhdistelmillä on erilaisia merkityksiä, joten tutki-
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muksessa käytettiin WORD2Vec-mallia sanan upotuksessa sekä selvittämään termien ase-

mat, suhteet ja paikat lauseissa. Lisäksi tutkimuksessa käytettiin koneoppimisen algoritmina

Python paketin Extreme Gradient Boost (XGBoost) -luokittelijaa. Mallin arvioimiseen käy-

tettiin AUC-arvoja ja ROC-käyrää. Näiden lisäksi mallin ennustamia arvoja asiakkaan pois-

tumisesta arvioitiin yrityksen antamiin todellisiin arvoihin. Tuloksien mukaan strukturoimat-

toman ja strukturoidun datan yhdistäminen parantaa poistumisen ennustamisen tarkkuutta.

Eläkerahaston dataa hyödynsivät myös Culbert ym. (2018). He ehdottavat tutkimuksessaan

uutta lähetystapaa asiakkaan poistumisen ennustamiseen, varsinkin näkymättömien asiakas-

poistumisien takia, mitä ilmenee Australian eläkerahastossa. Lisäksi he ehdottivat ratkai-

sua vähäiseen asiakkaan sitoutumisdataan. Asiakkaan näkymätöntä poistumista ilmenee, kun

asiakastilistä tulee uinuva pakollisten työnantajamaksujen lopettamisen jälkeen. Eläkerahas-

ton sitoutumisdatan vähäisyyteen on vaikuttanut se, että lainsäädäntö on mahdollistanut, että

piittaamattomat asiakkaat voivat lykätä päätösprosessia eläkerahaston suhteen eläkeikäänsä

asti.

Tutkimuksessa Culbert ym. (2018) vertasivat koneoppimisen päätöspuun, satunnaisen met-

sän ja extreme gradiant boostingin (XGBoost) malleja ja logistista regressiota. Jokainen

koneoppimisen malli jakoi puupohjaisen rakenteensa, mutta jokaisella oli omanlainen hy-

vyysfunktio. Data oli jaettu kolmeen osaan tuoteryhmien mukaisesti. Opetusjoukko muo-

dostui 80%:sta jokaisesta datan osasta. Opetusjoukon muuttujina tutkimuksessa käytettiin

asiakkaan tietoja (demograafiset tiedot), välittäjätietoja (asiakas- ja tilitietojen vuorovaiku-

tustiedot), tilitietoja (mm. vakuutukset, lainat), taloustietoja (mm. maksut, omaisuuden muu-

tokset). Sitoutumismuuttuja, jota myös käytettiin, koostui asiakaskeskuksen kyselyistä ja

verkkopankkitoiminnoista. Lisäksi muuttujana oli kontrastisen peräkkäismallin louhinnan

merkkijonot (engl. contrast sequential pattern mining), jotka yhdistivät taloudelliset ja si-

toutumistiedot. Mallien suorituskyvyn mittaamiseen tutkimuksessa käytettiin muun muas-

sa pitoisuus-aikakäyrän pinta-alaa. Tutkimuksen mukaan XGBoost oli paras malli jokaises-

sa tuoteryhmässä. Lisäksi tulokset osoittivat ennustemallin suorituskyvyn parantumista, kun

peräkkäismallin muuttujia yhdistetään demograafisiin ja tilitietojen muuttujiin.

Asiakkaan poistumisesta löytyy hyvin tutkimuksia, mutta suurimmassa osassa niissä tutki-

taan asiakkaan säilyttämistä perinteisestä näkökulmasta. Tässä tutkielmassa käsitellyt tut-
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kimukset huomioivat asiakkaan sitoutumisen. Tutkimukset on koottu taulukkoon 4. Sosi-

aaliseen verkostoon liittyvissä tutkimuksissa asiakkaan poistumista ennustettiin sosiaalisen

verkoston kautta. Lähtevällä asiakkaalla on yleensä vaikutusta lähipiiriinsä, joten tätä kaut-

ta pystytään ennustamaa lähtevät asiakkaat. Poistuvan asiakkaan ennustamisen lisäksi tut-

kimuksissa ennustettiin, ketkä asiakkaista reagoivat postiivisesti yrityksen asiakkuuden säi-

lyttämisen strategiaan. Kanta-asiakasohjelmaan liittyvissä tutkimuksissa tutkittiin luokitte-

lumallilla asiakkaan käytöksen ennustettavuutta asiakkuudenhallintasovelluksessa. Lisäksi

strukturoimattomasta datasta (äänipuheluista) analysoitiin asiakkaan luonteenpiirteitä ja käy-

töstä poistumismalleja varten. Tässä tutkielmassa ei ole mahdollista soveltaa verkkoteoriaa

klusteroinnin lisäksi, joten klusteroitua tietoa analysoidaan asiakkaan säilyttämisen näkökul-

masta.

Taulukko 4: Yhteenveto asiakkuuden säilyttämisen tutkimuksista

Tutkimus Luokittelukriteeri Metodi Data

Backiel, Baesens ja Claeskens (2014) Sosiaalinen verkosto Logistinen regressio ja Cox PH Puhelinoperaattorin data

Guelman, Guillen ja Perez-Marin (2012) Sosiaalinen verkosto Uplift-malli ja satunnainen metsä Vakuutusyhtiön asiakkaat

Bahari ja Elayidom (2015) Kanta-asiakasohjelman data Monikerroksisen havainnoinnin neuroverkko ja

Naiivi Bayes

Pankin markkinointidata (UCI)

Vo ym. (2018) Kanta-asiakasohjelman data Koneoppiminen; sentimentaalianalyysi ja

XGBoost

Eläkerahaston asiakkaiden äänipuhelut

Culbert ym. (2018) Kanta-asiakasohjelman data Koneoppiminen; XGBoost Eläkerahaston asiakasdata
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4 KDD-prosessi

Vuosikymmeniä sitten digitaalisen datan nopea kasvaminen vaikeutti ja hidasti datan manu-

aalista käsittelyä, joten tarvittiin laskennallisia teorioita ja työkaluja. Vuonna 1989 pidettys-

sä KDD-työpajassa keksittiin ilmaus Knowledge Discovery in Databases (KDD) (Piatetsky-

Shapiro 1990). Ilmaus korosti sitä, että tieto on datapohjaisen tutkinnan lopputuote (Fayy-

ad, Piatetsky-Shapiro ja Smyth 1996a). Fayyad, Piatetsky-Shapiro ja Smyth (1996b, 1996a,

1996c) esittelivät KDD:n kokonaisvaltaisena prosessina, jolla etsitään hyödyllistä tietoa da-

tasta. He määrittelivät KDD-prosessin seuraavasti: “Monimutkainen prosessi tunnistamaan

valideja, uusia, potentiaalisia, hyödyllisiä ja ennen kaikkea ymmärrettäviä hahmoja (engl.

pattern) datasta” (ks. Fayyad, Piatetsky-Shapiro ja Smyth 1996a, s.40-41).

4.1 Prosessin vaiheet

KDD-prosessi on interaktiivinen ja iteratiivinen koostuen erilaisista vaiheista (ks. kuvio 4).

Prosessin vaiheita ovat datan valinta, datan esikäsittely, datan muunnokset, tiedonlouhinta

ja tulosten tulkinta sekä arviointi. Näiden vaiheiden kautta saavutetaan tieto datasta. Vai-

heet sisältävät lisäksi yhdeksän askelta etenemällä sovellusalueen tuntemuksesta (askel 1)

saavutetun tiedon käyttöön (askel 9). Fayyadin, Piatetsky-Shapiron ja Smythin (1996a) mu-

kaan prosessin erityinen vaihe on tiedonlouhinta, jonka menetelmillä etsitään hahmoja (tai

malleja) datasta. Hahmo on ilmaisu, joka kuvaa datan osajoukkoa tai osajoukkoon sovellet-

tavaa mallia. Handin, Mannilan ja Smythin (2001) mukaan hahmo on lokaali eli koskee vain

tiettyjä datapisteitä tai muuttujia. Malli (engl. model) on puolestaan kattava, abstrakti esitys

datasta ja globaali eli koskee kaikkia datapisteitä.
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Kuvio 4: KDD-prosessin vaiheet (Fayyad, Piatetsky-Shapiro ja Smyth 1996a)

Tutkielmassa sovelletaan KDD-prosessia, koska halutaan saada selville uutta ja hyödyllistä

tietoa asiakkaan sitoutumisesta. Tilastollista tutkimusta ei voida soveltaa, koska siinä on ol-

tava etukäteen tiedossa, mitä hypoteesien avulla etsitään, ja se myös keskittyy tilastolliseen

merkitsevyyteen. Lisäksi tutkielmassa halutaan ymmärtää paremmin, millaiset asiakkaat si-

toutuvat yritykseen ja miten he sitoutuvat. Tätä ymmärtämistä lisää juuri KDD-prosessilla

saatavat hahmot. KDD-prosessi soveltuu myös parhaiten tutkielmassa käytettyihin datoihin,

koska ne ovat reaaliaikaisia ja suuria, jolloin manuaalinen käsittely tai tilastollinen käsitelly

ei ole tehokasta, vaan tarvitaan algoritmeja käsittelemään dataa.

4.2 Valinta

Ennen KDD-prosessin valinta-vaihetta ensimmäisellä askeleella luodaan ymmärrys sovel-

lusalueesta ja asiaan liittyvästä aiemmasta tiedosta. Lisäksi tunnistetaan ja määritellään KDD-

prosessin tavoite. Toisella askeleella edetään valinta-vaiheeseen. Vaiheessa luodaan data-

joukko, josta tieto lopulta muodostetaan, joko valikoimalla datajoukot, tai keskittymällä

muuttujien osajoukkoon tai otokseen datasta (Fayyad, Piatetsky-Shapiro ja Smyth 1996a).

Datajoukko esitetään usein n×d matriisina (n rivejä ja d sarakkeita) (Zaki ja Meira Jr. 2014).

Rivit kuvaavat datan havaintoja ja sarakkeet datan muuttujia. Muuttujat voidaan luokitella
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luokittelu- ja järjestysasteikollisiin sekä välimatka- ja suhdeasteikollisiin. Matriisin jokainen

rivi sisältää havaintojen muuttujien arvot. Datan ei välttämättä tarvitse olla matriisimuodos-

sa vaan se voi olla monimutkaisempi, kuten lukujono, teksti, aikasarja, kuva, ääntä tai video

(Zaki ja Meira Jr. 2014).

4.3 Esikäsittely

Datajoukon muodostamisen jälkeen seuraavassa vaiheessa data esikäsitellään ja puhdiste-

taan (askel 3 kuviossa 4). Yleensä datasta poistetaan mahdollinen kohina. Päätetään, mitä

tehdään puuttuville arvoille, ja käsitellään datatyypit (Fayyad, Piatetsky-Shapiro ja Smyth

1996b, 1996a, 1996c). Kantardzicin (2011) mukaan puuttuvat havainnot voidaan esimerkik-

si poistaa kokonaan, jos yksi arvo puuttuu tai arvo voidaan korvata esimerkiksi asiantunti-

jan arviolla, vakioarvolla tai muuttujan keskiarvolla. Datatyyppien käsittelyssä kategoriset

muuttujat voidaan esimerkiksi muuttaa binäärisiksi numeromuuttujiksi.

4.4 Muunnos

Datan muunnos -vaihe sisältää neljännen askeleen eli datan tiivistämisen ja projektion. Fayy-

adin, Piatetsky-Shapiron ja Smythin (1996b, 1996a, 1996c) mukaan tarkoituksena on etsiä

muuttujat, jotka kuvaavat dataa tavoitteiden mukaisesti, joko poistamalla muuttujia tai va-

litsemalla niitä. Tällöin datalle voidaan tehdä ulottuvuuksien (muuttujien) vähentäminen tai

käyttää muunnosmenetelmiä. Monen tiedonlouhinnan asiantuntijan mukaan muunnosvaihe

on prosessin kriittisin vaihe (Kantardzic 2011). Esimerkiksi, jos datan on oikealle vino, voi-

daan Handin, Mannilan ja Smythin (2001) mukaan ottaa logaritminen muunnos, jotta jakau-

masta tulee symmetrisempi.

Kantardzicin (2011) mukaan datan ulottuvuuksien vähentäminen parantaa laskennallista te-

hokkuutta ja datan analysoinnin tarkkuutta. Muuttujien valinta vähentämiskeinona perus-

tuu esimerkiksi ennakkotietoon ja siihen, mitä halutaan tiedonlouhinnalta saavuttaa. Sum-

mamuuttujia on myös mahdollista luoda. Lisäksi alkuperäinen muuttujien joukko voidaan

muuntaa uudeksi pienemmäksi muuttujajoukoksi lineaarisilla ja epälineaarisilla menetelmil-

lä. Tavallisimpia lähetystapoja ovat pääkomponenttianalyysi (Principal Component Analy-
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sis, PCA) ja moniuloitteinen skaalaus (Multidimensional Scaling, MDS). Pääkomponent-

tianalyysissä muuttujat yhdistetään ja muutetaan uudeksi muuttujajoukoksi toivoen, että ne

säilyttävät alkuperäisen tietosisältönsä pienennetyssä muodossa. Zakin ja Meira Jr:in (ks.

2014, s.187-191) mukaan pääkomponenttianalyysi etsii kannan pienemmässä ulottuvuudes-

sa, jossa datalla on suurin varianssi. Suurimman projisoidun varianssin omaava suunta on

ensimmäisessä pääkomponentissa, ja niin edelleen. Moniuloitteinen skaalaus esittää muuttu-

jat pienemmässä ulottuvuudessa niin, että havaintopisteiden etäisyys uudessa ulottuvuudessa

on sama kuin alkuperäisessä ulottuvuudessa (Kantardzic 2011).

Muunnosmenetelmänä voidaan käyttää muun muassa normalisointia, joka on tärkeä var-

sinkin, kun lasketaan havaintopisteiden etäisyyksiä, jottei muuttujat, joiden luvut ovat suu-

ria, painoita etäisyyden mittausta liikaa (Kantardzic 2011). Normalisointina voidaan käyttää

min-max-skaalausta, jossa muuttujan X arvot (xi = {(xi, j = 1, ...,n}) skaalataan esimerkiksi

välille [0,1] seuraavasti (Zaki ja Meira Jr. 2014):

x′i =
xi−min i{xi}

max i{xi}−min i{xi}
(4.1)

Muuttujan X arvot voidaan normalisoida myös keskiarvon ja keskihajonnan mukaan seuraa-

vasti (Zaki ja Meira Jr. 2014):

x′i =
xi− µ̂

σ̂
(4.2)

missä µ̂ on otoskeskiarvo ja σ̂ on keskihajonta muuttujan X arvoista. Tällöin normalisoitujen

muuttujien keskiarvo on nolla ja keskihajonta on yksi.

4.5 Tiedonlouhinta

Tiedonlouhinta on KDD-prosessin vaihe, jossa käytetään datan analysointi- ja etsintäalgo-

ritmeja, jotka hyväksyttävien laskennallisten tehokkuusrajoitusten puitteissa tuottavat tietyn

hahmon (tai malleja) datasta (Fayyad, Piatetsky-Shapiro ja Smyth 1996b, 1996a, 1996c).

Handin, Mannilan ja Smythin (2001) mukaan tiedonlouhinta on “havaintoaineistojen (usein
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suurien) analysointia löytääkseen odottamattomia suhteita, sekä datan tiivistämistä uusilla

tavoilla, jotka ovat ymmärrettäviä ja hyödyllisiä datan omistajalle.”

4.5.1 Tehtävät ja mallit

Tiedonlouhinnan-vaiheessa KDD-prosessin viidentenä askeleena (ks. kuvio 4) on yhdistää

prosessin tavoitteet, jotka ensimmäisellä askeleella määriteltiin, tiettyyn tiedonlouhinnan

tehtävään (Fayyad, Piatetsky-Shapiro ja Smyth 1996b, 1996a, 1996c). Fayyadin, Piatetsky-

Shapiron ja Smythin (2001) ja Äyrämön (2006) mukaan tiedonlouhinta voidaan täten luoki-

tella tehtävittäin siten, että ne vastaavat analysoijan tavoitteita. Tehtävät voidaan jakaa ku-

vailevaan ja ennustavaan mallintamiseen. Kuvailevan mallin tavoitteena on kuvata korkeau-

lotteinen data kokonaisuudessaan ilman vahvoja oletuksia taustalla olevista luokista tai ra-

kenteista muun muassa tiheysarviolla (engl. density estimation), klusterianalyysillä tai seg-

mentoinnilla. Fayyadin, Piatetsky-Shapiron ja Smythin (1996c) mukaan kuvailevaa mallia

tulkitaan todellisuuden heijastukseksi. Tässä tutkielmasssa hyödynnetään klusterointia, kos-

ka tarkoituksena on kuvata data kokonaisuudessaan ilman, että keskitytään mihinkään tiet-

tyy muuttujaan. Lisäksi taustalla olevista luokista tai rakenteista ei ole tietoa. Klusterointi on

esitelty tarkemmin luvussa 5.

Handin, Mannilan ja Smythin (2001) mukaan kuvailevassa mallissa ei ole mitään muuttu-

jaa keskiössä, kun puolestaan ennustavassa on joku muuttuja, esimerkiksi markkina-arvo

tai sairauden luokka. Ennustavassa mallintamisessa tavoitteena on rakentaa malli, jolla voi

ennustaa tietyn muuttujan arvon muiden tunnettujen muuttujien arvoista. Ennustava mal-

li keskittyy ennustettavuuden tarkkuuteen ja tehokkuuteen, jolloin mallin käyttäjä ei välitä

siitä kuvastaako malli todellisuutta (Fayyad, Piatetsky-Shapiro ja Smyth 1996c). Fayyadin,

Piatetsky-Shapiron ja Smythin (1996c) mukaan todellisuudessa KDD-sovellukset vaativat

sekä kuvailevaa että ennustavaa mallintamista. Ennustettavia malleja ovat luokittelu (engl.

classification) kategorisille muuttujille ja regressio kvantitaviisille muuttujille (Hand, Man-

nila ja Smyth 2001). Seuraavassa nämä on esitelty lyhyesti:

• Luokittelu: Bramerin (2013) mukaan luokittelun tehtävänä on ennustaa tunnus tai

luokka annetulle luokittelemattomalle havaintopisteelle. Luokittelija on malli tai funk-
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tio M, joka ennustaa luokan tunnuksen ŷ annetusta syötteestä x, joka on ŷ = M(x) ja

jossa ŷ ∈ {c1,c2, ...,ck}. Luokittelumallin rakentamiseen vaaditaan opetusjoukko eli

havaintopisteet, joilla on oikeat luokkatunnukset. Mallin M jälkeen voidaan automaat-

tisesti ennustaa luokka uudelle havaintopisteelle. Luokittelu malleja on erilaisia, kuten

päätöspuut, naiivi Bayes ja tukivektorikone.

• Regressio: D. C. Montgomeryn ym. (2015) mukaan regressiota voidaan käyttää en-

nustamaan muun muassa yrityksen seuraavan kuukauden myyntiä. Tilastollisesta nä-

kökulmasta mallinnetaan ennustettavan muuttujan ehdollista jakaumaa. Tutkitaan ja

mallinnetaan muuttujien välisiä suhteita. Lineaarisessa regressiossa muuttujien välistä

lineaarista riippuvuutta kuvataan suoralla viivalla, y = β0 + β1x, jossa x on selittävä

muuttuja ja y on selitettävä muuttuja.

Ennustavaa mallia kutsutaan myös ohjatuksi oppimiseksi, koska siinä hyödynnetään datan

luokittelua (engl. labelled) (Bramer 2013). Ohjatussa oppimisessa on mallin haluttua ulos-

tuloa kuvaavat muuttujat, kuten luokkien tunnukset. Bramerin (2013) mukaan kuvailevas-

sa mallissa käytettävä data ei ole luokiteltu (engl. unlabelled) eli siinä ei ole mitään tiettyä

muuttujaa, jota yritetään uudelle havainnolle ennustaa, vaan yritetään saada kaikki mahdol-

linen tieto, mitä datasta on saatavilla. Kuvailevaa mallia käyttävää tiedonlouhintaa kutsutaan

myös ohjaamattomaksi oppimiseksi.

Muita tiedonlouhinnan tehtäviä ovat (Hand, Mannila ja Smyth 2001; Äyrämö 2006):

• Eksploratiivinen data-analyysi (engl. Exploratory Data Analysis, EDA): Tavoittee-

na on tutkia dataa ilman mitään selvää käsitystä siitä, mitä ollaan etsimässä. EDA:n

tyypillisiä tekniikoita ovat interaktiivinen ja visuaalinen. Lisäksi on olemassa monia

tehokkaita graafisia menetelmiä suhteellisen pienimuotoisille datajoukoille.

• Mallien ja sääntöjen löytäminen (engl. Discovery of Patterns and Rules): Tavoitteena

on löytää suuresta datajoukosta kiinnostavia sääntöjä ja suhteita. Tähän tekniikoita

ovat assosiaatiosääntö ja peräkkäishahmoja (engl. sequential patterns).

• Hakeminen sisällön mukaan (engl. Retrieval by Content): Tehtävän käyttäjää kiin-

nostaa tietynlaiset hahmot ja tavoitteena on löytää samanlaisia hahmoja datajoukosta.

Käytetään yleisesti teksti- ja kuvadatoihin. Hahmo voi olla avainsanojen joukko ja ha-

lutaan löytää relevantti dokumentti monien dokumenttien joukosta (esim. Web-sivut).
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4.5.2 Algoritmit

Tiedonlouhinta-vaihe sisältää myös tiedonlouhinnan algoritmin valinnan (6. askel kuvios-

sa 4). Fayyadin, Piatetsky-Shapiron ja Smythin (1996b, 1996a, 1996c) mukaan askel sisältää

metodin tai metodien valinnan, jolla etsitään datan hahmoja. Siinä on päätettävä, mitkä mallit

ja parametrit voisivat olla tarkoituksenmukaisia, esimerkiksi mallit kategoriselle datalle ovat

erilaisia kuin etäisyyspohjaiset mallit. Lisäksi on täsmättävä valittu metodi KDD-prosessin

yleisten kriteerien kanssa, esimerkiksi käyttäjän kiinnostus malliin eikä sen ennustusmah-

dollisuuksiin.

Fayyad, Piatetsky-Shapiro ja Smyth (1996b, 1996a, 1996c) esittelevät algoritmien koostuvan

pääosin jonkin tietyn kolmen komponentin yhdistelmästä:

• Malli: Sisältää kaksi oleellista tekijää: mallin tehtävän (esim. luokittelu ja klusterointi)

ja mallin esitysmuodon (esim. useiden muuttujien lineaarinen funktio ja Gaussin to-

dennäköisyystiheysfunktio). Lisäksi malli sisältää parametrejä, jotka määritetään da-

tasta. Analysoijan on täysin ymmärrettävä esitettävät oletukset, jotka voivat olla luon-

taisia tietyssä menetelmässä.

• Prefenssikriteeri: Perusta yhden mallin tai parametrisarjan preferenssille toisesta mal-

lista tai parametrisarjasta. Kriteeri sille, kuinka hyvin tietty malli tai parametri täyttää

KDD:n tavoitteet. Tavallisesti kriteeri on jonkinlainen mallin yhteensopivuuden aste

(engl. goodness-of-fit) dataa varten, jolla esimerkiksi lievitetään ylisovittumista. Esi-

merkiksi ennustettava malli arvioidaan sen ennustustarkkuudella ja kuvailevaa mallia

voidaan arvioida uudenlaisuuden, hyödyllisyyden ja ymmärrettävyyden mukaan.

• Etsintäalgoritmi: Algoritmien määrittely tiettyjen mallien ja parametrien, annetun da-

tan, mallin ja preferenssikriteerin löytämiseksi. Kun aikaisemmat komponentit on so-

vitettu, niin etsintäalgoritmin tehtävänä on puhtaasti optimointi.

4.5.3 Tiedonlouhinta

Tiedonlouhinnan tehtävien ja algoritmien määrittämisen jälkeen seitsemäntenä askeleena on

suorittaa tiedonlouhinta valitulla algoritmilla mallin saavuttamiseksi. Tiedonlouhinnalla et-

sitään mielenkiintoisia hahmoja tietystä esitysmuodosta tai sen joukosta, sisältäen luokitte-
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lusäännöt tai -puut, regression ja klusteroinnin (Fayyad, Piatetsky-Shapiro ja Smyth 1996a).

Fayyadin, Piatetsky-Shapiron ja Smythin (1996a) mukaan tiedonlouhintamenetelmän toi-

mintaa voi edistää merkittävästi suorittamalla edelliset vaiheet oikein. Se, kuinka hyvän tu-

loksen prosessi antaa, riippuu kuitenkin kaikissa vaiheissa tehdyistä valinnoista.

4.6 Tulkinta / Arviointi

KDD-prosessin viimeinen vaihe sisältää tulkinnan (8. askel kuviossa 4) löytyneistä hahmois-

ta ja mahdollistaa paluun aikaisempiin askeliin. Lisäksi askel sisältää datan visualisoinnin

saaduilla hahmoilla, tarpeettomien sekä merkityksettömien hahmojen poistamisen ja hyö-

dyllisien hahmojen muokkaamisen ymmärrettävään muotoon (Fayyad, Piatetsky-Shapiro ja

Smyth 1996b, 1996a, 1996c). Tulkinnan jälkeen on tärkeää hyödyntää löydettyä tietoa (9.

askel kuviossa 4). Fayyadin, Piatetsky-Shapiron ja Smythin (1996b, 1996a, 1996c) mukaan

tietoa hyödynnetään joko suoraan, sisällyttämällä tietämys toiseen järjestelmään, jossa sitä

voidaan hyödyntää, tai yksinkertaisesti raportoimalla löydöistä kiinnostuneita osapuolia. Li-

säksi tässä vaiheessa tarkistetaan tulokset ja ratkaistaan mahdolliset ristiriidat aikaisempien

tietojen perusteella.
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5 Klusterointi

Klusterointi on havaintojen, datan tietoalkioiden tai muuttujavektoreiden eli hahmojen oh-

jaamatonta luokittelua ryhmiin eli klustereihin (Jain, Murty ja Flynn 1999). Zakin ja Meira

Jr:in (2014) mukaan klusterointi jakaa havaintopisteet luonnollisiksi klustereiksi siten, että

havaintopisteet ovat samanlaiset klusterien sisällä ja erilaiset suhteessa toisten klustereiden

havaintopisteisiin. Klusteroinnista on erilaisia mallinnusparadigmoja, kuten jakava eli pro-

totyyppipohjainen, hierarkkinen, tiheyspohjainen, graafinen ja spektriin liittyvä klusterointi.

Mallien valinta riippuu käytettävästä datasta ja halutun klusterin ominaisuuksista. Täten eri-

lainen klusterikriteeri, algoritmi tai jopa sama algoritmi, mutta erilaiset parametrit, voivat

johtaa täysin erilaisiin klusterointituloksiin (Xu ja Wunsch 2009).

5.1 Klusterit ja klusteroinnin vaiheet

Xun ja Wunschin (2009) mukaan klusteri on havaintopisteiden yhdistelmä testiavaruudessa

siten, että kahden pisteen etäisyys klusterissa on vähemmän kuin etäisyys minkä tahansa

pisteen välillä klusterissa tai pisteen välillä, mikä ei ole samassa klusterissa. Estivill-Castron

(2002) mukaan klusterialgoritmeja on monia, koska klustereita ei voi tarkasti määritellä vaan

klusterointi on katsojan silmässä. Kuviossa 5 on esitetty, miten klustereiden määrä ja muoto

ei aina ole selvä, sillä katsojasta riippuen klustereita voi olla kolme tai seitsemän.
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Kuvio 5: Vasemmalla klusterit on muodostettu datasta normaalijakauman sekoituksena ja

oikealla Laplace-jakauman sekoituksena. (Äyrämö 2006)

Klusterointi ei ole vain pelkästään tietyn tekniikan käyttämistä datan tutkimiseen, vaan se

vaatii useita vaiheita, jotka voivat riippua toisistaan. Xun ja Wunschin (2009) mukaan klus-

terointi sisältää seuraavat neljä vaihetta (ks. kuvio 6):

1. Muuttujien valinta ja poistaminen: Muuttujien valinta ja poistaminen ovat hyvin

tärkeitä klusteroinnin tehokkuuden kannalta. Valinnassa valitaan tunnusomaisia muut-

tujia ehdokasjoukosta tai poistossa muutetaan alkuperäisiä muuttujia hyödyllisiksi ja

uusiksi muuttujiksi.

2. Klusteroinnin algoritmin suunnittelu tai valinta: Yleensä päätetään sopiva lähei-

syysmittari ja rakennetaan kriteerifunktio. Melkein jokainen klusterialgoritmi on ni-

menomaisesti tai epäsuorasti yhteydessä tiettyyn läheisyysmittauksen määrittelyyn.

Läheisyysmittarin päätöksen jälkeen klusterointi voidaan ajatella optimointiongelmak-

si tietyn kriteerifunktion avulla.

Yleisin läheisyysmittari jatkuville muuttujille on euklidinen etäisyys, joka voidaan

yleistää erityistilanteeksi Minkowskin etäisyydestä, joka tunnetaan lp normina,

D(xi,x j) =

(
d

∑
l=1
|xil− x jl|p

)1/p

. (5.1)

Kun p = 2, niin etäisyys on euklidinen etäisyys ja p = 1, niin on city-block eli Man-
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hattan etäisyys eli L1 normi. Xu ja Wunsch (ks. 2009, luku 2) käyvät läpi lisää lähei-

syysmittareita eri muuttujille.

3. Klusterin validointi: Kuten jo aikaisemmin todettiin, niin erilaiset klusteroinnin lä-

hestymistavat johtavat erilaisiin klustereihin. Lisäksi klusterointialgoritmi voi aina tuot-

taa jokinlaisen jaon, vaikka todellisuudessa jaottelua ei olisikaan. Täten klusterien te-

hokkaat arviointistandardit ja -kriteerit ovat erittäin tärkeitä, jotta klusterointitulokset

olisivat luotettavia. Luvussa 5.5 on tarkemmin klusterien validoinnista.

4. Tulosten tulkinta: Klusteroinnin tavoitteena on tuottaa alkuperäisestä datasta merki-

tyksellisiä näkemyksiä, jotta voidaan ymmärtää dataa ja ratkaista ongelmia. Klusterit

itsessään eivät ole lopputulos, vaan hahmotelma, joita pitää vielä tulkita.

Kuvio 6: Klusteroinnin vaiheet (Xu ja Wunsch 2009)

5.2 Hierarkkinen klusterointi

Hierarkkinen klusterointi luo sisäkkäisten osioiden sarjan n pisteistä d-ulotteisessa avaruu-

dessa, mitä voidaan visualisoida hierarkiana klustereista (dendrogrammina) (Zaki ja Meira

Jr. 2014). Hierarkian alhaisin taso muodostuu jokaisesta pisteestä, jotka ovat omia klusterei-
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ta. Ylimmällä tasolla kaikki pisteet muodostavat yhden klusterin. Rakenteen horisontaalisilta

tasoilta näkee klustereiden määrän (Zaki ja Meira Jr. 2014).

Xun ja Wunschin (2009) mukaan hierarkkinen klusterointi voidaan tehdä, joko kokoavan

hierarkkisen klusteroinnoin (engl. agglomerative hierarchical clustering) tai hajottavan hie-

rarkkisen klusteroinnin (engl. divisive hierarchical clustering) mukaan. Agglomeratiivinen

klusterointi alkaa N klustereista, jotka sisältävät yhden havaintopisteen, jotka yhdistetään

toisiinsa siten, että lopussa on yksi klusteri, joka sisältää kaikki havaintopisteet. Hajottava

klusterointi lähtee jakamaan koko datan (kaikki havaintopisteet) sisältävää klusteria päätyen

siihen, että jokaiset havaintopisteet ovat omia klustereita.

5.3 Prototyyppipohjainen klusterointi

Prototyyppipohjaisessa klusteroinnissa tarkoituksena on jakaa n havaintopisteinen data d-

ulotteisessa avaruudessa haluttuihin K klustereihin eli suorittaa klusterointi, C = {C1,C2, ...,CK}.

Jokaiselle Ci on olemassa edustava piste (prototyyppi), joka summaa klusterin. Yleisin va-

linta prototyypiksi on kaikkien pisteiden keskiarvo µµµ i,

µµµ i =
1
ni

∑
x j∈Ci

x j, (5.2)

missä ni = |Ci| on klusterin Ci pisteiden lukumäärä (Zaki ja Meira Jr. 2014).

Koska klusteroinnin tarkoituksena on jakaa dataa siten, että samassa klusterissa olevat ha-

vaintopisteet ovat homogeeniset ja klusterit keskenään ovat erilaiset, niin tällöin jakoa on

arvioitava jälkikäteen kriteerifunktiolla (Xu ja Wunsch 2009). Tavalisimmin käytetty kritee-

rifunktio on virheiden neliösumma (Sum of Squared Errors, SSE) (Zaki ja Meira Jr. 2014),

SSE(C ) =
K

∑
i=1

∑
x j∈Ci

||x j−µµµ i||2. (5.3)

Tavoitteena on löytää klusterointi, joka minimoi SSE:n arvon (Zaki ja Meira Jr. 2014),
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C ∗ = argmin
C
{SSE(C )}. (5.4)

Funktio argmin() palauttaa klusteroinnin C , jolla pienin SSE:n arvo.

5.3.1 K:n keskiarvon klusterointimenetelmä (K-means)

K:n keskiarvon klusterointimenetelmä (K-means) etsii optimaalista datan jaottelua minimoi-

malla SSE-kriteerin. Tämä menetelmä on tunnetuin ja käytetyin klusterioinnin algoritmi. Sen

perusmenettely on seuraavanlainen (Zaki ja Meira Jr. 2014; Xu ja Wunsch 2009):

1. Alustetaan K klusterin prototyypit satunnaisesti tai perustuen johonkin etukäteistie-

toon.

2. Määritetään datan jokainen havaintopiste lähimpään prototyyppiin. Tällöin saadaan

jokainen havaintopiste x j osoitettua klusteriin C j∗, jossa

j∗ = arg
k

min
i=1

{
||x j−µµµ i||2

}
(5.5)

3. Lasketaan uusiksi prototyypit.

4. Toistetaan askeleet 2 ja 3 kunnes prototyypit ja klusterit eivät enää muutu.

K:n keskiarvon klusterointimenetelmä on Xun ja Wunschin (2009) mukaan helppo toteuttaa

ja se toimii hyvin käytännön ongelmissa, varsinkin jos klusterit ovat kompakteja ja pallo-

maisia (engl. hyperspherical). Aikavaativuus on lähes lineaarinen, jolloin sillä voi kluste-

roida isoja datajoukkoja. K:n keskiarvon klusterointimenetelmän ongelmana voi joskus ol-

la esimerkiksi suppeneminen ja alkujaottelu. Iteratiivisesti tehty optimaalinen menettely ei

voi taata suppenemista globaaliin optimiin. Se kuitenkin suppenee paikalliseen optimiin, jol-

loin erilaiset alkupisteet (prototyypit) johtavat erilaisiin suppemisprototyyppeihin. Tällöin

on tärkeää aloittaa sopivalla alkujaottelulla, jotta saavuttaa laadukkaan klusterointituloksen.

Teoriassa ei ole kuitenkaan olemassa mitään tehokasta ja yleistä menetelmää aloitusjaottelun

päättämiseen. Stokastisilla optimaalisilla hakutekniikoilla on mahdollista ratkaista monimut-

kaisia ongelmia tehokkaasti ja löytämään globaalin tai lähes globaalioptimin. Yleisin stra-

tegia ongelman suhteen on kuitenkin se, että algoritmia ajetaan useita kertoja satunnaisella
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alkujaottelulla.

Xun ja Wunschin (2009) mukaan ongelmana on myös klustereiden lukumäärä eli K. K:n

keskiarvon klusterointimenetelmä olettaa, että klustereiden määrä on tiedossa, vaikka yleen-

sä näin ei ole. Lukumäärän valintaan ei ole myöskään mitään tehokasta tai yleistä mene-

telmää. Lisäksi K:n keskiarvon klusterointimenetelmä on herkkä poikkeaville havainnoille

ja kohinalle, koska keskiarvon laskemisessa otetaan huomioon kaikki havaintopisteet myös

poikkeavat havainnot. Tällöin klusterista kaukana oleva havaintopiste on prototyypin lasken-

nassa mukana, jolloin se vääristää klusterin muotoa.

Xun ja Wunschin (2009) mukaan keskiarvon laskennan takia K:n keskiarvon klusterointi-

menetelmän käyttäminen rajoittuu numeerisiin muuttujiin jättäen kategoriset muuttujat pois.

Toisaalta myös numeerisilla muuttujilla keskiarvo voi olla vaikeaa tulkita. Tällöin K:n me-

doidin klusterointimenetelmä on luonnollinen valinta, kun laskennallista keskiarvoa ei voi

käyttää, koska medoidi on aina olemassa. Medoid on piste, jolla on pienin keskietäisyys

saman klusterin sisällä oleviin kaikkiin muihin havaintopisteisiin. Estivill-Castro ja Yang

(2000) ovat esitelleet K:n medoidin klusterointimenetelmään pohjautuvan algoritmin, jossa

käytetään diskreettiä mediaania klusterin prototyyppinä.

Tutkielmassa hyödynnetään K:n keskiarvon klusterointimenetelmää, koska varsinkin asia-

kashankintavaiheen datajoukko on suuri, joten kyseinen menetelmä on tehokkain ja helpoin

toteuttaa. Lisäksi datojen muuttujat ovat numeerisia, jolloin K:n keskiarvon klusterointime-

netelmää voidaan suoraan hyödyntää.

5.4 Tiheyspohjainen klusterointi

Monet yleisimmin käytetyt klusterointialgoritmit tuottavat Aggarwalin ja Reddyn (2014)

mukaan pyöreän muotoisia klustereita eivätkä pysty käsittelemään datajoukkoja, jotka to-

dellisuudessa eivät ole pyöreän muotoisia. Lisäksi esimerkiksi K:n keskiarvon klusterointi-

menetelmässä on oltava jonkinlainen käsitys klustereiden määrästä. Tiheyspohjainen klus-

terointi voi puolestaan muodostaa muodoltaan mielivaltaisia klustereita ja lisäksi se ei tee

oletuksia klustereiden määrästä. Siten se ei ole herkkä poikkeaville havainnoille tai kohi-

nalle (Subramania ym. 2011). Tiheyspohjainen klusterointi käyttää etäisyyden sijasta pistei-
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den paikallista tiheyttä päättääkseen klusterit (Zaki ja Meira Jr. 2014). Klusterit ovat aluei-

ta, joissa on korkea tiheys, joita ympäröi alhaisen tiheyden alueet eli kohina (Subramania

ym. 2011).

DBSCAN (Density-Based Spatial Clustering of Applications with Noise) on eniten käytetty

tiheyspohjaisen klusteroinnin menetelmä (Ester ym. 1996). Subramanian ym. (2011) mu-

kaan siinä tiheys määritellään paikallisesti jokaisen pisteen naapurustossa eli lähimpien pis-

teiden joukossa. Se vaatii kaksi parametriä: pisteiden naapuruston määrittelyyn etäisyyden ε

(Eps) ja minimi määrän pisteitä naapurustossa µ (MinPts). ε voidaan määritelmä seuraavasti:

Nε(x) = {y|δ (x,y≤ ε)} (Zaki ja Meira Jr. 2014).

Tiheyspohjainen klusterointi erottelee kolmen tyyppistä pistettä (Zaki ja Meira Jr. 2014; Ag-

garwal ja Reddy 2014):

• Ydin piste (engl. core point): Piste, jos sillä on vähintään MinPts:n verran pisteitä

naapurustossaan (tiheä naapurusto), |Nε(x)| ≥ µ .

• Reunapiste (engl. border point): Piste, joka kuuluu naapurustoon tai klusteriin jonkun

ydin pisteen mukaan, mutta sillä itsellä ei ole MinPts:n verran pisteitä naapurustossa

(naapurusto ei ole tiheä), |Nε(x)|< µ .

• Kohinapiste (engl. noise point): Piste, joka ei ole ydin piste tai rajapiste eli ei kuulu

naapurustoon tai klusteriin.

5.5 Klusterin validointi

Prototyyppipohjainen klusterointi, kuten K:n keskiarvon klusterointimenetelmä olettaa, että

klustereiden määrä on tiedossa, koska se jakaa datan etukäteen määriteltyihin lukumääriin.

Täten klusteroinnin tulosten kannalta on tärkeä tietää, mikä on klustereiden optimaalinen

määrä. Rendonin ym. (ks. 2011, 27) mukaan klusterin validointi on tekniikka, jolla löyde-

tään klustereiden lukumäärä eli joukko selviä klustereita, ilman tietoa luokittelusta. Klus-

terin validointi-indeksit voivat perustua rakenteellisesti ulkoiseen (engl. external), sisäiseen

(engl. internal) tai suhteelliseen (engl. relative) tietoon. Ulkoinen validointi-indeksi perus-

tuu aikaisempaan tietoon datasta ja sisäinen validointi perustuu pelkästään tietoihin datasta.

Suhteellisessa kriteerissä klusteroinnin tulosta vertaillaan muihin klusterointituloksiin. Täs-
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sä tutkielmassa käytetään sisäisiä indeksejä, koska tarkempaa aikaisempaa tietoa datasta ei

ole ja valinta halutaan tehdä datan pohjalta.

Rendonin ym. (2011) mukaan klusterin validointi-indeksit ovat yleensä määritelty yhdistä-

mällä kompaktius ja erotettavuus. Kompaktius mittaa klusterin sisällä olevien elementtien

läheisyyttä ja sen yleisin mittari on varianssi. Eroavaisuus mittaa kahden klusterin erillisyyt-

tä eli kahden klusterin välimatkaa. Hämäläisen, Jauhiaisen ja Kärkkäisen (2017) mukaan

klusteroinnin yleinen tavoite on siis, miten hyvin klusterin samanlaisuus eli pisteiden etäi-

syys klusterin prototyypistä (Intra) sekä eri klustereiden välinen eroavaisuus eli esimerkiksi

klustereiden keskinäinen etäisyys (Inter) toteutuvat. Riippuen mittarista Intran ja Interin al-

haisemmat tai korkeammat arvot ovat hyviä. Yleensä validoinnin mittarin arvo muodostuu

Intran ja Interin osamääränä ja optimaalinen arvo on joko pienin tai suurin arvo riippuen

jakolaskun muodosta.

Hämäläisen, Jauhiaisen ja Kärkkäisen (2017) ja Everittin ym. (2010) mukaan on hyvä va-

lita yhden sijasta useita validointi-indeksejä, joilla arvioida klustereiden määrää, jotta saa

luotettavimman klusterin validoinnin. Indeksien valintaan vaikuttaa data, mutta valinnassa

on myös hyvä huomioida indeksien algoritmien kertaluokka. Sisäisiä validointi-indeksejä

on esitetty taulukossa 5, joka on muodostettu Hämäläisen, Jauhiaisen ja Kärkkäisen (ks.

2017, s.5) tutkimuksen taulukon mukaisesti. Tutkimusta varten he muokkasivat indeksien

laskentaa siten, että klusterien optimaalisen lukumäärän osoittaa indeksin pienin arvo. Ai-

noastaan Wemmert-Ganqarski -indeksi on jätetty alkuperäiseen muotoon, jolloin sen suurin

arvo osoittaa klusterien optimaalisen lukumäärän. Hämäläinen, Jauhiainen ja Kärkkäinen

(ks. 2017, s.5) valitsivat kyseiset indeksit, koska Jauhiaisen ja Kärkkäisen (2017) tutkimuk-

sessa kyseiset indeksit suoriutuivat parhaiten. Indeksit on esitetty taulukossa kertaluokkien

mukaisessa järjestyksessä. Lisäksi taulukossa on viittaukset alkuperäisiin artikkeleihin, jois-

ta löytyvät indeksirakenteiden perustelut ja tarkemmat kuvaukset.
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Taulukko 5: Sisäiset validointi-indeksit (Hämäläinen, Jauhiainen ja Kärkkäinen 2017)

Nimi Intra Inter Kaava

KCE K× JK Intra

(Jauhiainen ja Kärkkäinen 2017)

WB-indeksi,

WB K× JK
K
∑

k=1
nk||ck−m||qp Intra

Inter

(Zhao ja Fränti 2014)

Calinski–

Harabasz,

CH

(K−1)× JK (N−K)×
K
∑

k=1
nk||ck−m||qp Intra

Inter

(Calinski ja Harabasz 1974)

Davies–

Bouldin,

DB

1
nk

Jk
K + 1

nk′
Jk′

K ||ck− ck′||
q
p

1
K

K
∑

k=1
max
k 6=k′

Intra(k,k′)
Inter(k,k′)

(Davies ja Bouldin 1979)

Pakhira,

Bandyo-

padhyay,

Maulik,

PBM

K× JK max
k 6=k′

(||ck− ck′||
q
p)× J1 ( Intra

Inter)
2

(Pakhira, Bandyopadhyay ja Maulik 2004)

Ray-Turi,

RT
1
N × JK min

k 6=k′
||ck− ck′||

q
p

Intra
Inter

(Ray ja Turi 2000)

Wemmert-

Gançarski,

WG

||xi− ck||qp min
k 6=k′
||xi− ck′||

q
p

1
N

K
∑

k=1
max(0,nk− ∑

i∈Ik

Intra(i)
Inter(i))

(Desgraupes 2013)
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Taulukossa 5 K on klustereiden määrä ja {ck} on prototyyppipohjaisella klusteroinnilla saa-

vutetut parhaat prototyypit sekä Ck prototyyppien läheisyydessä olevien pisteiden joukot eli

klusterit, k = 1, ...,K (ks. Hämäläinen, Jauhiainen ja Kärkkäinen 2017, s.5). Kun K = 1, niin

prototyyppi on koko datan keskiarvo, mediaani tai spatiaalinen mediaani, m, riippuen käy-

tetystä etäisyysmitasta eli lp-normista ja potenssista q. Esimerkiksi keskiarvossa p = q = 2.

JK on koko datan klusterointivirhe (engl. clustering error), Jk
K = ∑

xi∈Ck

||xi− ck||qp (ks. Hämä-

läinen, Jauhiainen ja Kärkkäinen 2017, s.3).

Taulukossa 5 puuttuu yleinen ja hyvin toimiva Silhouette-indeksi. Hämäläinen, Jauhiainen

ja Kärkkäinen (2017) olivat jättäneet testeistä kyseisen indeksin pois, koska sen kertaluokka

on O(N2n) ja siten isolle datalle suoritettuna se voi olla liian raskas. Rousseeuwin (1986)

mukaan indeksin graafisessa muodossa jokaista klusteria edustaa niin sanotut silhouetit, jot-

ka perustuvat klusterin tiiviyteen ja eroavaisuuteen. Lisäksi graafisesta muodosta näkee hy-

vin, mitkä havaintopisteet on jaettu oikeisiin klustereihin ja mitkä saattaisivat kuulua toiseen

klusteriin. Keskimääräinen silhouette-leveys auttaa arvioimaan klusterin validiutta ja siten

sitä voidaan käyttää valitsemaan sopiva määrä klustereita.

Silhouette-arvo (ks. Rousseeuw 1986, s.55-57) muodostetaan siten, että a(xi) on pisteen xi

keskimääräinen eroavaisuus (yleensä euklidinen etäisyys) saman klusterin muihin pisteisiin.

C on toinen lähin klusteri pisteelle xi ja b(xi) on pisteen xi pienin (minimi) keskimääräinen

eroavaisuus muihin pisteisiin C:ssä. Tämän jälkeen jokaiselle pisteelle xi muodostetaan arvo

s(xi), joka kuvaa pisteen silhouette-leveyttä:

s(xi) =
b(xi)−a(xi)

max{a(xi),b(xi)}
(5.6)

Jokaiselle pisteelle xi silhouette leveys s(xi) on välillä [−1,1]. Kun arvo on lähellä 1, niin

piste xi on sille kuuluvassa klusterissa. Arvon ollessa lähellä 0, niin ei ole selvää, onko piste

xi oikeassa klusterissa vai kuuluisiko se toiseen lähimpänä olevaan klusteriin. Arvon ollessa

lähellä −1, piste xi on väärässä klusterissa. Täten pisteiden arvojen ollessa positiivisia, klus-

terointi on sopiva. Lopullinen indeksi (silhouette-leveyden kokonaiskeskiarvo) kuvaamaan

validiutta muodostetaan s(xi) arvojen keskiarvosta koko datan kaikille pisteille xi:
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s̄(k) =
1
N

N

∑
i=1

s(xi). (5.7)

Klustereiden määräksi voidaan valita se k, jonka s̄(k) (Silhouette-indeksi) on suurin (Rous-

seeuw 1986).

Jauhiaisen ja Kärkkäisen (2017) tutkimuksen mukaan Silhouette-indeksi oli paras yleinen

indeksi. MATLAB:in evalclusters-funktion indeksit (DB, CH, Silhouette) olivat selkeästi par-

haita, sillä 12 datasta oikean määrä klustereita ne antoivat 9 datan kohdalla. Parhaimpia in-

deksejä tutkimuksen mukaan olivat CH, Silhouette, PBM ja WG, sillä ne antoivat myös 9

datan kohdalla oikean määrän klustereita. Lisäksi tutkimuksessa ehdotettu KCE indeksi toi-

mi kaikille datoille, jopa haastaville (Sim52, Sim510).

Hämäläisen, Jauhiaisen ja Kärkkäisen (2017) tutkimus jatkoi edellä olevaa tutkimusta. Tutki-

muksen mukaan K:n keskiarvon klusterointimenetelmässä neliöllisen euklidisen etäisyyden

kanssa parhaimmat indeksit ovat: WG, KCE ja CH. KCE:n lisäksi WB löysi oikean mää-

rän klustereita synteettiselle datalle (Sim5). Tutkimuksen testit eivät suosittele DB ja RT

indeksejä. Yleisesti DB, RT ja lisäksi CH epäonnistuvat useammin, kun klustereiden määrä

kasvaa.
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6 Asiakkaan sitoutumisen louhinta

Tutkielman tutkimusosio on jaettu kolmeen osaan asiakkuuden elinkaaren vaiheiden mukai-

sesti. Jokaisessa osassa hyödynnettiin KDD-prosessia ja sen tiedonlouhinnan menetelmänä

klusterointia, minkä tavoitteena oli selvittää asiakkaiden eri asteista sitoutumista. Asiakas-

hankinnan ja sivukyselydatan kohdalla aikaisempien tutkimuksien pohjalta tiedetään, että

sitoutuneimpia asiakkaita ovat ne, joiden verkkokaupan vierailtujen sivujen määrä on vähäi-

nen, mutta sivustolla vietetty aika on kestoltaan pitempi (Raphaeli, Goldstein ja Fink 2017).

Asiakkuuden kehittämisen ja sosiaalisen media kohdalla Malthousen ym. (2013) mukaan

asiakas on puolestaan sitoutuneempi luodessaan sisältöä brändille kuin tykkäämällä tai jaka-

malla brändin sisällön julkaisua. Asiakkuuden säilyttämisessä asiakkaiden sosiaaliset kon-

taktit ovat keskeisiä, sillä asiakkaan poistumisella voi olla vaikutusta sosiaaliseen verkos-

toonsa (Malthouse ym. 2013; Bijmolt ym. 2010). Kahteen ensimmäiseen elinkaaren vaihee-

seen etsittiin erilaisista avoimista tietovarastoista (engl. data repository) samankaltaista da-

taa, mitä aikaisemmissa tutkimuksissa oli käytetty. Asiakkuuden säilyttämisessä puolestaan

analysoitiin asiakkuuden kehittämisen dataa.

6.1 Asiakashankinta ja sivukyselydata

Asiakkaan sitoutumisen tutkimiseen asiakashankintavaiheessa käytettiin sivukyselydataa, jo-

ka oli peräisin Kaggle-sivustolta (Retailrocket 2018). Datajoukko koostui kolmesta tiedos-

tosta, joista tässä tutkimuksessa käytettiin vain käytösdataa sisältävää tiedostoa (events.csv).

Data oli kerätty olemassa olevalta verkkokaupan sivustolta neljän ja puolen kuukauden ajalta

vuodelta 2015. Events.cvs sisälsi asiakkaan tekemiä tapahtumia: view, addtocart, transaction.

Lisäksi se sisälsi myös ajankohta, milloin asiakas oli klikannut jotain tapahtumaa sivustolla.

Aika oli muunnettu UNIX-ajaksi. Asiakkaan, tuotteen ja tapahtuman yksilöintiin oli asiak-

kaan id, tuotteen id ja tapahtuman id.
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6.1.1 Esikäsittely

Esikäsittelyvaiheessa käytettiin MATLAB:n (R2018a) table-taulukkoa, joka myöhemmin muu-

tettiin matriisiksi. UNIX-aika muutettiin gregoriaanisen kalenterin ajaksi, joka sisälsi päivä-

määrän sekä kelloajan. Datasta poistettiin tapahtuman id, koska se yksilöi numerolla vain

oston ja sitä ei sitoutumisen näkökulmasta tarvittu.

Datasta poistettiin sivustolla alle neljä klikkausta tehneet asiakkaat, koska Baumannin ym.

(2017) mukaan vähintään neljä klikkausta tarvitaan ostojen tekemiseen. Sitoutumisen näkö-

kulmasta Robertsin ja Alpertin (2010) mukaan asiakas on sitoutunut, kun hän ostaa mie-

lellään toisen tuotteen, jolloin alle neljä klikkausta tehneet asiakkaat voitiin poistaa. Tätä

soveltaen esikäsittelyssä poistettiin myös asiakkaat, jotka olivat ostaneet vähintään kaksi eri

tuotetta, sillä he voidaan katsoa jo sitoutuneeksi, jolloin heitä ei tarvitse huomioida asiakas-

hankintavaiheessa. Taulukossa 6 on kuvaukset alkuperäisestä datasta ja datoista, joista on

poistettu vähäiset klikkaukset sekä sitoutuneet.

Klikkausajoista laskettiin jokaiselle päivälle asiakkaan vierailun kesto sekunneissa. Joiden-

kin asiakkaiden kohdalla päivittäinen kesto saattoi olla hyvinkin suuri, sillä asiakkaissa oli

sellaisia, jotka olivat klikkailleet sivustoa pitkin päivää. Pitkien kestojen kohdalla voitiin

olettaa, etteivät he olleet vierailleet sivustolla yhtä jaksoisesti koko aikaa. Tästä syystä päi-

vittäisistä kestoista muodostettiin sessiot sessioiden heuristiikan mukaisesti, tarkemmin ai-

kasuuntautuneen heuristiikan sessionkestopohjaisella metodilla (Raphaeli, Goldstein ja Fink

2017; ks. Berendt ym. 2001, s.730; Liu ja Keselj 2006). Session ensimmäisen klikkauksen

ja seuraavan klikkauksen keston ylittäessä 1800 sekuntia eli 30 minuuttia klikkauksen kat-

sottiin aloittavan uuden session. Lisäksi session viimeisen tapahtuman klikkaukseen lisättiin

Liun ja Keseljin (ks. 2006, s. 310) mukaisesti kyseisen session keskimääräinen kesto, koska

viimeisen tapahtuman klikkauksen kesto ei ollut tiedossa. Viimeisen klikkauksen kesto otet-

tiin huomioon 30 minuutin raja-arvossa laskettaessa session kestoa. Näin ollen kaikki sessiot

ovat kestoltaan enintään 30 minuuttia.

Raphaelin, Goldsteinin ja Finkin (2017), A. L. Montgomeryn ym. (2004) ja Liun ja Keseljin

(2006) mukaisesti tutkielmassa huomioitiin sessiot, joissa oli vähintään kaksi tapahtumaklik-

kausta. Jos käyttäjällä oli vain yksi tapahtumaklikkaus sessiossa, se poistettiin käyttäjältä,
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koska kestoa ei voitu laskea eikä haluttu käyttää käyttäjän tai kaikkien käyttäjien keskimää-

räistä kestoa. Lisäksi asiakkailta poistettiin sessiot, joiden kesto oli 10 sekuntia tai alle, koska

siinä ajassa asiakas ei ehdi sitoutumismielessä tutkia tuotetta. Taulukon 6 viimeinen sarake

kuvaa lopullisen datan rivien ja asiakkaiden määriä.

Taulukko 6: Asiakashankintadatan kuvailu

Alkuperäinen

data

Klikkauksia ≥ 4 Ostot< 2 Klikkaukset ≥ 2,

kestot ≥ 10 s

Rivejä 2 756 101 1 103 721 947 767 171 789

Asiakkaita 1 407 580 120 416 117 864 109 888

Kestojen lisäksi jokaiselle käyttäjälle laskettiin eri tuotteiden lukumäärä sessioittain. Datasta

laskettiin myös session aikana ostoskoriin siirrettyjen ja ostettujen eri tuotteiden lukumää-

rät. Koska datasta poistettiin asiakkaat, jotka olivat ostaneet vähintään kaksi tuotetta, ostojen

lukumäärä oli joko 0 tai 1 eli ostoista muodostui dikotominen muuttuja. Näistä muuttujista

ja asiakkaan yksilöivästä id:stä muodostettiin datamatriisi taulukon 7 mukaisesti, jossa kaksi

viimeistä saraketta sisältää metadataa: ostettu ja asiakas. Datamatriisin riveillä on asiakkai-

den jokainen sessio. Matriisin muuttujat on kuvattu tarkemmin taulukkoon 8.

Taulukko 7: Asiakashankinnan datamatriisi

Kesto Tuotteet Ostoskori Ostettu Asiakas

1780 4 0 0 2

1270 2 0 0 6

274 1 0 0 37

285 2 0 0 37
...

...
...

...
...

43 2 0 0 155

474 6 6 0 155

600 1 1 1 186
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Taulukko 8: Asiakashankinnan datan muuttujien kuvaus

Muuttuja Kuvaus

Kesto Asiakkaan session kokonaiskesto [s]

Tuotteet Eri tuotteiden yhteismäärä, joita asiakas on klikannut sessiossa

Ostoskori Eri tuotteiden yhteismäärä, joita asiakas on lisännyt ostoskoriinsa sessiossa

Ostettu Metadata: Ostettujen eri tuotteiden yhteismäärä (vain 0 tai 1 kpl)

Asiakas Metadata: id asiakkaan yksilöintiin

Datan havainnoista 87 %:lla oli ostoskori-muuttujan arvo nolla ja suurin arvo oli 55, jol-

loin min-max-skaalaus välille [0,1] jättää lähes kaikkien muuttujien arvot edelleen nollaksi.

Datan seitsemässä muunnoksessa ostoskori-muuttujaa esikäsiteltiin tekstinlouhinnassa do-

kumentin sanojen tärkeyden selvittämiseen käytettävällä TF-IDF-menetelmällä. Muuttujaa

esikäsiteltiin erikseen TF:llä ja IDF:llä sekä näiden yhdistelmällä eli TF-IDF:llä (Manning,

Raghavan ja Schutze 2009; Luhn 1957; Jones 1972).

TF määriteltiin seuraavasti:

1+ log( ft,d) (6.1)

missä ft,d on ostoskoriin siirrettyjen tuotteiden lukumäärien frekvenssi koko datan osalta.

IDF:ssä asiakasta ajateltiin dokumenttina ja se määriteltiin seuraavasti:

log
N
nt

(6.2)

missä N on koko datan asiakkaiden lukumäärä yhteensä ja nt kuvaa asiakkaiden lukumäärän,

joilla on kyseistä ostoskoriin siirrettyjen tuotteiden lukumäärää.

TF-IDF:ssä yhdistettiin TF hieman muutettuna ja IDF seuraavasti:
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ft,d× log
N
nt

(6.3)

missä ft,d on yksittäisen asiakkaan ostoskoriin siirretyn tuotteen lukumäärän frekvenssi.

log N
nt

on sama kuin ylhäällä. Yksittäisen lukumäärän frekvenssi ( ft,d) kerrotaan vastaavalla

lukumäärän IDF:llä (log N
nt

).

6.1.2 Muunnos

Sitoutumista tutkittiin ensin sessioittain (muunnos 1) datamatriisin (kts. taulukon 7) mukai-

sesti. Muunnoksen data sisälsi 171 789 havaintoja ja kolme muuttujaa. Muunnokselle tehtiin

myös min-max-skaalaus välille [0,1].

Datan jokainen muuttuja oli oikealle vinoutunut (kts. kuviosta 7), joten muunnoksen 1 kes-

to ja tuotteet -muuttujille tehtiin logaritminen muunnos, jotta datasta tulisi enemmän sym-

metrinen muodostaen muunnoksen 1.1. Kahden viimeisen kuvaajan häntä ulottuu pitkälle

oikealle, koska muuttujat sisältävät yksittäisiä käyttäjiä, joilla tuotteiden määrät ovat suuria.

Visualisointia varten kuvion 7 kuvaajien häntiä on katkaistu pienemmäksi ja pystyakselille

on tehty logaritmiskaalaus.
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Kuvio 7: Asiakkaiden lukumäärien jakauma session tiedoilla

Suurin osa datamatriisin ostoskori-muuttujan arvoista oli nolla, joten muunnoksessa 2.1

muuttujaan testattiin luvussa 6.1.1 määriteltyä TF:ää ja muunnoksessa 2.2 IDF:ää. TF-IDF-

yhdistelmää testattiin ostoskori-muuttujaan muunnoksessa 2.3. Lisäksi näissä muunnoksissa

kesto ja tuotteet -muuttujille tehtiin logaritminen muunnos ja muunnoksien kaikki muuttujat

(ml. ostoskori-muuttuja) skaalattiin välille [0,1].

Lisäksi selvitettiin, miten sitoutuminen muuttuu, kun sessioiden sijasta tutkitaan asiakkai-

ta. Näin ollen jokaisen asiakkaan sessioiden kestot, eri tuotteiden ja ostoskoriin siirrettyjen

eri tuotteiden lukumäärät laskettiin yhteen. Tämän jälkeen data sisälsi 109 888 havaintoa

ja kolme muuttujaa. Ostojen lukumäärät laskettiin myös yhteen, mutta lukumäärät pysyi-

vät edelleen dikotomisena. Lisäksi datalle tehtiin min-max-skaalaus välille [0,1] (muunnos

3). Sessioiden yhteenlaskeminen ei muuttanut muuttujien vinoutumista, joten muunnoksessa

tehtiin logaritmimuunnos kesto ja tuotteet -muuttujille (muunnos 3.1).

Asiakkaiden sessioiden tietojen yhteenlaskemisen jälkeen selvitettiin sessioiden lukumäärän

vaikutusta klustereiden muodostumiseen. Täten yhdeksi muuttujaksi muodostettiin asiak-
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kaan sessioiden lukumäärä, jolloin data sisälsi 109 888 havaintoja ja neljä muuttujaa. Muut-

tujat skaalattiin vielä välille [0,1] (muunnos 4). Lisäksi muunnoksen kesto ja tuotteet -muuttujille

tehtiin jälleen logaritminen muunnos (muunnos 4.1).

Ostoskori-muuttujan skaalaamista TF:llä (muunnos 5.1) ja TF-IDF:llä (muunnos 5.2) tes-

tattiin myös dataan, jossa sessiot olivat yhteenlaskettu. IDF:ää ei testattu, koska yhteenlas-

kettujen sessioiden kohdalla se oli sama kuin TF-IDF. Näiden kahden muunnoksen lisäk-

si huomioitiin sessioiden lukumäärä -muuttuja, joka skaalattiin TF:llä (6.1) ja TF-IDF:llä

(muunnos 6.2) ostoskori-muuttujan lisäksi. Muille muuttujille tehtiin logaritminen muunnos

ja kaikki muuttujat skaalattiin välille [0,1]. Näin ollen muodostettiin yhteensä 13 muunnosta.

6.1.3 Tiedonlouhinta

Asiakashankintavaiheen sitoutumisen tiedonlouhintaan käytettiin MATLAB:in k-means++ -

algoritmia ja sen oletuksena käyttämää neliöllistä euklidista etäisyyttä. Klusterointi ja validointi-

indeksien testaaminen suoritettiin klusterien määrällä K = 2−25. Klustereiden optimaalisen

lukumäärän valinnassa hyödynnettiin seitsemää klusterien validointi-indeksiä: WB-indeksi,

Calinski-Harabasz, Wemmert-Gançarski, KCE, PBM, Davies-Bouldin ja Ray-Turi. Indeksit

valittiin Hämäläisen, Jauhiaisen ja Kärkkäisen (2017) ja Jauhiaisen ja Kärkkäisen (2017) tut-

kimuksien perusteella. Kaikki muut paitsi kolme validointi-indeksiä toteutettiin MATLAB:iin

taulukon 5 kaavojen mukaisesti. Calinski-Harabasz ja Davies-Bouldin indeksien laskennassa

hyödynnettiin MATLAB:in evalclusters-funktiota, jossa parametrina annettiin näiden indek-

sien nimet. Jos indeksin laskenta oli tehty niin, että klustereiden optimaalinen lukumäärä

oli indeksin maksimiarvo, arvoista otettiin käänteisarvot, jolloin ne olivat vertailukelpoisia

muihin indekseihin.

Muunnoksen 1 ja 2 kohdalla validointi-indeksit ehdottivat optimaalisiksi klustereiksi K = 2

tai K = 25, joten klusterien määrää ei voitu todeta. Klusterin määrää ei voitu myöskään sel-

västi havaita indeksien arvoista muodostettujen käyrien kuvaajista. Muunnokselle 1 tehdyn

logaritmisen muunnoksen jälkeen (muunnos 1.1) WG, DB ja Ray-Turi indeksien arvojen pe-

rusteella klustereiden määräksi valittiin K = 3. Näiden indeksien arvot eri klustereiden mää-

rien kohdalla on esitetty kuvion 8 kuvaajissa. Klustereiden optimaalinen määrä on kohdassa,
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jossa on validointi-indeksin minimiarvo eli käyrän lokaali minimi (merkitty kuvaajaan pu-

naisella pisteellä). DB-indeksi ehdotti määräksi K= 25, mutta käyrän kuvaavasta voi havaita,

että selkeä “knee-point”-kohta on K = 3 kohdalla, joka on todella lähellä minimiä.
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Kuvio 8: Muunnoksen 1.1 kolmea klusteria (K = 3) tukevien validointi-indeksien kuvaajat

Sessioittain olevan datan ostoskori-muuttujan skaalaaminen TF:llä (muunnos 2.1) validointi-

indeksit CH, WG, KCE, DB ja Ray-Turi ehdottivat klustereiden määräksi K = 3. Myös

IDF:llä skaalaamisessa (muunnos 2.2) WG, CH, KCE ja Ray-Turi ehdottivat klusterin mää-

räksi K = 3. Muunnoksien klustereiden määrät ovat samat muunnoksen 1.1 kanssa, joten

niitä ei tutkittu tarkemmin. TF-IDF skaalauksen jälkeen (muunnos 2.3) CH-, KCE- ja PBM-

indeksien ehdotuksen perusteella klusterien määräksi valittiin K = 12.

Muunnos 3.1, jossa asiakkaiden sessiot oli laskettu yhteen ja tehty logaritmimuunnos, WG-,

DB- ja RT-indeksien arvojen perusteella klustereiden määräksi valittiin K = 4. Muunnoksen

kohdalla RT-indeksi ehdotti klusterin määräksi K = 15, mutta indeksin kuvaajasta näkee

selkeän “knee-point”-kohdan K = 4 kohdalla (kts. kuvio 9).

71



2 4 6 8 10 12 14 16 18 20 22 24

K (klustereiden lkm)

1.4

1.45

1.5

1.55

1.6

In
de

ks
in

 a
rv

o
WG

2 4 6 8 10 12 14 16 18 20 22 24

K (klustereiden lkm)

0.8

0.9

1

1.1

In
de

ks
in

 a
rv

o

DB

2 4 6 8 10 12 14 16 18 20 22 24

K (klustereiden lkm)

0.3

0.4

0.5

0.6

0.7

In
de

ks
in

 a
rv

o

RT

Kuvio 9: Muunnoksen 3.1 neljää klusteria (K = 4) tukevien validointi-indeksien kuvaajat

Sessioiden yhteenlasketun datan ostoskori-muuttujan TF-skaalauksen (muunnos 5.1) jälkeen

CH ja KCE ehdottivat klusterien määräksi K = 3 sekä WG ja RT K = 4. Klusterien määrät

olivat näin ollen lähellä muunnoksen 3.1 määriä, joten muunnoksen tuloksia ei tutkittu. Os-

toskori-muuttujan TF-IDF-skaalauksen (muunnos 5.2) jälkeen validointi-indeksien kuvaajis-

ta pystyi todentamaan klusterien määräksi K = 12. Kuviosta 10 RT-indeksissä näkee selkeän

“knee-point”-kohdan K = 12 kohdalla.
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Kuvio 10: Muunnoksen 5.2 12 klusteria (K = 12) tukevien validointi-indeksien kuvaajat

Klusterien määrää ei voitu todeta, kun otettiin huomioon sessioiden lukumäärät muunnok-

sessa 4. Kun kesto ja tuotteet -muuttujille tehtiin logaritminen muunnos, niin validointi-

indeksit CH, PBM ja KCE kuvaajan perusteella antoi klusterien määräksi K = 16 (muun-

nos 4.1). Näistä klustereista seitsemän oli kooltaan niin pieniä, että ne voi luokitella poik-

keaviksi klustereiksi ja jättää huomioimatta. Näillä klustereilla kestot, tuotteiden ja sessioi-

den määrät olivat suuria (kts. liite C). Näin ollen tuloksia ei tutkittu tarkemmin. WG, RT ja
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PBM validointi-indeksien kuvaajista pystyttiin puolestaan havaitsemaan klusterien määräksi

K = 5, kun sessioiden lukumäärä skaalattiin TF-IDF:llä (muunnos 6.2). Kuviosta 11 näkee

WG- ja RT-indeksien kohdalla selkeät “knee-point”-kohdat.
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Kuvio 11: Muunnoksen 6.2 viittä klusteria (K = 5) tukevien validointi-indeksien kuvaajat

6.1.4 Tulokset: Muunnos 1.1

Asiakkaita sessioittain käsittelevän muunnoksen kohdalla löydettiin kolme klusteria. Klus-

tereista kaksi olivat kooltaan huomattavasti suurempia, joten nämä klusteroitiin uudelleen

hierarkkisesti (kts. (Wartiainen ja Kärkkäinen 2015)). Ensimmäisen kooltaan suuremman

klusterin klusteroinnissa indeksit Ray-Turi ja WG antoivat klustereiden määräksi K = 20 ja

kolmannen kohdalla Ray-Turi antoi klustereiden määräksi K = 21. Näin ollen hierarkkinen

prototyyppipohjainen klusterointi antoi yhteensä 42 klusteria. Klustereiden tietoja nopeasti

silmäillen huomattiin, että aliklustereiden tiedoissa ei ole merkittäviä eroja, jolloin uudel-

leenklusterointi ei tuo asiakkaiden sitoutumisesta lisää tietoa, eikä tulosta tulkittu enempää.

Taulukko ja kuvio aliklustereista on esitetty liitteessä A.

Taulukossa 9 on metadata kolmesta klustereista ja koko datasta. Klusterit on merkitty C-

kirjaimella ja Asiakkaita-rivi kuvaa klusterin yksittäisten asiakkaiden määrää. Ostoskori Md

-rivillä on ostoskoriin siirrettyjen eri tuotteiden lukumäärän mediaani. Tuoteita ostoskorissa

1 kpl ja Ostoja 1 kpl -rivien prosenttiosuudet kuvaavat havaintojen osuutta niistä, jotka ovat

siirtäneet yhden eri tuotteen ostoskoriin tai ostaneet yhden eri tuotteen.

73



Taulukko 9: Muunnoksen 1.1 klustereiden metadata

Koko data C1 C2 C3

Koko 171 789 104 556 2 098 65 135

Asiakkaita 109 888 75 219 1 839 51 071

Kesto Md [mm:ss] 6:46 12:28 14:17 1:55

Mo 0:18 5:13 29:37 0:18

Max 30:00 30:00 30:00 5:09

Tuote Md 2 3 5 2

Mo 2 2 4 2

Max 186 60 186 28

Ostoskori Md 0 0 4 0

Mo 0 0 3 0

Max 55 2 55 3

Tuotteita ostoskorissa 1 kpl 10% 11% 0% 7%

Tuotteita ostoskorissa > 2 kpl 3% 2% 100% 1%

Ostoja 1 kpl 3% 5% 3% 1%

Tuotteita ostoskorissa 2 kpl & Ostoja 1 kpl 0.22% 0.27% 3.15% 0.06%

Muunnoksen sessioiden kestojen ja eri tuotteiden lukumäärän mediaanit ja moodit (Mo) vaih-

televat selvästi keskenään. Session kestoltaan klusteri C2 näyttäisi olevan sitoutuneempi.

Toisaalta huomioitaessa tuotteiden määrät, jotka kyseisellä klusterilla ovat suuret, Raphae-

lin, Goldsteinin ja Finkin (2017) mukaan klusterin asiakkaat eivät ole vahvasti sitoutuneita,

koska vierailtujen sivujen määrän (tässä tutkielmassa tuotteiden määrän) pitäisi olla vähäi-

nen. Klusterilla C2 ostoskoriin siirrettyjen eri tuotteiden määrät ovat myös suurempia, jotka

vaikuttavat sitoutumisen asteeseen. Toisaalta ostojen osuus tällä klusterilla on toiseksi suu-

rin. Tarkastellessa osuutta, jossa ostoskoriin on siirretty kaksi eri tuotetta ja ostettu yksi tuote,

niin klusteri on prosenttiosuudeltaan suurin.

Huomioitaessa ostokoriin siirrettyjen tuotteiden lukumäärät ja ostot asiakkaiden voidaan aja-

tella jakautuneen klustereihin kolmen sitoutumisasteen mukaan: heikosti (C3), keskivertoi-
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sesti (C1) ja vahvasti (C2) sitoutuneet. Vaihtoehtoisesti klusterin C1 asiakkaat voidaan aja-

tella vahvasti sitoutuneiksi ja klusterin C2 asiakkaat keskivertoisesti sitoutuneiksi. Tarkas-

teltaessa klustereiden kokoja ja niiden asiakkaiden määriä huomataan, että yksittäisen asiak-

kaan sessio voi olla monessa klusterissa. Tutkimalla tätä tarkemmin huomataan, että suurin

osa (83,7 %) asiakkaiden sessioista on vain yhdessä klusterissa (kts. taulukko 10).

Taulukko 10: Muunnoksen 1.1 asiakkaiden sessioiden jakautuminen klustereittain

Yhdessä klusterissa Kahdessa klusterissa Kolmessa klusterissa Yhteensä

Sessioita 91 941 17 653 294 109 888

%-osuus 83,7 % 16,3 % 0,3 % 100 %

Tulkinta- ja arviointivaiheessa selvitettiin muuttujien järjestys klustereita eniten erottelevasta

muuttujasta vähiten erottelevaan muuttujaan. Järjestys määriteltiin jokaisen muuttujan koh-

dalla yhteenlaskemalla klustereiden prototyyppien keskinäiset erotukset, kuten Jauhiainen

(2017) oli yleistänyt pro gradussaan Saarelan ja Kärkkäisen (2015) ehdottaman lähestymis-

tavan. Ensimmäiseksi klustereiden prototyypit järjestettiin eniten sitoutuneimmasta vähiten

sitoutuneeseen siten, että jokaisen muuttujan arvot lajiteltiin nousevaan järjestykseen. Jo-

kaisen muuttujan kohdalla laskettiin lajiteltujen prototyyppien väliset itseisarvolliset erotuk-

set, jotka summattiin muodostaen muuttujan kokonaiserotuksen. Muuttujien kokonaiserotuk-

set lajiteltiin laskevaan järjestykseen, jolloin ensimmäisenä on muuttuja, joka erotteli eniten

klusterit toisistaan.

Muunnoksen 1.1 muuttujien järjestys klustereita eniten erottelevasta muuttujasta vähiten

erottelevaan muuttujaan on kuviossa 12. Sessiossa ostoskoriin siirrettyjen eri tuotteiden mää-

rät erottelevat eniten klusterit toisistaan ja session aikana katsottujen eri tuotteiden mää-

rät erottelevat vähiten. Eniten erotteleva muuttuja erottelee huomattavasti juuri klusterin C2

muista klustereista.
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Kuvio 12: Muunnoksen 1.1 muuttujien erottelevuus klustereittain

6.1.5 Tulokset: Muunnos 2.3

Muunnoksen 2.3, jossa sessioittain olevan datan ostokori-muuttuja skaalattiin TF-IDF me-

netelmällä, kohdalla löydettiin K = 12 klusteria. Taulukossa 11 on nähtävissä näiden klus-

tereiden metadata. Klustereilla C4, C10, C11 ja C12 on huomattavasti pienemmät sessioi-

den kestot kuin muilla klustereilla. Session katseltujen eri tuotteiden lukumääriä verrattaessa

näillä klustereilla on myös tuotteita vähemmän, lukuun ottamatta klusteria C10. Keston mu-

kaan näitä klustereita voitaisiin pitää heikosti sitoutuneina, mutta tuotteiden määrät eivät tue

sitä (kts. (Raphaeli, Goldstein ja Fink 2017)). Lisäksi klusterilla C12 on ostoskoriin siirretty-

jä tuotteita ja myös ostoja, kun muilla saman ryhmän klustereilla ei ole. Tämä klusteriryhmä

on kooltaan ja asiakasmäärältään isoin.

Huomattavaa on, että klusteri C2 koostuu kokonaan yhdestä asiakkaasta, kuten taulukosta 11

voi havaita. Tällä klusterilla keston mediaani on korkea, mutta moodi ei ole suuri. Näiden pe-

rusteella klusterin C2 kanssa samaan ryhmään voidaan jaotella klusterit C3, C5 ja C8. Tämä

klusteriryhmä on kooltaan ja asiakas määrältään pienin. Ryhmää voisi juuri session keston

ja tuotteen perusteella pitää keskivertoisesti sitoutuneina tai ne voi luokitella poikkeaviksi
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klustereiksi, koska asiakkaiden määrät ovat pieniä. Tällä ryhmällä on kuitenkin eniten klus-

tereita, joilla on tuotteita siirretty ostoskoriin. Varsinkin klusterin C8 ostoskoriin siirrettyjen

tuotteiden määrän osuus on toiseksi suurin.

Klusterit, joilla on korkea session keston mediaani ja myös moodi on suurempi, voidaan aja-

tella vahvasti sitoutuneiksi. Näitä ovat klusterit C1, C6, C7 ja C9. Klusteri C6 voidaan aja-

tella olevan vahvimmiten sitoutunut, koska sillä on korkea session kesto ja tuotteiden määrä

on pieni. Klusterin asiakkaat eivät ole kuitenkaan siirtäneet tuotteita ostoskoriin ja ostoja

on vähän. Jos vahvasti sitoutumisessa otetaan huomioon myös ostoskoriin siirretyt ja ostet-

tu tuotteet, niin silloin klusteri C9 on vahvimmin sitoutunut. Lisäksi kyseisellä klusterilla

on eniten ostoja. Klusterilla C7 on puolestaan eniten asiakkaita, jotka ovat siirtäneet tuottei-

ta ostoskoriin. Klusterin C1 voidaan ajatella sisältävän asiakkaita, jotka eivät osaa päättää,

mitä ostaisivat, koska session keston ja katsottujen tuotteiden määrän mukaan he selailevat

verkkokaupan sivustoa.

Erottelevat muuttujien järjestys on sama kuin muunnoksen 1.1 kohdalla (kts. kuvio 13). Eni-

ten erotteleva muuttuja on sessiossa ostoskoriin siirrettyjen eri tuotteiden lukumäärä. Muut-

tujan kohdalla klusterien välillä on selkeää eroa. Suurimmat prototyypin arvot eniten erotte-

levan muuttujan kohdalla saavat taulukon 11 perusteella ryhmitellyt keskivertoisesti sitoutu-

neet klusterit.
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Kuvio 13: Muunnoksen 2.3 muuttujien erottelevuus klustereittain
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6.1.6 Tulokset: Muunnos 3.1

Muunnoksen 3.1 kohdalla, jossa jokaisen asiakkaan session tiedot oli laskettu yhteen, löy-

dettiin neljä klusteria. Näistä kaksi klusteria olivat myös kooltaan huomattavasti isompia

kuin kaksi muuta, joten klusterit klusteroitiin uudelleen hierarkkisesti. Ensimmäisen kluste-

rin klusteroinnissa indeksit Ray-Turi ja DB ehdottivat klustereiden määräksi K = 23 ja toisen

isoimman klusterin kohdalla Ray-Turi ehdotti K = 16 klusteria. Hierarkkisella prototyyppi-

pohjaisella klusteroinnilla saavutettiin yhteensä 41 klusteria, joiden tulkinta ei ole mielekäs-

tä. Aliklustereiden tiedot eivät myöskään eronneet merkittävästi toisistaan. Liitteessä B on

esitetty kuvio hierarkkisesta klusteroinnista ja taulukko klustereiden metadatasta.

Taulukosta 12 näkee, että muunnoksessa 3.1 on myös niin sanottu päättämättömien klusteri

C4. Tällä klusterilla on korkein session kesto ja tuotteita on katsottu eniten. Toisaalta kluste-

rin asiakkaat ovat siirtäneet enemmän kuin kaksi tuotetta ostoskoriin ja klusterin C3 kanssa

sillä on eniten ostoja. Klusterilla C2 on korkein session keston moodi ja sen asiakkaat ovat

katsoneet tuotteita vähemmän kuin klusterit, joilla session kesto on korkeampi. Näiden pe-

rusteella klusteri C2 voidaan pitää vahvasti sitoutuneena ja se on kooltaan isoin klusteri. Sillä

on myös toiseksi eniten ostoja, joka tukee vahvasti sitoutumista. Toiseksi eniten asiakkaita

on klusterilla C1, jolla session kesto on todella pieni ja ostokoriin tehtyjä siirtoja ja ostoja on

vain hieman.
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Taulukko 12: Muunnoksen 3.1 klustereiden metadata

Data C1 C2 C3 C4

Koko 109 888 45 720 61 841 2 264 63

Asiakkaita 109 888 45 720 61 841 2 264 63

Kesto Md [[t]:mm:ss] 9:34 3:09 17:02 23:43 1:30:16

Mo 1:13 0:58 9:48 5:43 2:41

Max 83:04:13 9:33 83:04:13 46:10:13 12:00:14

Tuote Md 3 3 4 8 42

Mo 2 2 4 4 20

Max 1 864 26 1 864 1 350 292

Ostoskori Md 0 0 0 4 25

Mo 0 0 0 3 21

Max 118 4 2 18 118

Tuotteita ostoskorissa 1 kpl 13% 10% 16% 0% 0%

Tuotteita ostoskorissa > 2 kpl 5% 2% 3% 100% 100%

Ostoja 1 kpl 5% 3% 7% 9% 5%

Tuotteita ostoskorissa 2 kpl,

Ostoja 1 kpl

0.74% 0.17% 0.84% 9.36% 4.76%

Sessioiden tietojen yhteenlaskiminen ei vaikuttanut erottelevien muuttujien järjestykseen.

Kuvio 14 mukailee taulukon 12 tietoja. Kuviosta huomaa, miten klusterin C4 sessiossa os-

toskoriin siirrettyjen tuotteiden lukumäärät eroavat selvästi muista.
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Kuvio 14: Muunnoksen 3.1 muuttujien erottelevuus klustereittain

6.1.7 Tulokset: Muunnos 5.2

Sessioiden tietojen yhteenlaskeminen ja ostoskori-muuttujan skaalaaminen TF-IDF:llä antoi

indeksien kuvaajien perusteella klustereiden määräksi K = 12. Vaikka osalla klustereissa

on korkeampi kesto kuin muilla, niin näistä klustereista ei voi sanoa, että niiden asiakkaat

ovat vahvasti sitoutuneita, koska näiden klustereiden eri tuotteiden katsomisien määrät ovat

myös suuria ja ostokoriin siirrettyjen tuotteiden määrät vaihtelevat. Osalla näistä klustereista

ostojen prosenttiosuus on myös suuri.

Taulukosta 13 näkee, että klustereiden C3, C4, C5 ja C9 sessioiden kestot vaihtelevat, jol-

loin kestojen ja katseltujen tuotteiden määrän puolesta ne on mahdollista luokitella sitoutu-

misasteen mukaisesti. Sen sijaan huomioitaessa ostoskoriin siirrettyjen tuotteiden ja ostojen

prosenttiosuudet, näitä klustereita voitaisiin pitää saman asteisesti sitoutuneina, vaikka ses-

sioiden kestot ovat erilaiset.

Klusterilla C5 on kolmanneksi korkein kesto, mutta pienempi tuotteiden mediaani kuin muil-

la kestoiltaan korkeilla klustereilla (C2, C7). Klusterilla C5 on myös ostoja ja ostoskoriin siir-

rettyjä tuotteita, jolloin se voidaan nähdä vahvemmin sitoutuneeksi. Toisaalta huomioitaessa
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Raphaelin, Goldsteinin ja Finkin (2017) tutkimus, klusterin C1 asiakkaiden sitoutuminen on

vahvinta, koska sillä on vähemmän katseltuja tuotteita, vaikka sen sessioiden kesto on pie-

nempi. Klusterilla ei kuitenkaan ole ostoja tai ostoskoriin siirrettyjä tuotteita. Klusteri C7

sisältää tietojensa perusteella sellaisia asiakkaita, jotka eivät osaa tehdä ostopäätöstä.

Klustereita erottelevien muuttujien järjestys ei muutu, kun ostoskori-muuttuja skaalataan TF-

IDF:llä (kts. kuvio 15). Tässäkin session ostokorin tuotteiden lukumäärän kohdalla kaksi

klusteria poikkeavat huomattavasti toisista. Huomioitavaa on se, että ostokorin tuotteiden

lukumäärän kohdalla on neljä klusteria, joilla prototyypin arvot ovat samat (ei siirtoja ostos-

koriin). Tällöin muut kuin session kestot ja katseltujen tuotteiden määrät erottelevat klusterit

toisistaan. Jolloin näiden klustereiden sitoutumisasteen voidaan ajatella määräävän session

kesto ja session tuotteiden lukumäärä.
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Kuvio 15: Muunnoksen 5.2 muuttujien erottelevuus klustereittain

6.1.8 Tulokset: Muunnos 6.2

Huomioitaessa tiedonlouhinnassa sessioiden lukumäärämuuttuja, validointi-indeksien ku-

vaajien perusteella saatiin muodostettua viisi klusteria, joiden metadata on taulukossa 14.

Taulukosta huomataan, että näiden klustereiden kohdalla toistuu selkeämmin se, että keston

ollessa korkea myös tuotteiden määrät ovat korkeat. Lisäksi sessioiden lukumäärä on suuri
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niillä klustereilla, joilla kestot ja tuotteet ovat suuria. Ostoskorin kohdalla ei ole havaitta-

vissa näin selkeää jakaumaa. Raphaelin, Goldsteinin ja Finkin (2017) mukaisesti keston ja

tuotteiden katselujen perusteella klustereita ei voi muodostaa sitoutumisasteen mukaisesti.

Taulukko 14: Muunnoksen 6.2 klustereiden metadata

Data C1 C2 C3 C4 C5

Koko 109 888 34 163 14 302 50 216 8 832 2 375

Asiakkaita 109 888 34 163 14 302 50 216 8 832 2 375

Kesto Md [[t]:mm:ss] 9:07 2:30 11:20 13:27 37:12 35:34

Mo 1:13 0:58 2:52 6:21 14:44 16:43

Max 83:04:13 6:54 58:22 59:33 83:04:13 46:10:13

Tuote Md 3 3 2 4 9 10

Mo 2 2 2 4 6 6

Max 1 864 26 49 61 1 864 785

Korit Md 0 0 1 0 0 4

Mo 0 0 1 0 0 2

Max 118 1 7 0 2 118

Sessioiden lkm Md 1 1 1 1 3 3

Max 318 3 3 3 318 217

Korit 1 13% 2% 80% 0% 21% 0%

Korit > 2 5% 0% 20% 0% 0% 100%

Ostoja 1 5% 0% 30% 1% 9% 16%

Korit 2 & Ostoja 1 0.74% 0% 2.93% 0% 0.06% 16.29%

Klusteria C2 voitaisiin pitää vahvasti sitoutuneena, koska sillä ei ole pienin kesto ja tuottei-

den ja sessioiden määrä on myös pieni. Lisäksi sillä on paljon ostoskoriin siirrettyjä tuotteita

ja eniten ostoja. Klusterin C4 voitaisiin ajatella sisältävän asiakkaita, jotka eivät osaa tehdä

päätöksiä korkean keston ja tuotteiden sekä sessioiden suurien lukumäärien perusteella. Toi-

saalta osa näistä asiakkaista on ostanut tuotteita, mutta osuus on pienempi kuin ostoskoriin

siirrettyjen osuus.
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Erottelevia muuttujia tarkastellessa sessioiden lukumäärä on toiseksi eniten erotteleva muut-

tuja (kts. kuvio 16). Tällöin asiakkaiden sessioiden määrissä on suuria eroja, mutta kuitenkin

ostoskoriin siirrettyjen tuotteiden lukumäärä erottelee eniten asiakkaat toisistaan. Kesto ja

tuotteet -muuttujien järjestys on sama kuin aikaisempien muutoksien kohdalla.
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Kuvio 16: Muunnoksen 6.2 muuttujien erottelevuus klustereittain

6.2 Asiakkuuden kehittäminen ja sosiaalisen median data

Asiakkuuden kehittämisen vaiheessa asiakkaan sitoutumisen tutkimiseen käytettiin Kaggle-

sivustolta saatua Cheltenhamin julkisen yhteisön Facebookin julkaisuja vuoden 2008 heinä-

kuun ja vuoden 2016 kesäkuun väliseltä ajalta (Retailrocket 2019). Datajoukko koostui nel-

jästä tiedostosta, joita jokaista hyödynnettiin tutkielmassa. Jokainen tiedosto sisälsi käyttä-

jien id:t ja tiedostot oli yhdistetty toisiinsa julkaisujen id:itten ja kommenttien id:itten avulla.

Datassa oli myös julkaisujen ja kommenttien sisällöt sekä henkilöiden nimet. Käytetyn da-
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tan julkaisut käyttäjittäin mahdollisti sitoutumisen tutkimisen henkilöittäin. Muiden avoin-

ten tietovarastojen sosiaalisen median datat olivat julkaisuittain, mikä olisi mahdollistanut

tutkimaan vain, millaiset julkaisut sitouttavat käyttäjiä.

6.2.1 Esikäsittely

Esikäsittelyvaiheessa jokaisesta datajoukon tiedostoista muodostettiin MATLAB:n (R2018a)

table-taulukot, koska datajoukot sisälsivät sekä numeerista että tekstidataa. Table-taulukoista

tarvittavat tiedot laskettiin matriisiin, jolla suoritettiin klusterointi. Post-taulukon Tykkäykset-

sarakkeessa oli tykkäyksien lukumäärät tekstimuotoisena, joten sarake muutettiin reaalilu-

vuksi. Sarakkeen tyhjät rivit, joissa käyttäjällä ei ollut tykkäyksiä, korvattiin nollalla. Saman-

lainen muutos tehtiin Like-taulukon kommenttien id:ille. Lisäksi Comment-taulukon käyttä-

jien, jotka olivat kommentoineet ensimmäisenä julkaisua, id:itten NaN-rivit muutettiin nol-

laksi.

Esikäsittelyn aikana huomattiin, että Post-, Comment- ja Like-taulukoissa on sellaisia id:eitä,

joita ei ole Member-taulukossa. Tällöin lopulliseen matriisiin käyttäjien id:eitä ei voitu ottaa

suoraan Member-taulukosta, vaan id:t muodostettiin Post-, Comment- ja Like -taulukoiden

yksilöllisistä id:eistä. Lisäksi näistä kolmesta taulukosta laskettiin jokaiselle käyttäjälle jul-

kaisujen, kommenttien ja tykkäyksien lukumäärät. Ryanin (2017) mukaan sosiaalisen me-

dian seurannassa on oleellista myös käyttäjän viipymisaika sivustolla. Täten käyttäjittäin

laskettiin, kuinka monena eri päivänä käyttäjä on luonut julkaisuja tai kommentoinut.

Alkuperäisen datan kuvauksen mukaan Comment-tiedoston rid-sarake kertoo käyttäjän, jo-

ka on kommentoinut kommenttia. Id:t eivät kuitenkaan vastanneet toisten tiedostojen (Post-,

Comment- ja Member) id:eitä, joten datan perusteella ei ollut mahdollista muodostaa lu-

kumäärää siitä, kuinka moneen kommenttiin käyttäjä on kommentoinut. Datan perusteella

pääteltiin, että rid-sarakkeen nolla (alkuperäisessä tiedostossa NaN) merkitsee ensimmäistä

kommenttia julkaisuun. Tästä laskettiin julkaisuihin tehtyjen kommenttien lukumäärää käyt-

täjittäin.

Doornin ym. (2010) mukaan asiakkaan sitoutumisasteeseen vaikuttaa asiakkaan kokemukset

brändistä. Like-taulukosta laskettiin erilliseen Like-tietorakenteeseen (engl. struct) tulkintaa
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varten julkaisuihin ja kommentteihin tehtyjen eri reaktioiden (vihainen, haha, tykkää, tyk-

kää (kommenttien), ihastu, surullinen ja vau) lukumäärät. Koska yhteisön toimintaan olivat

osallistuneet muutkin käyttäjät kuin jäsenet (Member-tiedostossa olevat), niin esikäsittelyssä

muodostettiin dikotominen muuttuja kuvaamaan jäsenyyttä.

Alkuperäisen datan kuvauksesta ilmeni, että käyttäjän nimi on käyttäjän pysyvä yksilöijä

eikä käyttäjän id. Facebook vaihtaa käyttäjän id:een, jos käyttäjä vaihtaa profiilikuvansa,

mutta käyttäjän nimi säilyy koko ajan samana. Lopullisessa matriisissa muutamien käyttäjien

tietoja oli useammalla rivillä. Näiden käyttäjien tiedot laskettiin yhteen ja id:eksi laitettiin

ainoastaan käyttäjän yksi id. Yhteenlaskun seurauksena käyttäjien id:eitten määrä pieneni

yhdeksällä.

Taulukoista laskettiin myös, montako kommenttia käyttäjän kommentti on saanut. Lisäk-

si laskettiin käyttäjän julkaisujen tykkäyksien, jakojen, kommenttien ja näiden komment-

tien määrät. Lasketuista muuttujista ja metadatoista sekä käyttäjän yksilöivästä id:stä muo-

dostettiin datamatriisi taulukon 15 mukaisesti. Lisäksi matriisista tarkastettiin sisältääkö se

kokonaan nollarivejä (ei metadatan kohdalla) eli käyttäjiä, joilla ei olisi mitään sitoutumis-

toimintaa (julkaisuja, kommentteja ja tykkäyksiä). Tällaisia ei ollut, koska id:t muodostet-

tiin Post-, Comment-, Like -taulukoista. Matriisin muuttujat on kuvattu tarkemmin tauluk-

koon 16. Matriisin viimeiset sarakkeet sisältävät metadataa. Metadataa oli myös erillisenä

Like-tietorakenteena olevat reaktioiden määrät.

Taulukko 15: Asiakkuuden kehittämisen datamatriisi

Julkaisut Kommentit Julkaisujen

tykkäykset

. . . Jäsen ID

0 0 1 . . . 0 1012

1 4 6 . . . 0 1021
...

...
... . . .

...
...

0 0 1 . . . 0 1939

0 2 8 . . . 0 5033
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Taulukko 16: Asiakkuuden kehittämisen datan muuttujat ja metadata

Muuttuja Kuvaus

Julkaisut Käyttäjän julkaisujen lukumäärä

Kommentit Käyttäjän kommenttien lukumäärä

Julkaisujen tykkäykset Käyttäjän tykkäämien julkaisujen lukumäärä

Kommenttien tykkäykset Käyttäjän tykkäämien kommenttien lukumäärä

Julkaisujen pvm lkm Käyttäjän tehtyjen julkaisujen päivien lukumäärä

Kommenttien pvm lkm Käyttäjän tehtyjen kommenttien päivien lukumäärä

Kommenttien kommentit Metadata: Käyttäjän kommentteihin tehdyt kommentit

Julkaisujen tykkäykset Metadata: Käyttäjän julkaisujen tykkäyksien lukumäärä

Julkaisujen jaot Metadata: Käyttäjän julkaisujen jakojen lukumäärä

Julkaisujen kommentit Metadata: Käyttäjän julkaisujen kommenttien määrä

Kommenttien kommentit Metadata: Kommenttiin tehtyjen kommenttien määrä

Jäsen Metadata: Kuvaa käyttäjän id:een löytymistä

Member-taulukosta (1 jäsen, 0 ei jäsen)

ID Metadata: id käyttäjän yksilöintiin

6.2.2 Muunnos

Sitoutumista tutkittiin käyttäjittäin hyödyntämällä esikäsittelyn aikana muodostettua matrii-

sia, jonka rivit muodostuivat jokaisesta yksittäisestä käyttäjästä. Muuttujina käytettiin mat-

riisin kuutta muuttujaa (kts. taulukon 16 ensimmäiset muuttujat). Muuttujien valinta tehtiin

aikaisempien tutkimuksien pohjalta, joissa sitoutumista oli tutkittu brändin julkaisujen tyk-

käyksien, kommenttien ja jakojen määrällä sekä jossain määrin vuorovaikutuksen kestolla

(Cvijikj ja Michahelles 2013; He, Zha ja Li 2013; Schultz 2017; Moro ym. 2016). Muun-

noksen data sisälsi 3 523 havaintoa ja 6 muuttujaa. Lisäksi datalle tehtiin min-max-skaalaus

välille [0,1] (muunnos 1).

Datan jokainen muuttuja oli oikealle vinoutunut, joten [0,1] välille skaalatulle datalle teh-

tiin logaritminen muunnos, jotta datasta tulisi enemmän symmetrinen (muunnos 1.1). Ku-

viosta 17 huomaa, miten vinoutuneita neljä ensimmäistä muuttujaa ovat. Kuvaajien häntä
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ulottuu pitkälle oikealle, koska jokainen muuttuja sisältää yksittäisiä käyttäjiä, jotka ovat

tehneet paljon sitoutumistoimintaa. Visualisointia varten kuvion 17 kuvaajien häntiä on kat-

kaistu pienemmäksi ja pystyakselille on tehty logaritmiskaalaus. Päivien lukumäärää kuvaa-

vat muuttujat olivat yhtä vinoutuneita.

0 20 40 60

Julkaisujen lkm

100

101

102

103

104

K
äy

ttä
jie

n 
lk

m

0 100 200 300

Kommenttien lkm

100

101

102

103

104

K
äy

ttä
jie

n 
lk

m

0 50 100 150

Tykkäyksien lkm
julkaisuissa

100

101

102

103

104

K
äy

ttä
jie

n 
lk

m

0 100 200 300

Tykkäyksien lkm
kommenteissa

100

101

102

103

104

K
äy

ttä
jie

n 
lk

m

Kuvio 17: Käyttäjien lukumäärien jakauma sitoutumistoiminnoittain

Kuten kuviosta 17 voi havaita, niin data sisältää pienen osan sellaisia käyttäjiä, jotka ovat

tehneet paljon sitoutumistoimintaa. Nämä käyttäjät voidaan nähdä joko voimakkaasti sitou-

tuneina käyttäjinä tai markkinointimielessä toimivina. Tutkimalla tarkemmin eniten julkai-

suja tehneen käyttäjän julkaisujen sisältöä, huomattiin hänen julkaisunsa koskevan erilaisten

tapahtumien ilmoituksia. Käyttäjä voi näin ollen toimia Facebook-sivustolla jonkun julkisen

tai yksityisen yhteisön edustajana.

Paljon sitoutumistoimintaa tehneet käyttäjät jätettiin huomioimatta, joten datasta poistettiin

ensin yli 15 julkaisua tehneet käyttäjät. Poiston jälkeen datassa oli vielä joitain käyttäjiä, joi-

den kommenttien määrät olivat suuria. Toisessa poistossa datasta otettiin yli 60 kommenttia
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tehneet käyttäjät. Datassa oli vielä pieniä määriä yksittäisiä käyttäjiä, jotka olivat tykänneet

julkaisuista tai kommenteista paljon. Täten poistettiin vielä käyttäjät, joilla oli yli 70 jul-

kaisujen tykkäystä ja yli 90 kommenttien tykkäystä. Paljon sitoutumistoimintaa tehneiden

käyttäjien poiston jälkeen data sisälsi 3 426 havaintoja ja 6 muuttujaa. Lisäksi datan arvot

skaalattiin välille [0,1] (muunnos 2). Koska data oli edelleen vinoutunut, niin datalle tehtiin

logaritminen muunnos (muunnos 2.1).

Kaikissa aikaisemmissa tutkimuksissa sitoutumisessa ei oltu huomioitu vuorovaikutuksen

kestoa, joten selvitettiin, millainen vaikutus julkaisujen ja kommenttien päivien lukumäärä

muuttujien (muunnokset 1 ja 2) poistolla on. Muuttujien poistamisen jälkeen muunnoksen

1.3 data sisälsi 3 523 havaintoja ja 4 muuttujaa, ja muunnoksen 2.3 jälkeen 3 426 havaintoja

ja 4 muuttujaa. Näille muunnoksille tehtiin lisäksi logaritmiset muunnokset (muunnokset

1.4 ja 2.4). Kaiken kaikkiaan asiakkuuden kehittämisen vaiheen datalle tehtiin kahdeksan

muunnosta.

6.2.3 Tiedonlouhinta

Asiakkuuden kehittämisen vaiheen sitoutumisen tiedonlouhinnassa käytettiin myös MAT-

LAB:in k-means++ algoritmia ja sen oletuksena käyttämää neliöllistä euklidista etäisyyttä.

Klusterointi ja validointi-indeksien testaaminen puolestaan suoritettiin klusterien määräl-

lä K = 2− 20. Klustereiden optimaalisen lukumäärän valinnassa hyödynnettiin kahdeksaa

klusterien validointi-indeksejä, joista seitsemän oli samoja indeksejä kuin asiakashankin-

nan vaiheessa (kts. 6.1.3). Koska datan havaintojen määrä oli huomattavasti pienempi kuin

asiakashankinnan vaiheessa, pystyttiin hyödyntämään myös Silhouette-indeksiä. Silhouette-

indeksin laskennassa hyödynnettiin MATLAB:in evalclusters-funktiota, jossa parametrina an-

nettiin indeksin nimi.

Muunnoksen 1 kohdalla validointi-indeksit ehdottivat optimaalisiksi klustereiksi K = 2 tai

K = 20 ja PBM ehdotti klusteriksi K = 4, joten klusterien määrää ei voinut todeta. Klus-

terin määrää ei voinut myöskään selvästi havaita indeksien arvoista muodostettujen käy-

rien kuvaajista. Logaritmimuunnoksen jälkeen (muunnos 1.1) WG-, Silhouette- ja Ray-Turi-

indeksien arvojen perusteella klustereiden määräksi valittiin K = 9.
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Muunnoksen 2 kohdalla validointi-indeksien arvot antoivat klustereiksi K = 2 lukuun otta-

matta WB- ja PBM-indeksejä (K= 19 ja K= 6) eikä käyrien kuvaajista voinut selvästi havai-

ta klusterien määrää. Logaritminen muunnos (muunnos 2.1) vaikutti validointi-indeksien tu-

lokseen siten, että myös WG-, Silhouette- ja Ray-Turi-indeksien arvojen optimaalinen klus-

terin määrä oli K = 10 eli yksi klusteri enemmän kuin datasta, josta ei oltu poistettu yhtään

käyttäjää.

Julkaisujen ja kommenttien päivien lukumäärän jättäminen pois klusteroinnista ei vaikutta-

nut siihen, että validointi-indeksien perusteella voisi päätellä klusterien määrän datasta, joka

oli vain skaalattu (muunnokset 1.3 ja 2.3). Näiden kahden muuttujan jättäminen ja logaritmi-

nen muunnos vaikuttivat koko datan (muunnos 1.4) kohdalla siihen, että WG-, Silhouette- ja

Ray-Turi-indeksit ehdottivat klustereiden määräksi yhden enemmän kuin muunnoksessa 1.1

eli K = 10.

Muunnoksen 2.4 kohdalla, josta oli poistettu paljon sitoutumistoimintoja tekevät käyttäjät ja

vuorovaikutuksen keston muuttujat, samat validointi-indeksit antoivat klustereiden määräksi

saman kuin muunnoksen 2.1 kohdalla (K= 10), vaikka päivien lukumäärä muuttujien hännät

lyhenivät samoin kuin julkaisu- ja kommentti -muuttujien kohdalla. 2.4 muunnosta ei nähty

tarpeelliseksi käsitellä, koska 1.4 käsiteltiin ja 2.1 muunnos ei poikennut paljoa 1.1 muun-

noksesta. Näin ollen vain kolme muunnosta käsiteltiin tuloksissa: muunnos 1.1, muunnos

1.4 ja muunnos 2.1.

6.2.4 Tulokset: Muunnos 1.1

Muunnoksen 1.1, joka käsitteli kaikkia käyttäjiä ja muuttujia, kohdalla löydettiin yhdeksän

klusteria. Näiden yhdeksän klusterin metadata on nähtävissä taulukosta 17. Taulukon sarak-

keet koostuvat koko datasta ja yhdeksästä klusterista (merkitty C-kirjaimella ja numerolla).

Taulukon riveillä on koko datan ja klustereiden koot, jokaisen muuttujan sitoutumistoiminto-

jen lukumäärän mediaani (Md) ja muuttujan maksimilukumäärä (Max). Lisäksi taulukossa on

Jäseniä-rivi, joka kuvaa kuinka monta prosenttia käyttäjistä on jäseniä (Member-tiedostossa

olevat) datassa ja klustereissa.
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Taulukko 17: Muunnoksen 1.1 klustereiden metadata

Data C1 C2 C3 C4 C5 C6 C7 C8 C9

Koko 3523 124 1173 223 560 536 263 167 287 190

Jäseniä 71% 90% 43% 96% 96% 96% 28% 91% 80% 92%

Julkaisut Md 0 1 0 0 0 2 0 1 0 0

Max 134 20 0 0 0 134 0 30 0 0

Kommentit Md 0 0 0 1 3 11 0 3 0 1

Max 393 0 0 18 137 393 0 53 0 25

Tykkäykset julkaisut Md 2 1 1 3 7 12 0 1 2 0

Max 258 48 40 67 120 258 0 27 66 0

Tykkäykset kommentit

Md

1 0 0 0 5 13 1 0 2 0

Max 737 19 0 0 109 737 8 15 37 16

Julkaisut pvm Md 0 1 0 0 0 2 0 1 0 0

Max 129 20 0 0 0 129 0 30 0 0

Kommentit pvm Md 0 0 0 1 3 8 0 2 0 1

Max 210 0 0 14 90 210 0 42 0 20

Klusteri C2 on kooltaan melkein kolmasosa koko datasta. Tätä klusteria ei kannattanut klus-

teroida lisää hierarkkisesti Wartiaisen ja Kärkkäisen (2015) tutkimuksen mukaisesti, sillä

klusterin käyttäjien sitoutumistoimintaa oli ainoastaan julkaisujen tykkäykset. Näin ollen

klusterin C2 käyttäjät ovat heikoiten sitoutuneita, koska sisällöstä tykkääminen on Malt-

housen ym. (2013) mukaan alhaisen asteen sitoutumista. Julkaisun tykkäämistä voidaan pi-

tää vielä vähempiarvoisena tykkäämisenä kuin kommenttien, koska kommenttien tykkäämi-

sessä vuorovaikutuksen kesto on pitempi.

Lisäksi klusterissa C2 on toiseksi vähiten käyttäjiä, jotka ovat jäseniä. Kun klusteria katsoi

tarkemmin, niin sen jokainen käyttäjä on tykännyt ainakin mediaanin verran eli yhden ker-

ran. Toisaalta klusterissa on ainakin yksi sellainen käyttäjä, joka on tykännyt 40 kertaa, joka

on vain toiseksi pienin maksimiarvo klustereiden julkaisujen tykkäyksissä. Voidaan kuiten-
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kin olettaa, että vähäisesti sitoutuneet eivät seuraa aktiivisesti sivustoa ja eivätkä ole jäseniä,

koska klusterin C2 kohdalla jäsenien määrä oli pieni. Tätä tukee myös se, että klusteri C6 on

jäsenmäärältä pienin ja sen käyttäjien sitoutumistoimintona on vain kommenttien tykkäämi-

nen.

Muunnoksen 1.1. kohdalla muuttujien järjestys klustereita eniten erottelevasta muuttujas-

ta vähiten erottelevaan muuttujaan on nähtävissä kuviosta 18. Kommenttien tykkäykset -

muuttuja erottelee eniten klusterit toisistaan ja puolestaan julkaisujen pvm lkm -muuttuja

vähiten. Jokaista muuttujaa esiintyy enemmän klusterissa C5, jolloin klusterissa C5 olevat

henkilöt ovat eniten sitoutuneita. Saman voi havaita taulukosta 17, koska jokaisen muuttu-

jan mediaanit ovat suurempia klusterilla C5. Lisäksi maksimiarvot ovat samat koko datan

kanssa.

Klusteri C5 ei kuitenkaan eroa huomattavasti muista klustereista kuvion 18 mukaan, kun

katsotaan niitä klustereita, joilla esiintyy tarkasteltavia sitoutumistoimintoja. Ainoastaan tyk-

käyksien kohdalla ero on selkeämpi C1, C7 ja C9 klustereihin, jolloin kommenttien ja julkai-

sujen tykkäykset erottelevat klusterin C5 näistä klustereista. Kommentit-muuttujan kohdalla

klusteri C5 ei eroa huomattavasti klusterista C9. Klusterin C9 käyttäjiä voidaankin pitää kes-

kivertoisesti sitoutuneina.
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Taulukon 17 ja kuvion 18 perusteella klusterit voidaan järjestää heikosti sitoutuneista vahvas-

ti sitoutuneisiin julkaisujen, kommenttien ja tykkäyksien perusteella. Yhdeksästä klusterista

voidaan järjestyksen perusteella muodostaa kolme sitoutumisasteen ryhmää taulukon 18 mu-

kaisesti. Taulukossa Md-sarake kuvaa sitoutumistoiminta-sarakkeen eli eri muuttujien medi-

aania. Näiden ryhmien mukaan suurin osa, melkein puolet yhteisön käyttäjistä on vähäisesti

sitoutuneita. Käyttäjistä vain pieni määrä on voimakkaasti sitoutuneita. Toisaalta klusteri C4

voitaisiin luokitella vahvasti sitoutuneisiin sen perusteella, että siitä puuttuu vain yhtä muut-

tujaa. Tällöinkin vahvasti sitoutuneita olisi vähemmän kuin heikosti sitoutuneita.

Taulukko 18: Muunnoksen 1.1 klusterit sitoutumisasteen mukaisessa järjestyksessä

Klusteri Koko Sitoutumistoiminta Md Jäseniä

H
ei

kk
o C2 1173 Julkaisujen tykkäykset 1 90%

C6 263 Kommenttien tykkäykset 1 28%

C8 287 Julkaisujen ja kommenttien tykkäyksiä 2, 2 80%

K
es

ki
ve

rt
o C3 223 Julkaisujen tykkäykset, kommentit 3, 1 96%

C9 190 Kommenttien tykkäykset, kommentit 0, 1 92%

C4 560 Ei julkaisuja + pvm lkm (muuten kaikki) 3-7 96%

V
ah

va

C1 124 Ei kommentteja + pvm lkm (muuten kaikki) 0-1 90%

C7 167 Kaikki sitoutumistoiminnat 1-3 91%

C5 536 Kaikki sitoutumistoiminnat 2-13 96%

Vahvasti sitoutuneilla käyttäjillä on ainoastaan sisällön julkaisuja. Kuviossa 19 on jakaumat

näiden klustereiden julkaisuille tehdyistä toiminnoista. Tarkastelemalla julkaisujen tykkäyk-

siä, jakoja, kommentteja sekä kommentteja näihin kommentteihin huomaa, että klusterin C5

käyttäjien julkaisuille tehtyjä toimintoja on selvästi enemmän kuin muilla. Tällöin klusterin

C5 käyttäjiä saatetaan seurata enemmän.
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Kuvio 19: Muunnoksen 1.1 julkaisuille tehtyjen toimintojen lukumäärä

Ryanin (2017) mukaan pelkkä tieto siitä, että käyttäjä on lukenut sisällön ei riitä, vaan on

analysoitava tunteita. Myös Doornin ym. (2010) mukaan sitoutumistasoon vaikuttaa koke-

mukset brändistä. Näin ollen muunnoksen 1.1 julkaisujen reaktioiden määrät (Tykkää, Vi-

hainen, Haha jne.) klustereittain on koottu kuvioon 20. Kuviossa ei ole klustereita C6 ja C9,

koska niiden käyttäjät ovat reagoineet vain kommentteihin. Kommenttien kohdalla oli vain

Tykkää-reaktioita, joten niitä ei ole tarve tutkia tarkemmin.

Klusterien käyttäjien reaktioista ei kuitenkaan pysty yksiselitteisesti tulkitsemaan heidän ko-

kemuksiaan, koska julkaisu voi olla sisällöltään surullinen ja silloin käyttäjätkin vastaavat

siihen surullisesti. Reaktioiden tarkemmassa tulkinnassa pitäisi tulkita myös julkaisujen si-

sällön tekstiä. Jos klusteri C4 luetaan mukaan vahvasti sitoutuneisiin, niin tällöin kuvios-

ta 20 huomaa, että vahvasti sitoutuneilla on erilaisia reaktioita. Tarkasteltaessa taulukon 18

mukaista sitoutumisastejakoa reaktioissa huomaataan, että jokaisessa asteessa on Vihainen-

reaktiota sisältävä klusteri (C2, C4, C5). Näillä on myös eniten erilaisia reaktioita. Sitou-

tumisen näkökulmasta näiden klustereiden käyttäjät ovat kiinnostavia, koska he ilmaisevat

tunteitaan ja kokemuksiaan monipuolisesti.
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Kuvio 20: Muunnoksen 1.1 julkaisujen reaktioiden lukumäärät klustereittain

6.2.5 Tulokset: Muunnos 1.4

Muunnos 1.4 poikkesi muunnoksesta 1.2 siten, että julkaisujen ja kommenttien päivien lu-

kumääriä ei otettu huomioon klusteroinnissa, jolloin löydettiin kymmenen klusteria. Tau-

lukosta 19 näkee, että muunnos ei vaikuta yhteen klusteriin (C4), jonka tiedot säilyvät sa-

manlaisena. Myös kaksi muuta klusteria (C2, C1) ovat muunnoksen 1.1 kanssa samanlaiset,

toisessa ei vain ole kommenttien tykkäämistä. Lisäksi klustereissa on edelleen yksi vahvim-

min sitoutunut klusteri (C8). Muuten sitoutumistoiminnot jakautuvat klustereiden kesken eri

tavalla kuin muunnoksessa 1.1.

96



Taulukko 19: Muunnoksen 1.4 klustereiden metadata

Data C1 C2 C3 C4 C5 C6 C7 C8 C9 C10

Koko 3523 560 223 267 1173 322 97 80 575 85 141

Jäseniä 71% 96% 96% 29% 43% 81% 91% 91% 96% 91% 90%

Julkaisut Md 0 0 0 0 0 0 0 1 2 1 0

Max 134 0 0 1 0 7 19 30 134 20 2

Kommentit Md 0 3 1 0 0 0 2 3 10 0 1

Max 393 137 18 0 0 0 25 53 393 0 19

Tykkäykset

julkaisut Md

2 7 3 0 1 3 0 2 11 0 0

Max 258 120 67 0 40 66 0 27 258 17 0

Tykkäykset

kommentit Md

1 5 0 1 0 2 2 0 11 0 0

Max 737 109 0 8 0 37 16 0 737 0 0

Järjestys erottelevien muuttujien kohdalla ei muuttunut muunnoksesta 1.1. Kuviosta 21 nä-

kee, että muunnos jakoi julkaisujen perusteella käyttäjiä seitsemään klusteriin kolmen sijas-

ta. Klustereiden joukossa on klusteri C3, jolla on pieni määrä julkaisuja. Tutkimalla klusteria

tarkemmin huomataan, että sillä on neljä käyttäjää, jotka ovat tehneet yhden julkaisun. Täten

nämä käyttäjät voidaan pitää klusteroituna väärään klusteriin.
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Kuvio 21: Muunnoksen 1.4 muuttujien erottelevuus klustereittain

Järjestämällä klusterit sitoutumisasteen mukaan taulukkoon 20 huomataan, että klusterit ei-

vät jakaannu yhtä tasaisesti asteisiin kuin muunnoksessa 1.1. Isoin klusteri on edelleen hei-

kosti sitoutunut ja klusteri C3, joka sisälsi neljä väärin klusteroitua käyttäjää. Keskivertoi-

sesti sitoutuneissa on säilynyt kaksi samanlaista klusteria. Vahvasti sitoutuneissa on kuusi

klusteria, jossa klustereiden C5 ja C9 käyttäjät eivät ole kommentoineet ollenkaan. Lisäksi

klusterit C10, C6 ja C7 eroavat muunnokseen 1.1 siinä, että niillä ei ole tykkäyksiä. Heikos-

ti sitoutuneet ovat edelleen kooltaan suurin ryhmä, mutta vahvasti sitoutuneet ovat toiseksi

suurin.

Taulukko 20: Muunnoksen 1.4 klusterit sitoutumisasteen mukaisessa järjestyksessä

Heikko Keskiverto Vahva

Klusteri C4 C3 C2 C1 C5 C9 C10 C6 C7 C8

Koko 1173 267 223 560 322 85 141 97 80 575

Julkaisujen reaktioiden jakaumat eivät poikkea paljoa muunnoksen 1.1 jakaumista (kuvio 22).

Vahvasti sitoutuneissa klustereissa C7 ja C9 on pelkästään tykkäyksiä. Tällaisia klustereita

ei ole muunnoksessa 1.1. Edelleen jokaisella sitoutumisasteella on klusterit, jotka reagoivat
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julkaisuihin monipuolisesti.
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Kuvio 22: Muunnoksen 1.4 julkaisujen reaktioiden lukumäärät klustereittain

Tarkastellessa jakaumia julkaisujen tykkäyksistä, jaoista ja kommenteista sekä kommenttien

kommenteista vahvasti sitoutuneissa klustereissa huomataan, että julkaisujen päivien luku-

määrän jättäminen pois ei vaikuta jakaumiin (kuvio 23). Edelleen on yksi klusteri, jonka

käyttäjien julkaisuilla on paljon toimintoja. Vahvasti sitoutuneiden jakautuminen kuuteen

klusteriin kolmen sijasta ei vaikuttanut tähän.
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Kuvio 23: Muunnoksen 1.4 julkaisuille tehtyjen toimintojen lukumäärä
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6.2.6 Tulokset: Muunnos 2.1

Muunnoksen 2.1, josta oli poistettu paljon sitoutumistoimintoa tehneet, kohdalla löydettiin

kymmenen klusteria. Näiden kymmenen klusterin metadata on nähtävissä taulukosta 21.

Muunnoksella 2.1 on kolme sitoutumistoiminnoiltaan ja kooltaan samanlaista klusteria (C2,

C8, C7) muunnoksen 1.1 klustereiden (C2, C6, C8) kanssa. Odotetusti nämä klusterit ovat

heikosti sitoutuneita. Taulukon 21 perusteella muunnos erotteli vahvasti sitoutuneita enem-

män tuoden sinne yhden klusterin enemmän, vaikka paljon sitoutumistoimintaa tehneet pois-

tettiin. Kuitenkin vahvasti sitoutuneet ovat edelleen pienin ryhmä. Jäsenien osuus koko da-

tasta pysyi samana ja myös klustereiden välillä prosenttiosuudet pysyivät lähes samana.

Taulukko 21: Muunnoksen 2.1 klustereiden metadata

Data C1 C2 C3 C4 C5 C6 C7 C8 C9 C10

Koko 3426 101 1173 121 489 553 223 287 263 93 123

Jäseniä 71% 88% 43% 91% 96% 96% 96% 80% 28% 94% 89%

Julkaisut Md 0 1 0 0 2 0 0 0 0 0 1

Max 15 12 0 0 15 0 0 0 0 3 8

Kommentit Md 0 2 0 1 8 3 1 0 0 2 0

Max 59 53 0 19 59 58 18 0 0 25 0

Tykkäykset

julkaisut Md

1 1 1 0 10 7 3 2 0 0 1

Max 69 27 40 0 69 68 67 66 0 0 48

Tykkäykset

kommentit Md

1 0 0 0 9 5 0 2 1 2 0

Max 81 1 0 0 81 78 0 37 8 16 19

Julkaisut pvm Md 0 1 0 0 2 0 0 0 0 0 1

Max 15 12 0 0 15 0 0 0 0 3 7

Kommentit pvm Md 0 2 0 1 6 3 1 0 0 2 0

Max 46 42 0 12 46 45 14 0 0 20 0
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Muunnoksen 2.1 kohdalla eniten ja vähiten erottelevat muuttujat eivät muuttuneet (kts. ku-

vio 24). Ainoastaan toiseksi ja kolmanneksi erottelevien muuttujien järjestys muuttui, jolloin

eniten erottelevina muuttujina ovat julkaisujen ja kommenttien tykkäykset. Kuviosta huomaa

myös sen, että vahvasti sitoutuneisiin on tullut yksi klusteri (C9) lisää, koska julkaisut ja jul-

kaisujen pvm lkm -muuttujien kohdalla on C4 klusteria. Lisäksi nämä muuttujat erottelevat

klusteri C9 selvästi vahvasti sitoutuneista C1, C4, ja C10 klustereista.
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Kuvio 24: Muunnoksen 2.1 muuttujien erottelevuus klustereittain

Reaktioiden määrien jakaumat klustereittain pysyivät lähes samana muunnoksen 1.1 reak-

tioiden kanssa (kuviosta 25). Vahvasti sitoutuneita klustereita (C9, C10, C1, C4) tarkastel-

lessa huomaa, että klusterissa C1 ei ole Ihastu-reaktiota, jota oli muunnoksen 1.1 vastaavassa

klusterissa C7. Uudella klusterilla C9 ei ole reaktioita, koska sillä ei ole tykkäyksiä julkai-

suista.
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Kuvio 25: Muunnoksen 2.1 julkaisujen reaktioiden lukumäärät klustereittain

6.3 Asiakkuuden säilyttäminen ja sosiaalinen verkosto

Asiakkuuden säilyttämisen vaiheessa asiakkaan sitoutumista pystytään seuraamaan sosiaali-

sen verkoston avulla hyödyntämällä verkkoteoriaa. Tämän tutkielman rajoissa ei ollut mah-

dollista perehtyä tarkemmin verkkoteorioihin, joten tutkielmassa hyödynnettiin asiakkuu-

den kehittämisen vaiheessa käytettyä dataa Cheltenhamin julkisen yhteisön Facebookin jul-

kaisuista. Dataa ei klusteroitu uudelleen, vaan MATLAB:in avulla luotiin algoritmit, joilla

asiakkuuden kehittämisvaiheessa muunnoksen 1.1 ja 1.4 klustereita tutkittiin lisää. Kluste-

rit mahdollistivat Bijmoltin ym. (2010) mainitseman asiakaskunnan heterogeenisuuden huo-

mioimisen asiakkuuden säilyttämisessä.

Säilyttämisen kannalta kiinnostavia ovat heikoiten sitoutuneet klusterit, koska näiden käyt-

täjien toiminta on vähäistä, jolloin he voivat olla poistuvia käyttäjiä. Heikoiten sitoutuneilla

käyttäjillä on vain tykkäyksiä, joten heitä seuraavia käyttäjiä ei ollut mahdollista identifioi-

da. Näin ollen muodostettiin algoritmit (kts. algoritmit 1 ja 2), joilla selvitettiin vahvasti ja

keskivertoisesti sitoutuneet käyttäjät, joiden julkaisuista tai kommenteista heikosti sitoutu-

neet käyttäjät ovat tykänneet. Zadehin ja Shardan (2014) mukaan seuraajien määrä on yksi

parhaimmista mittareista, jolla pystytään huomaamaan vaikuttavien käyttäjien roolia sosiaa-
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lisissa verkostoissa.

Algoritmi 1: Etsi käyttäjät, joita heikosti sitoutuneet seuraavat
Data: klusterit-tietorakenne, heikosti sitoutuneiden klusterien numerot

Tulos: seuratutKayttajat-tietorakenne klustereittain

for j = klusterienNrot

tiedot = klusterit(j).tiedot ; // käyttäjät riveittäin

nro = nro + 1 ; // alustettu 0

for k = 1: length(tiedot)

kayttajanID = tiedot(k, end);

seuratutKayttajat(nro).klusteri{k, 1} = kayttajanID ;

1. Otetaan Like-taulukosta julkaisujen rivit, joista käyttäjä tykännyt ehdolla:

tykatytJulkaisut = Like.id == kayttajanID &

Like.cid == 0 ; // 0 == julkaisuista tykänneet

2. Kohdasta 1 muodostetusta käyttäjän tykatytJulkaisut-taulukosta otetaan

julkaisujen yksittäiset id:t:

tykatytJulkaisut = unique(tykatytJulkaisut.pid);

3. Etsitään Post-taulukosta rivit, joissa kohdan 2 id:t esiintyvät:

rivitJulkaisut = ismember(Post.pid,

tykatytJulkaisut);

4. Asetetaan seuratutKayttajat-tietorakenteeseen klusterin nro riville k sarakkeen

2 kohdalle Post-taulukon kohdan 3 rivien mukaiset yksittäiset id:t:

seuratutKayttajat(nro).klusteri{k, 2} =

unique(Post.id(rivitJulkaisut)) ;

5. Toistetaan askeleet 1-3 kommenttien tykkäykselle ehdolla:

tykatytJulkaisut2 = Like.id == kayttajanID &

Like.cid == 0 ; // >0 == kommenteista tykänneet

6. Asetetaan seuratutKayttajat-tietorakenteeseen klusterin nro riville k sarakkeen

3 kohdalle Post-taulukon kohdan 3 rivien mukaiset yksittäiset id:t:

seuratutKayttajat(nro).klusteri{k, 3} =

unique(Post.id(rivitJulkaisut2)) ;

end

end
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Algoritmi 2: Laske seurattujen käyttäjien prosenttiosuudet
Data: seuratutKayttajat-tietorakenne klustereittain, klusterit-tietorakenne, seurattujen

klustereiden numerot

Tulos: osuudetSeuratut-matriisi

Alustetaan osuudetSeuratut-matriisi

for j = 1: length(seuratutKayttajat)
Alustetaan julkaisuID- ja kommentitID-matriisit seuratutKayttajat-tietorakenteen

j:nnen klusterin yksittäisistä id:eistä:

julkaisuID =

unique(cell2mat(seuratutKayttajat(j).klusteri(:,

2)));

kommentitID =

unique(cell2mat(seuratutKayttajat(j).klusteri(:,

3)));

for k = 1: length(klusterienNrot)

nro = klusterit(k);

1. Etsitään klusterin nro tiedoista rivit, joissa alustettujen matriisien id:t

esiintyvät:

rivitJulkaisut = ismember(klusterit(nro).tiedot(:,

end), julkaisutID);

rivitKommentit = ismember(klusterit(nro).tiedot(:,

end), kommentitID) ;

2. Lasketaan rivitJulkaisut ja rivitKomentit matriisien Tosi-arvojen esiintymien

lukumäärät

3. Lasketaan kohdan 2 julkaisujen lukumäärien osuus klusterin koosta ja

asetetaan se osuudetSeuratut-matriisiin kohtaan (j, k)

4. Lasketaan kohdan 2 kommenttien lukumäärien osuus klusterin koosta ja

asetetaan se osuudetSeuratut-matriisiin kohtaan (j, k +

length(klusterienNro))

end

end
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6.3.1 Tulokset

Asiakkuuden kehittämisen muunnoksesta 1.1, jossa oli kaikki käyttäjät sekä vuorovaiku-

tusmuuttujat, muodostettujen heikosti sitoutuneiden klustereiden tykkäyksien osuudet jokai-

sesta vahvasti ja keskivertoisesti sitoutuneiden klustereiden kaikista käyttäjistä on kuvattu

taulukkoon 22. Taulukosta näkee, että heikoiten sitoutuneen klusterin C2 käyttäjät ovat ty-

känneet klusterin C5 52 %:sta käyttäjien julkaisuista.

Klusterin C8 käyttäjät ovat tykänneet myös enemmän klusterin C5 julkaisuista sekä kom-

menteista kuin muista vahvasti sitoutuneiden klustereiden käyttäjien julkaisuista ja kommen-

teista. Näiden perusteella klusterissa C5 näyttäisi olevan seuratuimmat käyttäjät ja niiden

sosiaalinen verkosto on laajempi. Klusterilla C5 oli enemmän julkaisuja verrattuna muihin

klustereihin ja se on kooltaan isompi. Heikosti sitoutuneiden klustereiden tykkäyksien osuu-

det keskivertoisesti sitoutuneiden käyttäjien kommenteista jakaantuvat tasaisemmin. Kluste-

rin C6 jakaumat klustereiden C3, C9 ja C4 välillä vaihtelevat 4 %:sta 9 %:tiin.

Taulukko 22: Muunnoksen 1.1 heikosti sitoutuneiden tykkäyksien osuudet vahvasti ja keski-

vertoisesti sitoutuneista

Vahvasti sitoutuneet Keskivertoisesti sitoutuneet

Julkaisut Kommentit Kommentit

Klusteri C1 C7 C5 C1 C7 C5 C3 C9 C4

C2 20% 28% 51% 0% 0% 0% 0% 0% 0%

C6 0% 0% 0% 0% 10% 20% 4% 6% 9%

C8 9% 22% 45% 0% 13% 39% 11% 9% 16%

Asiakkuuden kehittämisen muunnoksesta 1.4, josta oli jätetty vuorovaikutusmuuttujat pois,

muodostettujen heikosti sitoutuneiden klustereiden tykkäyksien osuudet jokaisesta vahvasti

ja keskivertoisesti sitoutuneiden klustereiden kaikista käyttäjistä on kuvattu taulukkoon 23.

Heikoiten sitoutuneen klusterin C4 käyttäjät ovat tykänneet vahvimmin sitoutuneen kluste-

rin käyttäjien julkaisuista. Toisaalta kolmanneksi suurin osuus on heikoimmin sitoutuneella

klusterilla C9. Tämä klusteri on vahvasti sitoutuneista toiseksi pienin kooltaan. Kommenttien
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tykkäyksissä myös vahvasti sitoutuneilla klusteilla on suurimmat osuudet.

Taulukko 23: Muunnoksen 1.4 heikosti sitoutuneiden tykkäyksien osuudet vahvasti ja keski-

vertoisesti sitoutuneista

Vahvasti sitoutuneet Keskivertoiset

Julkaisut Kommentit Kommentit

Klusteri C5 C9 C10 C6 C7 C8 C5 C9 C10 C6 C7 C8 C2 C1

C4 3% 18% 1% 10% 21% 51% 0% 0% 0% 0% 0% 0% 0% 0%

C3 0% 0% 0% 0% 0% 0% 0% 0% 6% 8% 10% 20% 4% 9%
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7 Pohdinta

KDD-prosessilla ja klusteroinnilla saatiin muodostettua asiakkuuden kehittämisen vaiheessa

käyttäjäryhmät (klusterit) sitoutumisasteittain taulukkoon 18, jotka auttavat muodostamaan

käsityksen asiakkaiden sitoutumisen asteista ja niiden välisistä eroista. Lisäksi käyttäjäryh-

miin tarkemmin perehtyminen mahdollistaa yksittäisen henkilön sitoutumisen havaitsemisen

ja mahdollisesti sen kehittämisen. Samanlaisia selkeitä käyttäjäryhmiä sitoutumisasteittain

ei saatu muodostettua asiakashankinnan vaiheessa, vaan klustereiden sitoutuminen vaihte-

li eri tulkintojen mukaisesti. Toisin kuin aikaisempien tutkimuksien yksittäisten julkaisujen

tutkiminen asiakkuuden kehittämisen vaiheessa, tutkielmassa käytetyn yhteisön sosiaalisen

median data mahdollisti juuri yksittäisen käyttäjän sitoutumisen selvittämisen. Kehittämisen

vaiheen käyttäjäryhmät mahdollistivat myös asiakaskunnan heterogeenisuuden huomioimi-

sen asiakkuuden säilyttämisen vaiheessa Bijmoltin ym. (2010) mukaisesti.

7.1 Asiakashankinta

Raphaelin, Goldsteinin ja Finkin (2017) tutkimuksessa asiakkaan session korkea kesto ja al-

hainen vierailtujen sivujen määrä viittasi vahvasti sitoutuneeseen asiakkaaseen. Tämän tut-

kielman tuloksista ei voitu havaita samanlaista selkeää käytöstä varsinkaan muunnoksissa,

joissa ostoskori-muuttujaa ei ollut skaalattu TF-IDF:llä. Kyseiset muunnokset tuottivat vain

muutamia klustereita, joista sessioltaan pitkäkestoisilla klustereilla oli myös eniten eri tuot-

teiden katsomisia.

Pitkäkestoisia ja eniten tuotteita katselleita asiakkaita voidaan pitää vahvasti sitoutuneina,

kun huomioidaan näiden asiakkaiden ostoskoriin siirrettyjen eri tuotteiden määrät ja ostot,

sillä Robertsin ja Alpertin (2010) mukaan asiakas on sitoutunut, kun hän ostaa mielellään

toisen tuotteen. Asiakkaat, jotka ovat ostaneet yhden tuotteen ja tekevät paljon siirtoja ostos-

koriin, voidaan ajatella ostavan uudelleen. Toisaalta klustereista löydettiin sellaisia, joilla oli

alhainen sessioiden kesto ja tuotteita oli katsottu vähäisesti, mutta ostoja ja ostoskoreja oli

suhteellisen paljon. Täten näitä voidaan pitää myös vahvasti sitoutuneena, koska he tekevät

lyhyessä ajassa ostopäätöksiä.
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Ostoskori-muuttujan skaalaaminen TF-IDF:llä lisäsi klusterien määrää ja toi esille klusterei-

ta, joilla session kesto oli korkea ja katsottujen tuotteiden määrät olivat pieniä. Näin oli var-

sinkin muunnoksessa, jossa havaintorivit muodostuivat asiakkaiden sessioista. Täten näistä

klustereista pystyi selvemmin havaitsemaan kaksi vahvimmin sitoutunutta klusteria varsin-

kin, kun huomioon otettiin ostoskoriin siirrettyjen eri tuotteiden määrät ja ostot. TF-IDF-

skaalauksen myötä klustereista paljastui myös klusteri, jonka asiakkaat eivät osaa tehdä os-

topäätöstä. Tämän klusterin session kestot olivat korkeita, katseltujen tuotteiden määrät oli-

vat suuria, niillä ei ole ostoskoriin siirrettyjä tuotteita, ja eikä siten ostoja. Asiakashankinnan

kannalta nämä asiakkaat ovat kiinnostavampia kuin ostoja ja ostoskoriin tuotteita siirtäneet

vahvasti sitoutuneet asiakkaat, sillä markkinoinnilla voidaan vaikuttaa näiden asiakkaiden

ostoaikeisiin.

Asiakkaiden sessioiden yhteenlaskeminen ja ostoskori-muuttujan skaalaaminen TF-IDF:llä

(muunnos 5.2) muodosti viisi klusteria, joilla oli ostoskoriin siirrettyjä tuotteita ja ostoja,

mutta sessioiden kestot ja tuotteet vaihtelivat alhaisesta korkeaan. Näin ollen sessioiden yh-

teenlaskeminen ei eritellyt klustereita sitoutumisasteen mukaisesti, mutta toi esille ostosko-

rien ja ostojen merkityksen sitoutumisessa. Sessioiden lukumäärän huomioimisessa korkean

keston ja vähäisen tuotteiden katselumäärän mukaan klustereista ei voi päätellä vahvasti si-

toutunutta klusteria. Toisaalta vahvasti sitoutuneeksi voidaan nähdä klusteri, jolla session

kesto ja tuotteiden määrät ovat vähäisiä, mutta jossa on eniten ostoja ja ostoskoriin siirretty-

jä tuotteita. Nämä asiakkaat tietävät mitä haluavat, jolloin asiakashankintavaiheessa he eivät

ole kiinnostavia. Selkeää klusteria, jossa olisi asiakkaita, jotka eivät osaa tehdä ostopäätös-

tä ei löytynyt, sillä klusterissa, jossa on eniten sessioita ja katseltujen tuotteiden määriä on

myös ostoskoriin siirrettyjä tuotteita ja ostoja.

Tarkastellessa sitoutumista tuotteen ja keston avulla, niin selkeitä sitoutumisen asteita ei ole

tuloksien pohjalta havaittavissa. Huomioitaessa ostoskorit ja ostot, joita muissa tutkimuksis-

sa ei oltu huomioitu, sitoutumisasteita on mahdollista havaita. Tätä tukee myös erottelevien

muuttujien kuvaajat, sillä ostoskoriin siirrettyjen eri tuotteiden määrät erottelevat eniten ja

katseltujen eri tuotteiden määrät vähiten.
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7.2 Asiakkuuden kehittäminen

Doornin ym. (2010) mukaan sitoutunut asiakas tuottaa aktiivisesti sisältöä asiakasyhteisöl-

leen. Lisäksi Malthousen ym. (2013) mukaan sisällön tykkääminen tai jakaminen ovat heik-

koa sitoutumista ja sisällön luominen puolestaan ilmentää vahvaa sitoutumista. Sitoutumi-

sasteittain ryhmitellyissä käyttäjäryhmissä vahvasti sitoutuneet käyttäjät olivat ainoat, jotka

loivat julkaisuja yhteisölle. Heikosti sitoutuneet käyttäjät olivat vain tykänneet julkaisuista

tai kommenteista. Näiden asteiden välissä olevien käyttäjien sitoutumistoiminta muodostui

tykkäyksien lisäksi kommenteista.

Heikosti sitoutuneita käyttäjiä oli eniten, varsinkin vain julkaisuista tykänneitä käyttäjiä oli

melkein kolmasosa kaikista käyttäjistä. Julkaisujen tykkäyksiä voidaan pitää heikoimpana si-

toutumistoimintona vähäisemmän vuorovaikutuksen vuoksi. Vuorovaikutusmuuttujien pois

jättäminen lisäsi vahvasti sitoutuneiden ryhmiä muodostaen niistä toiseksi suurimman ryh-

män. Kaiken kaikkiaan dataan tehtiin kolme muunnosta poistamalla datasta juuri vuorovai-

kutusmuuttujat ja eniten sitoutumistoimintaa tekevät käyttäjät. Eniten sitoutumistoimintaa

tekevien käyttäjien poistamisella ei ollut vaikutusta sitoutumisasteihin.

Doornin ym. (2010) mukaan sitoutuminen vaikuttaa käyttäjän oman toiminnan lisäksi tois-

ten käyttäjien toimintaan. Sitoutunut käyttäjä on hyvä yhteistyökumppani, jolla saa yhtey-

den toisiin käyttäjiin. Näin ollen kehittämisen näkökulmasta kiinnostavimpia ryhmiä ovat

juuri vahvasti sitoutuneet ryhmät. Keskivertoisesti ja heikosti sitoutuneet käyttäjät tykkää-

vät ja kommentoivat näiden julkaisuja, jolloin vahvasti sitoutuneiden käyttäjien kautta on

mahdollista vaikuttaa heikommin sitoutuneisiin. Kuvioiden 19 ja 23 perusteella vahvasti si-

toutuneissa on yksi eniten seurattu ryhmä, joiden julkaisujen reaktioiden määrät ovat suuria;

varsinkin tykkäykset ja kommentit. Tämän ryhmän käyttäjiä voidaankin pitää hyvinä yhteis-

työkumppaneina.

Jokaisessa sitoutumisasteessa oli tunteitaan ja kokemuksiaan monipuolisesti ilmaiseva käyt-

täjäryhmä, koska heillä oli eniten erilaisia reaktioita julkaisuihin. Näillä käyttäjillä voi olla

toimintaa ja palveluita kehittäviä ehdotuksia, jolloin näiden käyttäjäryhmien tarkempi tutki-

minen sekä yhteistyö heidän kanssaan olisi hyödyllistä. Toisaalta Sashin (2012) mukaan nä-

mä ryhmät voidaan nähdä sitoutuneina, koska käyttäjä on sitoutunut, kun hänellä on vahva
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emotionaalinen side yhteisöön.

7.3 Asiakkuuden säilyttäminen

Kehittämisen vaiheen heikosti sitoutuneet käyttäjäryhmät ovat kiinnostavia asiakkuuden säi-

lyttämisen kannalta, koska heidän vähäinen toimintansa voi ennakoida poistumista. Tutki-

malla heikosti sitoutuneiden sosiaalisia kontakteja vahvasti ja keskivertoisesti sitoutuneisiin

huomattiin, että vahvimmin sitoutuneen ryhmän käyttäjistä hieman yli puolet oli niitä, joi-

den julkaisuja heikoiten sitoutunut ryhmä oli tykännyt. Tämä vahvistaa sitä, että yhteistyössä

vahvasti sitoutuneiden ryhmien kanssa voidaan vaikuttaa heikosti sitoutuneisiin. Täten sosi-

aalisen median avulla pystytään todentamaan käyttäjät, jotka kannattaa säilyttää sosiaalisten

kontaktiensa vuoksi (Malthouse ym. 2013).

Tutkielman pohjalta mielenkiintoista olisi tutkia yhteisön sosiaalista verkostoa sen Faceboo-

kin sosiaalisen median datan ja verkkoteorian avulla. Verkkorakenteen kautta saataisiin sel-

ville, millaisia sosiaalisia verkostoja yhteisössä on ja niiden keskiössä olevat henkilöt. Tämä

parantaisi sitoutumisen selvittämistä asiakkuuden säilyttämisen vaiheessa, mutta tämän tut-

kielman rajoissa verkkoteoriaa ei ollut mahdollista soveltaa.
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8 Yhteenveto

Asiakkaan sitoutumisen mittaaminen on lisääntynyt vuosien aikana ja varsinkin sosiaalisen

median käytön lisääntyminen ovat muuttaneet asiakkaan sitouttamisen päätavoitteeksi yri-

tyksille (Ryan 2017; Okazaki ym. 2015). Sitoutumisen tutkimiseen hyödynnetään yhä enem-

män reaaliaikaista sivukyselydataa ja sosiaalisen median dataa, joita myös tässä tutkielmassa

on käsitelty. Reaaliaikaiset datajoukot ovat suuria, joten tutkielmassa hyödynnettiin KDD-

prosessia ja klusterointia sen tiedonlouhinnan metodina.

KDD-prosessin aikana datoista muodostettiin erilaisia muunnoksia, joille suoritettiin MAT-

LAB:illa K:n keskiarvon klusterointi neliöllisellä euklidisella etäisyydellä. Optimaalisten klus-

terimäärien arvioimiseen käytettiin monia klusterien validointi-indeksejä, jotka Jauhiainen

ja Kärkkäinen (2017) ja Hämäläinen, Jauhiainen ja Kärkkäinen (2017) olivat tutkimuk-

sissaan todenneet suorituskyvyiltään parhaimmiksi. Klustereiden määrän tulkintaa heiken-

si kuitenkin sivukyselydatan suuruus, mihin pyrittiin vaikuttamaan esikäsittelyssä TF-IDF-

skaalauksella. Joidenkin muunnosten kohdalla klustereiden määrät jouduttiin päättämään

validointi-indeksien kuvaajien tulkinnan perusteella.

KDD-prosessin avulla saatiin uutta ja hyödyllistä tietoa asiakkaan sitoutumisesta asiakkuu-

den elinkaaren eri vaiheissa, mitä ei olisi saavutettu pelkästään alkuperäisten datojen tietoja

tarkastelemalla. Datojen eri muunnoksien klusteroinnilla saatiin muodostettua asiakkuuden

elinkaaren mukaisesti asiakasryhmiä, jotka auttoivat muodostamaan käsityksen asiakkaiden

sitoutumisesta ja käyttäytymisestä. Asiakashankintavaiheessa olennaista on kiinnittää huo-

miota asiakasryhmiin, jotka eivät osaa tehdä ostopäästöstä. Asiakkuuden kehittämisen vai-

heessa kiinnostavia asiakasryhmiä ovat vahvasti sitoutuneet ja asiakkuuden säilyttämisessä

heikosti sitoutuneet asiakasryhmät.
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Liitteet

A Asiakashankinnan muunnoksen 1.1 hierarkkinen prototyyppipoh-

jainen klusterointi

 

2 098 

 

65 135 

5 440 2 437 
104 556 

4 930 

2 491 9 690 

7 724 908 

1 957 2 704 

2 954 10 974 

4 671 

1 132 

10 517 7 397 

4 894 

2 531 7 340 

7 252 

6 613 

1 820 

4 489 1 800 

1 672 4 832 

653 5 014 

6 499 6 926 

3 794 

1 316 

5 874 485 

1 227 

3 051 6 412 

574 

3 409 

1 998 3 042 248 

Kuvio 26: Muunnoksen 1.1 hierarkkisen prototyyppipohjaisen klusteroinnin tulos
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Taulukko 24: Muunnoksen 1.1 klustereiden metadata (hierarkkinen prototyyppipohjainen)

Koko Asiakkaita Kesto

Md

[mm:ss]

Tuote

Md

Kori Md Korit >2 Koreja

1

Ostoja 1 Koreja 2,

Ostoja 1

Data 171789 109888 6:46 2 0 3% 10% 3% 0.22%

C1 2098 1839 14:17 5 4 100% 0% 3% 3.15%

C2 4930 4633 6:48 2 0 3% 10% 3% 0.32%

C3 2491 2419 6:45 2 0 3% 10% 3% 0.24%

C4 7724 7159 6:54 2 0 3% 10% 3% 0.26%

C5 9690 8839 6:47 2 0 3% 10% 4% 0.23%

C6 908 893 7:01 2 0 3% 7% 3% 0.44%

C7 1957 1899 6:43 2 0 2% 9% 3% 0.10%

C8 2954 2670 6:35 2 0 3% 9% 3% 0.30%

C9 2704 2621 6:32 2 0 3% 10% 3% 0.15%

C10 10974 10001 6:49 2 0 3% 10% 3% 0.22%

C11 4671 4399 6:48 2 0 3% 10% 4% 0.21%

C12 2437 2348 7:08 2 0 3% 10% 4% 0.29%

C13 10517 9609 6:33 2 0 3% 10% 3% 0.21%

C14 1132 1110 6:57 2 0 4% 11% 4% 0.18%

C15 7397 6822 6:40 2 0 3% 10% 4% 0.19%

C16 4894 4580 6:58 2 0 3% 10% 4% 0.31%

C17 7340 6756 6:50 2 0 3% 10% 3% 0.12%

C18 2531 2428 6:53 2 0 3% 11% 4% 0.24%

C19 5440 5043 6:39 2 0 3% 9% 3% 0.24%

C20 7252 6754 6:52 2 0 3% 10% 3% 0.25%

C21 6613 6155 6:38 2 0 3% 9% 3% 0.15%

C22 1820 1731 6:33 2 0 2% 10% 3% 0.11%

C23 4489 4163 6:48 2 0 3% 10% 4% 0.22%

C24 1672 1607 6:26 2 0 3% 11% 3% 0.06%

C25 1800 1689 6:35 2 0 3% 10% 3% 0.22%

C26 4832 4496 6:59 2 0 3% 10% 3% 0.14%

C27 653 638 6:22 3 0 4% 9% 3% 0.15%

C28 6499 5897 6:47 2 0 3% 9% 4% 0.26%

C29 5014 4639 6:47 2 0 3% 11% 3% 0.14%

C30 6926 6278 6:38 2 0 3% 10% 3% 0.26%

C31 3794 3543 6:45 2 0 3% 10% 4% 0.29%

C32 1998 1892 6:46 2 0 3% 11% 4% 0.45%

C33 5874 5373 6:29 2 0 3% 10% 3% 0.12%

C34 1316 1268 7:03 2 0 4% 10% 4% 0.30%

C35 485 477 7:12 3 0 4% 12% 5% 0.21%

C36 1227 1199 6:49 2 0 3% 12% 3% 0.08%

C37 6412 5791 6:55 2 0 3% 9% 3% 0.23%

C38 3042 2864 6:46 2 0 3% 10% 4% 0.16%

C39 3051 2868 7:14 2 0 3% 10% 4% 0.26%

C40 574 545 6:33 2 0 4% 8% 4% 0.17%

C41 3409 3212 6:36 2 0 3% 10% 3% 0.18%

C42 248 247 6:10 2 0 2% 8% 3% 0.00%

124



B Asiakashankinnan muunnoksen 3.1 hierarkkinen prototyyppipoh-

jainen klusterointi

 

61 841 

 

2 264 

531 870 
45 720 

276 

3 142 2 241 

2 690 2 722 

1 332 3 111 

5 261 1 885 

3 543 

1 054 

530 6 221 

1 350 

1 417 1 661 

752 

2 842 

1 830 

7 521 7 801 

553 3 219 

7 340 4 540 

2 736 1 223 

3 713 

1 577 

7 549 2 289 

2 731 1 991 

5 228 

63 

710 

456 

941 

Kuvio 27: Muunnoksen 1.1 hierarkkisen prototyyppipohjaisen klusteroinnin tulos
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Taulukko 25: Muunnoksen 3.1 klustereiden metadata (hierarkkinen prototyyppipohjainen)

Koko Asiakkaita Kesto Md

[[t]:mm:ss]

Tuote

Md

Kori Md Korit >

2

Koreja

1

Ostoja 1 Koreja 2,

Ostoja 1

Data 109888 109888 9:07 3 0 5% 13% 5% 0.74%

C1 276 276 9:14 3 0 7% 11% 4% 0.72%

C2 3124 3124 9:06 3 0 4% 12% 5% 0.67%

C3 2690 2690 9:13 3 0 4% 13% 5% 0.71%

C4 2441 2441 9:46 3 0 5% 13% 5% 0.61%

C5 2722 2722 9:20 3 0 5% 13% 5% 0.66%

C6 1332 1332 8:28 3 0 5% 13% 6% 1.13%

C7 5261 5261 8:41 3 0 5% 13% 5% 0.84%

C8 3111 3111 8:53 3 0 5% 13% 5% 0.64%

C9 1885 1885 9:00 3 0 5% 13% 6% 0.74%

C10 3543 3543 8:58 3 0 5% 13% 5% 0.68%

C11 870 870 9:16 3 0 6% 12% 6% 1.38%

C12 530 530 9:00 3 0 4% 10% 5% 0.75%

C13 1054 1054 8:47 3 0 5% 13% 5% 0.38%

C14 6221 6221 8:56 3 0 5% 13% 5% 0.55%

C15 1350 1350 9:14 3 0 5% 12% 5% 0.67%

C16 1661 1661 9:52 3 0 5% 12% 5% 1.02%

C17 531 531 9:44 3 0 6% 11% 5% 1.13%

C18 1417 1417 8:42 3 0 5% 12% 5% 0.71%

C19 752 752 9:05 3 0 6% 10% 4% 1.33%

C20 2842 2842 9:33 3 0 4% 13% 6% 0.49%

C21 710 710 9:58 3 0 4% 10% 5% 0.28%

C22 456 456 9:55 3 0 4% 12% 6% 0.88%

C23 941 941 8:58 4 0 5% 13% 6% 0.53%

C24 1830 1830 8:43 3 0 5% 13% 5% 0.66%

C25 7521 7521 8:52 3 0 5% 13% 6% 0.73%

C26 553 553 8:31 3 0 5% 11% 4% 0.36%

C27 7801 7801 9:01 3 0 5% 13% 6% 0.83%

C28 3219 3219 8:56 3 0 5% 12% 5% 0.68%

C29 7340 7340 9:14 3 0 5% 12% 5% 0.69%

C30 2736 2736 9:37 3 0 5% 14% 6% 0.77%

C31 4540 4540 9:02 3 0 5% 13% 5% 0.59%

C32 1223 1223 9:09 3 0 5% 10% 5% 0.98%

C33 3713 3713 9:22 3 0 5% 13% 5% 0.70%

C34 2731 2731 9:34 3 0 5% 13% 5% 0.51%

C35 7549 7549 9:11 3 0 5% 13% 6% 0.79%

C36 1577 1577 9:57 3 0 5% 12% 6% 0.70%

C37 2289 2289 8:58 3 0 4% 14% 5% 0.61%

C38 1991 1991 9:10 3 0 4% 13% 6% 0.75%

C39 5228 5228 9:00 3 0 5% 12% 5% 0.71%

C40 2264 2264 23:43 8 4 100% 0% 9% 9.36%

C41 63 63 1:30:16 42 25 100% 0% 5% 4.76%
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C Asiakashankinnan muunnoksen 4.1 klusterit

Taulukko 26: Muunnoksen 4.1 klustereiden metadata
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