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Minna Ahlgren: Tiedon louhinta myynnin, markkinoinnin ja asiakkuuksien hallinnassa
Tilastotieteen pro gradu —tutkielma, Jyviskylédn yliopisto, 20. kesidkuuta 2001.
Sivuja 49, liitteitd 3.

Tyossd esitellddn analyysimenetelmid, jotka usein liitetdsin tiedon louhinta —
nimikkeen alle. Menetelmii voidaan soveltaa esimerkiksi seuraavissa tutkimuksissa:

= Pankin / vakuutusyhtién asiakassegmentointi

» Pankin / vakuutusyhtioén uusien asiakkaiden analysointi

= Pankin / vakuutusyhtion ldhteneiden asiakkaiden analysointi

= Pankin asiakas / tuote / potentiaalitarkastelujen tukeminen

=  Pankin jakelukanavien kdyt6n analysointi

* Pankin jakelukanavien ristiin kdyt6n vaikutusten analysointi

s Vakuutusyhtion markkinointi- ja myyntikampanjoiden tehokkuuden arviointi
» Vakuutusyhtion asiakas / tuote / riskitarkastelujen tukeminen

Tiedon louhinnassa hyddynnetiin seki perinteisid tilastollisia
monimuuttujamenetelmié ettd modernimpia, koneoppimiseen perustuvia laskennallisesti
intensiivisia menetelmid. Useimmat tilastolliset ~monimuuttujamenetelmdt ovat
erikoistapauksia yleisemmastd malliluokasta, yleistetyistd lineaarisista malleista. Nailld
malleilla on yhtendinen teoria parametrien estimoinnin ja hypoteesien testauksen pohjana.
Né@md mallit myos vaativat joukon oletuksia perusjoukolta eli ne ovat parametrisia
menetelmid.

Laskennallisesti intensiiviset menetelmit ovat semiparametrisia tai epiparametrisia
menetelmid, joten niiden sovellusalue on laajempi. Kun tilastollisissa
monimuuttujamenetelmissd on takana ajatus, ettd kohtuullisen pienelld otoskoolla
saadaan luotettavia ja yleistettivid tuloksia, laskennallisesti tehokkaat menetelmit
tarvitsevat paljon dataa toimiakseen hyvin.

Tiedon louhinnalle on tyypillisté, ettd muuttujia ja havaintoja on paljon. Usein koko
perusjoukko on luettavissa tietovarastosta, mutta havaintoja on liian paljon koko aineiston
kasittelyyn. Tamian takia tyOssd kisitellddn lyhyesti myds aineiston alkuperddn ja
otantaan liittyvid asioita sekd koko tiedon louhinta-prosessia tiedon louhijan
(menetelmiosaajan) ndkokulmasta.

Tutkielman yhteydessd analysoitiin pankin asiakaspoistumaa ennustavan mallin
toimivuutta. Sovellusosan tuloksia ei salassapitovelvollisuuden takia raportoida tissd
tyOssd, vaan siitd tehtiin pankille erillinen loppuraportti.

Avainsanoja: Tiedon louhinta, yleistetyt lineaariset mallit, koneoppiminen
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1J ohdanto

Organisaatioiden on pystyttdvi reagoimaan nopeasti markkinoiden muutoksiin. Tamé
edellyttida jatkuvaa kykyd hyodyntdd toiminnasta kertyvidid informaatiota padtdksenteon
tukemiseen. Samalla paétoksenteon hajauttaminen seki asiakas-, tuote- ja jakelukanavien
jakautuminen yhd pienemmiksi segmenteiksi edellyttdd entistd tarkempaa analyysid ja
ryhmittelyd. Tietovarastot ovat kehittyneet sisidltimdin yhd yksityiskohtaisempaa tietoa
organisaation toiminnasta, asiakkaista ja kilpailijoista. Tietoja analysoimalla organisaatiot
saavat vahvistusta strategian ja lyhyenkin tdhtdimen toimenpiteiden suunnittelulle
markkinointiin, myyntiin ja asiakkuuksien hallintaan liittyvissi kysymyksissi.

Berry ja Linoff (1997) maédrittelevdt tiedon louhinnan prosessiksi, jossa suuria
datamassoja tutkitaan ja analysoidaan automaattisin tai puoliautomaattisin keinoin
mielekkdiden hahmojen ja sdint6jen 16ytéimiseksi. Tiedon louhinta ei ole tuote vaan
pikemminkin tieteenala. TietoEnator Digital Finance Oy:ssd tiedon louhinta nihddén
prosessina, jossa on kolme ndkokulmaa: liiketoiminta, menetelmdt ja tekniikka.
Liiketoimintaosaaja mdédrittelee tutkimusongelman, tavoitteet sekd nykytilan. Myds
tulosten merkityksen mairaa liiketoimintahenkild, jolla on riittdvi tietimys ongelmasta
merkityksen arvioimiseksi. Tulosten perusteella paitetddn jatkotoimenpiteistd, joita
edelleen seurataan tilastoanalyysein.

Menetelmiosaajan haasteina ovat oikeiden menetelmien valinta sekd mallien
rakentaminen ja soveltaminen kiytettivissd olevaan aineistoon ldhtien analyysin
tavoitteesta ja paatoksentekotarpeesta. Tiedon louhinnassa kiytettivat menetelmit tulevat
sekd tilastotieteestd ettd tietojenkisittelytieteestd. Tilastotiede luo matemaattisen teorian
mallinnukselle ja kokeelliselle tutkimukselle. Tietojenkasittelytieteessd taas on kehitetty
algoritmeja hahmojen tunnistamiseksi datasta. Yhdessi ndm# muodostavat laajan
valikoiman keskendin Kkilpailullisia menetelmid. Lisdksi menetelmdosaajan tychon
sisdltyy tietovarastoratkaisun soveltuvuuden analyysia, aineiston esianalyysia, otoksen
luomista seki toteutuksen jilkeen toiminnallisia testeja.

Tekniikkaosaajan vastuulla on tietovaraston arkkitehtuuriin liittyvét asiat, tietojen
oikeellisuuden ja laadun tarkistaminen seki tietojen saattaminen sellaiseen muotoon, ettd
tilastollisia menetelmid voidaan soveltaa. Suurin osa tietovarastojen sisdltamasta tiedosta
tulee operatiivisista jdrjestelmistd, joista se kootaan samaan paikkaan historiatiedot

sdilyttden. Muutaman vuoden kuluttua ehkd myds internetid pystytddn hyoddyntdméén



paremmin lisdinformaation ldhteend. Valitettavasti tiedon laatu kuitenkin vaihtelee
huomattavasti riippuen tiedon lahteistd, eiki eri jarjestelmisti saatava tieto vilttiméttd ole
yhteensopivaé keskenddn. Kun tietovarastoa pdivitetddn uusilla tiedoilla, suoritetaan
analyysin kannalta kriittinen vaihe, jossa tietoja tarkistetaan, jalostetaan ja summataan.
Tiedon louhinnan tavoitteena voi myds olla automatisoitu prosessi, joka suoritetaan
sddnndllisin viliajoin. Automatisoinnin suunnittelu, toteutus ja tekninen testaus kuuluvat
tekniikkaosaajan tehtéviin.

Tiedon louhintaan on kehitetty myos yleisid prosessimalleja. Tunnetuimpia lienee
CRISP-DM (CRoss Industry Standard Process model for Data Mining) ja Berryn ja
Linoffin (1997) esittelemi virtuaalinen kiertoprosessi. CRISP-DM sisiltdd viisi vaihetta:
Liiketoiminnan tuntemus, datan tuntemus, datan esikisittely, mallinnus, arviointi ja
kehittiminen. Vaiheissa voidaan tarvittaessa mennd taaksepdin. Virtuaalisessa
kiertoprosessissa on nelja vaihetta: liiketoimintaongelman identifioiminen, datan
muuntaminen hy&dynnettiviksi informaatioksi tiedon louhinta —menetelmien avulla,
tiedon hyédyntdminen ja tulosten mittaaminen.

Tassd tyossd keskitytddn tiedon louhinnassa kiytettyjen menetelmien esittelyyn sekd
tiedon  louhinta  —prosessin  vaiheisiin = menetelmiosaajan  ndkokulmasta.
Analyysimenetelmii ei kisitelld teoreettisella tasolla vaan tutkielman on tarkoitus toimia
yleisend ohjeistuksena menetelmien soveltamisessa markkinointiin, myyntiin ja

asiakkuuksien hallintaan liittyvissd analyyseissi.



2 Tiedon louhinnan vaiheet

Menetelmiosaajan nakokulmasta tilastoanalyysi sisiltdd ainakin seuraavia vaiheita:
aineiston esianalyysi, otoksen muodostaminen, puuttuvien arvojen kisittely, oletusten
tarkistaminen ja muunnosten tekeminen, varsinainen analyysi ja mallinnus sekd
mahdollisesti aineiston pisteytys. Seuraavissa kappaleissa kisitelldin hieman jokaista

vaihetta.

2.1 Aineiston esianalyysi

Esianalyysissd aineistosta yritetddn saada kokonaiskuva kuvien ja tunnuslukujen
avulla. Krzanowski ja Marriott (1995) kuvailevat, miten nykyinen datan saamisen
helppous on muuttanut aineistoja niin, ettd otoksen sijaan kiytdssd on rekisteri.
Ongelmat, joita tilastollisilla menetelmilli ratkotaan, ovat kuitenkin pysyneet
samanlaisina. Tilastollista pditoksentekoa tarvitaan, koska usein aineistot ovat liian
suuria koko datan kisittelyyn tai muuttujia on liian paljon. Moniulotteisuus vaikeuttaa
matriisien kisittelyd pelkdstdsin siksi, ettd matriiseista tulee laajoja ja kainteismatriisin
muodostaminen vaikeutuu matriisien tullessa ldhes singulaarisiksi. Myds epilineaaristen
funktioiden mallinnus on vaikeaa, koska menetelmien kompleksisuus kasvaa
eksponentiaalisesti muuttujien lukuméidrdn mukaan. Tdmd tarkoittaa, ettd tarvittavien
yhdystermien maird regressiomallissa kasvaa eksponentiaalisesti, tarvittavien
piiloneuronien mé4ra neuroverkossa kasvaa eksponentiaalisesti, tarvittavien oksien méara
paditospuussa kasvaa eksponentiaalisesti jne. Kéaytdnnossd kuitenkin suurin osa
muuttyjista on merkityksettémid tai toistensa lineaarikombinaatioita. Tilannetta, jossa
muuttujat korreloivat voimakkaasti keskenddn sanotaan multikollineaarisuudeksi.
Erityisesti regressioanalyysin parametrien estimoinnissa timd on haitallista, koska
estimaateista tulee tilloin epdvakaita (SAS Enterprise Miner 4.0 manuaali).
Multikollineaarisuutta voidaan vihentdd poistamalla muiden muuttujien kanssa
korreloivia selittijid tai muodostamalla korreloituneista muuttujista sisallollisesti jarkevid
padkomponentteja tai kayttamalla harhaisia estimointimenetelmia.

Aineiston esianalyysissd pyritddn tunnistamaan tillaiset ylimadrdiset muuttujat,

tarkistamaan ovatko analyysimenetelmien vaatimat oletukset voimassa sekd 16ytimédn



mielenkiintoisia hahmoja, ryppiitd ja riippuvuuksia tarkempia analyysejd varten.
Tavallisesti aineistosta otetaan otos sekd kisitellddn puuttuvat ja selvisti virheelliset

arvot.

2.2 Otantamenetelmiit

Kun analysoidaan elektronisesti tietovarastoon Kkerittyd dataa, ovat usein kaikki
perusjoukon alkiot saatavilla. Periaatteessa tillaisessa tilanteessa tulokset saadaan
suoraan summaamalla ja visualisoimalla. Tietovarastossa ongelmia aiheuttavat kuitenkin
havaintojen paljous tai puuttuvat ja virheelliset arvot, jotka aiheuttavat | jonkin verran
virhetti tuloksiin. Jos kaikki perusjoukon alkiot eivit ole saatavilla, on kyseessd otos tai
valikoitunut niyte. Jos esimerkiksi satunnaisesti valitun konttorin asiakkaiden perusteella
halutaan tehdi paitelmid laajemmasta asiakasjoukosta, on kyseessd ryvisotannalla saatu
otos. Valikoituneesta niytteestd puhutaan, kun otos ei edusta hyvin koko perusjoukkoa.
Otosalkioiden valikoituneisuus aiheuttaa tuloksiin systemaattista virhettd, jota edes
otoskoon kasvattaminen ei poista. Pddosassa analyysejd liahtokohta on kuitenkin se, ettd
tietovarasto sisiltdd koko perusjoukon, mutta aineistosta otetaan otos menetelmiéd varten
havaintojen paljouden takia. Paras tapa saada edustava otos on satunnaistaminen, joten
tavallisimmin kidytetddn yksinkertaista satunnaisotantaa. Joskus voidaan kdyttdd myos
muita otantamuotoja, ldhinnd systemaattista otantaa tai ositettua otantaa. Seuraavassa

esitetyt otanta-asetelmat perustuvat Pahkisen ja Lehtosen (1989) kirjaan.

2.2.1 Yksinkertainen satunnaisotanta

Yksinkertaisessa  satunnaisotannassa  alkiot valitaan otokseen arpomalla.
Poimintatavan perusteella voidaan erottaa kaksi tyyppid: poiminta palauttaen ja poiminta
palauttamatta. Palauttaen tyyppisessid otannassa sama perusjoukon alkio saattaa tulla
poimituksi monta kertaa otokseen. T4td ominaisuutta pidetdin tuloksia heikentivéni ja se
ndkyy estimoinnissa. Palauttamatta tyyppisessd otannassa sama perusjoukon alkio voi

esiintyd vain kerran otoksessa.

2.2.2 Systemaattinen otanta
Systemaattista otantaa kdytetdin monissa rekisteripohjaisissa tutkimuksissa, koska

alkiot on luetteloitu. T4ll5in riittdvé otos saadaan ottamalla joka k:s alkio ilman, ettd téstd



aiheutuu harhaa. Jos alkiot on kuitenkin jirjestetty niin, ettd tutkittavan ominaisuuden
méird vaihtelee luettelossa jaksollisesti ja lisdksi jakson pituus on k tai sen monikerta,

tulee otokseen vakava harha eiké systemaattista otantaa pidé kayttaa.

2.2.3 Ositettu otanta

Kun perusjoukko voidaan jakaa toisensa poissulkeviin, homogeenisiin ryhmiin eli
ositteisiin, voidaan kiyttda ositettua otantaa. Jokaisesta perusjoukon ositteesta poimitaan
yksinkertaisella satunnaisotannalla ennalta madrdtty méidrd alkioita. Ositteen koon
midrittimistd kutsutaan kiintidinniksi. Tavallisimpia Kkiintidintimenetelmid ovat
tasakiintiGinti, suhteellinen kiintidinti ja optimaalinen kiintitinti. Ositettu otanta takaa,
ettd jokainen perusjoukon ryhmi on tasapuolisesti edustettu otoksessa. Oikein suoritettu
ositus parantaa tutkimuksen tarkkuutta ja oikeellisuutta, koska analyysissd voidaan
kayttaa hyviksi tietoa siitd, ettd otosalkiot ovat joka ositteessa keskeniiin samankaltaisia.
Osittaminen vaikuttaa tunnuslukujen laskentaan siten, etti tunnuslukuja painotetaan
ositteiden todellisella suhteella perusjoukossa. Tiedon louhinnan kirjallisuudessa
ositetusta otannasta kiytetdfin nimed “vinoutettu otanta” (oversampling) tilanteissa, jossa

ositteita on kaksi ja ositteiden koot on mééritty tasakiintidinnilla.

2.2.4 Ryvisotanta

Ryvisotannassa hyodynnetddn tietoa perusjoukon alkioiden jakautumisesta
luonnollisiin osajoukkoihin eli ryppdisiin. Ryppiét valitaan usein jonkin luonnollisen
kriteerin mukaan, esimerkiksi maantieteellisesti. Esimerkki téllaisesta ryppadstd on
satunnaisesti valitun konttorin asiakkaat, kun perusjoukkona on kaikki pankin asiakkaat.
Usein ryppéddseen kuuluvat alkiot riippuvat jonkin verran toisistaan, joten otos on
harhainen. Tdmén takia my6s ryvistdminen vaikuttaa kdytettdvien menetelmien valintaan
tai tunnuslukujen laskentaan. Suurella otoskoolla voidaan harhaisuutta kompensoida.

Ryvisotantaa kédytetddn yleensd vain kustannuksellisista syista.

2.3 Puuttuvat ja virheelliset arvot

Tietovaraston data on aina jonkin verran likaista”. Télld voidaan tarkoittaa puuttuvia
ja virheellisid arvoja tai muuttujien méiritysten ja nimien epatasmallisyytta. Jotkut tiedon

louhinta -tekniikat osaavat kisitelld puutteellisiakin havaintoja. Esimerkiksi paatospuut



voivat kéyttdd puuttuvaa arvoa yhteni erottelukriteerini. Menetelmien osalta, jotka eiviit
osaa kisitelld puuttuvia arvoja, puutteellisten havaintojen poistaminen saattaa johtaa
tirkedn informaation katoamiseen, otoksen vinoutumiseen tai aineiston koon
huomattavaan pienenemiseen. Tamédn takia puuttuvat arvot estimoidaan otokseen
kadyttdien jotakin tunnettua imputointimenetelmid. Pahkinen ja Lehtonen (1989)
suosittelevat puuttuvan havainnon korvaamista usealla mallitetulla arvolla tai aineiston
sisdltdimdn  rinnakkaistiedon  kdyttdmistd puuttuvan  havainnon tdsmilliseen
mallintamiseen. Monet ohjelmat suorittavat imputoinnin automaattisesti paikkaamalla
puuttuvan arvon havaittujen arvojen keskiarvolla. Imputoinnin vaarana on varianssien ja
kovarianssien aliestimointi, koska imputoituja arvoja sisiltdvén aineiston vaihtelu ei ole
endd sama kuin tiydellisen aineiston.

Yksi esianalyysin padtarkoituksista on myds selvésti virheellisten arvojen
jdljittiminen. Ulkopuoliset arvot on helppo havaita kun muuttujia on vdhin, mutta
moniulotteisessa aineistossa ulkopuolisten arvojen jiljittdiminen voi olla tyoldsta.
Havaittu arvo voidaan madrittdd ulkopuoliseksi liiketoiminta-alueen tuntemuksen
perusteella tai yhden muuttujan reunajakaumista jonkin tilastollisen kriteerin mukaan.
Esimerkiksi tdllaisesta kriteeristd on kolmen kvartiilipoikkeaman s&éntd: havaittu arvo

maédritelldan ulkopuoliseksi, jos se on yli kolmen kvartiilipoikkeaman paédssd mediaanista.

2.4 Oletusten tarkistaminen ja muunnokset

Jos tilastollisia monimuuttujamenetelmid kéytetddn analysointivdlineend, tiytyy
aineiston tukea menetelmien vaatimia oletuksia. P4dosa menetelmisti olettaa tutkittavien
muuttujien  sisédltivin  havaintoja  multinormaalijakautuneista  perusjoukoista.
Normaalisuutta voidaan tutkia erilaisilla testeilld, jakaumakuvilla sekd jakauman
huipukkuus- ja vinousarvoista. Jos multinormaalisuutta tutkitaan reunajakaumista eli
yhden muuttujan jakaumista, ei tiedetd onko muuttujien yhteisjakauma multinormaalinen.
Joissain menetelmissd normaalisuusoletuksesta voidaan joustaa. Tétd kisitellddn erikseen
menetelmien esittelyn yhteydessa.

Aineisto voi poiketa oletuksista monella tapaa. Tavallisimpia ovat vastemuuttujien
keskindinen riippuvuus, heteroskedastisuus eli varianssien erisuuruus  seké
jakaumaoletusten paikkansapitiméttomyys. Poikkeamia voidaan yrittdd korjata

muunnoksilla. Paljon kédytetty muunnos on logaritmimuunnos, edellyttien ettd muuttujan



arvoissa ei ole nollia. Menetelmis voidaan sitten soveltaa muunnettuun aineistoon, mutta

tulokset palautetaan koskemaan alkuperdistd aineistoa.

2.5 Analyysimenetelmit

Tavallisesti tilastollisilla menetelmilld tehddin otoksen perusteella johtopaatdksid
perusjoukosta, jonka kaikki informaatio voidaan tiivistia muutamaan parametriin. Kun
otoksesta lasketut arvot halutaan yleistdd koskemaan koko perusjoukkoa, tarvitaan
tilastollista paitoksentekoteoriaa, joka kisittdd parametrien estimoinnin, hypoteesien
testauksen todenndkoisyysjakaumista sekd mallin oikeellisuustarkastelut jaannoksisti.
Tilastolliseen malliin liittyy siten todenndkéisyys, jolla tulos pitee myds perusjoukossa.
Perinteiset tilastolliset monimuuttujamenetelméit ovat tillaisia otoksesta tapahtuvaan
analysointiin  tarkoitettuja  menetelmii ja monet menetelmdt perustuvat
lineaarikombinaatioiden muodostamiseen havainnosta, joiden oletetaan noudattavan
multinormaalijakaumaa. Krzanowski ja Marriott (1994) mainitsevat myds muuttujien
epélineaaristen yhteyksien analysoinnista menetelmilld, jotka hyodyntévit tietokoneiden
tehokasta laskentaa. Tillaisia menetelmid ovat esimerkiksi neuroverkot, padtdspuut ja
geneettiset algoritmit. Kun tilastollinen p#itoksenteko monimuuttujamenetelmissi
perustuu sekin multinormaalijakaumaan, laskennallisesti tehokkaissa menetelmissid
hypoteesien testaus ja luotettavuustarkastelut tehddin ihannetilanteessa ottamalla
kiyt6ssd olevasta datasta lukuisia pseudo-otoksia, joista estimoidaan tarvittavat
tunnusluvut, tavallisimmin varianssi ja kovarianssi.

Nykydin monen muuttujan aineistoa voidaan siis analysoida monella tavalla.
Pelkistddn ryhmittelyanalyysisti on olemassa lukuisia variaatioita ja useat tiedon
louhinnan tekniikat perustuvatkin  samankaltaisten ryhmien muodostamiseen
havainnoista. Taulukossa 2.1 on luokiteltu Kkisiteltivit menetelmédt niiden

kéyttotarkoituksen perusteella.



Taulukko 2.1 Kiytetyimmiit tiedon louhinta -menetelmit ja niiden kayttokohteet

Kuvailu
Lruokittelu Selittdminen Ennustaminen
Luokittelu- || Assosiaatiosaannot Logistinen regressio || Logistinen regressio
Jarjestys ~ || Padtospuut Log-lineaariset mallit || Logit-mallit
asteikolliset || Neuroverkot Logit-mallit Pastdspuut
muuttujat Ryhmittelyanalyysi Paatéspuut Neuroverkot
SOM
Geneettiset algoritmit
Otos 4 Ryhmittelyanalyysi Regressioanalyysi Regressiomalli
Vihintidn || Erotteluanalyysi Varianssianalyysi Paatospuut
villimatka ~ || SOM Kovarianssianalyysi Neuroverkot
asteikolliset { K:n lahimman naapurin (| Faktorianalyysi K:n Idhimmén
muittujat menetelma naapurin menetelma
S Geneettiset algoritmit
Luokittelu- | Assosiaatiosaannot Logistinen regressio
Jarjestys~ || Pastospuut Log-lineaariset mallit
asteikolliset | Neuroverkot Paatdspuut
Rekisteri muuttujat Ryhmittelyanalyysi Visualisointi
Geneettiset algoritmit Tunnusluvut
{aineisto VYahintadn SOM Regressio
sisaitad vilimatka ~ | Neuroverkot Paatospuut
kaikid asteikolliset || padtospuut Tunnusluvut
perusjou- | muuttujat || Kin lahimman naapurin || Visualisointi
kon atkiot) {| menetelma
Geneettiset algoritmit
Ryhmittelyanalyysi
paakomponenttianalyysi

Toiset menetelmit ovat tilastollisesti hyvin yksinkertaisia, kuten pédétospuut ja
assosiaatiosdinndt, mutta toiset menetelmit taas hyvinkin mutkikkaita. Mallinnuksessa
pyritiin tasapainottamaan yksinkertaisuus ja mallin sopivuus aineistoon.

Useimmat tilastolliset monimuuttujamenetelmit kuuluvat yleistettyihin lineaarisiin
malleihin. Niilld malleilla on yhtendinen teoria estimoinnin ja hypoteesien testauksen
lineaaristen mallien teoriaa kisitelldan myShemmin

pohjana.  Yleistettyjen

monimuuttujamenetelmien  esittelyn  yhteydessi.  Koneoppimiseen  perustuvien
menetelmien pohjana ei ole tilastollista mallia, vaan tehokas laskenta-algoritmi. Nama

ovat ns. aineistoriippuvaisia menetelmia.

2.6 Pisteytys (Scoring)

Berry ja Linoff (1997) toteavat, ettd mallinnuksen idea tiedon louhinnassa on paitsi
saada tietoa tulosmuuttujan arvoon vaikuttavista muuttujista, mutta ennen kaikkea
soveltaa mallia havaintoihin, joiden tulosmuuttujan arvoa ei tiedetd. Esimerkiksi

ennustemallien yleisin kiyttd on muodostaa todennikéisyydet sille, ettid havainto putoaa



tiettyyn luokkaan. T#td prosessia kutsutaan usein pisteytykseksi, koska havaintojen
jarjestys todennikdisyyksien perusteella on kiinnostavampi asia kuin varsinainen
todennﬁkéisyys. Usein tdmi pistetys-prosessi automatisoidaan eli aineisto pisteytetdin
sddnnollisin viliajoin. Mallin ennustuskyky kuitenkin heikkenee ajan kuluessa. Joissain
tapauksissa malli saattaa toimia hyvin vuosia, toisissa malli taas vaatii jatkuvaa uudelleen
opetusta mallinnusympiristén muuttuessa. Myds mallin antamat todennékoisyydet
vanhenevat. Ennusteen (todennikoisyyden) ikd riippuu sekd mallin volatiliteetista ettd
ennustettavasta ilmiosti. Joissain tilanteissa ennusteet lasketaan vain kerran, toisissa taas

kuukausittain.



3 Tilastolliset monimuuttujamenetelmiit

Useimmat tilastolliset monimuuttujamenetelmédt ovat erikoistapauksia ylemmésti
malliluokasta, yleistetyistd lineaarisista malleista. Niilld malleilla on yhtendinen teoria
estimoinnin ja hypoteesien testauksen pohjana. Menetelmét ovat parametrisia testejd
joissa oletetaan, etti perusjoukon jakauman muoto tunnetaan ja sen sijainti ja leveys
voidaan méiarittdd tarkasti muutamalla parametrilla. Perusjoukon parametrit estimoidaan
havaintoaineistosta. Tavallisimmin oletetaan, ettd havainnot on poimittu toisistaan
riippumattomasti multinormaalijakautuneista perusjoukoista. Monimuuttujamenetelmét
pitdvit sisdlldin mallin identifioinnin, parametrien estimoinnin, hypoteesin testauksen
sekd mallin oikeellisuustarkastelut jadnnoksistd. Tulosten merkitsevyys riippuu oletusten
paikkansapitdvyydesti. Jos kaikki oletukset ovat voimassa, parametriset menetelmit ovat
optimaalisia.

Kun parametristen menetelmien vaatimat oletukset eivit ole voimassa, voidaan siirtys
epiparametrisiin menetelmiin. Ndmi menetelmit eivit vaadi yhtd vahvoja oletuksia
muuttyjilta. Menetelmit eivit kuitenkaan ole yhtid tehokkaita kuin vastaavat parametriset

menetelmit. Epaparametrisista menetelmisti on kirjoittanut esimerkiksi Siegel (1980).

3.1 Yleistetyt lineaarset mallit

Yleistetyissd lineaarisissa malleissa yleinen lineaarinen malli yleistetddn tapauksiin,
joissa muuttujilta ei voida olettaa jatkuvuutta tai normaalijakautuneisuutta. McCullagh ja
Nedler (1989)  mainitsevat  tillaisiksi  malleiksi  log-lineaariset  mallit
lukuméirdmuuttujille, logit- ja probit—mallit bindérisille vasteille seké erilaiset jatkuville
muuttyjille tarkoitetut mallit. Malleilla on yhtendinen teoria hypoteesien testauksen ja
parametrien estimoinnin osalta riippumatta vastemuuttujan mitta-asteikosta. Yleistetyt
lineaariset mallit ldhtevét oletuksesta, ettd vastemuuttuja noudattaa jotakin tunnettua
jakaumaa, tarkemmin eksponentiaaliseen jakaumaperheeseen kuuluvaa jakaumaa.
Krzanowski ja Marriott (1995) toteavat kuitenkin, ettid parametrien estimaattien tirkedt
ominaisuudet eivit riipu oletusjakauman muodosta vaan varianssin ja keskiarvon
suhteesta sekd havaintojen keskindisestd riippumattomuudesta. Témidn takia

jakaumaoletuksista voidaan joissain tapauksissa joustaa menettdmittd estimaattien
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tarkkuutta. Kisitellddn yleistettyjen lineaaristen mallien teoriaa McCullaghin ja Nedlerin

(1989) kirjan‘ mukaan. Merkitddn vastemuuttujaa y ja selittdvid muuttujia x;,%,,..., X,

matriisein
Y XXXz Xy,
Y2 ) XX Xp3:-eXy
Y= ja X = d
Yn _xnlan Xn3 "'xnp n

Oletetaan, ettd riippumattomat satunnaismuuttujat y,,..., y, noudattavat jotakin tunnettua

jakaumaa odotusarvolla x ja ettid odotusarvon ja selittivien muuttujien vililld on yhteys

)4
EX)=p, =) Bix;; i=1..N 3.1
1

B
B,

missi f = on havaintoaineistosta  estimoitavat  tuntemattomat

B,

parametrit. Klassinen lineaarinen malli on matriisimerkinnéin muotoa
E(Y)=p  missd n=XB. 3.2)

Yleistetyssé lineaarisessa mallissa voidaan erotella seuraavat komponentit:
» Satunnaisosa: vastemuuttuja Y, joka noudattaa jotakin eksponentiaalisen

jakaumaperheen jakaumaa.

* Systemaattinen osa: selittdjavektoreista  x,,x,,...,x, rakentuvat lineaariset

4

ennusteet: n= Z Bix;

1

» Linkkifunktio g, joka ilmaisee miten selitettivin muuttujan y; odotusarvo w; liittyy

lineaariseen prediktoriin 77, : n, =g(y;)

Linkkifunktion valintaan vaikuttavat Y:n jakauma ja arvoalue sekd selittdvien muuttujien

mitta-asteikot.
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Yleisimpid linkkifunktioita ovat

= identtinen linkki: n=p

" 10garitmiiinkki: n =logp

= logit-linkki: 7 = loglu /(1- p)]

= probit-linkki: n=®"(u), missi ®' on normaalijakauman kertymafunktio

= Complementary log-log -linkki: 7= log[— log(1— ,u)].

Klassisessa lineaarisessa mallissa kiytetdsn identtisté linkkid. Silloin # ja n voivat saada
mitd tahansa reaaliarvoja ja havainnot oletetaan multinormaalisti jakautuneiksi
varianssilla ¢ ja odotusarvolla E(Y) = p . Jos vastemuuttuja on lukumiris ilmaiseva
muuttyja ja noudattaa Poisson-jakaumaa, kidytetdidn logaritmilinkkid. Logit-, probit- ja
log-log -linkkejd kidytetddn, kun vastemuuttuja on bindirinen. Eksponentiaalisen
jakaumaperheen tavallisimmat jakaumat ja niiden tirkeimmét ominaisuudet on lueteltu

taulukossa 3.1.

Taulukko 3.1 Eksponentiaalisen perheen jakaumia

Jakauma Todenndkoisyys- tai tiheysfunktio E(Y) Var(Y)
. n n—
Binomi Bin(y;n, p) = (y}py(l—p) g n-p n-p(l-p)
o
Poisson Poi(y; i) = exp(—u) 7 R p
1 1 2
Bksponentti  Exp(y; 1) = - expl- 1) P (;)
1 (y-u)’
Normaali NG u,0*) = exp| — ~———
ormaali 6297 ) \/—2;;; p{ 252 H o’
v 2
)7,
T\ u “)y v
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3.1.1 Selittivien muuttujien valinta

Kun tutkitaan muuttujan x vaikutusta vasteeseen y, voidaan selittdvid tekijoitd jakaa
kuvan 3.1 xﬁukaisesti sekoittaviin tekijoihin (c), viliintuleviin tekijoihin (i) sekd
koneellisesti (esim. regressioanalyyin stepwise, forward, backward menetelmiit,
paatdspuut) tai manuaalisesti. Ainakin osa muuttujista on hyvi médriti manuaalisesti,
koska esimerkiksi vilintulevia tekijoitdi ei saa ottaa malliin mukaan. Myos

yhdysvaikutustermien ottamista malliin mukaan kannattaa harkita.

Kuva 3.1 Vastemuuttujaan mahdollisesti vaikuttavia selittivia tekijoita

3.1.2 Parametrien estimointi

Yleistetyn lineaarisen mallin parametrit estimoidaan suurimman uskottavuuden
menetelmilla. Tatd varten on kehitetty wuseita iteratiivisia menetelmid, joista
kaytetyimmit ovat Newton-Raphson ja Fisher-Scoring -menetelméat. Uskottavuusfunktio
kertoo ”milld todenndkéisyydelld timd parametri tuotti saadun arvon y”. Suurimman
uskottavuuden estimaatti on se parametriarvojen muodostama vektori, joka maksimoi

uskottavuusfunktion.

3.1.3 Tilastollisen merkitsevyyden testaaminen ja mallin oikeellisuus

Mallin kisittelyjen tilastollista merkitsevyyttd voidaan testata Waldin testilld tai
uskottavuusosamadrillda. Menetelmdt on kisitelty McCullaghin ja Nedlerin (1989)
kirjassa. Waldin testi on helposti laskettava ja tehokas menetelmd merkitsevyyden
testaamiseen. Uskottavuusosamdiritesti vaatii huomattavasti enemmin laskentaa, mutta
on asymptoottisesti tehokkain tunnettu testi tdhin tarkoitukseen (Statistics homepage

12.06.2001).
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Mallin hyvyyttd tai oikeellisuutta voidaan tutkia estimoiduista jdannoksistd

normaalisuustestin ja hajontakuvioiden avulla. Oikeellisuutta voidaan tutkia myos
devianssin tai Pearsonin y* -testisuureen avulla. Devianssi kertoo miten paljon malli

poikkeaa taydellisestd mallista eli mallista, jossa ennusteet ovat samat kuin havaitut arvot.

Jos malli on oikea, molemmat suuret ovat asymptoottisesti ekvivalentteja.

3.2 Erotteluanalyysi

Erotteluanalyysistd on olemassa lukuisia versiota. Nykyisin kdytetdin menetelmas,
jossa huomioidaan, etti havainnon todennikoisyys kuulua ryhméin vaihtelee ryhmaéstd

toiseen. Pédlahteend tissd kappaleessa on kiytetty Kleckaa (1980).

3.2.1 Menetelmin tavoite

Erotteluanalyysissi etsitddn erottelufunktioita, joilla havainnot voidaan jakaa toisensa
poissulkeviin luokkiin joidenkin muuttujien arvojen perusteella. Luokat ajatellaan olevan
perdisin eri perusjoukoista, joiden havainnot ovat sekoittuneet keskenddn. Jokaisella
luokalla on siten oma todenndkéisyysjakaumansa, jonka tiheysfunktio oletetaan
tunnetuksi tai estimoiduksi aikaisempien havaintojen perusteella. Varsinaiset
erottelufunktiot ovat alkuperdisten muuttujien lineaarikombinaatioita.

Loydettyjd erottelufunktioita voidaan kidyttda uusien havaintojen luokitteluun tai
luokittelu voidaan tehdd parhaiten erottelevien muuttujien perusteella. Jialkimmaiiseen
ryhméin kuuluvista menetelmisti Fisherin lineaariset luokittimet ovat ehka tunnetuimpia
uusien havaintojen luokitteluun kaytettyjd funktioita. Ndaméd funktiot ovat parhaiten
erottelevien muuttujien lineaarikombinaatioita, jotka maksimoivat ryhmien vilisen
vaihtelun ja minimoivat ryhmien sisdisen vaihtelun. Toinen tapa luokitella havainto on

mitata sen etédisyys luokkakeskuksista ja luokitella se sitten ldhimpa&n ryhmaén.

3.2.2 Menetelmin vaatimat oletukset
Erotteluanalyysin vaatimat oletukset ovat:

*  Muuttujat ovat vahintddn vilimatka-asteikollisia

= Havainnot on poimittu toisistaan riippumattomasti
» Kaikilla perusjoukoilla on sama kovarianssirakenne

»  Perusjoukot ovat normaalijakautuneita
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= Luokkien (tai perusjoukkojen) lukuméiri tunnetaan

=  Muuttujat eivit ole toistensa lineaarikombinaatioita eivitka korreloi keskendén
ainakaan voimakkaasti

= Luokkia on vihintdén 2 ja jokaisessa luokassa on vihintéin 2 havaintoa

= Erottelufunktioita on vihemmin kuin n — 2, n = havaintojen lukumééri aineistossa

Luokitteluasteikollisten muuttujien erottelu voidaan tehdi paitospuilla tai neuroverkoilla.
Krzanowski ja Marriott (1995) mainitsevat myods malleista, jotka eivdt perustu
normaalijakaumaan vaan muihin tunnettuihin jakaumiin. N#mad ovat kuitenkin

harvinaisia, eivitka juurikaan saatavilla valmisohjelmistoissa.

3.2.3 Menetelmiin kiytto
Laskennallisesti  erotteluanalyysi muistuttaa hyvin paljon monimuuttuja-
varianssianalyysid. Kysymyksen asettelu on seuraava:
1. Eroavatko ryhmit merkitsevisti toisistaan muuttujien keskiarvojen suhteen? (vrt.
MANOVA kappaleessa 3.4 Varianssianalyysi)
2. Jos ryhmit eroavat, niin mitkd muuttujat erottelevat ryhmét parhaiten? (ts. minkd

muuttujien keskiarvot eroavat eniten?)

Erotteluanalyysissa muodostetaan alkuperdisistd muuttyjista XX,

lineaarikombinaatioita eli erottelufunktioita d (kanonisia muuttujia)

d=vx, +..+v,x,, (3.3)

missd

v; = kerroin, joka maksimoi ryhmien keskiarvojen eron

Tamin jilkeen analysoidaan ja tulkitaan erottelufunktiot eli testataan onko funktioilla

erottelukykyé. Erottelufunktiot muodostetaan askel kerrallaan eli ensin muodostetaan
ensimméinen erottelufunktio d,, joka on “erottelukykyisin” muuttujista muodostettavissa

oleva erottelufunktio. Tdmén jidlkeen testataan erottelufunktion merkitsevyys. Jos
erottelufunktio ei ole merkitsevd, lopetetaan analyysi koska ei 16ydy muuttujaa, jonka

perusteella havainnot voitaisiin luokitella eri ryhmiin. Jos funktio taas on merkitsevé,

muodostetaan toinen erottelufunktio d, siten, ettd se on erottelukykyisin alkuperdisten
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muuttujien lineaarikombinaatio, joka on korreloimaton d,:n kanssa. Niin jatketaan

kunnes ei 18ydy endd merkitsevid erottelufunktioita.

Erottelukyvyn merkitsevyyden testaamiseen kiytetdiin testisuuretta Wilksin lambda
erottelufunktiolle d; i=1...g

&1
A=]]—, 3.4
' 1+ 4, G4

i=k+1
missd

k = laskettujen erottelufunktioiden lukumairi
g = ryhmien lukumiiri

A = ominaisarvo

Lahelld nollaa olevat ominaisarvot kertovat hyvisti erottelukyvystd, eli ryhmien vilinen
vaihtelu on suurta ryhmien sisdiseen vaihteluun verrattuna. Jos taas ominaisarvot ovat
ldhelld maksimiarvoaan eli 1.0, on ryhmien vilinen vaihtelu pientd. Arvo 1.0 kertoo, etté
ryhmien keskiarvot ovat identtiset.

Erottelufunktion voimakkuutta kuvaava mitta on kanoninen korrelaatio R;

A
R. = — i=1,..., 3.5
! \}1+/1,. g (3

joka on “ryhmidjaon” ja erottelufunktion vilinen yhteiskorrelaatio. Tastd R,.2 on

selitysaste, joka kertoo kuinka paljon ryhmien viliset erot selittdvit d, :n vaihtelusta.

3.2.4 Uusien havaintojen luokittelu

Uusien havaintojen luokittelussa kdytetddn joko erottelevia muuttujia tai kanonisia
erottelufunktioita ennustamaan ryhmaié, johon havainto todennakoisimmin kuuluu. Tahin
tarkoitukseen on olemassa useita proseduureja, jotka kaikki vertaavat havainnon sijaintia
jokaisen ryhmain keskikohtaan ”1ahimméan” ryhmin 16ytamiseksi. Luonnollisesti téllaiset
funktiot vaativat jonkin etdisyyttd mittaavan suureen miiritellyksi. Fisher ehdotti, ettd
uusien  havaintojen  luokittelu  pitdisi  perustua  erottelevien = muuttujien
lineaarikombinaatioihin. Nama luokittelufunktiot ovat eri funktioita kuin alkuperdiset
kanoniset funktiot ja ne muodostetaan siten, ettd ryhmien vilinen vaihtelu maksimoituu ja

rybmien sisdiset vaihtelut minimoituvat. Luokittelufunktiot muodostetaan jokaiselle
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ryhmiille erikseen. Kuvassa 3.2 on esimerkki, miten Fisherin lineaarinen luokitin toimii

Iiris-aineistossa.

Versicolor

4 6
Petal tength

o —

Kuva 3.2. Fisherin lineaarisilla erottelufunktioilla luokiteltu Iris-aineisto. (Michie,

Spiegelhalter, Taylor, 1994)

Kuvan perusteella menetelmé luokitteli 6 havaintoa viirin kyseisessd aineistossa. Sama
aineisto on luokiteltu myds péitospuilla sekd k-lihimmin naapurin menetelmalld
kappaleissa 4.2 ja 4.5. Fisherin luokittelufunktioita kehittyneempi tapa luokitella uudet
havainnot on mitata havainnon vilinen etiisyys luokkakeskuksista ja luokitella havainto
etdisyyden perusteella 1dhimpadn luokkaan. Kiytetyin etdisyysmitta on ns.
Mahalanobiksen  etdisyys. Sekd  Fisherin  lineaariset luokittelufunktiot  ettd
Mahalanobiksen etdisyys olettavat, ettd luokilla on sama kovarianssirakenne.
Mahalanobiksen etdisyys voidaan kuitenkin muuntaa myds luokille, joiden
kovarianssirakenne poikkeaa toisistaan Tatsuokan (1971) kuvailemalla tavalla.
Mahalanobiksen etdisyyden avulla voidaan laskea todennikoisyys sille, ettd havainto
kuuluu  tiettyyn  ryhmdidn. Tdmd  todenndkdisyys  (kutsutaan  posteriori-
todennék6isyydeksi) on periaatteessa havainnon suhteellinen etiisyys luokkakeskuksesta.

Havainnon kuulumisesta johonkin luokaan voi myds olla ennakkotietoa. Jos
esimerkiksi kahden luokan tapauksessa tiedetddn, ettd 90% perusjoukosta kuuluu

luokkaan 1, mukautetaan posteriori-todenndkéisyyksid timéan ennakkotiedon (a priori-
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todennikdisyyden) mukaan. Posterori-todennédkéisyksida voidaan mukauttaa myds silloin,
kun véirin luokituksen kustannus vaihtelee suuresti ryhmasti toiseen.

Sekd Fisherin Iluokittelufunktioissa etti Mahalanobiksen etdisyydessd uusien
havaintojen luokittelu perustuu parhaiten erotteleviin muuttyjiin. Kuten aikaisemmin
todettiin, luokittelu voidaan tehdi myds kanonisten erottelufunktioiden avulla.
Tavallisesti tdlld menetelmilld saadaan samat luokittelutulokset kuin suoraan erotteleviin
muuttyjiin  perustuvilla menetelmilldi jopa pienemmilldi miérdlld laskentaa, kun
havaintoja on paljon. Jos luokkien kovarianssirakenteet kuitenkin poikkeavat hyvin

paljon toisistaan, ei kanonisten erottelufunktioiden kiytto ole suositeltavaa.

3.2.5 Menetelmiit puutteet

= Menetelmi toimii tavallisesti hyvin, mutta on tilanteita joihin lineaarinen luokitin ei
sovi. Tillainen tilanne on esimerkiksi, kun toinen ryhmi on tiivis, mutta toisen
ryhmin havainnot ovat levinneet laajasti (Michie ym., 1994).

= Mikdli samaa aineistoa kéytetddn erottelufunktioiden laskuun ja havaintojen
luokitteluun, saattavat luokitustulokset olla liian optimistisia (Manninen, 1991).

= Jokainen havainto ”pakotetaan” kuuluvaksi ensisijaisesti johonkin ryhmain, vaikka

téllaista a priori ryhmii ei todellisuudessa olisi (Manninen, 1991).

3.2.6 Vaihtoehtoiset menetelmiit

Erotteluanalyysistd 16ytyy sekdi semiparametrinen ettdi epidparametrinen vastine.
Semiparametriseksi vastineeksi Krzanowski ja Marriott (1995) mainitsevat Quadraattisen
erottelun. Epédparametrisistd vastineista tunnetuin on Kemelin erotteluanalyysi.
Yksinkertaisempi epdparametrinen vastine on k-lihimmin naapurin erottelu, jota on
kisitelty kappaleessa 4.5. Vaikka erotteluanalyysistd on kehitetty lukuisia versioita, vain
harvat ovat péddsseet valmisohjelmistoihin. Ainakin SAS tukee Fisherin lineaariseen
luokittimeen perustuvaa erottelua sekd molempia epdparametrisia menetelmid.
Erotteluanalyysin sijasta voidaan tehdd mys kanoninen analyysi, kts. Mardia, Kent ja
Bibby (1980).

Luokittelna on tutkittu paljon my6s hahmontunnistuksen kirjallisuudessa. Ainakin
neuroverkot ja paatospuut ovat suosittuja luokittelijoita. Niitd menetelmid on kisitelty
myohemmin kappaleissa 4.2 ja 4.3. Lisitietoa menetelmistd 16ytyy esim. Berryn ja
Linoffin (1997) kirjasta. Michie ym. (1994) ovat vertailleet tilastollisia
luokittelumenetelmis sekd hahmontunnistuksen menetelmid ja listanneet menetelmien

hyvid puolia seka heikkouksia.
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3.3 Regressioanalyysi

3.3.1 Menetelmiin tavoite

Regressioanalyysissd tutkitaan vastemuuttujan riippuvuutta selittdvistd muuttujista,
jotka ovat vidhintdiin vilimatka-asteikollisia. Regressioanalyysilld tutkitaan lineaarista
riippuvuutta.  Epélineaarisen riippuvuuden tutkimiseen on olemassa erilaisia
kayransovitusmalleja. Monimuuttujaregressioanalyysissd selitettivid muuttujia on useita.

Paildhteend tdssd kappaleessa on kédytetty Hamiltonia (1992).

3.3.2 Menetelmiin vaatimat oletukset

=  Havainnot ovat toisistaan riippumattomasti poimittu normaalijakautuneista
perusjoukoista

= Vastemuuttujien ehdolliset odotusarvot ehdolla selittivit muuttujat sijaitsevat samalla
suoralla

= Kaikilla perusjoukoilla on sama varianssi

Regressioanalyysi voidaan yleistdd seuraaviin tapauksiin:

* vastemuuttuja on bindérinen, selittivit muuttujat voivat olla jatkuvia tai luokittelevia
(logistinen regressio)

= vastemuuttuja on bindirinen ja selittdvit muuttujat luokittelevia (logit-, probit —
mallit)

» selittdvien muuttujien vaikutus vastemuuttujaan epilineaarista.

3.3.3 Menetelmin kiytto

Tavallinen lineaarinen regressiomalli vastaa yleistettyd lineaarista mallia, jossa
vastemuuttuja ja selittdvit muuttujat ovat jatkuvia ja normaalisti jakautuneita sekd
kdytetddn identtistd linkkid. Regressiomalli vastemuuttujalle y ja selittdville muuttujille

x;, i =1,...,k on muotoa

y=pF+Bx, +..+ Bx, +¢ (3.6)
missi

;= tuntemattomat parametrit (estimoitavat regressiokertoimet) ja

H

€ = satunnaisvaihtelua kuvaava virhetermi
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Tuntemattomat parametrit f3;, i=1,...,k estimoidaan otoksesta pienimmén nelissumman

(PNS) tai suurimman uskottavuuden (SU) menetelmdlli. Parametri [, kertoo y:n

perustason ja muut parametrit y:n riippuvuutta x;:sti. Regressioanalyysissd testataan

riippuko y todella selittivistd muuttujista x; kertoimien J; testauksella. Jos lineaarinen
malli on oikea, mallin jainnokset ovat toisistaan riippumattomia ja normaalisti

jakautuneita odotusarvona 0 ja varianssina o’. “Oikea malli” tarkoittaa, etti ym
odotusarvo on x-muuttujien lineaarinen lauseke. (Mallista ei puutu muuttujia, jotka

vaikuttavat y:n odotusarvoon, ja kaikki mukana olevat taas vaikuttavat.) Jos

nollahypoteesi H,: f;, = 0 on voimassa, noudattaa testisuure F-jakaumaa. Mallin

selitysaste R? kertoo kuinka monta prosenttia y:n vaihtelusta selittyy x:ien vaihtelulla.

Ongelmia regressioanalyysin oletuksissa
Hamilton (1992) mainitsee mm. seuraavista poikkeamista regressioanalyysin

oletuksista:

»  Mallin ulkopuoliset muuttujat saattavat vaikuttaa vastemuuttujaan tai selittdviin
muuttujiin, jolloin mallissa esiintyy nédenndisid riippuvuuksia. T4t voidaan korjata
ottamalla malliin aluksi mukaan useampia muuttujia, joista vain tirkeimmat jaavit
lopulliseen malliin. (Stepwise- tai backward-menetelmat)

=  Muuttujien vililld on epilineaarinen yhteys. Tamé voi myds olla seurausta siiti, ettei
normaalisuusoletus ole voimassa. Asia voidaan korjata muunnoksella (log-,
nelidjuuri-, potenssimuunnos jne.) joko y:lle, x:ille tai molemmille

»  Heteroskedastisuus. Muuttujan y vaihtelu ei ole yhtd suurta kaikilla x:n arvoilla.
Voidaan korjata muunnoksella tai painotuksella, jossa pienen varianssin omaavia
arvoja painotetaan suurella kertoimella ja suuren vaihtelun arvoja pienelld
kertoimella. Voidaan kayttid my$s painotettua PNS-menetelméd tai muuta robustia
menetelmai.

= Havainnot ovat ajallisesti tai paikallisesti riippuvia. Tdmd nédkyy jadnnosten
korreloimisena.

= Jaannokset eivit ole normaalisti jakautuneita. Tdmd voi johtua siitd, ettd muuttujat
eivit ole normaalisti jakautuneita, malli on vdirin méiritelty, varianssit eivit ole
vhtisuuria, Hian vdhin havaintoja jne.

= Vaikutukseltaan voimakkaat ulkopuoliset havainnot. Niille jadnnokset ovat liian

suuria. Téllaiset havainnot kannattaa poistaa analyysista.
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Huom. Jotta muuttujien vilinen riippuvuus voi olla lineaarista, tiytyy jakaumien olla
samanmuotoisia. Tamén takia joudutaan usein tekem#in muunnos vastemuuttujalle ja/tai
selittaville m.uuttujille, jotta jakaumaoletukset saadaan voimaan ennen regressiomallin
sovittamista. Muunnosten tekeminen vaikuttaa kuitenkin kaikkien oletusten voimassa
oloon, joskus parempaan joskus huonompaan suuntaan. Tulkinta saattaa myos olla
ongelmallista muunnosten jilkeen, ja siksi on hyvi, jos regressiomallin sovittamisen
jalkeen malli voidaan palauttaa koskemaan alkuperiisid muuttujia. Takaisin muunnetussa
mallissa riippuvuus ei endéd vilttimittd olekaan lineaarista vaan kidyréviivaista, jolloin
regressiosuoraa  vastaa kdyrd. Tavallisimmissa tilasto-ohjelmistoissa  voidaan
korrelaatiodiagrammassa nékyvain pistejoukkoon sovittaa myos kayrid tai epalineaarisia

malleja (Hamilton, 1992).

Selittédvien muuttujien valinnasta
Regressioanalyysin ideana on sovittaa havaintoaineistoon mahdollisimman hyvin

sopiva malli mahdollisimman v#hdlld madrdlld selittivia muuttujia tulkinnan

helpottamiseksi (Hamilton, 1992). Selittdvdit muuttujat voidaan valita kokemuksen

perusteella tai kokeilemalla. SAS ja SPSS tukevat seuraavia menetelmia:

=  Kaikki selittdvit muuttujat “pakotetaan” malliin Kkerralla pelkdn sisillollisen
hypoteesin perusteella (SPSS ENTER).

=  Halutut selittdvit muuttujat poistetaan mallista kerralla (SPSS REMOVE).

=  FORWARD. Aluksi otetaan vain vakiotermi malliin, seuraavaksi valitaan muuttuja,
joka eniten selittdd Y:n vaihtelua p-arvon perusteella, seuraavaksi se muuttuja, jolla
on jéljelle jddneistd pienin p-arvo jne. kunnes haluttu kriteeri on saavutettu. '

®*  BACKWARD. Aluksi malliin sovitetaan kaikki selittdviat muuttujat, sitten poistetaan
turhana muuttujana se, jolla on suurin p-arvo, toiseksi se, jolla on jiljelld olevista
suurin p-arvo jne. kunnes haluttu kriteeri on saavutettu.

= STEPWISE. Jokaisen uuden mukaan otetun muuttujan jilkeen tarkistetaan onko jokin
mallissa oleva muuttuja menettinyt merkityksensa (esim. p-arvo > 0.05 tai 0.10),
lasketaan taas uusi malli ja etsitddn seuraava “merkitsevd” muuttuja jne. kunnes

haluttu kriteeri on saavutettu. T4td menetelmis kokeillaan yleensi ensiksi.
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3.3.4 Regressioanalyysin kritiikkii
Hamilton (1992) esittid myos seuraavaa kritiikkid regressioanalyysid kohtaan:

»  Vaatii mélko vahvat oletukset, jotka asettavat rajoituksia johtopaitdsten tekemiselle
muuttujien valinnasta tulosten tulkintaan

» OQletukset yksinkertaistavat todellisuutta ja ohjaavat huomion helppoihin ja
vastattavissa oleviin kysymyksiin. Yksinkertaistaminen on vilttimiton elementti
tieteen tekemisessd, mutta siind on omat riskinsd: Onko yksinkertaistettu liikaa?

Ovatko oletukset uskottavia? Téaytyyko valita jokin muu ldhestymistapa?

3.3.5 Vaihtoehtoisia menetelmisi

Epidparametrisia vastineita regressioanalyysille ovat esimerkiksi Sommersin d
jarjestysasteikollisislle muuttujille, sekd epdsymmetristid riippuvuutta kuvaava Lp, kts.
Siegel (1980). Samoin on olemassa erilaisia kdyrinsovitusmenetelmié (esim. spline), joita
voidaan kayttdd parametristen menetelmien sijasta. Monimuuttujaisen regressioanalyysin

sijasta voidaan suorittaa myos kanoninen analyysi.

3.4 Varianssianalyysi

Varianssianalyysi voidaan periaatteessa ajatella regressioanalyysin

erikoistapaukseksi.

3.4.1 Menetelmiin tavoite
Varianssianalyysissd  testataan  vastemuuttujan  keskiarvojen  yhtidsuuruutta
taustamuuttujien madrddmissd ryhmissd. Monimuuttujavarianssianalyysissid testattavia

vastemuuttujia on useita.

3.4.2 Menetelmiin vaatimat oletukset
= Havainnot ovat toisistaan riippumattomasti poimittu normaalijakautuneista
perusjoukoista

=  Vastemuuttujien perusjoukoilla on sama varianssi

Jos poikkeamat oletuksista ovat suuria, voidaan kayttdd jotakin varianssianalyysin

epdparametrista vastinetta. Lievdt poikkeamat oletuksista voidaan kuitenkin sallia.
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Epédparametrisia menetelmid on lueteltu timén luvun kappaleessa 3.4.4 Epdparametriset

vastineet.

3.4.3 Menetelmiin kiytto

Varianssianalyysid kéytettdessd puhutaan yleensd yksi- tai useampisuuntaisesta
ANOVA:sta (Analysis Of Variance) tai MANOVA:sta (Multivariate Analysis of
Variance). Nimensd menetelmd on saanut siitd, etti vastemuuttujan kokonaisvaihtelu

voidaan esittdd ns. varianssihajotelmana.

Yksisuuntainen varianssianalyysi (ANOVA)
Yksisuuntaisessa varianssianalyysisséd testataan vastemuuttujan keskiarvojen p; yhtd

suuruutta taustamuuttujan madrdsimissi ryhmisséd. Nollahypoteesi on tdlldin muotoa

Hy:p=p=.=u

H,| :keskiarvot eivdt ole yhtd suuria.

Hypoteesin testaukseen kiytetddin F-festii. Varianssianalyysi ei kerro minkd ryhmin
keskiarvo poikkeaa muista, jos nollahypoteesi hyldtdan. Talloin siirrytdéin kahden
keskiarvon vertailuihin, jotka tavallisesti tehddin t-testilli, mutta myds muita

keskilukujen testejd voidaan kayttaa.

Kaksi- tai useampisuuntainen varianssianalyysi

Kaksi- tai useampisuuntaisessa varianssianalyysissd testataan vastemuuttujan
keskiarvojen yhtd suuruutta kahden tai useamman taustamuuttujan madrdadmissd
ryhmissi. Kun vastemuuttuja riippuu useammasta kun yhdesti taustamuuttujasta, tulevat
mukaan myd6s yhdysvaikutustermit. Lisdksi luokittelevien muuttujien vaikutukset voivat
olla kiinteitd tai satunnaisia. Kiinteissd malleissa ollaan kiinnostuneita nimen omaan
luokittelijoiden arvoista, kun satunnaismallissa ollaan kiinnostuneita enneminkin
luokkien vilisestd vaihtelusta. Jos mallissa esiintyy molempia tyyppejd, puhutaan
sekamallista. Kaksi luokittelevaa muuttujaa voivat olla sisdkkdin tai ristikkdin. Muuttujat
ovat ristikkiin, jos kaikkia lnokkien kombinaatiota voi esiintyd. Muuttujat ovat sisakkain,

Jjos tiettyd muuttujan a arvoa vastaavat vain tietyt muuttujan b arvot.
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Monimuuttujavarianssianalyysi (MANOVA)

Monimuuttujavarianssianalyysissé tutkitaan yhtd aikaa usean selitettdvin muuttujan
riippuvuutta useasta luokittelevasta muuttujasta. Luokittelevat muuttujat voidaan jakaa
koeyksikén sisdisiin ja vilisiin luokittelijoihin. Kiinteiden tekijéiden mallissa kaikki

luokittelijat ovat koeyksikoiden vilisida. MANOVAN hypoteesi on muotoa

HO: p, = u, =...= u, (kasittelyilld ei ole vaikutusta vastemuuttujien odotusarvoihin)

H]I: jokin/jotkin odotusarvoista ovat erisuuria.

Hypoteesien testaukseen on olemassa 4 tunnettua testisuuretta: Royn 6 Wilksin A,
Hotelling-Lawleyn T sekd Pillain V. KaytinnOssa testisuureiden erot ovat vihdiset,
yksikdin testisuure ei ole kauttaaltaan muita parempi (voimakkaampi, robustimpi), mutta

usein Pillain V on paras, Royn 6 huonoin. Jos nollahypoteesi hylatdsn, siirrytddn kahden

keskiarvon vertailuihin. T-testin monimuuttujainen vastine on Hotellingin T, mutta

myds muita testisuureita on olemassa tihén tarkoitukseen.

Poikkeamat varianssianalyysin oletuksista

Korhonen  (1995) kirjoittaa, etti  varianssianalyysin  oletukset  ovat
tarkeysjarjestyksessd riippumattomuus, homoskedastisuus eli varianssien yhtd suuruus
sekd normaalijakautuneisuus. Usein ollaan kuitenkin tilanteessa, jossa jokin/jotkin
oletuksista eivdt pidd paikkaansa. Erityisesti satunnais- ja sekamalleille poikkeamilla
saattaa olla suuri merkitys, koska testin merkitsevyystaso muuttuu. Pahimmassa
tapauksessa p-arvosta tulee liian pieni ja nollahypoteesi hylitddn liian helposti eli
muuttujien vililld havaintaan merkittdvad riippuvuutta, vaikka sitd ei todellisuudessa
olisi. Ongelma on myds, ettd useinkaan ei voida sanoa pienentdvitkd vai suurentavatko
poikkeamat oletuksista p-arvoa.

Toisistaan riippuvilla havainnoilla on huomattava vaikutus merkitsevyystesteihin.
Liséksi riippumattomuutta ei tissi tapauksessa voida testata milldén testilld, vaan
mahdollinen riippuvuus taytyy paételld aineiston alkuperésta.

Varianssien erisuuruudella on my6s suuri vaikutus, jos erisuuruus on huomattavaa ja
suuren varianssin omaavasta perusjoukosta on kerdtty vihdn havaintoja ja pienen
varianssin omaavasta paljon havaintoja. Varianssien yhtd suuruutta voidaan testata
tilastollisilla testeilld, mutta ndmi testit ovat hyvin herkkid jakaumaoletuksille. Testit

eivit myoskdidn kerro onko erisuuruus merkittdvda keskiarvotestien kannalta. Jos

24



kédytetddn suurta otoskokoa, voidaan pienet poikkeamat varianssien yhtd suuruudesta
sallia. Testien lisdksi yhtd suuruutta voidaan tutkia jddnnéspiirroksilla. Varianssien
erisuuruutta voidaan yrittdd lieventdd esimerkiksi logaritmimuunnoksella.

Kaikkein eniten voidaan joustaa normaalisuusoletuksesta varsinkin suurten otosten
tapauksessa, koska mallien oikeellisuuden on huomattu riippuvan enemmén varianssista
kuin jakauman muodosta. Jos jakaumakuva kuitenkin osoittaa selvisti useampia huippuja
jotka ovat kaukana toisistaan, saattaa jakauma olla sekoitus useammasta perusjoukosta ja
tatd kuvaava selittivd muuttuja pitdisi saada lisdttyd malliin. Jos jaannosjakauma
muistuttaa Poisson-jakaumaa, tulee p-arvoista liian suuria eli merkitsevié eroja ei tahdo
loytyd. Normaalisuutta voidaan testata tilastollisilla testeilld, mutta suurten otosten
tapauksessa normaalisuus usein hyldtdédn liian helposti keskiarvotestien kannalta. Toinen
tapa tutkia normaalisuutta on piirtid jdinnGkset normaaliasteikolle, jolloin

normaalisuusoletuksen pitdessd paikkansa jaannokset muodostavat likimain suoran.

3.44 Epiparametriset vastineet

Epédparametrisia vastineita varianssianalyysille on useita: Cochranin Q-testi,
Friedmanin kaksisuuntainen varianssianalyysi, Pagen testi, Mediaani testi sekd Kruskal-
Wallisin yksisuuntainen ANOVA jirjestetyille alkioille. Epéparametrisista menetelmisti

on kirjoittanut esimerkiksi Siegel (1980).

3.5 Kovarianssianalyysi

3.5.1 Menetelmiin tavoite

Kovarianssi mittaa muuttujien vélistd lineaarista riippuvuutta kuten korrelaatiokin,
mutta tulokseen vaikuttaa muuttujien mitta-asteikot. Kovarianssianalyysilld voidaan
yrittdd osoittaa, ettd otoksesta lasketut tulokset ovat yleistettdvissd koskemaan koko

perusjoukkoa tilanteissa, joissa otoksen riippumattomuusoletus ei ole voimassa.

3.5.2 Menetelmiin vaatimat oletukset

* Havainnot ovat toisistaan riippumattomasti poimittu normaalijakautuneista
perusjoukoista

»  Selitettdvien muuttujien perusjoukoilla on sama varianssi

= Osa selittdjistd on luokittelevia ja osa vahintddn vilimatka-asteikollisia
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3.5.3 Menetelmin kiytto

Kuten varianssianalyysid myds kovarianssianalyysid kidytettdessd puhutaan yleensd
yksi- tai ﬁseampisuuntaisesta ANCOVA:sta (Analysis Of Covariance) tai
MANCOV A:sta (Multivariate Analysis of Covariance)

Yksisuuntainen kovarianssianalyysi (ANCOVA)

ANCOVA:ssa yhdistetdén lineaarinen regressio ANOVA:n kanssa. Nain voidaan
kayttad jatkuvaa regressiomuuttujaa sekd luokittelevaa muuttujaa kuvaamaan y:n
vaihtelua. Lineaarinen regressio sovittaa suoran x-y muuttujien hajontakuvioon.
Yksisuuntainen varianssianalyysi taas sovittaa jokaiseen ryhmiin keskiarvoa.
Yksisuuntainen kovarianssianalyysi sovittaa suoran jokaiseen x-y muuttujien ryhméén

siten, etté suorien kulmakertoimet ovat samat.

Sovitettu mallia voidaan testata seuraavilla nollahypoteeseilla:

» Kulmakertoimet (regressiokertoimet) 3 ovat yhtdsuuria kaikissa ryhmissi
» Jos kulmakertoimet (regressiokertoimet) [ ovat yhtdsuuria, myos regressiosuoran

vakiotermit ¢; ovat yhtisuuria. (Testataan onko ryhmien keskiarvojen vililld eroja.)

= Jos kertoimet ovat yhtisuuria, ovatko ne nollia (f =0 ja a; =0)

Kaksi- tai useampisuuntainen kovarianssianalyysi (ANCOVA)
Luokittelevia taustamuuttujia otetaan mukaan useampi kuin yksi. Vastaavasti kuin
varianssianalyysissi mukaan tulevat myds yhdysvaikutustermit, ks. Kaksi-tai

useampisuuntainen varianssianalyysi.

Monimuuttujakovarianssianalyysi (MANCOVA)

Tutkitaan yhtd aikaa usean selitettivin muuttujan riippuvuutta luokittelevista ja
jatkuvista muuttujista. Samoin kuin varianssianalyysissi luokittelevat muuttujat voidaan
jakaa koeyksilon sisdisiin ja vilisiin luokittelijoihin. Kiinteiden tekijoiden mallissa kaikki
luokittelijat ovat koeyksikoiden vilisia. MANCOVA on kuitenkin jo sen verran

harvinaisempi, ettei sitd 16ydy monestakaan valmisohjelmistosta.

3.5.4 Vaihtoehtoiset menetelmiit
Kovarianssianalyysin epédparametrinen vastine on MANOVA jirjestetyille alkioille.

Tastd [6ytyy tietoa ainakin Conoverin (1980) kirjasta.
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3.6 Faktorianalyysi

3.6.1 Menetelmiin tavoite:

Faktorianalyysid (FA) kéytetddn sellaisten muuttujien Kkorrelaatiorakenteen
analysointiin, joita ei voida suoraan havaita eli etsitdsan muuttujien takana piilevii latentti-
muuttujia. Kahden muuttujan vilisen korrelaation ajatellaan johtuvan yhdestd tai
useammasta tekijastd eli faktorista, jotka aiheuttavat ndissd muuttujissa yhteisvaihtelua.
Faktorianalyysilld voidaan my0s testata faktorien lukumiirdd tai faktorilatauksia
koskevia hypoteeseja. Latentilla muuttujalla tarkoitetaan jotakin abstraktia piirretts, jota

ei voida suoraan mitata vaan siti tutkitaan erilaisten indikaattoreiden avulla.

3.6.2 Menetelmin vaatimat oletukset:
= Havainnot on toisistaan riippumattomasti poimittu normaalijakautuneista
perusjoukoista

= Kaikilla perusjoukoilla on sama varianssi

Faktorianalyysistd on tehty useita laajennuksia, kuten epilineaarinen ja parametriton

faktorianalyysi.

3.6.3 Menetelmiin kiiytto

Faktorianalyysi ja padkomponenttianalyysi ovat teknisesti ldhelld toisiaan,
kummassakin lasketaan korrelaatiomatriisin ominaisarvoja ja —vektoreita. Ajattelutapa on
kuitenkin erilainen. Padkomponentit eivdt ole latentteja muuttujia vaan havaittujen
muuttujien lineaarikombinaatiota. Liséksi padkomponentit selittivit x-muuttujien

kokonaisvarianssia, faktorit muuttujien vilisid korrelaatioita.

Faktorianalyysi voidaan jakaa kahteen luokkaan:
= Eksploratiivinen FA: Etsitdédn aineistosta faktoreita.
» Konfirmatorinen FA: Tutkitaan teoriasta johdetun faktorin yhteensopivuutta aineiston

kanssa.
Faktorianalyysissé voidaan erottaa kolme paidvaihetta:

= Faktoreiden miéran arviointi. Tdhdn on kehitetty muutamia menetelmis, mutta sen

voi myds tehdé kokeilemalla eri mééria.
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Faktorointivaihe. Havaintoaineistosta lasketusta korrelaatiomatriisista estimoidaan
faktorimallin parametrit eli faktorilataukset suurimman uskottavuuden menetelmalld
tai péiﬁakéelimenetelméilléi.

Rotaatiovaihe. Koska ”yhtd hyvid” faktorilatauksia on teoriassa olemassa déretén
médrd, valitaan lopulliseksi latausmatriisiksi se, joka on helpoin tulkita. Etsitdén siis
ortogonaalinen muunnosmatriisi, jonka avulla muodostetaan rotatoitu latausmatriisi.
Rotatoidut faktorit selittévit x-muuttujien korrelaatiot ja varianssit yhtad hyvin kuin

alkuperiiset faktorit.

Faktorianalyysissd muuttujan havainnot voidaan ilmaista muodossa

X, =a,-fi+ta,-f,+.+a, fi+&, i=1.p 3.7

missi

p = muuttujien mésri

k on faktorien miiri, on

ay on faktorin k& lataus muuttujalle i (muuttujan ja faktorin vilinen korrelaatio),

fr on yhteisfaktori ja

€ on erityisfaktori (satunnaismuuttuja).

Faktoreista tehdidin seuraavat oletukset:

Erityisfaktorit ovat riippumattomia toisistaan ja yhteisfaktoreista
Yhteisfaktorit ovat riippumattomia toisistaan

Faktoreiden keskiarvo on 0 ja varianssi 1.

Rotaatiomenete/mid

Rotaatiomenetelmét voidaan jakaa kahteen luokkaan:

Suorakulmaiset menetelmit, jotka tuottavat korreloimattomia muuttujia. Téllaisia
menetelmis ovat esimerkiksi varimax (rotatoidaan siten, etti kullekin faktorille
latautuu voimakkaasti mahdollisimman vdhan muuttujia) ja quartimax (varimaxin
”transpoosi”).

Vinokulmaiset menetelmait, jotka tuottavat korreloivia faktoreita. Vinokulmainen on

kaytinnossd aina parempi, koska se tuottaa yksinkertaisemman latausrakenteen.
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Faktoreiden tulkinta

Faktoreille haetaan tulkintaa tarkastelemalla mitkd muuttujat saavat kullakin faktorilla
suurimmat j‘a mitkd pienimmét lataukset. Kunkin muuttujan kommunaliteetti
(faktorilatausten neli) kertoo kuinka hyvin muuttujien vaihtelut pystytdin selittiméaén
16ydetyilld yhteisfaktoreilla. Kommunaliteettien summa jaettuna muuttujien lukumairilla
kertoo kuinka suuren osan muuttujien kokonaisvaihtelusta faktorit yhteensd selittivit

(Manninen, 1991).

3.6.4 Faktorianalyysin kritiikkii

Manninen (1991) kritisoi faktorianalyysii seuraavasti:

*  Muuttujista ja faktoreista tehdddn suuri méari oletuksia, jotka eivit aina ole realistisia

= Analyysissi tarvitaan etukiteistietimys faktorien lukuméairisti, miké ei useinkaan ole
saatavilla

=  Annetulla faktorilukuméaarilla faktorit eivit ole yksiselitteisid

= Faktoripisteiden médrittdminen havaintoaineistolle vaatii estimointia

»  Faktoreiden tulkinta on usein vaikeaa.

3.6.5 Vaihtoehtoiset menetelmiit

Konfirmatorinen FA:n on erikoistapaus yleisemmistd malliluokasta nimeltd
lineaariset rakenneyhtdlomallit (LISREL). Néissd malleissa on kahdenlaisia muuttujia:
suoraan havaittavissa olevia ja piillomuuttujia (latent variables). LISREL -malleista on
kirjoittanut esimerkiksi Yli-Luoma (1996). Lineaarinen riippumattomien komponenttien
analyysi (ICA) on myos erdédnlainen faktorianalyysin muunnelma. T#ssd havaintojen ei
oleteta noudattavan multinormaalijakaumaa.

Faktorianalyysin  sijasta voidaan myds tehdd moniulotteinen skaalaus
(Multidimensional scaling, MDS). Analyysin tavoite on jiljittdd merkityksellisid alla
olevia ulottuvuuksia, joilla voidaan selittdd muuttujien vilisid riippuvuuksia. Kun
faktorianalyysissd riippuvuuksia tutkitaan korrelaatio- tai kovarianssimatriisista,
moniulotteisessa skaalauksessa voidaan analysoida kaiken muotoisia samanlaisuus- tai
erilaisuusmatriiseja  korrelaatio- ja kovarianssimatriisin  liséksi. Moniulotteisen

skaalauksen matemaattista teoriaa kisittelevat esimerkiksi Mardia ym. (1980).
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3.7 Ryhmittelyanalyysi

3.7.1 Menetelmiin tavoite:
Ryhmittelyanalyysissd havainnoista muodostetaan luonnollisia ryhmié, jotka ovat
mahdollisimman homogeenisia. Joitakin ryhmittelyanalyysin menetelmié voidaan kayttia

myd6s muuttujien ryhmittelyyn.

3.7.2 Menetelmiin kiytto
Ryhmittelyanalyysistd on olemassa useita variaatioita ja sen nykyinen sovellusalue on

laaja. Ryhmittelyanalyysi eroaa erotteluanalyysisti siten, etti etukiteistietimysti ryhmien

lukumédrdstd tai havaintojen kuulumisesta johonkin ryhmdin ei tarvita.

Hahmontunnistuksen  kirjallisuudessa ~ ryhmittelyanalyysiin ~ viitataan = usein

”ohjaamattomalla oppimisella”. Kaiken kaikkiaan ryhmien identifioimiseksi on kehitetty

lukuisia menetelmii, jotka Krzanowski ja Marriott (1995) jakavat neljaén luokkaan:

® Hierarkkiset menetelmit, joissa 10ydettyihin ryhmiin vaikuttaa suuresti
samanlaisuusmitan valinta. Ndissd menetelmissid muodostetaan puu, joka katkaistaan
halutulta korkeudelta ja lehtid kédytetdsn ryhmina.

= T[teratiiviset uudelleen sijoittamismenetelmit, jossa data jaetaan ryhmiin optimoimalla
jokin kriteeri, joka usein perustuu ryhmien sisdiseen kovarianssimatriisiin. Kaytetyin
menetelmd on k-means, josta 16ytyy lukuisia variaatioita. Tiedon louhinnan
kirjallisuudessa ryhmittelylld tarkoitetaan usein k-means —algoritmiin perustuvia
menetelmia.

» Jakauman sovitukseen perustuvat menetelmit, joissa tavallisimmin dataa yritetdsn
sovittaa multinormaalijakaumaan eri parametrein, joiden arvot oletetaan tai
estimoidaan havaintoaineistosta. Tuloksena saadaan posteriori—todenndkéisyyksid
johonkin ryhméén kuulumisesta.

» Epédparametriset menetelmdt. Nidmd ovat hahmontunnistukseen kehitettyjé
laskennallisesti ~ tehokkaita menetelmis, joissa  viltytddn epérealistisilta
jakaumaoletuksilta estimoimalla tiheysfunktio aineistosta. Kéytettivia etdisyysmittaa
ei tarvitse paattdd etukiteen kuten muissa menetelmissi. Menetelmin huono puoli on,

ettd datan todellista rakennetta ei ole helppo havaita tuloksista.

Niistd ainoastaan jakauman sovitukseen perustuvilla menetelmilld on pohjana

tilastollinen malli, joka sisiltad otoksen kisitteen. Muut menetelmat kasittelevit aineistoa
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perusjoukkona. Eri menetelmit 16ytdvat myos eri muotoisia ryhmid. Menetelmit, jotka
16ytavidt vain pallomaisia ryhmid, mutta eivit havaitse pitkid, ellipsin muotoisia ryhmis,
eiviat toimi .yleenséi kovin hyvin. Muodoltaan epéatavallisten (rengasmaisten, L-
muotoisten) ryhmien identifiointi on vaikeaa ja monet menetelmit jakavat ne
osaryhmiksi. Vain epdparametriset menetelmit saattavat 10ytdd ne suurilla aineistoilla.

Hierarkkiset menetelmit on tarkoitettu ldhinnd pienille aineistoille. SAS kiyttaa
ryhmittelyyn joko hierarkkista menetelmés (pienille otoksille) tai k-means —algoritmia
yhdistettynd 1dhimman keskipisteen lajitteluun (nearest centroid sorting) (Korhonen,
1995).

k-means -algoritmi

K-means -algoritmissa ryhmien lukuméird (k) tiedetdin etukiteen. Algoritmilla
oikeastaan kokeillaan tukeeko aineisto oletusta, etti se voidaan jakaa k-ryhméin.
Laskennallisesti algoritmi muistuttaa yksisuuntaista varianssianalyysid (ANOVA)
pdinvastoin. Algoritmi aloitetaan valitsemalla satunnaisesti ryhmien keskipisteet. Sen
Jjilkeen muut havainnot sijoitetaan ldhinnd keskipistettd vastaavaan ryhmédin. Tamin
jilkeen ryhmin keskipisteeksi valitaan ryhmikeskiarvo ja ryhmitellddan havainnot
uudelleen. Niin jatketaan kunnes ryhmien sisdinen vaihtelu minimoituu ja ryhmien
vilinen vaihtelu maksimoituu. ANOVA:ssa ryhmikeskiarvojen eroa testataan vertaamalla
ryhmien vilistd vaihtelua ryhmien sisdiseen vaihteluun. K-means —algoritmi yrittaa siirtad
havaintoja ryhmistd toiseen siten, etti ANOVA:n merkitsevyystesti olisi

mahdollisimman suuri (Statistics homepage 12.06.2001).

3.7.3 Menetelmiin edut
* Voidaan soveltaa monille aineistotyypille eikd muuttujien mitta-asteikoille aseteta

rajoituksia, koska kaytettdva etdisyysmitta voidaan mééritelld monella tavalla.

3.74 Menetelmin puutteet

= Eikisittele hyvin padllekkiisid ryhmid

»  Ulkopuoliset havainnot voivat sotkea ryhmia

= Jokainen havainto pakotetaan kuulumaan johonkin ryhmain. Tietoa siiti, etté jotkin
havainnot olisivat todennikoisempid tietyn ryhmén jasenid kuin muut saman ryhmén
havainnot, ei ole saatavilla (Berry ja Linoff, 1997).

= Jos muuttyjien vaihtelu on suurta, kannattaa muuttujat skaalata samalle mitta-

asteikolle, koska etdisyysmitta painottaa suuria arvoja saavia muuttujia

31



3.7.5 Vaihtoehtoiset menetelmiit
Tilastollisten menetelmien lisdksi ryhmittelyd voidaan suorittaa itseorganisoituvalla
kartalla, jota on kisitelty kappaleessa 4.4. Joissain tilanteissa myds faktorianalyysia voi

kayttas ryhmittelyanalyysin sijaan.

3.8 Piikomponenttianalyysi

Padkomponenttianalyysi (PCA) ja faktorianalyysi (FA) muistuttavat toisiaan hyvin

paljon ja ndmd usein sekoitetaankin keskenéin.

3.8.1 Menetelmiin tavoite:

Padkomponenttianalyysin tavoite on muuttujien lukumiérin alentaminen, jolloin
datan piirteet saadaan helpommin nidkyviin. Takana on ajatus, ettd alkuperidisten
muuttujien vaihtelu on selitettdvissd pddkomponenteilla, jotka ovat keskenddn

korreloimattomia, alkuperéisten muuttujien lineaarikombinaatioita.

3.8.2 Menetelmiin vaatimat oletukset:

= muuttujat ovat vahintiin vilimatka-asteikollisia

3.8.3 Menetelmiin kiytto

Padkomponenttianalyysid  sovelletaan  korrelaatio- tai  kovarianssimatriisiin.
Padkomponentteja voidaan muodostaa yhtd paljon kuin on muuttujiakin, eli korreloivat
muuttyjat muunnetaan lineaarikombinaatioilla korreloimattomiksi.
Padkomponentit valitaan siten, ettd 1. paddkomponentti selittid X-muuttujien vaihtelua
eniten, 2. padkomponentti toiseksi eniten jne. Kaikki padkomponentit yhdessd selittivit
100% X-muuttujien vaihtelusta. Piikomponentteja voidaan myShemmin kayttda

Jjatkoanalyyseissa alkuperdisten muuttujien sijasta.

Sopiva padkomponenttien méaard
Tarvittavan padkomponenttien médran paéttdmiseen on ainakin kaksi kriteeri:
= ”Quick-and-dirty” —kriteeri, jossa mukaan otetaan niin monta padkomponenttia, etti

selitetty kokonaisvarianssi >80%
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* Ominaisarvokriteeri, jossa mukaan otetaan padkomponentit, joiden varianssi (eli
korrelaatiomatriisista lasketut ominaisarvot) > 1. Tdmi onnistuu vain, kun PCA

suoritetaan korrelaatiomatriisista.

Toisaalta analyysiin voidaan valita pddkomponentit my6s subjektiivisesti: otetaan

mukaan niin monta kuin halutaan ja pystytdin nimedmaén.

Péékomponenttien tulkinnasta

Satunnaismuuttujilla  x'=(x,,...,.x,) on p kpl kovarianssimatriisista laskettuja
ominaisarvoja 4,...,4,,.

i:s padkomponentti vastaa kokonaisvarianssin suhteellisesta osuudesta

—L verran. 3.8
2A 3.8)

i

Jos jonkin pdikomponentin varianssi (jokin ominaisarvo) on 0, on paikomponentti vakio.
T4llsin alkuperdisid muuttujia x, sitoo toisiinsa jokin ehtoyhtild.

Jos padkomponenttianalyysi tehddin kovarianssimatriisista, riippuvat paadkomponentit
mittayksikostd. Silloin muuttujilla pitdisi olla likimain sama varianssi, jotta PCA on
mielekds. Jos muuttujat kuitenkin ovat hyvin erilaisia, voidaan kdyttdd standardoituja
muuttujia eli ottaa l3ht6kohdaksi korrelaatiomatriisi. PCA kannattaa suorittaa vain
muuttyjille, joiden vélinen riippuvuus on lineaarista ja korrelaatio on kohtuullisen suuri.
Jos kaikki korrelaatiot ovat pienid, ei PCA ole mielekis.

Paidkomponenttianalyysi kisittelee aineistoa kuin se olisi rekisteri eli se ei perustu
mihinké#in tilastolliseen malliin. Ominaisarvon suuruuden piéttelemiseen et ole olemassa
hyvii sadntod. Useammasta otoksesta saatuja padkomponentteja on vaikea verrata, koska

ominaisarvojen ja ominaisvektorien otoskayttaytymisti ei tunneta.

3.8.4 Vaihtoehtoiset menetelmiit

Piikomponenttianalyysi voidaan tehdd my6s neuroverkoilla (3-kerroksinen MLP).
Paakomponenttianalyysille on léheistd sukua riippumattomien komponenttien analyysi
(Independent Component analysis, ICA). Siind muuttujien vaihtelu pyritddn selittimaan
muutamalla muuttujalla, jotka ovat alkuperdisten muuttujien lineaarikombinaatioita kuten
piadkomponenttianalyysissikin. Lisdehtona on, ettd 15ydetyt muuttujat ovat

riippumattomia toisistaan.
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4 Muita tiedon louhinnan menetelmii

Téhén Ilukuun on keritty menetelmid, jotka on kehitetty tilastotieteestd
riippumattoman tieteen, ns. koneoppimisen (machine learning) yhteydessi. Koska
koneoppiminen ei aluksi hyddyntényt tilastotieteen teoriaa, on kiyettivd terminologia
erilaista kuin miti tilastotieteilijat kdyttavit. Liitteessd B on verrattu esimerkiksi joitakin
neuraalilaskennassa  kiytettyja termejd tilastotieteen terminologiaan. Myds
koneoppimisesta kdytetadn eri nimikkeitdi eri yhteydessi. Usein puhutaan
hahmontunnistuksesta (pattern recognition), kun tarkoitetaan oppivilla menetelmilld
tapahtuvaa analysointia. Joskus my6s tiedon louhinnalla ja tietimyksen muodostamisella
(knowledge discovery) viitataan pelkéstdin koneoppimiseen perustuviin menetelmiin. Jos
nditi menetelmid verrataan tilastoticteen menetelmiin, ne laskettaisiin kuuluvaksi
epéparametrisiin tai semiparametrisiin menetelmiin.

Menetelmit ovat oppivia menetelmid eli niille opetetaan aineistossa esiintyvid
hahmoja esimerkkihavaintojen avulla. Kiytdnnossdi “oppiminen” on tuntemattoman
parametrin estimointia havaintoaineistosta. Koneoppiminen jaetaan usein kahteen osa-
alueeseen: ohjattuun oppimiseen, jolloin kidytossd on jokin tulosmuuttuja sekid
ohjaamattomaan oppimiseen. Ohjatun oppimisen menetelmit vastaavat periaatteessa
tilastotieteen erottelu- tai regressioanalyysid ja ohjaamattoman oppimisen menetelmit
taas datojen tiivistimiseen tarkoitettuja menetelmid tai esimerkiksi ryhmittelyanalyysia.
Menetelmid kiytetddin luokitteluun, estimointiin, ennustukseen, ryhmittelyyn, sekd
aineiston kuvailuun. Toiset mallit ovat tilastollisesti suhteellisen yksinkertaisia (kuten
puut ja assosiaatiosd@nndt) ja painottavat ilmion ymmairtamistd. Vastaavasti
neuroverkoilla saadaan aikaan hyvinkin komplekseja malleja. Ongelmia saattaa tuottaa
se, ettd neuroverkot ovat ns. “musta laatikko”—tyyppisid menetelmid eli ne pystyvit
tuottamaan pitevid tuloksia, mutta eivit kertomaan minkilaisiin muuttujien vilisiin
suhteisiin tulokset perustuvat.

Tavallisesti aineisto jaetaan kolmeen riippumattomaan otokseen menetelmid varten.
Niéistd ensimmadistd kaytetddn opetusdatana, jonka perusteella menetelmit oppivat
aineistossa esiintyvit hahmot. Toinen otos on ns. validointidata, jonka perustella mallia
muokataan, jotta mallista ei tulisi liian aineistokeskeinen (puhutaan ylioppimisesta).

Kolmannella otoksella eli testidatalla arvioidaan mallin toimivuutta.
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4.1 Assosiaatiosdinnot

4.1.1 Menetelmiin tavoite

Assosiaatiosddannot kertovat mitkd tapahtumat ovat todenn#koisid esiintyméén
yhdessi tai jossain tietyssd segmentissd. Tyypillisin sovellusalue on ostoskorianalyysi.
Assosiaatiosdantdjen avulla pyritddn selvittimain keitd asiakkaat ovat niiden kiyttdmien
hyodykkeiden perusteella sekd tunnistamaan asiakkaita, jotka ovat todennikdisid
ostamaan myds muita palveluita. Toisaalta assosiaatiosddntdjd voidaan kayttdd
epitavallisten yhdistelmien etsimiseen esimerkiksi korvausvaatimuksia esitettiessd

vakuutusyhtiolté ja ndin 16ytédd vihjeitd vakuutuspetoksista.

4.1.2 Menetelmiin kiytto

Tavallisesti assosiaatiosddntdjd kaytetdfin analyysin alussa, kun ei vield tiedetd
tarkasti mitd etsitdin. Ne perustuvat yksinkertaiseen laskentaan jokin asian
esiintymistiheydestd yksin tai jonkin toisen asian yhteydessa.
Assosiaatiosdadnnét ilmaistaan muodossa

"Jos tapahtuma A esiintyy, niin myds tapahtuma B esiintyy todenndkdoisyydelld X .

Todennikoisyys kertoo monessako prosentissa tapauksista, joissa assosiaation ehto-osa
esiintyi, myos assosiaation jidlkimmdiinen osa esiintyi. Muita tédrkeitd assosiaation
voimakkuuden mittoja ovat

s Level of support. Kertoo kuinka usein assosiaatio esiintyy tietokannassa

= Lift. Kerroin, jolla assosiaation jilkimmaisen osan esiintymistodennékdisyys kasvaa,

kun sen ehto-osa on esiintynyt.

Hyvilld sddnnolld on korkea todennikoisyys ja level of support. Jos todennikdisyys on
korkea, mutta level of support pieni, on kyseessi useimmiten syy-seuraussuhde.
Tavallisesti assosiaatiosddnndt koskevat asioita, jotka tapahtuvat samaan aikaan. Usein
ollaan kiinnostuneita tapahtumien aikasarjallisuudesta. Télloin assosiaatiosddnnot
voidaan laajentaa koskemaan myos ajallisesti perdkkidisid tapahtumia, jos asiakas
pystytddn tunnistamaan samaksi asiakkaaksi eri aikoina ja jos tapahtumilla on aikaleima
tai muu ajallinen informaatio saatavilla. Aikasarjat kertovat assosiaatiosdintéjen

tapauksessa missa jirjestyksessd tapahtumat esiintyivit. Niiden avulla voidaan ymmartia
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kuinka diskreetit havainnot kiyttdytyvit toisiinsa ndhden. Jatkuvien muuttujien

aikasarjojen analysointiin tarvitaan muita menetelmia.

4.1.3 Menetelmiin edut

Usein assosiaatiosdannot kertovat sen miké jo tiedetdéin. Sen hyvid sovellusalueita
saattaakin olla edellisen markkinointikampanjan onnistumisen mittaus. Joillakin
l1oydetyilld sidnnéilld ei ole jarkevdd selitystd, eikd ndin saatua informaatiota kannata
vilttimattd hyodyntidd. Assosiaatiosddntdjen hyvid puolia on niiden antamat selvit ja
ymmarrettivit tulokset sekd niiden takana oleva yksinkertainen ja ymmarrettiva laskenta.

Parhaiten assosiaatiosddnnét 16ytyvit, kun muuttujia on suhteellisen véhén.

4.14 Menetelmiin puutteet

Assosiaatiosddntdjen heikkouksia on, ettd ne pystyvit kisitteleméddn vain rajallisen
méiirdn muuttujia ja oikea muuttujien méaérad voi olla joskus vaikea pdittad. Aineisto
voidaan myds joutua koodaamaan uudelleen  assosiaatiosddntGja  varten.
Assosiaatiosdadnnot eivdt myoskddn huomioi harvoin esiintyvid tapauksia. Joskus

kiinnostavat hahmot saattavat jaida piiloon epéoleellisten yhteyksien alle.

4.1.5 Vaihtoehtoiset menetelmiit
Kahden luokitellun muuttujan  vilistdi  assosiaatiota voi mitata  y°—

riippumattomuustestilld ja useamman muuttujan vilisid assosiaatioita log-lineaarisilla
malleilla. Epidparametrisista menetelmistd luokiteltujen muuttujien assosiaation
mittaamiseen soveltuvat ainakin Cramerin kerroin C, joka kuvaa muuttujien vélistd
riippuvuutta sekid Kappa K, jolla mitataan yhdenmukaisuutta. Molemmista menetelmisté

on kirjoittanut Siegel (1980).
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4.2 Piitospuut

Téma kappale perustuu padosin Mitchelin (1997) kirjaan sekd SAS Enterprise Miner 4.0

manuaaleihin.

4.2.1 Menetelmin tavoite

Paatospuussa data segmentoidaan yksinkertaisten sdéint6jen avulla perustuen johonkin
tulosmuuttujan arvoon. Padtospuun tavoite on selittii tai ennustaa vastemuuttujan
kuulumista johonkin luokkaan. Valmiissa pddtdspuussa segmentit ovat hierarkkisessa
muodossa ja niitd kutsutaan puun solmuiksi. Puun ensimmaéinen solmu eli juuri kisittaa
kaikki havainnot ja puun viimeiset solmut eli lehdet edustavat tulosmuuttujan luokkia.
Geometrisesti havainnot ajatellaan pisteiksi kiinnostavien muuttujien miiridmissi
avaruudessa. Havainnot, jotka ovat ldhelld toisiaan ovat samanlaisia monessa suhteessa
kun taas havainnoilla, jotka ovat kaukana toisistaan on vihin yhteyttd. Jotta algoritmi
pystyy oppimaan luokat, niiden tiytyy olla kohtuullisen selkeitd ryppditd, jotka voidaan
rajata suorakulmioilla (Berry ja Linoff, 1997 ). T4t4 on havainnollistettu kuvassa 4.1.
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Kuva 4.1 Paitospuulla luokiteltu Iris—aineisto (Michie ym. 1994).

Kuvasta nikee, ettd kyseinen piaitospuu luokitteli 3 havaintoa vadrin liris-ainestosta.

Vertaa kuvat 3.2 s. 17 sekid 4.4 s. 45.
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4.2.2 Menetelmiin kiytto

Paatospuun konstruoimiseksi on olemassa monia algoritmeja, joista suosituimpia ovat

= CART (Classiﬁcation and Regression Trees). Ei aseta rajoituksia muuttujien mitta-
asteikolle, muodostaa havainnoista binddripuun.

= (CHAID (Chi-squared automatic interaction detection).  Luokittelu-  tai

jarjestysasteikollisille muuttujille.

Algoritmit eroavat toisistaan sind, etti ne kéyttdvit eri kriteerid parhaan erottelevan
muuttujan méadrdamiseksi. Algoritmit aloittavat etsimélld sen muuttujan, joka parhaiten
jakaa havainnot kahteen tai useampaan segmenttiin. Niille kullekin uudelle segmentille
etsitiéin vastaavasti kaikista jiljelld olevista muuttujista se, joka parhaiten jakaa solmun
pienempiin segmentteihin. Puu on tdysi, kun ei en4a 16ydetd muuttujaa, jonka perusteella
havaintoja voitaisiin segmentoida tarkemmin kéytetyn kriteerin mukaan.

Paatdospuun konstruoimista varten datasta otetaan kolme riippumatonta otosta: opetus-
, validointi- ja testidata. Puu muodostetaan ensin opetusdatan perusteella, mutta koska
oppimisalgoritmeilla on tapana ylioppia opetusdata, kidytetdan validointidataa
ylimddrdisten oksien karsimiseen ja sen jédlkeen katsotaan kuinka monta prosenttia

testidatasta malli luokitteli oikein. Tétéd prosenttia kdytetdéin mallin virhetasona.

4.2.3 Menetelméin edut

» PididtGspuun etuna on, ettid sen tuottama malli voidaan esittdd loogisina ja helposti
ymmirrettdvini lauseina.

= Silla voidaan etsid ne muuttujan arvot, joilla on suurin vaikutus tulosmuuttujaan ja
puita voidaan siten kayttdd muuttujien valitsemiseen jotain toista mallia varten.

= paitdspuu toimii parhaiten, kun tulosmuuttuja voidaan jakaa kahteen luokkaan.

» Puihin perustuvat mallit osaavat kisitelld puuttuvia ja virheellisid arvoja paremmin
kuin muut ennustamiseen soveltuvat mallit, koska puut yleensd kayttivit suhteellisen

vihin muuttujia kun muuttujien kokonaismaari on suuri. (Berry ja Linoff, 1997)

4.2.4 Menetelmiin puutteet

= Pistospuun puutteita on sen rajoittunut kuvauskyky sekd vaara, ettd se ylioppii
aineiston, jolloin mallista tulee litan havaintoaineistokeskeinen.

= Askel kerrallaan suoritettavat menetelmdt ovat epédvakaita siten, ettd pienetkin
muutokset aineistossa voivat tuottaa hyvin erilaisen mallin. Téllaisia ovat esimerkiksi

stepwise-regressio ja puihin perustuvat mallit, jos aineistossa on kaksi suunnilleen
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yhtd tirkedd selittdvdd muuttujaa. Mallia rakennettaessa toinen muuttujista valitaan
tarkeammaksi. Jos aineistoa muutetaan hiukan, saattaa muuttujien vilinen suhde
kaantya péinvastoin ja mallista tulla aivan erilainen, koska eri muuttujat jakavat datan
erilailla. Epédvakaus tekee mallin tulkinnan vaikeaksi erityisesti tilanteissa, joissa
dataa kerdtdédn jatkuvasti. Silloin muutaman kuukauden péisté tehty malli saattaa olla
hyvin erilainen aikaisempaan malliin verrattuna eikd kumpikaan malli
todenndkoisesti kerro koko totuutta. Epidvakautta voidaan yrittdd korjata

muokkaamalla dataa (SAS Enterprise Miner 4.0 manuaali).

4.2.5 Vaihtoehtoiset menetelmiit

Tilastollisista menetelmistd luokitteluun voi kiyttds esimerkiksi erotteluanalyysid tai
sen epdparametrisia vastineita eli Kernelin erotteluanalyysid tai ldhimmin naapurin
erottelua. Ennustamiseen kéytetidn paljon lineaarista ja logistista regressiota. Seuraavassa
kappaleessa esiteltivdat neuroverkot ovat myds suosittuja luokittelijoita sekd

ennustemalleja.

4.3 MLP-neuroverkot

Neuroverkot ovat epilineaarisia ennustemalleja, jotka muistuttavat rakenteeltaan
biologisia verkkoja ja voidaan opettaa tunnistamaan hahmoja datasta. Niiden perustana
on joukko tilastollisia malleja kisittden epilineaarisen regression sekéd datojen erotteluun

ja tiivistimiseen tarkoitetut mallit.

4.3.1 Menetelmiin tavoite

Neuroverkkojen piiasiallinen tehtivd on ennustaminen. Erityisen kdyttokelpoisia ne
ovat, kun vastemuuttujan yhteys selittdviin muuttujiin ei ole tiedossa tai kun lopputulos
on tirkedmpad kuin ymmirtiminen ja kun opetusdataa on paljon saatavilla.
Neuroverkkoja kiytetdin myds paljon luokitteluun ja ryhmittelyyn, mutta ne eivit kerro

kuinka 16ydetyt ryhmét ovat samanlaisia
4.3.2 Menetelmin vaatimat oletukset

Muuttyjista tehdédédn seuraavat oletukset:

= Muuttujat ovat normaalijakautuneita
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=  Muuttyjat normeerataan vilille [0,1]. Luokittelu- ja jarjestysasteikollisten muuttujien
koodaamiseen neuroverkon ymmértimdéin muotoon on olemassa eri tapoja ja

useimmat ohjelmistot suorittavat sen automaattisesti.

4.3.3 Menetelmiin kiytto

Neuroverkko koostuu joukosta laskentayksikoitd eli neuroneja. Kiytetyin
verkkoarkkitehtuuri on monikerroksinen Perceptron (MLP) -verkko. Neuronit
Jérjestetddn kerroksittain, josta yksi kerros on sisddntulo-, yksi ulostulo- ja niiden vilissd

ovat mahdolliset piilokerrokset.

Kuva 4.2 Yksinkertainen MLP-verkko (Krzanowski ja Marriott, 1995)

sishantulo- piilo- ulostulokerros

Yksi MLP-verkon neuroni voidaan esittdd yleisend kaavana

N
y=rQxw) @.1)
i=0
missi
y on neuronin antama ennuste,
x neuronin saama syote,
w painokerroin,
f(a) aktivaatiofunktio ja
N
Z xw yhdistelméfunktio
=0 i

Painokerroin voidaan ajatella tilastollisen mallin parametriksi jota ei tunneta, mutta siti

estimoidaan havaintoaineiston perusteella. Neuroverkon oppimisella tarkoitetaan
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painokertoimen optimaalisten arvojen estimointia siten, etti ennusteen ja havainnon
vilinen virhefunktio minimoituu. Neuroverkon arkkitehtuuri midraytyy kiytettivien
aktivaatiofunktioiden muodon seki yhdistelméifunktioiden mukaan. MLP -verkoissa
yhdistelméafunktio on lineaarinen ja aktivaatiofunktiona kaytetdin yleensd logistista

funktioita

fl@y=—t 42)

1+exp™

Muuttujien méérd, jonka verkko pystyy késitteleméian kohtuullisessa ajassa on rajallinen
ja kiinnostavimmat muuttujat on siksi hyvi valita ensin jollain muulla menetelmalla tai
liiketoiminta-alueen tuntemukseen perustuen.

Piilokerroksia on neuroverkossa aina 1-3 (kdytannossi 1 tai 2). Oikeaa piilokerrosten
neuronien mairdd on usein vaikea arvioida. Yksi tapa on aloittaa aineiston opetus
neuroverkolla, jossa ei ole yhtdan piilokerrosta. Sen jilkeen lisdtdsin aina yksi
piilokerroksen neuroni kerrallaan ja estimoidaan verkon tekemé virhe jokaisen lisdyksen
jélkeen. Jos virhetermi kasvaa, ei neuroneja kannata endi lisdtd (SAS Enterprise Miner
4.0 manuaali).

Jos ennustettavan muuttujan ja riippumattomien muuttujien yhteys on lineaarinen ja
aineisto sisaltid paljon virhettd, saadaan lineaarisella regressiolla yleensd paremmat
ennusteet. Ja vaikka funktio olisikin jonkin verran epilineaarinen, saattaa yksinkertainen
lineaarinen malli antaa paremman ennusteen silloin kun dataa on véhén tai siind on liian
paljon virheitd epilineaarisuuden estimoimiseksi kunnolla (SAS Enterprise Miner 4.0

manuaali).

4.3.4 Menetelmin edut

= Neuroverkko pystyy havaitsemaan muuttujissa myos epilineaarisia yhdysvaikutuksia
sen monimutkaisuudesta ja epidlineaarisuudesta johtuen.

= MLP-verkot ovat teoriassa universaaleja approksimaattoreita eli ne pystyvit
approksimoimaan minki tahansa n:nnen asteen polynomin yhdelld piilokerroksella.
Kiytinnossd havaintoaineisto ei ole tdydellinen kuva perusjoukosta, eikd verkko osaa
arvioida sen eroa tai harhaa suhteessa perusjoukkoon, joten mallista voi tulla liian
havaintoaineistokeskeinen. Tamin vuoksi mallia muokataan riippumattoman

aineiston avulla ennen kdyttodn ottoa. Ylioppimisen ehkdisemiseen on olemassa
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myds muita keinoja, kuten mallin silottaminen jilkikéteen tai painovektorin kasvun
ehkiiseminen.

(Koikkaléinen, http://erin.mit.jyu.fi/pako/kurssit/1a2000/pruju/pruju/pruju.html,
20.6.2001)

4.3.5 Neuroverkon puutteet

Neuroverkko tarvitsee paljon havaintoja toimiakseen hyvin. Yleensd puhutaan
ennemminkin tuhansista kuin sadoista havainnoista.

Liséksi neuroverkko osaa kasitelld vain likimain normaalisti jakautuneita muuttujia,
jotka ovat koodattu vilille [0,1]. Jakauman vinous saattaa aiheuttaa ongelmia.
Jakauman vinoutta voi yrittdd korjata muunnoksilla, jolloin mallin yleistettivyys
yleensd paranee ja neuroverkon opetus nopeutuu (SAS Enterprise Miner 4.0
manuaali). Hyvid muunnosfunktioita ovat mm. logaritmi- ja eksponenttifunktiot.
Ulkopuolisilla havainnoilla saattaa olla huomattava vaikutus ennusteisiin.

Vaikka luokitteluasteikolliset selittdvdat muuttujat (syStteet) voidaan koodata
neuroverkon ymmartimadn muotoon ongelmana on, etti koodaus asettaa luokat
jarjestykseen ja jérjestys saattaa vaikuttaa malliin. Myds liian suuri luokkamééri
vaikeuttaa mallin muodostumista (Berry ym. 1997).

Yli- tai alioppimisen vaara. Ylioppimista voidaan kuitenkin korjata jilkeenpdin ja
oppimista vastaavasti parantaa lisddmaélld piilokerrosten neuronien méairdai. Koska
verkko on periaatteessa universaali approksimaattori, saattaa se myds oppia
jarjettomid ratkaisuja (Koikkalainen,

http://erin.mit.jyu.fi/pako/kurssit/1a2000/pruju/pruju/pruju.html, 20.6.2001)

Verkon konvergoinnin testaus on vaikeaa
Ei kerro miten se pédtyi tulokseen ja siksi tilanteissa, joissa ymmdrrettivyys on

tarkead ei neuroverkko vilttamattd ole paras tyokalu.

Mallin oikeellisuustarkastelut

Neuroverkon tekemidn mallin luotettavuutta voidaan arvioida joillakin tilastollisilla

menetelmilld. Tatd varten ei kuitenkaan ole olemassa mitddn yksikasitteisen hyvid

menetelmid, mutta tunnetuin ja helppokayttdisin lienee ristiinvalidointi, jossa verkko

opetetaan useaan kertaan erilaisilla havaintoaineistoilla (Haykin, 1994). Toinen

perusmenetelmé on bootstrap, jossa toistuvalla, satunnaisella ndytejoukkojen valinnalla ja

uudelleenopetuksella pyritddn selvittimddn keskiméddrdinen ratkaisu ja erilaisten

ratkaisujen varianssi. Kdytdnndssd mallin oikeellisuuden tarkasteluun riittdd testidatan
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kaytto. Muita menetelmid kiytetdéin vain, jos dataa ei ole tarpeeksi aineiston jakamiseen

kolmeen osaan.

4.3.6 Vaihtoehtoiset menetelmit

Tilastollisista menetelmistd luokitteluun voi kiyttdd esimerkiksi erotteluanalyysié tai
sen epdparametrisia vastineita eli Kernelin erotteluanalyysid tai k-lahimmén naapurin
menetelmdd. Oppivista menetelmistd padtdspuut ovat suosittuja luokittelijoita ja

ennustemalleja. Myos lineaarista ja logistista regressiota kiytetddn paljon ennustamiseen.

4.4 Itseorganisoituva kartta

4.4.1 Menetelmiin tavoite

Itseorganisoituvaa karttaa (SOM) kiytetdin aineiston ryhmittelyyn, visualisointiin ja
titvistimiseen. Se soveltuu hyvin suurten datamassojen analysointiin, jossa ei ole selkedd
tavoitetta, mutta datasta halutaan kuitenkin 16ytd4 kiinnostavia hahmoja. Sen avulla

voidaan tarkastella useampiulotteista aineistoa ymmarrettavissé, visuaalisessa muodossa.

4.4.2 Menetelmin vaatimat oletukset
SOM on epdparametrinen menetelmd, joten jakauman muodolle ei aseteta oletuksia.
Kartta kuitenkin muotoutuu datan suurimman varianssin ohjaamana ja siksi korreloivia ja
erityyppisid muuttujia pitdisi valttds, koska yleensd yksi niistd dominoi lopputulosta.
Kartan tulkintaa helpottaa, jos tehdddn seuraavat oletukset:
* Muuttuyjilla on sama mitta-asteikko (luokittelu-, jarjestys-, vilimatka- tai
suhdeasteikko)
= Muuttyjilla likimain sama vaihtelu
(Koikkalainen, http:/erin.mit.jyu.fi/pako/kurssit/1a2000/pruju/prujw/pruju.html,
20.6.2001)

4.4.3 Menetelmiin kiytto

Itseorganisoituvat kartat ovat verkkoja, jotka luovat “topologisen” kartan
havaintoavaruudesta. Verkossa on sisddntulo- ja ulostulokerrokset, mutta ei
piilokerroksia. Sis@dntulokerros on yksiulotteinen vektori ja ulostulokerros tavallisesti

kaksiulotteinen hila. Riippumattomien muuttujien méirédi ei ole rajoitettu kartan kaytossa
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ja siksi se sopii hyvin aineiston tiivistimiseen tai ulottuvuuden pienentimiseen. SOM
voidaan ajatella diskreetiksi kartaksi havaintoavaruuden ryhmien seki hila-avaruuden

pisteiden vililla (SAS Enterprise Miner 4.0 manuaali).

Kuva 4.3 Itseorganisoituva kartta (Berry ja Linoff, 1997)

ulostulo-
kerros

sisaantulo-
kerros

Itseorganisoituvista kartoista on useita variaatioita. Tillaisia ovat estmerkiksi batch
SOM, jota kiytetddn ldhinnd datojen vdhentimiseen ja visualisointiin sekd ryhmittelya
varten kehitetty vector quantization (VQ), joka muistuttaa paljon k-means -
ryhmittelymenetelméi (SAS Enterprise Miner 4.0 manuaali). Batch SOM voidaan ajatella
paikomponenttianalyysin epélineaariseksi yleistykseksi. Kartta on periaatteessa
havaintoaineistosta etsitty padkdyrd. Jos havainnot on keritty multinormaalijakaumasta,
péadkdyrit ovat samoja, kun pddkomponenttianalyysilld 16ydettdvit padkomponentit (SAS

Enterprise Miner 4.0 manuaali).

4.44 Menetelmin edut

» Jtseorganisoituvalla kartalla voidaan 16ytdd ryhmidi myos tapauksissa, joita esim.
faktorianalyysilld tai ryhmittelyanalyysilli olisi vaikea havaita.

* Riippumattomien muuttujien maérad ei ole rajoitettu kartan kaytdssé ja siksi se sopii

hyvin aineiston tiivistimiseen tai ulottuvuuden pienentimiseen.

4.4.5 Menetelmiin puutteet
Jos itseorganisoituvaa karttaa kdytetddn ryhmittelyyn, kannattaa kiinnostavat
muuttujat valita ensin jollain muulla menetelmilli tai liiketoiminta-alueen tuntemukseen

perustuen, koska suuri muuttujien mééra vaikeuttaa ryppdiden muodostumista.
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4.4.6 Vaihtoehtoiset menetelmiit
Tilastollista vastineita itseoganisoituvalle Kkartalle ovat ryhmittelyanalyysi ja

mahdollisesti my6s faktorianalyysi.

4.5 k-lihimmiin naapurin menetelm:

4.5.1 Menetelmin tavoite

k-ldhimmén naapurin (k-nearest neighbour, k-NN) menetelmédd kéytetdin uusien
havaintojen luokitteluun ja ennustamiseen. Sen tyypillisimpid sovellusalueita on petosten
paljastaminen, koska uusien petostapausten ajatellaan olevan jossain suhteessa
samanlaisia tunnettujen tapausten kanssa. Menetelmén toinen yleinen kayttéalue on
ennustaa, mitka asiakkaat ovat todennikdisimpid vastaamaan tarjouksiin. Uudet asiakkaat
jotka vastaavat, ovat luultavasti samanlaisia aikaisemmin vastanneiden asiakkaiden
kanssa.

k-lahimmén naapurin menetelméssd havainnot ajatellaan pisteiksi moniulotteisessa
data-avaruudessa. Kun halutaan ennustaa uuden havainnon kayttdytymistd, tutkitaan
miten hdnen ldhimmét naapurinsa keskimddrin kiyttdytyvit ja titd arvoa kiytetdén
ennusteena. Kuvassa 4.4 on uutta havaintoa merkitty +-merkilldi. Mukaan on otettu 5
ldhintd naapuria, jotka ovat kuvassa renkaan sisdlld. Kuvan perusteella uusi havainto
luokiteltaisiin Virgnica-luokkaan (A), koska 4 havaintoa 5:sti ldhimmaistd naapurista

kuuluvat ko. luokkaan (Michie ym. 1994).

<

o

o |

o

A

<

w4
=
=]
Euwy_|
B g

¢ Eseeese
e €
° B
= Eee e

-

0 %

i

& ann s
a8s 8
5 568885 B
] s ss
P
T T T T T
o 2 4 [ 8
Petal tength

Kuva 4.4. 5-lihimmén naapurin menetelmélld luokiteltu Iris-aineisto (Michie ym. 1994).
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4.5.2 Menetelmin kiytto

Menetelmissi on kolme vaihetta:

= Sopivan btoksen valitseminen historiatiedoista. Lahimmén naapurin menetelmassé
kaytetddn tavallisesti ositettua otantaa, jotta my6s harvinaiset tapaukset ovat
tasapuolisesti edustettuna otoksessa.

= Tehokkaimman esitysmuodon paittiminen historiatiedoille.

= Etdisyysfunktion, yhdistelmédfunktion ja kiytettdvien naapureiden miérin

paittiminen

Etidisyyden laskemiseksi on olemassa erilaisia kaavoja, riippuen havaintojen tyypista ja
ongelmasta. Vilimatka-asteikollisten muuttujien tavallisia mittoja havaintojen 4 ja B
vililla ovat

=  Absoluuttinen etiisyys : |A-B|

* Erotuksen nelio: (4-B)?

= Normalisoitu absoluuttinen etdisyys:  |4-B|/ (maksimi erotus)

Niin saadaan kahden havainnon vilinen etiisyys jokaisessa muuttujassa. Témén jdlkeen
etdisyydet yhdistetddn, jotta saadaan todellinen kahden havainnon vilinen etiisyys.
Yhdistimiseen voidaan kayttds esimerkiksi

*  Symmaa : doum(A,B)=d,)(4,B)+ ...+ d,(A,B)

» Normalisoitua summaa: d,,m(A4,B)= dsm(A,B)/ max(d,,)

» Fuklidista etdisyytti:  dea(4,B)= sqri(dy(4,B)’+...+ du(4,B)°)

Etdisyysmittoja on siis yhtd monta kuin havaintojakin. Etiisyyksien perusteella valitaan &
lahintd naapuria. Tavallisesti valitaan k=c+1, kun ¢ on kiytettivien muuttujien maara.
Uuden havainnon ennusteena kiytetdfin nyt jotakin & lihimmaistd naapurista laskettua

keskilukua tai painotettua keskilukua.

4.5.3 Menetelmiin edut
Samanlaisuus voidaan médritelld usealla tavalla k-ldhimmén naapurin menetelmasséi
ja sen takia menetelm#d voidaan soveltaa melkein mille tahansa datatyypille mukaan

lukien kuvat, tekstin ja maantieteellisen datan.
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4.5.4 Menetelmiin puutteet

® Yksinkertainen menetelmi, ei useinkaan tuota kovin hyvid tuloksia. Menetelmén
tehokkuuﬁa voidaan parantaa soveltamalla regressiosuoraa ldhimpiin naapureihin.

» Tulokset riippuvat kiytetystdi hyvin paljon etdisyysfunktiosta ja havainnon
naapureiden maarasti

= Tarvitsee paljon dataa toimiakseen hyvin.

= Voidaan kdyttdd vain, kun muuttujia ei ole paljoa, jolloin avaruuden dimensio on

pient (Berry ja Linoff 1997).

4.5.5 Vaihtoehtoiset menetelmiit

Tilastollisista menetelmisti luokitteluun voi kayttdd esimerkiksi erotteluanalyysid tai
sen epdparametrisia vastineita eli Kernelin erotteluanalyysid. Samoin p#dtGspuut ja
neuroverkot ovat suosittuja luokittelijoita ja ennustemalleja. My6s lineaarista ja logistista

regressiota kdytetdén paljon ennustamiseen.

4.6 Geneettiset algoritmit

Geneettinen algoritmi on stokastinen optimointimenetelmd. Nimensd menetelmi on
saanut siitd, ettd optimoinnissa sovelletaan Darwinin evoluutioteoriaa: vain parhaimmat
yksil6t, tdssd tapauksessa. ratkaisuvaihtoehdot, siilyvdt hengissd. Geneettisessd
algoritmissa  yritetiin = maksimoida  tdmdn  ratkaisuvaihtoehdon  sopivuus

havaintojoukkoon.

4.6.1 Menetelmiin tavoite

Geneettisid algoritmeja voidaan soveltaa esimerkiksi ryhmittelyyn, luokitteluun,
neuroverkon optimaalisten painojen etsimiseen, ennustefunktioiden generoimiseen k-
ldhimmin naapurin menetelméssd tai pelkistdsn optimointiin. Vaikka tavallisimmat
tiedon louhintatehtivit ovat luokittelua tai ennustamista, voidaan useimmat niistid
muotoilla optimointitehtéviksi ja siten soveltaa geneettisid algoritmeja neuroverkon tai

~ regressiomallin rinnalla.
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4.6.2 Menetelmiin kiytto

Algoritmia varten aineisto koodataan uudelleen muotoon, joka voidaan ajatella
havaintojen kromosomeiksi. Tavallisesti timé tehd4in muuttumalla luvut bin4driluvuiksi.
Tamin jilkeen algoritmi toimii kahdessa vaiheessa: sovitetaan aineistoon ennalta
miiritty fitness-funktio ja muutetaan kromosomeja sopivammaksi.

Ensimmiisessd vaiheessa fitness—funktio etsii parhaiten sopivat havainnot. Fitness—
funktio voi olla mik# tahansa funktio, milli havainnot voidaan erotella toisistaan. Jos
algoritmia kdytetdsn luokitteluun, tuloksena saadaan havainnot, jotka parhaiten sopivat
tiettyyn luokkaan. Parhaiten soveltuvia havaintoja kaytetddn sitten uuden sukupolven
(iteraatioaskeleen) luomiseen.

Toisessa vaiheessa luodaan uuden sukupolven kromosomit. T#hdn kéytetdsin
tavallisesti joko “ristiinperimistd” tai “mutaatiota”. Ristiinperimisessd kahden havainnon
(vanhemman) bindériesityksestd muodostetaan kaksi uutta havaintoa (lapset). Tédmi
tehdisn kiyttamalld toisen havainnon bindiriesityksen alkupuoli ja toisen loppupuoli.
Mutaatiossa havaintoon tehdddn jokin satunnaismuutos. Nidin siis luodaan uuden
sukupolven lapsikromosomit ja vanha sukupolvi korvataan télld uudella. Ndin jatketaan

kunnes jokin lopetuskriteeri saavutetaan.

4.6.3 Menetelmiin edut
= Suhteellisen robusti menetelma
»  Geneettisen algoritmien tulokset ovat ymmarrettivii ja helposti sovellettavia.

» Pystyvit kisitteleméin laajan valikoiman erilaisia datatyyppeji (Berry ym., 1997).
4.6.4 Menetelmin puutteet

Vain harvat ohjelmistot tukevat geneettisid algoritmeja ja jotkut ongelmat saattavat

olla vaikeita muotoilla geneettisen algoritmin ymmértimiin muotoon (Berry ym., 1997).
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5 Yhteenveto

Tiedon louhinta on interaktiivinen prosessi, jossa on kolme nikokulmaa:
liiketoiminta, = menetelmdt  ja  tekniikka.  Liiketoimintaosaaja = maédrittelee
tutkimusongelman, tavoitteet, nykytilan sekd tulosten merkityksen. Menetelméosaajan
haasteina ovat oikeiden menetelmien valinta sekd mallin rakentaminen ja soveltaminen
kdytettivissid olevaan aineistoon ldhtien analyysin tavoitteesta. Lisdksi menetelméosaajan
tyohon sisdltyy aineiston esianalyysid, otoksen luomista sekd toteutuksen jilkeen
mahdollisia toiminnallisia testeji. Tekniikkaosaaja vastaa tietojen oikeellisuudesta ja
laadusta, tietojen hakemisesta sekd mahdollisesti prosessin automatisoinnista.

Tutkielmassa esiteltiin useita analyysimenetelmii, joita menetelméiosaaja voi soveltaa
tiedon louhinnassa. Menetelmdt oli jaettu kahteen ryhmiddn sen perusteella oliko
menetelmien pohjana jokin tilastollinen malli vai ei. Suurin osa perinteisisti tilastollisista
monimuuttujamenetelmisti  ovat  erikoistapauksia  yleisemmistd  malliluokasta,
yleistetyistd lineaarisista malleista ja siten parametrisia menetelmid. Naméd menetelmiit
asettavat tutkittavalle perusjoukolle vahvoja oletuksia, mikd rajoittaa niiden
soveltuvuusaluetta. Menetelmit, jotka eivdt perustu tilastolliseen malliin vaan
tehokkaisiin  laskenta-algoritmeihin, ovat semiparametrisia tai epdparametrisia
menetelmid. Ne vaativat paljon dataa toimiakseen hyvin, mutta eivit aseta tutkittavalle
perusjoukolle niin vahvoja oletuksia kuin parametriset menetelmit. Osa menetelmistd on
hyvin yksikertaisia ja painottavat ilmi6n ymmértdmistd. Neuraalilaskentaan perustuvat
menetelmét taas ovat “musta laatikko” —tyyppisid menetelmis, jossa lopputulos on
tarkeampéd kuin ymmaértdminen.

Tutkielman yhteydessd analysoitiin pankin asiakaspoistumaa ennustavan mallin
toimivuutta. Mallin antamia ennusteita oli mahdollista verrata toteutuneeseen poistumaan
muutaman kuukauden ajalta eri asiakassegmenteissi. Analyysi antoi pankille
nikemyksen mallin luotettavuudesta sekd mallissa olevien selittivien muuttujien
ominaisuuksista. Analyysin lopputuloksena saatiin muutamia ehdotuksia, jolla mallin
toimivuutta voisi parantaa. Analyysistd tehtiin pankille erillinen loppuraportti, jota ei

salassapitovelvollisunden takia liiteta tutkielmaan.
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LIITE A

Tilastollisten monimuuttujamenetelmien epéparametriset vastineet

Parametrinen menetelmi

Epiiparametriset vastineet

Erotteluanalyysi Kernelin erotteluanalyysi

k-lahimman naapurin menetelma

Hierarkkiset yhdistelymenetelmit
Ryhmittelyanalyysi Monoteettinen osittaminen

Iteratiiviset uudelleen sijoittamismenetelmat
Varianssianalyysi Kruskal Wallis one-way ANOVA of ranks, Median test

(ANOVA, MANOVA)

Friedmanin kaksisuuntainen varianssianalyysi

Cochranin Q —testi

Regressioanalyysi Sommersin d jérjestysasteikollisille muuttujille
Epdsymmetristi riippuvuutta kuvaava Lg
Kovarianssianalyysi MANOVA jirjestetyille alkioille

Faktorianalyysi

Moniulotteinen skaalaus

i



LIITE B

Tutkielmassa esiintyvien tilastollisten termien selityksii'

Diskreettt muuttuja

Harha

Havainto

Jatkuva muuttuja

Keskinelidvirhe

Kriittinen arvo

Mitta-asteikot

Muuttuja

Muuttujan sanotaan olevan diskreetti, mikili se voi saada vain
erillisid kokonaislukuarvoja.

Tuloksissa esiintyvé systemaattinen virhe.

Yksikkd, jota koskevia tietoja halutaan kisitelld (esim. yksi
asiakas). Kaksiulotteisen taulukon yksi rivi.

Muuttujan sanotaan olevan jatkuva, mikili se voi saada mink3
tahansa arvon tietylti vililta.

Keskineliovirhe (MSE) on mittaluku, jolla kuvataan aineiston
perusteella estimoitavalle parametrille muodostetun estimaatin
tarkkuutta.

Kriittinen arvo on se testisuureen arvo, johon liittyvd p-arvo =
valittu riskitaso. Mikdli testisuureen arvo on suurempi kuin
kriittinen arvo, nollahypoteesi hyldtidn. Kriittinen arvo riippuu
testisuureen  jakaumasta, testattavasta hypoteesista ja
kéytetystd riskitasosta. Kriittinen alue on kriittisen alueen
rajoittama alue testisuureen jakaumasta. Kriittisen alueen
pinta-ala = riskitaso.

Mittaus on tehty luokitteluasteikolla, jos havainnot on jaettu
luokkiin, mutta luokkia ei voida asettaa jirjestykseen.

Mittaus on tehty jdrjestysasteikolla, jos havainnot on jaettu
luokkiin ja luokat voidaan asettaa jérjestykseen.

Mittaus on tehty Intervalli- eli vdilimatka-asteikolla, mikili
mittaus kertoo kuinka suuri on ero kahteen havaintoon
liittyvien mittaustulosten vililla.

Mittaus on tehty Suhdeasteikolla, mikéali muuttujanarvojen
vdlinen etdisyys voidaan miérdtd ja lisdksi on olemassa
absoluuttinen  nollapiste, josta  mittaukset alkavat.
Suhdeasteikolla mitatuista muuttujista voidaan laskea kuinka
monta kertaa suurempi on toiseen havaintoon liittyvd
muuttujanarvio toiseen verrattuna. Suhdeasteikolla mitattu
muuttuja saa vain ei-negatiivisia arvoja.

Suure, joka on mitattu useasta havaintoyksikosta.
Kaksiulotteisen taulukon yksi sarake.

! Peustuu osin Juha Purasen www-sivuun tilastollisia termeja: http://noppa5.pc.helsinki.fi/, 12.02.2001
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Normeerattu muuttuja
(normalized)

Otos

P-arvo

Perusjoukko

Robustimenetelmi

Standardoitu muuttuja

Valikoitunut data

Vapausaste

Muuttujien arvot muunnetaan yhteismitallisiksi jonkin
muunnosfunktion avulla. Normeerattujen vektoreiden pituus
onl.

Perusjoukosta satunnaistamalla valittu osajoukko
(perusjoukon pienoiskuva)

P-arvo on testin riskitaso eli todenndkoisyys sille, ettd
testattava nollahypoteesi hyldta4n, kun se on tosi.

Perusjoukko on se joukko josta tutkimuksessa halutaan tietoa

Ulkopuoliset ~ havainnot  eivdt  juurikaan  vaikuta
lopputulokseen. Vastakohtana allerginen menetelma.

Muuttuja, josta on vihennetty keskiarvo ja ndin saatu erotus
jaettu keskihajonnalla. Standardoidun muuttujan

= keskiarvo=0

= keskihajonta = 1

Perusjoukon osajoukko, johon ei liity satunnaisuutta, tai ei
vastaa koostumukseltaan perusjoukkoa.

Vapausasteilla  tarkoitetaan nk. vapaiden havaintojen

lukumiirda. Vapausasteita voidaan havainnollistaa usealla eri

tavalla: ,

= Tilastollisen tunnusluvun vapausasteiden lukuméiré on v=n
- r missd n = havaintojen lukuméird ja » = tunnusluvun
estimoimista varten aineistosta laskettujen parametrien
lukumddrd. Kun aineistoa on jo kiaytetty, timd
huomioidaan pienentimalla vapausasteita.

» Sen avaruuden dimensio, missa havainnot on médritelty



LIITE C

Neuraalilaskennan terminologiaa vs. tilastotieteessii kiiytetyt termit

Lihteend on kiytetty SAS Enterprise Miner 4.0 manuaalia

Neuraalilaskenta Tilastotiede

Arkkitehtuuri Malli

Esimerkki (case, example, pattern, sample) Havainto (observation )

Funktion kartoitus (mapping) Regressio

Funktionaaliset linkit Muunnokset

Harha (bias) Vakiotermi (intercept)

Iteraatiovirhe (kohde — ulostulo) Jaannos (havaittu — ennustettuarvo)

Kilpailuoppiminen Ryhmittelyanalyysi

Kohde tai haluttu ulostulo Riippuva muuttuja

Kohina (noise) Virhe (error)

Korkeamman asteen neuronit Yhdysvaikutukset

Korkeamman asteen neuroverkko Polynominen regressio tai malli, jossa on
Mukana yhdysvaikutuksia

Ohjaamaton oppiminen tai autoassosiaatio
Ohjattu oppiminen tai heteroassosiaatio
Ominaisuus (feature)

Opetusdata (training set)

Oppiminen, opetus, itseorganisoituva
Painokerroin

Perceptron (ilman piilokerroksia)
Sisdéntulo

Virhe funktio tai Lyapunov funktio
Ulostulo

Yleinen regressio neuroverkko

Yleistys

Datan tiivistiminen tai ryhmittely
Erotteluanalyysi, regressio
Muuttuja (variable)

Otos (sample)

Estimointi tai mallin valinta
Parametrin estimaatti
Yleistetty lineaarinen malli
Riippumattomat muuttujat
Estimointikriteeri
Ennustettu arvo

Kernel regressio

Interpolointi tai ekstrapolointi
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Tilastotoimen menetelmien maisteriohjelman pro gradu -tutkielma sarja
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4. Puhakka, E. (1997)
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s., 3 liitettd)
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s, 4 liitettd)
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s.)
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